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Resumo

A geragio de grandes volumes de dados, também conhecidos com Big Data, vem se tor-
nando muito comum em ambientes académicos e corporativos. Nesse contexto, é essencial
que as aplicagdes que processam Big Data explorem da melhor forma possivel as infraestru-
turas distribuidas de alto desempenho (como clusters), possivelmente presentes nesses am-
bientes, através da implantacfo dessas aplicacdes sobre sistemas de computagio intensiva de
dados tais como o popular Hadoop. No que diz respeito a configuragdo desta plataforma,
observa-se uma quantidade consideravel de pardmetros que devem ser ajustados e os quais
0s usudrios normalmente nio tém nog¢lo de como fazé-los, resultando em um Hadoop mal
configurado e com um desempenho aquém do seu real potencial. Este trabalho propde um
processo para auxiliar a configuragio eficiente do Hadoop através do uso de técnicas empiri-
cas que utilizam subespagos de pardmetros dessa plataforma, e da aplicagio de analises es-
tatisticas para verificar a relevancia dos mesmos, extraindo os valores otimizados em fungdo
do subespago de pardmetros considerado. Visando instanciar o processo, foi realizado um
estudo de caso de forma a obter uma configurac@o com impacto positivo sobre o tempo de
resposta de uma aplicagio representativa para esse contexto. A validagio foi feita através de
uma comparagio do processo proposto com solugdes existentes na qual foi possivel observar
que o processo teve uma significativa vantagem, levando em consideragdo o mesmo ambi-
ente e workload utilizados na etapa de instanciagio. Apesar do tempo médio de concluséo do
processo ter sido maior que o das outras solugdes, foram levantados cenarios em que 0 uso
do processo proposto é mais vantajoso (¢ possivelmente mais vidvel) que o uso das outras
solugdes. Isso ocorre devido & sua flexibilidade, uma vez que ele ndo apresenta restrigoes

quanto ao subespaco de parimetros selecionado e métricas possiveis de serem analisadas.



Abstract

The generation of large amounts of data, also known as Big Data, is becoming very com-
mon both in the academy and in the enterprises environments. In that context, it is essential
that applications responsible for processing Big Data exploit high-performance distributed
infrastructures (such as cluster), commonly present in those environments, through the de-
ploying of such applications on data-intensive scalable supercomputing (DISC) systems such
as the popular Hadoop. Regarding the configuration of that platform, there is a considerable
amount of parameters to be adjusted by users who do not know how to set them, resulting
in a Hadoop poorly configured and performing below of its real potential. This work pro-
poses a process to help in Hadoop efficient configuration by using empirical techniques to
analyze subspaces of parameters of this platform, and the application of statistical founda-
tions to verify the relevance of such parameters, obtaining the optimized values according
to the subspace of parameters considered. Aimiﬂg the process instantiation, we performed a
case study in order to obtain proper settings with a positive impact on the response time of a
representative application in this context. The validation was performed through a compar-
ison between the proposed process and some existing solutions in which we observed that
the former had a significant advantage regarding same environment and workload used in
the instantiation stage. Although the average completion time of the process has been higher
than the other solutions, we presented scenarios which the use of the proposed process is
more advantageous (and feasible) than the use of other solutions. This happens due to its
flexibility, since it has no constraints on the subspace of selected parameters and metrics

possible to be analyzed.



E melhor atirar-se em luta, em busca de dias melhores,
do que permanecer estdtico como os pobres de espirito,
que ndo lutaram, mas também ndo venceram. Que néo
conheceram a gléria de ressurgir dos escombros. Esses
pobres de espirito, ao final de sua jornada na Terra, ndo
agradecem & Deus por terem vivido, mas desculpam-se
diante dele, por simplesmente, haverem passado pela

vida.

Bob Marley
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Capitulo 1

Introducao

Este capitulo apresenta os aspectos introdutdrios sobre esta dissertagio. Inicialmente sdo
apresentadas a motivagio e a definigdo do problema estudado. Em seguida sdo descritos os
objetivos gerais e discutidas as coniribui¢des da pesquisa realizada. Para finalizar o capitulo

¢ feita uma descrigfio sobre a organizagdo do restante da dissertag#o.

1.1 Motivacao

A evolugio dos computadores pessoais aliada & melhoria nas tecnologias das redes de com-
putadores levaram a criaggo de infraestruturas alternativas aos onerosos supercomputadores.
Apoiada no processamento paralelo e distribuido, essas infraestruturas utilizam agregados de
computadores convencionais interligados tanto por redes de altissima velocidade, a exemplo
dos clusters, como por redes convencionais (locais ou geograficamente distantes), a exemplo
das grades computacionais [1][15][25].

Atualmente essas infraestruturas estdo sendo bastante empregadas, tanto no meio acadé-
mico quanto no meio corporativo, para executar aplicagdes distribuidas que geram ou pro-
cessam grandes massas de dados, chamadas de aplicagdes intensivas de dados (do inglés
data intensive) ou aplica¢des de Big Data [7][3]{4].

Alguns exemplos dessas aplicagdes podem ser observados no compartilhamento de mi-
dias de alta qualidade [41], mecanismos complexos de busca e recomendacio [54] e no ni-
mero crescente de sensores € outros equipamentos geradores de dados presentes em muitos

lugares [13]. O Facebook®, por exemplo, coleta cerca de 15 terabytes de dados diaria-
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mente [4]. Outro importante gerador de dados é o Large Hadron Collider (LHC) que tem
uma estimativa de produgdo de 10 petabytes de dados por ano [20].

Visando alcancar um maior grau de utilizacd@o dessas infraestruturas distribuidas e,
ao mesmo tempo, explorar seu poder computacional, foram desenvolvidos uma série de
modelos de programagio, tais como: MPI (do inglés Message Passing Interface) [311,
PVM (do inglés Parallel Virtual Machine) [29], FilterStream [5], DataflowGraph [2] e
MapReduce [16][17].

Esses modelos ditaram o desenvolvimento dos sistemas escaldveis de computagdo in-
tensiva de dados (DISC, do inglés Data Intensive Scalable Computing), também chamados
de plataformas de alto desempenho, tais como: DataCutter (modelo FilterStream) [5][6],
Anthill (modelos PVM e FilterStream) [24], Open-MPI (modelo MPI) [30] , Dryad (mo-
delo DataflowGraph) [37] e Hadoop (modelo MapReduce) [16].

Devido a facilidade de programag@o, o modelo MapReduce tornou-se muito atrativo [52].
A ideia bdsica por trds desse modelo consiste na implementacido de duas fungdes: map e
reduce. Essas fungdes representam a divisdo de uma grande tarefa em tarefas menores que
sio executadas paralelamente em diferentes nodos' [16].

O Hadoop ¢é a plataforma MapReduce mais utilizada atualmente [20] [65]. E possivel
elencar uma série de dreas nas quais hd aplicagdes implantadas sobre essa plataforma, a
saber: indexagdo na Web, mineracdo de dados, gerag@o de relatérios, andlise de arquivos de
log, andlise financeira, simulagio cientifica e pesquisa em bioinformatica [38].

Apesar da grande disseminac@o do Hadoop, a maioria de seus usudrios utilizam-no com
uma eficiéncia aquém a seu real potencial [4]. Isso ocorre devido & grande quantidade de
pardmetros a serem configurados manualmente e que exigem conhecimento sobre o perfil
da aplicagdo, especificagdo do hardware ou detalhes de implementacdo da prépria plata-
forma [65]. Desse modo, toda a responsabilidade de ajustes dos pardmetros de configuragéo
recai sobre o préprio usudrio da plataforma, que na maioria das vezes € completamente leigo

e enfrenta dificuldades para configurd-la adequadamente [35].

IEsse termo serd utilizado, neste trabalho, para designar mdquinas ou estagdes pertencentes a um cluster ou

grade computacional.
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1.2 Defini¢ao do Problema

O Hadoop dispde de aproximadamente 200 parimetros de configuragio, dentre os quais
mais de 25 interferem significativamente no desempenho da aplicacio [4]. Nesse contexto
de desempenho (que € muito enfatizado na literatura), os paridmetros estdio relacionados a
quantidade de nicleos de CPU e memdria RAM disponiveis, quantidade de tarefas (maps e
reduces) por nodo, tamanho de buffers alocados para as tarefas, niimero de streams utilizados
para gravar dados em arquivos, etc.

O impacto desses parametros varia de acordo com a aplicagao utilizada, com os dados de
entrada e com os recursos de hardware disponiveis. Se tais parAmetros forem configurados
" adequadamente, o tempo de execucdo pode ser reduzido em mais de 50% [4][40].

Apesar do nimero reduzido de parimetros que impactam no desempenho, em relagio ao
mimero total (aproximadamente 25 de 200), eles devem ser ajustados manualmente, o que
torna a tarefa de configuragiio bastante complexa. Além do mais, essa complexidade € ainda
maior se forem consideradas as interagdes cruzadas que ocorrem entre alguns parimetros,
ou seja, quando o efeito de um pardmetro p; depende do valor ajustado para o parimetro
D2 [39].

H4 uma série de pesquisas que procuraram solugdes para melhorar o desempenho do
Hadoop. Algumas delas nfio exploram o impacto dos parametros de configuragdo dessa
plataforma, mas criam mecanismos visando melhorar algumas politicas existentes como o
escalonamento de tarefas [70] ou 0os mecanismos de comunicag#o entre maps e reduces [20],
por exemplo. Outras pesquisas analisam ou propdem técnicas para a configuragdo eficiente
dos paridmetros dessa plataforma [4][40], mas se limitam a um subespago de pardmetros ou
métricas especificas de desempenho.

Manipulando ou ndo os pardmetros de configuragio, muitas solugdes do estado da arte
(como essas que foram supracitadas) se focam na andlise do tempo de resposta. Contudo, a
execucdo de aplicagdes nessa plataforma pode estar associada a objetivos que vio além do
tempo de resposta, como € o caso da vazio de jobs por unidade de tempo [32] ou do consumo
de energia [42]. E importante levar isso em consideragiio, uma vez que diferentes métricas

podem estar associadas a diferentes conjuntos de pardmetros.
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1.3 Objetivos

O objetivo deste trabalho é descrever uma solugfio flexivel para facilitar a configuragdo do
Hadoop, visando melhorar a eficiéncia dessa plataforma em fungio de uma métrica de inte-
resse definida pelo usudrio.

Especificamente ¢ possivel destacar os seguintes objetivos:

¢ Analisar técnicas do estado da arte sobre a configuracio do Hadoop;
¢ Discutir alguns modelos analiticos que podem auxiliar na configuracido do Hadoop;

¢ Analisar como técnicas empiricas existentes podem ser organizadas de tal forma a
se obter um processo para auxiliar na configuracdo de plataformas MapReduce e de
sistemas cuja eficiéncia dependa do ajuste adequado de scus vdrios parimetros de con-

figuragio;
o Avaliar o processo proposto para fins de desempenho do Hadoop;

e Validar a solugdo apresentada através de uma andlise comparativa com solugdes rela-

cionadas;

1.4 Resultados e Contribuicoes

Neste trabalho € proposto o uso de um processo empirico para auxiliar usudrios do Hadoop a
configurar adequadamente essa plataforma visando otimizar uma métrica de interesse. Para
tanto, foram descritas as atividades desse processo de forma detalhada e foi realizado um
estudo de caso envolvendo uma aplicagdo representativa da computacio intensiva de dados.

O processo € baseado em técnicas empiricas e necessita que o usudrio defina tanto a
métrica de interesse quanto os parimetros candidatos que poderdo ser relevantes de acordo
com essa métrica estabelecida. A natureza empirica do processo pode impactar em um tempo
relativamente alto de conclusdo do mesmo, quando comparado a solugdes relacionadas. No
entanto os resultados mostram que a abordagem empirica conseguiu uma otimizagdo melhor
que a das outras solugdes. Desse modo, o processo proposto pode se mostrar vantajoso nos

casos em que o cendrio de execugdo do Hadoop ndo € alterado a curto ou médio prazo.
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Uma das solugdes que € utilizada na validagio do processo proposto € um conjunto de
regras genéricas conhecidas como rules of thumbs. Algumas dessas regras sdio imprecisas e
careciam de wma formalizagio adequada. QOutra contribuicdio desse trabalho foi especificar
equagdes simples para o ajuste de alguns pardmetros relevantes que séo cobertos por rules of
thumbs.

A documentagiio do processo proposto feita neste trabalho também pode ser considerada
como uma contribui¢cdo. Apesar das técnicas empiricas e estatisticas empregadas ja existi-
rem, até onde foi possivel comprovar hd poucos trabalhos que instanciam tais técnicas tendo
vista a configuragdo de plataformas de computacio intensiva como o Hadoop.

Além disso, € importante destacar a contribui¢do do processo sob a visdo da flexibili-
dade que ele proporciona. Diferente de outras solugdes [36], o processo proposto ndo limita
o0s subespacos de pardmetros que podem ser considerados. Reduzindo o espago de busca,
diminui-se a probabilidade de se encontrar um bom 6timo local ou possivelmente um 6timo
global [28].

O outro aspecto de flexibilidade considerado € que a maioria dos trabalhos relacionados
se limitam a métricas de desempenho, como o tempo de resposta [20][4]{40]. O processo
proposto pode ser estendido & qualquer métrica passivel de ser avaliada no contexto de apli-
cagdes sobre o Hadoop. Essa flexibilidade ¢ titil quando se fala em métricas alternativas,
como o consumo de energia [42] por exemplo, que vem ganhando destaque em trabalhos

que envolvem a analise de sistemas complexos, inclusive o préprio Hadoop [42].

1.5 Organizacao do Trabalho

O restante deste trabalho esta organizado da seguinte forma:

Capitulo 2 - O Modelo MapReduce e a Plataforma Hadoop. Nesse capitulo € des-
crito 0 modelo de programagio MapReduce, o funcionamento de sua arquitetura € como sao
desenvolvidas as aplicagdes que seguem esse modelo. A seguir é apresentada a plataforma
Hadoop, seus principais componentes € suas principais caracteristicas. Ainda nesse capi-
tulo serdo discutidos fatores relacionados aos mecanismos de configuracio da plataforma e

como alguns parimetros podem ser corretamente configurados através de informagoes de
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hardware.

Capitulo 3 - Trabalhos Relacionados. Nesse capitulo sdo apresentados os trabalho re-
lacionados nio apenas a configuragdo adequada de aplicagdes sobre o Hadoop, mas também
relacionados as pesquisas que envolvem a configuragio de sistemas complexos e aquelas que
envolvem o uso de técnicas empiricas em diferentes dominios.

Capitulo 4 - Processo Empirico Proposto. Esse capitulo apresenta o processo pro-
posto. Nele sdo descritas as atividades desse processo e discutidas as técnicas empiricas e
estatisticas utilizadas para a configuracdo de aplicagdes sobre o Hadoop.

Capitulo 5 - Instanciacio do Processo. Esse capitulo descreve um estudo de caso
realizado visando instanciar o processo proposto e analisar os resultados do mesmo. Para
o cendrio considerado utilizou-se a métrica tempo de resposta. Através dessa escolha foi
possivel fazer uma andlise comparativa com algumas solugdes relacionadas. Ainda nesse ca-
pitulo é discutido como o tempo de conclusdo para se executar cada solugdo pode ter impacto
sobre o desempenho.

Capitulo 6 - Conclusdes. Nesse capitulo sdo apresentadas as conclusdes desta pesquisa
com énfase nas contribui¢des para a comunidade. Elencou-se, ainda, alguns trabalhos futuros

que podem aperfeicoar o processo proposto.



Capitulo 2

O MapReduce e a Plataforma Hadoop

Este capitulo apresenta o modelo de programacgio MapReduce e uma de suas implementa-
¢Oes mais conhecidas, a plataforma Hadoop.

Sobre o MapReduce sdo apresentadas suas principais caracteristicas e € descrito como
implementar aplicagdes que seguem esse modelo. Sobre 0 Hadoop sdo mostrados seus prin-
cipais componentes € sdo discutidos alguns pontos relacionados # sua configuragio.

Ainda neste capitulo serd discutida a configuracio eficiente de alguns parimetros dessa

plataforma considerando as chamadas rules of thumbs.

2.1 MapReduce

Originalmente desenvolvido pela Google® [16], 0 MapReduce é um modelo de programa-
¢do projetado para aplicagdes intensivas de dados executadas em ambientes distribuidos.
Para se desenvolver uma aplicagio seguindo esse modelo o usudrio deve implementar duas
fungdes: map e reduce. No MapReduce, a computagdo envolve a manipulagdo de dados
no formato <chave,valor>. A fungdo map toma pares de entrada do tipo <k;, > e pro-
duz um conjunto de pares intermedidrios do tipo <k;, vo> que sfio agrupados sob a mesma
chave k, e passados para a fun¢fo reduce. Essa fungiio por sua vez recebe um conjunto do
tipo <k, lista(ve)> e junta (mescla) esses dados para gerar um conjunto <ksz,v3>. Vale
ressaltar que tanto as chaves ki, k2 e k3 quanto os valores vy, v; € vz podem ser de diferentes
tipos [35].

Para que o leitor tenha uma melhor compreensiio dessa computagio, € exibido a seguir
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um algoritmo de um programa contador de palavras que € simbdlico para trabalhos que en-
volvem o modelo Map Reduce: o WordCount [16][4]. O Algoritmo 1 exibe o pseudocédigo
paraa fun¢@o map. Como instincias de chave de entrada (znput_key) e valores de entrada

(input_value) podem ser considerados o nome de um documento e seu conteiido, respecti-

vamente.

Algoritmo 1: Pseudocdédigo de uma fungdo map para o algoritmo WordCount
Data: Siring: input_key;

Data: String: input_value;
begin

for each word w in input_value do
| emitintermediate(w, “1”);

end

O Algoritmo 2, por sua vez, exibe o pseudocdédigo para a fungdo reduce, que recebe uma
chave (key) e uma lista de valores (values) que representam, para o algoritmo considerado,

a contagem de palavras em fungio dessa chave.

Algoritmo 2: Pseudocddigo de uma fungéo reduce para o algoritmo WordCount
Data: String: key;

Data: List: values;
begin
int : result = 0;
for each word v in values do

| result = result + parseTolnt(v);
emit AsString(result);

end

A Figura 2.1 mostra a representagio da execugio de uma aplicagdo MapReduce. Inici-
almente a biblioteca MapReduce, invocada pelo programa do usudrio, divide os dados de
entrada em M segmentos, tipicamente em tamanhos que compreendem uma faixa de 16 MB
a 64 MB, por segmento. A seguir, o programa € replicado no cluster. Uma das c¢dpias do pro-
grama é chamada de master ¢ as demais sdo chamadas de workers. O master € responsavel

por distribuir as M tarefas map e as R tarefas reduce aos workers, doravante denominados
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de workers map e workers reduce, respectivamente

Cada worker map carrega uma porg¢éo dos dados, passando para sua tarefa map seus cor-
respondentes pares <chave,valor>. Os pares intermedidrios produzidos pela tarefa map
sdo armazenados em um buffer. Pertodicamente os dados desse buffer sio escritos no disco
local, particionados em R regides. As informagdes referentes as localizagGes dessas parti-
¢Oes sdo enviadas ao master, que as encaminha aos workers reduce.

Quando um worker reduce é notificado sobre essas localizagdes, ele carrega os dados a
partir do disco local onde os workers map escreveram seus respectivos dados intermedidrios.
Uma vez que esses dados sdo carregados, o worker reduce ordena-os a partir de suas chaves
intermedidrias, agrupando juntas todas as ocorréncias sob a mesma chave. A partir de entdo o
worker reduce itera sobre os dados ordenados passando-os para a fungdo reduce, que executa

as devidas computagdes. Apds esse processo a saida obtida € anexada a um arquivo de saida.

atribul ”ﬁ atribul
_ map . < master " reduge
parte 1 '~—w—ﬁ
. worker — e
T im N -
paffe_z teitura \___‘_______, e?:\‘:a! :::::Jorlaa m&;&r Salda—."
— S —
parte_3 @ o Tl
parte_4 " :
Map . Reduce
P arte**M Dados
Entrada intermediarios Saida

Figura 2.1: Arquitetura do MapReduce

A arquitetura do MapReduce foi projetada para ser tolerante a falhas. Portanto, perio—.
dicamente o master envia um sinal para cada worker solicitando um sinal de retorno para
indicar seu estado. Se um worker ndo responde até determinado tempo limiar, o master
considera que a execug@o desse worker falhou.

Quando ocorre a falha de uma tarefa map, ¢la deve ser reexecutada em outro nodo; pois se
ha uma falha, os dados intermedidrios armazenados no sistema de arquivos local podem néao
estar disponiveis para acesso por parte dos reduces. O mesmo nio acontece para as tarefas
reduce, uma vez que suas saidas sdo escritas de forma replicada diretamente no sistema de

arquivos distribuido (DFS, do inglés Distributed File System).
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A preocupagdo com o0s recursos ndo se restringe ao armazenamento; a largura de banda
da rede também € considerada. Por se tratar de um recurso caro, 0 MapReduce administra-o
tirando proveito do fato de que, ao iniciar uma aplicacdo MapReduce, os dados de entrada séo
particionados e replicados em diferentes nodos. Munido de informagdes sobre a localizagdo
desses dados, o master tenta escalonar as tarefas map nos nodos que contém réplicas dos
dados correspondentes as suas respectivas entradas, evitando mais transferéncias de dados e,
consequentemente, reduzindo o consumo de largura de banda. Se esse escalonamento nio
for possivel, o master tenta escalonar as tarefas map 0 mais proximo possivel dessas réplicas.

Apesar de ter documentado o modelo de programacio, o cédigo-fonte do sistema Map-
Reduce da Google® nio é aberto. Isso motivou muitas empresas a desenvolverem seus
préprios sistemas e plataformas MapReduce, seguindo todas as caracteristicas e especifica-
¢oes desse modelo. Uma plataforma MapReduce de cédigo-fonte aberto muito conhecida é

o Hadoop [65], que é um dos focos desta pesquisa e serd discutido na seg@o a seguir.

2.2 Hadoop

O Hadoop é um framework ¢ uma plataforma MapReduce de codigo aberto orientados ao
desenvolvimento e implantagio de aplicagoes distribuidas apropriadas para computagio in-
tensiva de dados.

Atualmente essa plataforma tem sido muito difundida [4]. Além de ser diretamente uti-
lizada por empresas como Facebook®, Yahoo!®, Twitter® e IBM®, hd empresas como a
Cloudera® que fornecem servigos ¢ ferramentas baseadas no Hadoop para serem executadas
em provedores de computacio na nuvem como o Amazon® EC2 [65].

A Apache®, atual mantenedora do Hadoop, disponibiliza projetos relacionados [60] a

essa plataforma. Dentre eles destacam-se:

e Core: um conjunto de componentes e interfaces para sistemas de arquivos distribuidos

e E/S' em geral;

e HDFS: (do inglés Hadoop Distributed FileSystem) um sistema de arquivos distribuido
apropriado para cendrios de computagdo intensiva de dados. Esse € o sistema de ar-

quivos padrio do Hadoop;
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e Pig: linguagem e ambiente de execugiio em data flow” para explorar grandes conjuntos

de dados;

e HBase: um sistema de banco de dados instalado sobre o HDFES para suporte tanto de

computagdo em lote como consultas através de uma linguagem proépria;

e Hive: um sistema de data warehouse distribuido. Ele gerencia dados armazenados no

HDEFS e fornece uma linguagem de consulta similar ao SQL para consulta nos dados;

A Secdo 2.2.1 apresenta os componentes do Hadoop e que papel eles exercem dentro do

modelo MapReduce. A Secdo 2.2.2 descreve a execuc¢do de um job MapReduce no Hadoop.

A seguir, a Se¢@o 2.2.3 discute as particularidades que envolvem a configuracio dessa plata-

forma.

2.2.1 Componentes

O Hadoop dispde de alguns processos que executam como daemon [59] nas méquinas que

compdem sua arquitetura. Tais processos sdo: o jobtracker, o tasktracker, o namenode e o

datanode. Esse processos se integram de uma forma similar ao que € exibido na Figura 2.2.

camada
MapReduce i

i
- e

camada
HOFS

mestre escravo 1

tasktracker | | i | tasktracker

!

jobtracker | | o
i |

ST T
FrpSR e

namenode

:

datanode datanode

4 \ .

cluster

Figura 2.2: Modelo de um cluster com os principais componentes do Hadoop

"Entrada e Saida.

2Um paradigma de programacdo que modela um fluxo de dados através de um grafo dirigido.
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O jobtracker é o gerenciador de jobs no Hadoop. A méquina que executa esse processo
torna-se o mestre da arquitetura. Esse componente coordena a execugdo de todos os jobs,
escalona as tarefas (map e reduce) sobre 0s nodos escravos ¢ monitora o progresso de exe-
cugdio da aplicacdo. Se uma tarefa chegar a falhar, o jobtracker pode reescaloni-la em um
nodo diferente [65].

O tasktracker & um processo que é executado nos nodos escravos. Ele é o responsével
por executar as tarefas map e reduce e reportar informagdes sobre a execugdo das mesmas
ao jobtracker.

Como mencionado anteriormente, o HDES € o sistema de arquivos distribuido padrio do
Hadoop. Vinculados a ele, hd outros processos daemon, a citar: o namenode e o datanode.

O namenode € o responsadvel por gerenciar o espago de nomes do sistema de arquivos.
Ele mantém a arvore do sistema de arquivos ¢ armazena metadados sobre todos os arquivos
e diretérios [65].

O datanode é executado em um nd escravo e € responsavel por armazenar blocos de da-
dos e recuperd-los & medida que forem solicitados. Periodicamente, o datanode se reporta
ao namenode atualizando informagdes sobre os blocos que ele estd armazenando corrente-

mente [65].

2.2.2 Execucio de um job MapReduce

Apesar de jd ter sido abordada a execu¢do de um job MapReduce na Secéo 2.1, € importante
especificar as particularidades dessa execugio no Hadoop.
Através da linha de cddigo: JobClient.runJob (conf), o desenvolvedor explicita
a criagio de um job em seu programa principal, conforme especificado no framework do
Hadoop [64].
. O método runJob cria uma instincia de JobClient que, por sua vez, submete um
Job através da invocagdo do método submitJob (). Mais especificamente esse método

executa os seguintes passos:

e Solicita um novo identificador de job (joblID) ao jobtracker,

e Checa a especificagiio do diretério de saida, uma vez que o job nio € executado caso

esse diretdrio jd exista ou ndo scja especificado;
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e Calcula os segmentos de dados de entrada correspondes ao job,

» Copia os recursos necessérios para executar o job, incluindo o arquivo JAR contendo o
cédigo da aplicagio, o arquivo de configurago (discutido na Segdo 2.2.3) e o célculo

dos seus segmentos de dados de entrada;
e Informa ao jobtracker que o job esta pronto para ser executado;

A partir de entdio o job ¢ inserido em uma fila na qual o escalonador de jobs pode
seleciond-lo para execucfio (segundo algum algoritmo de escalonamento), o que envolve
a criagio de um objeto para representar o job em execugio, registrando as informagdes de
status e progresso de suas tarefas. ’

Para criar a lista de tarefas map e reduce a serem executadas, o escalonador de jobs recu-
pera o cdlculo dos segmentos de dados de entrada, criando uma tarefa map por segmento. O
niimero de tarefas reduce € especificado pela propriedade mapred. reduce.tasks de JobConft.
As propriedades de JobConf£ serfio melhor explicadas na Segfio 2.2.3.

Os rasktrackers t8m um ndmero fixo de slots para executar tarcfas map e reduce
simultancamente. Ele escalona essas tarefas de modo a preencher todos os slots, dando
prioridade para as tarefas map. Regularmente o tasktracker envia um sinal ao jobracker para
sinalizar que estd vivo, esse sinal é chamado de heartbeat.

Finalmente, o tasktracker localiza o arquivo JAR correspondente, descompacta-o em
um diretdrio local, copia quaisquer arquivos necessarios para a execugdo para o disco local
e cria uma instincia de TaskRunner: a entidade que vai realizar a execucgdo da tarefa
propriamente dita. Para isso, essa instincia langa uma nova maquina virtual Java (JVM, do
inglés Java Virtual Machine) para comportar a execugiio dessa tarefa, podendo reutilizar uma
JVM j4 existente conforme especificado pela propriedade mapred. job.reuse.jvm.num.tasks.

Todos esses passos de execuciio de um job estdo resumidos na Figura 2.3.

Lado Map e Lado Reduce

Quando uma tarefa map é executada ela comeca a produzir dados de saida que ndo sdo
diretamente escritos no disco, mas em um buffer circular cujo tamanho € especificado através
da propriedade io.sort.mb. Quando os dados contidos no buffer atingem um certo limiar,

definido pela propriedade io.sort.spill.percent, eles sdo ordenados e escritos (derramados,
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Figura 2.3: Execugio de um job MapReduce sob uma granularidade mais fina

do inglés spilled) no disco. Se o desenvolvedor especificou algum fun¢@o para combinar os
dados, ela é utilizada antes da escrita em disco.

Antes que a tarefa map seja finalizada, os arquivos escritos em disco sdo mesclados (uni-
dos) em um tnico arquivo que € delimitado de acordo com a quantidade de tarefas reduces
associadas, conforme mostra a Figura 2.4. A propriedade io.sort.factor controla o niimero
méximo de fluxos de dados (streams) para mesclar esses dados [65].

Quando uma tarefa reduce é escalonada € iniciada uma fase chamada de shuffle [35]
ou copy [65]: busca das saidas de diferentes tarefas maps associadas a essa tarefa reduce.
O ndmero de threads utilizadas para realizar essa busca em paralelo € especificado pela
propriedade mapred.reduce.parallel.copies.

Normalmente esses dados sdo armazenados em um buffer no lado reduce controlado pela
propriedade mapred.job.shuffle.input.buffer.percent. Se ndo houver espago suficiente, os da-
dos sdo armazenados no disco. Quando os dados contidos nesse buffer atingem o limiar
definido pela propriedade mapred.job.shuffle.merge.percent, eles sdo mesclados e derrama-
dos no disco.

A medida que as copias dos dados vao se acumulando no disco, elas vdo sendo mescladas

por uma thread em segundo plano. Quando todas as safdas das tarefas map sdo copiadas,
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Figura 2.4: Execugdo das tarefas map e reduce sob uma granularidade mais fina

a tarefa reduce inicia a fase de ordenagdo desses dados de forma a obter um tnico arquivo
que ¢ finalmente passado para a fungdo reduce, cuja saida é diretamente escrita no sistema

de arquivos distribuido.

2.2.3 Mecanismos de Configuracao

Quando um job € submetido a execucdo no Hadoop, € criado uma instincia da classe
JobConf responsdvel, entre outras coisas, pela defini¢io das informagdes de configuragao
desse job. Essa instidncia tem como atributos uma série de propriedades doravante denomi-
nadas de parametros de configuragdo: caracteristicas tanto do job quanto do ambiente onde
ele estd sendo executado.

Os parametros de configuragio podem ser ajustados pela interface do programa do usud-
rio ou através dos arquivos: core-site.xml®, hdfs-site.xml* e mapred-site.xml°. Outros servi-
cos como Pig e Hive dispdem de linguagens através das quais também é possivel especificar
os pardmetros de configuragéo dos jobs [4].

Ao todo, o Hadoop dispde de aproximadamente 200 pardmetros de configuragdo que

3Detalhes em: hitp://hadoop.apache.org/common/docs/r0.20.2/core-default. himl.
“Detalhes em: http://hadoop.apache.org/common/docs/r0.20.2/hdfs-default. html,
SDetalhes em: http://hadoop.apache.org/common/docs/r0.20.2/mapred-default. himl.
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podem impactar em diferentes aspectos, tais como desempenho e eficiéncia energética. Os
pardmetros que nao interferem na eficiéncia da plataforma (ou que apresentam uma interfe-
réncia desprezivel) sdo aqueles responséveis por definir informacdes secunddrias, como por
exemplo: localizacdo de diretérios do sistema de arquivos, defini¢do do nimero méaximo de
arquivos de log, defini¢do de classes de serializacdo, codecs, etc. Também ndo foi encontrado
nenhum registro (na literatura relacionada) sobre o impacto desses pardmetros na eficiéncia
do Hadoop [65][4][35].

O ajuste dos pardmetros que interferem na eficiéncia da plataforma depende de alguns
fatores como: os dados de entrada, a métrica que se deseja observar e a configuracdo do
cluster. O grau de relevincia de um subconjunto de pardmetros estd associado a uma de-
terminada métrica de interesse, ou seja, um pardmetro p; pode ser relevante para andlise
das métricas m; e mg, mas pode ndo ser relevante para uma métrica mg. Desse modo, a
Tabela 2.1 lista os parimetros que podem impactar em 3 métricas diferentes: tempo de res-
posta, vazdo de jobs e consumo de energia, levando em consideragdo diferentes niveis de
confianca sobre o impacto. Os pardmetros rotulados por *** tém um alto nivel de confianca
devido as evidéncias empiricas encontradas na literatura [4][35]. Os parimetros rotulados
por % tém um nivel de confianga médio devido 2 falta de evidéncias empiricas, mas com
suporte em rules of thumbs [65][11][62] e conhecimento tedrico. Finalmente os pardmetros
rotulados por = tém um nivel de confianga baixo devido ao suporte fornecido exclusivamente
pelo conhecimento teérico adquirido através da literatura [65] e experiéncia pessoal no uso
do Hadoop.

Vale ressaltar que essa lista foi baseada tanto na literatura relacionada [65]1[4][62] como
no conhecimento tedrico a respeito dos parametros dos Hadoop; por este ultimo motivo
algumas das associagdes entre parimetros e métricas ainda precisam ser evidenciadas empi-
ricamente. Desse modo, a lista exibida na Tabela 2.1 pode ser usada como um passo inicial
na identificac@o dos pardmetros possivelmente relevantes para a execugilo das aplicagtes so-
bre o Hadoop, levando em consideragio o aspecto que se deseja explorar para melhorar a

eficiéncia dessa plataforma.

UFCG/BIBLIOTECATEC




2.2 Hadoop 17
Legenda
s Confianga Alta no Impacto
** | Confianga Média no Impacto
¥ Confianga Baixa no Impacto
- Sem Confianga no Impacto
Tabela 2.1: Parametros de configuragdo do Hadoop que po-
dem ter impacto sobre algumas métricas de eficiéncia
Nivel de
Id Pardmetro Arquivo xml Descrigio Default Métricas Associadas | Confianca
Tamanho (em MB) do buffer Tempo de resposta b
1 | io.sort.mb gl | RNkl ECTRC R g Pk 100 Vazdo de jobs a
ordenagio -
Consumo de Energia *
Limiar de io.sort.mb (em %) para Tempo de resposta L
io.sort.spill. . T
¥ | sumn mapred-site | 1" & escerita dos Gacos em 0.8 Vazio de jobs o
disco
Consumo de Energia .
Porcentagem de io.sort.mb Tempo de resposta REE
io.sort.record. ,
3 | percent mapred-site TG P AT AR 0.05 Vaziio de jobs ok
de metadados
Consumo de Energia »
Niimero méximo de streams para Tempo de resposta s
4 | io.sort.factor mapred-site P i R Ao e 10 Vazio de jobs Ak
um tasktracker
Consumo de Energia *
Tempo de resposta ks
mapred.compress. Habilita o uso da compressio
5 | map.output mapred-site | sobre as safdas das tarefas map false Vazio de jobs s
Consumo de Energia L
org.apache.
Seleciona a politica de hadoop. Tempo de resposta o
mapred.jobtracker. g il
8 | thediier A escalonamento dos jobs aplica mapred. Vazdo de jobs —_—
pelo jobtracker jobs.JobQueue
TaskScheduler Consumo de Energia -
Continua na préxima pagina
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Tabela 2.1 — Continuagio
Nivel de
Id Parametro Arquivo xml Descrigio Default Meétricas Associadas | Confianca
Tempo de resposta s
mapred.reduce. Niimero total de tarefas reduce
7 | tasks mapred-site por job 1 Vazio de jobs ey
Consumo de Energia ¥
mapred.tasktracker. Niimero madximo de tarefas map Tempo de resposta h
8 map.tasks. siigted-ith executadas simultaneamente em 9 Veiziio de jobis e
maximum um rasktracker
Consumo de Energia ¥
Niimero méximo de tarefas
mapred.tasktracker,| Tempo de resposta o
reduce executadas
g | esoalans mapred-site | gimultaneamente em um 2 Vazio de jobs e
maximum "
direer Consumo de Energia *¥
Quantidade de meméria RAM Tempo de resposta **
mapred.child. I i -Xmx200m
10 | java.opts mapred-site RS i (200MB) Vazio de jobs ok
tarefas map e reduce
Consumo de Energia *
Quantidade maxima de meméria Tempo de resposta i
mapred.child. . W 4 <ndo especi-
11 | ulimit mapred-site o ek i e ficado> Vazio de jobs *
controlar tarefas map e reduce
Consumo de Energia -
Niimero de threads usadas para Tempo de resposta "
mapred.reduce. B i i
12 parallel.copies mapred-site RN A R A R 5 Vazio de jobs *
em paralelo
Consumo de Energia -
mapred.job. Porcentagem do heap das tarefas Tempo de resposta i
13 shuffle.input, mapred-site reduce para armazenar (em 0.70 Vaziio de jobs b
buffer.percent buffer) as saidas das tarefas map
Consumo de Energia *
it Limiar (em %) de mapred.job. Tempo de resposta &
shuffle.input.buffer.percent para
shuffle.merge. . i ;
14 5 mapred-site | desencadear a jungio dos dados 0.66 Vazio de jobs *
percent N :
nos workers reduce Consumo de Energia *
Porcentagem do heap das tarefas
. *
mapred.job. reduce para armazenar (em Tempo:de.xesposta
1 | TSR, mapred-site | Duffer) assaides dastacefasmap: | 9,9 Vazio de jobs *
buffer.percent enquanto as tarefas reduce estio
sendo Sxcctiatng Consumo de Energia *
Continua na préxima pédgina
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Tabela 2.1 - Continuacio
Nivel de
Id Parimetro Arquivo xml Descrigio Default Métricas Associadas | Confianca
Fragiio das tarefas map que
mapred.reduce. . e Tempo de resposta *
precisam ser completadas antes
slowstart. y < ;
16 mapred-sit¢ | que as tarefas reduce sejam 0.05 Vazio de jobs ¥
completed.maps . .
escalonadas 1 ;
g i Consumo de Energia *
mapred.job. Tempo de resposta o
. Niimero de tarefas a serem
17 | UV mapred-site | executadas por JVM 1 Vazio de jobs L
num.tasks
Consumo de Energia *
mapred.map. Esse mecanismo executa uma | T — %
tasks. copia de uma tarefa map
18 | speculative. mapred-site | supostamente retardatiria em true Vazio de jobs -
SEeo TR Consumo de Energia ¥
mapred.reduce. Esse mecanismo executa uma Tempo de resposta P
tasks. cépia de uma tarefa reduce z
19 | speculative. mapred-site | gupostamente lenta em outro true Vazio de jobs xE
exeeution hoda Consumo de Energia *
mapred.job. Nimero de rhreads‘ servidoras Tempo de resposta —
ol para o jobtracker. Deve ser
tracker. handler. s & 7
20 mapred-site | piustado proporcionalmente ao 10 Vazdo de jobs "
count
tamanho do cluster i b B )
Niimero total de threads para Tempo de resposta *x
N distribuir as dados de safda d
21 | hup.threads mapred-site e S 40 Vazio de jobs e
. tarefas map para as tarefas reduce
Consumo de Energia -
Niimero de threads servidoras Teripo de resposta -
dfs.namenode. para o namenode. Deve ser
22 | handler. count mapred-site | ajustado proporcionalmente ao 10 Vaziio de jobs =
tamanho do cluster Consume ide Energin )
Niimero de threads servidoras . o
dfs.datanode. para o datanode. Deve ser
23 | handler.count hdfs-site ajustado proporcionalmente ao 10 Vaziio de jobs i
tamanho do cluster i it )
Tempo de resposta oy
Fator de replicagdo dos blocos do
24 | dfs.replication hdfs-site sistemna de arquivos distribuido 3 Vazio de jobs Ll
Consumo de Energia *
-Continua na préxima pégina
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Tabela 2.1 - Continuacio

Nivel  de
1d Parimetro Arquivo xml Descrigio Default Meétricas Associadas | Confianca
Tamanho (em bytes) do bloco Tempo de resposta i
. . . 67108864
25 | dfs.blocksize hdfs-site usado pelo sistema de arquivos (64MB) Vaziio de jobs ko
distribuido
Consumo de Energia *
Tempo de resposta *k
Tamanho de um buffer (em bytes)
26 | io.file.buffersize core-site para operagdes de E/S 4096 (4KB) Vazio de jobs **
Consumo de Energia *
Quantidade mdxima de meméria Tempo de resposta *
fs.inmemory. :
. I ] ) " o cad
27 | sizemb core-site alocada para mesclar a saida das 200 Vazio dc jobs *
tarefas map nas tarefas reduce
Consumo de Energia ¥

E possivel configurar alguns parimetros da Tabela 2.1 de forma a potencializar as mé-
tricas associadas aos mesmos. Isso pode ser feito com o auxilio de ferramentas de ajuste
automdtico [36]. Os pardmetros nio cobertos por tais ferramentas podem ser ajustados com

o auxilio de algumas regras genéricas chamadas de rules of thumbs, discutidas a seguir.

2.2.4 Ajuste de Parametros Através de Rules of Thumbs

Com o intuito de auxiliar usudrios na configuragdo do Hadoop, algumas empresas passaram
a publicar, em white papers ou livros, equagdes matemadticas e regras que fornecem ajustes
genéricos para alguns pardmetros baseando-se em informagdes da infraestrutura (hardware)
ou apenas na experiéncia adquirida com o uso dessa plataforma. Essas equagdes ¢ regras
sdo conhecidas como rules of thumbs. Exemplos dessas regras podem ser encontrados em
[111[62]. Observe que a maioria dos pardmetros passiveis de serem configurados pelas rules
of thumbs podem ser encontrados na Tabela 2.1.

Devido a essa generalidade, a maioria das rules of thumbs acaba indicando valores im-
precisos, uma vez que elas normalmente nio levam em consideragéo que o tipo de aplicagfio
pode ter efeito sobre a configuragdo, por exemplo. No entanto, hd alguns paridmetros que

podem ser ajustados considerando apenas as informagdes da infraestrutura onde a aplicagéo
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€ executada. Dentre estes, destacam-se os parimetros responsdveis pelo ajuste do niimero
mdximo de tarefas map (a saber, mapred.tasktracker. map.tasks.maximum) e reduce (a sa-
ber, mapred.tasktrackenreduce.rasks.maximum) executadas simultaneamente ¢ pelo ajuste
da quantidade de meméria RAM alocada para cada tarefa (a saber, mapred.child java.opts).
Dado que a formalizagio desses pardmetros ¢ inexistente ou inadequada, € possivel estabe-
lecer algumas equagdes matemdticas para o ajuste dos mesmos, seguindo as orientagdes da
literatura [651[62].

Como ¢ possivel conhecer o niimero de nicleos de CPU disponiveis em um nodo,
o numero maximo de tarefas MapReduce que podem executar simultancamente em um
tasktracker, valor designado por mazx;qsks, pode ser ajustado manualmente de acordo com a
métrica de interesse. Por exemplo, para otimizar o fempo de resposta deve-se utilizar todos
os niicleos de CPU disponiveis. No entanto, para a métrica consumo de energia, pode-se
optar por uma redugio no niimero de nicleos de CPU utilizados [61]. A Tabela 2.2 suma-
riza possiveis formas de se ajustar o valor de maz,.s baseando-se na métrica que se deseja
otimizar; considerando numgpy como o nimero de niicleos de CPU disponiveis em um

nodo.

Tabela 2.2: Ajuste do valor de mazqsis

Niimero de tarefas simultineas

Meétricas que envolvemn eficiéncia no uso da MOTigeks = 2 - PUMCPU

CPU (e.g. tempo de resposta e vazio de jobs)

Meétricas que envolvem eficiéncia energética | Depende da estratégia energética utilizada.

(e.g. consumo de energia)

' ‘Conformc a Tabela 2.2, para métricas que envolvem eficiéncia no uso da CPU, o valor
de maxs.qr, corresponde ao dobro de numcepy. Desse modo, eleva-se o nivel de contengio
da CPU e evita-se a ociosidade da mesma, ocasionada pela execugio de muitas operagdes de
leitura e escrita comumente realizadas pelas tarefas MapReduce, que t€m o perfil orientado
a E/S (do inglés, /O bound) [55].

Dentre as maT,qxs larefas, define-se quantas delas serdo reservadas, de forma indepen-
dente, para as tarefas map e reduce. Devido 2 propria arquitetura do MapReduce [16], in-

cide sobre as tarefas map uma carga maior de processamento. Apoiado nesse fato, hd rules
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of thumbs que indicam que o mimero de tarefas map executadas simultaneamente em um
tasktracker (pardmetro mapred.tasktracker.map.tasks.maximum) deve ser maior que o ni-

mero de tarefas reduce (parAmetro mapred.tasktracker.reduce.tasks.maximum) [651[4]; ou

seja:

MATmaps > MATreduces (21)

onde MaTmqaps corresponde ao pardmetro mapred.tasktracker.map.tasks.maximum e
MAT reduces COrTESponde ao parametro mapred.tasktracker.reduce.tasks.maximum. Conse-

quentemente, € observada a seguinte relagio:

MaTigsks = MATmaps + MATreduces (2.2)

A configuracdo de mapred.child.java.opts, por outro lado, depende tanto de informa-
¢oes do hardware, em particular da meméria RAM, quanto da aplicagio. Uma forma de
configurar adequadamente esse pardmetro € fixd-lo em seu limite superior, que depende da
quantidade de memoéria RAM disponivel, pois qualquer uso desse recurso além do limite
pode aumentar o nimero de trocas de processos entre memoria e disco (swapping) o que
incorre em uma séria queda de desempenho [65].

Uma equagdo que pode ser utilizada para auxiliar esse passo da configuragéo € exibida a

seguir:

(2.3)

MEMyotal — memprocJ

MeMigsk = {
“ MAT1asks

onde memy,s representa o parametro mapred.child java.opts, memyqq representa a quan-
tidade total de memdéria RAM da mdquina e mem,,.o. representa a quantidade de memoria
RAM sendo utilizada por outros processos (incluindo os préprios daemons do Hadoop).

O pardmetro mapred.inmem.merge.threshold, designado por bu f fererge, controla o ta-
manho do buffer utilizado no lado reduce durante a cépia dos dados recebidos dos maps.
Como esse mesmo controle é exercido pelo pardmetro mapred.job.shuffle.merge.percent,

define-se:

buf fermerge =0 (2.4)
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onde o valor ) desabilita o controle desse buffer, por parte desse pardmetro. Dessa forma,
reduz-se o nimero de parimetros que, apesar de usarem diferentes critérios, exercem a
mesma fungio [65].

Assim como os parametros discutidos nesta secdo, hd outros pardmetros que po-
dem ser configurados através de rules of thumbs, mas que ndo puderam ser formali-
zados adequadamente, a saber: tasktrackerhttp.threads, mapred.job.tracker.handler.count,

dfs.namenode. handler.count, dfs.datanode.handler.count e dfs.replication.

Configuracio Condicionada

Como ndo hd uma documentagio formal sobre os valores limites de alguns parimetros de
configuracdo, o usudrio pode realizar uma busca cega que pode conduzir a falhas no job em
execucfo devido a uma reserva de recursos acima ou abaixo do potencial da infraestrutura,
por exemplo. Para minimizar esse problema, esta subsecfo exibe a configuragio condici-
onada de alguns pardmetros relacionados aqueles que formalizados pelas rules of thumbs
supracitadas. '

Um desses parmetros a serem configurados de forma condicionada é o io.sort.mb (veja
sua descri¢do na Tabela 2.1). O valor desse pardmetro nio pode ser superior 4 quantidade de

memoria RAM estabelecida para cada tarefa (mapred.child java.opts). Formalmente tem-se:

0< b/u'fferso'rting < MeMtask (25)

onde bu [ feTsorting cOrmesponde ao parimetro io.sort.mb. Essa restri¢io € imposta simples-
mente porque ndo € possivel reservar para o buffer de um map uma quantidade maior que a
prépria memdria RAM alocada a ele.

Embora pareca natural maximizar o valor de bu f ferorsing, hd registros de que essa me-
dida pode reduzir o desempenho das tarefas map devido ao custo da fase de escrita dos dados
desta tarefa em disco (do inglés spill fase) [35]. Nesse caso, torna-se claro que o ajuste de
alguns pardmetros ¢ complexo e exige o auxilio de uma ferramenta que identifique o valor
mais eficiente para ¢ cendrio corrente.

Um parametro que também estd relacionado com recursos de hardware €

mapred.child.ulimit, responsdvel por definir a quantidade midxima de meméria virtual para
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controlar as tarefas map e reduce. Se o ajuste desse pardmetro for declarado, seu valor deve

ser maior que o definido para mapred.child java.opts. Formalmente, tem-se:

MEMyirtual = MEMtask (2.6)

onde mem.iruq representa o parametro mapred.child.ulimit. Essa rule of thumb esté pre-
sente na prépria documentag@io do Hadoop [60].

Outro parametro que apresenta a configuracdo condicionada € o io.sort.record.percent
(veja sua descrigdo na Tabela 2.1). Um valor muito grande para io.sort.record.percent pode
deixar o tamanho da reserva de metadados equivalente ao tamanho do préprio buffer de
ordenacdo (io.sort.mb). Empiricamente foi mostrado que valores entre 0.05 e 0.45 podem
impactar positivamente no tempo de resposta da aplicagdo [4][35]. Portanto, é possivel

formalizar a seguinte rule of thumb:

0.05 < buf fermetadata < 0.45 2.7)

onde buf fermetadata COrresponde ao pardmetro io.sort.record.percent.
O nimero total de tarefas map por job, designado por num ,qps, € definido pela razdo
entre o tamanho total dos dados de entrada e o tamanho do bloco do sistema de arquivos

distribuido (pardmetro dfs.block.size). Formalmente, tem-se:

INPULsize
blockg;..

onde input,;,. representa o tamanho total dos dados de entrada e block,;.. representa o pa-

NUMmaps =

(2.8)

rimetro dfs.block.size. Em clusters de pequeno porte (com aproximadamente 5 a 10 nodos),
é aconselhdvel utilizar-se valores maiores que o default: 128MB, por exemplo. Essa medida
reduz a sobrecarga decorrente da criagdo de muitas tarefas map [62].

Resumindo o que foi discutido nessas tltimas se¢des, a Tabela 2.3 sumariza as rules of
thumbs formalizadas para o ajuste direto de alguns pardmetros de configuragdo, assim como

algumas restricdes sobre tais ajustes.
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Tabela 2.3: Rules of thumbs formalizadas neste trabalho

lado reduce durante
a cépia dos dados

recebidos dos maps

Parimetro Hadoop Descrigéo Varidvel Simbélica Rules of thumbs
Para métricas que envolvem eficiéncia
mapred.tasktracker. Nimero miximo de | maTmaps de CPU:
map.tasks.maximum | tarefas map executa- MATtesks = 2 * NUMoPY
das simultaneamente
em um fasktracker
mapred.tasktracker. Nimero maximo de | maTreduces tal que:
reduce.tasks.maximum)| tarefas reduce execu- MATiasks = MATmaps + MATreduces
tadas simultaneamente sujeito a:
em um tasktracker MATmaps > MATreduces
mapred.child. Quantidade de memé- | memygsk mMeMyger = {mem“’ml = mem”"’cJ
MaTtasks
Java.opts ria RAM alocada a
cada JVM que executa tal que:
tarefas map e reduce .
MeMyotqr corresponde a quantidade
total de memdéria RAM e memppoe
corresponde a quantidade de meméria
RAM sendo utilizada por outros pro-
Cessos
sujeito a:
MeMyirtual = MeMiask
mapred.inmem. Tamanho limiar do | buf fermerge buf fermerge =0
merge.threshold buffer utilizado no

Continua na préxima pagina
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Tabela 2.3 - Continuacéo

Parimetro Hadoop Descrigio Varidvel Simbdlica Rules of thumbs
dfs.block.size Tamanho do bloco do | blocksise Riiiage= inputsize
block; e

sistema de arquivos

distribuido tal que:

UM ape cOrresponde A quantidade to-
tal de tarefas map por job e inputg;..
corresponde ao tamanho total dos da-

dos de entrada

sujeito a:

block;.. condicionado ao tamanho do

cluster

2.3 Consideracao Finais do Capitulo

Este capitulo apresentou o MapReduce: um modelo de programacdo para aplicacoes intensi-
vas de dados. Foi apresentada uma visdo geral sobre a execugao de aplicagdes MapReduce,
além de uma discussdo envolvendo pontos de tolerdncia a falhas e geréncia de recursos.

A seguir foi apresentado o Hadoop: uma plataforma MapReduce de cédigo aberto muito
utilizada atualmente. Ap6s o levantamento de algumas de suas caracteristicas, foram descri-
tos seus principais componentes e mecanismos de configuragao.

Uma das contribui¢des deste trabalho foi documentada neste capitulo: a formalizacdo de
algumas rules of thumbs (resumidas na Tabela 2.3), como as que definem a quantidade de
slots para as tarefas map e reduce simultaneamente. As equagdes mostradas podem auxiliar o
usudrio no ajuste eficiente do Hadoop e serdo tteis durante a aplicacdo do processo proposto,

descrito no Capitulo 4.




Capitulo 3

Trabalhos Relacionados

Este capftulo apresenta alguns trabalhos relacionados i configuragio eficiente do Hadoop
e de sistemas complexos em geral. E feita uma analise buscando destacar semelhangas e
diferengas desses trabalhos com o que € proposto nesta dissertaco.

Para uma melhor organizacio deste capitulo, os trabalhos discutidos estdo divididos em
quatro se¢es. Na Segdo 3.1 sdo apresentadas algumas pesquisas sobre a configuragdo de
sistemas complexos. Na Secdo 3.2 sfo discutidos trabalhos relacionados a avaliagdo de de-
sempenho do Hadoop com énfase nos que abordam o ajuste eficiente de seus pardmetros
de configura¢io. Na Se¢do 3.3 sdo discutidos alguns trabalhos envolvendo o uso de técni-
cas empfricas e estatisticas para solu¢do de problemas em diversos dominios. Finalmente,
Secio 3.4 descreve uma ferramenta para tuning automdatico e adaptativo do Hadoop: o Star-
fish [36]. Essa ferramenta recebe um destaque maior neste trabalho devido 2 sua relevancia

no estudo de caso realizado envolvendo a instancia¢do do processo proposto (vide Capitulo

3).

3.1 Configuracao de Sistemas Complexos

A preocupacdo com a configuragio de sistemas complexos ndo estd restrita as plataformas
de alto desempenho. Brown et al [10], do Centro de Pesquisas da IBM, defendem que a
complexidade de configuragio de sistemas € um obstdculo para a adogéio de novos produtos
para o setor de TI (Tecnologia de Informagdo) e ¢ responsdvel pelo aumento de custos em

servigos nesse setor. Isso motivou a construg@o de um modelo para reduzir tal complexidade.

27
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Nesse caso, 0 modelo representa um sistema como um conjunto de componentes organizados
hierarquicamente. Através dessa representaciio € possivel derivar métricas que indicam a
complexidade de algumas configuracdes [10].

Baseados na pesquisa de Brown et al, dois pesquisadores do Laboratério Fujitsu, Kikuchi
¢ Tsuchia, apresentam um método para gerar procedimentos capazes de alterar a configura-
¢do de sistemas automaticamente [43]. Este método se baseia em férmulas de 16gica de
primeira ordem e teoria dos conjuntos, além de coletar dados sobre informagdes de configu-
racéo € conhecimento do gerenciamento do sistema alvo.

Quando dois sisternas sdo similares € possivel transferir a experiéncia de configuracio
de um para o outro; hipétese defendida por Chen et al [12]. Nesse trabalho, eles definem um
modelo baseado em Redes Bayesianas ¢ apresentam um algoritmo para descobrir a configu-
ragdo otimizada de pardmetros de sistemas complexos. A Rede Bayesiana auxilia no registro
de dependéncias de pardmetros para acelerar as buscas de configurag@o em novos sistemas.

Seguindo uma estratégia diferente desses trabalhos, a proposta levantada por essa dis-
sertagdo se foca em técnicas empiricas que auxiliam na defini¢do de uma série de ensaios 4
partir dos quais € possivel aferir a métrica de interesse. A partir de entdo séo utilizados recur-
508 estatisticos para guiar a tomada de decisdo no que diz respeito a escolha dos parametros

significativamente relevantes.

3.2 Anadlise de Desempenho do Hadoop

A pesquisa de Zaharia et al [70] explora a execugiio especulativa do Hadoop através do esca-
lonador LATE (do inglés Longest Approximate Time to End). Através da previsio do tempo
de resposta das tarefas do Hadoop, o escalonador € capaz de identificar aquelas tarefas que
excedem esse tempo de término e criam cépias das mesmas em outros nodos, “especulando”
que estas devem terminar primeiro. Isso adiciona uma camada de tolerincia a falhas néo per-
mitindo que tarefas supostamente defeituosas apresentam impacto negativo sobre o desem-
penho global do job. Esse foi um dos primeiros trabalhos relevantes encontrados a investigar
como melhorar o desempenho do Hadoop. ‘

No que se refere a configuragio da plataforma Hadoop, a pesquisa de Ekanayake et al

descreve a plataforma CGL-MapReduce [20]. Diferente do Hadoop, que armazena os dados
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intermedidrios em arquivo, o CGL-MapReduce utiliza streaming para enviar os resultados
intermedidrios diretamente dos produtores (maps) para os consumidores (reduces) reduzindo
a sobrecarga de comunica¢do. Ekanayake et al executam um estudo de caso para comparar
o desempenho das duas plataformas, no qﬁal se observa que o Hadoop apresenta um desem-
penho inferior ao CGL-MapReduce.

Uma linha de pesquisa diferente adotada por Pavlo et al foi comparar o Hadoop com
DBMS paralelos: Vertica e DBMS-X [52]. Para tanto, eles desenvolveram um bench-
mark composto por cinco tarefas, uma delas retiradas do préprio artigo original sobre
MapReduce [16]. Observou-se que o desempenho dos DBMS foi superior ao Hadoop, uma
vez que cai sobre o modelo MapReduce uma penalidade devido ao custo da chamada mate-
rializagio (persisténcia) dos dados intermedidrios entre as fases map e reduce.

Os trabalhos discutidos acima ndo documentam como o Hadoop foi configurado durante
os experimentos. Com isso, nao se pode afirmar que tais comparacdes foram justas, uma vez
que ndo € possivel afirmar de que maneira os parametros foram ajustados e se tais valores
impactaram na eficiéncia do Hadoop. Na comparagdo de Ekanayake et al, por exemplo,
como o buffer usado pelas tarefas maps foi ajustado? O ajuste adequado desse pardmetro
ndo poderia trazer uma methoria de desempenho ao Hadoop?

A partir deste ponto, os trabalhos que serdo citados se aproximam mais com a proposta
desta dissertacfio devido 4 documentacdo de alguns pardmetros de configuracdo do Hadoop
ajustados nos estudos de caso realizados. A partir dos resultados desses trabalhos é possivel
perceber que o desempenho das aplicagbes melhora quando a plataforma é devidamente
configurada.

O trabalho de Jiang et al [40] comegou a pesquisar profundamente os fatores que podem
interferir no desempenho de um job no Hadoop, a citar: a técnica de leitura que as tarefas
map utilizam para carregar os dados do sistema de arquivos, a conversdo dos dados brutos
em registros e a estratégia de comparagio de chaves usada durante a ordenagio. Se imple-
mentados de forma apropriada, o desempenho dos sistemas baseados em MapReduce pode
aumentar na magnitude de 2,5 a 3,5 vezes. Assim como Pavlo et al, Jiang et al também
realizaram experimentos comparativos entre o Hadoop e alguns DBMS. Eles documenta-
ram os valores ajustados de alguns pardmetros de configuragio do Hadoop utilizados nos

experimentos, mas ndo documentam qualquer critério que utilizam para tal escolha.
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Babu [4] publicou um posirion paper que se focou na andlise de um conjunto de parame-
tros de configuragiio que interferem no desempenho do Hadoop. O estudo de caso realizado
por ele envolveu o ajuste desses parimetros em diferentes niveis, tornando possivel observar
como o tempo de resposta das aplicagdes pode ser reduzido com a configuragfio eficiente
dessa plataforma.

Apesar do tempo de resposta ser a métrica de dcsemiaenho mais utilizada na literatura, al-
gumas pesquisas, relativamente recentes, como a de Kaushik e Bhandarkar [42] consideram
0 consumo de energia como uma importante métrica para a configuragio do Hadoop. Nessa
pesquisa eles descrevem como o Green HDFS, um sistema de arquivos distribuido para o
Hadoop, permite uma redugiio do consumo de energia através da disposicdo dos dados em
duas diferentes classes de servidores: Cold Zone, que garante longos periodos de inativi-
dade sem prejudicar o desempenho do sistema, e a Hor Zone, onde ha intensa utilizagio dos
MESmos.

O consumo de energia também & uma métrica considerada por Wirtz ¢ Ge 166] para a
andlise de jobs no Hadoop. Para isso eles utilizam, além da alocacio de recursos, a tecnolo-
gia DVFS (do inglés Dynamic Voltage and Frequency Scaling) que permite ajustar dinami-
camente a frequéncia da CPU baseada no tipo de workload, explorando configuragdes que
permitam reduzir o consumo de energia sem perda de desempenho.

Qutra métrica que vem ganhando espaco € a vazio de jobs. Essa métrica vem sendo ex-
plorada em ambientes onde ha grandes clusters € usudrios se utilizando de tais infraestruturas
para lancar jobs (frequentemente pequenos) concorrentemente; tanto no Hadoop como em
outras plataformas de computagéo intensiva. Este cendrio é explorado por Isard et al [38],
que descrevem um framework para o escalonamento de jobs concorrentes com comparti-
lhamento de recursos. Eles realizam um estudo de caso com o Dryad, uma plataforma que
implementa o modelo DataflowGraph [37].

O trabalho de Grover e Carey [32] explora a vazdo de jobs no Hadoop através de um
cendrio onde usudrios executam jobs concorrentemente através de linguagens de consulta
de alto nivel (como SQL, por exemplo); segundo eles, um cendrio similar ao utilizado pelo
Facebook®. Especificamente, eles exploram jobs que realizam a amostragem dos dados
baseada em predicados, o que néo requer que a entrada inteira do job seja executada.

E possivel notar que os trabalhos descritos nesta se¢do se concentram em um Gnico as-
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pecto, seja desempenho ou eficiéncia energética. Ndo foram encontrados trabalhos que ava-
liam outras métricas, como por exemplo: utilizacdo de memdria RAM e disco, consumo de
largura de banda e tempo médio entre falhas.

Desse modo, o processo proposto nesta dissertag@o ¢ flexivel, pois ndo restringe as mé-

tricas que podem ser avaliadas.

3.3 Técnicas Empiricas

Apesar da configuragdo de sistemas complexos baseada em técnicas estatisticas ainda nio
ser bem documentada e explorada na prética, ¢ possivel destacar algumas pesquisas que se
utilizam de tais técnicas tanto para a configuracdo do Hadoop quanto para a resolugio de
problemas de diferentes dominios.

A técnica de balanceamento dinimico de carga (DLB, do inglés Dynamic Load-
Balancing) pode ser utilizada pela Engenharia de Trifego para distribuir o trifego de rede
com o propésito de alcangar determinado objetivo usando um modelo de fila M /M /1 [47].

Larroca e Rougier [44] citam falhas desse modelo em fila ¢ propdem um framework que
gera um modelo de regressdo miiltipla para estimar uma fungéio de tempo de atraso a partir de
medi¢des realizadas. Outro trabalho que utiliza modelos de regressao é o de Ekren e Heragu
no dominio de sistemas veiculares [21].

Aproximando-se do contexto de plataformas de alto desempenho destaca-se o trabalho de
Rizvandi et al [53], que descreve um método para configuragio do Hadoop através da cons-
trucdo de séries temporais de uso de CPU com o propdsito de calcular a similaridade entre
jobs. O célculo proposto por Rizvandi et al € realizado através de coeficientes de correlagdo
dos padrdes analisados. Apesar de ser uma boa técnica, os padrdes dos jobs documentados
nesse trabalho sdo baseados somente no consumo de CPU. Uma andlise baseada no consumo
de outros recursos (memdria, disco, etc.) poderia fornecer informagdes mais ricas.

Uma é4rea onde a contfiguragdo otimizada € muito abordada € a de ajuste de sistemas de
gerenciamento de banco de dados. Debnath et al [18} propdem uma metodologia para en-
contrar pardmetros de configuragdo que impactam no desempenho dos DBMS. Assim como
0 processo proposto nesta dissertagdo, eles utilizam técnicas estatisticas para elencar os pa-

rAdmetros com impacto mais significativo.
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Estendendo uma técnica originalmente criada para anélise de desempenho em bancos de
dados distribuidos, a KCCA (do inglés Kernel Canonical Correlation Analysis) [27], Gana-
pathi et al [26] descrevem e avaliam um framework para predizer o tempo de execucdo de

Jobs Hadoop através da correlagdo de caracteristicas da pré-execug¢io e métricas de desem-

penho da pés-execugio.

3.4 Descricao do Starfish

A utilizagfio de ferramentas para funing de sistemas ndo € uma solugfo recente, O trabalho
de Chen [14] descreve um otimizador que utiliza algoritmos baseados em regras e busca
aleat6ria para auxiliar no ajuste eficiente de sistemas de entrada e saida paralela.

Essas ferramentas foram sendo refinadas para permitir um ajuste automatico e adaptativo,
ajustando os pardmetros do sistema alvo e usando técnicas como fungdes de custo para ava-
liar os beneficios desses ajustes [34]. Algumas ferramentas com tais melhorias comegaram
a ser designadas pelo acrénimo STAR, do inglés Self-Tuning Adaptive Routines [22].

Nesse contexto, Herodotou et al desenvolveram na Universidade de Duke (Durham,
EUA) o Starfish [36]): um sistema de ajuste automitico e adaptativo para andlise de apli-
cagdes Big Data no Hadoop.

Arquiteturalmente, o Starfish € implantado sobre a pilha de camadas do Hadoop como
mostra a Figura 3.1. Observe que um job pode ser gerado diretamente a partir de um
programa escrito em Java, Python, C++, etc., a partir de consultas em Pig Latin ou Hi-
veQL ou submetido como parte de um workflow [69] por servigos como o Amazon® Elastic
MapReduce [36][45].

Como o Srarfish dispde de muitas funcionalidades, seus componentes podem ser elen-
cados em trés niveis de operagio: job, workflow e workload como mostra a Figura 3.2. A
seguir serd discutido éada um destes componente, a citar: o profiler, o sampler, 0 motor
what-if, o otimizador just-in-time, o escalonador workflow-aware, o otimizador de workload
e o elastisizer.

No contexto do Starfish, um perfil é uma representagdo concisa da execugdo de um job.
Tecnicamentc, ele consiste do fluxo de dados e das estimativas de custo desse job. Essa

estimativa ¢ calculada através de uma fung¢fo de custo £(p, d, 7, ¢) que recebe informagdes da



3.4 Descrigdo do Starfish

33

Job {Java, Python, ...)

Consuita Pig/Hive

Elastic MR

: Motor do Hadoop (Jobtracker)

i |
‘ Outros Sistemas

| HDFS , :
| de Arquivo .
o e e e g S L TS e e G e g e d

Figura 3.1: O Starfish na pilha de camadas do Hadoop

/Nivel de workload

[ Otimizador de
Workload

'Jf- Elastisizer }

::"l"iivel de workflow

Escalonador
Workflow-aware

What-if

Motor

: 8
R e
; Otimizador Just-in-time ]
; = — s \ s
: Profiler ]{ Sampler ]
K ey isigndsornsitencrartdasnssessannnandndd EErsasasssande e v /

Figura 3.2: Arquitetura do Starfish



3.4 Descrigao do Starfish 34

aplicagiio executada p, dos dados de entrada d, dos recursos disponiveis r e de um conjunto
de parametros de configuracéo c.

O perfil gerado auxilia na compreensdo do comportamento do job assim como no
diagnostico de gargalos durante a execugdo. A criagdo de um perfil é de responsabilidade
do profiler. Para isso, este se utiliza de uma técnica de instrumentag¢do dinimica (através da
ferramenta BTrace'), coletando as informagdes do job em tempo de execugio com o auxilio
de outro componente: o sampler.

Dado o perfil de um job j =<p,d;,r1,c;> executado sobre a aplicagido p, dados de
entrada d,, usando os recursos 7, e um conjunto de configuragdes ¢; 0 motor what-if informa
qual € o desempenho dessa mesma aplicacdo p se ela for executada sobre os dados de entrada
da, usando os recursos 7, e um conjunto de configuragdes c;. Desse modo tem-se um novo
job, representado por j' =<p, ds, 72, c2>. Observando a Figura 3.2 é possivel notar que o
motor what-if € utilizado em todos os niveis da arquitetura do Starfish.

Para otimizar os planos de execuc¢do em workflows e a configuragdo dos jobs o Starfish
utiliza as funcionalidades do otimizador just-in-time. Este componente recorre ao profiler e
ao sampler para a tomada de decisdes de configuracio e execugdo do job.

O nivel de workflow estd sujeito a muitas politicas de execucdo de jobs nas quais € possi-
vel realizar alguma otimizagdo como, por exemplo, a disposi¢do dos dados feita pelo sistema
de arquivos distribuido. Ao invés de tomar decisoes considerando um job, o escalonador
workflow-aware toma decisdes considerando os jobs que escrevem dados (denominados de
produtores) e os que léem dados (denominados de consumidores), a partir de um determi-
nado workload. Nesse caso, o escalonador interage com o motor what-if.

O otimizador de workload representa os workloads como grafos dirigidos e aplica algu-
mas transformagdes, como: grafo-para-grafo [36]. Ele também utiliza 0 motor what-if para
fazer uma previsio de desempenho baseada em custos.

O elastisizer auxilia usudrios de computac@o na nuvem que utilizam a politica pay-as-
you-go*. Esse componente determina automaticamente as melhores configuragdes para pro-
cessar um determinado workload sujeito a objetivos especificos do usudrio como: custos
financeiros e tempo de conclusio dos jobs.

Para avaliar o Starfish foram realizados estudos de caso envolvendo a execugdo das apli-

'Uma ferramenta de fracing para a plataforma Java. Disponivel em: http://kenai.com/projects/btrace.

[RCGIBIBUIOTECAIBE!
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cagdes WordCount e TeraSort processando workloads de 30 Gb e 50 Gb. respectivamente.
Para ambos os estudos de caso foi realizada uma comparacio dos resultados do Starfish com
os resultados de jobs configurados por meio de rules of thumbs (vide Segdo 2.2.4). A anlise
dos resultados foi focada em aspectos de desempenho, como porcentagem de uso do disco,
porcentagem de overhead e tempo de resposta. No entanto, vale ressaltar que a otimizacéo

realizada pelo Starfish leva em considera¢io somente o tempo de resposta.

3.5 Consideracao Finais do Capitulo

Este capftulo apresentou alguns trabalhos relacionados a configuragio de sistemas comple-
xo0s, em particular a plataforma Hadoop. Além disso foi feita uma revisdo sobre o uso de
técnicas empiricas de estatisticas para a resolucéo de problemas.

Através dessa revisdo € possivel concluir que as técnicas e ferramentas existentes para
a configuragio adequada do Hadoop apresentam limitagdes relacionadas aos subespagos de
pardmetros considerados ou a quantidade de métricas observadas.

Para preencher essa lacuna, esta dissertagdo propde um processo flexivel para configu-
racdo eficiente do Hadoop baseado em técnicas empiricas e estatisticas. Esse processo é
capaz de avaliar qualquer subconjunto de pardametros de configuragdo sob a observagdo de
qualéuer aspecto, como desempenho e eficiéncia. O Capitulo 4 descreve todas as atividades

e caracteristicas desse processo de forma detalhada.

2Termo aplicado a servigos os quais o usudrio paga pelos recursos que consome.



Capitulo 4

Processo Empirico Proposto

Este capitulo descreve, de forma detalhada, o processo proposto para auxiliar na configura-
¢do eficiente do Hadoop. Este processo € baseado em técnicas empiricas e estatisticas bem
conhecidas na literatura e gera como resultado uma configuragio eficiente para a métrica
observada, considerando todos os pardmetros relevantes selecionados pelo usudrio.

Na sec@o a seguir ser4 definido o processo e nas se¢des seguintes serdo apresentadas cada

uma de suas atividades.

4.1 Definicdo do Processo Empirico

Segundo Sommerville [56], um processo € um conjunto de atividades usado para se atingir
uma meta. Nesse sentido, o processo empirico proposto compreende as atividades de defini-
¢do de uma métrica de interesse, selegcdo dos pardmetros candidatos a relevantes, andlise de
releviancia desses parametros e, finalmente, refinamento e ofimizacdo.

A Figura 4.1 mostra como as atividades do processo se relacionam. Observe que da-
das algumas condigdes, € possivel retroceder as duas atividades iniciais; isso caracteriza o

aspecto ciclico do processo.

4.2 Atividade 1: Definicio da Métrica de Interesse

No contexto do processo proposto, definir a métrica de interesse compreende escolher um

critério de avaliagdo a ser utilizado durante a execugfo da aplicaciio desejada. Baseado nesse

36
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Figura 4.1: Relacionamento das atividades do processo proposto

critério serdo selecionados os pardmetros que serdo investigados visando otimizar a prdpria
métrica escolhida. S3o exemplos de métricas: fempo de resposta, vazdo de jobs, utilizacdo
(de CPU, de memdria RAM, etc.) consumo de largura de banda e consumo de energia.

E importante que essa defini¢io seja feita no inicio do processo, pois a métrica esco-
lhida deve guiar as decisdes a serem tomadas nas atividades posteriores. Se no decorrer da

aplicagio do processo a métrica precisar ser alterada, o processo inteiro deve ser reiniciado.

4.3 Atividade 2: Selecio dos Parametros Candidatos

A Atividade 2 compreende a escolha de um éonjunto L={p,ps - pk}r com k parimetros
candidatos a relevantes, considerando a métrica escothida na Atividade 1. Serd chamado de
H o espago de busca disponivel ao usudrio, H = {p;,ps, ..., D H‘}, em outras palavras, o
conjunto H contém todos os pardmetros de cqnﬁguragﬁo do Hadoop. Uma consequéncia
direta dessa definicio é que L C H.

A selecgiio do conjunto L deve ser baseada na métrica de interesse, pois diferentes mé-
tricas podem estar associadas a diferentes pardmetros de configuragio. Para auxiliar nessa
escolha, o usudrio pode se basear na Tabela 2.1 (vide Capitulo 2) que lista alguns pardmetros
possivelmente impactantes para os aspectos de desempenho e eficiéncia energética. Baseado
nessa tabela, o usudrio pode definir seu conjunto I e verificar (em atividades posteriores)

quais parametros desse conjunto sio sighnificativamente relevantes.
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Para métricas de desempenho, por exemplo, pardmetros que envolvem o ajuste de buffers,
a definicao da quantidade de tarefas map e reduce e a alocagio de memoéria RAM e CPU
normalmente sdo relevantes [651[4].

E importante ressaltar que a quantidade de parimetros selecionados nesta atividade, i.e.
o valor de k, ird impactar nas atividades posteriores: quanto mais parimetros forem se-
lecionados, maior o tempo necessério para realizar a andlise de relevincia, refinamento e

otimizagdo. Essa questio € melhor esclarecida na Se¢do 4.4.1.

4.4 Atividade 3: Analise de Relevancia

Nesta atividade, cada pardmetro pertencente ao conjunto L € analisado considerando a sua
relevéncia para a métrica definida na Atividade 1. Se o impacto de um pardmetro na métrica
de interesse for significativamente irrelevante, ele serd descartado na atividade seguinte. Para
essa andlise € necessdrio realizar um planejamento de experimentos guiado por um projeto
fatorial [39]. ' _

Um planejamento de experimentos tem como objetivo obter o maximo possivel de in-
" formagdes com o nimere minimo de ensalos experimentais (ou observagdes). A andlise
apropriada do experimento seguindo um projeto fatorial permite separar o efeito de varios
fatores (varidveis independentes) que podem afetar uma varidvel de resposta (varidvel de-
pendente); além de determinar se um fator tem um impacto significativo ou se a diferenca
observada € atribuida a variacdes aleatdrias causadas por erros experimentais ou fatores nio
controlados [39]. Os erros experimentais consistem nas diferencas entre os respectivos valo-
res medidos e o valor esperado.

Através de um projeto fatorial 2, é possivel determinar o efeito de k fatores sobre uma
métrica de interesse realizando um nimero relativamente reduzido de ensaios experimen-
tais, pois considera-se apenas 2 niveis: valores minimo e méiximo nio-extremos dentro do
dominio do fator, compondo uma faixa relativamente grande € bem delimitada. No projeto
fatorial os niveis sfio codificados para uma escala entre —1 e 1, permitindo que se norma-
lize os valores dos fatores, que se elimine as unidades de medidas de cada um deles e que a
andlise pds-experimento seja padronizada.

No contexto do processo proposto, os fatores sdo os parametros do Hadoop a serem con-
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figurados para uma aplicac@o especifica. Desse modo, vérios ensaios experimentais devem
ser realizados executando a aplicagio em diferentes tratamentos, isto é conseguido variando-
se os fatores (pardmetros de configuragdo), e medindo o resultado dessa variagiio especifica
na métrica de interesse, como por exemplo: o consumo de energia. Um tratamento é um
conjunto bem definido dos niveis de cada pardmetro para um ensaio experimental especifico.

Os niveis codificados podem ser agrupados em um instrumento chamado tabela de si-
nais [39]. A Tabela 4.1 exibe um exemplo de uma tabela de sinais para um cendrio com
2 fatores (pardmetros): A =io.sort.mb e B =io.sort.record.percent, cujos conjuntos de ni-
veis correspondem a A = {100,200} e B = {0.1,0.3}'. Para esse cendrio, assuma que o
parimetro C =mapred.child.java.opt* é fixado em — Xmz400m.

Para o parametro A, por exemplo, observe que os niveis —1 e 1 correspondem aos valores
100 e 200, respectivamente. Note que tanto o valor minimo (—1) quanto o vaior maximo (1)
ndo sdo extremos, uma vez que o intervalo dos valores extremos desse parimetro é [0, 400
(conforme o valor do pardmetro C'). Desse modo, a faixa escolhida para esse experimento

([100, 200]) ¢ bem definida e estd contida dentro do intervalo dos valores extremos.

Tabela 4.1: Exemplo de uma tabela de sinais para o projeto fatorial

A{(Cod.) | B(Cod.) | A B
-1 -1 100 | 0.1

1 -1 200 | 0.1

-1 1 100 | 0.3

1 1 2001 03

Uma variagio do projeto fatorial 2¥ incorpora o conceitos de grau de replicagdo r: ni-
mero de vezes que 0 mesmo tratamento ¢ executado. Por este motivo, esse projeto € co-
nhecido como projeto fatorial com replicagdo [39] ou 2%r. O experimento realizado nesta
atividade serd feito utilizando-se o 2r, permitindo-se estimar os erros experimentais. O pro-
jeto fatorial com replicagéio gera um total de 2* - r ensaios experimentais. No contexto do
processo, & corresponde a quantidade de elementos de L.

Quando o ndmero de observagdes ainda € muito grande, o usudrio pode optar por sim-

! Ajustado conforme a Equagdo 2.7.
2A faixa [~1, 1] do fator A foi definida em fungdo do valor de C conforme a Equagio 2.5,
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plificar o projeto 2% em um projeto fatorial fracionado 257 - r tal que p < k. No entanto,
quanto mais préximo de k for o valor de p, mais informagdes sobre interagdes entre os fa-
tores serdo perdidas. Por esse motivo, normalmente evita-se utilizar projetos experimentais
fracionados. Desse modo, ajustando p = 0, retrocede-se ao 2°r do projeto fatorial com
replicagdo.

Os pardmetros de configuragio selecionados na Atividade 2 correspondem aos chamados
fatores primdrios: aqueles que tém seus niveis alterados durante o experimento. Dentro
do planejamento do experimento também € importante definir se hd fatores secunddrios:
aqueles que tém seus niveis constantes durante o experimento, por ndo haver interesse em
observé-los ou por ndo ser possivel controld-los. No contexto do processo, os pardmetros
pertencentes aos conjuntos 7' e H — L — T sdo fatores secunddrios. Para esses conjuntos,
o ajuste dos parametros pode ser feito levando em consideragdo as rules of thumbs ou seus
valores default, respectivamente. Essa conceitualizacio € esquematizada na Figura 4.2.

No cendrio supracitado, os parametros A e B sdo fatores primdrios e o parimetro C' é
um fator secunddrio em T (definido por rules of thumbs). Como alguns fatores secundarios
podem determinar os niveis de alguns fatores primdrios (como por exemplo, a relagio entre
os fatores A e ('), é importante que se defina inicialmente os fatores secunddrios para, a

partir de entdo, definir os fatores primdrios e seus respectivos niveis.

~ ( Definir seus niveis minimo e

i ; ;- méximo. ' Cada combinagéo

L Parametros em L: l ~J  possivel desses nivels &
e S /' Fatores Primarios ; | utilizada durante o |
/“‘\ = s i ) | experimento ]
=4 \“L Y ——— ......,.._....Ha’/
) (L ' SR
’,f L \ P ~ Ajusta-los como o auxiiio de |
[ H s T \ Parametros em T: » rules of thumbs. Esses ;

! e ~> 7 | valores permanscem fixos
! J j Fatores Secundarios [ durante o experimento ‘
\ ~" iz / Nt e BT e e g
X / f ~
7 ’ 3 | Usar configuragio default. |
| PardmetrosemH-L-T. ] Esses valores permanecem I
i g ‘; Fatores Secundarios | fixos durante o experimentn i

Figura 4.2: Esquema envolvendo a defini¢do dos fatores primdrios e secunddrios

A partir do experimento guiado por projeto fatorial, sdo coletados valores da métrica

de interesse os quais podem ser usados para calcular um modelo de regressao nuiltipla [39]:
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uma férmula usada para estimar o valor de uma varidvel dependente (métrica de interesse, no
contexto deste processo) em fun¢do de um conjunto de varidveis independentes (parimetros
pertencentes ao conjunto L, no contexto deste processo).

Ap6s o célculo de modelo do regressdo, € possivel aplicar algumas técnicas estatisticas
para verificar a adequagdo do préprio modelo e avaliar a relevéncia de cada parimetro de
‘configuragdo. Estas técnicas sio o coeficiente de determinagdo e a andlise de varidncia.

O coeficiente de determinagao R* [39] é um indice que varia entre 0 e 1, através do qual
€ possivel descobrir a qualidade do modelo estimado. Quanto mais préximo de 1 for R2,
mais adequada ¢ a regressdo para estimar a varidvel independente. No entanto, € importante
ressaltar que o coceficiente de determinagiio ndo € um instrumento muito preciso para essa
finalidade, uma vez que ele ndo define um limite entre o que seria uma regressio boa ¢ uma
ruim. Por esse motivo, esse coeficiente ndo deve ser usado como uma unica ferramenta para
a tomada de decisdes.

Uma técnica que fornece resultados baseados em niveis de confianga € a andlise de vari-
dncia (ANOVA) [39], que consiste basicamente em comparar diferentes tratamentos basea-
dos na soma dos quadrados”.

A andlise de variancia € uma técnica que permite avaliar tanto a adequagdo do modelo de
regressdio quanto a relevincia de cada varidvel independente. Para o primeiro caso utiliza-se
o teste-F € para o segundo caso utiliza-se o teste-t pareado [39].

Os resultados de ambos os testes podem ser expressos em fung¢io de um indice chamado
de p-valor: valor percentual usado como indicador de aceitagdo ou rejeicdo da hipétese
nula (Hy), baseando-se em um nivel de significincia estabelecido para o experimento [67].
No contexto do processo proposto, se 0 p-valor de um parametro € inferior ao nivel de
significAncia estabelecido, esse pardmetro é considerado relevante.

Para que os resultados de todas as técnicas estatisticas supracitadas sejam confidveis, os
erros experimentais calculados precisam ser normalmente distribuidos, independentes € com
variancia constante (propriedade da homoscedasticidade) [39].

Para verificar se os erros sdo normalmente distribuidos, podem ser aplicados os testes

de Shapiro-Wilks e Anderson-Darling [33]. Se os resultados desses dois testes divergirem o

Do inglés Sums of Squares: medida baseada no somatério da diferenga entre as amostra dos dados e a

média da populagio.
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usudrio pode aplicar outros testes, como o de Kolmogorov-Smirnov ou o teste Chi-Quadrado
(para normalidade).

Além desses testes, € possivel ter uma nogio visual da normalidade através da construgio
de um grdfico quantil-quantil [39] como o que € exibido na Figura 4.3. Observe através dessa
figura que quase todos os pontos estdo sobre a reta ou muito préximos a ela. Isso indica uma

forte evidéncia de normalidade.

[

Quantis Amostrais
[~]

-3 =2 -1 0 1 2 3
Quantis Tedricos

Figura 4.3: Exemplos de um gréfico quantil-quantil para o teste de normalidade

A verificagdo dos requisitos de independéncia e homoscedasticidade dos erros experi-
mentais pode ser feita aplicando-se testes especificos como o Chi-Quadrado (para indepen-
déncia) [50] e o de Bartlett [23], respectivamente. Além desses testes, é possivel ter uma
nogdo visual dos requisitos de independéncia e homoscedasticidade através da andlise de
um grdfico de dispersdo [33] considerando os erros experimentais em fungfo das respostas
estimadas.

As Figuras 4.4-a) e 4.4-b) mostram grificos de dispersdo em que a distribuigdo dos er-
ros experimentais aparecem em padrdes linear e nido-linear, respectivamente. Nesse tipo de
andlise, qualquer enviesamento da distribuicdo dos pontos indica tendéncia dos erros experi-
mentais. Desse modo, como na Figura 4.4-a) nio hd enviesamento, hd indicios que os erros
experimentais sdo independentes.

As Figuras 4.5-a) e 4.5-b) mostram gréficos de dispersdo com distribui¢des de erros ex-
perimentais sem espalhamento e com espalhamento, respectivamente. Desse modo os erros
experimentais na distribui¢do da Figura 4.5-a) apresentam uma variéncia constante, eviden-
ciando que os erros podem estar respeitando o requisito da homoscedasticidade; comporta-

mento ndo observado na Figura 4.5-b).
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Figura 4.4: Exemplos de gréficos de dispersdo para o requisito da independéncia dos erros

a) Sem enviesamento

v

A 4

b) Com enviesamento

Figura 4.5: Exemplos de gréficos de dispersdo para o requisito da homoscedasticidade dos

€Iros
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Vale ressaltar que a andlise visual (através dos grificos quantil-quantil e de dispersio)
pode ser imprecisa € que qualquer tomada de decisiio no que diz respeito aos requisitos
de normalidade, independéncia e homoscedasticidade (dos erros experimentais) deve ser

baseada nos testes especificos de cada requisito, resumidos na Tabela 4.2.

Tabela 4.2: Resumo dos testes de normalidade, independéncia e homoscedasticidade

Objetivo Testes Hipdtese nula (Hy)

Normalidade Shapiro-Wilk e Anderson-Darling | Os erros sdo normalmente distribuidos
Independéncia Chi-Quadrado para independéncia | Os erros sio independentes
Homoscedasticidade | Bartlett Os erros tém variancias constantes

Se os requisitos impostos aos erros experimentais nio forem satisfeitos, a andlise de
relevincia dos pardmetros pode ser feita com o auxilio do teste ndo-paramétrico de Kruskal-
Wallis [58] que verifica se os grupos testados sdo iguais ou se hd pelo menos um grupo dife-
rente dos outros. No caso de haver pelo menos um grupo diferente, utiliza-se o teste pareado
de Mann-Whitney [68] aplicando (posteriormente) o teste de corre¢iio de Bonferroni [19]
para identificar cada grupo significativamente diferente. No contexto do processo, 0s grupos
sdo formados pelos valores coletados (da métrica de interesse) em fungdo dos niveis (—1 e
1) de cada pardmetro.

E importante ressaltar que a aplicagio dos testes paramétricos (coeficiente de determina-
¢fo, andlise de regressao, teste-t e teste-F), na condigfio de que pelo menos um dos requisitos
(normalidade, independéncia e homoscedasticidade dos erros experimentais) néo seja satis-
feito, pode conduzir a resultados ndo confidveis.

Independente da técnica utilizada (testes paramétricos nio-paramétrico), cada parimetro
significativamente relevante torna-se elemento de um novo conjunto definido como M =
{pl,pg,‘..., pi}s tal que k' < ke M C L. Para a atividade seguinte, os pardmetros em
M — L (considerados irrelevantes nesta atividade) sdo fixos em seus valores default,

Uma vez que o conjunto Al € devidamente preenchido, o usuario pode avangar para a Ati-
vidade 4 ou pode retornar a Atividade 2 (vide Figura 4.1). Se o conjunto M contém poucos
elementos ou estd vazio € aconselhdvel retornar a Atividade 2, pois avangar para a Ativi-
dade 4 e otimizar uma pequena quantidade de pardmetros pode gerar uma configuracdo com

pouca melhoria na eficiéncia do Hadoop. No entanto, retornar & Atividade 2 incorre em um
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aumento no tempo de término do processo, pois seria necessdrio realizar mais experimentos
com os novos pardmetros adicionados.

Como € possivel notar, a decisdo em seguir para a Atividade 4 ou retroceder a Atividade
2 impdem um trade-off entre obter uma configuragio mais eficiente e ter disponibilidade
de tempo para esperar a execugio de mais experimentos. Essa decisdo deve ser feita pelo
usudrio que deve priorizar uma dessas duas opgoes.

Retornando-se & Atividade 2, considera-se M como um novo conjunto L ¢ adiciona-se
novos pardmetros associados & métrica de interesse; de preferéncia aqueles que ainda ndo
foram selecionados em nenhuma passagem durante a selegio dos pardmetros.

Ao final desta atividade, tem-sc a informacfo dos niveis dos que otimizam a métrica de
interesse. No entanto, a otimizagio dos pardmetros em M precisa ser avaliada, uma vez
que o experimento feito nesta atividade considerou apenas valores minimos e mdximos em
uma faixa relativamente grande; cendrio que torna tal otimizagdo imprecisa. Desse modo,
os elementos de M (pardmetros considerados relevantes nesta atividade) e seus respectivos
niveis otimizados serdo utilizados para compor um novo experimento visando refinar os
niveis dos par@metros otimizados nesta atividade de forma a realizar uma nova otimizagio,

desta vez com uma granularidade mais fina.

4.4.1 Impacto dos valoresde ke r

Uma questao que precisa ser discutida neste ponto da descri¢@o do processo € o impacto que
os valores de k € » t&ém sobre o tempo de execucdo do processo. Apesar de quanto maior o
nimero de fatores selecionados em L, maior a probabilidade de que pardmetros relevantes
sejam encontrados; o tempo necessdrio para a execugfio da atividade de andlise de relevincia
pode ser muito elevado. Entdo torna-se necessdrio ter uma nogio de como selecionar os
valoresde ker.

Para tanto, considere um cendrio composto por um cluster com 5 nodos (cada nodo
com 20 GB de memdria RAM e 2 processadores de 4 niicleos) e uma workload de 50 GB.
Considere também que os jobs MapReduce executados nesse ambiente apresentaram tempo
médio de resposta de 20 min. A Figura 4.6 exibe uma simulagio do tempo necessario (em
horas) para se concluir o experimento da Atividade 3 em fungio da tamanho do conjunto L

(k) e do grau de replicagio do experimento (r).
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Figura 4.6: Simulag@o de um cendrio sobre o tempo de execugio da Atividade 3

Através dessa simulagdo € possivel inferir que, apesar de ser possivel incluir muitos paré-
metros nos conjuntos L, o tempo de conclusdo do experimento que envolve esses conjuntos
pode ser muito alto. No cendrio considerado na Figura 4.6, observe com o aumento linear dos
valores de k e r incorre em um aumento exponencial do tempo de execu¢do do experimento.

A anilise do impacto de k e r ndo pode desprezar as informagdes do hardware. Se mais
recursos de hardware estivessem disponiveis para a mesma workload, € provivel que os

tempos de execugdo obtidos na simulagdo seriam consideravelmente menores.

4.5 Atividade 4: Refinamento e Otimizacao

Nesta etapa os fatores que pertencem ao conjunto M devem compor um experimento guiado
por superficie de resposta [48] (do inglés, response surface): conjunto de técnicas para ana-
lisar a variagiio da métrica de interesse, bem como encontrar um tratamento que otimize uma
determinada métrica com uma granularidade mais fina do que usando um projeto fatorial.

Assim como no projeto fatorial, a superficie de resposta permite planejar um experimento
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com um ndimero reduzido de niveis por fator. Para tanto, € necessdrio se utilizar de projetos
experimentais especificos, como por exemplo o conhecido projeto composto central (CCD,
do inglés Central Composite Design) [81[9].

O projeto composto central contém uma série de pontos que podem ser agrupados (blo-
cados) de acordo com seus niveis. O bloco cubo agrupa os pontos cujos niveis correspondem
ao do projeto fatorial (—1 e 1), por esse motivo esses pontos sdo chamados aqui de pontos
fatoriais. O bloco estrela agrupa os pontos de eixo, cujos niveis correspondem a —a e . Hd
ainda os chamados pontos centrais cujos niveis sdo codificados por 0 e estdo presentes em
ambos os blocos.

A Figura 4.7 exibe um modelo de 2 fatores para o projeto composto central. Note como

os blocos (cubo e estrela) sdo integrados para representar um tnico projeto experimental.

Ay
‘ (D)
®
(-1.1) (1.1
(0.0
...................... e i A e it B
- + o g b (-o0.00) -1 () XI
{ 1 1.-1)
L (0-e)
Cubo = Pontos Fatoriais + Estrela = Pontos de Eixo +
Ponto Central Ponto Central

Figura 4.7: Modelo de fatores utilizado pelo CCD para 2 fatores (z; € z3)

Fica visualmente mais intuitivo compreender o significado dos nomes dos blocos (cubo
e estrela) quando se analisa um modelo de 3 fatores para o projeto composto central. A
Figura 4.8 mostra o modelo de 3 fatores baseado no trabalho original de Box e Wilson [8].

Observe que a codificagdo dos pontos de estrela correspondem aos niveis —« e «. Es-
ses niveis sio definidos em fungéio do nimero de fatores em M, a saber: —[2¥]3 e [2¥]4,
respectivamente para —« e o Todas essas caracteristicas inerentes ao projeto composto cen-
tral permitem atender a vérios requisitos fundamentais para uma boa predi¢do do modelo de

superficie de resposta, com destaque para a rotabilidade® e a ortogonalidade dos blocos’ [8].
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Figura 4.8: Modelo de fatores utilizado pelo CCD para 3 fatores

A Figura 4.9-a) mostra um possivel comportamento da métrica de interesse quando se
utiliza o projeto fatorial. Observe que, considerando a faixa entre —1 e 1, a métrica de
interesse atinge seu valor mdximo (6timo) no nivel 1. No entanto, esse modelo ndo € capaz
de capturar a métrica de interesse para valores estritamente proximos a 1. Nesta figura,
observe que para o valor hipotético 1 + 4 a métrica de interesse seria ainda maior.

As téenicas de superficie de resposta sdo utilizadas para contornar essa deficiéncia do
projeto fatorial. Utilizando o projeto composto central, o nivel anteriormente 6timo (1, no
exemplo da Figura 4.9-a)) torna-se nivel central do novo projeto (codificado por 0), permi-
tindo a exploracdo de valores intermedidrios (e estritamente préximos) ¢ estimando um mo-
delo de curvatura para realizar a otimizagdo dos pardmetros, conforme mostra a Figura 4.9-
b). Somente apGs a definicdo do nivel central € que séo definidos os pontos fatoriais (=1 ¢
1) e os pontos de eixo (—a € o).

No contexto do processo proposto, cada pardmetro em M deve ter seus niveis re-
definidos. Aqueles niveis que eram 6timos para o projeto fatorial, tornam-se 0s pontos
centrais no projeto composto central. Como exemplo, considere os mesmos fatores do
cendrio demonstrado na atividade anterior A =io.sort.mb, B =io.sort.record.percent e
C =mapred.child java.opts, sendo C um fator secundério fixo em —Xmax400m. Suponha
que os niveis Gtimos encontrados com o projeto fatorial foram 200 (1 conforme a Tabela 4.1}

para A e 0.1 (—1 conforme a Tabela 4.1) para I3. Para o experimento a ser executado nesta

4 A variagfio de uma predigio depende apenas de sua distdncia até os pontos centrais.
*0s coeficientes da equagfo de superficie ndo podem estar correlacionados com os efeitos dos blocos.
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Figura 4.9: Fatores com a) projeto fatorial e b) projeto composto central

atividade (utilizando técnicas de superficie de resposta), esse niveis tornam-se pontos cen-
trais do projeto fatorial, sendo ambos codificados por 0 agora.

A etapa seguinte € definir os novos niveis —1 e 1 (pontos fatoriais do projeto composto
central). Como os pontos centrais ji foram valores mdximos ou minimos na Atividade 3, a
faixa entre —1 e 1 ndo pode ser relativamente grande, sobretudo porque esse valores podem
exceder os limites permitidos para um determinado pardmetro. Uma forma de encontrar
esses valores € fixar, para cada pardmetro, um valor § que determina o incremento (e o
decremento) sobre o nivel central 0. O valor de d pode ser calculado a partir da seguinte

equacdo:

6 =02 (fdsup — fding) 4.1)

onde fds,, € fdiny correspondem aos niveis superior € inferior utilizados no experimento
guiado por projeto fatorial (Atividade 3). Optou-se por utilizar 20% (0.2) sobre a faixa
(fding, fdsup) para que os valores adjacentes ao nivel central sejam explorados com uma
granularidade mais fina (vide Figura 4.9).

Para exemplificar o cdlculo de § e, posteriormente, a defini¢do dos novos niveis —1 e 1,
considere novamente os fatores A e B supracitados. Dado que os niveis desses parimetros

para o experimento com projeto fatorial (vide Atividade 3) foram A = {100,200} e B =
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{0.1,0.3}, seus respectivos valores §4 e dg sdo:
d4=0.2-(200 - 100) =0.2-100 = 20
0g=02-(03-0.1)=0.2-0.2=0.04
Munido dos valores de 4 de cada fator, calcula-se os novos niveis de —1 e 1 em fungéo
do valor do nivel central (V,,,) aplicando-se: V,,, — d e V,,, + 4, para cada fator. A definigdo

desse novos niveis é sumarizada na Tabela 4.3.

Tabela 4.3: Calculando os novos niveis —1e 1
Nivel —1 Nivel 0 Nivel 1

Fator A | Vj, —da =200 — 20 = 180 200 Vao + 04 = 200 + 20 = 220

Fator B | V,,, — ép = 0.1 — 0.04 = 0.06 0.1 Voo +0p=0.1+0.04 =0.14

Para encontrar os valores dos pontos de estrela deve-se inicialmente determinar os valores
codificados —av € . Como k' = 2, tem-se o = [2%]i = 1.41, ou seja, —a = —1.4l e

a = 1.41. A seguir, aplica-se esses valores & seguinte equagio (baseada em [9]):

Va=Ve- 0+ Vi (4.2)

onde Vj; representa o valor real (decodificado), V. representa o valor codificado e V,,, repre-
senta o valor do ponto central. Para o exemplo dos parimetros A e B, os pontos de estrela
correspondem a A = {171.2,228.8} e B = {0.0424,0.1576}. O célculo desses valores é

sumarizado na Tabela 4.4,

Tabela 4.4: Calculando os niveis —a e «
Nivel —« Nivel 0 Nivel o

Fator A | (—1.41)-20+200=171.2 200 1.41-204 200 = 228.8

Fator B | (—1.41)-0.04 + 0.1 = 0.0424 0.1 1.41-0.04+0.1 = 0.1576

A Tabela 4.5 mostra a tabela de sinais para um planejamento de experimentos envol-
vendo o projeto composto central. Os pardmetros A e B sdo os mesmos utilizados nos
exemplos anteriores e seus niveis (—a, —1, 0, 1, a) correspondem a respectivamente
A = {171.2,180, 200, 220, 228.8} e B = {0.0424,0.06,0.1,0.14,0.1576}.

Quando se usa a superficie de resposta com projeto composto central, o nimero de en-

saios experimentais é calculado considerando cada bloco. Como o bloco cubo agrupa os
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Tabela 4.5: Exemplo de uma tabela de sinais para o projeto composto central

Bloco | Ponto | A (Cod.) | B (Cod.) A B
-1 -1 190 0.08
1 -1 210 0.08
Fatorial
Cubo -1 1 190 0.12
1 1 210 0.12
Central 0 0 200 0.1
—a 0 185.6 0.1
a 0 2144 0.1
Eixo
Estrela 0 - 200 | 0.0712
0 «a 200 | 0.1288
Central 0 0 200 0.1

pontos do projeto fatorial, tem-se 2 tratamentos para esse bloco. O bloco estrela, por outro
lado, combina niveis dos pontos de eixo (—a e «) e niveis dos pontos centrais (0), gerando
2 - k tratamentos. Sendo ng o nimero de replicagdes dos pontos centrais e 7’ o grau de repli-
cacgdo total para cada tratamento, define-se a quantidade de ensaios experimentais através da

equacao:

(2¥ +2- K +mng) -7 (4.3)

Assim como no experimento com projeto fatorial, € possivel ter um projeto experimental
fracionado definindo um valor para p/, tal que p’ < k’. Nesse caso, a quantidade de ensaios

experimentais ¢ definida por:

(2’“'_1" +2- (K =p)+mno) - (4.4)

Como se evita o uso de um projeto experimental fracionado, para que ndo se perca infor-
magdes referentes as interagdes de alguns pardmetros; é comum definir p’ = 0. Nesse caso,
a Equacido 4.4 torna-se a Equagido 4.3.

Apds o término do experimento € possivel criar um modelo de regressdo assim como

o que foi discutido na Atividade 3 (para o projeto fatorial). Uma diferencial da andlise de

UFCG/BIBLIOTECA/RC
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variancia da superficie de resposta € a aplicacdo de testes mais detalhados para avaliar a
adequagio do modelo, como por exemplo o teste lack to fit [9).

Para a andlise do experimento com superficie de resposta utiliza-se as mesmas técnicas
aplicadas ao projeto fatorial no que diz respeito aos requisitos de independéncia, normalidade
e homoscedasticidade dos erros experimentais (vide Tabela 4.2) e os possiveis testes néo-
paramétricos a serem aplicados (vide Secéo 4.4).

Na superficie de resposta, o valor étimo da métrica de interesse € encontrado por meio
da técnica da busca da mdxima inclinacdo, que permite “caminhar” sequencialmente sobre
a superficie em dire¢do e sentido onde ocorre um aumento ou diminui¢do mdxima da va-
ridvel de resposta [48]; o que depende do objetivo estabelecido pelo usudrio: maximizar ou
minimizar uma determinada métrica.

Ao final do experimento guiado por superficie de resposta, obtém-se os valores otimiza-
dos para os parimetros em M. Integrando esses pardmetros aqueles definidos como fatores
secunddrios ajustados com o auxilio de rules of thumbs (conjunto T'), forma-se o conjunto P
de todos pardmetros ajustados que otimizam a métrica de interesse, considerando a instanci-
acdo corrente. Formalmente esse conjunto pode ser definido da seguinte forma: P = M UT.

Se o usudrio optar por incluir mais parimetros aos conjunto P, ele deve retroceder a ati-
vidade de sele¢do dos pardmetros candidatos. No entanto, refazer esses passos (atividades)

demanda executar novos experimentos, 0 que incorre em uma espera maior por resultados.

4.5.1 Impacto dos valores de k' e r’

A Atividade 4 permite um controle muito pequeno sobre o valor de £/, pois 0 mesmo est4
condicionado & andlise de relevincia do conjunto L feita na Atividade 3. No entanto €
‘importante que seja levantada a mesma discussdo feita na Segdo 4.4.1; sendo que, para esta
atividade, a discussio envolve os valores de &' e 7',

Levando em consideragio que 0 nimero de ensaios experimentais realizados com o pro-
jeto composto central € maior que o nimero de ensaios experimentais realizados com o
projeto fatorial, os valores de &’ ¢ 7' apresentam um impacto ainda maior sobre o tempo de
execugio do processo, quando comparados a ke 7.

Para se ter uma maior nog¢do desse impacto, considere 0 mesmo ambiente utilizado na

Se¢do 4.4.1. A Figura 4.10 exibe uma simulagdo do tempo necessario (em horas) para se
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concluir o experimento da Atividade 4 em fun¢io da tamanho do conjunto M (k') e do grau

de replicacdo do experimento (r').
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Figura 4.10: Simulacdo de um cendrio sobre o tempo de execugdo da Atividade 4

Observe que elevando-se linearmente os valores de &’ e 7’ o tempo de execugdo do pro-

cesso cresce exponencialmente. E importante repetir que os recursos de hardware utilizados

e o tamanho da workload exercem forte influéncia sobre esses resultados. Se mais recursos

de hardware estivessem disponiveis para a mesma workload, € provédvel que os tempos de

execugdo obtidos seriam consideravelmente menores.

4.6 Consideracoes Finais do Capitulo

Este capitulo descreveu com detalhes o processo proposto para configuragdo eficiente de

aplicagdes que executam sobre o Hadoop. Ele € baseado em técnicas empiricas e estatisticas

bem conhecidas da literatura e explora as lacunas que outros métodos e ferramentas nio

preenchem (vide Capitulo 3).

E possivel notar que as Atividade 3 e 4 tém algumas semelhangas, uma vez que ambas en-
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volvem a execugdo de um experimento e a andlise de seus resultados. A Tabela 4.6 sumariza
algumas particularidades entre essas duas atividades, discutidas ao longo deste capitulo.
No capitulo a seguir serd apresentado um estudo de caso realizado através da instancia¢io

do processo utilizando uma aplicagio conhecida na literatura especializada.

Tabela 4.6: Particularidades provenientes das Atividades 3 e 4

Projeto Experimental Niumero de Ensaios

Atividade 3 | Fatorial com Replicagdo 2k—p .y

Atividade 4 | Superficie de Resposta | (27 +2. (K — p') 4+ ng) -/

com CCD




Capitulo 5

Instanciacao do Processo

Este capitulo descreve um estudo de caso realizado consistindo na instanciac@o do processo
empirico proposto. Neste estudo de caso foi considerado um cenério experimental para o
qual sdo detalhadamente descritos todos os passos realizados em cada atividade do processo.
Logo apds a descri¢dio do estudo de caso € feita a validagio dos seus resultados por meio
de uma comparagdo com outras solugdes relacionadas, a saber: Starfish, rules of thumbs e
uma solugdo hibrida envolvendo as duas primeiras. A dltima secio deste capitulo faz uma
avaliag@o sobre o impacto do tempo de conclusdo do processo.

Na seciio a seguir descreve-se as caracteristicas do ambiente usado para os experimentos.
Isso envolve tanto a especificacao do cluster onde os experimentos foram executados quanto

a descrigdo de todo o ferramental de soffware utilizado.

5.1 Ambiente de Execuciao

A instanciagio do processo envolveu a execugfio de experimentos realizados em um cluster
homogéneo com 5 nodos, dos quais 1 foi designado como mestre (executando o jobtracker
e 0 namenode) e 0s outros 4 como escravos (executando os tasktrackers e os datanodes), de
acordo com a arquitetura do Hadoop.

Cada nodo do cluster é composto por 2 processadores Intel Xeon X5550 2.67GHz com

4 niicleos e suporte a Hyper-Threading (totalizando 16 ndcleos virtuais' por nodo), 1 disco

'Uma distingiio feita em relagiio aos processadores com Hyper-Threading, nos quais cada ndcleo fisico é

reconhecido pelo sistema operacional como dois nicleos 16gicos.

35
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igido de 500 GB SATA 3 GB/s 7.200 RPM e memdria RAM de 20 GB. Todos os nodos
ido conectados através de rede Gigabit Ethernet e dispdem do sistema operacional Debian
JNU/Linux com o kernel versio 2.6.32-5. ‘

A aplicagdo usada no estudo de caso foi o TeraSort: um algoritmo adequado para o
nodelo MapReduce e capaz de ordenar grandes bases de dados [65]. Essa aplicagdo é re-
Jresentativa para a computagdo intensiva de dados e sua utilizagdo pode ser observada em
trabalhos semelhantes [41[35]. A workioad usada neste estudo de caso consistiu de uma base
de 50 GB gerado por uma ferramenta auxiliar do TeraSort chamada: TeraGen [65].

Para anilise dos dados resultantes dos experimentos utilizou-se a ferramenta estatistica
R [49), especificamente nas fases de investigacdo de relevincia e refinamento e otimizagdo.
A versfo utilizada do Hadoop foi a 0.20.203.0. Uma das solugdes utilizadas para a validagio
do processo foi o Starfish [63], disponibilizado através de uma distribuigio de software. A
versdo do Starfish implantada foi a 0.3.0.

Os scripts utilizados na instanciagdo do processo foram desenvolvidos em Shell Script,
Python e R. Esses scripts fornecem o suporte para a execugdo de cada atividade do processo
empirico proposto, cabendo ao usudrio configurar algumas varidveis e invocar 08 arquivos
executdveis relacionados. Ha também um diretério dedicado para o armazenamento dos
resultados dos experimentos.

Os scripts estdo disponiveis na pdgina Web reservada para esta pesquisa®. Neste local é
possivel encontrar outras informagdes, inclusive uma lista de pardmetros similar & Tabela 2.1.
Essa tabela pode ser utilizada para auxiliar a construgio dos conjuntos de pardmetros (L e

M) necessdrios para a execugdo do processo.

5.2 Estudo de Caso

Esta segio descreve a instanciagiio do processo proposto utilizando o ambiente especificado
na Segfio 5.1 e seguindo todas as atividades que compdem o processo, assim como descrito

no Capitulo 4.

2URL: hup://redmine.lsd.ufcg.edu.br/projects/confighadeop/wiki.
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5.2.1 Atividade 1: Definicio da Métrica de Interesse

A métrica selecionada para este cendrio foi o tempo de resposta. Tal escolha proporcio-
10u validar o processo proposto através da comparagio com a ferramenta Starfish [36][35],
liscutida no Capitulo 3. Além disso, essa métrica é muito utilizada nas pesquisas sobre
avaliagio de desempenho de plataformas de computagdo intensiva [20][4][12].

Para medir o tempo de resposta dos experimentos, varios jobs foram executados sequen-
cialmente. Cada um deles processou a workload de 50 GB gerado pelo TeraGen. Esse

tamanho de workload é representativo para essa aplicagéo [4].

5.2.2 Atividade 2: Selecao dos Parametros Candidatos

O conjunto L definido para este estudo de caso € exibido na Tabela 5.1. A selegio desses
pardmetros foi feita com base na na Tabela 2.1 levando em consideragdo o tempo de resposta,

métrica estabelecida na atividade anterior.

Tabela 5.1: Conjunto L para o estudo de caso que mede o tempo de resposta

Nome do Pardmetro

io.file.buffer.size

io.sort.mb

io.sort.record.percent

mapred.reduce.parallel.copies

mapred.reduce.slowstart.completed.maps

mapred.reduce.tasks

5.2.3 Atividade 3: Andlise de Relevancia

Uma vez que o conjunto L foi definido, € necessdrio realizar o planejamento de experimentos
definindo os fatores secundérios e os niveis dos fatores primdrios (pardmetros em L).

A Tabela 5.2 lista os fatores secundérios ajustados com o auxilio de rule of thumbs (con-
junto T') e seus respectivos valores de ajuste. Lembrando que esses valores permaneceram

fixos durante o experimento.
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Tabela 5.2: Conjunto T parametros com valores constantes ajustados através de rule of

thumbs
Parimetro | Valor
dfs.block.size 134217728
mapred.child.java.opts —Xmx515m
mapred.inmem.merge.threshold 0
mapred.tasktracker.map.tasks.maximum 24
mapred.tasktracker.reduce.tasks.maximum 8

O pardmetro dfs.block.size define o tamanho dos blocos do sistema de arquivos distri-
buido. Por padrio esse parimetro € ajustado em 67108864 (64 MB). No entanto, devido ao
volume de dados optou-se por utilizar um tamanho de bloco maior: 134217728 (128 MB).
O tamanho do bloco do sistema de arquivos distribuido estd intimamente relacionado com a
quantidade de tarefas maps gerados para um job [65]. Para uma base de 50 GB (51200 MB)
e blocos de 128 MB sdo gerados 51200/128 = 400 tarefas maps. Por outro lado, se fosse
usado o valor padrio, o nimero de tarefas maps seria o dobro: 51200/64 = 800. Em clusters
de pequeno porte (com aproximadamente 5 a 10 nodos), um nimero elevado de tarefas map
pode causar uma considerdvel sobrecarga de processamento [62). Essa rule of thumb foi
formalizada na Equagdo 2.8.

Conforme discutido na Sec¢do 2.2.4, atribuiu-se o wvalor 0 (zero) a
mapred.inmem.merge.threshold para desabilitar o controle, por parte desse pardmeiro,
sobre o tamanho do buffer utilizado no lado reduce durante a copia dos dados recebidos dos
maps, mesma fungao exercida pelo pardmetro mapred job.shuffle. merge.percent.

Conforme a Tabela 2.2, os valores de mapred.tasktrackermap.tasks.maximum e
mapred.tasktracker.reduce.tasks.maximum foram ajustados para que houvesse no miaximo
2 tarefas executando simultaneamente em cada nicleo virtual, melhorando a eficiéncia no
uso da CPU (vide Capitulo 2). Como havia, para cada nodo, 16 nicleos virtuais dispo-
niveis, totalizou-se 32 tarefas executadas simultaneamente em cada tasktracker. Como é
aconselhdvel executar simultancamente mais tarefas map que reduce (vide Segio 2.2.4),
foi definido MmaTmeps = 24 € MaTrequces = 8. Inclusive, pode-se usar a Equagfio 2.2

para confirmar o mimero total de tarefas executando simultaneamente em cada taskiracker:
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MAaTiqens = 24 + 8 = 32.

Para o pardmetro mapred.child.java.opts foi utilizada a Equagdo 2.3. Como a memdria
total de cada nodo (memy,q) corresponde a 20480 MB (20 GB) e como foi constatado que
o consumo médio de meméria RAM pelo sistema operacional e outros processos® do nodo
(memyroe) correspondia a aproximadamente 4000 MB, tem-se:

20480 — 4000

= }: |515) = 515 MB

MmeMiask = \\

onde memy, representa o parametro mapred.child.java.opts.
Apos definir os fatores secunddrios, definiu-se os niveis dos fatores primdrios. Tais defi-
ni¢oes foram feitas nesta ordem porque alguns fatores secunddrios sdo usados para se deter-

minar os niveis de alguns fatores primdrios. A Tabela 5.3 exibe os fatores primdrios e seus

respectivos niveis .

Tabela 5.3: Conjunto L: fatores primdrios e seus respectivos niveis

Identificacdo Parimetro Niveis
Al io.file.buffer.size {4096, 32768}
Bl io.sort.mb {100, 250}
Cl1 io.sort.record.percent {0.1,0.3}
Dl mapred.reduce.parallel.copies {5,20}
El mapred.reduce.slowstart.completed.maps {0.1,0.6}
Fl mapred.reduce.tasks {5,300}

Para os pardmetros que nio fazem parte nem do conjunto L nem do conjunto 7', foram
utilizados seus respectivos ajustes default. Por esse motivo, eles ndo foram listados, uma vez
que o Hadoop ajusta como default todos os parametros cuja configuragdo € omitida.

Nesta atividade tem-se um experimento com k& = 6 fatores (conforme a Tabela 5.3).
Mesmo utilizando o projeto fatorial (vide Capitulo 4) a quantidade de tratamentos, ou seja,
o conjunto dos valores de cada fator em um ensaio experimental, ainda é elevada: 2* = 64

tratamentos. Por esse motivo optou-se por utilizar uma taxa de replicagdo baixa r = 3,

3Valores coletados através do comando free -mlot do GNU/Linux. )
4Devido as definigdes do Hadoop, para os niveis dos parimetros utiliza-se a notagdo inglesa de ponto

decimal em vez de virgula.
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totalizando 2* - r = 192 ensaios experimentais. Apesar de ser um valor baixo, essa taxa de
replicagiio permite estimar os erros experimentais. O impacto do valor de r foi discutido na
Secdo 4.4.1

Ap6s o final desse experimento foi necessdrio verificar os requisitos de normalidade, in-
dependéncia e homoscedasticidade dos erros experimentais, conforme discutido no Capitulo
4. Os resultados desses testes podem ser observados na na Tabela 5.4. Para todos esses tes-
tes, a hipétese nula (Hy) ndo pode ser rejeitada devido aos p-valores serem maiores que os

niveis de significincia estatisticamente aceitdveis (entre 0.001 e 0.1).

Tabela 5.4: Resultados dos testes de normalidade, independéncia e homoscedasticidade

Objetivo Testes p-valor
Shapiro-Wilk 0.3633
Normalidade
Anderson-Darling 0.3357
Independéncia Chi-Quadrado para independéncia | 0.2394
Homoscedasticidade | Bartlett 0.6075

Para se ter uma nogao visual da normalidade dos erros, observe o grifico quantil-quantil
exibido na Figura 5.1. Note que a maioria dos pontos estd sobre a reta que cruza o gréfico
obliquamente.

Além de verificar a normalidade dos dados, foi necessdrio verificar ainda os requisitos de
homoscedasticidade e independéncia dos erros experimentais. Para isso foi gerado o grifico
de dispersdo exibido na Figura 5.2. Note que ndo hd enviesamento nesse grafico, compro-
vando que os erros experimentais sdo independentes e com desvio padrio constante [39].

Como os requisitos de normalidade, independéncia e homoscedasticidade foram satis-
feitos, foi possivel calcular um modelo de regressdo e aplicar os testes paramétricos para
identificar os possiveis parimetros relevantes, assim como descrito no Capitulo 4. A Fi-
gura 5.3 exibe um sumdrio dos resultados da andlise feita a partir do modelo de regressdo
com o auxilio da ferramenta R. Note que essa figura exibe muitas informag¢des, dentre as
quais destaca-se a coluna que mostra os p-valores do teste-t pareado (Pr(> |t|)) e as linhas
Multiple R squared e F-statistic que exibem o valor do coeficiente de determinagio R% e
do teste-F para a andlise de regressdo (ANOVA), respectivamente.

Observe que o valor de R? foi alto (0,973) fornecendo indicios de que o modelo de
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regressao gerado foi adequado. Para confirmar essa informacio é s6 observar que o p-valor
do teste-F em F-statistic € muito menor que 0,01 (ou 99% de confianga), reforgando o
resultado de R2.

Para definir quais pardmetros sdo relevantes pode-se consultar a coluna Pr(> |t|) e che-
car quais deles, sem considerar as interagdes, t€m o p-valor inferior a 0,01. A partir da
Figura 5.3 € possivel notar que os pardmetros Al, Bl, C1 e F'1 (definidos na Tabela 5.3)
sdo significativamente relevantes. Por esse motivo, eles foram utilizados para construir o

conjunto M = {Al, B1,C1, F1}, que é utilizado na atividade seguinte.

Coefficients:

Estimate Std. Error t value Pri{>|t]}
(Intercept) 1309.06269 2.0815 ©628.88 < 2e-16 *==
Al -21.7236 2.0815 -10.44 < 2e-16 ***
B1 -41.1187 2.8815 -19.75 < 2e-16 *=**
C1 -50.65082 2.0815 -24.33 < 2e-16 %%+
D1 3.4086 2.08815 1.63 8.1042
El 0.5992 2.0815 8.29 0.7738
Fl -142.1335 2.8815 -68.28 < 2e-16 **¥
Al:Bl -8.4377 2.0815 -4.85 7.7e-05 *v»
Al:C1 -3.7586 2.6815 -1.81 0.0727 .
Al:D1 0.0483 2.8815 0.82 0.9846
Al:E1 -1.5983 2.8815 -8.76  0.4459
Al:F1 6.7622 2.8815 3.22 0.0015 **
Bl:C1 -37.0142 2.8815 -17.78 < 2e-16 ***
B1:D1 0.1198 2.8815 0.06 0.9542
B1:E1l ©.2872 2.8815 0.14 0.8964
B1:F1 13.0152 2.8815 6.25 3.2e-09 **x
C1:D1 0.1289 2.0815 8.66 0.9507
Cl-E1 0.9426 2.08815 0.45  0.6513
Cl:F1 12.4830 2.8815 6.00 1.2e-p8 =**
D1:El -5.1228 2.6815 -2.46 0.0149 =
D1:F1 -5.1998 2.8815 -2.50 09.0135 *
El:F1 12.7330 2.0815 6.12 6.4e-09 **=*
Signif. codes: @ "*¥*' 9.0801 '**' @.81 ‘¥’ 0.85 ‘.’ 0.1
Residual standard error: 28.8 on 170 degrees of freedom
Multiple R-squared: ©.973, Adjusted R-squared: 0.97
F-statistic: 297 on 21 and 176 DF, p-value: <2e-16

Figura 5.3: Sumdrio dos resultados da andlise de regressdo da Atividade 3

Ao final desta atividade o processo informa os niveis que maximizam e minimizam a
métrica de interesse. A Tabela 5.5 mostra uma compilag@o dos resultados desta atividade
para o estudo de caso realizado.” Essas informagdes sdo tteis para a definigdo dos novos

niveis na Atividade 4.
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Tabela 5.5: Niveis obtidos na Atividade 3 que minimizam o tempo de resposta

Identificacao Parametro Nivel codificado | Nivel real
Al io.file.buffer.size 1 32768
Bl io.sort.mb 1 250
Cl io.sort.record.percent i 0.3
F1 mapred.reduce.tasks 1 300

5.2.4 Atividade 4: Refinamento e Otimizacao

Os elementos do conjunto M foram utilizados em um experimento guiado com técnicas de
superficie de resposta. Para tanto, foi necessdrio definir os novos niveis desses parimetros.
Aplicando-se os passos descritos na Se¢do 4.4, obteve-se 0s niveis exibidos na Tabela 5.6. Os
niveis dos parimetros no projeto fatorial (vide Tabela 5.5) tornaram-se os niveis centrais do
projeto composto central. A partir de entdo encontrou-se os niveis fatoriais (—1 e 1) e de eixo
(—a e a) em conformidade com os recursos de hardware disponiveis e com a quantidade de

fatores (k') em M.

Tabela 5.6: Conjunto M para o cendrio que envolve o tempo de resposta

Identificacdo Parametro Niveis
Al io.file.buffer.size {24576, 28672, 32768, 36864, 40960}
B1 io.sort.mb {206.8, 220, 250, 280, 293.2}
Cl io.sort.record.percent {0.2424,0.26,0.3,0.34,0.3576}
D1 mapred.reduce.tasks {215,241, 300, 359, 385}

Ha uma observagio que deve ser feita sobre io.file.buffersize. Esse parimetro deve ser
um muiltiplo do tamanho da p4gina de memoéria para o hardware utilizado no experimento’.
Para a arquitetura Intel®, que é utilizada no ambiente descrito na Segfo 5.1, esse tamanho
equivale a 4K. Por esse motivo, os valores encontrados a partir das equagdes discutidas na
Se¢do 4.5 ndo puderam ser utilizados no ajuste desse parimetro. Para este estudo de caso

foram utilizados os multiplos de 4 K mais préximos do valor central: 32768 (32K).

SOrientagdes da documentagio dos pardmetros: htp://hadoop.apache.org/common/docs/current/core-

default.html.
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Ap0s o experimento, foram conduzidos os mesmos passos descritos na Atividade 3 para
testar os requisitos de normalidade, independéncia e homoscedasticidade dos erros. Os re-
sultados foram os similares aos encontrados na Segio 5.2.3.

A partir da saida gerada pelo processo foram obtidos valores otimizados para os pari-
metros em M. Tomando esses pardmetros e integrando-os aos fatores secunddrios ajustados
com o auxilio de rules of thumbs (conjunto T'), formou-se o conjunto P de todos parimetros

ajustados que otimizam a métrica de interesse. Esses parimetros e seus respectivos valores

podem ser visualizados na Tabela 5.7.

Tabela 5.7: Conjunto P: pardmetros e valores otimizados sugeridos

Parimetro Valor Otimizado
dfs.block.size 134217728
io.file.buffer.size 32768
io.sort.mb 235
io.sort.record. percent 0.266
mapred.child.java.opts —Xmz515m
mapred.inmem.merge.threshold 0
mapred.reduce.tasks 294
mapred.tasktracker.map.tasks.maximum 24
mapred.tasktracker.reduce tasks.maximum 8

Uma das formas de se visualizar os efeitos dos pardmetros relevantes nesta atividade é
através de um grdfico de superficie como o que € exibido na Figura 5.4. Observe o efeito
acentuado que o nimero de reduces (parameter mapred.reduce.tasks) tem sobre o tempo de
resposta do jeb. Além disso, note como os parimetros io.sort.mb e io.sort.record.percent
também se mostraram relevantes. Nesse tipo de grifico, pardmetros menos relevantes apre-

sentam curvas menos acentuadas.

5.3 Validacao dos Resultados

Os pardmetros do conjunto e seus respectivos valores constituem o produto final do pro-

cesso e podem ser utilizados diretamente na configuragiio do Hadoop. Tal configuracio pro-
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Figura 5.4: Grifico de superficie para o estudo de caso realizado

verd uma execugdo eficiente dessa plataforma, considerando a métrica definida e o subespaco
de pardmetros selecionados durante a aplica¢do do processo.

Para a validagdo do processo proposto foi executado um experimento comparativo entre
a saida obtida através do estudo de caso descrito nas se¢Ges anteriores (conjunto FP) e a saida
de outras solugdes relacionadas, a saber: rule of thumbs [65] ¢ Starfish [36].

Considerando essas solugdes, foram utilizados os valores gerados a partir de cinco dife-
rentes cendrios: o processo proposto, a configuragdo default do Hadoop, o Starfish, as rules
of thumbs (RT) e uma configuragio hibrida envolvendo o uso de rules of thumbs e Star-
fish, visando ajustar alguns pardmetros ndo cobertos pelo Starfish. Este ultimo cendrio sera
chamado de Starfish+RT.

Os pardmetros ajustados para os cendrios Starfish e RT sfio exibidos respectivamente
nas Tabelas 5.8 ¢ 5.9. Os pardmetros em negrito na Tabela 5.9 representam os pardmetros
nio cobertos pelo Starfish ¢ utilizados para completar a configuragdo do mesmo no cendrio
Starfish+RT.

Qs valores gerados para as rules of thumbs foram baseados nas equagdes exibidas na
Segio 2.2.4 (vide Tabela 2.3) e em outras fontes [11]1[62]. Para o Starfish, a geragio dos
valores exigiu a invocagdo do seu médulo profiler (vide Segdo 3.4).

Uma vez que os cendrios e seus respectivos valores foram encontrados, executou-se jobs

Hadoop com a mesma workload e ambiente descritos na Segdo 5.1 visando aplicar a va-
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Tabela 5.8: Pardmetros ajustados no cendrio Starfish

Parametro Valor
io.sort.factor 89
io.sort.mb 114
io.sort.record.percent - 0.2037
io.sort.spill.percent 0.8674
mapred.compress.map.output false
mapred.inmem.merge.threshold 682

mapred.job.reduce.input.buffer.percent | 0.1104

mapred.job.shuffle.input.buffer.percent | 0.7753

mapred.job.shuffle.merge_percent 0.43614

mapred.reduce.tasks 120

lidagdo propriamente dita. Inicialmente executou-se cada cendrio n; = 10 vezes, nimero
arbitrario necessdrio para se obter uma amostra inicial. A seguir, foi calculado o tamanho
da amostra adequada para cada cendrio (com 95% de confianga). Para isso, utilizou-se a

equacdo a seguir (baseada em Jain [39]):

. (10025)2 5.1

T

onde n corresponde ao nimero de amostras, z corresponde ao valor da distribui¢io normal
para o nivel de confianga desejado, s corresponde ao desvio padrao amostral, » corresponde
a acurdcia da medicdo e T corresponde a media amostral. Por meio da Equagio 5.1 foram
encontrados os tamanhos das amostras que nao superaram n = 10 execugdes (para todos os
cendrios). Portanto ndo foi necessédrio obter nenhuma amostra a mais, uma vez que n < n;.

Ap6s a execugdo de todos os cendrios e a medigdo de seus respectivos tempos de res-
posta, calculou-se um valor médio para cada cendrio considerando um intervalo de confianga
de 95%, cujos valores sdo exibidos na Figura 5.5. Os valores em percentuais representam
o aumento do tempo médio das outros cendrios em relagdo ao tempo médio do processo
proposto.

Observe que hd uma diferenga considerdvel entre os tempos médios de resposta dos

cendrios quem envolvem o Starfish, apesar de estarem relacionados 4 mesma ferramenta.
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. Figura 5.5: Tempos de resposta médios com intervalos de confianga de 95% para os cendrios

considerados na validagéo
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Tabela 5.9: ParAmetros ajustados no cendrio RT

Parimetro Valor
dfs.block.size 134217728
mapred.child.java.opts —Xrnxblom
mapred.compress.map.output true
mapred.job.reuse.jvm.num.tasks -1
mapred.reduce.tasks 112
mapred.tasktracker.map.tasks.maximum 24
mapred.tasktracker.reduce.tasks.maximum 8

Essa discrepincia é explicada principalmente pelo fato do Starfish ndo recomendar valo-
res para os parimetros que ajustam a alocagdo da CPU e da memdria RAM das tarefas, a
saber: mapred.tasktracker. map.tasks.maximum, mapred.tasktracker.reduce.tasks.maximum e
mapred.child.java.opts (vide Segdo 2.2.4). Desse modo, este cendrio utiliza valores default
para o ajuste desses pardmetros, o que deixou a utilizagio daqueles recursos abaixo da real

capacidade do cluster.

5.4 Impacto do Tempo de Conclusao

O processo proposto baseia-se no planejamento e execugio de experimentos. Apesar de ser
efetiva, a estratégia empirica requer a execugdo de vdrios ensaios, sendo necessario despren-
der normalmente muito tempo para a conclusiio de todos eles. Desse modo, € necessirio
avaliar como o tempo de conclusido dos experimentos realizados pode ter impacto sobre a
execucdo dos jobs do usudrio. _

A Tabela 5.10 exibe o tempo (em minutos) de conclusio dos experimentos para todas
as solugdes utilizadas na validagéio discutida na secdo anterior. Apesar dos bons resultados
alcangados pelo processo, observe que ele apresentou um tempo de conclusao muito alto em
relaciio as outras solugdes.

Dados os resultados exibidos na Tabela 5.10, pode-se supor que o processo nido € apro-
priado, pois 0 tempo necessdrio para se concluir os experimentos ¢ muito maior do que

a vantagem que ele apresentou sobre as outras solugdes, considerando a méirica tempo
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Tabela 5.10: Tempo necessdrio para executar as solu¢des consideradas na validagio

Selucio Tempo de execucio (em min)
Processo 5400
Rule of Thumbs (RT) 0
Starfish + RT 45
Starfish 45

de resposta. No entanto, varios jobs MapReduce sdo executados em ambientes que tém
pouca alteragiio com o tempo, como por exemplo em cendrios envolvendo Microsoft® [38] e
Facebook® [32]. Nesses casos, € provdvel que haja a necessidade de se executar o processo
apenas uma vez, ja que a configuracio do Hadoop também nio se altera.

Em cendrios como esses, 0 tempo necessdrio para executar todo o processo pode ser
desprezado, uma vez que existe um certo tempo £, apds n sucessivas execugdes de jobs
em que a melhora de desempenho alcangada sobrepde o tempo desprendido para gerar tal
configuragio através do processo.

Para usuarios preocupados somente com o tempo de resposta e que desejam executar seus
jobs de modo ad hoc no Hadoop, ou seja, pontualmente, com poucas execugdes; o uso das
rule of thumbs parece ser mais atrativo. No entanto, se o usuério estd preocupado com outros
obijetivos, ndo hd registros que essas solugdes suportem outras métricas. E nesse aspecto que
0 processo proposto, apesar de ser relativamente oneroso, fornece uma maior flexibilidade

para se trabalhar com as métricas de interesse do usudrio.

5.5 Consideracoes Finais do Capitulo

Neste capitulo foi descrito um estudo de caso realizado com o processo proposto tomando
uma aplicagio e um ambiente que sdo representativos na drea [16][4]. Cada atividade do
processo foi detalhadamente instanciada para o estudo de caso e, atrav€s do uso de gréficos
e tabelas, foi possivel apresentar dados relevantes em cada fase dos experimentos, como
resultados de testes estatisticos e valores de parAmetros.

Através de uma validacio feita por meio de comparagiio, foi possivel observar que o pro-

cesso apresentou um tempo médio de resposta melhor que outras solugdes de configuragido
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automdtica. Por outro lado, o que se mostrou ser uma ameaga a validade foi o alto tempo
desprendido para se executar o processo em relagio aos outros cendrios considerados. No
entanto, foi discutido que apesar desse custo hd cendrios em que o uso do processo é mais
vantajoso, sendo possivel ignorar o tempo necessario para executd-lo.

No préximo capitulo serdo feitas as consideragdes finais e discutidos aspectos referentes

a trabalhos futuros.



Capitulo 6

Consideracoes Finais

O Hadoop ¢ uma implementagdo MapReduce muito difundida atualmente [20] [65]. Através
dele é possivel processar de forma distribuida um grande volume de dados. Esta plataforma
¢ utilizada em muitas dreas, que vdo desde a indexagdo Web e mineracdo de dados até a
simulagio cientifica e pesquisas em bioinformdtica [38].

Uma importante preocupacio no uso do Hadoop € a presenga de uma grande quantidade
de pardmetros de configuragdo. Apesar de ser uma plataforma muito difundida, seus usudrios
ndo dispdem de informagoes suficientes para configurd-la adequadamente, executando seus
jobs com uma eficiéncia aquém do real potencial da plataforma [4]. Apesar de haver solugdes
direcionadas a configuragio eficiente do Hadoop, até onde foi possivel comprovar, nenhuma
delas se mostra flexivel em relacio aos subespacos de pardmetros considerados e as métricas
de interesse possiveis de serem avaliadas.

Nesta dissertagé@o foi proposto um processo para auxiliar usudrios do Hadoop a configurar
eficientemente essa plataforma. Nesse sentido, foi utilizado um conjunto de técnicas empi-
ricas que se baseiam na métrica de interesse do usudrio (tempo de resposta, vazdo, consumo
de energia, etc.), nos recursos de hardware disponiveis e nas informagdes sobre possiveis
parimetros de configuracdo que podem ser significativamente impactantes para a métrica
escolhida.

Para demonstrar a instanciacio desse processo, foi realizado um estudo de caso envol-
vendo um cendrio e uma aplicagdo representativos em relag@o a trabalhos semelhantes [4]. A
métrica escolhida para essa instanciacdo foi o tempo de resposta. Essa escolha € justificada

pela necessidade de se realizar uma validagio comparando o processo a algumas solugdes
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existentes, sendo essa a tinica métrica coberta por essas solugdes.

Apesar de ter apresentado bons resultados, levando em consideragio o tempo médio
de resposta; o processo proposto apresentou um ponto fraco: o tempo necessdrio para se
executar todos os experimentos necessarios. No entanto, foram levantados alguns cendrios
em que as vantagens trazidas pelo processo superam o tempo necessdrio para executi-lo,
como por exemplo: cendrios onde o ambiente de execuglo dos jobs nio se altera com o
tempo ¢ cendrios que exigem flexibilidade em relagdo as métrica que se deseja analisar.

Concluindo toda a parte descritiva, experimental e analitica, pode-se destacar como prin-
cipais contribui¢des desse trabalho: 1) a documentag¢@o de um processo que apesar de utili-
zar técnicas empiricas e estatisticas bastante conhecidas [39], foca-se no uso sistemdtico das
mesmas visando aplica-las & configuragio de plataformas de computacio intensiva como o
Hadoop [51]; 2) a proposta de uma solugio para auxiliar a configuragiio adequada do Hadoop
que seja flexivel tanto em relagio ao mimero de par@metros possiveis de serem cobertos nos
experimentos quanto em relagio as métricas de desempenho e eficiéncia possiveis de serem
avaliadas; e 3) a formalizagdo de algumas rules of thumbs que auxiliam na configuragéio

L

eficiente da plataforma.

6.1 Trabalhos Futuros

Um dos atrativos do processo proposto é a sua flexibilidade. Isto significa que o processo
pode ser instanciado para otimizar diferentes aspectos de eficiéncia e suas respectivas mé-
tricas. Para demostrar essa flexibilidade sdo descritos nesta se¢do os resultados preliminares
de um estudo de caso envolvendo a instanciagéo do processo para a vazao (throughiput) dos
Jjobs, uma métrica em que se pretende maximar a quantidade de jobs a serem executados por
uma determinada unidade de tempo (exemplo: hora).

A vazio de jobs tem sido utilizada em trabalhos relativamente recentes [32] que conside-
ram como cendrio um cluster de grande porte (com magnitude de dezenas de nodos) sendo
compartilhado com vdrios usudrios, os quais executam suas aplicagdes Hadoop de forma
concorrente [38].

Desse modo, o cendrio utilizado para o estudo de caso envolvendo a vazdo de jobs con-

sistiu no mesmo cluster especificado na Segdo 5.1, mas aplicado & execugéio de jobs para
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o TeraSort ¢ Naive Bayes, considerando dois usudrios diferentes; cada job carregando uma
workload de 10 GB. O Naive Bayes ¢ um algoritmo de mineracdo de dados largamente
usado para classificar objetos normalmente em duas categorias diferentes [57]. Uma de suas
aplicagdes mais conhecidas € a filiragem de spam [46].

E importante destacar que as instanciagdes do processo proposto para novas métricas
podem ser de grande valia na descoberta de associagbes entre essas préprias métricas e pa-
rdmetros de configuragdo. Para este estudo de caso foi construida a Tabela 6.1 que mostra os
elementos que compdem o conjunto dos pardmetros candidatos (L) a serem relevantes para
a métrica de interesse. Como fatores secunddrios foram utilizados os mesmos pardmetros

exibidos na Tabela 5.2, ajustados através de rule of thumbs.

Tabela 6.1: Conjunto L para o cendrio que envolve a vazio de jobs

Identificacio Pariametro Niveis
Al io.file buffer.size {4096,65536 }
B1 io.sort.mb {100,250}
Cl io.sort.record.percent [0.05,0.35}
D1 mapred.jobtracker.taskScheduler | {org.apache.hadoop.mapred. JobQueueTaskScheduler,
org.apache.hadoop.mapred. FairScheduler)
El mapred.reduce.tasks A {5,300}

ApdGs o primeiro experimento, seguindo o projeto fatorial (vide Sego 4.4), foi consta-
tado que os erros experimentais atenderam aos requisitos de normalidade, independéncia e
homoscedasticidade. Desse modo, foi possivel gerar um modelo de regressdo através do
qual foi feita a andlise exibida na Figura 6.1. Observe que os parimetros B1 = i0.sort.mb,
D1 = mapred.jobtracker.taskScheduler e E1 = mapred.reduce.tasks sdo significativa-
mente relevantes.

Como apenas 3 pardmetros foram considerados relevantes apds o experimento da Ati-
vidade 3, optou-se por retornar & Atividade 2, incluir o parametro i0.sort.spill.percent ao
novo conjunto [, e reexecutar o experimento da Atividade 3. Apds essa reexecucio, foi pos-
sivel observar que o parimetro io.sorl.spill.percent tornou-se significativamente relevante.
A seguir, seguiu-se para a Atividade 4, fechando o conjunto M com 4 pardmetros. Utilizando

técnicas de superficie de resposta foi possivel obter os valores que otimizaram a métrica de
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interesse (vide Secdo 4.5). O impacto destes pardmetros sobre a vazdo de jobs pode ser

melhor visualizado no grifico de superficie exibido na Figura 6.2.

Coefficients:
Estimate Std. Error t value Pr{>|t])

(Intercept) 5.5937 8.1137 49,19 <2e-16 ¥*=
Al 0.08313 0.1137 0.27 0.784

Bl -8.2604 0.1137 -2.29 9.025 *
Cl 9.1354 0.1137 1.19 8.237

D1 -2.6562 0.1137 -23.36 <2e-16 ***
El -3.8729 ©.1137 -27.82 <2e-16 ***
Al:Bl 8.1771 0.1137 1.56 8.123
Al:Cl 6.1146 0.1137 1.01 0.317
Al:Dl 0.0312 0.1137 0.27 0.784
Al:El -0.0104 0.1137 -0.09 6.927
Bl:C1 68.8729 9.1137 0.64 8.523
B1:D1 9.2396 9.1137 2.11 9.038 *
B1:El 9.1562 0.1137 1.37 0.173
Cl1:01 -9.1146 ©.1137 l.01 0.317
Cl:El -0.1563 8.1137 -1.37 0.173
D1:El 1.8854 0.1137 16.58 <2e-16 **~

Signif. codes: © ‘**=' 0,001 ‘*=’ 0.01 '’ 9.05 ‘.’ 0.1

Residual standard error: 1.11 on 80 degrees of freedom
Multiple R-squared: 0.952, Adjusted R-squared: 0.942
F-statistic: 105 on 15 and 80 DF, p-value: <2e-16

Figura 6.1: Sumirio dos resultados da andlise de regressdo considerando os parimetros em

P

Vale ressaltar que este estudo de caso foi instanciado de forma independente do estudo
de caso descrito na Secdo 5.2, mas alguns pardmetros escolhidos para os respectivos con-
juntos L foram os mesmos, a citar: io.file.buffer.size, io.sort.record.percent, io.sort.mb e
mapred.reduce.tasks. Ainda é possivel notar diferengas entre alguns pardmetros otimizados
nos estudos de caso das métricas tempo de resposta e vazdo de jobs. Diferente da métrica
tempo de resposta, o pardmetro io.file.buffer.size se mostrou consideravelmente relevante
para a vazdo de jobs. Por outro lado, o pardmetro io.sort.record.percent se mostrou rele-
vante para o tempo de resposta, mas ndo para a vazdo de jobs. O tunico pardmetro que foi
consideravelmente relevante para ambas as métricas foi mapred.reduce.tasks.

Uma forma de melhorar o estudo de caso discutido nesta segio € considerar aplicagdes e
cendrios abordados por outros trabalhos nesse contexto [32]. E para finalizar este estudo de
caso é necessdrio validar os resultados alcangados através do confrontamento com possiveis
resultados obtidos através de experimentos realizados em clusters de grande porte. Como
normalmente € caro realizar experimentos em clusters de grande porte, uma validagdo mais

vidvel seria uma comparagio do processo proposto com as configuracdes das rules of thumbs
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Figura 6.2: Gréfico de superficie para o estudo de caso realizado

e configuragdes default levando em consideracio a vazio.

Através da descri¢do dos resultados preliminares desse estudo de caso, reforga-se a fle-

xibilidade do processo proposto quanto a métrica de interesse. Por outro lado, ainda hd
uma série de desafios que envolvem essa pesquisa, um deles diz respeito a instanciagdo do
processo para outras métricas, como por exemplo: consumo de energia.

Se for possivel aplicar, ao processo, amostras da workload alcangando-se resultados que

possam ser utilizados (com a mesma eficiéncia) para executar a workload completa, o tempo

de execugiio do processo poderia ser reduzido. Outra contribui¢do nessa linha é a espe-
cificagdo de mais modelos analiticos para auxiliar na configura¢do do Hadoop, reduzindo

os parimetros utilizados em experimentos e, consequentemente, tornando o processo mais
répido.

Uma tltima contribuig@o futura proposta € a criagio de ferramentas que facilitem a apli-

cacio deste processo, automatizando algumas atividades e auxiliando na andlise dos dados.
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