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Resumo

Neste trabalho, propomos o modelo de regressão log-Birnbaum-Saunders gene-

ralizado para analisar dados com censura intervalar. As funções escore e a matriz

de informação de Fisher observada foram obtidas, bem como foi discutido o processo

de estimação dos parâmetros do modelo. Como medida de influência, consideramos

o afastamento pela verossimilhança (likelihood displacement) sob vários esquemas de

perturbação. Derivamos as matrizes apropriadas para obter a influência local nos

parâmetros estimados do modelo e realizamos uma análise residual baseada nos reśıduos

de Cox-Snell ajustado, Martingale e componente do desvio modificado. Apresentamos

também um estudo de simulação de Monte Carlo a fim de investigar o comportamento

da distribuição emṕırica dos reśıduos propostos. Finalmente, uma aplicação com dados

reais é apresentada.

Palavras-chave: Distribuição Birnbaum-Saunders generalizada; censura inter-

valar; modelo de regressão; análise de reśıduos; influência local.
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Abstract

In this work, we propose the model of regression log-Birnbaum-Saunders generali-

zed to analyze data with interval censored. The score functions and the observed Fisher

information matrix were obtained, as well as the process for estimating of the parame-

ters was discussed. As measure of influence, we considered the likelihood displacement

under several schemes of perturbation. The normal curvatures of local influence were

derived and we conducted a residual analysis based on residuals Cox-Snell adjusted,

Martingale and modified deviance. A Monte Carlo simulation was carried in order to

investigate the behavior of empiric distribution of the proposed residuals. Finally, an

application with real data is presented.

Keywords: generalized Birnbaum-Saunders distribution; interval censored; re-

gression model; residuals analysis; local influence.
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• A Tatá por todo seu amor, apoio e compreensão.

• Aos grandes amigos Elvis (pelo apoio nos momentos dif́ıceis no começo da gra-

duação e pelos finais de semana de estudo), Ceiça e Erikarla por toda amizade,

confiança e apoio.

• Aos amigos de lar (Flamingo), Ailton (por todo o tempo que estudamos juntos

na graduação), Rodrigo, Romildo (pelos estudos de Álgebra linear) e Tonhaunm.
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• Aos professores/amigos Andréa Gusmão, Fátima Feitosa e Fernando Fernandes

(In memorian) com os quais aprendi muito.

• Aos amigos que fiz no decorrer da minha longa caminhada acadêmica em especial
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), reśıduo Martingale (rM1
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) e reśıduo componente do desvio modifi-

cado (rDi
) com porcentagem de censura à direita de 30% e α = 1. . . . 43

x
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Martingale e componente de desvio modificado com ν = 3, 4 e 5 nas três

primeiras linhas, respectivamente e 10% de censura à direita sendo α = 1. 50
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Introdução

O modelo normal é o modelo de referência na Estat́ıstica Teórica e Aplicada. No

entanto, sabemos que muitos fenômenos nem sempre se adequam a um modelo normal

devido à falta de simetria. Nos dados de sobrevivência, por exemplo, a variável tempo

de vida possui suporte nos reais positivos, apresentando uma distribuição assimétrica

positiva o que não seria razoável modelá-la por uma distribuição simétrica.

De acordo com Colosimo e Giolo (2006), em análise de sobrevivência, a variável

resposta é, geralmente, o tempo até a ocorrência de um evento de interesse. Este

tempo é denominado tempo de falha, podendo ser o tempo até a morte do paciente,

bem como até a cura ou recidiva de uma doença. No entanto, em engenharia, o tempo

não é medido necessariamente desta forma. Por exemplo, o envelhecimento de itens

(componentes, sistemas, subsistemas, peças, estruturas, órgãos, unidades, etc) nem

sempre é medido pelo tempo cronológico. Em algumas ocasiões, o tempo de vida é

medido por meio de outras variáveis como a quantidade de quilômetros percorrido, a

força aplicada a um material até sua ruptura, o ńıvel de degradação, número de ciclos

até que um material seja desgastado (fadiga), etc. Além disso, a terminologia variável

tempo de vida (lifetime variate) é amplamente utilizada para se referir a qualquer

variável aleatória cont́ınua positiva (por exemplo, a quantidade de água da chuva), ver

Leiva et al. (2009). O modelo probabiĺıstico associado a uma variável tempo de vida é

habitualmente chamado de distribuição de vida. Para mais detalhes sobre distribuições

de vida, ver Marshall e Olkin (2007).

Os dados de sobrevivência são caracterizados pela presença de censura que é a

observação parcial da resposta e na presença desta, a variável resposta é constitúıda

de dois componentes: tempos de falha e tempos censurados.

O interesse na análise de dados de sobrevivência é estimar a função de sobre-
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vivência, que na presença de censura não se torna viável aplicar as técnicas convencio-

nais de análise de dados, pois não podemos descartar as observações censuradas, uma

vez que fornecem informações ao nosso estudo e, se não consideradas, levam a con-

clusões viciadas. Existem duas abordagens estat́ısticas para estimar a função de sobre-

vivência, uma delas considera modelos paramétricos e outra modelos não paramétricos.

Muitas vezes o uso das duas abordagens é indicado para garantir resultados confiáveis.

Uma importante distribuição de vida (assimétrica) originada de um problema de

fadiga de materiais foi desenvolvida por Birnbaum e Saunders (1969a). Esta distri-

buição é chamada de distribuição Birnbaum-Saunders (BS) e relaciona o tempo até a

ocorrência de alguma falha no material com algum dano cumulativo assumido gaussi-

ano. A distribuição BS vem recebendo ultimamente um grande destaque na literatura,

tendo sido aplicada na área de engenharia, área médica, de ciências atuariais e de meio

ambiente, em que algum tipo de estresse cumulativo pode levar a ocorrência de um

evento, ver Leiva, et al. (2007, 2009) e Podlaski (2008).

Dı́az-Garćıa e Leiva (2005, 2006) apresentam uma generalização da distribuição

BS, obtendo-a a partir de distribuições de contornos eĺıpticos, a qual denominaram

distribuição Birnbaum-Saunders generalizada (BSG). Segundo os autores, esta gene-

ralização baseia-se, além do aspecto eĺıpticos, na busca de distribuições de vida que

cresçam mais rapidamente e que possuam caudas com menor ou maior curtose do que

a distribuição BS, entre outras propriedades tais como: distribuições de vida que não

possuem momentos e que sejam bimodais.

Em Barros et al. (2008) foi discutido o uso da distribuição Birnbaum-Saunders

generalizada para analisar dados da área médica, como por exemplo, dados provenientes

de estudos de doenças card́ıacas ou diferentes tipos de câncer, em que um tipo de dano

acumulado provocado por vários fatores de risco é detectado. Então, essa degradação

leva a um processo de fadiga, cuja propagação do tempo de sobrevivência pode ser

adequadamente modelada pela distribuição BS ou BSG (em particular, BS-t-Student).

Em estudos dessa natureza, muitas vezes, o tempo até a ocorrência do evento de in-

teresse não é observado, mas é conhecido o intervalo de tempo onde ocorreu o evento

de interesse. Neste caso, estamos na presença de censura intervalar. Neste trabalho,

propomos o modelo de regressão log-Birnbaum-Saunders generalizado para analisar

dados com censura intervalar. No Caṕıtulo 1 fazemos uma breve revisão dos principais
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conceitos de Análise de Sobrevivência. No Caṕıtulo 2 apresentamos a origem da dis-

tribuição BS bem como suas principais propriedades, posteriormente apresentamos a

distribuição senh-normal e relacionamos a mesma com a distribuição BS. Em seguida,

apresentamos a distribuição BS generalizada enunciando suas principais propriedades

e conclúımos o caṕıtulo apresentando a distribuição senh-esférica e a relação entre a

mesma e a distribuição BS generalizada, relação essa que será de grande valia para

construção do modelo de regressão log-Birnbaum-Saunders generalizado. No Caṕıtulo

3 constrúımos o modelo de regressão log-Birnbaum-Saunders generalizado para dados

com censura intervalar. Em seguida, apresentamos os reśıduos de Cox-Snell ajustado,

Martingale e Componente do desvio modificado e fazemos um estudo de simulação no

intuito de analisar a distribuição emṕırica dos mesmos. Por fim, fazemos uma análise

de diagnóstico baseado em influência local. No Caṕıtulo 4 aplicamos a teoria estudada

a um banco de dados reais. No Caṕıtulo 5 apresentamos as principais conclusões.

3



Caṕıtulo 1

Preliminares

No decorrer desse caṕıtulo faremos uma breve revisão dos principais conceitos de

Análise de Sobrevivência os quais serão de fundamental importância para os estudos

que realizaremos nesse trabalho.

1.1 Dados censurados

A variável resposta em estudos de análise de sobrevivência, geralmente, corres-

ponde ao tempo de ocorrência de um evento de interesse. Segundo Colosimo e Giolo

(2006) denominamos este tempo de tempo de falha, que pode corresponder, por

exemplo, ao tempo até a morte de um paciente, ou o tempo até a cura de um paciente

dependendo do interesse da situação em estudo.

Os dados de sobrevivência são caracterizados pela presença de censura que é a

observação parcial da resposta. Essa observação parcial deve-se ao fato de que, por

algum motivo, o acompanhamento do paciente foi interrompido, seja porque ele mudou

de cidade, ou o estudo foi conclúıdo para análise dos dados, ou o paciente morreu de

um motivo diferente do estudado.

Alguns mecanismos de censura são diferenciados em estudos cĺınicos. Censura

do tipo I ocorrem nos estudos que ao serem conclúıdos por meio de um tempo pré-

estabelecido, registram alguns indiv́ıduos que ainda não apresentaram a situação de

interesse. Censura do tipo II resultam de estudos que são finalizados após a ocorrência

do evento de interesse em número de pré-estabalecido de pacientes. O terceiro meca-

nismo de censura trata-se da censura aleatória que surge, por exemplo, na área médica
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quando um paciente sai do estudo sem que tenha ocorrido a falha por motivos que

diferem do evento de interesse.

É importante ressaltar que na engenharia, ocorre um estudo similar ao da análise

de sobrevivência, pois comumente há necessidade de se estudar o tempo de vida de

um determinado material no intuito de, por exemplo, saber a sua durabilidade de um

objeto para que se possa determinar o prazo a ser dado como garantia do produto.

Tal estudo quando feito na engenharia recebe o nome de confiabilidade. Para maiores

detalhes ver Mann et al. (1974), Meeker e Escobar (1998) e Saunders (2007).

No decorrer de um estudo podem ocorrer ainda censura à direita, censura à

esquerda, ou ambas simultaneamente em que temos à censura intervalar. Dizemos

que ocorre censura à direita quando o tempo de ocorrência do evento de interesse

está à direita do tempo registrado. A censura à esquerda ocorre quando o tempo

registrado é maior que o tempo de falha. E a censura intervalar ocorre em estudos com

acompanhamentos periódicos em que é conhecido apenas que o evento de interesse

ocorreu em um certo intervalo de tempo. Devido o tempo de falha T não ser conhecido

exatamente, mas sim pertencer a um intervalo, ou seja, T ∈ (L,U), tais dados são

denominados por dados de sobrevivência intervalar, ou mais usualmente, por dados de

censura intervalar. Temos à seguir um exemplo que ilustra o exposto nesse parágrafo.

Considere, por exemplo, um grupo de 20 pacientes submetidos a presença de um

certo v́ırus e suponha que os mesmos irão contráı-lo, porém os v́ırus ficarão incubados

nos pacientes e se manifestarão em um determinado momento desconhecido. Com o

intuito de predizer o tempo de incubação do v́ırus os pacientes são testados a cada

semana no decorrer de 6 semanas. Denotando por Ti o tempo de incubação do v́ırus

no i-ésimo indiv́ıduo, temos que Ti ∈ (Ui, Vi], e considerando como unidade a semana,

temos que Ui, Vi ∈ {0, 1, 2, 3, 4, 5, 6}. Temos, por exemplo, que se T2 ∈ (2, 3] significa

que a doença se manifestou no segundo paciente no decorrer da terceira semana e que

não se sabe ao certo o dia, ou seja, temos uma censura intervalar. Notemos que neste

conjunto de dados podem ocorrer os seguintes casos particulares: Ti ∈ (0, 1], ou seja,

antes da primeira análise a doença se manifestou, dizemos nesse caso que o indiv́ıduo

sofreu censura à esquerda; Ti ≥ 6 ou Ti ∈ [6,∞), nesse caso dizemos que o indiv́ıduo

sofreu censura à direita; o indiv́ıduo contraiu a doença no dia da avaliação, onde nesse

caso dizemos que o indiv́ıduo teve um tempo de falha exato.
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1.2 Funções importantes na análise de sobrevivência

Em estudos de sobrevivência, em geral, consideramos a variável aleatória T que

representa o tempo de falha como uma variável aleatória não-negativa e cont́ınua. Tal

variável aleatória é especificada pela função de sobrevivência ou pela função de taxa

de falha. No que segue apresentaremos estas funções e algumas outras funções úteis

no estudo de sobrevivência.

1.2.1 Função de sobrevivência

De acordo com Kalbfleisch e Prentice (2002) temos a definição a seguir.

Definição 1.1. A probabilidade de uma observação não falhar, ou seja, sobreviver até

o tempo t, denominada de função de sobrevivência é dada por

S(t) = P (T > t) = 1− F (t),

em que F (t) representa a função de distribuição acumulada (fda) da variável aleatória

T.

Esta é uma das principais funções probabiĺısticas usada para descrever estudos

de sobrevivência.

Exemplo 1.1. Considere T uma variável aleatória Weibull com parâmetros γ e α cuja

função de densidade é dada por

f(t) =
γ

αγ
tγ−1 exp

{

−
(

t

α

)γ}

, t ≥ 0

em que γ e α são parâmetros positivos e representam, respectivamente, os parâmetros

de forma e escala. A função de sobrevivência de T é dada por

S(t) = exp

{

−
(

t

α

)γ}

.

Observando a Figura (1.1) vemos que a função de sobrevivência, S(t), da dis-

tribuição Weibull é não-crescente, cont́ınua e satisfaz S(0) = 1 e lim
t→∞

S(t) = 0. Na

Propriedade (1.1), veremos que isto não é válido apenas para a distribuição Weibull e

sim para qualquer distribuição cont́ınua.

6



0 200 400 600 800

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

Tempos

S
(t

)

(3;250)
(4;350)
(8;600)
(1;150)
(0.5;50)

Figura 1.1: Gráfico da função de sobrevivência da distribuição Weibull para alguns

valores dos parâmetros (γ, α).

Propriedade 1.1. Se T é uma variável aleatória absolutamente cont́ınua e não-

negativa, então sua função de sobrevivência S possui as seguintes propriedades:

(i) S é monótona não-crescente.

(ii) S(0) = 1 e lim
t→∞

S(t) = 0.

(iii) S é cont́ınua.

Demonstração. Para demonstrarmos essas propriedades faremos uso das proprieda-

des da função de distribuição acumulada (fda) F : R → [0, 1], definida por F (t) =

P (T ≤ t), de uma variável aleatória cont́ınua X não negativa, encontradas em James

(2006), a saber:

(a) F é não-decrescente.

(b) F (0) = P (T ≤ 0) = 0 e lim
t→∞

F (t) = 1.

(c) F é cont́ınua se, e somente se, X é uma variável aleatória cont́ınua.
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(i) Sejam t1, t2 ∈ R, tais que t1 ≤ t2. Como F é não-decrescente pelo item (a)

temos que F (t1) ≤ F (t2), ou seja, −F (t1) ≥ −F (t2) ⇒ 1 − F (t1) ≥ 1 − F (t2),

donde conclúımos que S(t1) ≥ S(t2).

(ii) Do item (b) obtemos que

S(0) = 1− F (0) = 1

e

lim
t→∞

S(t) = lim
t→∞

[1− F (t)] = 1− lim
t→∞

F (t) = 1− 1 = 0.

(iii) Temos que a função constante 1 é cont́ınua e do item (c) temos que F (t)

é cont́ınua. Como a diferença de funções cont́ınuas é uma função cont́ınua segue

que S(t) = 1− F (t) é uma função cont́ınua.

Propriedade 1.2. Se T é uma variável aleatória absolutamente cont́ınua e não-

negativa, então

f(t) = − d

dt
S(t),

nos pontos em que S é derivável.

Demonstração. Sendo T uma variável aleatória cont́ınua, segue que

S(t) = 1−
∫ t

−∞

f(x)dx.

Dáı, nos pontos em que S é derivável segue do Teorema Fundamental do Cálculo que

d

dt
S(t) = −f(t) ⇒ f(t) = − d

dt
S(t).

1.2.2 Função de taxa de falha

Sendo T uma variável aleatória cont́ınua não negativa a probabilidade de ocorrer

falha em um intervalo de tempo [t1, t2), ou seja, P (t1 ≤ T < t2) pode ser expressa por

S(t1)− S(t2).
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A função taxa de falha, λ(t1, t2), no intervalo [t1, t2) é definida por Colosimo e

Giolo (2006) como sendo a probabilidade de que a falha ocorra neste intervalo, dado

que não ocorreu antes de t1, dividida pelo comprimento do intervalo, ou seja,

λ(t1, t2) =
P (t1 ≤ T < t2|T ≥ t1)

t2 − t1

=
P (t1 ≤ T < t2)

P (T ≥ t1)(t2 − t1)

=
P (T ≥ t1)− P (T ≥ t2)

P (T ≥ t1)(t2 − t1)

=
S(t1)− S(t2)

S(t1)(t2 − t1)
. (1.1)

De modo geral, escrevendo o intervalo da forma [t, t+∆t), a Equação (1.1) anterior

assume a seguinte forma:

λ(t) =
S(t)− S(t+∆t)

∆tS(t)
, (1.2)

o que nos leva então a definição à seguir.

Definição 1.2. A função de taxa de falha instantânea, também conhecida como função

de risco, de uma variável aleatória não negativa, T, é dada por

h(t) = lim
∆t→0

P (t ≤ T < t+∆t|T ≥ t)

∆t
.

A propriedade à seguir relaciona a função de taxa de falha instantânea com a

função de sobrevivência.

Propriedade 1.3. Se T é uma variável aleatória cont́ınua, não negativa, com função

taxa de falha instantânea h(t) e função de sobrevivência S(t), então

h(t) = − d

dt
(log(S(t)) .

Demonstração. Por definição temos que a função taxa de falha instantânea é dada

por

h(t) = lim
∆t→0

P (t ≤ T < t+∆t|T ≥ t)

∆t
,
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utilizando (1.2) obtemos,

h(t) = lim
∆t→0

S(t)− S(t+∆t)

∆tS(t)

= − 1

S(t)
lim
∆t→0

S(t+∆t)− S(t)

∆t

= − 1

S(t)

d

dt
(S(t))

= − d

dt
(log(S(t))) .

Exemplo 1.2. Usaremos agora a propriedade (1.3) para obter a função de taxa de

falha instatânea da distribuição Weibull. Para isso, lembremos que no Exemplo (1.1)

obtivemos que S(t) = exp

{

−
(

t

α

)γ}

. Assim,

h(t) = − d

dt
log

{

exp

[

−
(

t

α

)γ]}

= − d

dt

[

−
(

t

α

)γ]

=
γ

αγ
tγ−1.

A Figura (1.2) ilustra graficamente a função taxa de falha instantânea da distri-

buição Weibull para diferentes valores dos parâmetros (γ, α).

No caso da distribuição Weibull, notamos que h(t) é crescente para valores de

γ > 1, decrescente para valores de γ < 1 e constante para γ = 1.

1.2.3 Função de taxa de falha acumulada

Definição 1.3. Seja T uma variável aleatória cont́ınua não negativa, então a função

de taxa de falha acumulada de T é dada por

Λ(t) =

∫ t

0

h(u)du.

Conforme consta em Colosimo e Giolo (2006), como o próprio nome diz, essa

função fornece a taxa de falha acumulada do indiv́ıduo. Esta função não tem uma

interpretação direta, porém é bastante útil na avaliação da função de maior interesse

que é a de taxa de falha instantânea, h(t). Uma vez que na estimação não paramétrica

Λ(t) possui um estimador com propriedades ótimas enquanto a função de taxa de falha

instantânea é dif́ıcil de ser estimada.
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Figura 1.2: Gráfico da função de taxa de falha instantânea da distribuição Weibull

para alguns valores dos parâmetros (γ, α).

Propriedade 1.4. Seja T uma variável aleatória cont́ınua não negativa, então sua

função de taxa de falha acumulada e sua função de sobrevivência estão relacionadas

por meio da seguinte equação

Λ(t) = − log(S(t)).

Demonstração. Por definição, Λ(t) =

∫ t

0

h(t)dt, usando a Propriedade (1.3) temos

que, Λ(t) =

∫ t

0

− d

dt
(logS(t)) dt. Assim, pelo Teorema Fundamental do Cálculo e do

fato de que S(0) = 1 conclúımos que Λ(t) = − log(S(t)).

Exemplo 1.3. Usando o Exemplo (1.1) e a Propriedade (1.4) temos que a função taxa

de falha acumulada para a distribuição Weibull é

Λ(t) = − log(S(t)) = − log

{

exp

[

−
(

t

α

)γ]}

=

(

t

α

)γ

.

O teorema que apresentamos agora é de grande valia no cálculo de esperança de

v.a’s cont́ınuas não negativas, o mesmo encontra-se demonstrado em James (2006).
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Teorema 1. Se T é uma variável aleatória que assume apenas valores não-negativos,

então

E(T ) =

∫ ∞

0

P (T > t)dt =

∫ ∞

0

S(t)dt.

De acordo com Kalbfleish e Prentice (2002) outras duas funções, são de interesse

na análise de sobrevivência, o tempo médio de vida e a vida média residual, esta

última mede o tempo médio de vida restante de um indiv́ıduo/observação com idade

t. A seguir temos as definições das mesmas.

Definição 1.4. O tempo médio de vida para uma observação é dado por

tm = E(T ).

Segue do Teorema 1 que,

tm =

∫ ∞

0

S(t)dt.

Definição 1.5. A vida média residual de uma observação condicionada a um tempo

de vida t é dado por

Vmr(t) = E(T − t|T ≥ t).

Notemos que a Vmr(t) pode ser simplificada da seguinte forma,

E(T − t|T ≥ t) =

∫∞

t
(u− t)f(u)du

S(t)

∗
=

∫∞

t
S(u)du

S(t)
.

Em (∗) usamos integração por partes, a Propriedade (1.2) e o fato de que E(T ) <

∞ implica que limt→∞ tF (t) = 0. Observemos que o tempo médio de vida e a vida

média residual estão relacionadas por meio da seguinte equação.

Vmr(0) = E(T ) = tm.

Temos ainda as seguintes relações:

S(t) =
Vmr(0)

Vmr(t)
exp

{

−
∫ t

0

du

Vmr(u)

}

e

h(t) =

(

dVmr(t)

dt
+ 1

)

/Vmr(t).
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1.3 Modelos paramétricos

Comumente há um interesse em se estimar a função de sobrevivência e isso pode

ser feito por meio de métodos paramétricos ou não paramétricos. Considerando apenas

dados não censurados, ou seja, que tenhamos o tempo de falha exato um estimador

natural para a função de sobrevivência avaliada em t é

Ŝ(t) =
número de indiv́ıduos que não falharam até o tempo t

número de indiv́ıduos no estudo
.

Como na prática, o conjunto de dados amostrais geralmente apresenta censura é ne-

cessário uso de técnicas para que se possa acomodar a informação contida nestas ob-

servações. Entre essas técnicas temos o estimador de Nelson-Aalen, proposto por Nel-

son (1972) e estudado por Aalen (1978), e o estimador de Kaplan-Meier, proposto por

Kaplan e Meier (1958), que é o mais conhecido e utilizado não só em estudos de so-

brevivência como também de confiabilidade. O estimador de Kaplan-Meier também é

conhecido como estimador limite-produto. Para dados com censura intervalar temos o

estimador limite-produto modificado proposto por Turnbull (1976), para maiores deta-

lhes sobre o mesmo veja Colosimo e Giolo (2006). Neste trabalho nos concentraremos

na estimação paramétrica. Para proceder com tal estimação, comumente nos estudos

de análise de sobrevivência, faz-se uso de algumas distribuições de probabilidade as

quais historicamente apresentaram-se adequadas para descrever o tempo de falha em

determinadas situações, são elas:

A distribuição exponencial conhecida por ser a única que possui taxa de falha

constante. Cox e Snell (1981) utilizaram o modelo exponencial para descrever o tempo

de vida de pacientes adultos com Leucemia.

A distribuição Weibull que é largamente utilizada em aplicações práticas devido

ao fato dela apresentar uma grande variedade de formas, todas com uma propriedade

básica: a sua função taxa de falha é monótona conforme vimos no Exemplo (1.2).

A distribuição Log-normal que assim como a distribuição de Weibull é muito

utilizada para caracterizar tempo de vida de indiv́ıduos. Em estudos de confiabilidade

a distribuição Log-normal pode ser usada, por exemplo, para modelar a fadiga de

metais, semicondutores, diodos e isolação elétrica.

A distribuição Log-loǵıstica que em situações práticas, se apresenta como uma

alternativa à Weibull e a log-normal.
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A distribuição Gama e a Gama Generalizada que inclui como caso particular a

distribuição Weibull utilizada por Brown e Flood (1947) para descrever o tempo de vida

de copos de vidro circulando em uma cafeteria e, também, por Birnbaum e Saunders

(1958) para descrever o tempo de vida de materiais eletrônicos e por isso tornou-se

amplamente utilizada em estudos de confiabilidade.

A distribuição Birnbaum-Saunders que conforme veremos teve como motivação

um problema da área de confiabilidade. Na área médica sua utilização é mais recente

e ocorreu através de Leiva et al. (2007) e Barros et al. (2008) onde a mesma modelou

o tempo de vida de pacientes com mieloma múltiplo e câncer de pulmão.

Existem outras distribuições de probabilidade apropriadas para modelar tempo

de falhas de materiais e tempo de vida em situações cĺınicas. Dentre elas estão as

distribuições log-gama, Rayleigh, normal inversa, Gompertz e Birnbaum Saunders

generalizada. Para mais detalhes dessas distribuições ver Marshall e Olkin (2007).

No decorrer desse trabalho iremos dar ênfase as distribuições Birnbaum-Saunders e

Birnbaum-Saunders generalizada.

1.4 O método da máxima verossimilhança

Uma vez escolhido o modelo probabiĺıstico a ser usado, comumente precisamos

estimar os parâmetros do mesmo, para tal finalidade existe algumas técnicas, dentre as

mais conhecidas temos o método dos momentos, o método dos mı́nimos quadrados e

o método da máxima verossimilhança. Apresentaremos o método da máxima verossi-

milhança e uma adaptação do mesmo para quando estamos na presença de dados com

censura.

Lembremos que escolhido o modelo probabiĺıstico a ser usado e tomada uma amos-

tra, o método da máxima verossimilhança busca o parâmetro com maior probabilidade

de ter gerado tal amostra entre todos os posśıveis parâmetros para a distribuição.

Afim de se obter o estimador de máxima verossimilhança conforme mencionado

acima deve-se tomar uma amostra aleatória (simples) de observações t1, · · · , tn de uma

certa população de interesse em que todas as observações são não-censuradas. Supo-

nhamos também que a população é caracterizada pela sua função de densidade f(t) a

qual depende de uma parâmetro θ. A função de verossimilhança para um parâmetro
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genérico θ desta população é expressa por:

L(θ) =
n
∏

i=1

f(ti; θ).

Temos assim, que L é uma função de θ e encontrar o estimador de máxima verossi-

milhança corresponde a encontrar o valor θ̂ no qual a função L atinge seu máximo para

a amostra fixada. Vale salientar também que na expressão acima θ pode representar

um único parâmetro ou um conjunto de parâmetros.

Nota-se que de acordo com o procedimento anterior não está claro como usar o

método da máxima verossimilhança na presença de dados censurados. De acordo com

Klein e Moeschberger (2003), na presença de censura cada indiv́ıduo contribui para

a verossimilhança com uma informação espećıfica. Um indiv́ıduo que, por exemplo,

apresente um tempo exato de falha, contribui para a função de verossimilhança com

a probabilidade de ocorrência do evento de interesse neste tempo. Esta contribuição

é dada pela fdp de T neste respectivo tempo. Por outro lado, a contribuição de cada

indiv́ıduo censurado à direita é dada pela função de sobrevivência de T avaliada no

último tempo de visita. Similarmente, a contribuição de um indiv́ıduo censurado à

esquerda é dada pela fda de T avaliada no tempo da primeira visita. Finalmente, a

contribuição de um indiv́ıduo, que apresente um tempo de falha em um certo intervalo,

é dada pela probabilidade de que o tempo de ocorrência do evento pertença a este

intervalo. Em resumo, a forma geral da função de verossimilhança na presença de

censura é

L(θ) =

[

∏

i∈L

(1− S(ti))

][

∏

i∈I

(S(ti−1)− S(ti))

][

∏

i∈C

S(ti)

][

∏

i∈D

fT (ti)

]

(1.3)

onde,

• L é o conjunto dos ı́ndices para o qual a i-ésima observação sofreu censura a

esquerda.

• I é o conjunto dos ı́ndices para o qual a i-ésima observação sofreu censura inter-

valar.

• C é o conjunto dos ı́ndices para o qual a i-ésima observação sofreu censura a

direita.
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• D é o conjunto dos ı́ndices para o qual a i-ésima observação falhou.

Neste trabalho estudaremos um conjunto de dados com censura à direita e censura

intervalar.
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Caṕıtulo 2

A Distribuição Birnbaum-Saunders

e a Distribuição

Birnbaum-Saunders Generalizada

Nesse caṕıtulo apresentaremos a origem da distribuição Birnbaum-Saunders se-

gundo Birnbaum e Saunders (1969a) e as principais propriedades da mesma. Em

seguida, apresentaremos a distribuição Senh-normal e relacionaremos a mesma com

a distribuição Birnbaum-Saunders. Por fim, definiremos as distribuições de contorno

eĺıptico e usaremos essas distribuições para definir a distribuição Birnbaum-Saunders

generalizada conforme Dı́az-Garćıa e Leiva (2005, 2006) exibindo também suas princi-

pais propriedades.

2.1 Origem e propriedades da distribuição

Birnbaum-Saunders

Quando expomos um material a situações de estresse e tensão é natural que o

mesmo venha a sofrer algum dano estrutural, a este dano damos o nome de fadiga. É

comum na área de confiabilidade o interesse em modelar os processos de fadiga para

descrever a variação aleatória dos tempos de falha associados aos materiais expostos à

fadiga sob diferentes padrões e forças ćıclicas. Com intuito de predizer a perfomance

dos materiais sob diferentes condições podemos caracterizar os mesmos por parâmetros
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de distribuições de tempo de vida. Os modelos probabiĺısticos mais utilizados para

descrever a vida por fadiga são os modelos gama, lognormal e weibull, que apresentam

um bom ajuste na região central da distribuição. Comumente estamos interessados

nos percentis mais baixos ou mais altos da distribuição, regiões essas que geralmente

possuem poucos dados, fazendo com que o ajuste dos modelos mencionados não seja

bom. Birnbaum e Saunders (1969a) com o conhecimento sobre um tipo particular de

fadiga criaram uma nova distribuição denominada de distribuição Birnbaum-Saunders

a qual apresentou-se como uma excelente alternativa quando o interesse é analisar o

ajuste de um modelo nos percentis mais baixos ou mais altos da distribuição. No que

se segue, apresentaremos o processo utilizado por Birnbaum e Saunders (1969a) para

o desenvolvimento dessa nova distribuição.

Para obter essa nova famı́lia de distribuições, Birnbaum e Saunders (1969a) consi-

deraram um material sujeito a um padrão ćıclico de tensão e força. Devido a exposição

a situações de tensão e força os autores assumiram que a falha por fadiga ocorria de-

vido ao ińıcio, crescimento e extensão final de uma rachadura dominante. Em outras

palavras, a falha ocorria quando essa rachadura dominante excedia um comprimento

w. Além disso, também assumiram que a sequência de tensão imposta ao material era

a mesma de ciclo para ciclo. Assim, Birnbaum e Saunders (1969a) fizeram algumas

suposições:

1. A extensão incremental da rachadura Xi resultante da aplicação da i-ésima os-

cilação de carga é uma variável aleatória com uma distribuição que só depende

da rachadura atual causada pela tensão neste ciclo.

Segue dessa suposição que as extensões das rachaduras em diferentes ciclos são

independentes.

2. A extensão da rachadura durante o (j + 1)-ésimo ciclo é

Yj+1 = Xjm+1 + · · ·+Xjm+m, para j = 0, 1, · · · ,

em que Xjm+i é a extensão da rachadura (possivelmente microscópica) após a

i-ésima oscilação de carga do (j + 1)-ésimo ciclo.

3. A extensão total da rachadura, Yj, devido ao j-ésimo ciclo é uma variável aleatória

que segue uma distribuição com média µ e variância σ2, ∀j = 1, 2, · · · .
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Assim, a extensão total da rachadura após n-ciclos é dada pela variável aleatória

Wn =
n
∑

j=1

Yj,

com fda dada por

Hn(w) = P (Wn ≤ w),

para n = 1, 2, · · · .
Seja C o número de ciclos requeridos até que seja observada a falha. A função

de distribuição da variável aleatória C é

P (C ≤ n) = P (
n
∑

j=1

Yj > w) = P (Wn > w) = 1−Hn(w).

Agora, notemos que

P (C ≤ n) = P

(

n
∑

j=1

Yj − µ

σ
√
n

>
w − nµ

σ
√
n

)

= 1− P

(

n
∑

j=1

Yj − µ

σ
√
n

≤ w − nµ

σ
√
n

)

.

Como os Yj’s são independentes supondo que os mesmos possuam a mesma distribuição

segue do Teorema Central do Limite que

P (C ≤ n) ∼= 1− Φ

(

w − nµ

σ
√
n

)

= 1− Φ

(

−nµ− w

σ
√
n

)

= Φ

(

µ
√
n

σ
− w

σ
√
n

)

, (2.1)

em que Φ(.) representa a fda da distribuição normal padrão.

Usando a equação (2.1) Birnbaum e Saunders (1969a) definiram uma distribuição

cont́ınua de vida. Segundo os autores, substituindo n por uma variável aleatória real

não negativa t, então a variável aleatória T é a extensão cont́ınua da variável aleatória

discreta C. Assim, T representa o tempo total até que ocorra a falha. Logo, tomando

α =
σ√
µw

e β =
w

µ
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a fda de T pode ser reescrita como

FT (t) = P (T ≤ t) = Φ

[

1

α

(

√

t

β
−
√

β

t

)]

, t > 0, (2.2)

em que α > 0 e β > 0. Dizemos, então, que T segue uma distribuição Birnbaum-

Saunders com parâmetros α e β que denotaremos por T ∼ BS(α, β).

Segue, também, que uma variável aleatória T ∼ BS(α, β) pode ser obtida a partir

de uma variável aleatória Z com distribuição normal padrão mediante a seguinte relação

T = β





αZ

2
+

√

(

αZ

2

)2

+ 1





2

, (2.3)

em que Z =
1

α

(

√

t

β
−
√

β

t

)

∼ N(0, 1).

Segue diretamente de (2.2) e do fato da distribuição normal padrão ser simétrica

em torno do zero que se T ∼ BS(α, β), então a função de sobrevivência T, S(t), é dada

por

ST (t) = 1− FT (t) = 1− Φ

[

1

α

(

√

t

β
−
√

β

t

)]

. (2.4)

Derivando-se (2.2) com relação a t obtém-se facilmente que se T ∼ BS(α, β),

então sua fdp é dada por

fT (t) =
1√
2π

exp

[

− 1

2α2

(

t

β
+
β

t
− 2

)]

t−3/2(t+ β)

2α
√
β

, (2.5)

em que t, α, β > 0.

Se T ∼ BS(α, β) a função de taxa de falha instantânea de T, h(t), é dada por

hT (t) =
fT (t)

ST (t)
,

em que fT (t) e ST (t) são dados em (2.5) e (2.4), respectivamente.

De acordo com a Figura (2.1) notamos que a função de taxa de falha instantânea

da distribuição BS tem o seguinte comportamento: a mesma assume o valor zero em

t = 0, cresce até um valor máximo e depois decresce até uma constante positiva.

A Figura (2.2) ilustra porque α é chamado de parâmetro de forma, uma vez que

fixado o β e variando o α a forma do gráfico da densidade é alterada. Na Figura (2.3)

temos a ilustração do porque β é chamado de parâmetro de escala uma vez que fixado

α e variando β notamos que a forma do gráfico da distribuição é a mesma e apenas
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Figura 2.1: Funções de risco da distribuição Birnbaum-Saunders para os valores de α

indicados e β = 1.
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Figura 2.2: Gráfico da função densidade da distribuição Birnbaum-Saunders para os

valores de α = 0, 1; 0, 5; 1, 0; 1, 5; 2, 0 e β fixo igual 1.
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Figura 2.3: Gráfico da função densidade da distribuição Birnbaum-Saunders para os

valores de β = 0, 1; 0, 5; 1, 0; 1, 5; 2, 0 e α fixo igual 1.

a escala é alterada. O parâmetro β corresponde também a mediana da distribuição

conforme veremos posteriormente.

Se T é uma variável aleatória com distribuição Birnbaum Saunders, então T goza

das seguintes propriedades:

Propriedade 2.1. Se T ∼ BS(α, β) e c > 0, então cT ∼ BS(α, cβ).

Demonstração. Se T ∼ BS(α, β) temos que P (T ≤ t) = Φ

{

1

α

(

√

t

β
−
√

β

t

)}

.

Assim,

P (cT ≤ t) = P

(

T ≤ t

c

)

= Φ

{

1

α

(

√

t

cβ
−
√

cβ

t

)}

.

ou seja, cT ∼ BS(α, cβ).

Propriedade 2.2. Se T ∼ BS(α, β), então 1/T ∼ BS(α, 1/β).
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Demonstração. Seja Y = 1/T temos que

FY (y) = P (Y ≤ y)

= P (1/T ≤ y)

= P

(

T ≥ 1

y

)

= 1− FT

(

1

y

)

= Φ

[

− 1

α

(
√

1

yβ
−
√

yβ

)]

= Φ

[

1

α

(

√

yβ −
√

1

yβ

)]

.

Segue que Y ∼ BS(α, 1/β).

Propriedade 2.3. Se T ∼ BS(α, β), então Med(T ) = β.

Demonstração. Imediata, basta notar que FT (β) = Φ(0) =
1

2
.

Propriedade 2.4. Se T ∼ BS(α, β), então existem a média e a variância de T e as

mesmas são dadas, respectivamente, por

E(T ) = β

(

1 +
α2

2

)

e Var(T ) = (αβ)2
(

1 +
5

4
α2

)

.

Demonstração. Veja Birnbaum-Saunders (1969b).

Para dados não censurados, Birnbaum-Saunders (1969a) propuseram a estimação

dos parâmetros da distribuição Birnbaum-Saunders pelo método da máxima verossi-

milhança enquanto Ng, Kundu e Balakrishnan (2003) propõe o método dos momentos

modificado. No caso de dados com censura intervalar construiremos a função logaritmo

da verossimilhança de acordo com Klein e Moeschberger (2003) e faremos a estimação

dos parâmetros fazendo uso do método da máxima verossimilhança em que obtemos

um estimador com boas propriedades.
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2.2 Relação entre as distribuições Birnbaum-Saunders

e Senh-normal

No decorrer dessa seção apresentamos a distribuição senh-normal e suas princi-

pais caracteŕısticas. Além disso, relacionamos a mesma com a distribuição Birnbaum-

Saunders, relação essa que será de extrema importância para construção do modelo de

regressão log-BS.

Definição 2.1. Dizemos que uma variável aleatória Y, segue a distribuição senh-

normal com parâmetros α, γ e σ, denotado simplesmente por Y ∼ SN(α, γ, σ), se

sua fda é dada por

FY (y) = Φ

(

2

α
senh

(

y − γ

σ

))

, (2.6)

em que α > 0, γ ∈ R e σ > 0 são respectivamente chamados de parâmetros de forma,

de posição e de escala, enquanto Φ(.) corresponde a fda da distribuição normal padrão.

Se Y ∼ SN(α, γ, σ) segue de (2.6) e do fato da distribuição normal padrão ser

simétrica em torno da origem que

SY (y) = Φ

(

− 2

α
senh

(

y − γ

σ

))

.

Derivando (2.6) com relação a y obtemos que a função de densidade de uma

variável aleatória Y ∼ SN(α, γ, σ) é dada por

fY (y) = ϕ

(

2

α
senh

(

y − γ

σ

))

2cosh [(y − γ)/σ]

ασ
, y ∈ R.

em que ϕ(.) é a fdp da normal padrão.

Esta distribuição foi desenvolvida por Rieck e Nedelman (1991) mediante a trans-

formação

Y = γ + σarcsenh

(

αZ

2

)

,

onde Z ∼ N(0, 1). A mesma têm como principais caracteŕısticas: simetria, graus de

curtose maiores e menores que o modelo normal, admite unimodalidade e bimodalidade

e possui como caso particular a distribuição log-Birnbaum-Saunders (log-BS).

A propriedade à seguir relaciona as distribuições Birnbaum-Saunders e senh-

normal.
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Propriedade 2.5. Uma variável aleatória T ∼ BS(α, β) se, e somente se,

Y = log(T ) ∼ SN(α, log(β), 2).

Demonstração. Suponhamos primeiramente que T ∼ BS(α, β). Assim,

P (Y ≤ y) = P (log(T ) ≤ y)

= P (T ≤ ey)

= Φ

{

1

α

(

√

ey

β
−
√

β

ey

)}

= Φ

{

1

α

(

e
y

2β− 1

2 − e−
y

2β
1

2

)

}

= Φ

{

1

α

[

exp

(

y − log(β)

2

)

− exp

(

log(β)− y

2

)]}

= Φ

{

1

α

[

exp

(

y − log(β)

2

)

− exp

(

−y − log(β)

2

)]}

= Φ

{

2

α
senh

(

y − log(β)

2

)}

,

ou seja, Y ∼ SN(α, log(β), 2).

Suponhamos agora que Y = log(T ) ∼ SN(α, log(β), 2). Assim,

P (T ≤ t) = P (log(T ) ≤ log(t))

= P (Y ≤ log(t))

= Φ

{

2

α
senh

(

log(t)− log(β)

2

)}

= Φ

{

1

α

[

exp

(

log(t)− log(β)

2

)

− exp

(

− log(t)− log(β)

2

)]}

= Φ

{

1

α

[

exp

(

log(t)− log(β)

2

)

− exp

(

log(β)− log(t)

2

)]}

= Φ

{

1

α

(

t
1

2β− 1

2 − t−
1

2β
1

2

)

}

= Φ

{

1

α

(

√

t

β
−
√

β

t

)}

,

ou seja, T ∼ BS(α, β).
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2.3 A distribuição Birnbaum-Saunders generalizada

A distribuição Birnbaum-Saunders Generalizada (BSG) proposta por Dı́az-Garcia

e Leiva (2005) flexibiliza a distribuição do estresse cumulativo, que ao invés de ser assu-

mida gaussiana é agora assumida simétrica. Isso gera uma nova classe de distribuições

assimétricas com domı́nio positivo e caudas mais leves e/ou mais pesadas do que as

caudas da distribuição BS clássica. A fim de apresentarmos a distribuição BSG pre-

cisamos primeiramente conhecer uma classe especial de distribuições denominada de

distribuições de contornos eĺıpticos, ou simplesmente, distribuições eĺıpticas.

Definição 2.2. Dizemos que uma variável aleatória X segue uma distribuição de con-

torno eĺıptico se sua função caracteŕıstica tem a forma

ψ(t) = exp(itµ)φ(t2σ2), (2.7)

com φ : R+ → R, ou se a fdp de X é dada por

fX(x) = f

[

(x− µ)2

σ2

]

= f(u); x ∈ R, u > 0, (2.8)

em que f(u) é a fdp de X.

Notação: X ∼ EC(µ, σ2;φ) ou X ∼ EC(µ, σ2; f) de acordo com (2.7) ou (2.8),

respectivamente.

Essa classe de distribuições possui esse nome devido ao fato do contorno de suas

funções de densidades multivariadas possuirem a forma eĺıptica. A Figura (2.4) ilustra

o comentário feito.

São exemplos de distribuições nessa classe de modelos as seguintes distribuições:

Normal, Normal contaminada; t-Student; Exponencial Potência; Cauchy e Loǵıstica.

No decorrer das últimas décadas diversos autores tem trabalhado com distri-

buições de contornos eĺıpticos, entre eles podemos citar, Fang e Anderson (1990), Gupta

e Varga (1993), Galea et al. (2000), Barros (2007) e Pulgar (2009).

Na seção à seguir apresentaremos a distribuição BSG proposta por Dı́az-Garćıa

e Leiva (2005, 2006).
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Figura 2.4: Gráfico da densidade normal padrão bivariada e suas curvas de contorno

vista sobre o plano x1 e x2.

2.3.1 Definição e algumas propriedades da distribuição BSG

Dı́az-Garćıa e Leiva (2005, 2006) desenvolveram um novo modelo de sobrevivência

com base em distribuições eĺıpticas. O modelo proposto pelos mesmos consiste numa

generalização da distribuição BS e foi obtido a partir de (2.3) relaxando a suposição

de que Z ∼ N(0, 1). Em outras palavras, eles consideraram

T = β





αU

2
+

√

(

αU

2

)2

+ 1





2

em que U ∼ EC(0, 1; f). Assim, a nova variável aleatória T segue uma distribuição

denominada de Birnbaum-Saunders generalizada, denotada por T ∼ BSG(α, β; f).

Os parâmetros α e β, assim como na distribuição Birnbaum-Saunders, corres-

pondem respectivamente, aos parâmetros de forma e escala e f é como dada em (2.8).

De acordo com Barros et al. (2008) essa nova classe de distribuições assim obtida

é mais flex́ıvel por conter distribuições que possuem caudas mais ou menos pesadas

que a distribuição BS e distribuições bimodais, além de incluir como caso particular a
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distribuição BS.

Definição 2.3. Dizemos que T ∼ BSG(α, β; f) se sua função de densidade é dada por

fT (t) =
t−3/2(t+ β)

2αβ1/2
f

(

1

α

(

√

t

β
−
√

β

t

))

, t > 0, (2.9)

em que f é a densidade de uma variável aleatória que pertence a classe de distribuições

de contornos eĺıpticos.

Fazendo

at(α, β) =
1

α

(

√

t

β
−
√

β

t

)

,

obtemos que
d

dt
at(α, β) =

t−3/2(t+ β)

2αβ1/2
.

Assim, a equação (2.9) pode ser reescrita da seguinte forma:

fT (t) = f(at(α, β))
d

dt
at(α, β),

onde f é como dada em (2.8).

As funções de sobrevivência e de taxa de falha instantânea são dadas respectiva-

mente, por

ST = (t;α, β) = 1− F (at(α, β))

e

hT (t;α, β) =
fT (t;α, β)

St(t;α, β)
=

(

f(at(α, β))

1− F (at(α, β))

)

d

dt
at(α, β).

Na Figura (2.5) temos o gráfico da função densidade de uma variável alelatória

com distribuição BS-t de student para diferentes valores de ν. Através da mesma,

notamos que quanto maior for ν mais próximo da distribuição BS fica a distribuição

BS-t de student. Enquanto isso, na Figura (2.6) temos o gráfico da função de taxa

de falha instantânea (ou função de risco) da distribuição BS-t de student para alguns

valores de ν, através da qual notamos que essa função é não monótona, uma vez que

a mesma se inicia no zero, atinge seu máximo e posteriormente decresce. Além disso,

notamos também que quanto maior for ν maior a taxa de falha instântanea.

A distribuição Birnbaum-Saunders generalizada goza das seguintes propriedades

que são apresentadas em Barros (2007).
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Figura 2.5: Densidade a distribuição BS t de student para ν = 3, 5, 7, 30.
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Figura 2.6: Função de risco para a distribuição BS t de student para ν = 3, 5, 7, 30.
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Propriedade 2.6. Se T ∼ BSG(α, β; f), então

i) cT ∼ BSG(α, cβ; f) ∀c > 0 (proporcionalidade)

ii) T−1 ∼ BSG(α, β−1; f) (reciprocidade)

iii) Se T ∼ BSG(α, β; f) então βT−1 ∼ BSG(α, 1; f).

Propriedade 2.7. Uma variável aleatória T ∼ BSG(α, β; f) possui momentos se, e

somente se, a função de distribuição de f possui momentos. Nesse caso,

E

([

T

β

]r)

=
r
∑

k=0

(

2r

2k

) k
∑

s=0

(

k

s

)

(2(r + s− k))!

(r + s− k)!

φ(r+s−k)(0)

i2(r+s−k)

(α

2

)2(r+s−k)

.

Note que os momentos de T ficam em função da função de distribuição que gera

a BSG.

Como consequência das propriedades de reciprocidade e proporcionalidade temos

que as variáveis aleatórias βT−1 e β−1T têm a mesma distribuição e, portanto, obtemos

que os momentos negativos de T são dados por

E(T−n) =
E(T n)

β2n
. (2.10)

A propriedade à seguir nos oferece uma maneira alternativa de encontrar os mo-

mentos da distribuição BSG.

Propriedade 2.8. Se T ∼ BSG(α, β; f) e todos os momentos de T existem, então o

n-ésimo momento de T é

E(T n) =
α2nβn

2
E(Z2n)− 1

2

{

n
∑

k=1

(

2n

k

)

E(T n−k)

β−k(−1)k
+ β2n

2n−1
∑

k=n+1

(

2n

k

)

E(T k−n)

βk(−1)k

}

(2.11)

para n = 1, 2, · · · , em que Z ∼ EC(0, 1; f).

Usando (2.10) e (2.11) recursivamente obtemos que os quatro primeiros momentos

da distribuição BSG, são dados respectivamente por

(a) E(T ) =
β

2
(2 + V1α

2),

(b) E(T 2) =
β2

2
(2 + 4V1α

2 + V2α
4),

(c) E(T 3) =
β3

2
(2 + 9V1α

2 + 6V2α
4 + V3α

6) e
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(d) E(T 4) =
β4

2
(2 + 16V1α

2 + 20V2α
4 + 8V3α

6 + V4α
8)

em que Vn = E(U2n) e U ∼ EC(0, 1; f).

Propriedade 2.9. Seja T ∼ BSG(α, β; f) tal que E(T n) existe. Então, a variância e

os coeficientes de variação, assimetria e curtose de T são dados, respectivamente, por

Var(T ) =
β2

4
(2α4V2 + 4α2V1 − α4V 2

1 ),

γ(T ) =
(2V2α

4 + 4V1α
2 − V 2

1 α
4)1/2

2 + V1α2
,

α3(T ) =
2(6V2α + 2V3α

3 − 6V 2
1 α− 3V1V2α

3 + V 3
1 α

3)

(2V2α2 + 4V1 − V 2
1 α

2)3/2

e

α4(T ) =
16V2 + (32V3 − 48V1V2 + 24V 3

1 )α
2 + (8V4 − 16V1V3 + 12V 2

1 V2 − 3V 4
1 )α

4

(2V2α2 + 4V1 − V 2
1 α

2)2
.

2.3.2 A distribuição log-Birnbaum-Saunders generalizada

Dı́az-Garćıa e Dominguez Molina (2006) apresentaram a distribuição log-Birn-

baum-Saunders generalizada também conhecida como seno hiperbólica esférica, ou

simplesmente senh-esférica, denotada por SS(α, γ, σ; f), cuja densidade é dada por

fY (y) =
1

σ

[

2

α
cosh

(

y − γ

σ

)]

f

[

(

2

α
senh

(

y − γ

σ

))2
]

,

em que y ∈ R, α > 0, γ ∈ R, σ > 0, γ = log(β) e f é como dado em (2.8). Em outras

palavras, se T ∼ BSG(α, β; f), então

Y = log(T ) ∼ SS(α, γ, 2; f). (2.12)

Notemos que quando f é a fdp da distribuição normal, ou seja, T ∼ BS(α, β) temos

que

Y = log(T ) ∼ SN(α, log(β), 2).

As funções de distribuição acumulada e de sobrevivência para Y ∼ SS(α, γ, 2; f) são

dadas respectivamente por,

FY (y) = F

[

2

α
senh

(

y − γ

σ

)]

, (2.13)

e

SY (y) = F

[

− 2

α
senh

(

y − γ

σ

)]

, (2.14)

em que F é a fda da distribuição eĺıptica que gera a distribuição BSG.
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Caṕıtulo 3

O Modelo de regressão

log-Birnbaum-Saunders

generalizado

Neste caṕıtulo apresentamos o modelo de regressão log-BSG, seguindo a ideia

da construção do modelo de regressão log-BS feito por Rieck e Nedelman (1991). Em

seguida, de acordo com Hashimoto et al. (2010) obteremos o modelo de regressão

log-BSG para dados censurados. Discutimos também a estimação dos parâmetros do

modelo e apresentamos os reśıduos de Cox-Snell ajustado, Martingale e Componente

do desvio modificado. Apresentamos também um estudo de simulação de Monte Carlo

para os modelos log-BS e log-BS-t de student com intuito de investigar o comporta-

mento da distribuição emṕırica dos reśıduos apresentados. Concluindo o caṕıtulo, como

medida de influência, apresentamos o afastamento pela verossimilhança sob diversos

esquemas de perturbação.

3.1 A construção dos modelos de regressão log-BS

e log-BSG para dados com censura intervalar

Para construirmos o modelo de regressão log-Birnbaum-Saunders generalizado

para dados com censura intervalar seguiremos inicialmente a mesma ideia utilizada

por Rieck e Nedelman (1991) para a construção do modelo log-BS relaxando ape-
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nas a hipótese que T ∼ BS(αi, ηi). Consideremos então uma sequência de variáveis

aleatórias independentes T1, T2, · · · , Tn onde Ti ∼ BS(αi, ηi; f) para i = 1, · · · , n,
em que, f corresponde a fdp que gera a BSG. Além disso, suponhamos que a distri-

buição de cada variável aleatória Ti dependa de um vetor de p variáveis explicativas

x⊤
i = (1, xi1, xi2, · · · , xip), ou seja, estamos assumindo que

(i) ηi = exp(x⊤
i β) para i = 1, · · · , n, em que β = (β0, β1, · · · , βp)⊤ é um vetor de

parâmetros desconhecidos.

(ii) O parâmetro de forma αi independe do vetor de covariáveis x⊤
i , ou seja, αi = α

para i = 1, · · · , n.

Assim, considerando que ζi ∼ BSG(α, 1; f) com base na Propriedade (2.6) item

(i) temos que Ti = exp(x⊤
i β)ζi ∼ BSG(α, exp(x⊤

i β); f), para i = 1, · · · , n. Conside-
rando yi = log(Ti), obtemos

yi = x⊤
i β + ϵi, i = 1, · · · , n. (3.1)

cuja componente aleatória ϵi é o log(ζi) que por (2.12) tem distribuição SS(α, 0, 2; f).

Logo, estamos na presença de um modelo de regressão log-linear para a distri-

buição BSG. Porém, na presença de censura intervalar, os dados observados constituem

de um intervalo (log(ui)), log(vi)), para cada indiv́ıduo, no qual esses intervalos são co-

nhecidos e inclui yi com probabilidade um, ou seja, P (log(ui) ≤ yi ≤ log(vi)) = 1 e se

log(vi) = ∞, então o logaritmo do tempo é censurado à direita para yi.

O nosso objetivo nesse modelo será estimar [α,β⊤]⊤, para isso vamos assumir

que os tempos de sobrevivência são censurados à direita e em um intervalo de tempo.

Considerando dados na presença de censura intervalar e de censura à direita,

segue de (1.3), (2.13) e (2.14) que a função de verossimilhança para o modelo log-BSG

será dada por

L(θ) =
∏

i∈I

(F (ξi2v)− F (ξi2u))
∏

i∈C

F (−ξi2u) (3.2)

em que,

ξi2u =
2

α
senh

(

log(ui)− µi

2

)

, ξi2v =
2

α
senh

(

log(vi)− µi

2

)

e µi = x⊤i β.
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Dáı, temos que o logaritmo da função de verossimilhança é dada por

l(θ) =
∑

i∈I

log(F (ξi2v)− F (ξi2u)) +
∑

i∈C

log(F (−ξi2u))

=
∑

i∈I

l1(α, ξi2u, ξi2v) +
∑

i∈C

l2(α, ξi2u) (3.3)

com,

l1(α, ξi2u, ξi2v) = log(F (ξi2v)− F (ξi2u)) (3.4)

e

l2(α, ξi2u) = log(F (−ξi2u)). (3.5)

As funções escores para α e βj (j = 1, · · · , p), são dadas, respectivamente, por

Uα(θ) =
1

α

∑

i∈I

f(ξi2u)ξi2u − f(ξi2v)ξi2v
F (ξi2v)− F (ξi2u)

+
1

α

∑

i∈C

h(ξi2u)ξi2u

e

Uβj
(θ) =

1

2

∑

i∈I

xij

(

ξi1uf(ξi2u)− ξi1vf(ξi2v)

F (ξi2v)− F (ξi2u)

)

+
1

2

∑

i∈C

xijξi1uh(ξi2u)

em que, f(a) =
∂F (a)

∂a
com F correspondendo a fda da distribuição que gerou a BSG,

ξi1u =
2

α
cosh

(

log(ui)− µi

2

)

e ξi1v =
2

α
cosh

(

log(vi)− µi

2

)

.

Os estimadores de máxima verossimilhança dos coeficientes de regressão e do

parâmetro de forma são soluções das equações Uβj
(θ) = 0 (j = 1 · · · p) e Uα(θ) = 0,

em que θ = (α,β⊤)⊤, Uβj
(θ) =

∂l(θ)

∂βj
e Uα(θ) =

∂l(θ)

∂α
. Ocorre que neste caso as

equações não possuem soluções anaĺıticas, fazendo com que seja necessário a utilização

de métodos iterativos para a obtenção das ráızes. As mesmas podem ser obtidas nume-

ricamente maximizando o logaritmo da função de verossimilhança usando um algoritmo

de otimização não linear, por exemplo, Newton-Raphson ou um algoritmo quase new-

ton (BFGS, por exemplo). Para obtenção dos estimadores de máxima verossimilhança

para o modelo apresentado nesse trabalho fizemos uso do método BFGS e implemen-

tamos um algoritmo no software Ox Doornik (2011).

A inferência assintótica para o vetor de parâmetros de θ = (α,β⊤)⊤ pode ser

feita com base na normalidade assintótica do estimador de máxima verossimilhança θ̂,

dada por

θ̂
.∼ N(p+1)(θ,Σθ),
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em que Σθ é a matriz de variâncias e covariâncias de θ̂, que pode ser aproximada pelo

inverso da matriz de informação de Fisher −
..

L
−1

θθ , avaliada em θ̂, obtida a partir de

..

Lθθ=





..

Lαα

..

Lαβ
..

Lβα

..

Lββ



 =





tr(M ) K⊤X

X⊤K X⊤DX



 , (3.6)

em que, M = diag(m1(θ),m2(θ), · · · ,mn(θ)), com

mi(θ) =







































− 1

α2

(

f(ξi2u)ξi2u − f(ξi2v)ξi2v
F (ξi2v)− F (ξi2u)

)

+
1

α

[

∂

∂α

(

f(ξi2u)ξi2u − f(ξi2v)ξi2v
F (ξi2v)− F (ξi2u)

)]

,

se i ∈ I

ξ2i2u
α2

(

f ′(ξi2u)F (−ξi2u) + f 2(ξi2u)

F 2(−ξi2u)

)

,

se i ∈ C

,

K = (k1(θ), k2(θ), · · · , kn(θ))⊤, com

ki(θ) =











































giu − giv
F (ξi2v)− F (ξi2u)

+
(f(ξi2v)ξi1v − f(ξi2u)ξi1u)(f(ξi2u)ξi2u − f(ξi2v)ξi2v)

(F (ξi2v)− F (ξi2u))2
,

se i ∈ I

ξi1u

[(

f ′(ξi2u)

F (−ξi2u)
+

(

f(ξi2u)

F (−ξi2u)

)2
)

ξi2u + h(ξi2u)

]

se i ∈ C

e D = diag(d1(θ), d2(θ), · · · , dn(θ)), com

di(θ) =































aiu − aiv
F (ξi2v)− F (ξi2u)

+
(ξi1uf(ξi2u)− ξi1vf(ξi2v))

2

[F (ξi2v)− F (ξi2u)]2
se i ∈ I

ξi2uh(ξi2u) + ξ2i1u

(

f ′(ξi2u)

F (−ξi2u)
+

(

f(ξi2u)

F (−ξi2u)

)2
)

se i ∈ C

.

Os detalhes desses cálculos estão no Apêndice A.

3.2 Validação do modelo

De acordo com Paula (2010) uma etapa importante na análise de um ajuste de um

modelo de regressão é a verificação de posśıveis afastamentos das suposições feitas para

o modelo, para a componente aleatória e para a parte sistemática do modelo, bem como
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a existência de observações discrepantes com alguma interferência desproporcional ou

inferencial nos resultados do ajuste. Essa etapa é conhecida como análise de diagnóstico

e inicia-se com a análise de reśıduos com o intuito de identificar a presença de pontos

aberrantes e avaliar a adequação da distribuição da variável resposta para o modelo.

Paula (2010) cita Cox e Snell (1968) como uma importante referência nesse quesito

uma vez que nesse artigo os mesmos apresentaram uma forma bastante geral de definir

reśıduos. Atkinson (1985) propõe, por meio de simulações de Monte Carlo, a construção

de bandas de confiança para os reśıduos as quais denominou de envelope.

Uma técnica bastante conhecida para avaliar o impacto da retirada de uma ob-

servação particular nas estimativas do modelo de regressão é a deleção de casos. Se-

gundo Paula (2010) uma das propostas mais inovadoras na área de diagnóstico em

regressão foi apresentada por Cook (1986) que propõe avaliar a influência conjunta

das observações sob pequenas perturbações no modelo e/ou aos dados, ao invés da

avaliação pela retirada individual ou conjunta de pontos. Essa metodologia, foi deno-

minada de influência local. Posteriormente, faremos uso dessas técnicas (deleção de

casos e influência local) e daremos maiores detalhes sobre as mesmas.

3.2.1 Análise de reśıduos

Nesta seção exibimos os reśıduos de Cox-Snell ajustado e martingale apresentados

em Farrington (2000) e os reśıduos componente do desvio modificado conforme apre-

sentado em Hashimoto et al. (2010). Posteriormente, faremos um estudo de simulação

para verificar o comportamento de tais reśıduos.

Reśıduos de Cox-Snell ajustado

Quando estamos na presença de dados censurados os reśıduos não podem ser

obtidos ignorando esse fato. De acordo com Farrington (2000) um tipo de reśıduo

comumente utilizado para dados com censura à direita é o reśıduo de Cox-Snell, Cox

e Snell (1968). Esses reśıduos são baseados nas observações de uma variável aleatória

de tempo, T, com função de sobrevivência S(t) tal que a variável aleatória − logS(T )

é distribúıda exponencialmente com média um.

De acordo com Farrington (2000) essa lógica pode ser aplicada em casos de cen-
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sura intervalar. Dada uma amostra de intervalos censurados (a1, b1], · · · , (an, bn] e

funções de sobrevivências estimadas Ŝi, os intervalos (− log Ŝi(ai),− log Ŝi(bi)], i =

1, . . . , n podem ser aproximados pela amostra de censuras intervalares de uma distri-

buição exponencial com média um.

Uma deficiência na versão do reśıduo de Cox-Snell para dados com censura in-

tervalar é que os mesmos não são fáceis de manusear por se tratarem de intervalos.

Segundo Farrington (2000), uma maneira de superar esse problema é substituir os

reśıduos intervalares por valores esperados sob a distribuição de uma exponencial de

média um. Sendo U uma variável aleatória com distribuição exponencial de média um,

definimos

rCi
(ai, bi) = E{U |U ∈ [− log(Si(ai)),− log(Si(bi))]}

=

∫ − log(Si(bi))

− log(Si(ai))

ue−udu

∫ − log(Si(bi))

− log(Si(ai))

e−vdv

=
Si(ai){1− log Si(ai)} − Si(bi){1− log Si(bi)}

Si(ai)− Si(bi)

lembrando que Si(xi) = e−xi , xi ≥ 0 ∀i.
Por simplicidade, escrevemos rCi

para rCi
(ai, bi), quando não houver ambiguidade

quanto a censura intervalar. Com isso, definimos o reśıduo de Cox-Snell ajustado para

dados com censura intervalar por

r̂Ci
=
Ŝ(ai){1− log Ŝ(ai)} − Ŝ(bi){1− log Ŝ(bi)}

Ŝ(ai)− Ŝ(bi)
.

Para intervalos da forma (log(ui), log(vi)) temos

r̂Ci
=
Ŝ[log(ui)]{1− log Ŝ[log(ui)]} − Ŝ[log(vi)]{1− log Ŝ[log(vi)]}

Ŝ[log(ui)]− Ŝ[log(vi)]
.

Tomando por base o modelo de regressão dado em (3.1) os reśıduos do Cox-Snell

ajustado fica dado por
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r̂Ci
=



































(1− F (ξ̂i2u))(1− log(1− F (ξ̂i2u)))− (1− F (ξ̂i2v))(1− log(1− F (ξ̂i2v)))

F (ξ̂i2v)− F (ξ̂i2u)
,

se i ∈ I

1− log(1− F (ξ̂i2u)),

se i ∈ C

em que ξi2u, ξi2v e F (.) são como dados em (3.2).

Reśıduo de martingale

De acordo com Farrington (2000) e Hashimoto et al. (2010) apresentamos uma

adaptação para os reśıduos de Cox-Snell, a qual foi discutida por Lagakos (1980). Tal

adaptação dos reśıduos de Cox-Snell resulta em um novo reśıduo chamado de reśıduos

Martingale (Barlow e Prentice, 1988). Esses reśıduos são assimétricos e assume valor

máximo em 1 e mı́nimo em −∞, o mesmo é definido por

r̂Mi
= 1− r̂Ci

=
Ŝ[log(ui)] log Ŝ[log(ui)]− Ŝ[log(vi)] log Ŝ[log(vi)]

Ŝ[log(ui)]− Ŝ[log(vi)]
.

Assim, para o modelo de regressão dado em (3.1) temos que

r̂Mi
=











(1− F (ξ̂i2u)) log(1− F (ξ̂i2u))− (1− F (ξ̂i2v)) log(1− F (ξ̂i2v))

F (ξ̂i2v)− F (ξ̂i2u)
, se i ∈ I

log(1− F (ξ̂i2u)), se i ∈ C

.

Reśıduos componente do desvio modificado

O terceiro reśıduo que estudaremos trata-se dos reśıduos componente do desvio

modificado, definido por:

rDi
= sinal(rMi

)[−2{rMi
+ δi log(δi − rMi

)}]1/2,

em que δi é a variável indicadora de censura intervalar. Os mesmos são uma tentativa

de tornar os reśıduos martingale mais simétricos em torno do zero. Para o modelo dado

em (3.1) os reśıduos componente do desvio modificado são dados por,
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r̂Di
=







































sinal(r̂Mi
)

[

−2

{

ρi2u − ρi2v

F (ξ̂i2v)− F (ξ̂i2u)
+ log

(

1− ρi2u − ρi2v

F (ξ̂i2v)− F (ξ̂i2u)

)}]1/2

,

se i ∈ I

sinal(r̂Mi
)[−2 log(1− F (ξ̂i2u))],

se i ∈ C

,

em que ρi2u = (1− Φ(ξ̂i2u)) log(1− Φ(ξ̂i2u)) e ρi2v = (1− Φ(ξ̂i2v)) log(1− Φ(ξ̂i2v)).

O gráfico dos reśıduos contra os tempos são uma ferramenta importante na

análise, pois os mesmos nos dão uma forma de verificar a adequação do modelo ajustado

e auxiliam a encontrar observações at́ıpicas. Para o cálculo dos reśıduos corresponden-

tes aos modelos de regressão log-BS e log-BS-t de student, basta substituir F pelas

respectivas fda que geram a BSG, a saber, Φ e Φt.

3.2.2 Estudo de simulação

Com o intuito de investigar o comportamento da distribuição emṕırica dos reśıduos

Cox-Snell ajustado, Martingale e componente do desvio modificado para os modelos

de regressão log-BS e log-BS-t de student com censura intervalar e à direita, fizemos

os seguintes estudos de simulação.

Caso 1 - Estudo de simulação para o modelo log-BS

Geramos os logaritmos dos tempos de sobrevivência y1, y2, · · · , yn por meio de

simulações de Monte Carlo considerando o modelo de regressão dado em (3.1), em que

f corresponde a densidade da normal padrão, ou seja, o modelo de regressão log-BS.

Os yi foram gerados a partir da relação

yi = x0β0 + x1β1 + log

{

[

αU/2 +
√

((α2U2)/4) + 1
]2
}

,

em que U ∼ N(0, 1), fixamos β0 = 4, β1 = 2, α sendo 1 e posteriormente 2, e os xi com

i = 1, · · · , n foram gerados de uma distribuição uniforme(0, τ), onde τ foi ajustado

até que fossem obtidas as porcentagens de censura à direita de 0%, 10% e 30% para

amostras de tamanhos n = 50, 100 e 200. Os logaritmos dos tempos com censura

intervalar log(ui) e log(vi) foram gerados de forma que yi ∈ (log(ui), log(vi)) com
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probabilidade um, conforme em Hashimoto et al. (2010), seguindo o mesmo enfoque

adotado por Zhao (2004).

Para cada combinação de n, α e porcentagem de censura, geramos 1000 amostras

e para cada uma ajustamos o modelo de regressão log-BS com censura intervalar e à

direita. Assim, para cada modelo ajustado, os reśıduos rCi
, rMi

e rDi
foram calculados

e armazenados. As Figuras de (3.1) à (3.6) apresentam os reśıduos versus os valo-

res esperados das estat́ısticas de ordem da distribuição normal padrão. Esse gráfico

corresponde ao gráfico normal de probabilidade e serve para avaliar o afastamento da

suposição de normalidade para esses reśıduos (Weisberg, 1985).

Dos gráficos apresentados temos as seguintes interpretações:

i) Nota-se que a distribuição emṕırica do reśıduo componente do desvio modificado

concorda com a distribuição normal padrão.

ii) As distribuições emṕıricas dos reśıduos de Cox-Snell ajustado e do reśıduo mar-

tingale apresentam um comportamento semelhante, sendo que ambos apresentam

uma acentuada assimetria.

iii) Quanto menor a censura mais próxima da distribuição normal se torna a distri-

buição emṕırica do reśıduo componente do desvio modificado.

iv) Quanto maior o tamanho da amostra, melhor a concordância entre a distribuição

emṕırica do reśıduo componente do desvio modificado e a distribuição normal

padrão.
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Figura 3.1: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado

(rCi
), reśıduo Martingale (rM1

) e reśıduo componente do desvio modificado (rDi
) com

porcentagem de censura à direita de 0% e α = 1.
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Figura 3.2: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado

(rCi
), reśıduo Martingale (rM1

) e reśıduo componente do desvio modificado (rDi
) com

porcentagem de censura à direita de 10% e α = 1.
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Figura 3.3: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado

(rCi
), reśıduo Martingale (rM1

) e reśıduo componente do desvio modificado (rDi
) com

porcentagem de censura à direita de 30% e α = 1.
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Figura 3.4: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado

(rCi
), reśıduo Martingale (rM1

) e reśıduo componente do desvio modificado (rDi
) com

porcentagem de censura à direita de 0% e α = 2.
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Figura 3.5: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado

(rCi
), reśıduo Martingale (rM1

) e reśıduo componente do desvio modificado (rDi
) com

porcentagem de censura à direita de 10% e α = 2.
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Figura 3.6: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado

(rCi
), reśıduo Martingale (rM1

) e reśıduo componente do desvio modificado (rDi
) com

porcentagem de censura à direita de 30% e α = 2.

46



Caso 2 - Estudo de simulação para o modelo log-BS-t de student

Geramos os logaritmos dos tempos de sobrevivência y1, y2, · · · , yn por meio de

simulações de Monte Carlo considerando o modelo de regressão dado em (3.1), em

que f corresponde a densidade de uma distribuição tν , ou seja, o modelo de regressão

log-BS-t de student. Os yi foram gerados a partir relação

yi = x0β0 + x1β1 + log

{

[

αU/2 +
√

((α2U2)/4) + 1
]2
}

em que U ∼ t(ν). Fixamos α = 1, β0 = 4 e β1 = 2 e geramos os xi com i = 1, · · · , n
de uma uniforme(0, τ), onde τ foi ajustado até que fossem obtidas as porcentagens

de censura à direita de 0%, 10% e 30% para amostras de tamanho n = 200. Os

logaritmos dos tempos com censura intervalar log(ui) e log(vi) foram gerados de forma

que yi ∈ (log(ui), log(vi)) com probabilidade um. Variamos o grau de liberdade ν e a

porcentagem de censura, sendo que geramos 1000 amostras e para cada uma ajustamos

o modelo regressão log-BS-t com censura intervalar. Com o ajuste feito, calculamos e

armazenamos os reśıduos de Cox-Snell, Martingale e componente do desvio modificado

conforme é mostrado nas Figuras de (3.7)-(3.12).

Dos gráficos aprensentados temos as seguintes interpretações:

i) Nota-se que a distribuição emṕırica do reśıduo componente do desvio modificado

concorda com a distribuição normal padrão.

ii) As distribuições emṕıricas dos reśıduos de Cox-Snell ajustado e do reśıduo mar-

tingale apresentam um comportamento semelhante, sendo que ambos apresentam

uma acentuada assimetria.

iii) Quanto menor a censura mais próxima da distribuição normal se torna a distri-

buição emṕırica do reśıduo componente do desvio modificado.

iv) Quanto maior o tamanho da amostra, melhor a concordância entre a distribuição

emṕırica do reśıduo componente do desvio modificado e a distribuição normal

padrão.

v) Quanto maior o grau de liberdade da distribuição t de student mais próximo

a distribuição emṕırica dos reśıduos componente do desvio modificado fica da

distribuição normal padrão.
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Figura 3.7: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado,

Martingale e componente de desvio modificado com ν = 3, 4 e 5 nas três primeiras

linhas, respectivamente e 0% de censura à direita sendo α = 1.
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Figura 3.8: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado,

Martingale e componente de desvio modificado com ν = 7, 30 e 100 nas três primeiras

linhas, respectivamente e 0% de censura à direita sendo α = 1.
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Figura 3.9: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado,

Martingale e componente de desvio modificado com ν = 3, 4 e 5 nas três primeiras

linhas, respectivamente e 10% de censura à direita sendo α = 1.
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Figura 3.10: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado,

Martingale e componente de desvio modificado com ν = 7, 30 e 100 nas três primeiras

linhas, respectivamente e 10% de censura à direita sendo α = 1.
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Figura 3.11: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado,

Martingale e componente de desvio modificado com ν = 3, 4 e 5 nas três primeiras

linhas, respectivamente e 30% de censura à direita sendo α = 1.
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Figura 3.12: Gráficos normais de probabilidade para os reśıduos Cox-Snell ajustado,

Martingale e componente de desvio modificado com ν = 7, 30 e 100 nas três primeiras

linhas, respectivamente e 30% de censura à direita sendo α = 1.
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3.2.3 Influência local

O objetivo do estudo da influência local é buscar a existência de observações

(pontos) que sob pequenas modificações no modelo causam variações desproporcionais,

ou seja, pontos que possivelmente estejam fazendo com que o modelo esteja sendo mal

ajustado. Existem algumas técnicas desenvolvidas nesse intuito, entre elas, a mais

conhecida é a deleção de casos introduzida por Cook (1977) que avalia o impacto da

retirada de uma observação ou de um conjunto de observações. Cook (1977) introduziu

essa técnica inicialmente em modelos normais lineares e depois a mesma foi adaptada

para outras classes de modelos. Moolgavkar et al. (1984), por exemplo, estende-

ram para modelos de regressão não-linear com aplicações em estudos emparelhados

enquanto Paula e Peres (1988), discutiram a deleção de pontos em modelos lineares

generalizados com parâmetros restritos na forma Cβ ≥ 0.

O estudo inicial da influência local baseou-se na análise do afastamento pela

verossimilhança LD(ω) = 2{l(θ̂)− l(θ̂ω)}, em que θ̂ω denota o estimador de máxima

verossimilhança sob o modelo perturbado e ω = (ω1, · · · , ωn)
⊤ é o vetor de perturbações

aplicados ao modelo e/ou aos dados. Assim, se a distância entre θ̂ e θ̂ω permanecer

“pequena” quando ω varia em Ω ⊆ R
q, com q ≤ n, temos a indicação de que o modelo

ajustado é estável no que diz respeito ao esquema de perturbação utilizado. Cook

(1986) propôs uma abordagem mais moderna que se baseia na análise das curvaturas

das seções normais da superf́ıcie,

α(ω) =





ω

LD(ω)



 =

















ω1

...

ωq

LD(ω)

















, ω ∈ Ω,

denominada de gráfico de influência, numa vizinhança de um ponto ω0, chamado de

vetor de não perturbação, que satisfaz l(θ̂) = l(θ̂ω0
).

Para isso, Cook (1986) considerou uma direção arbitrária em R
q a qual represen-

tou por um vetor unitário d, e uma linha reta em Ω, na direção de d, ou seja,

ω(a) = ω0 + ad, com a ∈ R,

em seguida considerou o gráfico de LD{ω(a)} contra a, com a ∈ R. Esse gráfico é
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denominado de linha projetada e cada linha projetada pode ser caracterizada pela

curvatura normal C l(θ̂) em torno de a = 0. (para mais detalhes ver Souza, 1999).

A sugestão de Cook (1986) é considerar a direção lmax correspondente à maior

curvatura Clmax
. O gráfico de lmax contra o ı́ndice das observações pode mostrar os

elementos que, sob pequenas perturbações, exercem notável influência sobre LD(ω).

Cook (1986) mostrou que a curvatura normal pode ser expressa na forma geral como

Cl(θ) = 2|l⊤∆⊤
..

L
−1

θθ
∆l| (3.7)

em que ∆ é uma matriz (p + q) × n que depende do esquema de perturbação usado,

cujos elementos são ∆ij = ∂2l(θ|ω)/∂θj∂ωi, i = 1, · · · , p+ q e j = 1, · · · , n, com todas

as quantidades sendo avaliadas em ω = ω0 e θ = θ̂. Assim, Clmax
é o maior autovalor

da matriz

B = −∆⊤
..

L
−1

θθ
∆,

e lmax o correspondente autovetor. Quando o interesse é avaliar a influência parcial

em subconjunto de θ = (θ1

⊤,θ2

⊤), θ1 por exemplo, temos que a curvatura normal na

direção do vetor l é dada por

Cl(θ1) = 2|l⊤∆⊤(
..

L
−1

θθ −B1)∆l|,

com

B1 =





0 0

0
..

L
−1

22





e
..

L22= {∂l(θ|ω)/∂θ2

⊤∂θ2}|
θ = θ̂

.

O gráfico do autovetor associado ao maior autovalor da matriz−∆⊤(
..

L
−1

θθ
−B1)∆

contra o ı́ndice das observações podem revelar quais observações estão influenciando

θ̂1. Analogamente, quando o interesse está em θ2, então a curvatura normal na direção

do vetor l é dada por

Cl(θ2) = 2|l⊤∆⊤(
..

L
−1

θθ −B2)∆l|,

com

B2 =





..

L
−1

11 0

0 0





e
..

L11= {∂l(θ|ω)/∂θ1

⊤∂θ1}|
θ = θ̂

.
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A influência local das observações em θ̂2 pode ser avaliada considerando o gráfico

lmax para a matriz −∆⊤(
..

L
−1

θθ
−B2)∆ contra o ı́ndice das observações. Lesaffre e

Verbeke (1998) sugerem considerar também a curvatura na direção do i-ésimo vetor da

base canônica de R
q+1. Seguindo a sugestão dos mesmos temos que a Expressão (3.7)

será dada por Ci = 2|∆i
⊤

..

L
−1

θθ ∆i| em que ∆⊤
i denota a i-ésima linha da matriz ∆.

Verbeke e Molenberghs (2000, Seção 11.3) propuseram considerar como influentes os

casos em que

Ci ≥ 2C,

em que C =
1

n

n
∑

i=1

Ci.

Para o modelo de regressão log-BSG na de presença de censura intervalar e à

direita (3.1) os elementos de
..

Lθ̂θ̂ são
..

Lβ̂β̂= X⊤D̂X,
..

Lβ̂α̂= X⊤K̂ e
..

Lα̂α̂= tr(M̂ ),

dados em (3.6).

Neste trabalho, derivamos as curvaturas normais para o modelo de regressão li-

near log-BSG (3.1) com observações censuradas sob sete esquemas de perturbação. São

eles: ponderação de casos, dois casos particulares da ponderação de casos, perturbação

do limite inferior da variável resposta, perturbação do limite superior da variável res-

posta, perturbação da variável resposta intervalar e perturbação de uma covariável

cont́ınua, seguindo a mesma ideia de Hashimoto et al. (2010).

Cálculo das curvaturas

Doravante, para cada perturbação indicada iremos obter a matriz

∆ = (∆ji)(p+2)×n =

(

∂2l(θ|ω)

∂θj∂ωi

)

, j = 1, · · · , p+ 2 e i = 1, · · · , n

avaliada em θ = θ̂ e ω = ω0 de acordo com o modelo definido em (3.1) sendo

l(θ|ω) o logaritmo da função de verossimilhança perturbada correspondente ao res-

pectivo esquema considerado. Como no modelo (3.1) dependemos de um vetor θ =

(α, β0, · · · , βp)⊤ temos que a matriz ∆ assume a seguinte forma






















∂2l(θ|ω)

∂α∂ω1

∂2l(θ|ω)

∂α∂ω2

. . .
∂2l(θ|ω)

∂α∂ωn
∂2l(θ|ω)

∂β0∂ω1

∂2l(θ|ω)

∂β0∂ω2

. . .
∂2l(θ|ω)

∂β0∂ωn
...

...
. . .

...

∂2l(θ|ω)

∂βp∂ω1

∂2l(θ|ω)

∂βp∂ω2

. . .
∂2l(θ|ω)

∂βp∂ωn























.
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Assim, podemos simplificar a notação da mesma escrevendo-a da seguinte forma

∆ = (∆⊤
α ,∆

⊤
β )

⊤, em que ∆α é uma matriz 1× n definida por

(

∂2l(θ|ω)

∂α∂ω1

∂2l(θ|ω)

∂α∂ω2

. . .
∂2l(θ|ω)

∂α∂ωn

)

e ∆β é uma matriz (p+ 1)× n dada por















∂2l(θ|ω)

∂β0∂ω1

∂2l(θ|ω)

∂β0∂ω2

. . .
∂2l(θ|ω)

∂β0∂ωn
...

...
. . .

...

∂2l(θ|ω)

∂βp∂ω1

∂2l(θ|ω)

∂βp∂ω2

. . .
∂2l(θ|ω)

∂βp∂ωn















.

Ponderação de casos

Nesse esquema temos o interesse em avaliar se as contribuições das observações

com diferentes pesos afetarão as estimativas de máxima verossimilhança de θ. Esse

esquema de perturbação é o mais utilizado na avaliação da influência sobre um modelo

e, no nosso caso, a função logaritmo da verossimilhança assume a seguinte forma

l(θ|ω) =
∑

i∈I

ωil1(α, ξi2u, ξi2v) +
∑

i∈C

ωil2(α, ξi2u)

em que l1(.) e l2(.) são como definidos nas expressões (3.4) e (3.5). Onde cada 0 ≤
ωi ≤ 1, nesse caso, temos que o vetor de não perturbação é ω0 = (1, · · · , 1)⊤.

Os elementos da matriz ∆ = (∆⊤
α ,∆

⊤
β )

⊤ são expressos da seguinte maneira. Os

elementos do vetor ∆α são dados por

∆i =















1

α̂

f(ξ̂i2u)ξ̂i2u − f(ξ̂i2v)ξ̂i2v

F (ξ̂i2v)− F (ξ̂i2u)
, se i ∈ I

1

α̂
h(ξ̂i2u)ξ̂i2u, se i ∈ C

e os elementos de ∆β são dados por

∆ji =















1

2
xij

(

ξ̂i1uf(ξ̂i2u)− ξ̂i1vf(ξ̂i2v)

F (ξ̂i2v)− F (ξ̂i2u)

)

, se i ∈ I

1

2
xij ξ̂i1uh(ξ̂i2u), se i ∈ C

.
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Casos especiais da ponderação de casos

Caso 1 - Neste caso a função logaritmo da verossimilhança é dada por

l(θ|ω) =
∑

i∈I

ωil1(α, ξi2u, ξi2v) +
∑

i∈C

l2(α, ξi2u)

em que l1(.) e l2(.) são como definidos nas expressões (3.4) e (3.5). Onde cada 0 ≤
ωi ≤ 1, nesse caso, temos que o vetor de não perturbação é ω0 = (1, · · · , 1)⊤.

Os elementos da matriz ∆ = (∆⊤
α ,∆β

⊤)⊤ são expressos da seguinte maneira. Os

elementos do vetor ∆α são dados por

∆i =











1

α̂

f(ξ̂i2u)ξ̂i2u − f(ξ̂i2v)ξ̂i2v

F (ξ̂i2v)− F (ξ̂i2u)
, se i ∈ I

0, se i ∈ C

e os elementos de ∆β são dados por

∆ji =















1

2
xij

(

ξ̂i1uf(ξ̂i2u)− ξ̂i1vf(ξ̂i2v)

F (ξ̂i2v)− F (ξ̂i2u)

)

, se i ∈ I

0, se i ∈ C

.

Caso 2 - Aqui, consideramos a função de log-verossimilhança como sendo

l(θ|ω) =
∑

i∈I

l1(α, ξi2u, ξi2v) +
∑

i∈C

ωil2(α, ξi2u)

em que l1(.) e l2(.) são como definidos nas expressões (3.4) e (3.5). Onde cada 0 ≤
ωi ≤ 1, nesse caso, temos que o vetor de não perturbação também é ω0 = (1, · · · , 1)⊤.

Os elementos da matriz ∆ = (∆⊤
α ,∆β

⊤)⊤ são expressos da seguinte maneira. Os

elementos do vetor ∆α são dados por

∆i =







0, se i ∈ I
1

α̂
h(ξ̂i2u)ξ̂i2u, se i ∈ C

e os elementos de ∆β são dados por

∆ji =







0, se i ∈ I
1

2
xij ξ̂i1uh(ξ̂i2u), se i ∈ C

.
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Perturbação do limite inferior da variável resposta log(ui)

Neste caso, o interesse em fazer essa perturbação é analisar a sensibilidade do

modelo quando o limite inferior (log(ui)) da variável resposta é submetida a uma

perturbação aditiva uiw = log(ui) + ωiSu, ωi ∈ R, em que Su é um fator de escala

que pode ser, por exemplo, a estimativa do desvio padrão da variável aleatória log(U),

ver Hashimoto et al. (2010).

Nessa situação, o logaritmo da função de verossimilhança perturbada é da forma

l(θ|ω) =
∑

i∈I

l1(α, ξ
∗
i2u, ξi2v) +

∑

i∈C

l2(α, ξ
∗
i2u)

em que ξ∗i1u =
2

α
cosh

(

log(ui) + wiSu − µi

2

)

, ξ∗i2u =
2

α
senh

(

log(ui) + wiSu − µi

2

)

,

ω0 = (0, · · · , 0)⊤ é o vetor de não perturbação, l1(.) e l2(.) são como definidos nas

expressões (3.4) e (3.5).

Os elementos da matriz ∆ = (∆⊤
α ,∆β

⊤)⊤ são expressos com os elementos do

vetor ∆α dados por

∆i =



































Suξ̂i1u
2α̂

[

f ′(ξ̂i2u)ξ̂i2u + f(ξ̂i2u)

F (ξ̂i2v)− F (ξ̂i2u)
− f(ξ̂i2u)(f(ξ̂i2v)ξ̂i2v − f(ξ̂i2u)ξ̂i2u)

(F (ξ̂i2v)− F (ξ̂i2u))2

]

, se i ∈ I

Suξ̂i1u
2α̂

[

f ′(ξ̂i2u)ξ̂i2u + f(ξ̂i2u)

F (−ξ̂i2u)
+ h2(ξ̂i2u)ξ̂i2u

]

, se i ∈ C

.

Notemos agora que,

∂l(θ|ω)

∂βj
=

∑

i∈I

f(ξi2v)
(

−xij
2

)

ξi1v − f(ξ∗i2u)
(

−xij
2

)

ξ∗i1u

F (ξi2v)− F (ξ∗i2u)

−
∑

i∈C

f(ξ∗i2u)
(

−xij
2

)

ξ∗i1u

F (−ξ∗i2u)

=
∑

i∈I

xij
2

(

f(ξ∗i2u)ξ
∗
i1u − f(ξi2v)ξi1v

F (ξi2v)− F (ξ∗i2u)

)

+
∑

i∈C

xij
2
h(ξ∗i2u)ξ

∗
i1u,

∂(f(ξ∗i2u)ξ
∗
i1u)

∂ωi

=
Su

2
(f ′(ξ∗i2u)(ξ

∗
i1u)

2 + f(ξ∗i2u)ξ
∗
i2u), (3.8)

∂(h(ξ∗i2u)ξ
∗
i1u)

∂ωi

=
Su(ξ

∗
i1u)

2

2

(

f ′(ξ∗i2u)F (−ξ∗i2u) + f 2(ξ∗i2u)

F 2(−ξ∗i2u)

)

+
Su

2
ξ∗i2uh(ξ

∗
i2u), (3.9)
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e
∂F (−ξ∗i2u)

∂ωi

= −f(ξ∗i2u)ξ∗i1u
Su

2
. (3.10)

Usando as relações de (3.8)− (3.10), obtemos que os elementos da matriz ∆β são

dados por

∆ji =



























































xijSu

4

(

f ′(ξ̂i2u)(ξ̂i1u)
2 + f(ξ̂i2u)ξ̂i2u

F (ξ̂i2v)− F (ξ̂i2u)
+
f(ξ̂i2u)ξ̂i1u(f(ξ̂i2u)ξ̂i1u − f(ξ̂i2v)ξ̂i1v)

(F (ξ̂i2v)− F (ξ̂i2u))2

)

,

se i ∈ I

xijSu

4

[

(ξ̂i1u)
2

(

f ′(ξ̂i2u)F (−ξ̂i2u) + f 2(ξ̂i2u)

F 2(−ξ̂i2u)

)

+ ξ̂i2uh(ξ̂i2u)

]

,

se i ∈ C

.

Perturbação do limite superior da variável resposta log(vi)

Similarmente ao caso anterior faremos agora uma perturbação no limite supe-

rior, log(vi), da variável resposta submetendo-a a seguinte perturbação aditiva viw =

log(vi) + ωiSv, ωi ∈ R, em que Sv é um fator de escala que pode ser, por exemplo, a

estimativa do desvio padrão de log(V ).

O logaritmo da função de verossimilhança perturbada para esse caso é dado por

l(θ|ω) =
∑

i∈I

l1(α, ξi2u, ξ
∗
i2v) +

∑

i∈C

l2(α, ξi2u)

em que ξ∗i1v =
2

α
cosh

(

log(vi) + wiSv − µi

2

)

, ξ∗i2v =
2

α
senh

(

log(vi) + wiSv − µi

2

)

,

ω0 = (0, · · · , 0)⊤ é o vetor de não perturbação, l1(.) e l2(.) são como definidos nas

expressões (3.4) e (3.5).

Os elementos da matriz ∆ = (∆⊤
α ,∆β

⊤)⊤ são expressos da seguinte maneira. Os

elementos do vetor ∆α são dados por

∆i =







































−Sv

2α̂

[

f ′(ξ̂i2v)ξ̂i2v ξ̂i1v + ξ̂i1vf(ξ̂i2v)

F (ξ̂i2v)− F (ξ̂i2u)
− [f(ξ̂i2v)ξ̂i2v − f(ξ̂i2u)ξ̂i2u]f(ξ̂i2v)ξ̂i1v

[F (ξ̂i2v)− F (ξ̂i2u)]2

]

,

se i ∈ I

0,

se i ∈ C
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e os elementos de ∆β são dados por

∆ji =







































−xijSv

4

[

f ′(ξ̂i2v)(ξ̂i1v)
2 + ξ̂i2vf(ξ̂i2v)

F (ξ̂i2v)− F (ξ̂i2u)
− f(ξ̂i2v)ξ̂i1v(f(ξ̂i2v)ξ̂i1v − f(ξ̂i2u)ξ̂i1u)

[F (ξ̂i2v)− F (ξ̂i2u)]2

]

,

se i ∈ I

0,

se i ∈ C

.

Perturbação da variável resposta intervalar (log(ui), log(vi))

Com o intuito de analisarmos a sensibilidade do modelo quando cada intervalo

(log(ui), log(vi)) que contém a variável resposta yi é submetido simultaneamente aos

dois tipos de perturbações expostos anteriormente (perturbação do limite inferior e do

limite superior da variável resposta), temos que o logaritmo da função de verossimi-

lhança assume a seguinte forma

l(θ|ω) =
∑

i∈I

l1(α, ξ
∗
i2u, ξ

∗
i2v) +

∑

i∈C

l2(α, ξ
∗
i2u),

em que ξ∗i2u e ξ∗i2v são como definidos anteriormente, ωi ∈ R, ω0 = (0, · · · , 0)⊤ é o vetor

de não perturbação, l1(.) e l2(.) são como definidos nas expressões (3.4) e (3.5), e Su e

Sv são fatores de escala que podem corresponder, respectivamente, as estimativas do

desvio padrão das variáveis aleatórias log(U) e log(V ).

Para determinarmos os elementos da matriz ∆ = (∆⊤
α ,∆

⊤
β )

⊤ observemos primei-

ramente que

∂l(θ|ω)

∂ωi

=











































f(ξ∗i2v)ξ
∗
i1v

(

Sv

2

)

− f(ξ∗i2u)ξ
∗
i1u

(

Su

2

)

F (ξ∗i2v)− F (ξ∗i2u)
, se i ∈ I

−
f(ξ∗i2u)ξ

∗
i1u

(

Su

2

)

F (−ξ∗i2u)
, se i ∈ C

.

Em seguida, consideremos as relações

∂F (ξ∗i2v)

∂α
= − 1

α
f(ξ∗i2v)ξ

∗
i2v, (3.11)
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∂ (f(ξ∗i2v)ξ
∗
i1v)

∂α
= − 1

α
(f ′(ξ∗i2v)ξ

∗
i2vξ

∗
i1v + ξ∗i1vf(ξ

∗
i2v)) = − 1

α
q∗iv (3.12)

analogamente,
∂ (f(ξ∗i2u)ξ

∗
i1u)

∂α
= − 1

α
q∗iu, (3.13)

em que q∗iu = f ′(ξ∗i2u)ξ
∗
i2uξ

∗
i1u + ξ∗i1uf(ξ

∗
i2u) e q

∗
iv = f ′(ξ∗i2v)ξ

∗
i2vξ

∗
i1v + ξ∗i1vf(ξ

∗
i2v).

Utilizando as relações (3.11)-(3.13) obtemos que, se i ∈ I,

∂2l(θ|ω)

∂α∂ωi

= − 1

2α

[

q∗ivSv − q∗iuSu

F (ξ∗i2v)− F (ξ∗i2u)

]

+
1

2α

[

[f(ξ∗i2v)ξ
∗
i2v − f(ξ∗i2u)ξ

∗
i2u][f(ξ

∗
i2v)ξ

∗
i1vSv − f(ξ∗i2u)ξ

∗
i1uSu]

[F (ξ∗i2v)− F (ξ∗i2u)]
2

]

.

Caso i ∈ C, temos

∂2l(θ|ω)

∂α∂ωi

=
Su

2α

[

q∗iu
F (−ξ∗i2u)

+
f 2(ξ∗i2u)ξ

∗
i1uξ

∗
i2v

F 2(−ξ∗i2u)

]

,

onde obtemos que os elementos de ∆α são dados por

∆i =















































































− 1

2α̂

[

q̂ivSv − q̂iuSu

F (ξ̂i2v)− F (ξ̂i2u)

]

+
1

2α̂

[

[f(ξ̂i2v)ξ̂i2v − f(ξ̂i2u)ξ̂i2u][f(ξ̂i2v)ξ̂i1vSv − f(ξ̂i2u)ξ̂i1uSu]

[F (ξ̂i2v)− F (ξ̂i2u)]2

]

,

se i ∈ I

Su

2α̂

[

q̂iu

F (−ξ̂i2u)
+
f 2(ξ̂i2u)ξ̂i1uξ̂i2u

F 2(−ξ̂i2u)

]

,

se i ∈ C

.

Em seguida determinamos os elementos da matriz ∆β observando as seguintes

relações
∂ (f(ξ∗i2v)ξ

∗
i1v)

∂βj
= −xij

2

(

f ′(ξ∗i2v)(ξ
∗
i1v)

2 + ξ∗i2vf(ξ
∗
i2v)
)

= −xij
2
p∗iv

em que, p∗iv = f ′(ξ∗i2v)(ξ
∗
i1v)

2 + ξ∗i2vf(ξ
∗
i2v). Analogamente, temos que

∂ (f(ξ∗i2u)ξ
∗
i1u)

∂βj
= −xij

2
p∗iu
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em que, p∗iu = f ′(ξ∗i2u)(ξ
∗
i1u)

2 + ξ∗i2uf(ξ
∗
i2u), onde obtemos que, se i ∈ I,

∂2l(θ|ω)

∂βj∂ωi

= −xij
4

[

(p∗iv − p∗iu)

F (ξ∗i2v)− F (ξ∗i2u)

]

+
xij
4

[

[f(ξ∗i2v)ξ
∗
i1v − f(ξ∗i2u)ξ

∗
i1u][f(ξ

∗
i2v)ξ

∗
i1vSv − f(ξ∗i2u)ξ

∗
i1uSu]

[F (ξ∗i2v)− F (ξ∗i2u)]
2

]

e que caso i ∈ C, temos

∂2l(θ|ω)

∂βj∂ωi

=
Suxij
4

[

p∗iu
F (−ξ∗i2u)

+
f 2(ξ∗i2u)(ξ

∗
i1u)

2

F 2(−ξ∗i2u)

]

.

Assim, temos que os elementos da matriz ∆β são dados por

∆ji =



















































































−xij
4

[

(p̂ivSv − p̂iuSu)

F (ξ̂i2v)− F (ξ̂i2u)

]

+
xij
4

[

[f(ξ̂i2v)ξ̂i1v − f(ξ̂i2u)ξ̂i1u][f(ξ̂i2v)ξ̂i1vSv − f(ξ̂i2u)ξ̂i1uSu]

[F (ξ̂i2v)− F (ξ̂i2u)]2

]

,

se i ∈ I

Suxij
4





f ′(ξ̂i2u)(ξ̂i1u)
2 + ξ̂i2uf(ξ̂i2u)

F (−ξ̂i2u)
+

(

f(ξ̂i2u)(ξ̂i1u)

F (−ξ̂i2u)

)2


 ,

se i ∈ C

.

Perturbação de uma covariável cont́ınua

O objetivo nesse tipo de perturbação é avaliar a sensibilidade do modelo sob

pequenas perturbações em uma covariável cont́ınua, denotada por Xt. Considere uma

perturbação aditiva para a covariável, definida por xitw = xit + ωiSt, ω ∈ R em que St

é o fator de escala que pode ser a estimativa do desvio padrão da variável X.

Nesse caso temos que o logaritmo da função de verossimilhança perturbada fica

dado por

l(θ|ω) =
∑

i∈I

l1(α, ξ
∗∗
i2u, ξ

∗∗
i2v) +

∑

i∈C

l2(α, ξ
∗∗
i2u)

em que

ξ∗∗i1u =
2

α
cosh

(

ui − (x∗
i )

⊤β

2

)

, ξ∗∗i2u =
2

α
senh

(

ui − (x∗
i )

⊤β

2

)

,

ξ∗∗i1v =
2

α
cosh

(

vi − (x∗
i )

⊤β

2

)

, ξ∗∗i2v =
2

α
senh

(

vi − (x∗
i )

⊤β

2

)

,
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onde (x∗
i )

⊤β = β1xi1 + β2xi2 + · · ·+ βtxitw + · · ·+ βpxip, ω0 = (0, · · · , 0)⊤ é o vetor de

não perturbação, l1(.) e l2(.) são como definidos nas expressões (3.4) e (3.5).

Para determinarmos os elementos de ∆ = (∆⊤
α ,∆

⊤
β )

⊤ devemos observar primei-

ramente as seguintes relações.

∂F (ξ∗∗i2v)

∂ωi

= −βtSt

2
f(ξ∗∗i2v)ξ

∗∗
i1v,

∂F (ξ∗∗i2v)

∂α
= − 1

α
f(ξ∗∗i2v)ξ

∗∗
i2v.

Para i ∈ I,
∂l(θ|ω)

∂ωi

=
βtSt

2

f(ξ∗∗i2u)ξ
∗∗
i1u − f(ξ∗∗i2v)ξ

∗∗
i1v

F (ξ∗∗i2v)− F (ξ∗∗i2u)

e para i ∈ C,
∂l(θ|ω)

∂ωi

=
βtSt

2

f(ξ∗∗i2u)ξ
∗∗
i1u

F (−ξ∗∗i2u)
,

∂ (f(ξ∗∗i2v)ξ
∗∗
i1v)

∂α
= − 1

α
(f ′(ξ∗∗i2v)ξ

∗∗
i2vξ

∗∗
i1v + ξ∗∗i1vf(ξ

∗∗
i2v)) = − 1

α
q∗∗iv (3.14)

em que qiv = f ′(ξ∗∗i2v)ξ
∗∗
i2vξ

∗∗
i1v + ξ∗∗i1vf(ξ

∗∗
i2v).

De modo análogo, obtemos também que,

∂ (f(ξ∗∗i2u)ξ
∗∗
i1u)

∂α
= − 1

α
q∗∗iu , (3.15)

em que qiu = f ′(ξ∗∗i2u)ξ
∗∗
i2uξ

∗∗
i1u + ξ∗∗i1uf(ξ

∗∗
i2u).

Utilizando as relações (3.14) e (3.15) obtemos que, se i ∈ I,

∂2l(θ|ω)

∂α∂ωi

= −βtSt

2α

[

(q∗∗iu − q∗∗iv )

F (ξ∗∗i2v)− F (ξ∗∗i2u)

]

+
βtSt

2α

[

[f(ξ∗∗i2v)ξ
∗∗
i2v − f(ξ∗∗i2u)ξ

∗∗
i2u][f(ξ

∗∗
i2u)ξ

∗∗
i1u − f(ξ∗∗i2v)ξ

∗∗
i1v]

[F (ξ∗∗i2v)− F (ξ∗∗i2u)]
2

]

.

Caso i ∈ C, temos

∂2l(θ|ω)

∂α∂ωi

= −βtSt

2α

[

q∗∗iv
F (−ξ∗∗i2u)

+
f 2(ξ∗∗i2u)ξ

∗∗
i2uξ

∗∗
i1u

F 2(−ξ∗∗i2u)

]

,
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onde obtemos que os elementos de ∆α são dados por

∆i =















































− β̂tSt

2α̂

[

(q̂iu − q̂iv)

F (ξ̂i2v)− F (ξ̂i2u)
− [f(ξ̂i2v)ξ̂i2v − f(ξ̂i2u)ξ̂i2u][f(ξ̂i2u)ξ̂i1u − f(ξ̂i2v)ξ̂i1v]

[F (ξ̂i2v)− F (ξ̂i2u)]2

]

,

se i ∈ I

− β̂tSt

2α̂

[

q̂iu

F (−ξ̂i2u)
+
f 2(ξ̂i2u)ξ̂i2uξ̂i1u

F 2(−ξ̂i2u)

]

,

se i ∈ C

e os elementos da matriz ∆β para j ̸= t são dados por

∆ji =



































− β̂tStxij
4

[

(p̂iu − p̂iv)

F (ξ̂i2v)− F (ξ̂i2u)
+

[f(ξ̂i2v)ξ̂i1v − f(ξ̂i2u)ξ̂i1u]
2

[F (ξ̂i2v)− F (ξ̂i2u)]2

]

, se i ∈ I

− β̂tStxij
4

[

p̂iu

F (−ξ̂i2u)
+
f 2(ξ̂i2u)(ξ̂i1u)

2

F 2(−ξ̂i2u)

]

, se i ∈ C

enquanto os elementos da matriz ∆β para j = t são dados por

∆ji =











































































St

2

f(ξ̂i2u)ξ̂i1u − f(ξ̂i2v)ξ̂i1v

F (ξ̂i2v)− F (ξ̂i2u)

− β̂tStxij
4

[

(p̂iu − p̂iv)

F (ξ̂i2v)− F (ξ̂i2u)
+

[f(ξ̂i2v)ξ̂i1v − f(ξ̂i2u)ξ̂i1u]
2

[F (ξ̂i2v)− F (ξ̂i2u)]2

]

,

se i ∈ I

St

2

f(ξ̂i2u)ξ̂i1u

F (−ξ̂i2u)
− β̂tStxij

4

[

p̂iu

F (−ξ̂i2u)
+
f 2(ξ̂i2u)(ξ̂i1u)

2

F 2(−ξ̂i2u)

]

,

se i ∈ C

com, p̂iu = f ′(ξ̂∗∗i2u)(ξ̂
∗∗
i1u)

2 + ξ̂∗∗i2uf(ξ̂
∗∗
i2u).
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Caṕıtulo 4

Aplicação

No decorrer desse caṕıtulo faremos uso da teoria estudada para modelar uma

situação real de estudo.

4.1 Descrição dos dados

Consideremos o banco de dados de câncer de mama, apresentado na Tabela (4.1),

extráıdo de Colosimo e Giolo (2006) e podendo ser obtido através do pacote “DPpac-

kage”, do software R., de Jara et al. (2011) com o nome de deterioration. Este conjunto

de dados considera a informação de tempo para deterioração estética da mama de mu-

lheres com câncer de mama no primeiro estágio, que passaram por uma mastectomia

e se submeteram a dois tipos de tratamentos, sendo eles: somente radioterapia ou ra-

dioterapia em conjunto com quimioterapia. O nosso interesse principal é o impacto

estético dos dois tratamentos, em outras palavras, o tempo da primeira retração mode-

rada ou severa de alguma mama, uma vez que ambos os tratamentos são considerados

muito eficazes na prevenção da recorrência desse tipo de câncer na fase inicial. Os dados

foram obtidos através de um estudo retrospectivo com 94 mulheres das quais 46 delas

receberam somente a radioterapia enquanto as demais, 48, receberam a radioterapia

juntamente com a quimioterapia. Cada mulher fez uma série de visitas a um médico, o

qual diagnosticava se havia, ou não, ocorrido a retração da mama. Caso tivesse ocor-

rido a retração, o tempo era conhecido apenas por situar-se entre o tempo da visita

atual e da visita imediatamente anterior, caracterizando então uma censura intervalar.

Também era posśıvel não ocorrer a retração em alguma mama de um paciente no de-
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correr do estudo caracterizando, assim, a censura à direita. Os tempos de sobrevivência

foram dispostos em meses. Colosimo e Giolo faz uma análise não paramétrica desse

banco de dados e uma análise paramétrica usando os modelos loǵıstico e gaussiano.

Hashimoto et al. (2010) por sua vez faz uma análise paramétrica, utilizando o modelo

de regressão Weibull-Exponenciada.

Tabela 4.1: Tempos (em meses) até a retração de uma das mamas para pacientes com

câncer de mama de acordo com dois tratamentos

(0, 7]; (0, 8]; (0, 5]; (4, 11]; (5, 12]; (5, 11]; (6, 10]; (7, 16]; (7, 14];

(11, 15], (11, 18];≥ 15;≥ 17; (17, 25]; (17, 25];≥ 18; (19, 35];

Radioterapia (18, 26];≥ 22;≥ 24;≥ 24; (25, 37]; (26, 40]; (27, 34];≥ 32;≥ 33;

≥ 34; (36, 44]; (36, 48];≥ 36;≥ 36; (37, 44];≥ 37;≥ 37;≥ 37;

≥ 38;≥ 40;≥ 45;≥ 46;≥ 46;≥ 46;≥ 46;≥ 46;≥ 46;≥ 46;≥ 46;

(0, 22]; (0, 5]; (4, 9]; (4, 8]; (5, 8]; (8, 12]; (8, 21]; (10, 35]; (10; 17];

Radioterapia (11, 13];≥ 11; (11, 17];≥ 11; (11, 20]; (12, 20];≥ 13; (13, 39];

+ ≥ 13;≥ 13; (14, 17]; (14, 19]; (15, 22]; (16, 24]; (16, 20]; (16, 24];

Quimioterapia (16, 60]; (17, 27]; (17, 23]; (17, 26]; (18, 25]; (18, 24]; (19, 32];

≥ 21; (22, 32];≥ 23; (24, 31]; (24, 30]; (30, 34]; (30, 36];≥ 31;

≥ 32; (32, 40];≥ 34;≥ 34;≥ 35; (35, 39]; (44, 48];≥ 48

O câncer de mama trata-se de uma doença crônica degenerativa, ou seja, a mesma

se desenvolve de forma gradual. Considerando, então, uma pessoa portadora dessa

doença é natural assumirmos que a mesma possui uma espécie de dano acumulado

causado pela doença no decorrer do tempo, ou seja, temos um processo de fadiga.

Assim, faremos uma análise paramétrica propondo dois modelos paramétricos à saber:

modelo de regressão log-BS e modelo de regressão log-BS-t de student uma vez que

ambos se mostram adequados para analisar tais dados. Faremos também uma análise

não paramétrica do modelos propostos na qual estimaremos as curvas de sobrevivência

para cada tratamento via algoritmo de Turnbull e em seguida comparamos as mesmas

com as dos modelos paramétricos.
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4.2 Modelo log-BS

Para ajustar os dados propomos, então, um modelo de regressão linear log-BS,

dado por:

yi = β0 + β1xi + ϵi, i = 1, · · · , 94 (4.1)

em que ϵi ∼ SN(α, 0, 2) e a covariável xi, i = 1, · · · , 94, assume 1 se o tratamento

usado foi apenas radioterapia e 0 se o tratamento utilizado foi radioterapia mais qui-

mioterapia.

Inicialmente vamos fazer uma análise não paramétrica das curvas de sobrevivência

estimadas pelo algoritmo de Turnbull para os dois tratamentos assim como apresentado

em Colosimo e Giolo (2006). Na Figura (4.1) vemos que no intervalo de tempo de 0

à 18 meses não há diferenças significativas entre os dois tratamentos. Porém, após 18

meses, notamos um rápido decaimento da função de sobrevivência para o tratamento de

radioterapia mais quimioterapia indicando que nesse tratamento a retração da mama

ocorre de forma mais rápida, sendo portanto um ind́ıcio de que o tratamento apenas

com radioterapia é mais eficaz a longo prazo, no sentido estético.
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Figura 4.1: Sobrevivência estimada para o Modelo (4.1) via o algoritmo de Turnbull

Na Tabela (4.2) encontram-se as estimativas de máxima verossimilhança, o erro

padrão, o p-valor e os intervalos de confiança para cada parâmetro.

Analisando a Tabela (4.2) notamos que fixado o ńıvel de significância em 5%, β1
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Tabela 4.2: Estimativas de máxima verossimilhança dos parâmetros do modelo de

regressão log-BS.

Parâmetro Estimativa Erro padrão p-valor Intervalo de confiança

α 0,9347 0,1043 0 (0,7303; 1,1391)

β0 3,1234 0,1446 0 (2,8400; 3,4068)

β1 0,3551 0,1994 0,0750 (-0,0357; 0,7459)

não é significativo, ou seja, parece não haver efeito de tratamento.

De acordo com a Figura (4.2) que apresenta a sobrevivência estimada via al-

goritmo de Turnbull e a sobrevivência ajustada para o modelo BS percebemos que

a sobrevivência estimada pelo modelo BS segue a mesma tendência da estimada via

algoritmo de Turnbull indicando que a suposição de que os erros assumem distribuição

BS pode ser adequada.
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Figura 4.2: Função de sobrevivência emṕırica e ajustada para o modelo BS.

Com intuito de verificar se há observações extremas e detectar posśıveis afasta-

mentos das suposições feitas para o modelo, exibimos na Figura (4.3) o gráfico dos

reśıduos componente do desvio modificado contra o ı́ndice das observações. Como po-

demos observar destacam-se como posśıveis pontos discrepantes as observações #1, #2,

#3 e #48. Notemos que tais observações correspondem a pacientes em que a retração da
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mama ocorreu até a primeira visita ao médico. Na Figura (4.4) apresentamos o gráfico

normal de probabilidade para os reśıduos componente do desvio modificado com en-

velope gerado (Atkinson, 1985). Percebemos, por esse gráfico, algumas ondulações no

comportamento dos reśıduos bem como alguns pontos fora do envelope sugerindo que

talvez um modelo de caudas mais pesadas possa se adequar melhor aos dados, ou seja,

o modelo BS não seria o mais adequado.
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Figura 4.3: Gráfico do reśıduo componente de devio versus ı́ndices das observações

para o modelo log-BS.

Fizemos uma análise de diagnóstico baseado em influência local com o objetivo

de detectar pontos influentes, ou seja, aqueles com influência desproporcional nas es-

timativas dos coeficientes do modelo. Considerando o esquema de perturbação limite

superior, notamos pelos gráficos apresentados na Figura (4.5) que as observações #1,

#2, #3 e #48 destoam das demais sendo, portanto, posśıveis observações influentes.

Uma vez que detectamos como posśıveis pontos influentes as observações #1, #2,

#3 e #48 iremos agora usar a deleção de casos, conforme apresentada na Subseção

(3.2.3), e faremos uma análise do impacto dessas observações sob o ajuste do modelo.

Lembremos que o impacto da retirada de cada observação sob o modelo ajustado é
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Figura 4.4: Gráfico de envelope dos reśıduos componentes do desvio modificado para

o modelo de regressão log-BS.

dado por

RCθj =

∣

∣

∣

∣

∣

θ̂j − θ̂j(i)

θ̂j

∣

∣

∣

∣

∣

× 100,

em que θj(i) é o estimador de máxima verossimilhança sem a i-ésima observação. Re-

tirando, então, a observação #3 a qual aparenta ser a mais influente e reestimando o

modelo, obtemos a Tabela (4.3), em que por meio da mesma vemos que o coeficiente

β1 passou a ser significativo ao ńıvel de 5% ocorrendo, portanto, mudança inferencial.

Ou seja, a variável tratamento é importante para explicar o tempo até a retração da

mama e devido a um ponto na análise inicial parecia não ser significativa.

Retirando então o conjunto de observações #1, #2, #3 e #48 consideradas in-

fluentes obtivemos a Tabela (4.4).

Assim, concluimos que o modelo não é adequado para analisar estes dados, pois

o mesmo é senśıvel a observações at́ıpicas.

Fizemos também uma análise da influência local para o esquema da ponderação

de casos e para o primeiro caso especial da ponderação de casos em que obtemos as
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Figura 4.5: Gráficos sob o esquema de perturbação do limite superior: (a) Ci(θ) versus

ı́ndices; (b) lmax versus ı́ndices; (c) Ci(α) versus ı́ndices; (d) Ci(β) versus ı́ndices

mesmas observações citadas anteriormente como influentes, sendo assim suprimimos

os gráficos apresentando apenas o da perturbação do limite superior uma vez que na

mesma tais observações se destacaram mais. Quanto a perturbação sob o segundo caso

especial da ponderação de casos e a perturbação do limite inferior, as mesmas não

apresentaram observações at́ıpicas.

4.3 Modelo log-BS t de student

Iremos propor, agora, um modelo de caudas mais pesadas para ajustar os dados de

câncer de mama. Consideremos então um modelo log-BS-t de student com 3 graus de

liberdade, de forma similar ao apresentado em (4.1) em que ϵi ∼ log-BSG(α, 0, 2; t3).
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Tabela 4.3: Estimativas de máxima verossimilhança dos parâmetros do modelo de

regressão log-BS para os dados de câncer de mama menos a observação 3.

Parâmetro Estimativa Erro padrão p-valor Intervalo de confiança Impacto

α 0,8785 0,0985 0 (0,6854; 1,0716) 6%

β0 3,1101 0,1346 0 (2,8462; 3,3739) 0,42%

β1 0,4282 0,1901 0,0250 (0,0539; 0,8025) 20,6%

Tabela 4.4: Estimativas de máxima verossimilhança dos parâmetros do modelo de

regressão log-BS para os dados de câncer de mama menos as observações 1, 2, 3 e 48.

Parâmetro Estimativa Erro padrão p-valor Intervalo de confiança Impacto

α 0,7577 0,0862 0 (0,5887; 0,9266) 19%

β0 3,1426 0,1188 0 (2,9098; 3,3754) 0,6%

β1 0,4710 0,1703 0,0057 (0,1371; 0,8048) 32,6%

Os graus de liberdade foram fixados como recomendam Lucas (1997), Barros et al.

(2008) e Paula (2011).

Usando um programa feito na linguagem de programação matricial do Ox Doornik

(2011) obtivemos as estimativas dos parâmetros. Os resultados são apresentados na

Tabela (4.5). Através da referida tabela notamos que todas as variáveis do nosso mo-

delo são significativas a um ńıvel de significância de 5%. Ou seja, a variável tratamento

deve permanecer no modelo.

Tabela 4.5: Estimativas de máxima verossimilhança dos parâmetros do modelo de

regressão log-BS-t com 3 graus de liberdade para os dados de câncer de mama.

Parâmetro Estimativa Erro padrão p-valor Intervalo de confiança

α 0,6859 0,0970 1,5494×10−12 (0,4957; 0,8760)

β0 3,1175 0,1185 0 (2,8853; 3,3497)

β1 0,5182 0,1864 0,0054 (0,1529; 0,8834)

De acordo com a Figura (4.6) que apresenta a sobrevivência estimada pelo algo-

ritmo de Turnbull e a sobrevivência ajustada para o modelo log-BSG ajustado temos
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que há ind́ıcio de um bom ajuste do modelo sendo o mesmo melhor que o ajuste log-BS.
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Figura 4.6: Função de sobrevivência emṕırica e ajustada para o modelo BSG.

No intuito de verificar se há observações extremas e detectar posśıveis afastamen-

tos das suposições feitas para o modelo, assim como fizemos na Seção (4.2) exibimos

na Figura (4.7) o gráfico dos reśıduos componente do desvio modificado contra o ı́ndice

das observações. Notamos através da Figura (4.7) que também para o modelo log-BSG

se destacaram como posśıveis pontos discrepantes as observações #1, #2, #3 e #48.

Na Figura (4.8) temos o gráfico normal de probabilidade para os reśıduos compo-

nente do desvio modificado com envelope gerado. Através do mesmo notamos que há

um ajuste melhor dos dados para o modelo log-BSG do que para o modelo log-BS apre-

sentado na Figura (4.4). Ou seja, não há ind́ıcios de afastamentos sérios da suposição

de que os erros possuem distribuição log-BS-t de student.

Quando analisamos os dados com o modelo de regressão log-BS considerando o

esquema de perturbação do limite superior t́ınhamos a existência de observações que

destoavam das demais. Esse fato não ocorre quando consideramos o modelo log-BS-t,

conforme podemos notar através da Figura (4.9). Analisando a influência local sob os

demais esquemas de perturbações os resultados obtidos foram similares ao da análise

feita com o modelo log-BS assim optamos por não apresentar os gráficos obtidos.

Detectamos as observações #1, #2, #3 e #48 como potencialmente influentes.

Usando a deleção de casos para fazer uma análise do impacto dessas observações no
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Figura 4.7: Gráfico dos reśıduos componentes do desvio modificado contra os ı́ndices

das observações para o modelo de regressão log-BSG.
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modelo de regressão log-BSG.
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Figura 4.9: Gráficos sob o esquema de perturbação do limite superior: (a) Ci(θ) versus

ı́ndices; (b) lmax versus ı́ndices; (c) Ci(α) versus ı́ndices; (d) Ci(β) versus ı́ndices.

modelo retirando apenas a observação #3 e posteriormente as observações #1, #2, #3

e #48, obtemos respectivamente as Tabelas (4.6) e (4.7) apresentadas à seguir.

De acordo com a Tabela (4.6) percebemos que removendo a observação #3 não

ocorreram mais mudanças inferenciais, indicando que o método de máxima verossi-

milhança para este modelo é menos senśıvel a observações at́ıpicas. O mesmo ocorre

quando retiramos o conjunto formado pelas observações #1, #2, #3 e #48 conforme

podemos ver na Tabela (4.7).

Assim, o modelo final selecionado para ajustar os dados foi o modelo log-BS-t

com 3 graus de liberdade. Portanto, o modelo ajustado é dado por

ŷi = 3.1175 + 0.51819xi, i = 1, · · · , 94 (4.2)

em que a covariável xi, i = 1, · · · , 94, assume 1 se o tratamento usado foi apenas
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Tabela 4.6: Estimativas de máxima verossimilhança dos parâmetros do modelo de

regressão log-BS-t com 3 graus de liberdade para os dados de câncer de mama menos

a observação 3. Nesta tabela I.C denota intervalo de confiança.

Parâmetro Estimativa Erro padrão p-valor I.C Impacto

α 0,6539 0,0905 5,0271×10−13 (0,4765; 0,8313) 4,66%

β0 3,1148 0,1132 0 (2,8927; 3,3368) 0,0087%

β1 0,5517 0,1812 0,0023 (0,1966; 0,9068) 6,46%

Tabela 4.7: Estimativas de máxima verossimilhança dos parâmetros do modelo de

regressão log-BS-t com 3 graus de liberdade para os dados de câncer de mama menos

as observações 1, 2, 3 e 48. Nesta tabela I.C denota intervalo de confiança.

Parâmetro Estimativa Erro padrão p-valor I.C Impacto

α 0,5727 0,0793 5,2758×10−13 (0,4172; 0,7282) 16,5%

β0 3,1287 0,1041 0 (2,9246; 3,3327) 0,359%

β1 0,5908 0,1661 0,0004 (0,2651; 0,9164) 14%

radioterapia e 0 se o tratamento utilizado foi radioterapia mais quimioterapia. Onde

conclúımos que no tratamento de radioterapia a taxa do tempo de retração da mama

aumenta aproximadamente 68%, uma vez que
exp(3.1175 + 0.51819)

exp(3.1175)
≃ 1, 68. Portanto

o tratamento usando apenas radioterapia é a melhor opção para o paciente, no que diz

respeito a estética.
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Caṕıtulo 5

Conclusões

Neste trabalho, propomos um modelo de regressão log-BSG para dados com cen-

sura intervalar. Fizemos uso do algoritmo Quase-Newton para obter as estimativas

de máxima verossimilhança bem como os respectivos intervalos de confiança baseados

na distribuição assintótica dos estimadores de máxima verossimilhança. Efetuamos

estudos de simulações para os reśıduos de Cox-Snell ajustado, Martingale e compo-

nente do desvio modificado, através de simulações de Monte Carlo, em que vimos que

o último apresentou alta concordância com a distribuição normal padrão. Desenvolve-

mos a análise de influência local sob diversos esquemas de perturbação do modelo. Por

fim, apresentamos uma aplicação em um conjunto de dados de pacientes com câncer

de mama modelando o problema com os modelos de regressão log-BS e log-BS-t onde

obtivemos as seguintes conclusões.

• No modelo log-BS a significância do parâmetro β1 está sendo mascarada pela ob-

servação # 3 que corresponde ao paciente que teve o menor tempo até a primeira

retração moderada ou severa de uma mama e recebeu apenas radioterapia.

• No modelo log-BS-t foi detectado o efeito do tratamento e não demonstrou-se

senśıvel à observações candidatas à influentes, ou seja, o processo de estimação

no modelo log-BS-t é mais robusto.

• No tratamento de radioterapia a taxa do tempo de retração da mama aumenta

aproximadamente 68% fazendo com que o mesmo seja a melhor opção para um

paciente.
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Apêndice A

Cálculo das Segundas derivadas

Adotando as seguintes notações:

ξi1u =
2

α
cosh

(

log(ui)− µi

2

)

, ξi1v =
2

α
cosh

(

log(vi)− µi

2

)

,

ξi2u =
2

α
senh

(

log(ui)− µi

2

)

, ξi2v =
2

α
senh

(

log(vi)− µi

2

)

,

h(ξi2u) =
ϕ(ξi2u)

Φ(−ξi2u)
,

obtemos as relações,
∂ξi1u
∂α

= − 1

α
ξi1u,

∂ξi2u
∂α

= − 1

α
ξi2u,

∂ξi1u
∂βj

= −xij
2
ξi2u,

∂ξi2u
∂βj

= −xij
2
ξi1u,

∂ξi1v
∂α

= − 1

α
ξi1v,

∂ξi2v
∂α

= − 1

α
ξi2v,

∂ξi1v
∂βj

= −xij
2
ξi2v,

∂ξi2v
∂βj

= −xij
2
ξi1v.

Lembremos que estamos apenas na presença de censura intervalar e de censura à

direita, assim nossa função de verossimilhança assume a seguinte forma

L(θ) =
∏

i∈I

(F (ξi2v)− F (ξi2u))
∏

i∈C

F (−ξi2u)

conforme apresentado em (3.2). Além disso, de acordo com (3.3) a log-verossimilhança

é

l(θ) =
∑

i∈I

l1(α, ξi2u, ξi2v) +
∑

i∈C

l2(α, ξi2u)

em que,

l1(α, ξi2u, ξi2v) = log(F (ξi2v)− F (ξi2u))

e

l2(α, ξi2u) = log(F (−ξi2u))

Dáı segue que,

∂l(θ)

∂α
=

1

α

∑

i∈I

f(ξi2u)ξi2u − f(ξi2v)ξi2v
F (ξi2v)− F (ξi2u)

+
1

α

∑

i∈C

h(ξi2u)ξi2u
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e
∂l(θ)

∂βj
=

1

2

∑

i∈I

xij

(

ξi1uf(ξi2u)− ξi1vf(ξi2v)

F (ξi2v)− F (ξi2u)

)

+
1

2

∑

i∈C

xijξi1uh(ξi2u)

A.1 Cálculo de
∂2l(θ)

∂α2

Observemos agora que,

∂

∂α
(f(ξi2u)ξi2u) =

∂f(ξi2u)

∂α
ξi2u + f(ξi2u)

∂ξi2u
∂α

= f ′(ξi2u)

(

− 1

α

)

ξ2i2u + f(ξi2u)

(

− 1

α

)

ξi2u

= − 1

α

(

f ′(ξi2u)ξ
2
i2u + f(ξi2u)ξi2u

)

= − 1

α
biu

com biu = f ′(ξi2u)ξ
2
i2u + f(ξi2u)ξi2u.

Analogamente,

∂

∂α
(f(ξi2v)ξi2v) = − 1

α
biv

em que biv = f ′(ξi2v)ξ
2
i2v + f(ξi2v)ξi2v.

Notemos que,

∂(h(ξi2u)ξi2u)

∂α
=

∂h(ξi2u)

∂α
ξi2u + h(ξi2u)

∂ξi2u
∂α

= −ξi2u
α

[(

f ′(ξi2u)

F (−ξi2u)
−
(

f(ξi2u)

F (−ξi2u)

)2
)

ξi2u + h(ξi2u)

]

Observemos também que,

∂

∂α

(

f(ξi2u)ξi2u − f(ξi2v)ξi2v
F (ξi2v)− F (ξi2u)

)

= − 1

α

[

(biu − biv)

F (ξi2v)− F (ξi2u)

]

− 1

α

[

f(ξi2u)ξi2u − f(ξi2v)ξi2v
F (ξi2v)− F (ξi2u)

]2

Assim,

∂2l(θ)

∂α2
=

∑

i∈I

[

− 1

α2

(

f(ξi2u)ξi2u − f(ξi2v)ξi2v
F (ξi2v)− F (ξi2u)

)

+
1

α

[

∂

∂α

(

f(ξi2u)ξi2u − f(ξi2v)ξi2v
F (ξi2v)− F (ξi2u)

)]]

−
∑

i∈C

[

ξ2i2u
α2

(

f ′(ξi2u)F (−ξi2u) + f 2(ξi2u)

F 2(−ξi2u)

)]
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Em notação matricial temos,

..

Lαα= tr(M ), (A.1)

em que M = diag{m1(θ),m2(θ), · · · ,mn(θ)}, com

mi(θ) =



















































− 1

α2

(

f(ξi2u)ξi2u − f(ξi2v)ξi2v
F (ξi2v)− F (ξi2u)

)

+
1

α

[

∂

∂α

(

f(ξi2u)ξi2u − f(ξi2v)ξi2v
F (ξi2v)− F (ξi2u)

)]

,

se i ∈ I

ξ2i2u
α2

(

f ′(ξi2u)F (−ξi2u) + f 2(ξi2u)

F 2(−ξi2u)

)

,

se i ∈ C

.

A.2 Cálculo de
∂2l(θ)

∂βk∂α

Notemos que

∂(f(ξi2u)ξi2u)

∂βk
= f ′(ξi2u)

(

−xik
2

)

ξi1uξi2u + f(ξi2u)
(

−xik
2

)

ξi1u

= −xik
2
ξi1u (f

′(ξi2u)ξi2u + f(ξi2u))

= −xik
2
giu

em que, giu = ξi1u (f
′(ξi2u)ξi2u + f(ξi2u))

Analogamente, obtemos que

∂(f(ξi2v)ξi2v)

∂βk
= −xik

2
giv

em que, giv = ξi1v (f
′(ξi2v)ξi2v + f(ξi2v))

Além disso,

∂(h(ξi2u)ξi2u)

∂βk
=

∂h(ξi2u)

∂βk
ξi2u + h(ξi2u)

∂ξi2u
∂βk

= −xik
2
ξi1u

[(

f ′(ξi2u)

F (−ξi2u)
+

(

f(ξi2u)

F (−ξi2u)

)2
)

ξi2u + h(ξi2u)

]

e
∂(F (ξi2v)− F (ξi2u))

∂βk
= f(ξi2v)

(

−xik
2

)

ξi1v − f(ξi2u)
(

−xik
2

)

ξi1u
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Dáı,

∂2l(θ)

∂βk∂α
=

1

α

∑

i∈I

[

−xik
2

(

giu − giv
F (ξi2v)− F (ξi2u)

)]

+
1

α

∑

i∈I

[

−xik
2

(

(f(ξi2v)ξi1v − f(ξi2u)ξi1u)(f(ξi2u)ξi2u − f(ξi2v)ξi2v)

(F (ξi2v)− F (ξi2u))2

)]

− 1

α

∑

i∈C

{

xik
2
ξi1u

[(

f ′(ξi2u)

F (−ξi2u)
+

(

f(ξi2u)

F (−ξi2u)

)2
)

ξi2u + h(ξi2u)

]}

Em notação matricial,
..

Lαβ= K⊤X, (A.2)

em que K = (k1(θ), k2(θ), · · · , kn(θ))⊤, com

ki(θ) =























































giu − giv
F (ξi2v)− F (ξi2u)

+
(f(ξi2v)ξi1v − f(ξi2u)ξi1u)(f(ξi2u)ξi2u − f(ξi2v)ξi2v)

(F (ξi2v)− F (ξi2u))2

se i ∈ I

ξi1u

[(

f ′(ξi2u)

F (−ξi2u)
+

(

f(ξi2u)

F (−ξi2u)

)2
)

ξi2u + h(ξi2u)

]

se i ∈ C

.

A.3 Cálculo de
∂2l(θ)

∂βk∂βj

Observemos agora que,

∂(f(ξi2u)ξi1u)

∂βk
=

∂f(ξi2u)

∂βk
ξi1u + f(ξi2u)

∂ξi1u
∂βk

= f ′(ξi2u)
(

−xik
2

)

ξi1uξi1u + f(ξi2u)
(

−xik
2

)

ξi2u

= −xik
2

(

f ′(ξi2u)ξ
2
i1u + f(ξi2u)ξi2u

)

= −xik
2
aiu.

em que aiu = (f ′(ξi2u)ξ
2
i1u + f(ξi2u)ξi2u) e f

′(x) =
∂F (x)

∂x

Analogamente, temos
∂(f(ξi2v)ξi1v)

∂βk
= −xik

2
aiv, em que

aiv =
(

f ′(ξi2v)ξ
2
i1v + f(ξi2v)ξi2v

)

.
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Notando agora que,

∂(ξi1uh(ξi2u))

∂βk
=

∂ξi1u
∂βk

h(ξi2u) + ξi1u
∂h(ξi2u)

∂βk

= −xik
2

[

ξi2uh(ξi2u) + ξ2i1u

(

f ′(ξi2u)

F (−ξi2u)
+

(

f(ξi2u)

F (−ξi2u)

)2
)]

obtemos que,

∂2l(θ)

∂βk∂βj
= −1

4

∑

i∈I

[

xijxik

(

aiu − aiv
F (ξi2v)− F (ξi2u)

+
(ξi1uf(ξi2u)− ξi1vf(ξi2v))

2

[F (ξi2v)− F (ξi2u)]2

)]

− 1

4

∑

i∈C

[

xijxik

(

ξi2uh(ξi2u) + ξ2i1u

(

f ′(ξi2u)

F (−ξi2u)
+

(

f(ξi2u)

F (−ξi2u)

)2
))]

Em notação matricial,
..

Lββ= X⊤DX, (A.3)

em que D = diag{d1(θ), d2(θ), · · · , dn(θ)}, com

di(θ) =



















aiu − aiv
F (ξi2v)− F (ξi2u)

+
(ξi1uf(ξi2u)− ξi1vf(ξi2v))

2

[F (ξi2v)− F (ξi2u)]2
se i ∈ I

ξi2uh(ξi2u) + ξ2i1u

(

f ′(ξi2u)

F (−ξi2u)
+

(

f(ξi2u)

F (−ξi2u)

)2
)

se i ∈ C
.

A.4 A matriz hessiana

Temos que matriz hessiana é dada por

..

Lθθ=





..

Lαα

..

Lαβ
..

Lβα

..

Lββ



 =









∂2l(θ)

∂α∂α

∂2l(θ)

∂α∂β
∂2l(θ)

∂β⊤∂α

∂2l(θ)

∂β⊤∂β









, (A.4)

em que l(θ) é o logaritmo da função de verossimilhança dado em (3.3). Substi-

tuindo (A.1), (A.2) e (A.3) em (A.4) temos que

..

Lθθ=





..

Lαα

..

Lαβ
..

Lβα

..

Lββ



 =





tr(M ) K⊤X

X⊤K X⊤DX



 (A.5)
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