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Resumo

Apesar dos grandes avanços da neurociência, a codificação de objetos complexos, realizada

por assembléias neuronais, ao nível telencefálico, permanece ainda não muito clara. Alguns

trabalhos têm obtido sucesso utilizando a informação da ativação de conjuntos neuronais

no córtex inferior temporal de primatas adultos. Nesta Tese, procuramos investigar a

codificação para objetos complexos em ratos, durante a vigília, quando são observados

conjuntos de neurônios de regiões primárias e do hipocampo. Como abordagem de análise,

propôs-se a implementação de uma população de classificadores capaz de decidir entre as

diferentes respostas neuronais, relativas aos estímulos provenientes de diferentes objetos.

Os resultados encontrados, utilizando classificadores baseados em cinco diferentes modelos,

demonstram a viabilidade de classificação das respostas dos neurônios biológicos em função

do contato com os objetos, e que isso pode acontecer com intervalos amostrais (bins) entre

50ms e 500ms. Os resultados sugerem que esta codificação parece estar distribuída na

ativação do conjunto de neurônios, ao invés de ser representada por um grupo pequeno

de neurônios altamente específicos. Uma contribuição importante desta Tese foi mostrar

que esta codificação de objetos pode ser encontrada também em áreas corticais primárias

de animais como ratos, não ficando restrita ao córtex inferior temporal de primatas adultos.

Outra contribuição da abordagem de análise proposta neste estudo foi mostrar que mesmo

com o animal no escuro, é possível obter informação suficiente na ativação neuronal

do córtex visual primário para decidir sobre com qual objeto o animal está em contato

táctil. Tais resultados sugerem uma mudança dos modelos de processamento de informação

nas áreas sensoriais primárias e no hipocampo. Os resultados sugerem que os circuitos

hipocampo-corticais se organizam como uma grade computacional, na qual o engajamento

no processamento de informação depende de disponibilidade e demanda.
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Abstract

Despite major advances in neuroscience, the coding of complex objects, held by neuronal

ensembles at telencephalic level, still not very clear. Some works have been successful using

the information on the activation of neuronal assemblies within Inferior Temporal cortex

in adult primates. In this thesis, we investigate coding of complex objects in rats, during

wakefulness, based on primary sensory neurons and hippocampal regions. As analysis

approach, proposed the implementation of a population of classifiers able to decide between

the different neuronal responses, relative to stimuli from different objects. The results so

far, using five classifiers different models, demonstrate the feasibility of classification of

responses of biological neurons as a function of the contact with objects, and that this can

be done using 250ms bin width. The results suggest that this coding seems to be distributed

in the activation of the set of neurons, rather than being represented by specific neurons.

An important contribution of this thesis was to show that this coding of complex objects

can also be found in the primary areas of animals like mice, not getting inferior temporal

cortex restricted to adult primates. Another contribution of the approach analysis proposed

in this thesis was to show that even with the animal in the dark, you can get sufficient

information on the neuronal activation of primary visual cortex to decide whether to what

object the animal is in contact touch. The cerebral cortex, including primary sensory areas

and hippocampus, processes information like a computer grid, in which idle computing

resources are dynamically allocated in a distributed manner to perform the task at hand,

according to global demand and local availability.
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Capítulo 1

Introdução

O problema do reconhecimento de objetos tem sido o foco de atenção de muitos trabalhos

nos últimos anos e, mesmo assim, muito ainda há por fazer no tocante ao entendimento

dessa importante função da percepção [98, 219]. Normalmente, esses esforços têm dois

grandes grupos de motivações: melhor entendimento dos sistemas biológicos que possuem

essa função e elaboração mais eficiente de sistemas artificiais que demandam esse tipo

de tarefa. Os avanços nos estudos das bases biológicas da função de reconhecimento

de objetos, especialmente no sistema visual, têm contribuído, em computação, para uma

maior compreensão dos algoritmos envolvidos naquela função, inspirando novos modelos

computacionais [183] para o reconhecimento de objetos e suas aplicações [68, 211, 218].

Uma das abordagens recentes para esse problema faz uso de uma técnica específica

de aquisição da informação relativa à ativação de uma população de neurônios em regiões

específicas do cérebro [151, 152]. Essa tal técnica foi desenvolvida principalmente ao longo

da década de 1990, com a proposta de implantar matrizes de micro-eletrodos em regiões

específicas do cérebro de animais e através desses eletrodos e todo um sistema de aquisição

e processamento de dados neuronais, acompanhar a ativação elétrica de uma população de

neurônios naquelas regiões, enquanto os animais desempenham alguma tarefa ou exploram

livremente o ambiente. Desde aquela época, a técnica de implante de micro-eletrodos

tem aberto uma fronteira de estudo em relação à forma como o cérebro realiza suas

computações, através da observação dos comportamentos de ativação de populações de

neurônios [32, 33, 108, 149].

É sabido que os primatas conseguem fazer reconhecimento de objetos e outras tarefas

1
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visuais de maneira muito rápida [49, 61, 134], também se sabe que essa notável capacidade

salienta o grande poder de computação [167] e eficiência do sistema visual na realização

de tais tarefas de reconhecimento quando realizadas pelo aparato neuronal que compõe

o sistema visual, principalmente pela via visual ventral [87]. De mesmo modo, já está

estabelecido na literatura o papel importante do córtex inferior temporal (IT) como área

participante da identificação de faces em primatas adultos [61]. Utilizando-se de registros

crônicos de micro-eletrodos implantados na região do córtex IT, alguns estudos recentes

[98, 114, 117, 240] têm demostrando que é possível fazer, em primatas adultos, identificação

de objetos visuais tomando como base a ativação de um conjunto de neurônios do córtex IT.

Alguns desses experimentos, especialmente os mais recentes, têm sua base em

um gigantesco volume de registros de ativação neuronal, coletados em centenas de

micro-eletrodos implantados em regiões cerebrais específicas de animais de laboratório

[149, 153, 179, 204, 234]. Esse volume de dados crescente torna cada vez mais urgente a

definição e o refinamento de técnicas de análise e interpretação destes dados, de maneira a

tornar possível ampliar o espectro de observação de algumas poucas dezenas de neurônios

observados [234] para uma quantidade que pode chegar em breve a alguns milhares.

Com a crescente disponibilidade de registros de matrizes de multi-eletrodos, agora

torna-se cada vez mais viável investigar como informações sensoriais ou intenções motoras

[149–151] são codificadas por grupos de neurônios e se a capacidade de inferência, com base

nessa atividade, difere daquilo que pode ser inferido a partir da informação de ativação de

único neurônio [192].

1.1 Definição do problema

O foco deste trabalho é estudar a codificação de objetos durante a vigília, em áreas sensoriais

primárias e da memória. Neste sentido, foram utilizados como dados a informação relativa à

ativação de populações de neurônios naquelas regiões anatômicas, adquiridas a partir de

registros crônicos com matrizes de multi-eletrodos [149, 152, 153] em ratos. Para obter

correlatos entre comportamento do animal e a informação de ativação da população de

neurônios foram empregadas técnicas de classificação de padrões multidimensionais [23,55].

Considerando que a maioria das iniciativas que buscam entender a codificação de objetos a
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partir do registro crônicos com matrizes de multi-eletrodos têm voltado a sua atenção para

áreas superiores (como o córtex IT) em primatas adultos [98], procurou-se neste estudo

entender essa codificação em outra espécie (ratos), bem como em outras regiões anatômicas

(áreas sensoriais primárias).

1.2 Objetivo do trabalho

Sendo assim, o objetivo geral desta Tese é entender a codificação de objetos complexos no

córtex sensorial primário e no hipocampo, tendo como base a informação relativa à ativação

de populações de neurônios daquelas regiões anatômicas [149, 151], procurando elucidar

essa codificação em momentos de vigília. Para este propósito, foram utilizadas técnicas de

aprendizagem de máquina, aplicadas à classificação de padrões de ativação neuronal durante

a vigília.

De maneira mais específica, o objetivo desta Tese é avaliar a qualidade da classificação

de padrões de ativação neuronais, utilizando técnicas de análise de dados na separação

de padrões de resposta de populações neuronais de três regiões anatômicas: córtex

somestésico primário, córtex visual primário e hipocampo. Os padrões foram obtidos de

ratos desempenhando uma tarefa de livre exploração de objetos, em vigília e no escuro.

1.3 Sumário das contribuições

Os resultados desta Tese apresentam algumas contribuições ao entendimento da codificação

de objetos complexos explorados livremente no escuro, a partir da informação da ativação

elétrica de neurônios. Uma primeira contribuição geral deste trabalho é mostrar a

possibilidade de fazer, em vigília, a identificação de objetos complexos no contexto descrito

acima. Até o momento, os estudos mostravam que isso era possível somente em primatas

adultos, observando uma região de mais alta ordem (córtex inferior temporal). Nesta Tese,

foram apresentados indícios de que o estudo da codificação de objetos também é viável em

espécies dotadas de sistemas nervosos não tão complexos, em termos filogenéticos, como

aqueles encontrados em primatas adultos, como é o caso do rato, bem como em regiões

cerebrais menos especializadas como é o caso de córtices sensoriais primários.
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A literatura tradicional propõe que cada área sensorial primária responde,

exclusivamente, aos estímulos da sua respectiva modalidade [106, 144, 209]. No entanto,

como será ampliado na Seção 2.3, há cada vez mais estudos demonstrando as propriedades

de modulação de atividade de um área cortical por um estímulo de outra modalidade,

“ignorando” a bordas corticais modais como é proposto tradicionalmente [106, 144, 209].

Um dos muitos exemplos recentes podem ser encontrados no estudo de Frostig et al. [79] no

qual os autores mostraram que o estímulo de uma única vibrissa de um rato pode gerar um

pico de ativação neuronal que se espalha além das bordas corticais propostas pela anatomia.

Nesse sentido, uma segunda contribuição desta Tese é apontar indícios de que, mesmo o

animal explorando os objetos no escuro, a ativação dos neurônios do córtex visual primário

contém informação suficiente para uma decisão binária sobre a identidade do objeto com

o qual o animal está em contato ao longo da tarefa de exploração. Ou seja, os resultados

sugerem que a informação relativa à ativação de neurônios, em uma área sensorial primária

(córtex visual primário) não diretamente relacionada com a modalidade do estímulo aplicado

ao animal, é suficiente para realizar classificação de maneira tão eficiente quanto quando

é utilizada apenas a informação de ativação de neurônios do córtex primário diretamente

relacionado com o estímulo (córtex somestésico primário) que o animal tem ao explorar os

objetos com as suas vibrissas.

Também é uma contribuição importante desta Tese mostrar que os resultados da análise

da qualidade média de classificação, implementada com Naïve Bayes, quando variamos a

quantidade de neurônios utilizados na formação da base de dados, sugerem que há uma

codificação distribuída dos objetos complexos nas três regiões, incluindo o córtex visual

primário. Esta codificação apresenta alto grau de redundância nas três áreas.

Uma última, mas não menos importante, contribuição desta Tese refere-se à

metodologia proposta para avaliação de qualidade de classificação utilizando populações de

classificadores. Entendemos que essa abordagem pode dar uma maior garantia às conclusões

que têm sua base na medida daquela qualidade, visto que nessa abordagem a medida de

qualidade deixa de ser individual e passa a ser fruto de uma estatística de vários contextos

de análise, como detalhado na Seção 3.4.

Além dos resultados principais mencionados acima, e ainda com o contexto descrito no

primeiro parágrafo desta seção, podemos elencar os seguintes resultados secundários:
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• Nesse processo de classificação, implementado com Naïve Bayes, uma precisão

temporal de contagem em blocos de 250ms é uma boa solução de compromisso entre

custo computacional, acurácia e quantidade de amostras;

• Realização do estudo comparativo de qualidade de técnicas de aprendizado de

máquina na abordagem do problema de identificação de objetos complexos explorados

livremente a partir da informação da ativação elétrica de neurônios de três regiões:

córtex somestésico primário, córtex visual primário e hipocampo, em ratos. A partir

deste estudo comparativo mostrou-se que não há diferenças significativas (α < 0.05)

entre a qualidade de classificação binária para os diferentes modelos. Isso afasta a

hipótese de artefato de modelo de classificador para o resultado geral alcançado.

Do ponto de vista da infra-estrutura necessária para a análise dos dados, foi necessário

montar uma grade computacional metropolitana na cidade de Natal/RN, que hoje já envolve

três instituições, com perspectivas de ampliação para outras nesta mesma cidade. Além

dos cálculos necessários para o estudo descrito neste texto, a grade montada também já

tem sido utilizada por outros pesquisadores do Insitituto Internacional de Neurociências de

Natal Edmond e Lily Safra (IINNELS), em problemas que também envolvem alto custo

computacional.

1.4 Estrutura do documento

Este estudo é interdisciplinar, envolvendo tópicos desde eletrofisiologia, passando por redes

neurais artificiais até computação em grade. Sendo assim, é natural uma ampliação do

estudo de textos que fundamentam a apresentação dos argumentos, métodos e resultados

encontrados aqui. Tal fundamentação, relacionada ao conhecimento que já se encontra

maduro na literatura e que pode ser útil ao entendimento do problema, dos métodos e da

solução, foi organizada em textos suplementares.

Como já pode ser visto, este primeiro Capítulo foi dedicado à introdução ao problema, à

sua delimitação, à uma visão geral dos métodos e resultados. No Capítulo 2 é apresentada

uma revisão da literatura, com o estado atual dos trabalhos que envolvem tópicos deste

estudo. Após essa revisão, no Capítulo 3, apresentamos a metodologia utilizada para
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a solução do problema. Os resultados e conclusões do emprego dos métodos foram

organizados em dois Capítulos. No Capítulo 4 são dispostos os resultados encontrados,

enquanto que o Capítulo 5 é dedicado às conclusões possíveis com os resultados disponíveis,

além disso, nesse Capítulo 5, também são encontradas algumas sugestões de perspectivas de

trabalho para o futuro.

Além do seu texto principal, esta Tese tem um conjunto de textos suplementares

organizados em apêndices. Alguns associados aos fundamentos envolvidos nas questões

da Tese, como é o caso dos Apêndices A, B e F que tratam respectivamente de fundamentos

biológicos, fundamentos computacionais e alguns tópicos de vetores e matrizes; e outros

associados a resultados que não estão diretamente alinhados com foco central da Tese, como

é o caso dos Apêndices E e C que tratam respectivamente de grades computacionais e análise

de similaridade, mas que contribuem de maneira suplementar aos resultados principais. Por

último, temos no Apêndice D alguns registros informais de ideias que surgiram após os

estudos envolvidos nesta Tese.



Capítulo 2

Revisão bibliográfica

Neste capítulo é apresentada a revisão de um conjunto de estudos publicados que são

alinhados com o objetivo desta Tese. A Seção 2.1 inicia a revisão de literatura colocando-a no

contexto do problema de representação sensorial, ou seja no tocante à forma como a literatura

considera que os estímulos sensoriais podem ser representados pelo sistema nervoso. Este

aspecto é importante porque os dados utilizados nesta Tese são coletados no contexto de uma

representação sensorial, sendo necessário, pontanto, entender a visão corrente na literatura

sobre o tema.

De posse da visão sobre a representação dos estímulos, na Seção 2.2, passamos a revisar

os estudos que abordam a discriminação sensorial de objetos em animais, especialmente em

macacos e ratos. Além de serem um modelo animal amplamente empregado no estudo dos

mecanismos humanos de processamento da informação sensorial, macacos foram utilizados

em um dos principais estudos relacionados a esta Tese [98]. Ratos tem sido amplamente

empregados como modelos animais em estudos envolvendo processamento de informações

tácteis [52].

Por último, na Seção 2.3, na busca de um suporte na literatura para uma das principais

reinvindicações desta Tese, procuramos fazer uma revisão sobre os estudos que buscam

entender como acontace a interação entre as diferentes áreas cerebrais, especialmente

corticiais, no processamento da informação sensorial.

7
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2.1 Representação de objetos sensoriais

Há duas grandes vertentes de entendimento da codificação da informação pelo sistema

nervoso: uma que assume que células individuais devem mostrar uma ativação relacionada

a estímulos comportamentais relevantes [13, 242]; enquanto uma outra vertente entende que

padrões distribuídos de atividade neuronal são substrato da percepção e comportamento

[76, 122, 123, 242].

Em 1999, Cecchi et al. [38] observavam que, apesar dos muitos avanços no entendimento

do processamento de estímulos sensoriais, principalmente aqueles em que há um rigoroso

controle na sua geração, pouco se tinha avançado no entendimento das bases neurais

da representação daqueles estímulos, e menos ainda se entendia sobre a representação

de estímulos complexos em animais realizando exploração livre. Alguns avanços foram

observados desde aquele momento, mas ainda resta muito para um entendimento maduro da

codificação neural de objetos sensoriais.

Para a Biologia, e também para a Computação, é parcialmente1 aceitável entender o

cérebro como um dispositivo de processamento de informação e para isso, como em Cecchi

et al. [38], é necessário definir minimamente esse termo, informação, pelo menos para os fins

em que é utilizado nesta Tese. O conceito mais difundido de informação foi proposto por

Claude Shannon [198], e está ligado a processo de comunicação de mensagens em sistemas

discretos. O conceito de informação, proposto por Jackendoff [101], está mais próximo

daquilo que é necessário para este trabalho. Ainda segundo aquele trabalho [101], o termo

informação só faz sentido se estiver associado a estados de um dispositivo responsável pela

aquisição da informação. Tais estados são elementos de um espaço, no qual cada dimensão

independente tem seus conjuntos de valores fornecidos de forma inerente ao dispositivo.

Nesta Tese, adotam-se as idéias de cérebro e informação discutidas acima, no entanto

com uma ampliação da abordagem2 combinatorial de associação da informação com o

estado no dispositivo para uma abordagem que contempla uma associação sequencial, de

1Edelman [57] é dos mais relevantes opositores desse modelo.
2Terminologia herdada da Teoria de Circuitos Digitais, com respeito aos circuitos lógicos combinacionais,

nos quais a saída é somente função da entrada, e aos circuitos lógicos sequenciais, nos quais a saída é função

da entrada e também do estado interno do circuito. Um grande exemplo de circuito sequencial é o latch-D,

normalmente utilizado no desenho de circuitos de memória de acesso aleatório (RAM) [236].
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tal maneira que a associação é feita baseada na informação e no estado interno do dispositivo

no momento que a informação é apresentada. Essa abordagem sequencial é especialmente

necessária para sistemas de memória.

Ainda seguindo a proposta de Jackendoff [101], o estímulo é dado com informação, para

um dado dispositivo de processamento de informação, na medida que leva esse dispositivo

para um dado estado particular. Considerado no contexto de organização do espaço total de

estados, esse estado particular é a representação do estímulo. Deste modo, Cecchi et al. [38],

entendem que uma representação mental é um estado particular do cérebro, especificado pelo

ponto no espaço de estados, ponto este que é definido por cada um dos valores assumidos

em cada uma das dimensões que especificam o espaço de estados.

Uma primeira incursão na representação da informação no cérebro, leva ao potencial

de ação gerado em um neurônio como uma das formas mais elementares de sinalização

e computação da informação no sistema nervoso. Nesta Tese, o modelo adotado para o

potencial de ação, como está descrito no Apêndice B na Equação B.3, é aquele proposto

por Katz [109] e experimentado em outros trabalhos recentes [47, 106, 150, 182], no qual do

potencial de ação em um neurônio importa apenas o instante de tempo em que ele ocorreu e

alguma outra característica de contorno, como por exemplo o período refratário.

Há mais de 100 anos Santiago Ramón y Cajal [36] já colocava a proposta de que o sistema

nervoso “é feito” a partir de uma “imensa quantidade de neurônios”:

“Immense numbers of the individual units, the neurons, completely independent,

simply in contact with each other, make up the nervous system” [36]

Mais recentemente, em 1985, encontramos em Changeux [39] a idéia de que grupos,

ou populações de neurônios, seriam os responsáveis pelos “objetos mentais”, sendo aquelas

populações compostas de centenas ou milhares de neurônios. E nesse sentido, Cecchi et

al. [38] procuram definir a resposta neurofisiológica a um objeto sensorial sob o termo Objeto

Neuronal, ou simplesmente ON:

“The object is, in fact, a propagation of electrical activity through an ensemble

of neurons and brain areas” [38].

Sendo assim, a representação neuronal dos objetos sensoriais seria dada por padrões

espaço-temporais de ativação neuronal se deslocando pelas regiões do cérebro como uma
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combinação da resposta ao estímulo e do estado atual daquele sistema. Tal sugestão encontra

respaldo nos resultados de trabalhos nos quais se procuram registrar a atividade elétrica

neuronal em regiões sensoriais primárias de ratos, tanto sub-liminarmente [165] quanto

supra-liminarmente3 [150], como está ilustrado na Figura 2.1. Na Figura 2.1.(a) é possível

observar a propagação da resposta, no córtex somestésico primário, ao estímulo de uma única

vibrissa de um rato. Essa informação foi obtida utilizando registro da ativação (supra-limiar)

daquele conjunto de neurônios através do implante de matrizes de multi-eletrodos [150].

Enquanto que na Figura 2.1.(b) é possível observar a propagação da resposta, nos barris

(maiores detalhes no Apêndice A, na Seção A.1), ao estímulo de uma única vibrissa (C2) de

um rato, quando é observada a informação de atividade neuronal obtida a partir do registro

da atividade (sub-limiar) daquele conjunto de neurônios através de uma técnica conhecida

como VSD (Voltage-sensitive dye), a qual obtém uma coloração de uma superfície como

uma função da tensão encontrada em cada um dos seus pontos [89, 165].

Figura 2.1: Propagação da resposta ao estímulo no córtex somestésico de ratos. a) usando

matrizes de micro-eletrodos [150]; b) usando VSD [165].

Nesta Tese, procura-se investigar a representação neuronal de objetos sensoriais,

utilizando informações provenientes de registros da ativação de neurônios de regiões

3A atividade elétrica supra-limiar é aquela associada ao estado do neurônios após o potencial interno superar

o limiar de disparo do neurônio, originando um potencial de ação no cone axonal; enquanto que a atividade

elétrica sub-limiar é toda aquela que ocorre promovendo valores de potenciais internos não suficientes para

originar o disparo do neurônio.
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sensoriais primárias e hipocampo, tomando como base a técnica de implantes de matrizes de

multi-eletrodos, como descrita no Apêndice A, na Seção A.3.3, quando ratos são observados

em experimentos envolvendo exploração livre de objetos complexos.

Considerando apenas os estudos que envolvem o registro crônico da ativação de

neurônios, através de implante de micro-eletrodos [149–151], podem ser vistas duas grandes

tendências de estudo alinhadas com os esforços realizados nesta Tese para o entendimento

da codificação de objetos nas regiões sensoriais do cérebro: estudo da ativação de neurônios

no córtex inferior temporal (IT) em primatas adultos e o estudo da ativação de neurônios

de regiões sensoriais primárias em ratos durante tarefas de discriminação táctil. As duas

tendências acima estão detalhadas a seguir em seções específicas.

No entanto, como modelo de representação de objetos nesta Tese, utilizamos o vetor

definido pela o padrão de resposta de uma população de neurônios ao longo de um intervalo

de tempo. Esta reposta é mensurada através da estimativa da taxa de disparos de cada

neurônio em curtos intervalos de tempos (do tamanho do bin utilizado para contagem,

conforme descrito na Capítulo 3). Tal modelo é muito próximo daqueles já bem estabelecidos

na literatura [47,182], com a diferença que nesta Tese utilizamos mais de um bin na definição

do padrão resposta. Esta definição alternativa permite que seja levada em consideração a

dinâmica temporal de curto prazo (algo que em inglês é definido como short-time neuronal

data analysis).

2.2 Reconhecimento de objetos por animais

Considerando que este Trabalho tem como base uma tarefa de exploração de objetos

por animais, torna-se necessário procurar conhecer a literatura associada. Na sub-seções

seguintes, procuramos fazer uma revisão de estudos tanto em relação à exploração de objetos

por primatas adultos (modelo animal mais utilizado), bem como em relação aos estudos que

utilizam ratos em tarefas de discriminação de objetos sensoriais.

2.2.1 Discriminação visual em primatas adultos

Entre outros estudos, Fabre-Thorpe, Richard e Thorpe [61] sugerem que primatas adultos

podem realizar categorização de objetos em menos de 200ms. O que denota alta eficiência do
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sistema computacional envolvido naquele processo. Também nesses indivíduos, é bastante

estável o conhecimento de que a via ventral, ilustrada no Apêndice A, na Figura A.6,

tem papel fundamental na identificação de faces [106, 129, 164, 209] e formas de maneira

geral. Influenciados pelos resultados que mostram participação importante do córtex IT

no processo de reconhecimento de objetos visuais, surgiram alguns trabalhos envolvendo o

registro crônico de neurônios naquela região anatômica não primária.

Young & Yamane [242] utilizaram em 1992, uma técnica conhecida como MDS

(multidimensional scaling) [26, 200] para explorar as semelhanças entre a atividade de

uma população de neurônios tanto do córtex temporal inferior anterior (IT), quando da

área temporal poli-sensorial superior anterior (STP), em dois macacos (Macaca fuscata)

enquanto os animais realizavam uma tarefa de discriminação de faces. Analisando as

informações a partir de aproximadamente 8% das 850 células registradas, os autores daquele

trabalho apresentam, em um espaço bidimensional, uma comparação das similaridades4

entre os padrões apresentados por aquelas células para cada uma das faces apresentadas.

Young & Yamane [242], ainda no mesmo trabalho, elaboraram um modelo que tinha como

objetivo entender quais são as medidas físicas das imagens das faces que estabelecem

as similaridades. O modelo proposto pelos autores teve boa consistência com resultados

utilizando a ativação da população do córtex IT, de maneira que as respostas das células

foram mais similares quando as faces eram fisicamente mais similares. Sugerindo ainda que

há grande redundância na ativação celular na codificação de faces.

Pasupathy & Connor [160], em 2002, estudando a área V4, a qual é parte da via

ventral do córtex visual de primatas, com suas conexões corticais descritas recentemente por

Ungerleider et al. [220], procuraram entender a codificação da forma dos objetos, realizada

por uma população de 109 neurônios registrados naquela região anatômica. Uma tese

inicial naquele trabalho é que os neurônios em V4 estariam representando formas visuais

como agregados de fragmentos de contornos. Os neurônios sintonizados individualmente à

curvatura e posição (em função do centro do objeto) dos fragmentos do contorno do objeto

visual continham a informação fragmentada do contorno. Para isso os autores construíram

uma representação bidimensional dos objetos, baseada na curvatura e na posição angular,

4Como medida de distância, foi utilizada a distância Euclideana entre os padrões como medida de

similaridade no MDS.
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e mostraram que, utilizando os picos destas superfícies, é possível identificar os objetos

visuais. Estes resultados são condensados no trabalho de Brincat & Connor [30] que

procuram mostrar os princípios subjacentes à seletividade visual da forma no córtex posterior

inferior temporal. Como a análise realizada nestes trabalhos difere daquela que se deseja

aplicar nesta Tese, não foi realizada uma revisão mais aprofundada dos trabalhos envolvendo

o estudo da ativação de população de neurônios de V4 para codificar a forma de objetos

visuais.

Hung et al. [98], mostraram que é possível realizar uma classificação de objetos visuais

apresentados a macacos adultos (Macaca mulatta), utilizando a informação de ativação

de mais de 300 neurônios do córtex IT. Foram utilizados 77 objetos, divididos em 8

categorias, todos renderizados em tons de cinza. A partir dos resultados, eles mostraram

que é possível fazer tal classificação, tendo a categorização obtido sempre resultados

melhores que identificação (Ver Figuras 1B e 3 de Hung et al. [98], mais as Figuras 1 e

3, do material suplementar de Hung et al. [98]). Para implementar os classificadores, os

autores experimentaram, dentre outras, as seguintes alternativas: Discriminante Linear de

Fisher [22, 23] e Máquina de Vetores de Suporte (SVM) com núcleos lineares e Gaussianos

[22, 23, 94]; a abordagem que apresentou o melhor desempenho foi aquela que utilizou o

SVM com núcleos lineares. Naquele trabalho também foi avaliada a classificação quando

são usadas apenas informações do Potencial de Campo Local (LFP, do inglês Local Field

Potential) nos eletrodos que realizaram o registro da atividade celular. Na Figura 2.2.(a)

encontramos uma visão geral do protocolo, mais alguns exemplos do raster plots de

neurônios escolhidos quando são apresentados os diferentes estímulos visuais; Na Figura

2.2.(c) são apresentados os desempenhos de classificação em tarefas de categorização e

tarefas de identificação quando são utilizadas informações de quantidades crescentes de

eletrodos; Na Figura 2.2.(c) são apresentados os resultados gerais de classificação quando

são utilizadas diferentes tipos de informações: Matrizes de multi-eletros (AMU), Matrizes

single-units, Potencial de Campo Local (PCL), e AMU junto com PCL.

Em 2006, Kreiman et al. [117] realizaram um estudo que procurou dar mais ênfase ao

estudo da seletividade a 77 objetos visuais no córtex IT quando é observado o LFP em 315

locais. A literatura [142] associa a origem do LFP na atividade dendrítica na região onde

é captado, refletindo, desta forma, a informação de entrada daquela região; enquanto que a
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Figura 2.2: Alguns dos resultados de Hung et al. [98]. a) amostras de trens de spikes quando

foram apresentados diferentes estímulos visuais; b) desempenho dos classificadores quando

foram utilizadas variadas quantidades de locais de registro; c) desempenho de classificação

quando foram utilizados diferentes tipos de bases de dados.

medida de ativação neuronal reflete a informação de saída de um ou mais neurônios. O LFP

constitui uma propriedade coletiva de um arranjo neuronal e não de neurônios individuais.

Deste modo, aquele trabalho estimula o entendimento simultâneo da organização dos sinais

de LFP e dos potenciais de ação, como forma de compreensão da relação entre aquelas duas

medidas no córtex IT. Eles observaram que quase metade dos locais, onde foram registrados

o LFP, apresentaram seletividade a objetos, sendo tolerantes a mudanças de escala e posição,

como fôra alcançado por Hung et al. [98], utilizando apenas a informação do potencial de

ação. Um outro resultado interessante do estudo de Kreiman et al. [117] é que eles além

de fazerem o registro no córtex IT, procuraram também fazer o registro fora dessa região

anatômica (justamente acima do córtex IT) e perceberam que utilizando apenas imagens

de contraste maior era possível também encontrar seletividade do LFP aos objetos. Em

todos os casos, a proporção de locais onde se encontrou seletividade a objetos foi sempre

maior quando se utilizou a informação do potencial de ação individual (SUA, do inglês

Single Unit Activation), ou do potencial coletivo (MUA, do inglês Multi Unit Activation),

em comparação com o LFP.

Com o pressuposto de que a organização da representação mental de categorias de

objetos, em humanos, é hierarquicamente organizada, Kiani et al. [114] apresentam um

estudo da estrutura de categorias nos padrões de resposta de populações de neurônios do
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córtex inferior temporal (IT) de 3 macacos (Macaca mulatta), sendo somente em dois deles

realizado o registro de neurônio, o terceiro foi utilizado apenas na parte comportamental

do experimento. Kiani et al. [114] utilizaram um conjunto de estímulos bem maior que

aquele de Hung et al. [98], com mais 1000 imagens naturais, e assim dizem que dessa

forma é possível analisar a categorização sem uma definição prévia das categorias. Foram

utilizados os registros de 674 neurônios. Entre outras técnicas de visualização, foi utilizada

a MDS, com a qual demonstraram que há segregação das categorias em um espaço de baixa

dimensionalidade. Kiani et al. [114] afirmam que a estrutura categórica é representada por

um padrão de atividade distribuído sobre a população de neurônios e que, no córtex IT, os

padrões de resposta formam agrupamentos de categorias, os quais seguem uma distribuição

intuitiva para humanos. Eles mostraram que a pertinência a uma categoria pode ser deduzida

por um classificador linear, implementado através de um perceptron de duas camadas, que

obteve um taxa de acerto de 86 ± 3%. Ainda segundo Kiani et al. [114], as respostas de

células individuais são menos categorizáveis que as respostas das populações, bem como

celúlas com respostas seletivas a uma mesma categoria formam múltiplos agrupamentos no

córtex IT.

Yamane et al. [240], em 2008, realizaram um estudo sobre a codificação neural de

formas tridimensionais no córtex IT em dois macacos (Macaca mulatta), com a hipótese

de que aquela região anatômica teria participação na compilação das configurações espaciais

tridimensionais de fragmentos de superfície. É um trabalho que utiliza técnicas de análise de

dados muito próximas daquele realizado por Brincat & Connor [30], no entanto aplicadas a

formas tridimensionais. Como no trabalho de Brincat & Connor [30], Yamane et al. [240]

procuram aplicar um modelo paramétrico (curvatura, e posição em relação ao centro) para

as respostas da população de neurônios. As formas tridimensionais foram geradas a partir

de uma forma elipsoidal inicial, que é deformada aleatoriamente para a geração dos vários

objetos visuais utilizados como estímulos em cada um dos estágios do experimento. Um

aspecto novo utilizado naquele estudo é o uso do conceito de estímulo evolucionário, no qual

para um dado estágio, dito ancestral, as formas utilizadas no estágio seguinte são produzidas

a partir de deformações aleatórias das formas utilizadas no estágio ancestral. Tal abordagem

permitiu estudar a variação das respostas nos vários estágios e como aquela variação se

relacionava com as respostas encontradas no estágio ancestral. Observou-se que a partir
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de estágios ancestrais que produziram valores de respostas baixos, as próximas gerações de

estímulos sempre continham formas para as quais eram obtidas respostas mais fortes.

2.2.2 Discriminação táctil em ratos

No início do século XX, tem-se um dos primeiros trabalhos que mostram o papel

fundamental das vibrissas na habilidade de navegação de ratos através de labirintos [52,225,

238]. Segundo Diamond et al. [52] as vibrissas são o principal canal através do qual roedores

coletam informação do seu contexto ambiental, obtendo as formas [28], texturas [37, 171]

e demais informações sobre os objetos que compõem a cena que o cercam, através de um

processo ativo de varredura do ambiente com as vibrissas.

É bastante conhecida a capacidade de ratos em tarefas de discriminação táctil em

laboratório [52]. A alta precisão na suas decisões, combinada com a pequena quantidade

tempo (algo em torno de 100ms) para a tomada de decisão nas tarefas de discriminação,

indicam uma alta eficiência do substrato neural responsável por essas tarefas. Isto

motiva investigações sobre estes mecanismos em busca do seu entendimento e também de

inspirações para a construção de sistema tácteis artificiais5.

Talvez por alguma influência das observações do sistema visual de primatas, Diamond et

al. [52] procuraram investigar os processos relacionados com a resposta do “onde ?” (como

foi visto na seção anterior, em relação ao sistema visual, há indícios que em primatas essa

resposta é obtida na via dorsal do córtex visual), e do “o que ?” (como foi visto na seção

anterior, acerca do sistema visual, há indícios que em primatas essa resposta é obtida na via

ventral do córtex visual). Considerando estes dois grandes grupos de tarefas de discriminação

táctil, o interesse, nesta Tese, está mais relacionado às respostas para as bases neurais do “o

que ?” no sistema somatosensorial de ratos.

Segundo Brecht et al. [28], são encontrados dois tipos de vibrissas nos ratos: as

macrovibrissas, as quais são maiores, mais distantes do focinho e mais laterais; e

5Um grande exemplo de sistemas tácteis artificiais, amplamente difundido no mundo atual, são as telas de

contato (touch screen). Atualmente elas aparecem desde equipamentos como caixas eletrônicos até pequenos

computadores de mão e celulares. Um entendimento mais elaborado do processamento sensorial táctil em

sistemas biológicos poderá trazer inspirações importantes na criação de novos equipamentos de interface

homem-máquina e aprimoramento dos já existentes.
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microvibrissas, as quais são mais frontais, próximas ao focinho e menores. Segundo Brecht

et al. [28], as macrovibrissas são criticamente envolvidas em tarefas de localização espacial,

enquanto que as microvibrissas estão mais relacionadas com tarefas de reconhecimento de

objetos.

Para Diamond et al. [52] duas propriedades físicas são fundamentais no reconhecimento

de objetos por ratos: forma e textura. Observando o trabalho de Krupa et al. [119],

percebe-se que temos que acrescentar outra propriedade: as dimensões espaciais de objetos

(no caso daquele estudo, as dimensões de aberturas).

Arabzadeh et al. [5] investigaram, em ratos, a codificação neural quando os animais

realizavam uma tarefa de discriminação de textura. Arabzadeh et al. [5] observaram que os

ratos podem realizar discriminações extremamente precisas quando executam a varredura

de superfícies com suas vibrissas. Medindo as vibrações das vibrissas durante o processo

de varredura de superfícies eles observaram que cada tipo de textura resulta em uma

“assinatura cinética” definida pelo perfil temporal e a velocidade das vibrissas. Do ponto

de vista neuronal, Arabzadeh et al. [5] observaram que cada textura é codificada de maneira

distinta, apresentando padrões temporais de disparos precisos. Em um trabalho mais recente,

Von Heimendahl et al. [226], procurando entender os processos subjacentes à tarefa de

discriminação de textura em ratos e camundongos, gravaram a atividade elétrica de neurônios

do córtex do barril enquanto ratos usavam suas vibrissas para discriminar entre texturas

suaves e rugosas. von Heimendahl et al. [226] observaram que no contato com qualquer

textura a taxa de disparo dos neurônios aumentava por um fator de 2 a 10, e que as taxas

de disparos foram significativamente maiores para superfícies rugosas em comparação às

superfícies suaves, evidenciando a taxa de disparo como um mecanismo fundamental na

codificação de textura.

Krupa et al. [119] procuraram estudar, de maneira sistemática em ratos, as possibilidades

de discriminação da largura de uma abertura posicionada frontalmente ao animal. Para isso,

desenharam um experimento no qual um animal deveria discernir se uma dada abertura

era “larga” ou “estreita” utilizando somente as macrovibrissas. O aparato experimental

foi desenhado para que o animal não pudesse utilizar outro indícios sensoriais (visual ou

olfativo). Ao final do treinamento todos os cinco ratos conseguiam discernir entre diferenças

de pelo menos 6mm na abertura, sendo que três dos ratos foram capazes de discernir entre



2.3 Processamento multisensorial 18

diferenças de até 3mm. Em um trabalho mais recente, Krupa et al. [120], utilizando o

mesmo desenho experimental, conseguiram realizar a predição de decisão dos animais em

relação à largura da abertura (“larga” ou “estreita”) utilizando a informação da ativação de

neurônios do córtex somestésico primário (S1). Para isso implementaram um classificador

binário através de uma Rede Neural Artificial (RNA), baseada no algoritmo Aprendizagem

de Quantização Vetorial (do inglês, learning vector quantization - LVQ), revelando que

a informação sobre a abertura é codificada simultaneamente pelas respostas excitatórias e

inibitórias de S1.

2.3 Processamento multisensorial

A experiência sensorial, especialmente a humana, é o resultado da representação de

estímulos complexos considerados a partir da integração de informações normalmente

provenientes de mais de uma modalidade [54, 83, 235]. No entanto, pouco se sabe como

informações de diferentes modalidades são combinadas para formar uma representação

multisensorial [67]. Em meados do século XX, já havia interesse pela maneira como

acontece a integração dessas informações [1].

No tocante ao processamento da informação sensorial no córtex, tradicionalmente [64,

222], tem sido mais difundido, principalmente a partir dos livros-texto atuais [106, 209], o

modelo de um processamento de informação sensorial fortemente hierárquico e unisensorial

(como ilustrado na Figura 2.3), em especial nas áreas primárias, deixando, neste modelo,

a integração multisensorial para posições após um exaustivo processamento unisensorial

[82, 194]. Tal modelo de processamento de informação sensorial é pouco harmônico com

alguns dos resultados encontrados nesta Tese, principalmente aqueles que apontam que,

mesmo no escuro por relativamente pouco tempo (2h), é possível decidir sobre identidade de

objetos tácteis complexos a partir da informação relativa à ativação de populações neuronais

do córtex visual primário (V1); mais que isso: não encontramos diferença significativa na

qualidade de classificação quando usamos a informação relativa à ativação de populações

do córtex somestésico primário (S1) ou de V1. Para a visão clássica mencionada acima

tais resultados não fazem muito sentido, no entanto, percebemos que aquela visão clássica

é apenas uma dentro um conjunto maior de propostas para o modelo de processamento
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de informação sensorial no córtex. Foge ao escopo deste estudo procurar entender a

razão da hegemonia dessa visão sobre as demais, no entanto é necessário a este estudo

apresentar outros trabalhos que estão alinhados com os resultados encontrados nesta Tese.

Portanto, nesta Seção, será visto que desde meados do século XX encontramos trabalhos de

eletrofisiologia que mostram a modulação entre modalidades: estímulo em uma modalidade

gerando resposta em regiões anatômicas tradicionalmente associadas a outra modalidade, ou

seja, existe a presença de interações intermodais. Considerando que, em termos corticais,

trabalhamos apenas com informações do córtex primário, procuramos delimitar a revisão

bibliográfica sobre interações intermodais apenas entre regiões primárias. No entanto,

há um bom número de trabalhos que apontam aquelas interações entre regiões sensoriais

classicamente denominadas “corticais superiores”. Há pouco relevo na literatura recente em

relação ao estudo do processamento sensorial de uma maneira mais global, com propostas

semelhantes àquelas encontradas nas propostas de Pascual-Leone & Hamilton [159] ou

Ghazanfar e Schroeder [82], no qual o sistema pode ser visto de maneira mais plástica e

com o processamento da informação intermodal com maior relevo. No entanto, mesmo sem

acontecer de forma hegemônica, tem havido um considerável número de estudos procurando

entender como as diferentes modalidades são integradas para permitir a percepção de objetos

sensoriais multimodais. Esses estudos têm ajudado a delimitar uma área do conhecimento

denominada integração multisensorial, área esta que, segundo Stein et al. [210], procura

descrever o processo pelo qual a informação proveniente de diferentes sistemas sensoriais

é combinada para influenciar na percepção, decisões e sobre o comportamento explícito do

indivíduo.

Para Bavelier et al. [14], já está bem estabelecido na literatura que mudanças plásticas

variam amplamente nos sistemas encontrados no cérebro, resultando em alterações altamente

específicas, mudanças estas que são função de aspectos como: a natureza da alteração

na experiência sensorial, o momento que esta alteração acontece e o sistemas (cerebrais)

envolvidos.

2.3.1 Perspectiva histórica no século XX

Na década de 1960 temos resultados [141] de modulação do potencial evocado no córtex

visual a partir de estímulos auditivos [25] (apud [14]). Inserido nesse período, encontramos
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Figura 2.3: Modelo tradicional hierárquico de processamento da informação visual. Esta

hierarquia mostra 32 áreas corticais visuais, com 187 ligações entre elas, as quais são em sua

maioria recíprocas [222].

o trabalho de Spinelli et al. [208] que utilizou o registro eletrofisiológico de células do córtex

visual primário (V1) de gatos (n = 5); ele mostrou que células de V1 podem ser ativadas por

estímulos não-visuais, por exemplo, auditivo; mais que isso, essa resposta em V1 era sensível

a parâmetros específicos do som utilizado como estímulo; foram 25 células registradas, todas

responderam a estímulos visuais, e 7 delas também responderam a estímulos sonoros.

Na década de 1970, podem ser encontrados trabalhos semelhantes aos comentados acima,
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dentre eles temos o trabalho de Rebillard et al. [176] o qual mostra, em gatos adultos cegos,

que é possível encontrar potenciais evocados a estímulos visuais no córtex auditivo primário.

Segundo esse trabalho, a ocorrência dos potenciais evocados em A1 a partir de estímulos

visuais depende de duas condições: uma completa (bilateral) e precoce deaferentação6.

No início da década de 1980, Hyvärinen et al. [99] encontraram em macacos resultados

semelhantes àqueles encontrados por Rebillard et al. [176]: indivíduos privados da

informação visual (através de sutura das pálpebras) no primeiro ano de vida, aparentavam-se

funcionalmente cegos após a remoção da privação visual. Os resultados encontrados por

Rebillard et al. [176] também foram confirmados por Neville et al. [148] em humanos

adultos congenitalmente surdos: potenciais evocados, a partir de estímulos visuais, em

áreas auditivas e visuais, se apresentaram como mais fortes que aqueles encontrados em

ouvintes nas mesmas áreas, para os mesmos estímulos. Em 1998, através do estudo de Sur

et al. [213], temos um dos trabalhos mais instigantes em relação à capacidade plástica de

implementação da função de processamento; naquele trabalho os autores reconduziram as

vias retinais de animais jovens (hamsters e furões) para inervar o córtex auditivo primário

(A1). Esse foi o princípio de uma série de estudos [199, 214] os quais obtiveram como

resultado a emergência funcional do córtex visual primário a partir do substrato neural de

processamento da informação visual no córtex auditivo, sem qualquer perda comportamental

percebida e com organização de resposta muito próxima daquela encontrada em um córtex

visual primário normal [159].

Na década de 1990, Sadato et al. [190] mostram que há ativação de V1 durante a leitura

de palavras em Braile por indivíduos cegos, utilizando como técnica de registro a tomografia

por emissão de pósitron (em inglês, mais conhecida pela sigla PET – Positron emission

tomography); eles também mostraram que isso não ocorre em tarefas mais simples, nas

quais não é exigida a descriminação táctil. Ainda naquela década, encontramos o trabalho de

Cohen et al. [42] em humanos, no qual procurou mostrar que há uma relação de dependência

relevante do processamento da informação táctil na região do córtex primário visual em

pessoas cegas (desde o nascimento ou com um tempo considerável de cegueira). O estudo

utilizou como teste a tarefa de leitura de inscrições de letras (em Braile e Romanas) em alto

6Significa perda ou “desligamento” das aferências. Neste caso, significa o “desligamento” das aferências

sensoriais de uma dada modalidade.
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de relevo, tanto por cegos quanto por videntes. Como maneira de pertubação à execução

da tarefa foi utilizada a estimulação magnética transcraniana (em inglês, mais conhecida

pela sigla TMS – Transcranial magnetic stimulation). Os resultados mostraram que, nos

indivíduos cegos, há uma forte influência negativa nos resultados quando do uso da TMS

na região próxima a área do córtex visual primário (V1). Tal resultado sugere que, em

indivíduos cegos, a área associada a V1 está diretamente envolvida em tarefas tácteis;

prejuízo semelhante não foi percebido em indivíduos videntes.

2.3.2 Córtex visual primário

Como aponta Newell [67] e como pudemos verificar nos resultados dos textos citados nesta

seção, a visão tradicional do papel das áreas sensoriais primárias, principalmente a área

visual primária, tem sofrido uma crescente pressão devido às novas evidências de interações

intermodais entre essas áreas. Nesta parte do texto, estamos interessados especialmente em

resultados recentes apontando interações envolvendo o córtex visual primário (V1) e, assim,

pretendemos contribuir para o entendimento dos resultados gerais desta Tese na linha do

processamento eficaz intermodal naquela região anatômica.

Temos no estudo de Sadato et al. [190] um dos primeiros resultados importantes em

humanos, mostrando a ativação de V1 durante tarefas tácteis em cegos congênitos ou

cegos precoces. Alguns anos depois, Giard & Peronet [85] também apresentam resultados

baseados em ERP (do inglês, Event-Related Potential), demonstrando a modulação de ERP’s

visuais por estímulos auditivos, com os eletrodos posicionados sobre a região associada

a V1. Os resultados de Giard & Peronet [85] foram replicados e tiveram sua resolução

espaço-temporal ampliada no estudo de Molholm et al. [143]. Em ambos os estudos foram

demostradas curta latência de interação visual-auditiva (aproximadamente 40ms). Em 2000,

Hamilton et al. [93] relataram um caso de um senhora que nasceu cega e ao longo da vida

desenvolveu uma excelente fluência em leitura de Braille7; aos 62 anos sofreu um grave

Acidente Vascular Cerebral (AVC) que a deixou em coma. Após a sua saída do coma,

notou-se que ela perdera a capacidade de ler Braille. Os resultados obtidos a partir de

imagens de ressonância magnética (também conhecida pela sigla em inglês MRI, Magnetic

Ressonance Imaging) percebeu-se (ver Figura 2.4) que houve um grande dano à região

7A ponto de ser revisora de informativo de uma organização hispânica para cegos.
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(bilateral) occipital (região onde normalmente se encontra V1), sem qualquer indício de

dano ao córtex somatosensorial. Segundo o relato, a paciente poderia “sentir” os caracteres

Braille mas eles não mais “faziam sentido”. Esses resultados realçam a importância do córtex

occipital na leitura de Braille por pessoas precocemente cegas [93, 159], mais que isso:

realçam a relevância da plasticidade em V1 para o desempenho de tarefas essencialmente

tácteis quando da ausência precoce da informação visual.

Figura 2.4: Imagens de ressonância magnética de uma paciente cega que sofreu um AVC aos

62 anos. Em destaque a região ociptal mais afetada pelo AVC. Adaptada de [93].

Há poucos meses, Lemus et al. [124] publicaram um trabalho com um foco muito

próximo ao que é empregado nesta Tese, o que justifica uma atenção maior na descrição desse

estudo. Além de ter um foco muito próximo, em um trabalho recente, Lemus et al. [124]

apontam a “impossibilidade” de realizar a tarefa de discriminação do estímulo a partir da

informação relativa à ativação de neurônios de um córtex não relacionado com o estímulo

(outra modalidade), ou seja, aponta a impossibilidade de realizar a tarefa de discriminação do

estímulo a partir da informação de interação intermodal. O resultado descrito acima delimita

claramente uma contribuição desta Tese, a qual apresenta resultados a partir dos quais se

mostra que é possível realizar a tarefa de discriminação dos estímulos complexos a partir da

informação relativa à ativação de neurônios de um córtex primário não relacionado com o
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estímulo (outra modalidade), além de mostrar que essa codificação encontra-se distribuída

ao longo dos neurônios registrados não somente no córtex relacionado ao estímulo, mas

também nas demais áreas registradas. Na Figura 2.5 há um resumo do protocolo utilizado por

Lemus et al. [124], além de alguns resultados interessantes selecionados para comentários

nesta Tese. Naquele trabalho, foram utilizados dois macacos (Macaca mulatta) nos quais

foram registrados neurônios de S1, S2 e A1 enquanto os animais realizaram o treinamento

em tarefas de discriminação táctil e auditiva. Havia três tipos de tarefas a serem realizadas

descritas nas Figura 2.5.(a-c): Na Figura 2.5.(a) há uma tarefa puramente unimodal, na qual

ao longo do trial ocorre a apresentação de estímulo de mesma modalidade (táctil ou auditivo),

com parâmetros (frequência) diferentes. Na Figura 2.5.(b) há uma tarefa na qual no mesmo

trial ocorrem estímulos de duas modalidades diferentes (táctil ou auditivo) em momentos

diferentes. Por último, na Figura 2.5.(c) há uma tarefa intensamente multimodal, na qual os

estímulos das duas modalidades são dados ao mesmo tempo. Utilizando este protocolo e a

análise dos dados resultantes, os autores procuraram verificar se seria possível decidir sobre

a identidade do estímulo a partir da informação relativa à ativação de neurônios das áreas

registradas: S1,S2 e A1; sempre tomando como medida para decisão sobre a identidade do

estímulo a táxa média de disparos dos neurônios registrados. Nas Figuras 2.5.(d) e 2.5.(e)

podem ser encontrados os rastergramas dos disparos dos neurônios da área 3b (associada

ao processamento táctil em primatas) ao longo dos trials para os momentos nos quais foram

dados estímulos tácteis e auditivos, respectivamente. A partir da informação nas Figuras

2.5.(d) e 2.5.(f), é possível concluir que o estímulo táctil produz uma modulação consistente

na taxa de disparo média em neurônios da área 3b (táctil), enquanto que o mesmo não é

possível observar a partir da informação nas Figuras 2.5.(e) e 2.5.(g). Algo semelhante

aconteceu com as respostas dos neurônios do córtex auditivo primário (A1), como pode ser

visto nas Figuras 2.5.(h-k). Na Figura 2.5.(h) são apresentadas as respostas dos neurônios

de A1, ao longo dos trials, para o estímulo táctil. A partir dessa figura pode ser percebida

pouca consistência temporal8 com o estímulo táctil. A consistência temporal é confirmada

na Figura 2.5.(j), na qual é apresentada a curva entre a variação da frequência do estímulo

versus a taxa média de disparo dos neurônios, de onde percebe-se que há pouca correlação

entre a taxa média de disparo e a frequência do estímulo táctil. Enquanto que na Figura

8Baixa e consistente latência da resposta em relação ao estímulo.
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2.5.(i) encontramos as respostas dos neurônios de A1 com boa consistência temporal em

relação ao estímulos auditivos, o que é confirmado com alta correlação entre a taxa média de

disparo dos neurônios e a frequência do estímulo auditivo9.

9Em Lemus et al. [124] há a descrição de resultados envolvendo as demais áreas e protocolos, no entanto,

concentramos nossa atenção nos resultados da Figura 2.5, e as respectivas conclusões colocadas pelos autores.

Voltaremos a esse tema no Capítulo 5 desta Tese, dedicado também às discussões.
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Figura 2.5: Protocolo de estímulo e alguns resultados de Lemus et al. (a-c) descrição

dos protocolos utilizados; (d-g) respostas neuronais para estímulos táctil; (h-k) respostas

neuronais para estímulos auditivos. [124].



Capítulo 3

Metodologia

Descartes escreveu:

“Porém, igual a um homem que caminha solitário e na absoluta escuridão, decidi

ir tão lentamente, e usar de tanta ponderação em todas as coisas, que, mesmo se

avançasse muito pouco, ao menos evitaria cair.” [51].

O trecho acima, além de lembrar um dos nossos objetivos: entender as bases da exploração

táctil no escuro, mesmo no córtex visual, nos faz pensar que há de se ter um bom método

na busca pelo entendimento das coisas. Desta maneira, neste capítulo será apresentada

a metodologia geral utilizada no estudo do problema aqui proposto. A primeira seção

apresenta uma visão geral das etapas, acompanhada por uma descrição do experimento

comportamental do qual os dados são provenientes. Por último, na Seção 3.4, encontra-se

a descrição da metodologia empregada na análise dos dados utilizados neste estudo, a qual

constitui uma das importantes contribuições desta Tese.

3.1 Etapas

Uma das abordagens, quando do estudo das bases neurais do comportamento, é buscar

modelos animais para as questões encontradas. Assim, algumas avaliações são desenvolvidas

ao longo das espécies (abordagem filogenética) e outras em uma única espécie, que por sua

vez normalmente apresenta características funcionais semelhantes ou relevantes aos aspectos

envolvidos no estudo [209]. O modelo animal utilizado nesta Tese foi o rato da linhagem

27
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Long Evans, pesando entre 300 e 350g [181].

Petersen et. al [166] indicaram que:

“A common way to characterize how a cell codes a set of stimuli is to repeat

each stimulus many times, measure the response as the number of spikes per

trial evoked in a given post-stimulus time window, and then evaluate whether

the responses to the stimuli differ according to a statistical test. A significant

result implies that the neural representations of the stimuli are distinct, and the

neuron in question could thus contribute to stimulus discriminability.” [166].

Nesta Tese, como está descrito na Seção 1.2, os dois primeiros objetivos estão relacionados

ao estudo da codificação de objetos em regiões sensoriais primárias e de memória em ratos,

utilizando as informações de ativação de populações de neurônios naquelas regiões, enquanto

o animal explora livremente um conjunto de objetos colocados em uma caixa, no escuro,

principalmente durante os momentos de contato com os objetos.

Os estados comportamentais do animal podem ser divididos em dois grandes grupos:

vigília e sono. O estado de vigília, para os fins deste estudo, pode ser divido em duas

partes: momentos de contato com algum objeto, e momentos em que o animal não está

em contato com qualquer objeto. Inicialmente, por ordem de dificuldade, foram abordados

somente os momentos de vigília nos quais o animal está em contato com os objetos. Neste

contexto de análise, procurou-se construir classificadores binários capazes de diferenciar a

ativação de populações de neurônios para os diferentes objetos, como ilustrado na Figura

3.1, a partir do implante de matrizes de micro-eletrodos. Cada neurônio é representado por

uma série temporal, na qual os instantes de tempo são os tempos nos quais o sistema de

aquisição identificou que aquele neurônio disparou. Cada uma destas séries temporais são

processadas obtendo a contagem de disparos em pequenos intervalos (nesta Tese, quando não

é mencionado explicitamente, o tamanho do intervalo de disparo é 250ms). A informação de

contagem de disparos mais o rótulo de comportamento relacionado alimenta um classificador

binário que deve decidir se a informação de entrada é ou não relativa a um contato do animal

com um dado objeto.

A primeira abordagem utilizada na construção dos classificadores foi conexionista,

através de uma Rede Neural Artificial (RNA) [94], usando a arquitetura multi-layer

perceptron , descrita no Apêndice B, na Seção B.2.5. Os classificadores binários obtidos, a



3.1 Etapas 29

partir desta abordagem, foram avaliados utilizando a área sob a Curva ROC (AUROC, sigla

em inglês para Area Under the Receiver Operating Characteristic Curve) correspondente

[62]. É necessário ressaltar a importância de fazer uso de populações de classificadores

binários de modo a produzir estatísticas mais confiáveis, uma vez que o resultado de um

único experimento de classificação é normalmente dependente dos padrões escolhidos para

treinamento e teste, assim como dos parâmetros de inicialização do classificador particular

(e.g. os pesos de uma RNA). Para que se tenha uma avaliação estatística na análise de

qualidade dos classificadores binários, torna-se necessário trabalhar com populações de

classificadores binários. Deste modo, a partir da análise estatística da qualidade para a

população de classificadores binários tem-se uma estimativa mais precisa da qualidade de

classificação para um dado contexto de análise.

Figura 3.1: Visão geral do método de análise para o problema abordado nesta Tese.

De posse de uma abordagem estável para a construção de classificadores, nos diversos

contextos de análise em vigília, tornou-se necessário investigar a qualidade de classificação

de outros modelos de classificadores, diferentes daquele inicial que foi implementado através

de uma RNA utilizando a arquitetura MLP. Tal iniciativa teve o propósito de mostrar que os

resultados encontrados nesta Tese não são fruto de um artefato de modelo de classificador,

mas sim um resultado geral. Um esboço dessa linha de ação está apresentado na Figura 3.2.

Todo o esforço de análise descrito nos parágrafos anteriores tem alto custo

computacional, o que redunda em uma busca por alternativas adequadas de arquiteturas de

alto desempenho para os problemas de análise de dados neuronais nos quais este estudo está

envolvido.
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Para implementar essa infra-estrutura foi utilizada uma grade computacional, utilizando

o middleware Ourgrid [40,41], que é resultado de um esforço que busca envolver instituições

de ensino e pesquisa que possuam recursos computacionais passíveis de cessão para a

realização daqueles cálculos, ao mesmo tempo que demandam tarefas de cálculos que

possuem um custo computacional muito maior que o poder computacional instalado à

disposição.

Figura 3.2: Visão da metodologia de construção de classificadores.

3.2 Considerações gerais

Dentro do processo do reconhecimento de objetos, segundo Reisenhuber & Poggio [183],

estão inseridas duas tarefas principais: identificação e categorização. Estes autores

assumem, do ponto de vista computacional, que as principais tarefas envolvidas no

reconhecimento de objetos são dois pontos extremos em uma escala de generalização, ao

invés de duas tarefas distintas. Do ponto de vista desta Tese, isto está relacionado com a

maneira como os objetos sensoriais são representados e organizados no substrato neural.

Para Cecchi et al. [38], os ON (Objetos Neuronais) são organizados em mapas que

preservam a ordenação topológica da informação de entrada. Sendo a distância entre dois

ON dada pela possibilidade de predizer um a partir do outro. Maiores detalhes dessa medida

podem ser encontrados no texto original de Cecchi et al. [38]. Deste modo, observando

a proposta acima de Reisenhuber & Poggio [183], nesta Tese se entende que o processo

de reconhecimento seria dado pela busca de uma fronteira nos mapas de representação
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dos ON’s e, assim, o nível de generalização seria dado pelo tamanho destas fronteiras

naqueles mapas. Categorizar implica em fronteiras maiores no mapa, enquanto identificar

implica em restrições maiores, o que redunda em fronteiras mais estreitas, contemplando

uma quantidade menor de ON’s.

Um aspecto importante que se discute neste ponto é que, anatomicamente, talvez não

se trate de um único mapa, mas de múltiplos mapas interconectados e especializados em

dimensões específicas que definem o estado interno do dispositivo, e por consequência o ON.

Tal questão é sugerida principalmente pelos resultados encontrados nos estudos do sistema

visual, em que a análise dos resultados de danos (em humanos e em macacos) em regiões

anatômicas específicas mostra que há uma divisão anatômica na realização de suas funções

[106, 209].

3.3 Experimento comportamental

Todos os dados analisados nesta Tese foram adquiridos através de um mesmo experimento

de exploração de objetos, realizado em 2005, no Laboratório do Professor Miguel Nicolelis,

no Departamento de Neurobiologia da Duke University [181]. Quase dois anos após o

término de todos os registros neuronais e comportamentais dos animais, no que viria a ser o

Laboratório de Neurociência Computacional do Instituto Internacional de Neurociência de

Natal Edmond e Lily Safra, foram iniciadas as análises discutidas nesse trabalho.

Antes de qualquer exposição aos objetos do experimento, os animais1 foram submetidos

a uma cirurgia para o implante dos micro-eletrodos2. As regiões escolhidas para o estudo

foram: córtex visual primário (V1), córtex somestésico primário (S1) e hipocampo (HP).

Após alguns dias de recuperação desta cirurgia, os animais foram expostos aos objetos, os

quais eram todos desconhecidos para os animais.

O registro da atividade elétrica do conjunto de neurônios selecionado começa a partir dos

micro-eletrodos: A partir dos micro-eletrodos, o sinal é captado e levado até o dispositivo

de amplificação, seleção e registro. Como conjunto de dados desta Tese, foram utilizados os

registros de tempo de disparo de cada neurônio, mais as informações comportamentais de

1Ratos da linhagem Long Evans, criados em cativeiro.
2Neste experimento foram utilizados micro-eletrodos de 25 µm. Maiores informações sobre as técnicas e

as dimensões existentes pode ser encontradas na literatura especializada [191].
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cada animal durante o experimento.

Figura 3.3: Ilustração do processo de seleção e registro da atividade neuronal. (a) Animal

ligado ao sistema de aquisição de dados. (b) Visão geral do sistema. (c) Tela do programa

de seleção dos sinais de potencial de ação.

Na Figura 3.3, há uma ilustração do processo de seleção e registro da atividade neuronal.

Na Figura 3.3.(a), pode ser vista a ilustração de um animal ligado ao sistema de aquisição

de dados através de um conector colocado em uma base implantada no seu crânio durante

a cirurgia. Na Figura 3.3.(b), tem-se uma visão geral do sistema de aquisição e registro:

animal na caixa (canto inferior direito), sistema utilizado para visualização e aquisição da

atividade neuronal. Na Figura 3.3.(c) é possível ver um exemplo de tela do programa de

computador onde são selecionados os sinais dos neurônios a serem registrados. Em detalhe

(lado esquerdo da Figura 3.3.(c) ) estão os sinais dos neurônios a serem registrados a partir

de um dado eletrodo. Com a técnica atual, cada eletrodo pode registrar simultaneamente os
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potenciais de ação de até 4 neurônios.

O experimento [181] que originou os dados em análise foi realizado com um total de 12

animais, todos criados em cativeiro, sem nunca terem qualquer contato com os objetos antes

do momento do experimento. Observando aqueles onde são significativas as quantidades de

neurônios em todas as áreas (S1,V1,HP) e também com quantidades significativas de tempo

de contato para todos os objetos, restaram apenas 6 animais, os quais formaram o nosso

conjunto de animais com dados analisados do estudo experimental desta Tese.

Como ilustrado na Figura 3.4.(a), duas horas antes do contato com os objetos, os animais

foram colocados no ambiente de experimentação. Este momento de pré-exposição tem como

um dos objetivos tornar o ambiente (caixa) conhecido para o animal, deixando assim de ser

novidade quando da exposição dos objetos. Em todo o experimento, o animal é monitorado

em todos os seus estados comportamentais: vigília (WK), sono de ondas lentas (SWS), e

sono onde ocorre o movimento rápido dos olhos (REM).

Figura 3.4: Ilustração de uma visão geral dos experimentos, do ponto de vista

comportamental. (a) Pré-exposição; (b) Exposição; (c) Pós-Exposição.

A Figura 3.4.(b), ilustra o momento em que os estímulos são inseridos no ambiente para

observação das ativações neuronais nas regiões escolhidas (S1,V1,HP) enquanto o animal

realiza a exploração de cada um dos objetos. Na 3.4(.c) tem-se a ilustração do animal na

caixa após a remoção dos objetos; esta fase do experimento está relacionada com o estudo

dos vestígios dos estímulos encontrados durante a vigília anterior, especialmente durante o

sono [181].



3.3 Experimento comportamental 34

a b

Figura 3.5: Informações gerais. (a) número de neurônios por animal; (b) tempo de contato.

A exposição aos objetos ocorre durante 20 minutos e, depois disto, os animais são

observados de 3h a 48h3 no ambiente (caixa) sem a presença dos objetos relativamente

complexos (uma ilustração dos objetos pode ser encontrada na Figura 3.4.(b) ): “bola”,

“comida”, “escova” e uma “haste” com elementos pontiagudos distribuídos ao longo de

sua altura. É importante mencionar que todo o experimento, nas três fases ilustradas

na Figura 3.4, ocorre no escuro. Os dados experimentais explorados nesta Tese atêm-se

exclusivamente às duas primeiras fases: pré-exposição e exposição, principalmente os

momentos de exposição nos quais há contato do animal com algum dos objetos colocados

na caixa.

Na Figura 3.5.(a) são apresentadas as quantidades de neurônios registrados em cada

animal, em cada região anatômica; a partir dessa Figura percebe-se que existem dois animais

com quantidades maiores de neurônios registrados (ge13 e ge9), enquanto outros apresentam

quantidades menores de neurônios registrados. Pode-se também na Figura 3.5.(a). que em

alguns animais há uma quantidade relativamente pequena (< 10) de neurônios em algumas

áreas (Ex: HP em ge4 e V1 em ge6), o que pode influenciar na capacidade de classificação

quando são tomados neurônios apenas daquelas áreas. Na Figura 3.5.(b) são apresentados

os tempos de contato de cada animal, para cada objeto. Nessa figura pode-se observar que

o objeto “comida” foi aquele no qual o animal passou o maior tempo em contato, variando

de animal para animal a proporção do tempo nos demais objetos. Também pode-se observar

3A variação desse tempo de observação se deu em virtude da metodologia empregada naquele trabalho

[181], o qual dividiu os animais em mais de um grupo para o estudo da expressão de um gene específico após

a exposição a objetos novos.
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que, sem considerar “comida” é possível afirmar que há uma relativa equidade na proporção

dos tempos de contato do animal com os demais objetos ao longo do experimento. Um

caso particular no qual essa equidade não se mantém é para o animal ge12 no contato com

o objeto “escova” onde encontramos um tempo de contato muito menor. Tais observações

podem ajudar a entender melhor os resultados encontrados em casos particulares.

3.4 Análise dos dados neuronais

A análise de dados realizada nesta Tese possui várias dimensões: o animal, o objeto, a origem

anatômica dos neurônios e ainda parâmetros especiais tais como tamanho do bin, percentual

de neurônios utilizados, dentre outros. Isso tudo nos leva a definir aquilo que se denomina

conjunto de contextos de análise A, que é dado pelo produto cartesiano de cada uma destas

dimensões.

As dimensões são definidas pelos seguintes conjuntos:

• animal: subconjunto de animais cujos dados foram utilizados neste estudo, Animal =

{ge4, ge5, ge9, ge12}.

• objetos: objetos expostos aos animais, Objeto={“bola”,“escova”,“comida”,“haste”}

• origem/cenário: origem anatômica dos neurônios, área={ALL,HP,S1,V1}

• SEP (special evaluation parameter): uma dimensão especial analisada. Ex: tamanho

do bin, percentual de neurônios, SEP = {binsize, num.neurons, num.rows}

Desta forma, pode-se definir na Equação 3.1 o conjunto de contextos de análise, A.

A = Animal ×Objeto× Cenario× SEP (3.1)

Conforme mencionado anteriormente, para que haja qualidade na análise estatística

de classificação, propõe-se que a avaliação da classificação se dê não para classificadores

isolados, mas para populações de classificadores. Portanto, neste estudo, a avaliação da

qualidade de classificação para um dado contexto de análise ac ∈ A, é obtida com base

em medidas estatísticas da classificação de uma população de classificadores binários Ci,
naquele contexto de análise ac ∈ A.
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A avaliação de cada classificador binário Ci, é obtida medindo-se a área sob a curva ROC

(AUROC) apresentada por este classificador binário [62]. Assim definimos a qualidade de

um dado classificador binário q(Ci) igual a área sob a curva ROC daquele classificador q(Ci).
De uma maneira geral, a execução da avaliação de um classificador é dada nos seguintes

passos:

1. Geração do conjunto de treinamento e teste, como descrito na Seção 3.4.1;

2. Criação do classificador, com a inicialização dos seus parâmetros internos;

3. Treinamento do classificador;

4. Cálculo da área sob curva ROC (AUROC) para o classificador recém obtido, utilizando

o conjunto de testes.

Para cada contexto de análise ac ∈ A, é necessário avaliar uma população, de tamanho

H , de classificadores binários, em que Cc,i é o i-ésimo classificador desta população.

Utilizando os resultados de qualidade de classificação para cada um dos classificadores

daquela população, são calculadas medidas estatísticas de qualidade de classificação,

permitindo assim uma percepção mais próxima da real qualidade de classificação em um

dado contexto de análise ac ∈ A.

Para cada contexto de análise ac ∈ A, pode-se associar à população de classificadores

correspondente um vetor de qualidade de classificação qc, que tem como componentes as

qualidades individuais de cada classificador desta população, como definido na Equação 3.2.

qc = [q(Cc,1), · · · , q(Cc,H)] (3.2)

3.4.1 Estrutura dos dados

Como já foi mencionado, os dados a serem analisados podem ser divididos em dois grandes

grupos: comportamento e registro neuronal. Os dados do primeiro grupo contêm as

observações de comportamento do animal ao longo do experimento. Os dados do registro

neuronal contêm as informações da ativação de um conjunto de neurônios ao longo do

experimento. De posse desses dois grande grupos de dados, é que se torna possível fazer

a maioria das análises deste estudo.
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Dentre as observações comportamentais importantes, podem ser citadas:

• Estado comportamental: o estado do animal ao longo do experimento que pode ser:

acordado, sono REM, ou sono de ondas lentas;

• Intervalos de contato: são os intervalos de tempo em que se observa o contato do

animal com um dado objeto.

Tendo em vista que os experimentos atuais analisam apenas os momentos de vigília, mais

precisamente os momentos em que o animal faz contato com algum objeto, o interesse nos

dados comportamentais concentra-se nos intervalos de contato.

Formalmente, para um dado animal, o k-ésimo intervalo temporal de contato, Ik, é

definido por Ik = [ak, bk], no qual ak é o primeiro instante de tempo do intervalo de contato

e bk é o último instante do intervalo de contato. Esse intervalo pode ser representado por um

vetor da forma dada na Equação 3.3.

ik =
[

ak bk

]T

(3.3)

Observando todo o experimento, normalmente, o animal entra em contato com cada

objeto mais de uma vez, sendo assim, para um dado animal e para cada objeto, tem-se um

conjunto de intervalos de contato, Ij = {ik : animal em contato com o objeto j em ik}, que

pode ser representado por uma matriz como na Equação 3.4, na qual cada linha é formada

por um intervalo de contato da forma dada na Equação 3.3, sendo R é o número de vezes

que o animal entrou em contato com um objeto.

Ij =











i1
...

iR











R×2

(3.4)

Cada linha de Ij pertence a Ij , sendo as linhas dispostas de maneira ordenada. Antes

de avançar, é necessário estabelecer uma relação entre os intervalos de contato e o índice

das colunas da matriz de bins, B, definida na Equação B.5, pois, para que seja realizado o

processamento, cada intervalo temporal de contato, ik ∈ Ij , precisa ser mapeado em uma

sequência de índices de colunas naquela matriz, B.
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Sendo S um conjunto especial de sequências de números naturais, S = {si}, no qual

si =< c1, c2, · · · , cL > é uma sequência contígua de números naturais, para i = 1, · · ·L,

e, ci = ci−1 + 1; i = 2, · · · , L; definimos um mapeamento g de um intervalo temporal de

contato, como definido na Equação 3.3, para a sequência contígua de índices da matriz de

bins, sk.

g : I → S
g(ik) = sk

(3.5)

O primeiro termo de sk calculado a partir do instante de tempo inicial ak do intervalo

temporal de contato correspondente ik e do tamanho ∆t do bin utilizado para a construção

da matriz de bins B. O último termo de de sk é calculado a partir do instante de tempo final

bk do intervalo temporal de contato correspondente ik. A Equação 3.6 define sk.

sk =

〈

c1 =
⌊ ak
∆t

⌋

, c1 + 1, c1 + 2, · · · , cL =

⌈

bk
∆t

⌉〉

(3.6)

Em que:

• ⌊x⌋: é conhecido como o piso de um número, que é igual ao maior valor inteiro menor

ou igual a x;

• ⌈x⌉: é conhecido como o teto de um número, que é igual ao maior valor inteiro maior

ou igual a x;

Na Figura 3.6 encontra-se uma ilustração do mapeamento das informações temporais para

informações na matriz de bins, conforme definido na Equação 3.6.

Dada a matriz Ij , da forma definida pela Equação 3.4, a qual para um dado animal

representa os intervalos de contato daquele animal com o j-ésimo objeto do experimento,

pode ser obtido o conjunto Sj de sequências tal que Sj = {sk = g(ik); k = 1, · · · , R}, onde

ik é uma das linhas de Ij . Ao unir todos os termos de todas as sequências de Sj em um única

sequência s̄j , têm-se todos os índices na matriz de bins em que o animal estava em contato

com o j-ésimo objeto.

Dada uma matriz de bins B e uma sequência de índices sk nesta matriz de bins, diz-se
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Figura 3.6: Ilustração do mapeamento entre os intervalos temporais de contato e os índices

na matriz de bins.

que uma janela4 WL
i desta matriz está completa para aquela sequência sk, quando todos os

índices da janela são termos de sk.

Para montar o conjunto de dados de registro neuronal, foram utilizadas apenas as

amostras nas quais o animal está em contato com algum objeto, todas as demais neste

momento são desconsideradas para a análise. Sendo assim, para um dado animal que foi

exposto a um conjunto de objetos O = {o1, o2, · · · , oq} e cujo registro da atividade neuronal

é representado pela matriz de bins, B, o conjunto de janelas utilizado neste trabalho é

dado pelo conjunto de todas as janelas de largura L na matriz de bins B, WL = {WL
i ;

∃j ∈ {1, 2, · · · , q},WL
i é completa para sk ∈ Sj}.

Janelas, como definido e ilustrado no Apêndice F, são padrões originalmente

bidimensionais. No entanto, como a maioria das técnicas utilizadas em análise de dados

neuronais trata apenas de padrões unidimensionais, será necessária uma transformação l

nos padrões originaisWL
i , convertendo-os em padrões unidimensionais. Na Equação 3.7,

encontra-se a definição dessa transformação, que tem seu fluxo ilustrado na Figura 3.7.

4Para detalhes formais da definição de uma janela em uma matriz, sugerimos a leitura do texto encontrado

no Apêndice F.
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pi = l(WL
i ) = [ w1,i · · · w1,L w2,i · · · w2,L wN,i · · · wN,L ]T (3.7)

wk,j são os elementos da janela i-ésima janela WL
i , de uma dada matriz de bins, B. Assim

tem-se a definição do conjunto de padrões P = {pi}, a serem utilizados neste estudo, em

que o elemento é definido segundo a Equação 3.7.

Para um dado animal, denota-se Pj o subconjunto de P , Pj ⊂ P , formado apenas por

padrões referentes ao contato daquele animal com o j-ésimo objeto.

Pj = {pi = l(WL
i );W

L
i é completa para sk ∈ Sj} (3.8)

Deste modo, para um dado animal, diz-se que um padrão pi, é uma amostra positiva do

objeto oj se e somente se pi ∈ Pj , como definido na Equação 3.8. De maneira semelhante,

diz-se que um padrão pi é uma amostra negativa do objeto oj se e somente se pi ∈ (P−Pj).

Conjuntos de dados

Tendo em vista o uso de uma aprendizagem supervisionada para a classificação dos padrões

utilizados nesse estudo, foi necessário definir um conjunto para treino e outro para teste do

classificador; de tal maneira que os dois fossem disjuntos.

• Conjunto de treino: Ptreino, formado por K amostras positivas escolhidas

aleatoriamente, e por 2K amostras negativas escolhidas aleatoriamente5 em (P −Pj).

• Conjunto de teste: Pteste, formado por todas as amostras que não foram utilizadas

para treino, donde Pteste = (P − Ptreino).

Sendo assim, o problema de classificação resume-se a uma dicotomia e portanto demanda a

construção de um classificador binário capaz de encontrar uma superfície de separação entre

as amostras positivas e as amostras negativas.

5Foi escolhido um tamanho maior para o conjunto de amostras negativas porque, para cada objeto alvo,

temos três outros considerados como exemplos negativos, o que resulta naturalmente em um volume sempre

maior de amostras negativas em relação ao volume de amostras positivas.
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O classificador

Na etapa inicial deste estudo, cada classificador binário, Ci, foi implementado por uma RNA

com uma arquitetura perceptron multi-camadas, sempre com a quantidade de neurônios na

primeira camada igual à dimensão do espaço de entrada, 8 neurônios na segunda camada

oculta, e 1 neurônio na camada de saída. As duas camadas ocultas utilizam a função sigmóide

como função de ativação, enquanto que a última camada, a camada de saída, utiliza a função

linear como função de ativação. Esta RNA é treinada com o algoritmo back-propagation

[94, 187], utilizando como algoritmo de minimização do erro, o gradiente conjugado com a

modificação proposta por Powell-Beale [15,170]. Na Figura 3.7, encontra-se uma ilustração

da relação entre o classificador e a matriz de bins.

O uso de RNA neste estudo se deu, principalmente, pelo seu uso em trabalhos correlatos

[98, 114, 120]. O algoritmo de treinamento foi escolhido por sua maior velocidade de

convergência em relação aos demais algortimos disponíveis na plataforma utilizada [50],

visto o método utilizado nesta Tese implica em treinar e testar populações de classificadores,

o que associa à velocidade de convergência do algortimo de aprendizagem um papel

extremamente relevante no custo computacional total quando é RNA utilizada como

implementação do classificador. As quantidades de neurônios em cada camada foram

determinadas de maneira empíricas após testes com algumas combinação, sem ser resultado

de esforço exaustivo.

Figura 3.7: Matriz de bins, onde é ilustrada a janela de observação Wk.

Após o momento inicial do estudo, o classificador também foi implementado utilizando

outros modelos: Radial Basis Functions (RBF), Support Vector Machine (SVM), Árvore de
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Decisão (DT) e Naïve Bayes (NB). Mesmo sem encontrar uma diferença estatística entre

os resultados de avaliação utilizando os diferentes modelos de classificadores, os resultados

gerais foram obtidos utilizando o Naïve Bayes em virtude do seu baixo custo computacional.

Todos os classificadores foram implementados através do pacote de sofware conhecido como

Weka [237].

A implementação do classificador RBF utilizou base Gaussiana, tendo como algortimo

de agrupamento o k-means e os valores default para o demais parâmetros. A implementação

do classificador SVM segue o algortimo de otimização sequencial mínima sugerido do

Platt [168] com kernel polinomial e os valores default para o demais parâmetros. A

implementação da árvore de decisão (DT) seguiu a sugestão do algoritmo C4.5 proposto por

Quinlan [100], sem poda, e os valores default para o demais parâmetros. A implementação

do classificador utilizando o modelo Naïve Bayes seguiu a proposta de John e Langley

[104] que é capaz de lidar com variáveis contínuas em seus atributos, sem a premissa de

normalidade ou discretização destas variáveis, mas, sim, utilizando métodos estatísticos

não-paramétricos para estimar as densidades de probabilidades dos atributos contínuos.

3.4.2 Análise da escala temporal

Um dos aspectos de escala, é o detalhe ou precisão temporal no tratamento do problema.

Tal aspecto se aplica tanto para o caso de um único neurônio, quanto de um conjunto deles

[47, 179].

Para elucidar melhor o impacto do aspecto de escala na qualidade média de classificação

do objeto, procurou-se realizar a avaliação dos classificadores para diferentes tamanhos de

bins em todos os contextos base, o que resulta, como SEP, o tamanho do bin ∆t como na

Equação B.4.

Na sua forma original, a avaliação da qualidade de classificação para cada contexto

de análise ac ∈ A foi realizada com tamanho de bin ∆t, igual a 250ms. No

entanto, foi necessário avaliar a qualidade de classificação para tamanhos de bin

maiores e menores que este valor. O conjunto inicial de valores foi B =

{50, 100, 150, 200, 250, 300, 350, 400, 450, 500}. Em virtude dos resultados parciais

apontarem para uma baixa qualidade média de classificação para o objeto “comida”, somente

foram avaliados os seguintes objetos: “bola”, “escova” e “haste”.
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Algoritmo 1 Avaliação da escala temporal.
Variáveis e Parâmetros

• B: conjunto de valores de tamanhos de bins, ∆t, como utilizado na Equação B.4;

• H: tamanho de população de classificadores;

• A: conjunto de contextos de análise, como definido na Equação 3.1, em que SEP =

B;

• Ci,c: i-ésimo classificador para o contexto de análise definido por ac ∈ A;

• Bc: matriz de bins, apresentada no Apêndice B e definida na Equação B.5, para o

contexto de análise definido por ac ∈ A;

• Ic: intervalos temporais de contato, como definido na Equação 3.4, para o contexto de

análise definido por ac ∈ A;

1. Para cada contexto de análise, ac ∈ A fazer:

(a) Para i := 1, · · · , H fazer:

i. Gerar a matriz de bins, Bc, de acordo com o contexto de análise, ac ∈ A;

ii. Gerar o conjunto de dados: treinamento e teste;

iii. Obter o classificador correspondente, Ci,c, para o contexto de análise definido

por, ac;

iv. Calcular a qualidade do classificador obtido, q(Ci,c);

v. Guardar as informações de avaliação e da máquina que realizou a execução.
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De uma maneira geral, as avaliações dos classificadores se deram seguindo o

procedimento definido no Algortimo 2. Em alguns casos não foi possível avaliar um dado

contexto de análise por duas razões diversas:

• Tamanhos menores de bins (50ms±10%) demandam quantidades maiores de memória,

e isso torna-se um problema para situações com grandes quantidades de neurônios, por

conta dos tamanhos das matrizes de bins resultantes.

• Tamanhos maiores de bins (500ms±10%) demandam quantidades maiores de contato

do animal com os objetos, e isso torna-se um problema sério para situações em que

animal visitou relativamente pouco um objeto particular, porque nestes casos não será

possível ter um mínimo de amostras para montar os conjuntos de treino e teste.

3.4.3 Quantidades de neurônios

Uma das idéias fundamentais da neurociência tradicional é que um único neurônio pode fazer

uma pequena, mas compreensível, contribuição para o comportamento global do animal. No

entanto, a maioria dos comportamentos envolve grandes números de neurônios, milhares ou

mesmo milhões [192].

Na década de 1980, foi introduzida uma técnica conhecida como bootstrap [46, 58, 59].

Uma de suas aplicações é observar, na repetição de um experimento, um dado resultado em

relação a um dado parâmetro. Extremamente útil quando o conjunto de dados tem carência

de amostras.

Esta abordagem também tem encontrado aplicações em neurociência [231, 232]. Nesta

Tese, procura-se entender o impacto na qualidade média de classificação quando se tem

quantidades variadas de neurônios formando o nosso conjunto de dados. Essa abordagem

tem sido difundida na literatura sob o termo “neuron dropping” [151].

Na sua forma original, a avaliação da qualidade de classificação para cada contexto de

análise ac ∈ A foi realizada sempre considerando todos os neurônios de cada contexto. Foi

necessário avaliar a qualidade de classificação para diferentes quantidades de neurônios, para

cada contexto de análise ac ∈ A.

De uma maneira geral as avaliações dos classificadores se deram da forma como está

descrita no Algoritmo 3.



3.4 Análise dos dados neuronais 45

Algoritmo 2 Avaliação da quantidade neurônios (neuron dropping).
Variáveis e Parâmetros

• N : quantidade máxima de neurônios para o contexto de análise;

• H: tamanho de população de classificadores;

• A: conjunto de contextos de análise, como definido na Equação 3.1, em que SEP =

{1, 2, · · · , N};

• Ci,c: i-ésimo classificador para o contexto de análise definido por ac ∈ A;

• Bc: matriz de bins, definida na Equação B.5, para o contexto de análise definido por

ac ∈ A;

• Ic: intervalos temporais de contato, como definido na Equação 3.4, para o contexto de

análise definido por ac ∈ A;

1. Para cada contexto de análise, ac ∈ A fazer:

(a) Para i := 1, · · · , H fazer:

i. Gerar a matriz de bins, Bc, de acordo com o contexto de análise, ac ∈ A,

definida escolhendo aleatoriamente n linhas da matriz de bins original do

contexto análise, n ∈ SEP .

ii. Gerar o conjunto de dados: treinamento e teste;

iii. Obter o classificador correspondente, Ci,c, para o contexto de análise definido

por, ac;

iv. Calcular a qualidade do classificador obtido, q(Ci,c);

v. Guardar as informações de avaliação e da máquina que realizou a execução.
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Na Figura 3.8, encontra-se uma ilustração do procedimento de remoção de informação

de neurônios escolhidos aleatoriamente. Esse procedimento é implementado realizando

a remoção, na matriz de bins, das linhas correspondentes àqueles neurônios. As linhas

marcadas em detalhe, com ’X’ , são aquelas que serão removidas da matriz de bins original,

Bc, resultando em uma nova matriz de bins a partir da qual será formado o conjunto de

dados.

Figura 3.8: Ilustração do Neuron Dropping

Após a coleta dos resultados de qualidade de classificação, foi necessário buscar curvas

que melhor aproximassem a média da qualidade de classificação em função da quantidade

de neurônios utilizados na base de dados. Seria necessário então buscar a forma da função

que apresentasse a melhor aproximação para todos os cenários. A Equação 3.9 apresenta o

formato geral da função utilizada para aproximar os resultados médios de classificação para

os contextos de análise utilizados.

q(n) = a.eb.n + c.ed.n (3.9)

onde a, b, c e d são constantes reais.

3.4.4 Dados surrogados

O processo pontual (point process) de Poisson já está bem estabelecido como uma das

alternativas para o modelo de disparos neuronais. Uma propriedade que segue deste tipo

de processo é que a contagem desses eventos (disparos) segue uma distribuição de Poisson

[33, 81, 107, 157].
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Dada uma variável aleatória discreta, X, tomando valores em {0, 1, 2, ...}, se X segue

uma distribuição de Poisson, a probabilidade dessa variável assumir um dado valor x é dada

pela Equação 3.10, em que λ é o valor médio para esta distribuição [157, 207].

P (X = x) =
λxe−λ

x!
(3.10)

Para um dado registro de disparo de um neurônio, a abordagem utilizada para

desestruturação do padrão original de ativação daquele neurônio foi substituir a informação

de disparo do neurônio por uma informação aleatória, seguindo uma distribuição de Poisson

com a mesma média encontrada nas amostras originais de disparo do neurônio [133].

Sendo ri a sequência que armazena a taxa de disparo do i-ésimo neurônio registrado em

um dado contexto de análise ac ∈ A, como utilizado na Equação B.5, e define a i-ésima

linha da matriz de bins B. Os dados desse i-ésimo neurônio são surrogados trocando os

elementos da sequência ri por elementos de uma sequência de mesmo tamanho de números

aleatórios que seguem uma distribuição de Poisson, como definida na Equação 3.10, com

média λ igual a média da sequência original ri.

No entanto, sabe-se6 que surrogar uma linha apenas é muito pouco para que se percebam

alterações significativas na qualidade média de classificação nos diversos contextos de

análise. Deste modo, procura-se observar a qualidade média de classificação para variadas

quantidades de neurônios surrogados em cada contexto de análise, ac ∈ A. Esse

procedimento foi executado escolhendo-se aleatoriamente n linhas da matriz de bins Bc,

com os dados originais para um dado contexto de análise ac ∈ A, tendo como a matriz

surrogada resultante B̂c com as n linhas escolhidas substituídas pelas linhas surrogadas

correspondentes, como descrito no parágrafo anterior.

É necessário ainda avaliar a qualidade de classificação quando os dados são surrogados

com variados índices β de desestruturação ao longo do conjunto de contextos de análise, ac ∈
A, em que β ∈ SEP = {0, 05; 0, 1; 0., 5; · · · ; 1, 0}. O índice β define, em cada contexto de

análise, ac ∈ A, o percentual de linhas da matriz de bins Bc relativa aquele contexto as quais

serão surrogadas segundo o que foi descrito até aqui. De uma maneira geral, as avaliações

dos classificadores se deram da forma como está especificado no Algoritmo 3.4.4.

6Conforme apontam os resultados na literatura mostrando que normalmente encontra-se redundância na

ativação dos neurônios [145, 151, 192, 231, 232] .
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A título de ilustração, o procedimento de surrogar os dados é muito semelhante àquele

empregado no neuron dropping , como pode ser visto na Figura 3.8, com a diferença

que, ao invés de remover as linhas, estas são substituídas por linhas correlatas, geradas

aleatoriamente seguindo a distribuição de Poisson.
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Algoritmo 3 Avaliação da desestruturação dos padrões.
Variáveis e Parâmetros

• snc : sequência de n elementos;

• SEP : {0, 05; 0, 1; 0, 15; · · · ; 1, 0}, conjunto de valores assumidos por β;

• H: tamanho de população de classificadores;

• A: conjunto de contextos de análise, como definido na Equação 3.1, em que SEP =

{1, 2, · · · , N};

• Ci,c: i-ésimo classificador para o contexto de análise definido por ac ∈ A;

• Bc: matriz de bins, de N linhas, definida na Equação B.5, para o contexto de análise

definido por ac ∈ A;

• B̂c: matriz de bins, resultante ao surrogar as linhas de Bc

• Ic: intervalos temporais de contato, como definido na Equação 3.4, para o contexto de

análise definido por ac ∈ A;

1. Para cada contexto de análise, ac ∈ A fazer:

(a) Para i := 1, · · · , H fazer:

i. n := ⌊β.N.100⌋;

ii. Gerar aleatoriamente, seguindo uma distribuição de Poisson, snc =<

l1, l2, · · · , ln >, em que 0 < li ≤ N , i = 1, · · · , n.

iii. B̂c := Bc

iv. Em, B̂c, surrogar as linhas l1, · · · , ln;

v. Geração do conjunto de dados: treinamento e teste;

vi. Obter o classificador correspondente, Ci,c, para o contexto de análise definido

por, ac;

vii. Calcular a qualidade do classificador obtido, q(Ci,c);

viii. Guardar as informações de avaliação e da máquina que realizou a execução.



Capítulo 4

Resultados

Este Capítulo é dedicado à apresentação dos resultados principais desta Tese no intuito de

apresentar aqui argumentos suficientes para o alcance dos objetivos traçados no primeiro

Capítulo. É importante ressaltar que não está no escopo deste Capítulo a apresentação de

uma discussão dos resultados apresentados – tais discussões têm um espaço dedicado no

Capítulo 5.

Como foi discutido na Seção 2.3.2, Lemus et al. [124] relataram recentemente que

é possível decidir sobre a identidade de estímulos (simples, de baixa complexidade)

observando a ativação de neurônios do córtex primário associado à modalidade do estímulo,

mas que não seria possível fazer o mesmo a partir da informação de ativação de neurônios

de um córtex primário associado a outra modalidade. Nesta Tese, em contraposição

aos resultados de Lemus et al. [124], um dos primeiros resultados importantes está em

apontar que é possível levantar a identidade de estímulos tácteis complexos tanto a partir da

informação relativa à ativação de neurônios do córtex diretamente associado à modalidade

do estímulo (S1), bem como a partir da informação relativa à ativação de neurônios do

córtex associado à outra modalidade (neste caso, V1), o que é uma contribuição ao estado

da arte para o ponto de vista mais tradicional [106, 144, 209] encontrado principalmente em

livros-texto, bem como para o estudo da integração sensorial como é o caso dos trabalhos

de Lemus et al. [124] e outros [80, 97, 193, 194]. Uma visão geral dos resultados que

amparam essa afirmação estão dispostos na Seção 4.1, na qual são apresentados os resultados

sobre a qualidade de classificação para quatro animais e para cinco diferentes modelos de

implementação dos classificadores binários utilizados nesta Tese.

50
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4.1 Resultados gerais de classificação

Nesta Seção, os resultados foram organizados em dois grupos: S1×V1, que procura explorar

também a qualidade de informação na interação intermodal; e S1×HP, em que também se

aborda a qualidade de informação na interação com uma região associada à memória. Os

resultados desta Seção são baseados na informação dos seguintes animais: ge4, ge5, ge9 e

ge12. Todos os resultados foram obtidos utilizando tamanho de bin ∆t, igual a 250ms.

Na Figura 4.1, há uma visão geral da qualidade de classificação para todos os objetos

quando são observados apenas neurônios de S1 e V1, e também quando o classificador

binário é implementado utilizando o modelo Naïve Bayes. A partir da Figura 4.1.(a)

constata-se que, para o objeto “bola”, a mediana da AUROC foi bem maior que 0.8 quando

foi utilizada como entrada apenas a informação relativa à ativação de neurônios de S1; um

valor aproximadamente igual de mediana de AUROC foi obtido quando foi utilizada como

entrada apenas a informação relativa à ativação de neurônios de V1. No entanto, para este

objeto, é possível observar uma variância maior quando a informação de entrada é relativa

apenas a neurônios de V1. Para o objeto “escova”, a mediana da AUROC foi apenas pouco

maior que 0.8 quando foi utilizada como entrada a informação relativa à ativação de apenas

neurônios de S1. Também foi obtido um valor semelhante para a a mediana da AUROC

quando foi utilizada como entrada a informação relativa à ativação de apenas neurônios de

V1 e, como ocorreu para o objeto “bola”, houve uma maior variância quando a informação de

entrada para os classificadores conteve apenas informações relativa à ativação de neurônios

de V1. Para o objeto “comida”, as medianas da AUROC tanto para S1 quanto para V1

ficaram sempre abaixo de 0.6, muito próximas de 0, 5. Para o objeto “haste” tem-se valores

de mediana de AUROC, tanto para S1 quanto para V1, bem maiores que 0, 8, com um aspecto

peculiar neste objeto: a mediana de AUROC para V1 é maior que a mediana de AUROC

para S1, e suas variâncias são visualmente compatíveis. É importante mencionar que em

nenhum dos objetos houve diferença estatística significativa (p > 0.05 no teste Wilcoxon

Rank-sum [201]) entre os grupos de resultados de S1 e V1. A partir destes resultados

denominamos objetos classificáveis nesta Tese aqueles nos quais a mediana da AUROC na

Figura 4.1.(a) foi maior que 0, 8 – o que corresponde aos objetos “bola”, “escova” e “haste”.

Como mencionado anteriormente, os resultados iniciais desta Tese foram baseados na
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Figura 4.1: Visão geral dos resultados de classificação para as áreas S1 e V1 sob a forma de

boxplots. (a) utilizando apenas o modelo Naïve Bayes; (b) visão com todos os modelos de

classificadores.

implementação do classificador binário a partir de uma Rede Neural Artificial (RNA). Uma

das primeiras questões que surgiram após os resultados iniciais foi se havia artefato do

modelo de classificador utilizado naqueles resultados (que naquele momento era uma RNA).

Para endereçar esta questão, o classificador binário, ilustrado na Figura 3.1 (página 29), foi

implementado utilizando outros modelos além de RNA1: ANN (Artificial Neural Network),

1Nas Figuras 4.1.(b) e 4.2.(b) foi utilizada a sigla em inglês ANN (Artificial Neural Network) para RNA,

visto que naquelas Figuras as demais siglas para modelos de classificadores são mais conhecidas pela sua grafia

em inglês.
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NB (Naïve Bayes), RBF (Radial Basis Functions), SVM (Support Vector Machines) e DT

(Decision Tree).

Na Figura 4.1.(b) há uma visão geral da qualidade de classificação para todos os

objetos quando são observados apenas neurônios de S1 e V1, e o classificador binário é

implementado em cada um dos modelos mencionados. Os resultados são apresentados

em boxplots com o destaque (na cor cinza) para os resultados utilizando o modelo Naïve

Bayes que foi o modelo escolhido para as demais análises desta Tese. Na Figura 4.1.(b), nas

colunas temos as informações organizadas por objeto (“bola”, “escova”, “comida” e “haste”)

e em linhas temos as informações organizadas por região anatômica (S1 e V1). Apesar

da implementação utilizando o Naïve Bayes apresentar os maiores valores de medianas

na maioria dos casos, não houve diferença estatística significativa (p > 0.05 no teste

Wilcoxon Rank-sum [201]) na comparação com os demais grupos de dados relativos aos

demais classificadores. Considerando apenas a informação relativa à ativação de neurônios

de S1, é possível afirmar que, para os objetos classificáveis, a implementação do classificador

binário através do Naïve Bayes apresenta as maiores medianas de AUROC, enquanto que

aquele implementado por árvore de decisão (DT) apresenta as menores; ainda naquela

região anatômica, é possível afirmar que a implementação do classificador binário através

da ANN apresenta a maior variância quando comparada com a implementação com os

demais modelos. Ainda em S1, do ponto de vista da variância2 para os objetos classificáveis,

pode-se observar que o objeto que apresenta a menor variância é o objeto “bola”, enquanto

o que apresenta a maior variância é o objeto “haste”. Considerando apenas a informação

relativa à ativação de neurônios de V1, também é possível observar que a implementação do

classificador binário através do modelo Naïve Bayes é a que apresenta a maior mediana de

AUROC para os objetos classificáveis e, como também ocorreu para S1, a implementação do

classificador binário através do modelo por árvore de decisão apresentou a menor mediana

de AUROC para os objetos classificáveis. Em relação à variância dos dados de cada grupo,

em todos os modelos, houve um aumento considerável da variância dos dados de V1 quando

comparados com os resultados encontrados para S1.

Utilizando a mesma abordagem empregada na elaboração da Figura 4.1, procurou-se

2Tomando como base a diferença entre os limites inferiores e superiores das caixas, o que representa entre

25% e 75% das amostras
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investigar também se houve interações cortico-hipocampais que tenham informações

importantes sobre a identidade do objeto com o qual o animal estava em contato ao longo

do experimento. Na Figura 4.2 são apresentados os resultados conjuntos da qualidade de

classificação quando a informação de entrada envolve apenas neurônios do hipocampo (HP),

ou apenas neurônios do córtex somestésico primário (S1), tanto tendo em foco apenas os

resultados obtidos a partir da implementação do classificador binário através do modelo

Naïve Bayes (4.2.(a) ), bem como uma visão detalhada da qualidade de classificação para

todos os objetos nos mesmos cinco modelos utilizados na Figura 4.1: ANN (Artificial

Neural Network), NB (Naïve Bayes), RBF (Radial Basis Functions), SVM (Support Vector

Machines), DT (Decision Tree).

A partir da Figura 4.2.(a) constata-se que, para o objeto “bola”, a mediana da AUROC

foi bem maior que 0, 8 quando foi utilizada como entrada a informação relativa à ativação

de apenas neurônios de S1. Um valor um pouco menor, mas ainda maior de mediana de

AUROC, 0, 8, foi obtido quando foi utilizada como entrada a informação relativa à ativação

de neurônios apenas de HP. No entanto, para este objeto, é possível observar uma variância

um pouco maior quando a informação de entrada é relativa apenas a neurônios de HP.

Para o objeto “escova”, a mediana da AUROC foi apenas pouco maior que 0, 8 quando

foi utilizada como entrada a informação relativa à ativação de apenas neurônios de S1. Um

valor ligeiramente abaixo deste foi obtido para a mediana da AUROC quando foi utilizada

como entrada a informação relativa à ativação de apenas neurônios de HP, e, diferente do que

ocorreu para o objeto, “bola” houve uma variância um pouco menor quando a informação de

entrada para os classificadores conteve apenas informações relativa à ativação de neurônios

de HP. Para o objeto “comida”, a mediana da AUROC tanto para S1 quanto para HP ficaram

sempre abaixo de 0, 6, muito próximas de 0, 5. Para o objeto “haste” temos valores de

mediana de AUROC, tanto para S1 quanto para HP, em torno de 0, 8, sendo a mediana de

AUROC um pouco maior que 0, 8 quando foi utilizada como entrada a informação relativa

à ativação de apenas neurônios de S1 e um pouco menor que 0, 8 quando a informação foi

proveniente de HP. É importante mencionar que em nenhum dos objetos houve diferença

estatística significativa (p > 0.05 no teste Wilcoxon Rank-sum [201]) entre os grupos de

resultados de S1 e HP.

Na Figura 4.2.(b) é possível analisar em detalhes a qualidade de classificação de cada
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Figura 4.2: Visão geral dos resultados de classificação para as áreas S1 e HP. (a) utilizando

apenas o modelo Naïve Bayes; (b) visão com todos os modelos de classificadores.
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um dos modelos utilizados para a implementação do classificador binário, ilustrado na

Figura 3.1 (página 29). Os resultados são apresentados em boxplots, com o destaque (na

cor cinza) para os resultados utilizando o modelo Naïve Bayes. Na Figura 4.2.(b), as

colunas apresentam as informações organizadas por objeto (“bola”, “escova”, “comida” e

“haste”) e as linhas apresentam as informações organizadas por região anatômica (S1 e HP).

Apesar da implementação utilizando o modelo Naïve Bayes apresentar os maiores valores

de medianas todos os casos, não houve diferença estatística significativa (p > 0.05 no teste

Wilcoxon rank-sum [201]) na comparação com os demais grupos de dados relativos aos

demais classificadores. Considerando apenas a informação relativa à ativação de neurônios

de HP é possível afirmar que, para os objetos classificáveis, a implementação do classificador

binário através do Naïve Bayes apresenta as maiores medianas de AUROC, enquanto que

a implementações por árvore de decisão (DT) e ANN apresenta as menores medianas

de AUROC. Ainda naquela região anatômica, é possível afirmar que a implementação

do classificador binário através da ANN e DT apresentam as maiores variâncias quando

comparadas com as implementações utilizando os demais modelos. Em relação à variância

dos resultados de cada grupo, para todos os modelos, houve um aumento considerável da

variância dos dados de HP quando comparados com os resultados encontrados para S1.

4.2 Análise da codificação distribuída

Na Figura 4.1.(b), foi possível perceber uma maior variância nos dados relativos à qualidade

de classificação quando foi utilizada a informação de ativação de neurônios apenas de

V1. Na Figura seguinte (Figura 4.2), algo semelhante ocorre também com a qualidade de

classificação quando são utilizados como dados de entrada apenas a informação de ativação

de neurônios apenas de HP. Mesmo tendo nos dois casos (V1 e HP) boa qualidade da mediana

da AUROC a variância maior indica maior “ruído” na informação quando observamos

neurônios das áreas não diretamente relacionadas à modalidade do estímulo (táctil). Desta

maneira, os resultados sugerem que a informação necessária à classificação do estímulo

está presente em áreas não relacionadas à modalidade do estímulo (V1 e HP), no entanto

aquela informação apresenta uma quantidade maior de “ruído”. Tal resultado também sugere

que a informação necessária à classificação do estímulo está distribuída ao longo das áreas
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registradas (S1,V1 e HP). Resta avaliar como está distribuída essa informação dentro de

uma mesma área, ou seja, quão distribuída está essa informação entre neurônios de uma

mesma região anatômica. Para endereçar essa questão foi avaliada a qualidade média de

classificação em função da quantidade de neurônios, de uma mesma área, utilizados para

formar a informação de entrada. Como já foi mencionado, tal análise é difundida na literatura

como Neuron Dropping Analysis [153].

Um sumário da análise da codificação distribuída realizada nesta Tese pode ser

encontrado nas Figuras 4.3 e 4.4. Todos os resultados foram obtidos utilizando tamanho de

bin , ∆t, igual a 250ms, e com a implementação do classificador binário através do modelo

Naïve Bayes.

Figura 4.3: Visão geral dos resultados para quantidade de neurônios em S1 (azul) e V1

(vermelho). ge4 (círculo, •), ge5 (quadrado, �), ge9 (losângulo, �) e ge12 (triângulo, N)

Nas Figuras 4.3 e 4.4, os dados utilizados foram dos seguintes animais: ge4 (círculo,

•), ge5 (quadrado, �), ge9 (losângulo, �) e ge12 (triângulo, N). Em azul estão os
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resultados quando foram utilizados como dados de entrada as informações relativas à

ativação de neurônios de S1 e em vermelho a informação, em cada uma das Figuras, de

V1 e HP, respectivamente. Para aquelas duas Figuras, no eixo horizontal estão dispostas as

quantidades de neurônios e no eixo vertical a qualidade média de classificação.

Figura 4.4: Visão geral dos resultados para quantidade de neurônios em S1 (azul) e HP

(vermelho). ge4 (círculo, •), ge5 (quadrado, �), ge9 (losângulo, �) e ge12 (triângulo, N)

Um aspecto geral importante, observado a partir dos resultados apresentados nas Figuras

4.3 e 4.4, é que para a maioria dos cenários (objetos/áreas) existe uma quantidade de

neurônios (entre 10 e 12 neurônios) a partir da qual há uma “saturação” da qualidade média

de classificação em função da quantidade de neurônios utilizados na definição da informação

de entrada para os classificadores, de tal forma que mesmo utilizando conjunto de dados de

entrada com uma quantidade de neurônios maior que aquela “quantidade de saturação” não

se percebe aumento significativo na qualidade média de classificação. E, dessa forma, há uma

forte indicação de alta redundância na informação [192] relativa à ativação dos neurônios

registrados, intra-área e inter-área, durante a livre exploração dos objetos.

Outro aspecto importante a ser observado a partir dos resultados encontrados nas

Figuras 4.3 e 4.4 é a forma geral das curvas: em sua maioria as formas são semelhantes,
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quando diferem significativamente em forma, a diferença fica mais por conta da quantidade

máxima de neurônios disponíveis para a análise. O que sugere que além de uma

codificação distribuída, há uma codificação semelhante, fortemente pautada na redundância

da informação relativa à ativação dos neurônios [192] registrados.

4.3 Análise da escala temporal

Em alguns tipos de tarefas, poucos milissegundos podem ser importantes para a tomada

de decisão no córtex, como mostra um resultado relacionado ao córtex auditivo [241].

Há indicações que essas restrições temporais não se aplicam quando são analisados,

principalmente, estímulos tácteis. Isto sugere que há mais tempo para o processamento

das informações provenientes de áreas primárias do córtices visual e somatosensorial,

assim como do hipocampo, pois o uso de tamanhos de bins, ∆t, cada vez menores para

montar o conjunto de dados de classificação não parece ser uma tendência a ser seguida,

necessariamente, quando se deseja melhores resultados de classificação.

Na Figura 4.5, encontram-se os resultados para a análise do tamanho do bin , para quatro

animais: ge4, ge5, ge9 e ge12; e para três objetos: “bola”, “escova” e “haste”. Em azul

temos a mediana da qualidade de classificação quando são utilizadas as informações relativas

à ativação de neurônios de S1, e em vermelho quando são utilizadas as informações relativas

à ativação de neurônios de V1.

A partir da Figura 4.5, é possível perceber que para alguns valores maiores de bins não

é possível ter a quantidade mínima de amostras para formar o conjunto de dados (treino e

teste) de entrada para a construção do classificador binário; como exemplos desses casos

temos: objeto “bola” (tamanho do bin ≥ 300ms); nos animais ge5 e ge9; objeto “escova”

para os animais ge5 e ge12 (tamanho do bin ≥ 400ms). Também houve problema similar

com respeito à quantidade de amostras na exploração do objeto “haste” para o animais ge4

(tamanho do bin ≥ 400ms) e ge5 (tamanho do bin ≥ 300ms).

Deste modo, analisando a informação que se encontra na Figura 4.5, podemos afirmar

que tomando como base a mediana dos resultados de avaliação da qualidade de classificação,

um tamanho de bin de 250ms é uma boa solução de compromisso entre a qualidade

de classificação e o número de amostras disponíveis para o conjunto de dados para a
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Figura 4.5: Visão geral dos resultados da mediana da AUROC versus tamanho do bin para

quatro animais: ge4, ge5, ge9 e ge12; em duas áreas corticais: S1 (azul) e V1 (vermelho).

análise. Outras informações sobre análise da escala temporal em dados neuronais podem

ser encontrados em Vasconcelos et al. [224].

4.4 Dados surrogados

Os resultados com os dados surrogados demonstraram que, através da substituição de linhas

da matriz de bins, Bc, em um dado contexto de análise, ac ∈ A, é possível ver a qualidade

média de classificação cair significativamente a medida que se tem uma quantidade maior de



4.4 Dados surrogados 61

linhas surrogadas na matriz de bins, Bc.

Na Figura 4.6, estão dispostos alguns dos resultados desta análise. Todos os experimentos

foram utilizados considerando o cenário onde se tem, simultaneamente, todos os neurônios,

de todas as áreas anatômicas registradas, e com um tamanho de bin de 250ms. Naquela

Figura, percebe-se que, para os objetos viáveis de classificação (“bola”, “haste”, “escova”),

existe uma região plana dos resultados médios de classificação e, a partir de um certo

percentual de linhas surrogadas, é observada uma queda acentuada até o resultado mínimo.
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Figura 4.6: Visão geral dos resultados de classificação para quatro animais, quando os dados

são surrogados.



Capítulo 5

Conclusões e discussões

O propósito central deste capítulo é enumerar as principais conclusões obtidas a partir da

análise dos resultados centrais da Tese disponíveis no Capítulo 4. Adicionalmente, são

apresentadas propostas para trabalhos futuros a fim de ampliar os resultados e contribuições

desta Tese.

5.1 Conclusões específicas

Após uma série de análises dos dados envolvendo o problema, foi possível obter uma série

correspondente de conclusões específicas a partir dessas análises. Esta seção é dedicada a

apresentar cada uma destas conclusões.

Nesta seção discutiremos resultados específicos desta Tese. Na Sub-seção 5.1.1 tem-se

a discussão que procura contribuir para um melhor entendimento da codificação de objetos

complexos no córtex primário, especialmente quando se observa o aspecto da interação entre

modalidades. Na sub-seção seguinte, são discutidos os resultados relacionados à codificação

de objetos no hipocampo. A Sub-seção 5.1.3 é dedicada à discussão dos resultados para

os cinco diferentes modelos de classificadores utilizados nesta Tese. Por último, tem-se

a Sub-seção 5.1.4 na qual são discutidos os resultados associados à influência da escala

temporal nos resultados gerais de classificação.

63
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5.1.1 Codificação no córtex primário

Considerando os resultados apresentados no Capítulo 4, especialmente a partir das Figuras

4.1 e 4.3, a primeira e talvez a mais evidente contribuição desta Tese é mostrar que, de

uma maneira geral, é possível levantar a identidade de objetos complexos como aqueles

apresentados na Figura 3.1 (página 29), explorados livremente no escuro, a partir da

informação relativa à ativação neuronal do córtex visual primário (V1) para ratos em

vigília. Além das implicações práticas para potenciais aplicações deste resultado, também

acreditamos serem relevantes as implicações científicas na construção de modelos de

processamento de informação no sistema sensorial, que contemplem uma maior interação

entre as áreas primárias, abrindo espaço para estudos que explorem as possibilidades

colaborativas entre áreas primárias como aquelas demonstradas por Cohen et al. [42], entre

outros, nos quais os autores mostraram a relevância do córtex visual primário na execução

de tarefas tácteis por pessoas cegas precocemente.

Resultados como aqueles encontrados em Cohen et al. [42] e também em outros trabalhos

na literatura [85, 143, 159, 190], apontando para a relevância da cooperação entre áreas

primárias na execução de tarefas unimodais, sempre o fazem a partir de situações envolvendo

longos períodos de privação do estímulo sensorial para área que coopera (a exemplo da

privação visual para estudos de ativação de córtex visual em tarefas não visuais). Nesta Tese,

mostramos que essa possibilidade de cooperação pode acontecer em períodos bem menores

de privação. Como descrito na Seção 3.3, nos dados utilizados nesta Tese, a privação dos

estímulos visuais foi de 2h a 3h (tempo no qual o animal ficou na caixa escura vazia, antes

da exploração dos objetos).

Como foi discutido na Seção 2.3.2, Lemus et al. [124] apresentam um dos trabalhos mais

recentes abordando a questão mencionada nos parágrafos anteriores. Naquele trabalho, os

autores não encontraram informação suficiente a partir da ativação de neurônios do córtex

auditivo primário (A1) para decidir sobre estímulos tácteis, bem como não encontraram

informação suficiente, conforme discutido a seguir, a partir da ativação de neurônios do

córtex somestésico primário (S1) para decidir sobre estímulos auditivos. Em termos gerais1

de interação cortical intermodal, os resultados de Lemus et al. [124] diferem daquilo

que foi encontrado nesta Tese, especialmente observando os resultados na Figura 4.1, na

1Ou seja, mesmo estudando áreas corticais primárias diferentes.
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qual mostramos que é possível decidir sobre a identidade de estímulos tácteis a partir da

informação relativa à ativação de neurônios do córtex visual primário (V1). Essas diferenças

de resultados e conclusões tornam necessários alguns comparativos entre os dois trabalhos.

Primeiro, é necessário considerar que os dois trabalhos utilizam modelos animais diferentes:

Lemus et al. [124] utilizam macacos (Macaca fuscata) e esta Tese utiliza ratos da linhagem

Long Evans (Rattus norvegicus); no entanto, não acreditamos que esta é uma diferença

relevante para explicar a diferença entre os resultados. Acreditamos que um primeiro

elemento importante nesta diferença é a quantidade de neurônios utilizados em cada um dos

trabalhos: Lemus et al. [124] utilizaram matrizes de 7 eletrodos por região anatômica, o que

permite uma quantidade muito pequena de neurônios registrados quando comparamos com

a quantidade de neurônios utilizados nesta Tese (detalhes na Figura 3.5.a, página 34). Outro

elemento que nos parece muito importante para as diferenças de resultados entre os dois

trabalhos está nas técnicas de análise utilizadas em cada um dos estudos: Lemus et al. [124]

procuraram levantar a identidade do estímulo apenas a partir da modulação da taxa de disparo

de neurônios isolados, sem fazerem uso de técnicas mais robustas de análise de informações

conjunta da ativação dos neurônios, como fizemos nesta Tese e como também foi feito

por Hung et al. [98], entre outros trabalhos, nos quais procurou-se ter como informação

de entrada das técnicas de análise de dados neuronais não os dados relativos à ativação de

apenas um neurônio mas de populações de neurônios. Tal diferença nos métodos implica

em uma diferença importante de resultados e reforça uma das linhas de pensamento atuais

sobre o substrato neuronal da codificação de comportamentos, a qual sugere que processos

mais complexos no sistema nervoso só podem ser compreendidos a partir da observação

de populações de neurônios e não apenas de neurônios isolados [57, 95, 153]. Além

dos elementos citados acima, também apontamos uma questão metodológica importante

levantada desde o trabalho de Rebillard et al. [176], o qual trata da importância da privação

sensória para estudos de interação intermodal: não houve descrição de qualquer privação

sensorial da modalidade não associada ao estímulo no trabalho de Lemus et al. [124]. Talvez,

como sugere Rebillard et al. [176], não seja evidente um processamento intermodal da

informação sensorial se o córtex não associado ao estímulo estiver recebendo seu próprio

estímulo no momento do processamento sensorial2.

2Surge aqui uma proposta de trabalho para o futuro, detalhada na Seção 5.3.1.
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Acreditamos que ao utilizar um protocolo comportamental de livre exploração de objetos

complexos, acrescentamos dificuldade à tarefa de classificação dos objetos a partir das

respostas neuronais associadas aos intervalos de contato com os objetos. Isto porque, do

ponto de vista do comportamento animal, cada um dos objetos foi explorado de várias

perspectivas diferentes e, em todas essas, as respostas neuronais a cada uma das explorações

ao mesmo objeto devem ser, no processo de classificação, atribuídas a uma mesma classe, a

classe associada àquele objeto. Tal dificuldade não é enfrentada em experimentos nos quais

o animal tem seu comportamento controlado, ou mesmo esteriotipado. Desta maneira, com

base nos resultados apresentados na Figura 4.1.a, mesmo com essa dificuldade, foi possível

realizar a classificação da maioria dos objetos. Ainda a partir dos resultados na Figura 4.1.a,

acreditamos que trata-se também de uma contribuição interessante mostrar que é possível

levantar a identidade de estímulos complexos a partir da informação de ativação de neurônios

de córtex primário associado ao estímulo. Tal conclusão está alinhada com as propostas

recentes para o funcionamento do córtex auditivo primário (A1) de gatos, que reivindicam

um papel de codificação de objetos sonoros em neurônios de A1. Naquele estudo, como

neste, há uma semelhança importante: tratam-se de objetos novos (tácteis ou sonoros) para

o animal [147]. Como já foi mencionado, os estudos existentes na busca pela codificação de

objetos visuais [98, 117, 126, 240] foram realizados sempre tomando como base neurônios

de primatas adultos, em uma área superior do córtex visual: inferior temporal. Nesta Tese,

mostramos que tais estudos também podem acontecer no córtex primário e hipocampo de

ratos.

Desta maneira, os resultados desta Tese relacionados à ideia de um cérebro no qual

a interações intermodais são frequentes, se aproximam mais de uma proposta de cérebro

metamodal como aquela colocada por Pascual-Leone & Hamilton [159], ou Kaas & Collins

[105]:

“Thus, it may be more relevant to characterize cortical areas not by their

dominant modality but by the relative weights and roles of different types of

inputs” [105]
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5.1.2 Codificação no hipocampo

A partir de Pereira et al. [162] podem ser encontradas evidências da possibilidade de decidir

sobre a identidade de estímulos tácteis, tendo como base a informação de ativação de

neurônios do hipocampo. Nesse estudo os estímulos utilizados eram aberturas horizontais,

apresentadas sequencialmente a animais treinados; deste modo, o estímulo tinha uma única

dimensão de variação a largura da abertura. Ao longo de todo experimento, os autores

registraram neurônios do hipocampo (entre outras áreas) e verificaram que é possível decidir

sobre a identidade daqueles estímulos a partir da informação de ativação dos neurônios

hipocampais.

Desta maneira, uma primeira diferença entre resultados encontrados nesta Tese e aquele

estudo [162] é quanto à complexidade dos estímulos tácteis: no trabalho de Pereira et

al. [162] foram utilizados estímulos que variavam apenas em um parâmetro (largura da

abertura), enquanto que os dados desta Tese, como já foi discutido, provêm de estímulos

tácteis bem mais complexos e mesmo assim, como pode ser visto na Figura 4.2 também

foi mostrado que é possível decidir sobre a identidade de objetos complexos a partir da

informação relativa à ativação de neurônios hipocampais.

Observando a Figura 4.2.a, é visível uma maior variância na mediana de AUROC quando

são utilizadas como entrada as informações relativas à ativação de neurônios do hipocampo,

ao compararmos para os valores da mediana de AUROC, utilizando-se como entrada as

informações relativas à ativação de neurônios do córtex somestésico primário (S1). A

observação acima se confirma para todos os modelos de classificadores, como pode ser visto

na Figura 4.2.b. Algo similar acontece na comparação entre as medianas de AUROC de S1

e V1. Apesar de não termos elementos adicionais para apoiar a hipótese acima, acreditamos

que essa maior variância se dá pela menor relação sinal/ruído nas informações relativas às

ativações de V1 e HP quando comparadas com a informação relativa à ativação de S1; o que

é classicamente aceitável visto que a informação de entrada é táctil e, em termos clássicos,

ela chega primeiro em S1. Segundo esse modelo, deduzimos que a informação chega no HP

através de um processo de propagação ondulatória [79, 146], como mostrado na Figura 2.1

(página 10), e como em todo processo de propagação em meio ruídoso a relação sinal/ruído

cai à medida que o ponto de observação se afasta3 do ponto onde o sinal foi gerado (S1). No

3Em termos neuronais, a medida distância deve ser muito mais dada pelo número de sinapses entre os
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entanto, considerando o hipocampo como uma estrutura neural comprovadamente ligada à

memória, especulamos que a sua codificação da informação dos estímulos sensoriais ocorre

de maneira diferente daquela que acontece no córtex, principalmente quando consideramos

a variação das respostas ao longo do tempo. No Apêndice C há os detalhes dos nossos

primeiros esforços para entender a dinâmica de similaridade temporal entre os padrões

de resposta de neurônios nas três áreas registradas (HP, S1 e V1), procurando investigar

diferenças nessa dinâmica entre respostas corticais e respostas hipocampais.

Na Figura 4.4, podem ser vistos os resultados da análise da influência da quantidade

neurônios na qualidade média de classificação, agrupados por objetos. Para todos os objetos

classificáveis há um comportamento assintótico da qualidade média de classificação em

relação ao número de neurônios utilizados para definir a informação de entrada para o

classificador, ou seja, é possível verificar que a partir de uma determinada quantidade de

neurônios considerados na definição da informação de entrada não há mudança considerável

na qualidade de classificação. A partir daqueles resultados podemos afirmar que há uma

grande redundância [153, 192] de informação da ativação de neurônios do hipocampo para

fins de determinar a identidade do objeto. Essa relação também é observada nas demais áreas

registradas.

5.1.3 Modelos de classificadores

A partir das Figuras 4.1.b e 4.2.b temos acesso aos resultados de classificação dos diferentes

modelos avaliados nesta Tese: ANN (Artificial Neural Network), NB (Naïve Bayes),

RBF (Radial Basis Functions), SVM (Support Vector Machines) e DT (Decision Tree).

Considerando os resultados de cada modelo, como foi mencionado na Seção 4.1, não foi

possível encontrar uma diferença significava entre eles. Mesmo assim, escolhemos o modelo

NB para as demais avaliações implementadas nesta Tese (escala temporal, neuron dropping

e dados surrogados) por conta da sua baixa variância em relação à demais implementações

dos classificadores, como mostram aquelas Figuras.

Ainda observando aquelas Figuras, é possível perceber que a implementação do

classificador binário através de Árvores de decisão (DT) apresenta um valor de mediana

menor para a maioria dos casos estudados. Tal resultado merece uma melhor avaliação (ver

neurônios do que pela distância entre as posições espaciais dos neurônios
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detalhes na Seção 5.3.2) dos motivos, no entanto já é bastante conhecido na literatura a

fragilidade deste modelo em relação ao erro de anotação, ou seja, ao erro no qual se atribui

o rótulo errado a uma dada amostra de treino. Um equívoco como esse é bastante razoável

para o conjunto de dados utilizado em virtude do uso de anotação manual (baseada nas

informações do comportamento do animal gravadas em vídeo) para os intervalos de contato.

Um aspecto interessante do modelo implementado através de Árvore de Decisão (DT) é

a maior facilidade de extração de regras a partir da informação de ativação dos neurônios

registrados; tal possibilidade é descrita na Seção 5.3.3 como um trabalho futuro a partir

desta Tese.

5.1.4 Escala temporal

Observando os resultados apresentados neste estudo, especialmente a Figura 4.5, não foi

possível verificar grandes variações na qualidade média de classificação quando o tamanho

do bin , ∆t, utilizado na construção da matriz de bins, B, definida na Equação B.5, não é

significativamente diferente de ∆t = 250ms. Isso vale tanto para valores menores, quanto

para valores maiores que ∆t = 250ms. Isso sugere que o processo de identificação de

objetos, nas regiões anatômicas registradas, pode ser realizado utilizando a contagem em

intervalos daquele tamanho. Talvez não seja o caso em outras regiões anatômicas, a exemplo

do córtex auditivo primário, para o qual os trabalhos encontrados na literatura utilizam

escalas temporais muito menores [147].

Ao analisarmos o comportamento da qualidade média de classificação quando a matriz

B, definida na Equação B.5, é contaminada com linhas aleatórias, como descrito na Seção

4.4, observa-se que quando o contexto de análise possui um quantidade significativa de

neurônios registrados (ver Figura 3.5.a), somente altos percentuais de linhas surrogadas são

suficientes para produzir perdas significativas na qualidade média de classificação. Tendo

em vista as semelhanças nas abordagens entre esta análise e a análise da influência da

quantidade de neurônios na qualidade média de classificação, podem ser vistos resultados

muito semelhantes4, demonstrando consistência nas duas análises e entre as abordagens.

4No neuron dropping acontece a completa remoção da linha correspondente ao neurônio na matriz de bins,

na análise de dados surrogados aquelas linhas, ao invés de removidas são substituídas por suas correspondentes

geradas aleatoriamente, seguindo uma distribuição de Poisson.
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5.2 Considerações finais

Dado um processamento da informação p no sistema nervoso e uma medida de qualidade

deste processamento q(p), dizemos que uma dada quantidade n de neurônios é dita

necessária ao processamento p se a média da qualidade deste processamento 〈q(p)〉 diminiu

quando a quantidade de neurônios envolvidos nesse processamento diminui. Em termos

de complexidade no processamento da informação no sistema nervoso, entendemos que

a complexidade do processamento da informação está diretamente associada ao número

de neurônios necessários para aquele processamento. Nesse sentido, acreditamos que um

aspecto fundamental na medida de complexidade do processamento da informação é a

novidade do estímulo para o sistema nervoso em questão e não apenas a complexidade

(diversidade do espectro espaço-temporal) na composição de informação do estímulo.

Acreditamos que é na novidade do estímulo que há demanda por uma representação que

envolve uma quantidade maior de neurônios e, a medida que há uma habituação com aquele

estímulo, a sua representação vai sendo composta por uma quantidade menor e mais estável

de neurônios. Ghazanfar et al. [84] sugere:

“Although sensory perception and neurobiology are traditionally investigated

one modality at a time, real world behaviour and perception are driven by the

integration of information from multiple sensory sources. Mounting evidence

suggests that the neural underpinnings of multisensory integration extend into

early sensory processing.” [84].

Na Figura 5.1, encontramos um resumo de modelo de interação entre as áreas que foram

foco neste estudo: HP, S1 e V1. Naquela Figura as arestas entre o estímulo à sua respectiva

área sensorial primária são mais largas, indicando um maior relevo daquelas conexões para

a predição da ativação das suas respetivas áreas sensoriais primárias. Com uma largura um

pouco menor temos as arestas que ligam as áreas sensoriais primárias (S1 e V1) entre si;

que são originadas principalmente a partir da vivência multi-sensorial do indivíduo. Com

uma largura ainda menor que a das arestas que ligam S1 e V1, temos as arestas que ligam

aquelas áreas ao hipocampo (HP), que representam as conexões contico-hipocampais já bem

estabelecidas na literatura.

Uma ideia geral [102, 159] que ganha força a partir dos resultados desta Tese é que, ao
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longo da experiência multimodal do indivíduo com o meio, cada grande área “unisensorial”

constrói uma interação intermodal com as demais áreas sensoriais, adicionando ao seu leque

de relações sinápticas o processamento de informação sensorial de outras modalidades.

Quando o estímulo da modalidade associada à área está presente, o peso das conexões

com áreas que trazem aquele estímulo, por serem mais frequentes, é maior que os demais

pesos, implicando em uma ativação da área fortemente correlacionada com o estímulo

que está chegando. Na ausência do estímulo da modalidade principal, a área até então

hegemonicamente “unisensorial” naturalmente passa a operar em função das sinapses

de pesos imediatamente menores, que podem ser aquelas relacionadas com a interação

intermodal; ou seja, na ociosidade de processamento da informação da sua modalidade, uma

área primária passa a realizar o processamento efetivo da informação de outras modalidades

através das relações sinápticas relacionadas com outras modalidades.

A relação sináptica cortico-hipocampo já é bem estabelecida na literatura tradicional. om

relação a essa interação, a novidade nesta Tese é mostrar que a ativação de neurônios naquela

área contém informação suficiente para levantar a identidade de estímulos complexos com

aqueles utilizados neste estudo. A partir dos nossos resultados, nos quais pudemos observar

uma maior variância na qualidade de classificação para as áreas não diretamente relacionadas

ao estímulo (V1 e HP) e também de estudos, como o de Nauhaus et al. [146], sugerimos que

essa operação à distância ocorre através de uma propagação ondulatória das respostas do

córtex diretamente associado ao estímulo, que neste trabalho é S1; o que justificaria um

maior ruído na informação de ativação em V1 e HP para a classificação da identidade do

estímulo.

De posse dos resultados apresentados no Capítulo 4 e discutidos na Seção 5.1, nos

deparamos com a necessidade cada vez mais urgente de repensar os modelos hegemônicos

para o processamento da informação sensorial no sistema nervoso central, especialmente no

córtex sensorial primário e hipocampo. Ao longo de várias décadas, tem sido dominante

um modelo de processamento de informação fortemente hierárquico e uniderecional de

fluxo de informação para esse sistema, um modelo onde há pouca ou nenhuma interação

direta entre áreas sensoriais primárias de diferentes modalidades; mesmo tendo à margem os

inúmeros trabalhos que tem mostrado que tal hierarquia é bastante questionável [102, 159],

que a interação entre áreas primárias acontece [97, 110, 194], que as barreiras corticais
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anatômicas são também função da informação que chega e não somente ao substrato neural

[79]. Os resultados encontrados aqui nos forçam a propor uma visão mais colaborativa

no processamento da informação entre as próprias áreas sensoriais primárias e também

entre estas e o hipocampo. Em uma perspectiva computacional, propomos que a abstração

da arquitetura daquele sistema tenha mais semelhança com uma arquitetura de uma grade

computacional, na qual os recursos computacionais ficam disponíveis quando estão ociosos

pelo seu usuário principal; mais que isso, que também pode existir no substrato neural uma

economia, onde a moeda de troca é a informação e a todo tempo os elementos fundamentais

do sistema (os neurônios) estarão buscando a melhor forma de se manterem participantes

desta economia. Acreditamos que esta abstração do sistema pode dar melhores e mais

ricas perspectivas de estudo sobre o sistema nervoso quando comparada com a abstração

hegemônica que temos hoje, na qual as funções sensoriais se encontram reclusas em caixas

incomunicáveis entre si.

Figura 5.1: Esboço das interações entre as áreas estudadas nesta Tese: HP, S1 e V1.

5.3 Trabalhos futuros

Aproveitamos essa Seção para elencar alguns trabalhos que podem ser desenvolvidos a partir

dos resultados abordados no texto principal desta Tese.
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5.3.1 Dinâmica do engajamento intermodal

Desde Rebillard et al. [176] temos estudos que apontam a privação sensorial precoce do

córtex a ser estudado no processamento de informação de outra modalidade como condição

necessária; nossos resultados mostram que 2h a 3h de escuro são suficientes para obtermos a

colaboração de V1 no processamento da informação táctil. Fica a questão de quanto tempo

seria necessário para que seja possível obter em V1 informação suficiente para levantar a

identidade de um estímulo complexo. Talvez haja uma relação entre o tempo prévio no

escuro e a qualidade média de classificação utilizando apenas neurônios de V1.

5.3.2 Estudo do impacto do erro de anotação na qualidade classificação

Nesta Tese, os intervalos de contato do animal com cada um dos objetos foram levantados

de maneira puramente manual, a partir da observação dos vídeos de comportamento dos

animais ao longo da tarefa de exploração dos objetos. Essa anotação manual é muito sujeita

a equívocos, tanto com respeito a falso positivos quanto a falso negativos. Acreditamos

que um trabalho interessante seria avaliar variação na qualidade classificação de cada um

dos classificadores em função da variância de um erro aditivo de anotação. Desta maneira,

poderia ser avaliada a robustez a esse tipo de ruído de cada um dos modelos empregados

nesta Tese. Supomos que a implementação via Árvore de Decisão (DT) seja a mais frágil.

5.3.3 Extração de regras de classificação em dados neuronais

Considerando a implementação do classificador a partir do modelo de Árvore de decisão

(DT), seria realizado um levantamento das regras de decisão para a classificação tendo como

base a ativação dos neurônios envolvidos nestes estudos. A partir de uma análise como essa,

as seguintes questões poderiam ser abordadas: há uma distribuição uniforme, em termos de

áreas registradas, dos pesos dos da informação de ativação ? Há regras estáveis para decisão

de classificação ? Ou seja, estamos interessados em encontrar a lógica no substrato neural

que codifica a decisão de classificação.
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5.3.4 Preempção no processamento intermodal

Na terminologia de sistemas de computação [202], diz-se que um dado sistema contempla

preempção quando neste há uma hierarquia de execução dos processos, de tal forma que

se um processo A é definido mais prioritário que um processo B que está em execução,

o processo B é retirado da execução para que o processo A seja executado. Acreditamos

que essa propriedade esteja presente também no processamento sensorial intermodal: se

uma área cortical está processando informação de uma outra modalidade em virtude

da privação sensória, e se inicia a chegada de informação na sua modalidade naquela

área, esperamos que paulatinamente aquela área cortical passe ter como hegemônico o

processamento da informação na sua modalidade. Em termos neuronais, propomos que isso

é implementado através de diferentes conjuntos de pesos sinápticos associados a diferentes

modos de operação/processamento, imperando o modo associado ao conjunto de sinapses

que apresentam as maiores entradas e pesos.

Entendemos que há duas maneiras de endereçar essa questão: direta e indireta. Na

maneira direta, a preempção ocorreria pelo estímulo direto da área que foi privada, na

maneira indireta a preempção ocorreria pelo estímulo indireto, através de uma terceira

modalidade, da área que foi privada.

Para endereçar a maneira direta, planejamos desenhar um protocolo experimental

próximo deste: no intervalo temporal I1 = [a, b) há a privação sensória de uma das

modalidades (visual, registrando V1) e estímulo apenas em uma outra modalidade (táctil,

registrando S1); no intervalo temporal I2[b, c) há o estímulo na modalidade que estava

privada (visual) e também na que já estava estimulada (táctil). Esperamos que no intervalo

temporal I1 haja boa qualidade de classificação dos estímulos (objetos tácteis) a partir da

informação da ativação área sensorial primária privada de estímulo (visual). No intervalo I2

esperamos uma redução (abrupta ?) na qualidade classificação dos estímulos (objetos tácteis)

a partir da informação da ativação de neurônios de V1.

Para endereçar a maneira indireta planejamos desenhar um protocolo experimental

próximo deste: no intervalo temporal I1 = [a, b), há a privação sensória de uma das

modalidades (visual, registrando V1) e estímulo apenas em uma outra modalidade (táctil,

registrando S1); no intervalo temporal I2 = [b, c), há o estímulo na terceira modalidade

(auditiva, registrando A1) que estava privada e que ainda não tinha sido estimulada.
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Esperamos que, no intervalo temporal I1, haja boa qualidade de classificação dos estímulos

(objetos tácteis) a partir da informação da ativação na área sensorial primária privada (V1)

de estímulo. No intervalo I2, esperamos uma redução (abrupta ?) qualidade classificação

do estímulos (objetos tácteis) a partir da informação da ativação de neurônios de V1. Neste

caso, como A1 está sendo registrado, também seria o caso de verificar se, antes do estímulo

auditivo, é possível decidir sobre a identidade de objetos tácteis a partir da informação da

ativação de neurônios de A1.

5.3.5 Relevância na interação intermodal

Entre outros, Cohen et al. [42] mostraram que há uma participação relevante da área visual

no processamento da informação táctil em pessoas cegas. Gostaríamos de endereçar essa

questão da relevância funcional das interações intermodais através de um experimento

com um animal vidente com privação sensória apenas durante a execução da tarefa,

verificando se após o treino com privação sensória haveria uma queda no desempenho

comportamental, se a área cortical, cujo o estímulo na modalidade foi privado (V1), for

desativada temporariamente.

Deste modo, um possível protocolo seria treinar um animal em uma tarefa simples de

discriminação táctil de variado nível de dificuldade [121], sempre no escuro, respeitando o

período prévio de 2h de habituação. Após o animal atingir os níveis ótimos de desempenho

da tarefa, o mesmo teria sua área visual primária desativada através de uma ação de

medicamento e seria colocado para a execução da tarefa táctil ainda no escuro. Um resultado

esperado seria uma queda na qualidade de desempenho comportamental do animal na

execução da tarefa de discriminação ao longo da duração da desativação.
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Apêndice A

Fundamentos biológicos

“Todos os sentidos do homem têm um só ofício; só os olhos têm dois. O ouvido ouve,

o gosto gosta, o olfato cheira, o tato apalpa, só os olhos têm dois ofícios: ver e chorar (Pe.

Antonio Vieira)

A.1 Sistemas sensoriais

A parte da neurociência dedicada ao estudo do aparelho sensorial é uma das mais

quantitativas e computacionalmente sofisticadas áreas da neurociência, principalmente por

conta da facilidade de elaborar experimentos onde há controle preciso dos estímulos de

entrada, assim como da observação das respectivas respostas neuronais [239]. Também em

uma outra classe de experimentos – onde o controle dos estímulos não é grande – também é

possível encontrar abordagens quantitativa e computacionalmente apropriadas.

Na busca por informações sobre o mundo, os sistemas sensoriais realizam uma função

elementar: manter o sistema nervoso atualizado dos eventos (nos seus diversos tipos de

energia: sonora, térmica, luminosa, etc) externos. O sistema nervoso por sua vez é,

tradicionalmente, pensado de maneira modular e, assim, na sua forma mais básica, cada

sub-sistema responde, com alguma especificidade a um tipo de estímulo, e cada um emprega

células especializadas para traduzir os estímulos da sua forma encontrada no mundo em

uma representação que o sistema nervoso consegue trabalhar [209]. Como sempre há a

possibilidade do mundo externo estar em mudança, uma das funções principais do sistema

sensorial em um indivíduo é manter uma representação atualizada do mundo externo

[125, 209, 223].

99
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É bastante aceito que o córtex cerebral é um elemento anatômico e funcional fundamental

no sistema sensorial. Entende-se que é nesse elemento onde acontece a maior parte da

interpretação, organização e armazenagem das informações sensoriais. Tradicionalmente,

entende-se que, para cada um dos tipos de estímulo (sonoro, óptico, térmico, químico, de

pressão) transduzido pelo sistema sensorial, tem-se um área específica no córtex associada

ao seu processamento. Um tipo de estímulo é denominado de modalidade. Numa abordagem

tradicional, tem sido proposto que para cada modalidade tem-se uma área especializada no

córtex, que processa os estímulos associados àquela modalidade [106].

Muitas áreas do córtex cerebral estão primariamente envolvidas com o processamento

da informação sensorial, e estas áreas incluem diversas áreas especializadas que possuem

diferentes papéis no processamento daquela informação. Estas áreas do córtex sensorial

são denominadas áreas sensoriais primárias, secundárias, ou terciárias, dependendo da

proximidade sináptica que estão das vias sensoriais periféricas, as quais são responsáveis

por captar e transportar o estímulo até o córtex. As áreas sensoriais primárias recebem a

maioria das informações a partir de um elemento encefálico denominado tálamo [106, 209].

Nesta Tese foram monitorados, em ratos, neurônios de duas áreas sensoriais primárias

de duas modalidades: somatosensorial e visual. O córtex somatosensorial é responsável

pelo processamento das informações sensoriais tácteis, e o córtex visual é responsável pelo

processamento das informações sensoriais visuais1. Na Figura A.1 pode ser vista uma

ilustração da disposição dessas áreas sensoriais no cérebro humano.

A.1.1 Sistema somatosensorial

O uso humano das mãos se dá não somente para manipular o mundo concreto mas também

para percebê-lo, com elas é possível perceber formas, textura, temperatura, robustez de

material, etc. Em alguns casos é possível mostrar que são utilizadas mais as informações

da força que aplica-se nos objetos explorados tactilmente que as informações geométricas

percebidas [66, 184]. É com as mãos que a maioria dos deficientes visuais têm acesso a boa

parte das formas e os textos do mundo.

1Essas afirmações, em sua grande maioria são resultado de estudos realizados em animais anestesiados.

Estudos recentes apontam para a possibilidade de áreas corticais sensoriais quando "ociosas" atuarem não

somente na sua modalidade, mas também processando informação proveniente de outras modalidades [?, 29].
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Figura A.1: Ilustração do córtex cerebral humano. Adaptada de [209].

Na Figura A.2, pode ser visualizada a ilustração de um engenhoso experimento realizado

para demonstrar a importância da informação da força na percepção de superfícies. Nas três

situações apresentadas a superfície percebida é de uma elevação, mesmo não sendo essa

a superfície nos três casos. Na Figura A.2.a, tem-se a única situação onde a superfície

é realmente uma elevação, nos demais casos, Figura A.2.b e Figura A.2.c, a percepção

de uma elevação é criada por forças artificiais geradas na superfície de contato com

o dedo, de tal maneira que o sistema somatosensorial percebe a superfície como uma

elevação, demonstrando assim a proeminência deste aspecto (força percebida) em relação à

geometria na percepção da superfície. Resultados como esses têm conseqüências imediatas

em aplicações de realidade virtual, e demonstram a importância de estudos voltados ao

entendimento do sistema somatosensorial [66, 184] para áreas de computação.

O sistema somatosensorial é um sistema complexo compreendendo um conjunto

de receptores e centros de processamento de informação para produzir as modalidades

sensoriais do tato, temperatura propriopercepção (posição do corpo), e nocipercepção (dor).

Entender como o sistema somatosensorial processa e usa a informação sensorial depende,

principalmente, de conhecimento da sua organização. E este entendimento parece que ainda

demanda muito esforço para a sua completude. Há várias razões para essas lacunas, uma
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Figura A.2: Experimento para demonstrar a importância da informação de força na

percepção do objeto. Adaptada de [66].

razão principal é a grande variação desse sistema quando observam-se os indivíduos de

diferentes espécies, mesmo aqueles que, filogeneticamente, são próximos. Com um exemplo,

nos mamíferos, muitas espécies que utilizam vibrissas (pelos localizados na face, nariz, ou

boca) para explorar o ambiente, enquanto outras nem tanto: os primatas [107] .

Como um dos elementos do sistema sensorial, o sistema somatosensorial tem a função de

prover informações do mundo no qual o indivíduo está imerso para que este possa elaborar

uma versão atualizada do seu meio, considerando apenas informações obtidas através do

contato direto. O sistema somatosensorial apresenta diferenças qualitativas dos demais

sistemas sensoriais por conta dos seus múltiplos papéis na representação, tanto do mundo

externo, quanto do próprio indivíduo. Esses papéis se dividem em três funções essenciais

[185, 209]:

• Funções exteroceptivas: inclui as sensações de tato, temperatura e dor, informando ao

indivíduo sobre o meio em que ele está;

• Funções proprioceptivas: inclui os sentidos cinestésicos de posição e movimento,

dando informações sobre localização do corpo e membros, direção força e velocidade
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dos movimentos;

• Funções interoceptivas: inclui as sensações a partir de receptores de órgãos internos e

prover informações sobre o estado destes órgãos;

Tendo em vista que os dados utilizados nas investigações desta Tese são originados

de gravações em ratos, a seguir procurar-se-á apresentar alguns detalhes do sistema

somatosensorial destes animais.

Sistema somatosensorial de ratos

Ratos e camundongos são animais noturnos acostumados a viver em túneis e locais pequenos

onde precisam navegar para buscar comida e se proteger. Nestes locais escuros e de pouco

espaço são extremamente úteis o conjunto de vibrissas, encontradas próximas ao focinho

desses animais, para compensar a pouca quantidade de luz durante o momento de exploração

de objetos e ambientes [165]. As vibrissas de ratos e camundongos são utilizadas por

estes animais com uma matriz de detetores altamente sensíveis ao toque para aquisição de

informação táctil do mundo [7, 165]. Através delas, esses roedores conseguem construir um

desenho espacial do mundo que os cerca com bastante precisão, fazendo entre outras coisas

a localização de objetos e discriminação fina de textura [165]. O processamento no sistema

somatosensorial relacionado às informações recebidas pelas vibrissas é altamente organizado

em mapas corticais, os quais ocupam grandes porções do cérebro destes roedores [7, 165].

Durante a exploração táctil desses animais tem-se duas grandes funções corticais

atuando: a função do processamento sensorial táctil, e a função motora responsável pelo

movimento das vibrissas, o que permite um bom contexto para estudos dos aspectos

neuronais de integração sensório-motor. Na Figura A.3.a pode ser vista uma ilustração dos

caminhos percorridos pelos sinais sensoriais e motores, desde as vibrissas até as regiões

corticais correlatas.

Em 1970, Woolsey e van der Loos [238], descobriram que na camada IV, do córtex

somatosensorial de ratos2 há estruturas discretas, e bem definidas, de respostas contralaterais

2Depois se descobriu que essas estruturas podem ser encontradas em outras espécies que fazem uso de

vibrissas na sua exploração sensorial. Uma análise mais detalhada de exemplos de animais que possuem essa

estrutura pode ser encontrada em [74].



A.1 Sistemas sensoriais 104

a cada uma das vibrissas. Essas estruturas corticais, em virtude do seu formato, receberam

o nome de barris [74, 165, 238]. Os barris podem ser visualizados em seções horizontais da

camada IV do córtex somatosensorial, onde é possível observar uma ordenação topológica

igual àquela encontrada nas vibrissas. Na Figura A.3.a é colocada uma ilustração do

mapeamento existente nos barris para cada uma das vibrissas do rato.

Figura A.3: Sistema somatosensorial do rato. a) caminhos neurais das vibrissas até o córtex;

b) barris. Adaptada de [7].

A.1.2 Sistema visual

Para os humanos, a maioria das impressões sobre o mundo, e também suas memórias,

são baseadas na visão [106]. Tal importância desta modalidade sensorial tem promovido

uma atenção considerável nas pesquisas envolvendo estudos do sistema nervoso, e também

da computação, em busca de elucidar a maneira como ocorre o processamento daquela

modalidade sensorial. Trabalhos em Inteligência Artificial e Reconhecimento de Padrões,

mostram que a maneira como o cérebro reconhece forma, movimento, profundidade e

cor, usa estratégias de cálculo que ainda não encontram paralelo em implementações

computacionais [106].

O sistema visual é frequentemente comparado, no senso comum, a uma câmera, como

se a sua função estivesse relacionada apenas à captação e registro da informação visual no

mundo exterior. No entanto, esta analogia não parece razoável porque o sistema visual é

mais responsável por criar uma representação do mundo visual exterior, do que simplesmente

captar e guardar uma cópia essa informação. Um exemplo disso é percepção visual em três
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Figura A.4: Ilustração do efeito figura-fundo. A partir de [209].

dimensões, mesmo tendo a informação sensorial visual captada em um arranjo que só tem

duas dimensões de receptores. E deste modo, é cada vez mais aceito que percepção visual

é um processo criativo, e não passivo [29, 88, 106], como está ilustrado na Figura A.4. O

desenho mostrado naquela figura, é de um vaso claro sobre um fundo escuro, no entanto,

há duas possibilidades de figuras percebidas a partir daquela figura: um vaso claro, ou, dois

rostos escuros.

Figura A.5: Ilustração das sinalizações utilizadas no sistema visual. Adaptada de [209].

Na Figura A.5, tem-se a ilustração das vias de sinalização, desde a retina até área primária

do córtex visual. Na retina, a informação visual é captada a partir de foto-receptores, os quais

projetam para células bipolares, e estas por sua vez têm sinapses com células ganglionares

retinais. O nervo ótico, é formado pelos axônios daquelas células ganglionares, as quais

projetam em uma formação talâmica denominada núcleo geniculado lateral, de onde segue

o sinal para a região primária do córtex visual, também conhecida como área de Brodmann,



A.1 Sistemas sensoriais 106

área 17, ou ainda, como é denominada nesta Tese, V 1.

Figura A.6: Ilustração das vias dorsal e ventral do sistema visual em humanos. Adaptada de

Wikimedia.

Quando a informação chega em V 1, é enviada por duas vias diversas: uma ventral,

para o córtex inferior temporal, e, outra dorsal que segue para o córtex parietal posterior,

como está ilustrado na Figura A.6. Naquela figura, tem-se um bom exemplo do intenso

uso de uma abordagem distribuída do processamento da informação no sistema visual, e no

cérebro como um todo. A primeira, ventral, devotada em responder o “o que ?”, e segunda,

dorsal, preocupada em responder o “onde ?”, e, de alguma forma têm seus processamentos

distribuídos integrados de maneira a criar a percepção completa do objeto visual, em seus

diversos atributos [15, 106, 140, 209].

Estudando as consequências de lesões daquelas vias, em humanos e em macacos,

observa-se que lesões na via dorsal afetam a percepção espacial visual. Os sujeitos com

estas lesões frequentemente não respondem a objetos visuais no campo visual contralateral.

Ablação do córtex parietal posterior em macacos altera a sua habilidade de localizar

visualmente objetos, e até mesmo de guiar o movimento das mãos para alcançá-los

[88, 106, 223]. Ainda nesta via, tem-se o córtex temporal medial (MT) que está associado à

percepção de movimento e profundidade na cena visual.

Por outro lado, a via ventral, especialmente o córtex inferior temporal (IT), em primatas

adultos, está associada à identificação de objetos e faces. Lesões nessa região estão

associadas à dificuldade de discriminar formas e memória visual. Naqueles indivíduos,

células do IT mostram seletividade à objetos complexos, com alguma tolerância na mudança

de escala e posição [97, 98, 106] dos mesmos.
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A.2 Hipocampo

Em humanos os mecanismos mais importantes pelos quais o ambiente modifica o

comportamento são memória e aprendizagem. Aprendizagem é o processo pelo qual

o conhecimento é adquirido do mundo, enquanto memória é o processo pelo qual o

conhecimento é codificado, guardado, e preparado para posterior recuperação [106].

A memória é dividida em duas grandes formas: explícita e implícita. A memória

implícita, também conhecida como memória não-declarativa é aquela memória que

prescinde da consciência para sua evocação; enquanto que a memória explícita, também

conhecida como memória declarativa, é resultante de um esforço consciente de recuperação

de informação armazenada pela experiência do indivíduo [21,106]. As memórias explícitas,

ainda podem ser classificadas em: episódicas, relacionada a eventos e experiência pessoal;

ou, semântica relacionadas à memória de fatos.

O hipocampo é necessário para a formação das memórias episódicas [130, 154]. Desde

1971 [154], além das funções relacionadas à memória episódica, também sabe-se que

neurônios daquela região anatômica ativam seletivamente quando o animal se desloca por

diferentes regiões do espaço, durante uma tarefa de navegação livre. Aqueles locais no

espaço, onde ocorrem a ativação daqueles neurônios, são denominados campos de lugar

(place fields), e as células com essas características especiais são denominadas células de

lugar (place cells).

Na Figura A.7 há uma ilustração de um experimento para fazer uma predição do campo

de uma célula de lugar: um animal, com micro-eletrodo implantado, é colocado em um

repositório cilíndrico, e tem suas coordenadas espaciais acompanhadas por por uma câmera

de vídeo enquanto faz a exploração do local onde se encontra. Observando a taxa de disparo

de uma dada place cell , é possível fazer uma predição de qual região é mapeada por aquele

neurônio.

A motivação principal de incluir os registros de neurônios do hipocampo na análise

dos dados, realizada nesta Tese, relaciona-se ao fato desta região anatômica envolvida com

memória, e não o uso de place cells para identificação dos objetos, até porque, no desenho

experimental utilizado, o espaço disponível para navegação do animal, durante a exploração

dos objetos, não era grande o suficiente para a definição de place cells .
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Figura A.7: Ilustração da ativação de um neurônio durante a exploração espacial. Adaptada

de [106].

Na Figura A.8, encontra-se uma ilustração da posição do hipocampo no cérebro de um

rato. A mesma figura apresenta alguns detalhes da estrutura interna do hipocampo.

Em 1978, foi proposta uma teoria sugerindo que o hipocampo serve como substrato

neural para o que se denominam mapas cognitivos [155]. De acordo com essa teoria o

ambiente é representado por um conjunto de place cells , de maneira que cada uma representa

uma porção do espaço em que o indivíduo está imerso. Desta forma, a configuração

específica da ativação das place cells daria uma representação interna do ambiente, de tal

maneira a dar ao animal uma idéia de sua posição em relação à posições importante naquele

ambiente. Na Figura A.9 encontra-se uma ilustração dessa teoria.

Passados 20 anos da proposta da representação dos mapas cognitivos no hipocampo,

resultados experimentais, baseados nos dados provenientes do uso de matrizes de

multi-eletrodos no registro de neurônios do hipocampo, demonstraram boa precisão da

predição da posição espacial de ratos, em um tarefa de exploração livre de um ambiente [32].

Naquele estudo, foi utilizada como base de dados a taxa de disparo de um conjunto de place

cells , e com essa informação foi possível fazer a predição das coordenadas do animal no

plano.

A.3 Eletrofisiologia elementar

Um elemento fundamental no funcionamento dos organismos é a necessidade de

comunicação entre os seus neurônios, e naqueles um pouco mais complexos, a comunicação
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Figura A.8: Estrutura interna do hipocampo, o qual é composto principalmente pelas

seguintes partes: CA1, CA3 e giro denteado. Adaptada de [106].

Figura A.9: Hipocampo como mapa cognitivo. Adaptada de [60].
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entre neurônios e músculos [135, 158, 209].

Quase 200 anos A.C, já é possível encontrar registros do médico grego Claudius Galeno,

que sugeria que os "humores" fluíam do cérebro para os músculos dos nervos ocos [189,209].

Somente a própria descoberta da eletricidade é que tornou possível estudar o funcionamento

dos sistemas vivos do ponto de vista elétrico, e isso se intensificou principalmente a

partir de Luigi Galvani (1737-1798) com seus trabalhos com músculos de rãs, mostrando

que músculos e células nervosas podem produzir eletricidade [65, 209]. Os estudos da

eletrofisiologia do sistema nervoso começaram com Julius Bernstein (1839-1917) com a sua

proposta do impulso nervoso com uma onda de negatividade. Esta idéia foi baseada em um

conceito, proposto por Carlo Monteucci (1818-1868) e Emil Dubois-Reymond (1818-1896),

da "variação negativa" observada no galvanômetro, mostrando um decréscimo de corrente

elétrica, durante a contração no músculo [65, 152].

Com os avanços das técnicas da eletrofisiologia foi possível chegar cada vez mais perto

do detalhe da atividade elétrica em níveis cada vez mais específicos do Sistema Nervoso

[65, 209], possibilitando o estudo da atividade de um único neurônio, ou até mesmo, mais

recentemente, de populações de neurônios, como pode ser visto nas seções a seguir. As duas

primeiras seções, a seguir, tratam alguns detalhes tanto anatômicos quando eletrofisiológicos

do neurônio, a terceira seção procura abordar uma técnica desenvolvida nos últimos anos

para o registro crônico da atividade elétrica de grupos de neurônios.

A.3.1 O neurônio

Ao estudar o encéfalo no nível celular encontram-se apenas dois tipos de células: as células

neuronais e as células gliais. No encéfalo, estima-se que apenas 10% das células são do

primeiro tipo, no entanto, até o momento todos os resultados de pesquisas apontam que o

grande volume de processamento de informação ocorre nos neurônios [16]. As células gliais

foram descobertas por Rudolf Virchow, 150 anos atrás, que propôs como função das células

gliais3 o papel de fixação e suprimento para os neurônios, visto que todos os neurônios no

encéfalo, encontram-se envolvidos por este tipo de célula, indiciando uma forte relação entre

estes dois tipos de células [206]. No entanto, desde a década de 1980, são encontrados

3O termo glia ver do termo grego empregado para cola. Para maiores detalhes ver a literatura especializada

[16, 65, 106].
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estudos que indicam papéis funcionais também para a glia [9, 111, 177].

E um nível de abstração maior, o neurônio consiste das seguintes partes: o soma, os

dendritos, e o axônio. O primeira parte é também conhecida como corpo celular, e como

nas outras células, engloba o conjunto de organelas existentes no neurônio [16].

Como o nome já sugere na Figura A.10, o núcleo é a parte central da célula onde

todo o processamento protéico a ser realizado no neurônio é definido através do material

genético (ADN - ácido desxirribonucléico) nos cromossomos, e transmitido para as demais

partes do neurônio através do ARNm (ácido ribonucléico mensageiro). Este conhecimento

é particularmente importante por conta do estudo da expressão de determinados genes

associados com o estudo de fases do sono, como pode ser visto no trabalho de Ribeiro et

al [180] onde é apresentado um estudo da expressão do gene zif-268 durante algumas fases

específicas do sono em ratos.

Figura A.10: Ilustração de um neurônio.

Na Figura A.10, pode ser vista uma ilustração de um neurônio, onde tem-se o soma,

onde se encontra o núcleo celular além das demais organelas encontradas em outros tipos de

células. Também podem ser vistos os dendritos, responsáveis pela coleta das informações a

serem processadas pelo neurônio. Por último, o axônio, onde o resultado do processamento

da informação é disponibilizado. O axônio tem sua membrana quase completamente coberta

pela bainha de mielina, tendo alguns trechos onde a membrana é encontrada exposta. Tais

trechos são conhecidos como nodos de Ranvier, e, por fim as terminações do axônio, onde a

informação enviada pelo neurônio é passada adiante através das sinapses.

Os dendritos são as portas de entrada da informação no neurônio4, são através deles que

os neurônios se conectam às saídas de outros neurônios. O termo dendrito tem origem na
4No tocante ao processamento da informação pelas redes neuronais, a noção que tem sido mais difundida
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palavra grega árvore, o que reflete a aparência de árvore (estrutura ramificada) assumida

pelos dendritos quando se afastam do soma [16], como foi ilustrado na Figura A.10. A

membrana dos dendritos está diretamente relacionada com as sinapses dos neurônios dos

quais recebe informação.

Cada célula possui vários dendritos os quais têm a função de receber as informações

a serem processadas no neurônio, no entanto a saída da informação processada é dada em

um único ponto: o axônio. Todos os axônios tem um único ponto de início (denominado o

cone de implantação) junto ao soma, também tem um meio, o que, como vimos é coberto

pela bainha de mielina, e pontuada pelos nodos de Ranvier; e também tem um fim a qual é

denominada terminal axonal ou botão terminal [16]. Conforme Bear et al. “Este terminal

é o local onde o axônio entra em contato com outros neurônios (ou outras células) e passa a

informação a eles. Este ponto de contato chama-se sinapse (...)” [16].

Na Figura A.11, pode ser observado que o neurônio, em seu aparato estrutural apresenta

as seguintes funções básicas [209]:

1. Gerar atividade elétrica intrínseca;

2. Receber entradas sinápticas;

3. Integrar sinais de entrada para produzir uma saída;

4. Codificar os padrões de saída em potenciais de ação;

5. Distribuir a informação de saída.

A.3.2 O potencial de ação

Desde os primórdios do século XX, principalmente na iminência do final da primeira metade

daquele século pode-se verificar a informação e o seu respectivo processamento atingindo

relevos cada vez maiores no avanço do conhecimento humano. Não foi diferente com

a Neurociência e, sendo assim, torna-se necessário entender a natureza da informação

coloca em situação mais evidente a computação realizada pelas sinapses e pela forma como os neurônios se

conectam. Trabalhos recentes têm apontado que as características lineares e não-lineares dos dendritos podem

permitir funções elementares de computação [131, 132].
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Figura A.11: O processamento da informação no neurônio. Adaptada de [209].

processada neste cenário. De certo que ainda se está longe de uma resposta completa quanto

ao processamento da informação no encéfalo, no entanto há um considerável consenso

sobre um elemento fundamental de tratamento de informação neste contexto encéfálico: o

neurônio e o processamento de informação realizado por ele, pode ser estudado do ponto

de visto da dinâmica das propriedades elétricas. Nesta abordagem, entendendo este tipo de

célula como um elemento de tratamento de informação, sob a forma de estímulos elétricos,

o neurônio recebe as informações ao seu redor através do sinais elétricos que entram pelos

dendritos, e disponibiliza o resultado do seu processamento através do axônio [81].

“Os sinais neuronais consistem pulsos elétricos curtos e podem ser observados

colocando um fino eletrodo perto do soma ou do axônio do neurônio (...) Os

pulsos são então chamados potenciais de ação ou spikes, têm uma amplitude em

torno de 100mV e um duração típica de 1-2 ms. A forma do pulso não muda

quando este se propaga ao longo do axônio” [81].

Desta forma, neste modelo informacional/computacional5 do neurônio, a informação de

saída é apresentada no axônio através de um potencial, denominado potencial de ação. Na

5Já aconteceram outras revoluções que influenciaram igualmente na abordagem de produção do

conhecimento nas demais ciências. No século XVII, havia a preparação conceitual de uma das primeiras

grandes revoluções modernas: a revolução industrial; a qual tinha como base tecnológica a força do vapor,

onde os conhecimentos em hidráulica tiveram papel importante no domínio desta força. Neste momento

histórico, um dos grandes anatomistas da época Andreas Versalius juntamente com grandes pensadores da

época como René Decartes defendia a “a teoria de fluido mecânico” onde o encéfalo figurava como um tipo

de máquina executando uma série de funções hidráulicas no corpo, explicando inclusive o movimento dos

membros [16, 65, 90]. Por conta disto, fica a lição que tudo o que está sendo desenvolvido e estudado hoje sob
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Figura A.12, pode ser vista uma ilustração da coleta da informação do potencial de ação

em um neurônio. Nesta figura, pode-se perceber a necessidade de micro-eletrodos capazes

de captar a informação do potencial dentro e fora da célula e enviar esta informação para

equipamentos de visualização (osciloscópio) ou registro do potencial elétrico.

Figura A.12: Ilustração da coleta do sinal do potencial de ação intracelular no neurônio. a)

micropipeta de vidro, de aproximadamente 100µm de diâmetro inserida no axônio gigante,

com aproximadamente 1mm de diâmetro, de uma lula. b) Uma imagem do potencial de ação

gravado no axônio, picos da senóides de período 2ms. Adaptada de [96].

Na Figura A.13, podem ser encontrados os detalhes da forma da curva do potencial de

ação. Para a visualização ou até mesmo o registro do valor do potencial de ação no neurônio

torna-se inicialmente necessário posicionar o eletrodo dentro da célula para medir a diferença

de potencial entre a parte de dentro e a parte de fora da célula. Em uma situação de equilíbrio,

a célula tem o potencial do seu citoplasma mais negativo (aproximadamente de 65mV) que

o meio externo à célula. No momento anterior à geração do potencial de ação, ocorre a

polarização positiva no interior da célula tornando seu interior mais positivo que a parte

externa da célula, até atingir um pico de aproximadamente 40mV, quando esta diferença

de potencial cai e torna-se mais negativa que na situação de equilíbrio, voltando depois ao

valor de equilíbrio inicial. Como pode ser visto na Figura A.13, todo este processo dura

apenas alguns milissegundos. Quando ocorre o pico do potencial de ação diz-se a que célula

disparou ou ativou.

a luz informacional ou computacional pode ser encarado no futuro próximo como são encaradas hoje aquelas

idéias, defendidas inclusive por mentes como a de Descartes, com relação aos modelos funcionais do encéfalo.
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Figura A.13: Ilustração da curva do potencial de ação. Imagem original: Wikimedia

Commons.

Da Figura A.13, pode-se observar que o potencial de equilíbrio no interior da célula

tem valor em torno de -70 mV. A polarização positiva no interior da célula ocorre pela

entrada de íons com carga positiva no citoplasma da célula. Se esta ionização provocar um

potencial maior que o potencial limiar, a célula dispara com o seu potencial atingindo o pico

de aproximadamente 40mV. Após este momento ocorre a despolarização da célula levando

o seu potencial interno baixar até valores inferiores ao potencial de equilíbrio e logo depois

voltando ao valor de equilíbrio, este momento é denominado período refratário [16,17,205].

Nesta figura, é possível perceber que, entre o momento de início da polarização e o instante

que o potencial volta ao valor de equilíbrio, decorrem aproximadamente 2ms, com o período

refratário tem mais dois 2ms, totalizando aproximadamente 4ms.

É importante mencionar que existe um valor mínimo de diferença de potencial a ser

alcançado durante a fase ascendente da curva, esta diferença é denominada potencial limiar,

ou simplesmente limiar. Caso este valor não seja alcançado, a diferença de potencial não

evolui e o pico não é atingido. Neste último caso, diz-se que a célula não disparou ou não

ativou. O conhecimento desta “regra de disparo” e do valor limiar6, é bastante importante na

6Já em 1943, Warren McCulloch e Walter Pitts [138] propuseram modelos computacionais de neurônios, ou

seja neurônios artificiais que levavam em conta estas informações. Esta proposta foi um dos primeiros passos

para uma área de estudo conhecida como Redes Neurais Artificiais [4, 94, 112, 138].
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construção de dispositivos de registro de potenciais de ativação, pois normalmente o interesse

maior dos registros é nos momentos em que ocorrem o disparo da célula, sem a preocupação

da forma da curva. Outro dado importante quando se observa a curva mostrada na Figura

A.13 não é comum termos picos a uma distância menor que 3-4ms. Esta informação pode ser

utilizada na construção de filtros de remoção de ruídos em registros de potenciais de ação.

Já em 1943, David Goldman propôs uma equação mais elaborada para o potencial de

ação [16, 113], no entanto para os fins deste trabalho interessa-nos menos a forma e mais a

ocorrência do potencial de ação.

A.3.3 Matrizes de micro-eletrodos

Por muitos anos houve um foco intenso nos estudos em neurociência procurando entender

o sistema nervoso utilizando principalmente as respostas de neurônios isolados a estímulos

controlados.

Nas últimas duas décadas, vários laboratórios têm devotado esforços no uso de técnicas

que procuram entender aspectos do sistema nervoso a partir das respostas de um conjunto de

neurônios, captadas a partir de eletrodos de espessura microscópica (Ex: 35µm), dispostos

em arranjos geométricos dos mais variados, e implantados, desde em situações em que o

animal está anestesiado, até situações em que o animal está em exploração livre, para realizar

o registro crônico extra-celular de populações de neurônios isolados [?, ?, ?, ?, 150, 152] em

regiões específicas. Na Figura A.14, pode ser visualizada uma foto onde são apresentados

os detalhes de uma matriz de micro-eletrodos de 35µm, onde é possível ver os próprios

eletrodos e as conexões destes para uma pequena Placa de Circuito Impresso (PCI) onde

serão coletados os sinais elétricos provenientes dos eletrodos.

Definidas as regiões a serem monitoradas, executa-se uma cirurgia apoiada por alguns

equipamentos, entre eles o estereotáxico. Este equipamento é responsável por ajudar na

definição precisa das coordenadas espaciais das regiões cerebrais escolhidas. Com as

coordenadas, e o animal devidamente medicado, inicia-se o procedimento de abertura de

“janelas” na caixa craniana nas regiões escolhidas. Para cada uma das regiões escolhidas,

após a remoção da parte óssea local, a dura-máter é cuidadosamente cortada e removida

criando as condições iniciais para a inserção de cada uma das matrizes de eletrodos. Estes

últimos são vagarosamente inseridos até a profundidade calculada para atingir a região em
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Figura A.14: Foto ilustrando o detalhe de um matriz de micro-eletrodos. Autor: Joanilson

Guimarães.

estudo. Finalizada a inserção são providenciados os suportes mecânicos e elétricos para a

parte externa onde ficará disponível a pequena Placa de Circuito Impresso (PCI) acoplada

aos eletrodos implantados.

Na Figura A.15.a, pode ser vista uma foto do momento de inserção da matriz de

micro-eletrodos no cérebro do animal. Este é um procedimento delicado e deve ser realizado

lentamente até que o local desejado seja atingido pelas pontas dos micro-eletrodos. A Figura

A.15.a, pode-se encontrar um esboço das localizações do implante de duas matrizes no

cérebro de um rato, uma no córtex e outra no hipocampo.

Figura A.15: Ilustração do implante de micro-eletrodos (a) foto do momento de implante de

micro-eletrodos (b) esboço do implante de duas matrizes de micro-eletrodos.



Apêndice B

Fundamentos computacionais

"Computação não se relaciona mais a computadores. Relaciona-se a viver." (Nicholas

Negroponte)

Os avanços recentes em neuro-eletrofisiologia têm criado possibilidades de coletar,

armazenar e manusear novos tipos de dados provenientes de estudos naquela área [33, 108].

Uma das abordagens da neuro-eletrofisiologia recente tem sido administrar um estímulo e

simultaneamente registrar a atividade de uma dada região do cérebro, onde se imagina que

deve haver uma resposta para aquele estímulo. Os tipos de estímulo podem ser os mais

variados: luminosos, sonoros, mecânicos, ou mesmo tarefas cognitivas. De uma maneira

geral, esses experimentos se desenham na busca por caracterização da resposta neuronal

(individual ou em conjuntos) associada a um determinado estímulo.

Recentemente, o registro da atividade elétrica neuronal, além de observar um único

neurônio, tem procurado registrar a atividade neuronal simultânea de vários neurônios e,

deste modo, passar a ser possível entender o comportamento de grupos de neurônios em

resposta a um dado estímulo. Neste caso, são obtidas respostas mais robustas do que aquelas

encontradas quando observamos apenas um neurônio [33].

Um desafio que surge com essa nova forma de registrar os neurônios, é a maneira de

interpretar esses dados gerados em volumes cada vez maiores. Neste desafio, fica claro

que torna-se imprescindível o uso de recursos computacionais (arquiteturas e algoritmos)

cada vez mais sofisticados para dar conta das questões que são colocadas, não somente pela

neuro-eletrofisiologia, mas também para a neurociência como um todo.

118
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Na Seção B.1 é proposto e detalhado um modelo geral de análise de dados neuronais.

Em seguida, na Seção B.2 são apresentados tópicos relacionados com as técnicas usuais de

reconhecimento de padrões. No tocante aos aspectos computacionais de implementação do

modelo geral de análise proposto, foi reservado todo o Apêndice E. Mais especificamente,

na Seção E.1 daquele apêndice daquele apêndice, são apresentados os os aspectos gerais de

uma alternativa de infra-estrutura computacional necessária, quando o custo da análise dos

dados cresce muito mais que os computadores comuns de mesa podem dar conta, exigindo

assim o emprego de uma estratégia de computação de alto desempenho, que nesta Tese é a

computação em grade.

B.1 Análise de dados neuronais

Quando devidamente estimulado, um neurônio apresenta, em seu terminal de saída, um

potencial denominado potencial de ação ou simplesmente spike. Todo o conjunto de tarefas

realizadas pelo sistema nervoso, no processamento da informação sensorial do ambiente,

começa com a representação da informação sensorial em uma seqüência de spikes. Em

termos eletrofisiológicos, seqüências de spikes são a linguagem com a qual o sistema nervoso

representa e comunica as suas informações [182].

Na Figura B.1, pode ser vista uma ilustração do processo de aquisição de um trem de

spikes, o qual é a resposta de um neurônio a um determinado estímulo, s(τ). É possível

identificar na Figura B.1, que o trem de potenciais de ação é obtido ao se monitorar,

de maneira extracelular, a ocorrência de potencial de ação no corpo de um determinado

neurônio.

Quando o interesse é apenas no evento do potencial de ação, um modelo estável na

literatura [47, 182] para um trem de potenciais de ação, ρ, que é a resposta a um dado

estímulo, é apresentada no Equação B.3. Sendo δ(t) a função delta definida pelas Equações

B.1 e B.2.

δ(t) =







∞, t = 1

0, t 6= 1
(B.1)
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∞
∫

∞

δ(t)dt = 1 (B.2)

ρ(t) =
∑

i

δ(t− ti) (B.3)

Figura B.1: O processo de aquisição da contagem de spikes.

Uma parcela significativa das operações sobre seqüências de potenciais de ação ocorre,

não utilizando o instante de tempo no qual ocorreu o evento, mas uma contagem da

ocorrência dos mesmos, em um conjunto de intervalos (bins) de tamanho fixo. Na Equação

B.4, encontra-se a definição [47] da taxa de disparo (firing rate), r(t), para o intervalo

[t, t+∆t], considerando a função resposta média, naquele intervalo amostral ou bin.

r(t) =
1

∆t

t+∆t
∫

t

〈ρ(τ)〉 dτ (B.4)

Como a análise se dá para um conjunto de neurônios, é necessário estabelecer uma

maneira de representação de um conjunto e não de apenas um neurônio. Sendo ri =

[ri(t1) · · · ri(tL)] a taxa de disparo do i-ésimo neurônio registrado pelos eletrodos, tem-se

a matriz de bins, B, em que cada uma das suas linhas são formadas pelos valores das taxas

como define a Equação B.5; para N neurônios registrados em L bins.
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B =











r1
...

rN











N×L

(B.5)

B.2 Reconhecimento de Padrões

Considere-se a situação de um passeio em um parque, onde se deseja encontrar alguns

amigos. Mesmo em local bastante cheio de pessoas, e todas estas se movimentando das

formas mais variadas, encontrar os amigos nessa multidão é uma tarefa realizada sem muito

esforço pelo nosso sistema visual e demais componentes do nosso sistema cognitivo. Para

os computadores, esta tarefa tem sido cada vez mais plausível, no entanto ainda é bastante

difícil a tarefa de classificação destas informações, como, por exemplo, listar a posição das

cadeiras do parque, e todos os brinquedos encontrados. Questões como estas acima são

igualmente abertas para a neurociência [183].

A disciplina reconhecimento de padrões surge justamente da necessidade de realizar

reconhecimento automático de objetos, sinais, imagens, etc; ou da necessidade de tomar

decisão baseada em um conjunto de parâmetros informados [169]. Também é vista como

uma pesquisa que tem por objetivo a classificação de objetos em um dado conjunto de

categorias ou classes [217], e neste caso o termo objeto pode estar associado a imagens,

formas de onda de sinais ou qualquer outro tipo de medida que precisa ser classificada.

Nessa perspectiva é mais comum a referência a estes objetos utilizando o termo padrão [217].

Frequentemente, esse termo refere-se a objetos ou formas percebidas pelos órgãos sensoriais,

mas há bons exemplos de estudos onde este termo não fica somente associado às “formas

percebidas”. Um exemplo são os estudos de padrões econômicos ou, como é caso deste

estudo, o estudo de dados de ativação neuronal.

Nesta Tese, utiliza-se a definição de padrão como uma descrição quantitativa ou

estrutural de um objeto, ou alguma outra entidade de interesse. Donde segue que uma classe

de padrões é definida como um conjunto de padrões que compartilham alguma propriedade

em comum. Desta forma o Reconhecimento de Padrões é processo de categorização de

uma amostra de dados, medidos ou observados, como membro de uma das várias classes ou

categorias [27].
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Ao dispositivo de hardware ou software que realiza o processo de classificação

denomina-se classificador, ilustrado na Figura B.2, em um dado instante, tk. Naquele

momento, há uma como entrada um vetor, x(tk), e saída um valor, y(tk) o qual denota a

classe a qual a entrada foi associada.

Figura B.2: Ilustração de um classificador.

As aplicações atuais do reconhecimento de padrões encontram uma diversidade

considerável, passando por Engenharia [128], Economia [127] e Biologia [243], entre outras

áreas. De uma maneira geral, em todas elas deseja-se construir técnicas de classificação

capazes de serem realizadas sem (ou com pouca) intervenção humana. Em muitos destes

exemplos o projeto do classificador tem inspiração na maneira como se entende que a

natureza resolve o problema [55].

B.2.1 Terminologia

Denominam-se características ou atributos (features) o conjunto de variáveis a que se credita

informação suficiente para realizar a classificação. Sendo n o número de atributos, ao vetor,

x = [a1, a2, · · · , an]T , no qual cada um de seus componentes, ai, guarda o valor assumido

do i-ésimo atributo, dá-se o nome vetor de atributos, ou vetor de características, ou ainda

padrão [169]. Cada um destes vetores identifica unicamente um objeto ou padrão.

Na Figura B.3, pode ser observado um exemplo proposto na literatura [169] do conjunto

de componentes de sistema típico de reconhecimento de padrões. O primeiro passo é

aquisição dos dados em um formato tratável por computadores. O passo seguinte é realizar

algum pré-processamento procurando remover ruído, normalizar os dados, ou mesmo

remoção de amostras “espúrias”. De posse de um conjunto de amostras devidamente

pré-processado é possível iniciar a extração das características que serão utilizadas no

sistema de reconhecimento. Com essa informação, o passo seguinte é a seleção das

características que serão utilizadas no treinamento e definição do modelo do classificador.

Por fim, realiza-se uma avaliação do classificador procurando aferir-lhe uma medida de
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qualidade para a classificação desejada daqueles dados. Não está implícito na Figura B.3,

mas existe sempre uma componente iterativa na busca pela melhor solução.

Figura B.3: Estágios de um projeto de um classificador. Adaptada de [169].

Dado um conjunto A, uma partição deste conjunto é uma família de subconjuntos de

A mutuamente exclusivos, os quais unidos formam A. Uma partição binária de A é uma

partição de A formada por dois de seus subconjuntos [212].

Dado um conjunto de padrões, X , uma classificação binária destes padrões é uma

classificação que obtém uma partição binária de X . Cada uma dessas classificações binárias

são também conhecidas como dicotomias, que podem tomar a forma de um par ordenado

como os elementos do conjunto D = {(X1, X2)|X1 ⊆ X,X2 ⊆ X; X1 ∪X2 = X}, onde

cada sub-conjunto, é identificado pela classe que representa. Quando esta dicotomia é obtida

através de uma decisão linear em X , diz-se que trata-se de um dicotomia linear [78]. Na

Figura B.4, encontra-se uma ilustração de uma dicotomia linear em que duas classes são

separadas por um hiperplano de decisão.

Figura B.4: Ilustração do problema de classificação binária.

B.2.2 Capacidade de classificação em um espaço n-dimensional

Ainda tomando como base a Teoria de Conjuntos, e observando somente as possíveis

dicotomias lineares, tem-se como limite superior em X , de 2N dicotomias lineares, em que
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N é quantidade de padrões em X [78,217]. Sendo n a dimensão do espaço P formado pelos

padrões em X , a probabilidade de termos uma dicotomia linear em X é dada na Equação

B.6, em que são dados: o número de padrões, N , e a dimensão, n, do espaço de padrões, P .

P (N, n) =



















1

2N−1

∑n

i=0





N − n

i



 , N > n+ 1

1 N ≤ n+ 1

(B.6)

Sendo r = N
n+1

, pode-se observar que a probabilidade de termos uma separação linear

entre os padrões aumenta para valores de r < 2, ou seja N < 2(n + 1), quando tem-se uma

probabilidade 0.5, como é ilustrado na Figura B.5.

Figura B.5: Curva de probabilidade de dicotomia lineares em N padrões de dimensão n.

Adaptada de [217].

Em termos práticos, a Equação B.6 ilustrada (utilizando a transformação para r) na

Figura B.5, nos indica que, com N pontos, o mapeamento em espaços de dimensões

superiores aumenta a probabilidade de termos dicotomia lineares [217] para aqueles padrões,

e assim torna mais provável a solução de um problema de classificação binária naqueles

padrões utilizando um classificador linear. Ou ainda, segundo como estabelece o Teorema

de Cover [44]:

“A complex pattern-classification problem, cast in a high-dimensional space

nonlinearly, is more likely to be linearly separable than in a low-dimensional

space, provided that the space is not densely populated.”
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B.2.3 Curvas ROC

Podemos assumir que os classificadores binários têm sua saída dada pelos conjunto binários

{S,N}. Quando a saída desejada é conhecida, diz-se que uma amostra é positiva quando a

saída desejada é S (sim), pelo contrário, diz-se que uma amostra é negativa quando a saída

desejada é N (não).

Se uma dada amostra, xi, é conhecida positiva, e quando aplicada como entrada ao

classificador, este apresenta com saída S, ela é contada como um verdadeiro positivo (do

inglês true positive). Se uma dada amostra, xi, é conhecida positiva, e quando aplicada

como entrada ao classificador, este apresenta com saída N , ela é contada como um falso

negativo (do inglês false negative). De maneira análoga, uma dada amostra, xi, é conhecida

negativa, e quando aplicada como entrada ao classificador este apresenta com saída N , ela é

contada como um verdadeiro negativo (do inglês true negativo) e, se uma dada amostra, xi,

é conhecida negativa , e quando aplicada como entrada ao classificador este apresenta com

saída S, ela é contada como um falso positivo (do inglês false positive) [62].

A taxa de falsos positivos (FP ) é dada pela razão entre a quantidade de amostras

negativas incorrretamente classificadas como positivas pela quantidade total de amostras

negativas. Enquanto que a taxa de verdadeiros positivos (V P ) é dada pela razão entre

a quantidade de amostras positivas classificadas corrretamente pela quantidade total de

amostras positivas. O gráfico da curva ROC (Receiver Operating Characteristic) é gerado

plotando no eixo vertical a taxa de verdadeiros positivos, e no eixo horizontal a taxa de falsos

positivos quando o limiar de decisão do classificador varia em [−∞; +∞] [62].

Gráficos de curvas ROC são úteis para organizar classificadores binários, e permitir

a comparação entre a qualidade de um conjunto desses classificadores. Entre outras

coisas, permite a visualização, organização e seleção de classificadores baseados em seus

respectivos desempenhos. É uma técnica de visualização da qualidade de classificadores

binários. Seu uso é mais difundido em sistemas de tomada de decisões médicas, no entanto,

é sensível o crescimento do uso de tal técnica em pesquisas envolvendo aprendizado de

máquina e mineração de dados [62].

No presente estudo, a curva ROC foi utilizada como medida de qualidade da classificação

binária. Dado um classificador binário, avaliado pela curva ROC, a sua qualidade de

classificação é estimada como a área sob esta curva. Quando o valor desta área se aproxima



B.2 Reconhecimento de Padrões 126

da unidade e se afasta de 0, 5 o classificador binário é dito de boa qualidade. Quando a área

sob a curva ROC se aproxima de 0, 5, diz-se que o classificador binário correspondente tem

poder de decisão irrelevante sobre os dados em questão [62].

Figura B.6: Curva ROC para duas situações avaliadas.

Na Figura B.6, tem-se os gráficos das curvas ROC para duas situações: em vermelho,

com linha cheia, tem-se a curva para o classificador binário com qualidade se aproximando

da unidade, com uma área sob a curva de aproximadamente 0, 85; em azul, com linha

tracejada, tem-se a curva ROC de um classificador de baixíssimo poder de decisão, com

uma área sob a curva de aproximadamente 0, 5.

B.2.4 Casamento de Padrões

Um dos pontos centrais do Reconhecimento de Padrões é procurar associar corretamente

um padrão, x ∈ X , ainda não tratado (desconhecido) a uma dada classe. Quando existem

padrões que são considerados referência no processo de classificação, a estes denominam-se

templates, ou modelos, e o problema do reconhecimento passa a ser buscar, nos padrões

ainda não rotulados, o grau de similaridade destes com os modelos. Ou de uma maneira

mais simples, definido um padrão de referência busca-se, no espaço de padrões naqueles

pontos, ainda desconhecidos, o padrão que, segundo uma dada medida, é mais similar ao

padrão de referência. Como indício da qualidade dessa abordagem, suas aplicações podem
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ser encontradas nos mais variados campos, entre eles Biologia [133, 195], Computação [53,

75, 137], e Medicina [172, 178].

Um passo inicial é definir a medida de distância, ou, similaridade, no espaço de padrões

para que seja possível realizar operações de busca por padrões desconhecidos que são

“semelhantes” àquele definido como modelo. A escolha da medida de similaridade é crucial

na definição do resultado final, e essa por sua vez é função do tipo de padrão: imagem

[197, 216], texto (string patterns) [8], voz [6], dados biológicos [133, 218].

A primeira e mais óbvia medida de similaridade entre dois padrões, x =

[x1, x2, · · · , xn]
T , e y = [y1, y2, · · · , yn]T é a distância Euclideana entre eles, dada na

Equação B.7.

dE(x,y) = ‖x− y‖ =
√

∑

(xi − yi)2 (B.7)

Quando há alguma informação de similaridade no ângulo entre os vetores de atributos

(padrões), a distância pode também ser derivada da Geometria Analítica. Na Equação B.8, é

encontrada a definição do cosseno do ângulo entre os dois vetores de atributos. Tal medida

é interessante quando a semelhança entre os padrões está na proporcionalidade entre os

atributos, um a um, que compõem o padrão. Ou seja, com esta medida, quando dois padrões

que têm aproximadamente um valor constante da razão entre os valores dos seus atributos,

eles são ditos similares.

dθ(x,y) =
x.y

‖x‖ . ‖y‖ (B.8)

Além das medidas geométricas de similaridade, existem também medidas correlacionais,

que consideram os valores assumidos pelos atributos como variáveis aleatórias. Um exemplo

é o coeficiente de correlação do produto do momento proposto por Pearson. Sendo, µx e µy

as médias dos atributos de cada um dos dois padrões, x e y, respectivamente; e σx e σy

os desvios padrão para cada um dos atributos dos dois padrões, x e y, respectivamente; na

Equação B.9, é colocada a definição do coeficiente de correlação do produto do momento

proposto por Pearson, ρ.

dP (x,y) = ρxy =
1

n

∑

(

xi − µx

σx

)(

yi − µy

σy

)

(B.9)
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Deste coeficiente de Pearson, definido na Equação B.9, existem dois aspectos a analisar:

o sinal e a magnitude. O sinal do coeficiente informa sobre a direção de semelhança, valores

positivos indicam que a variação dos valores dos atributos dos dois padrões ocorre na mesma

direção; valores negativos indicam que a variação dos valores dos atributos dos dois padrões

ocorre em direções opostas [221]. Quanto à magnitude, esta pertence, necessariamente,

ao intervalo real [−1; 1]. É igual a 1 quando existe correlação perfeita positiva entre

os padrões, e, assume valor igual −1 quando existe correlação perfeita negativa entre os

padrões. Valores pequenos, próximos de 0, indicam pouca ou nenhuma correlação entre os

padrões comparados.

B.2.5 Redes Neurais Artificiais

De maneira geral, uma Rede Neural Artificial (RNA) é uma máquina projetada para modelar

a forma como o cérebro realiza uma tarefa particular ou função de interesse; tendo sua

implementação realizada em hardware, principalmente através de circuitos integrados, ou,

através de software [94].

Haykin [94] define uma RNA, do ponto de vista adaptativo, como um processador

massivamente distribuído construído a partir de unidades de processamento, a quais têm uma

propensão natural para armazenar o conhecimento experimental e torná-lo disponível para o

uso. Uma RNA é composta por elementos de processamentos bastante simples, operando em

paralelo; todos eles inspirados em um elemento do sistema nervoso biológico: o neurônio.

Como na natureza, a função da rede é principalmente definida pelas conexões entre aqueles

elementos [50]. Esse estilo de processamento que enfatiza a importância das conexões entre

neurônios, é algumas vezes denominado conexionista [91].

O uso de RNA tem encontrado aplicações nas mais diversas áreas do conhecimento:

reconhecimento de padrões, predição, otimização, memória, controle, etc [103].

Considerando o problema de mapeamento entre dois conjuntos quaisquer, as RNA podem

ser treinadas para realizar tal mapeamento fazendo o ajuste dos valores dos pesos das

conexões entre neurônios artificiais. Existe uma grande variedade de formas de realizar este

ajuste, no entanto, toda esta variedade de métodos pode ser classificada pela existência ou

não de uma saída desejada durante o processo de ajuste. Quando existe uma saída desejada

no processo de ajuste das conexões entre os elementos da rede, este processo de ajuste de
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pesos é denominado supervisionado, ou aprendizagem supervisionada, tendo em vista que

entende-se que o processo ajuste modela o processo de aprendizagem dos elementos da rede.

Caso contrário, quando não existe uma saída desejada no processo de aprendizagem, diz-se

que o processo é não-supervisionado, ou a aprendizagem é não-supervisionada [50,94,103].

O modelo de um neurônio

Figura B.7: (a)Modelo de um neurônio proposto por McCulloch & Pitts [138]. (b) ilustração

da função limiar com centro em zero; (c) ilustração da função tangente sigmóide. (d)

ilustração da função sigmóide.

O primeiro modelo de um neurônio biológico foi proposto por McCulloch & Pitts [138],

em 1943. Esta proposta recebeu o nome de perceptron, e foi fortemente influenciada pelas

idéias existentes em Biologia e em Inteligência Artificial. Na Figura B.7, encontra-se uma

ilustração deste modelo, onde a saída no instante t, yk(t), é dada pela função de ativação, ϕ,

aplicada ao valor de ativação ou potencial de ativação do neurônio naquele instante, vk(t).

yk(t) = ϕ (vk(t)) (B.10)

A cada entrada, xki, do neurônio tem-se um peso associado para a respectiva entrada,

wki. E assim, o potencial de ativação do neurônio, em um dado instante de tempo, t, é dado

pelo produto interno entre vetor peso do neurônio naquele instante, wk(t), e as entradas
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associadas, xk(t), como mostra a Equação B.11.

vk(t) =

i=n
∑

i=1

xki(t).wki(t) + bk (B.11)

Observando as Equações B.10 e B.11, não são encontrados quaisquer indícios sobre a

dinâmica de ajuste dos pesos associados a cada entrada do neurônio. Estas equações definem

apenas a resposta do neurônio com respeito às suas entradas e vetor de pesos.

O ponto de maior interesse na proposta das RNA é justamente a possibilidade de ajuste

automático dos pesos para que a resposta desejada seja alcançada. Para um único neurônio,

existem duas propostas de estratégias de ajustes dos pesos: uma inspirada na idéia de

Donald Hebb para interação entre neurônios [95]; e a outra proposta por Wildrow-Hoff [233]

fundamentada no aprendizado baseada no erro, a qual passou a ser conhecida como regra

delta de aprendizagem.

De maneira geral, a proposta da aprendizagem Hebbiana [95] é:

1. Se dois neurônios, conectados por uma sinapse, são ativados simultaneamente, então

o peso sináptico daquela conexão será reforçado;

2. Se dois neurônios, conectados por uma sinapse, não são ativados simultaneamente,

então o peso sináptico daquela conexão será enfraquecido ou eliminado;

Na Equação B.12, é apresentada a regra de atualização de pesos para a aprendizagem

Hebbiana, utilizada por um único neurônio, com taxa de aprendizagem, η.

wki(t+ 1) = wki(t) + ηyk(t)xki(t) (B.12)

Para evitar problemas de escala entre entrada e saída, que acarretam saturação nos valores

dos pesos, na década de 1970 foi introduzida um pequena modificação [196] na regra

apresentada na Equação B.12 resultando na Equação B.13, em que x̄ki é o valor esperado

para a i-ésima entrada, e ȳk é o valor esperado da saída do k-ésimo neurônio.

wki(t+ 1) = wki(t) + η(xki(t)− x̄ki).((yk(t)− ȳk) (B.13)

Na Equação B.14, é apresentada a regra delta de aprendizagem de atualização de pesos,

utilizada na atualização dos pesos por um único neurônio, com taxa de aprendizagem, η,

para uma dada função desejada na saída, dk.
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wki(t+ 1) = wki(t) + η (dk(t)− yk(t)) xki(t) (B.14)

Para montar o problema de otimização é necessário estabelecer a função de custo a ser

minimizada/maximizada. Assim, observando ainda o modelo do neurônio, pode-se definir

uma função real de custo E(w) que deve ser continuamente diferenciável em função do vetor

peso,w =
[

w1 w2 · · · wm

]T

; e assim, o problema passar a ser encontrar uma solução

ótima w∗ que minimiza E em respeito ao vetor peso, w, satisfazendo a Equação B.15 para

todo vetor peso, w.

E(w∗) ≤ E(w) (B.15)

Sendo uma condição necessária para solução ótima o gradiente nulo naquele ponto, como

está definido na Equação B.16.

∇E(w∗) =
[

∂E
∂w1

∂E
∂w2

· · · ∂E
∂wm

]T

= 0 (B.16)

De maneira geral, a idéia desse algoritmo é, a partir do primeiro vetor de pesos, w(0),

gerar a seqüência de vetores de peso w(0),w(1), · · · tal que a função custo E(w) tem seu

valor reduzido a cada iteração, utilizando para isso a informação do gradiente da própria

função custo, g = ∇E(w), de tal maneira que os pesos são atualizados como mostra a

Equação B.17, onde η é a constante de aprendizagem utilizada para definir o impacto do

valor do gradiente da função custo na atualização dos pesos.

w(n+ 1) = w(n)− ηg(n) (B.17)

Perceptron Multi-Camadas

Utilizando apenas um neurônio, como mostrado na seção anterior, tem-se pouca capacidade

de resolver problemas mais complexos de classificação de padrões. Aquele modelo de

neurônio só se apresenta útil quando envolvem problemas onde as classes em estudo são

linearmente separáveis, ou seja, se no espaço de padrões em questão existe um conjunto de

hiperplanos capaz de separar as classes observadas [22, 91, 94].
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Figura B.8: Ilustrações das diferentes arquiteturas de redes neurais artificiais. (a) Rede de

única camada; (b) rede contendo uma camada oculta.

Rosenblatt e outros pesquisadores, na década de 1950, descreveram redes como mais de

uma camada, de alimentação direta (multi-layer feed-forward networks). No entanto, nestes

casos, restava insolúvel o problema de como atualizar os pesos nessas redes. A solução

para este problema foi encontrada a partir de 1974 [230], e de maneira mais difundida em

1986 [187] com a apresentação de um algoritmo denominado backpropagation.

A Figura B.8.(b) apresenta a ilustração da arquitetura de uma rede deste tipo. Nesta figura

percebe-se duas características fundamentais neste tipo de arquitetura: o fluxo de informação

sempre ocorre em sentido único (entrada para saída); cada neurônio de uma dada camada tem

como entradas as saídas de todos os neurônios da camada anterior.

B.2.6 Modelo Naïve Bayes

Segundo John & Langley [104], a implementação de classificadores (binários ou não),

utilizando da indução probabilística como abordagem, tem se estabelecido como alternativa

sólida ao lado das demais abordagens: Árvore de decisão e Redes Neurais Artificiais. A

versão simples (e antiga) desta abordagem de indução probabiblística é conhecida como

classificador Bayesiano ingênuo (que é a precária tradução de naïve Bayesian). Que, apesar

da sua maneira simples e original de abordar o problema obtém resultados comparáveis aos

demais classificadores existentes quando os valores assumidos em cada um dos atributos

seguem uma distribuição gaussiana [104]. Este modelo é um caso particular de Redes

Bayesianas [23], no qual os atributos são considerados condicionalmente independentes

entre si e toda a informação necessária para a decisão sobre a classe está disponível

sufientemente a partir dos atributos, ou seja, não há atributos ocultos e não observáveis.
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Estas duas premissas associaram o termo naïve a esse caso particular de Redes Bayesianas.

Esta forma simples de construção, acompanhada de bom desempenho de classificação,

motivou a pesquisa no desenvolvimento de extensões desse modelo, incluindo nesse leque

extensões algumas que prescidem da premissa de distribuição gaussiana para os valores dos

atributos, um delas é aquela proposta por John & Langley [104], a qual tem sido utilizada

neste trabalho de Tese.

Uma ilustração deste modelo de classificador pode ser encontrada na Figura B.9. Naquela

Figura cada atributo i define uma variável aleatória Xi que são consideradas independentes

entre si, bem como a classe de cada padrão define uma outra variável aletória C. A decisão

a qual classe pertence uma dada amostra x = (x1, x2, · · · , xn) é tomada a partir medida de

probabilidade condicional descrita a seguir.

Figura B.9: Uma ilustração de um classificador Naïve Bayes

Como o nome já sugere a base desse modelo de classificador é o teorema de Thomas

Bayes, que segundo Bishop [23] pode ser estabelecido em palavras como está na Equação

B.18:

posteriori = possibilidade× priori (B.18)

de uma maneira mais formal, considerando os eventos A e B, com suas respectivas

probabilidades de ocorrência, isso pode ser estabelecido como está na Equação B.19:

p(A|B) =
p(B|A)p(A)

p(B)
(B.19)
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No campo que estamos aplicando, estamos tratando de classes e padrões. Então,

podemos considerar que temos uma variável aleatória C, que define a classe de um dado

padrão, um vetor de variáveis aleatórias X, no qual cada variável está associada com um

atributo. Desta maneira, utilizando o Teorema de Bayes, apresentado pela Equação B.19,

a probabilidade de um dado padrão X = x pertencer a uma dada classe C = c pode ser

calculado a partir da Equação B.20:

p(C = c|X = x) =
p(C = c)p(X = x|C = c)

p(X = x)
(B.20)

Nesta Tese, os valores assumidos pela variável aletória C são discretos, mais que isso,

são binários; enquanto que os valores dos atributos são contínuos. Deste modo, seguindo

premissa de normalidade de cada uma das variáveis aleatórias definidas por cada um dos

atributos, teríamos o cálculo da probabilidade condicional p(X = x|C = c) obtido através

de uma distribuição gaussiana [23]:

p(X = x|C = c) = g(x;µc; σc) (B.21)

onde

g(x;µ; σ) =
1√
2πσ

e−
(x−µ)2

2σ2 (B.22)

Desta maneira, para um dado conjunto de dados, definir um modelo naïve Bayesian

implica em apenas estimar os parâmetros da distribuição gaussiana que melhor separa as

classes. No entanto, em alguns problemas essa premissa de normalidade não é satisfeita

quando observados os dados de entrada do classificador, e neste caso a qualidade média

de classificação tende a cair consideravelmente [104]. Com o objetivo de suplantar esta

limitação do modelo de classificador naïve Bayesian , John & Langley [104] propuseram

uma extensão na qual essa premissa de normalidade não é mais necessária e para

implementar esta extensão se utilizam de métodos de núcleo (em inglês, kernel methods)

[23]. A partir dessa solução a estimação de densidade de cada atributo contínuo p(X =

x|C = c) passa a ocorrer através de estimação de núcleos, que podem ser gaussianos ou não.

Utilizando a estimação de densidade a probabilidade p(X = x|C = c) é dada através da

promediação de núcleos como descreve a Equação B.23
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p(X = x|C = c) =
1

n

∑

i

g(x;µi; σc) (B.23)

onde i varia sobre os índices das amostras de treinamento para o atributo X = x associado à

classe C = c e µi = xi, enquanto em John & Langley [104] é utilizado σc =
1

nc
, donde nc é

o número de amostras de treino para a classe C = c.

B.2.7 Modelo Árvore de Decisão

O modelo de classificador implementado através de árvores de decisão faz parte de uma

classe de modelos de classificadores que são construídos utilizando inferência indutiva a

partir de exemplos da base de dados [115, 116, 174]. Nesta abordagem há uma preocupação

em explicitar o conhecimento encontrado na base de dados através de regras explícitas

[174], visto que em muitas aplicações [116] há um interesse específico nesta regras como

fundamentos do conhecimento que se encontra na base de dados.

Uma das implementações mais populares de árvore de decisão é conhecido como C4.5,

proposto por Quinlan [100,115], a qual é a evolução de um outro também famoso algoritmo

denominado ID3 [173] (sigla em inglês para Iterative Dichotomizer 3) também desenvolvido

por Quinlan. Nesta Tese, a implementação do modelo de árvore de decisão é feita seguindo

o modelo C4.5 [100, 115].

Como os demais modelos de classificadores construídos através de uma abordagem

supervisionada, a árvore de decisão tem como entrada amostras x encontradas no conjunto

de treino, cada uma definido pelos valores assumidos pelos seus atributos x = (x1, · · · , xn).

Antes do treino, cada uma das amostras é associada a uma classe C. A partir dessas

informações, será construída uma árvore [215] na qual cada um dos nós internos (nós que não

são folhas) é associado a um teste Ti sobre os valores dos atributos e as arestas são associadas

aos possíveis resultados rj daquele teste, conforme ilustrado na Figura B.10. Desta forma,

de uma maneira recursiva:

• Uma folha é um nó rotulado com um dos valores de classe, c ∈ C.

• Um nó interno tem duas ou mais arestas de saída, cada uma delas associada à uma

sub-árvore.
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Figura B.10: Uma ilustração do modelo de árvore de decisão.

Na Figura B.11 pode ser encontrado um exemplo de árvore de decisão, os nós internos

desenhados em oval e as folhas em retângulos. A partir daquela Figura fica mais evidente

uma das vantagens principais desse modelo de classificador1: a transparência nas regras

de decisão utilizadas pelo modelo; esta vantagem é muito útil em alguns de domínios do

conhecimento, especialmente na área de apoio à decisão em dignóstico médico. [116].

Figura B.11: Um exemplo de árvore de decisão. Fonte: [115]

Para a construção da árvore de decisão é utilizada a estratégia de dividir e conquistar,

bem conhecida em Computação. De posse dessa estratégia, o objetivo é seguir particionando

o conjunto de dados a partir dos atributos:

1Para uma visão comparativa entre os modelos, deste e outros aspectos, recomendamos a leitura do estudo

de Kononenko [116]
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• Se todas as amostras do conjunto de dados pertencem a uma mesma classe, ci ∈ C,

tem uma solução trivial no qual o resultado é uma árvore composta por uma única

folha rotulada com ci.

• Caso contrário, dado um atributo i-ésimo atributo, e um teste Tj sobre o mesmo, este

produz um dos valores dentro do conjunto de resultados, r1 · · · rk para aquele teste.

Esses possíveis resultados geram uma partição do conjunto de amostras, Pj(X), pois

cada um destes resultados levarão à raiz de uma sub-árvore associada.

Considerando que xi é o i-ésimo atributo no conjunto de dados, segundo Kohavi &

Quinlan [115], em termos de tipos de testes temos as seguintes possibilidades:

• “xi =?” quando xi assume valores em um conjunto finito.

• “xi ∈ G?”, onde G = {G1, · · · , Gg} é uma partição dos valores daquele atributo xi.

• Se xi assume valores em um intervalo contínuo, a forma de testar seus valores é a

comparação com um dado valor fixo, exemplo: “xi ≤ θ?”; destes testes tem-se apenas

dois resultados possíveis: V ERDADEIRO ou FALSO.

Após a descrição do modo de operação, ainda é necessária uma descrição da maneira

pela qual é construída a árvore de decisão. A ideia geral é começar com o atributo que

melhor divide o conjunto de dados de treinamento considerando como medida a informação

de Shannon [24]; deseja-se encontrar o atributo que promove o maior ganho de informação,

relativos ou não, após o seu teste. Desta forma, há dois critérios: o ganho de informação e a

taxa de ganho.

Sendo fj a frequência relativa do j-ésimo rótulo de classe cj ∈ C, a informação associada

é dada na Equação B.24:

I(D) = −
M
∑

j=1

fjlog(fj) (B.24)

Ao escolher um teste T para a raiz da árvore há um ganho de informação, o conjunto

de dados é particionado em subconjuntos D1, · · · , Dt, onde t é o número de resultados

possíveis para aquele teste T . Desta maneira após o teste T há ganho de informação, dado

pela Equação B.25:
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G(D, T ) = I(D)−
t

∑

j=1

|Dj|
|D| I(Dj) (B.25)

Utilizando o critério do ganho de informação, é escolhido o teste através do qual se obtém

o maior ganho de informação. Tal procedimento é recursivo, parando apenas quando todos

os testes forem utilizados na construção da árvore de decisão.

Um problema com a medida definida na Equação B.25 é seu favorecimento a testes

que possuem quantidades maiores de resultados possíveis. Para suplantar essa dificuldade

é proposta pela literatura um outro critério a ser maximizado: a taxa de ganho; para isso é

levada em conta também a medida da informação potencial da partição, definida na Equação

B.26:

P (D, T ) = −
t

∑

j=1

|Di|
|D| log

( |Di|
|D|

)

(B.26)

De posse dessa medida a razão do ganho é dado pelo ganho de informação dividido pelo

pela informação potencial da partição: G(D, T )/P (D, T ); definidos nas Equações B.25 e

B.26.

B.2.8 Modelo de Funções de Bases Radiais

Esta, como outras, é uma abordagem de construção de Redes Neurais Artificiais como um

problema de ajuste ou aproximação de curvas em um espaço de dimensão mais alta. Nesta

abordagem, o processo de aprendizagem consiste na busca pela superfície em um espaço de

dimensão superior que fornece o melhor ajuste da curva dos dados de treinamento.

Do ponto de vista da arquitetura esta abordagem se assemelha bastante com a abordagem

a arquitetura utilizada pelo Multi-layer parceptron (MLP), já discutido neste Capítulo: tem

uma camada de entrada, uma camada oculta e uma camada de saída. Neste caso, a camada

oculta é composta de unidades que fornecem um conjunto de funções que formam uma ’base’

arbitrária para espaço de entrada. Estas funções são denominadas funções base radial.

Na Figura B.12 pode ser vista uma ilustração da arquitetura de uma rede funções de base

radial (em inglês Radial Basis Function, RBF), a camada de entrada, composta por aquilo

que em Haykin [94] são denominadas unidades sensoriais xj , a quais conectam a rede ao

seu ambiente. A segunda camada (única), oculta, aplica transformações não-lineares fi ao
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espaço de entrada, com objetivo de aumentar dimensionalidade da informação de entrada e

com isso também aumentar as chances de separabilidade dos padrões de entrada. Por último,

temos a camada de saída, que é linear e apresenta a resposta da rede ao padrão apresentado

na entrada. A garantia que aumento da dimensionalidade, através de uma tranformação

não-linear, aumenta a probabilidade de obter uma separação linear é estabelecida a partir do

Teorema de Cover, apresentado na seção B.2.2.

Figura B.12: Uma ilustração da arquitetura da rede de funções de bases radiais.

A partir da Figura B.12, temos a ilustração da um padrão n-dimensional x =

(x1, x2, · · · , xn) aplicado à entrada da rede. Este padrão é aplicado a cada um das funções

de base: ϕ1, ϕ2, · · · , ϕm gerando sua representação Φ(x) = (ϕ1(x), ϕ2(x), · · · , ϕm(x))

em um espaço m-dimensional (onde m ≥ n), representação esta que é apresentada à uma

decisão linear na camada de saída.

Segundo Cover [44], uma dicotomia D = {X+, X−} do espaço de padrões de entrada é

ϕ-separável se existe um vetor w tal que

w.Φ(x) > 0, x ∈ X+

w.Φ(x) < 0, x ∈ X−
(B.27)

O que define a superfície de separação das classe como o hiperplano w.Φ(x) = 0. Na

Figura B.13, temos um exemplo de aplicação deste modelo de RNA para o problema do

OU-Exclusivo, com ϕ1(x) = e‖x−c1‖ e ϕ2(x) = e‖x−c2‖; c1 = (1, 1) e c2 = (0, 0).

Antes do seu funcionamento correto torna-se necessário a definição dos parâmetros da

rede: dimensão do espaço oculto, valores do pesos entre a camada oculta e a camada de saída;

ao processo de busca destes parâmetros denomina-se processo de aprendizagem da rede. As
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Figura B.13: Exemplo de uso das RBF’s no problema do OU-Exclusivo. ‘◦’ entradas

correspondentes à saída 0; ‘∗’ entradas correspondentes à saída 1.

redes RBF’s possuem diversas formas de implementar o processo de aprendizagem, uma

delas emprega uma técnica híbrida na definição da camada oculta e na definição dos pesos.

De maneira geral, este algortimo híbrido de aprendizagem pode ser dividido em duas fases:

• Estágio de aprendizagem auto-organizada: Este estágio é responsável por encontrar

o melhor local para posicionar os centros das funções de base que são utilizadas na

camada oculta. Para isto são utilizados algoritmos de agrupamentos, como o k-means

[55, 94];

• Estágio de aprendizagem supervisionada: responsável pela busca pelo melhor

conjunto de pesos entre a saída da camada oculta e a entrada da camada de saída.

Um algortimo normalmente utilizado nesta busca é o dos mínimos quadrados.

B.2.9 Modelo de Máquinas de Vetores de Suporte

Como para os demais modelos, nossa ponto inicial é um conjunto de N amostras de treino

x1,x2, · · · ,xN associadas aos seus respectivos rótulos t1, t2, · · · , tN , tal que ti ∈ {−1, 1}.

A classificação das novas amostras será feita a partir do sinal y(x) dado na Equação B.28.

Considerando o problema de estabelecer a dicotomia D = {X+, X−}, a partir do

Teorema de Cover, ilustrado na Seção B.2.8, a transformação dos padrões de entrada para

um espaço de dimensão mais alta, através de funções não-lineares ϕ(.) dá condições mais
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prováveis de encontrar um hiperplano de separação, ou seja aquele hiperplano que consegue

separar corretamente os padrões das duas classes.

Como estamos tratando de um problema de classificação linear, o modelo da superfície

de separação entre as classes tem a forma dada na Equação B.28.

y(x) = w.Φ(x) + b (B.28)

onde x é o padrão de entrada e Φ(x) = (ϕ1(x), ϕ2(x), · · · , ϕm(x)) é sua representação

no espaço ϕ [23]. Para hiperplano definido por y(x) = 0 a distância perpendicular de um

ponto x até o hiperplano é dada por |y(x)|/‖w‖. A menor distância perpendicular entre

cada padrão de entrada e o hiperplano é denominada a margem deste hiperplano e padrões

(transformados) em cada um das classes que apresentam a distância mínima ao hiperplano

são denominados vetores de suporte [55], legando este nome a este tipo de máquina ou

modelo: máquinas de vetores de suporte (SVM, sigla em inglês de Support Vector Machine).

Sendo assim, os vetores de suporte são as amostras de treinamento que definem a região na

qual existem os hiperplanos de separação.

O objetivo deste modelo é buscar o vetor peso w para o qual o hiperplano de separação

que apresenta a maior margem, ou seja, aquele hiperplano que está a uma mesma distância

dos vetores de suporte de cada um das classes, conforme está ilustrado na Figura B.14, o qual

é denominado hiperplano de separação ótimo, ou simplesmente hiperplano ótimo. Encontrar

esse hiperplano ótimo a partir das amostras de treinamento está no sentido de maximizar a

capacidade de generalização do classificador [55].

Como já foi mencionado, a distância entre um padrão de treinamento x e um hiperplano

é dado por |y(x)|/‖w‖, portanto, a partir da Equação B.28 é necessário encontrar o vetor

peso e valor de b que maximiza a margem:

argmax
w,b

{

y(x)

‖w‖

}

= argmax
w,b

{

tn (wΦ(x) + b)

‖w‖

}

(B.29)

Colocado o problema como está na Equação B.29, a busca por uma solução da pode

fazer uso das várias técnica de otimização existentes. Para problemas pequenos é possível

utilizar um algoritmo semelhante aquele utilizado no Perceptron na busca por valores de w,

no entanto, para problemas com grande número de amostras e de alta dimensão o custo dessa

abordagem exaustiva se torna proibitivo.
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Figura B.14: Ilustração do problema de classificação utilizando o modelo SVM. ‘◦’ entradas

correspondentes à classe 0; ‘•’ entradas correspondentes à clase 1.



Apêndice C

Dinâmica de similaridades

Duas questões chave no entendimento da codificação realizada por populações de neurônios,

são a força das correlações entre a ativação dos neurônios, e a maneira como estas

correlações estão relacionadas com os estímulos [192, 234]. Neste apêndice apresentamos

uma análise da dinâmica das similaridades entre as respostas de populações ao longo do

tempo do experimento. A partir desta análise, é possível observar como os padrões se

assemelham quando o animal desenvolve os diversos comportamentos exploratórios ao longo

do experimento. Ainda é estudo preliminar e demanda um aprofundamento da técnica e

da abordagem, mas já é possível observar que pode sugerir resultados interessantes, como

por exemplo uma comparação entre a estabilidade da resposta no hipocampo e do córtex

primário, sendo o hipocampo uma região de memória estimamos que o padrão de resposta

naquela região anatômica é mais estável quando comparado com a estabilidade das respostas

no córtex.

C.1 Introdução

Recentemente, Rummel et al. [188] apresentaram um trabalho no qual fazem uma análise

espaço-temporal dos sinais de eletro-encefalograma (EEG), tendo uma das suas aplicações

controles de crises em pacientes epilépticos. De uma forma geral, naquela aplicação, o

método procura observar momento de altas correlações entre o canais de EEG que podem

ser uma base de predição de crises. Também recentemente, podemos encontrar o trabalho

de Freiwald & Tsao [77] no qual os autores utilizaram uma matriz de correlação de

143
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“similaridade de populações” em estudo de codificação de faces por neurônios do ML (do

inglês middle lateral), MF (do inglês middle fundus),AL (do inglês anterior lateral) e AF

(do inglês anterior medial) para mostrar a dinâmica de similaridade da resposta da população

durante a apresentação de diferentes estímulos visuais

Do ponto de vista do comportamento individual de neurônios em populações, temos no

estudo de Brown et al. [33], que a maioria dos métodos para análise de dados de trens de

spikes neuronais analisam somente associações entre pares de neurônios. Dados dois trens

de potencias de ação neuronais, Brody [31] propôs um método para analisar a presença de

associações entre estes sinais calculando o correlograma cruzado entre estes dois sinais [163],

também conhecidos como covariagramas cruzados ou simplesmente covariogramas [31].

Os picos nos covariaogramas são normalmente interpretados como um indício de sincronia

dos dois sinais naquele ponto. Uma suposição deste método é que os trens de potenciais de

ação são estacionários. Outra maneira, discutida por Brown et al. [33], de medir associação

entre dois trens de potenciais de ação, é usar a função de intensidade cruzada (cross-intensity

function) [45,92], a qual é uma estimativa da probabilidade condicional de um dado potencial

de ação de um neurônio como função do tempo entre dois potenciais de ação no outro

neurônio [92]. Ambos os métodos: correlogramas cruzados e função de intensidade cruzada,

são baseados em histogramas, e provêem somente medidas de associação entre pares de

sinais de atividade neural.

Uma outra medida apontada por Brown et al. [33] é o histograma conjunto de tempo

por estímulo (join per-stimulus time histogram, JPSTH). Enquanto o histograma de tempo

por estímulo (per-stimulus time histogram, PSTH) mostra a contagem de potenciais de ação

por unidade tempo, t, o JPSTH mostra essa informação em um plano bidimensional, como

está ilustrado na Figura C.1. Uma modificação no JPSTH é utilizar sua forma normalizada,

que é obtida subtraindo o valor esperado, e dividindo pelo produto dos dois desvios padrões,

sendo o JPSTH normalizado é a correlação de Pearson, como definida na Equação B.9, entre

dois trens de potenciais de ação. Nestes gráficos bidimensionais, se observa a correlação

entre os sinais através da diagonal principal da matriz de correlação ou através de sequências

paralelas à diagonal.
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Figura C.1: Ilustração de um gráfico de JPSTH.

C.2 Metodologia

Como medida de similaridade entre os padrões foi utilizada a correlação de Pearson [221],

definida na Equação B.9. Utilizando esta medida, foi verificada a similaridade entre os

K padrões de contato, em cada um dos contextos de análise, o que produziu uma matriz

de correlação, Rc = [ri,j]K×K , para cada contexto, ac ∈ A; em que o elemento ri,j é o

coeficiente de correlação entre o i-ésimo padrão de ativação neuronal e o j-ésimo padrão de

ativação neuronal, como definido na Equação 3.7.

Para cada animal, além da informação da ativação elétrica dos neurônios, é preciso

também obter as informações dos intervalos temporais de contato, conforme a Equação 3.4.

Essa informação foi adicionada nos correlogramas através de barras verticais vermelhas,

de maneira a permitir identificar, no correlograma, os limites dos intervalos temporais de

contato.

C.3 Resultados

Para que se tenha um melhor entendimento da similaridade entre os padrões, os primeiros

resultados interessantes a serem observados são os correlogramas, obtidos como descrito na

Seção C.2.
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Na Figura C.2, encontra-se um conjunto de resultados para o animal ge6 quando

explorando o objeto “bola”. Os valores de correlação entre padrões foram mapeados em

cores segundo a escala que fica ao lado de cada matriz de correlação. As linhas verticais

vermelhas não indicam correlação, mas foram inseridas na imagem como delimitadores de

intervalo temporal de contato do animal com o objeto. Deste modo, é possível relacionar a

ocorrência dos contatos entre o animal e os objetos com a dinâmica das correlações ao longo

do tempo.

Baseando-se na escala de cores, é possível afirmar que as cores próximas do amarelo

representam valores de correlação próximos de 0, 8, que denota boa semelhança entre dois

padrões, segundo essa medida de similaridade. A ocorrência de regiões, semelhantes a

retângulos, com concentração destas cores denota uma boa semelhança da atividade da

população de neurônios ao longo do período delimitado por aquele retângulo.

Um exemplo de regiões como essas podem ser observadas na Figura C.2.b, onde é

mostrado o correlograma dos primeiros contatos do animal ge6 com o objeto “bola”,

tomando por base apenas a ativação dos neurônios do hipocampo. Algo semelhante pode ser

visto na Figura C.3.b quando são observados os primeiros contatos de outro animal (ge13)

com outro objeto (“haste”), tomando por base apenas a ativação dos neurônios daquela

mesma região.

De uma maneira geral, é possível encontrar nos correlogramas, que têm como informação

de entrada a ativação de neurônios do hipocampo, uma maior ocorrência de regiões

aproximadamente retangulares de coloração próximo da cor amarelo, quando comparados

com os correlogramas das regiões corticais (S1 e V 1), como podem ser visualizados nos

conteúdos das Figuras C.2 e C.3.

A fim de quantificar esse conceito de ’retângulos amarelos’, procurando entender os

correlogramas como imagens monocromáticas, e nestas imagens procura-se observar a

quantidade relativa de energia nos módulos dos coeficientes da transformada de Fourier

dessas imagens. Um resultado preliminar dessa abordagem pode ser visto na Figura C.4.

Nessa figura, pode-se perceber que a mediana dos valores relativos da medida são maiores

quando se tem as imagens provenientes de correlogramas de padrões onde somente os

neurônios do hipocampo são considerados.

Outro resultado interessante que pode ser extraído, quando se observam os
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(a) (b)

(c) (d)

Figura C.2: Correlogramas dos primeiros contatos do animal ge6 com o objeto “bola”.
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(a) (b)

(c) (d)

Figura C.3: Correlogramas dos primeiros contatos do animal ge13 com o objeto “haste”.

Figura C.4: Estatística da medida da contribuição das baixas frequências nas imagens dos

correlogramas.
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correlogramas, são os grandes trechos contíguos de cor aproximada do ’azul’, denotando

baixa correlação entre as amostras de contato daquele intervalo temporal. Tal fato é mais

visível na Figura C.3, principalmente entre as amostras 25 e 35. Naquela figura, continua-se

encontrando regiões aproximadamente retangulares, especialmente destacadas quando são

observados os correlogramas de amostras que contém informações de neurônios do

hipocampo (Figura C.3.b). Na Seção C.5, encontram-se os complementos da apresentação

dos resultados para os correlogramas nos contextos de análise utilizados, com tamanho de

bin , ∆t, igual a 250ms.

C.4 Conclusões

Nelken e Bar-Yosef [147], no estudo de córtex auditivo primário de gatos, propõem:

“Representations of the relevant information may collapse many

physically-different sounds into the same class: for example, when we

have to understand a spoken message, a high-fidelity recording of the message,

and the same message heard through a cellular phone, would be considered ’the

same’.” [147]”

Assim, mesmo com as varições nas grandezas que definem o padrão, alguma parte do

sistema responsável por atribuir, a uma classe, um conjunto de padrões que guardam entre si

alguma semelhança definidora. Essa parte tal que os estímulos sensoriais são representados

de maneira mais invariante.

Os correlogramas apresentados na Seção C.3, mostram que os padrões de ativação

dos ensembles neuronais no hipocampo apresentam-se mais invariantes aos estímulos

(principalmente) tácteis novos que acontecem durante a exploração livre dos objetos pelos

animais, com diferentes formas que o animal pode utilizar na abordagem ao objeto. Naquele

momento há uma grande variedade dos estímulos sensoriais do mesmo objeto. Os resultados

na Seção C.3, sugerem o hipocampo como um forte candidato a área que faz uma representao

temporária de maior invariância dos estmulos sensoriais.

Nelken e Bar-Yosef [147], continuam:

“There may be, however, many different possible categorizations of these
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sounds: if we have to judge the quality of the sound reproduction, the

high-fidelity recording and the cellular phone message will be perceived as very

good and very bad, respectively.” [147]

Utilizando as informações encontradas, sumariamente, na Seção C.3, essa reposta

variável a diferente estímulos sensoriais pode ser melhor encontrada nas áreas corticais

primárias.

C.5 Complementos dos resultados

Na seção C.3 foram apresentados alguns dos correlogramas obtidos para os momentos

iniciais de contato dos animais com cada um dos objetos. Nesta seção, procurou-se

apresentar todos correlogramas calculados, para com isto dar ao leitor uma idéia completa

da semelhança entre os padrões naqueles momentos iniciais, utilizando como medida de

similaridade a correlação de Pearson.

A Figura C.5 apresenta os resultados para o animal ge4, a Figura C.6 apresenta os

resultados para o animal ge5, a Figura C.7 apresenta os resultados para o animal ge6, a

Figura C.8 apresenta os resultados para o animal ge5, e por último a Figura C.9 apresenta os

resultados para o animal GE513.
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(a) (b) (c) (d)

(e) (f) (g) (h)

(i) (j) (l) (m)

(m) (n) (o) (p)

Figura C.5: Correlogramas dos primeiros contatos do animal ge4 com todos os objetos.
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(a) (b) (c) (d)

(e) (f) (g) (h)

(i) (j) (l) (m)

(m) (n) (o) (p)

Figura C.6: Correlogramas dos primeiros contatos do animal ge5 com cada objeto.
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(a) (b) (c) (d)

(e) (f) (g) (h)

(i) (j) (l) (m)

(m) (n) (o) (p)

Figura C.7: Correlogramas dos primeiros contatos do animal ge6 com cada objeto.
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(a) (b) (c) (d)

(e) (f) (g) (h)

(i) (j) (l) (m)

(m) (n) (o) (p)

Figura C.8: Correlogramas dos primeiros contatos do animal ge9 com cada objeto.
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(a) (b) (c) (d)

(e) (f) (g) (h)

(i) (j) (l) (m)

(m) (n) (o) (p)

Figura C.9: Correlogramas dos primeiros contatos do animal ge13 com cada objeto.



Apêndice D

Plasticidade neuronal como a dinâmica

de redes complexas

D.1 Introdução

Desde 1998, após o trabalho e Watts e Strogatz [228], muitos resultados importantes têm

surgido a partir da aplicação dos conceitos de redes complexas nas mais diversas áreas [11],

incluindo neurociência [34, 186]. Mais especificamente, várias características topológicas

de rede têm sido estudadas em várias áreas: distribuição do grau dos nós [10], correlação

dos graus [136], motif [139], e comunidades. Neste sentido, esse texto, apresenta uma

descrição da aplicação daqueles conceitos no estudo da plasticidade neuronal, utilizando

como base a informação de ativação de populações de neurônios no córtex visual primário,

córtex somestésico primário e do hipocampo [181]. Dois elementos comuns na análise de

redes são inspirações para estudos propostos aqui em tópicos de neurociência: fechamentos

triádicos, e a dinâmica de crescimento em redes complexas; o primeiro proposto por Georg

Simmel já na primeira metade do século XX, e o segundo por Albert-László Barabási nos

últimos momentos daquele século.

George Simmel [203] sugeriu que o estudo de grupos triádicos humanos poderia ser um

importante recurso no entendimento das relações humanas. Um exemplo de uma dessas

relações é a amizade: ele sugeriu que se A é amigo de B, que por sua vez é amigo de C,

o qual não conhece A, há uma forte tendência de A e C tornarem-se amigos, formando

um fechamento triádico de amizade. Inspirado nisso, este trabalho procura identificar
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fechamentos triádicos em relações entre neurônios, avaliando a hipótese de que a formação

desses fechamentos triádicos têm forte relação com os mecanismos de plasticidade neuronal,

o que redunda por se envolver com assuntos como sono, memória e aprendizagem, neste caso

especificamente, em uma tarefa de reconhecimento de objetos.

Um dos processos observados no crescimento de redes complexas descritas na literatura é

conhecido como rich-get-richer [10,11,229]. Segundo este processo, uma maneira de formar

uma rede complexa livre de escala (scale-free) é ter os novos nós ligados preferencialmente

aqueles nós que já possuem mais conexões com os demais, e assim os nós de maior grau

(mais ricos) terão maior probabilidade de aumentarem mais ainda o seu grau (tornando-se

mais ricos). Este processo encontra-se ilustrado no Figura D.1. O presente estudo propõe

investigar a ocorrência de processos como esses em populações de neurônios de um animal

em uma tarefa de reconhecimento de objetos.

Figura D.1: A maneira mais simples que pode gerar uma topologia livre de escala

(scale-free). Partindo de um momento em que há apenas três nós conectados, em cada

novo nó adicionado à rede, quando o nó precisa decidir sobre as suas arestas há sempre

uma preferência por fazer arestas com aqueles nós que já possuem muitas arestas, levando a

uma emergência natural de poucos hubs altamente conectados. Fonte: [11].

D.2 Métodos

A informação a ser analisada neste estudo tem como base o conjunto de sequências,

U = {u1, · · · , uM}, no qual cada elemento, ui, é a sequência de instantes de tempo no qual
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um dado neurônio, si, apresentou potencial de ação, ou simplesmente disparou. Sequências

como essas também são conhecidas como trens de spikes [48, 182]. Neste estudo os dados

neuronais foram obtidos de populações de neurônios do hipocampo (HP), córtex visual

primário (V1), e córtex somatosensorial primário (S1) [181].

Um ponto de partida para a aplicação dos conceitos de redes complexas é definir o grafo

do qual serão extraídas as medidas de rede [35]. Sendo assim, define-se o grafo G =<

V,E >, o qual tem cada um de seus nós, ni ∈ V , representando cada um dos neurônios, si, e

as arestas representando uma relação de similaridade, σi,j , na atividade elétrica (spike) entre

os dois neurônios, si e sj , representados pelos dois nós, ni e nj , respectivamente. Assim,

temos o grafo G =< V,E >, no qual V = {ni, · · · , nM} e E = {σ1,1, · · · , σ1,M , · · · , σM,1,

· · · , σM,M}.

Como medida de similaridade, σi,j , entre dois trens de spikes, si e sj , temos algumas

alternativas tradicionais: coeficiente de correlação de Pearson, coeficiente de correlação de

Spearman, distância Euclideana; ou mesmo medidas mais específicas [118]. No entanto, em

todos os casos temos σi,j = σj,i o que remete a um grafo não-direcionado, visto que não

faz sentido falar em sentido nas arestas, há sim algum sentido falar em ponderação destes

vértices, dado pelo valor de σi,j , e assim, tem-se neste caso um grafo, G, não-direcionado

ponderado. Ainda há a possibilidade de ter esse grafo, G, em uma forma não-direcionado

não-ponderado, uma maneira para isso é utilizar um limiar para os valores que ponderam as

arestas, σi,j , fazendo então uma poda no grafo, G, removendo todas as arestas cujo o valor

de ponderação, σi,j , é menor que um dado limiar θ. Isso transforma o grafo, G, de ponderado

passando, desta forma, a ser não-ponderado. Pelo menos neste momento inicial do estudo,

será esse o tipo do grafo utilizado nos cálculos: não-direcionado, não-ponderado.

Para que a dinâmica das interações entre neurônios possa ser levada em conta, um outro

aspecto importante a ser considerado é que deseja-se observar não um grafo apenas, mas

o conjunto de grafos formados ao longo de todo o intervalo de experimento, I . Ou seja

deseja-se observar os grafos que representam a similaridade em intervalos, Ik = [ak, bk] ⊂ I ,

tal que I = ∪kIk, e Ik ∩ Il = ⊘ para k 6= l, com a1 < · · · < ak < · · · . Desta maneira1,

1A opção inicial por intervalos disjuntos tem apenas motivação de custo computacional. Também é possível

fazer essa análise sem essa condição, por exemplo, utilizando intervalos deslizantes. Tal análise daria melhor

precisão temporal na dinâmica das correlações.
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para cada sub-intervalo, Ik ⊂ I , teremos o grafo correspondente associado, Gk, no qual as

medidas de similaridade são tomadas apenas dentro do intervalo Ik.

D.2.1 Fechamentos triádicos neuronais como base da plasticidade

Dado o grafo não-direcionado não-poderado Gk =< V,Ek >, o qual descreve a similaridade

entre os neurônios representados por V , diz-se neste estudo que três nós {na, nb, nc} ⊂ V

formam uma tríade de similaridade de disparo se e somente existe uma aresta entre cada um

destes nós, ou seja, se e somente {σa,b, σb,c, σa,c} ⊂ Ek. Diz-se também neste estudo que

estes nós formam um fechamento triádico neuronal, para o qual a referência a partir deste

ponto do texto é NTC (da sigla proposta em inglês Neuronal Triadic Closure).

Figura D.2: Ilustração da formação do fechamento triádico neuronal entre três neurônios:

A,B,C. Com a < b < c < d.

Na Figura D.2, temos a ilustração da evolução da correlação de disparo entre três

neurônios na direção de formar um NTC. Inicialmente (t = a) os neurônios A e B têm

boa correlação de disparo entre si, e B e C também, no entanto é fraca a correlação de

disparo entre A e C. Em t = b e t = c já temos um valor maior de correlação entre A e C,

até que o seu valor atinge um patamar significativo2 e o NTC é formado a partir t = d.

Como foi mencionado, o conjunto de dados neuronais é composto por informações de

neurônios de mais de uma região anatômica: HP, S1 e V1. Assim, cabem as seguintes

definições:

• Fechamento triádico neuronal local: é aquele no qual a tríade que o compõe é

formada por nós que representam neurônios de uma mesma região anatômica.

2Como foi mencionado, considerando um grafo não-direcionado, não-ponderado a existência das aresta fica

condicionada a seu valor ficar acima de um dado limiar, θ.
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• Fechamento triádico neuronal global: é aquele no qual a tríade que o compõe é

formada por nós que representam neurônios de mais de uma região anatômica.

A análise inicial da plasticidade ocorre através da análise da dinâmica dos grafos, Gk,

ao longo do intervalo de experimento, I . A hipótese, inspirada no fechamento triádico

proposto por Georg Simmel, dada a sequência de grafos [Gk] descrevendo a dinâmica de

similaridade de um conjunto de neurônios, o número de fechamento triádicos neuronais

aumenta consideravelmente durante a exposição à novidade. O experimento que gerou

os dados utilizados aqui tem o seu momento de exposição foi implementado através da

apresentação de objetos novos ao animal3.

Como ilustrado na Figura 3.4, o experimento pode, sob o aspecto da novidade, ser

dividido em três fases: pré-exposição, exposição e pós-exposição. Considerando que a

hipótese inicial propõe forte relação entre a novidade e a ocorrência de NTC, esta seção

será dividida em duas seções: D.2.1, na qual serão explorados aspectos da ocorrência dos

NTC durante a vigília, até o final da exposição; e a D.2.1 onde serão explorados aspectos da

ocorrência dos NTC após a exposição, tanto em momentos de sono quanto na vigília.

Pré-exposição e exposição

A Figura D.3 apresenta uma visualização das taxas de disparo durante 20 minutos antes

da exposição, seguida por 20 minutos de exposição a quatro novos objetos, dispostos em

cada um dos cantos da caixa na qual se encotra o animal. Segundo aquela figura, é

notável a variação no perfil das taxas de disparo após o início da exposição. A hipótese

deste estudo é que durante a exposição (momento da novidade) haverá a formação de um

número considerável de fechamentos triádicos neuronais. Ou seja, se T [Gk] é o número de

fechamentos triádicos no grafo Gk, e IF é o primeiro intervalo temporal onde o animal é

exposto à novidade, e IL é o último, é esperado que a mediana de B = {T [Gk] : k < F}
seja significativamente menor que a mediana do conjunto D = {T [Gk] : F ≤ k ≤ L}. Além

disso, as hipóteses complementares no tocante ao momento de exposição são:

• Há fechamentos triádicos neuronais (locais e, eventualmente, globais), ou grupos

3Uma descrição detalhada do experimento e dos dados pode ser encontrada em [181]
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deles4, que identificam o objeto com o qual o animal está em contato ao longo do

experimento.

• Uma hipótese curiosa é que também serão encontrados fechamentos triádicos

neuronais (locais e, eventualmente, globais) no córtex visual primário (V1), mesmo

o experimento ocorrendo no escuro.

• A formação desses fechamentos durante a vigília é modulado pela potência em teta no

Local Field Potential (LFP) do hipocampo.

Figura D.3: Mudança de taxas de disparo durante a exploração de novos objetos. Exposição

aos novos objetos no escuro causaram mudanças generalizadas na atividade neuronal que

persistiu ao longo dos 20 minutos da experiência espaço-táctil. Time=0 marca o início da

exposição. Fonte: [181].

Pós-Exposição

A partir de um trabalho da década de 1990 [234], pode se afirmar que algumas das

correlações de disparo entre pares de neurônios, estabelecidas durante a vigília durante a

exposição, são encontradas após mesmo o término da exposição, como está ilustrado na

4Se não forem encontrados diretamente NTC ligados a cada um dos objetos, pode ser utilizada

abordagem de entender cada NTC como uma dimensão em um espaço amostral e implementar classificadores

especializados em cada um dos objetos, tendo como entrada a ocorrência de cada um dos NTC encontrados na

vigília, ou mesmo somente no contato com os objetos.
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Figura D.4, na qual é possível verificar que algumas das correlações encontradas ao longo

da exposição (tarefa de navegação espacial) também são encontradas após a exposição.

Figura D.4: Diagrama de da matriz de conectividadede uma rede de 42 células (selecionadas

aleatoriamente). Neurônios individuais são representados por pontos ao redor de um

perímetro circular. Linhas indicam uma correlação positiva entre pares, com a cor refletindo

a magnitude da correlação [vermelho, alta (0.2); azul, baixa (0.002)]. Há três momentos: pré

(RUN), exposição(RUN), e pós(POST) em um experimento de navegação. Fonte: [234]

Observando a Figura D.5.a, fica evidente a mudança no perfil de disparo dos neurônios

em S1, ao longo dos episódios de sono de ondas lentas (SWS, da sigla em inglês Slow Wave

Sleep), daqui já surge uma primeira hipótese: há uma diferença considerável no número

de fechamentos triádicos neuronais quando observados 20 minutos anteriores à exposição

e 20 minutos, consecutivos, de episódios de SWS em S1. Estes seriam os primeiros

“sobreviventes” daqueles NTC que surgiram durante a vigília quando da exposição aos

objetos. Nesta direção, é possível e interessante fazer um censo, um acompanhamento

de cada um dos NTC, procurando observar a sua ocorrência ao longo dos intervalos, Ik,

pós-exposição em SWS, tendo como um resultado de grupo:

• Um histograma do número de ocorrências de cada um dos NTC para momentos de

vigília;

• Um histograma do número de ocorrências de cada um dos NTC encontrados em

momentos consecutivo de SWS pós-exposição, com o mesmo comprimento da vigília;

• Um histograma que mostra a ocorrência de NTC ao longo dos intervalos pós-exposição
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em SWS mas somente daqueles NTC que foram encontrados na vígilia durante a

exposição.

A hipótese é que muitos NTC surgem durante a vigília em exposição, e estes são os

primeiros canditados a serem avaliados no sono SWS posterior como componentes básicos

formadores da memória da vigília. Destes candidatos muitos não se sustentam, e aos poucos

o número de NTC cai ao longo do período pós-exposição5. Aqueles são os primeiros porque

eventualmente podem surgir NTC que não existiam durante a vigília com exposição, estes

poderiam representar uma síntese entre NTC já existentes6. Sendo assim, a hipótese geral é

que o NTC é o bloco fundamental neuronal de formação de memória, e que este processo

para a formação de memória a partir da vigília com novidade caminha na direção da seleção

e transformação de NTC originados durante a vigília exposta à novidade para transformar-se,

ao longo dos intervalos de sono, em NTC estáveis no córtex, o quais posteriormente

induzirão NTC correspondentes no hipocampo [Refs], onde as memórias ficariam por mais

tempo.

Se for confirmado que durante a vigília, temos grupos de NTC diretamente relacionados

ao contato do animal com o objeto, passa a ser interessante procurar a ocorrência daqueles

NTC durante os momentos de sono (SWS e REM) como vestígios da codificação do objeto

durante a experiência da vigília no sono. Mostrando-se viável esta linha de trabalho, pode se

considerar resultados anteriores [133] que sugerem que a reverberação durante o sono ocorre

modulada pela potência do teta no LFP do hipocampo7.

D.2.2 Ricos cada vez mais ricos

Uma tarefa neste trabalho é procurar pela existência do processo de rich-get-ritcher [10, 11]

no processo de codificação de objetos. A hipótese é que, antes de qualquer exposição, o grau

5Isto pode ser visualizado através de um gráfico que mostra o número de NTC ao longo do tempo

pós-exposição em SWS, esperamos que seja algo aproximado a uma função que cai ao longo do tempo, não

necessariamente monotonicamente, mas em termos médios.
6Neste sentido a teoria tem como pouco provável a existência de NTC novos (que não existiam antes do

final da exposição) que não tenham como parte elementos que participaram de NTC encontrados antes do final

da exposição.
7Como é detalhado em [181], além da informação dos spikes o dataset também contém a informação do

LFP no hipocampo.
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(a)

(b)

Figure D.5: Visão geral da eletrofisiologia ao longo do experimento. a) Mudanças nas taxas

de disparo após a exploração de novos objetos. O aumento na atividade neuronal em S1

persistiu por horas após o final da exposição durante o sono de ondas lentas (SWS).Mostra

as taxas de disparo normalizadas durante episódios de SWS alcançando todo um experimento

representativo. Marcadores na parte baixa indicam os contornos dos episódios de SWS; b)

Autoradiogramas de hibridazação in situ representativas mostram que estímulo espaço-táctil

nova induz expressão IEG em S1, HP, e V1 durante a experiência. Reindução de IEG

Pós-experiência foi principalmente localizada nas camadas piramidais em S1, e ocorreu

especificamente durante o sono REM. Fonte: [181].
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de um dos nós não se distancia muito do grau dos demais, inexistindo hubs significativos8 de

conectividade.

Ao longo da exposição aos objetos novos (a novidade) seriam formados os hubs de

conectividade, levando a distribuição de probabilidade do grau dos nós, neste momento de

novidade, à uma curva que se aproxima de uma lei de potência [10]. Deste modo o elemento

’novidade’ seria o responsável por colocar a rede em um estado livre de escala. É necessário

analisar isso em termos locais (envolvendo nós referentes somente à neurônios de uma dada

região), e em termos globais (envolvendo nós referentes somente à neurônios de mais de uma

dada região).

Perguntas que seguem quanto aos momentos posteriores à exposição:

• Se aqueles hubs da vigília se mantém, mesmo após finalizada a exposição;

• Qual a variação nos graus dos hubs nos episódios pós-exposição, especialmente os

episódios SWS ?

• Observar se as mudanças nos graus dos hubs são intercaladas por momentos de REM.

• Se for o caso, mesmo após o final da exposição ainda encontramos a rede livre de

escala ?

D.3 Conclusões

Fica difícil extrair uma conclusão de uma proposta que está ainda sem resultados, nem

mesmo preliminares. Mas, mesmo ainda sem qualquer resultado próprio, mas analisando

resultados da literatura nos quais podem ser vistos perfis de disparo de populações de

neurônios, parece extremamente promissor o uso dos conceitos de redes complexas na

análise de plasticidade neuronal.

Por exemplo, é bastante instigante poder estabelecer uma relação direta entre plasticidade

neuronal e um conceito gerado na sociologia para entender a plasticidade nas relações

humanas, como é o caso de fechamento triádico proposto por Georg Simmel. E assim, poder

obvservar no nível neuronal, de maneira cada vez mais clara, relações que são observadas

8Ou seja nós com um grau muito maior que o grau encontrado nos demais nós, ou mais formalmente, não

há uma lei de potência na distribuição dos graus dos nós.
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no comportamento humano, criando assim um espaço para pensarmos na redes sociais

neuronais, em uma direção que aproxima do pensamento de Edelman quando propõe a Teoria

do Darwinismo Neural [57]. Em se cofirmando essa relação direta entre a formação de NTC,

a novidade e a plasticidade neural, inicia-se a ampliação necessária, com uma base formal

simples, para o entendimento do sistema nervoso como um todo em termos, muito menos de

neurônios isolados [156, 227], e muito mais a partir de conjuntos deles [153].



Appendix E

Grades computacionais

A neurociência de hoje, como as demais áreas da ciência, é cada vez mais baseada em

computação, análise de dados, e colaboração gerada a partir de esforços individuais. Mas,

mesmo com um crescimento exponencial do poder computacional, de armazenagem de

dados e da capacidade de comunicação, muitos problemas ainda estão se colocando além dos

recursos que são possíveis prover para computadores individuais, o que historicamente tem

levado estes usuários de processamento de alto desempenho (PAD) a procurar soluções caras

e complexas de computação paralela disponíveis [69, 70]. Uma boa notícia neste sentido é

que todos esses recursos computacionais individuais estão cada vez mais baratos, incluindo

aí os recursos de interconexão de computadores.

E.1 Introdução

A computação em grade tem surgido como uma solução, relativamente recente, para o

problema de infra-estrutura computacional mais barata em termos de equipamentos, e

manutenção mais simples quando comparada com aquela demandada pelos grandes centros

com supercomputadores. Este conceito foi concebido já no contexto da internet, e busca

aproveitar o número cada vez maior de computadores conectados a essa rede mundial

de computadores, através de estratégias de conceber essa rede computadores como uma

infra-estrutura de computação distribuída de alto desempenho [19, 72]. Na direção desse

desafio, tem-se hoje várias alternativas de soluções que implementam computação em

grade nos mais diferentes níveis de complexidade, com iniciativas que vão desde alguns

167
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laboratórios conectados, até aquelas que procuram ter uma estrutura nacional nos seus

países [18, 56], ou mesmo mundiais como pode ser visto a seguir [2–4].

A computação voluntária (volunteer computing), aquela em que usuários de

computadores doam o poder computacional dos seus computadores nos momentos de

ociosidade destes recursos, tem conseguido resultados sem precedentes de recursos

computacionais. O projeto SETI@Home [4], ainda em 2005, já tinha 5.5 milhões de anos de

CPU cedidos por 5.3 milhões de usuários de 226 nacionalidades diferentes [41].

No entanto, projetos como esses só obtêm êxito graças a poderosos investimentos em

publicidade para convencer usuários a doarem o poder computacional de suas máquinas, e

também em pessoal qualificado para gerir todo esse recurso disponível da melhor forma

possível. Obviamente que esse não é o perfil de investimento dos pequenos e médios

laboratórios de pesquisa atuais, incluindo aí aqueles voltados para estudos em neurociência.

Sendo assim, para estes laboratórios, é necessário procurar se inserir nesta nova abordagem

de computação de alto desempenho, procurando plataformas mais acessíveis no aspecto

investimento (tanto financeiro, quanto humano).

Como alternativas de implementação de grades computacionais, além do Ourgrid [41],

podem ser citados: BOINC (Berkeley Open Infrastructure for Network Computing) [2], e o

Globus [69, 70, 72].

A proposta original do BOINC é permitir que cientistas possam se utilizar, "com

facilidade", da computação distribuída que opera em recursos públicos (public-resource

computing), também conhecida como Computação Global (Global Computing) ou

computação entre pares (Peer-to-peer computing) [2]. O termo "recursos públicos" aqui

se refere ao uso de computadores pessoais cedidos pelos seus respectivos usuários a projetos

que demandam PAD, ou seja, é uma instância do conceito de computação voluntária. É

esta solução que é utilizada em projetos como o SETI@Home, que em 2004 já obtinha

70 TeraFLOPS de taxa de processamento contra os 35 TeraFLOPS providos pelo maior

supercomputador da época (NEC Earth Simulator). O principal argumento desse projeto

é, cada vez mais, ser capaz de atrair computadores de uma rede mundial de computadores,

que em breve terá mais de 1 bilhão de usuários conectados.

Um aspecto importante desse tipo de computação (public-resource computing) que difere

das principais soluções em computação em grade é a assimetria na relação de consumo de
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recursos computacionais, enquanto que as soluções de computação em grade mais comuns

procuram fazer PAD unindo os recursos de laboratórios que compartilham entre si, através de

um middleware, os seus recursos computacionais, promovendo assim uma relação simétrica

entre projetos e participantes [2, 71].

Na estrutura do BOINC existe sempre um projeto de visibilidade e um conjunto de

computadores pessoais (Personal Computers-PC) que se conectam ao projeto cedendo suas

máquinas. Sendo assim, para este tipo de computação ter êxito, há a necessidade de

investimento em publicidade e convencimento para que um volume considerável de pessoas

doem seus recursos computacionais para o uso nestes projetos.

Projetos utilizando o BOINC prevêem suporte para computação redundante, e para isso,

normalmente, mais de uma instância das tarefas são disparadas na rede, permitindo uma

melhor tolerância a falhas, de tal forma que, após terminadas algumas instâncias das tarefas,

uma rotina é chamada para comparar entre os resultados obtidos, e definir o “resultado

canônico” (canonical result).

A proposta do Globus veio de um grupo que cunhou o termo “grid computing” na

década de 1990 para denotar infra-estrutura distribuída para aplicações de alto desempenho

em ciência e engenharia [73]. A proposta original organiza os componentes da grade em

camadas, seguindo o conceito de Open Data Network (ODN) [43], em que procura-se

estabelecer uma relação flexível entre tecnologia e recursos1. Na Figura E.1, encontra-se

uma proposta geral de arquitetura de um protocolo de grid, seguido pelo Globus, e sua

comparação com a arquitetura Protocolo da Internet.

E.1.1 O Ourgrid

Aplicações Bag-of-Task (BoT) são aquelas onde as tarefas que compõem a aplicação são

independentes entre si em termos do consumo do recurso computacional. Mesmo com a

sua aparente simplicidade, esta classe de aplicações contempla exemplos nas mais variadas

áreas: mineração de dados, biologia computacional, processamento de imagens, entre outras

[40, 41]. Esta independência entre tarefas possibilita uma melhor difusão desta classe de

1Uma ODN não deve ser uma tecnologia única/monolítica mas sim um conjunto de tecnologias

interconectadas, e talvez até com um conjunto bem diferente de características, mas que mesmo assim seja

possível a troca de informações e serviços entre os elementos desse conjunto [43].
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Figure E.1: Arquitetura geral do grid implementado no Globus. Adaptado de [73].

aplicações em ambientes de grades computacionais, tendo como um dos grandes exemplos

o projeto SETI@Home [4].

OurGrid é um middleware que procura ocupar um nicho específico em computação em

grade: permitir que pequenos laboratórios possam juntar-se para realizar computação de alto

desempenho utilizando os seus próprios recursos computacionais em aplicações do tipo BoT

[41]. Para isto este middleware coloca entre suas características chave: rapidez, segurança,

escalabilidade, e simplicidade. Os quatro itens são interessantes para pequenos laboratórios,

mas o último apresenta-se como a característica definidora para escolha deste middleware

nesta aplicação. Isto porque não é possível, na condição atual dos recursos humanos de TI,

ter no laboratório onde o trabalho deste estudo é desenvolvido, e nas demais redes parceiras,

especialistas para manter complexas rotinas de funcionamento de soluções mais sofisticadas

de middleware em grades computacionais [2, 69, 70, 72].

Na Figura , encontra-se uma ilustração da arquitetura do OurGrid [41], o qual possui os

seguintes componentes:

1. MyGrid: a ferramenta de interação com o usuário. É o componente responsável pelo o

agendamento das aplicações e prover um conjunto de abstrações que mantém ocultas

para o usuário a heterogeneidade do grid;

2. Swan: Sand boxing without name. É uma solução baseada em uma Xen virtual

machine [12], que procura isolar o código da aplicação em uma sandbox.

3. Peer: Gerencia a alocação das máquinas da rede. Tem o perfil de todas as máquinas,

além de acompanhar a disponibilidade de cada uma delas. E assim é o responsável
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por definir qual máquina executará cada uma das tarefas, de acordo com os requisitos

definidos para cada uma delas e a disponibilidade de máquinas na grade.

Figure E.2: Arquitetura do Ourgrid

E.1.2 Medidas em computação em grade

Ao executar uma aplicação em um ambiente distribuído, é necessário buscar métricas que

permitam acompanhar os ganhos de desempenho ao optar por este tipo de ambiente. A

entidade abstrata elementar de execução é a tarefa, ti,j . De tarefas são compostos os trabalhos

(jobs), Ji = {ti,j, · · · , ti,L}.

A duração de uma tarefa, ti,j , é definida pela Equação E.1. Sendo begin(ti,j) igual ao

instante de tempo de início da execução bem sucedida da tarefa ti,j , e end(ti,j) igual ao

instante de tempo do final da execução bem sucedida da tarefa ti,j .

d(ti,j) = end(ti,j)− begin(ti,j) (E.1)

Para um dado um job, Ji = {ti,1, · · · , ti,L},o makespan, mi, deste job, Ji, é dado na

Equação E.2.

mi = max
ti,j∈Ji

{end(ti,j)} − min
ti,j∈Ji

{begin(ti,j)} (E.2)
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Para um dado job, Ji = {ti,1, · · · , ti,L}, o speedup, si, para este job em um ambiente

paralelo é dada pela Equação E.3.

si =

∑L

j=1
d(ti,j)

mi

(E.3)

Em alguns contextos, o speedup de job, definido pela Equação E.3, não é suficiente

para a boa percepção do ganho de desempenho quando é utilizada a execução em ambiente

distribuído. Por conta disto, propomos neste estudo uma outra medida de desempenho o

speedup de intervalo.

Dado um intervalo de tempo Ik = [bk, ek] diz-se que uma tarefa, ti,j , ocorre em Ik quando

end(ti,j) ≤ ek, e, begin(ti,j) ≥ bk . E, nesse estudo, esta relação é denotada por ti,j � Ik . O

comprimento do intervalo é dado por, |Ik| = ek − bk. Sendo assim, aqui, mede-se o speedup

no intervalo, Ik, como definido na Equação E.4.

s̄k =

∑

ti,j�Ik
d(ti,j)

|Ik|
(E.4)

E.2 Metodologia

Se a tarefa de avaliação de um único classificador já tem um custo computacional

significativo [22,94,161], o cálculo do vetor de qualidade de classificação, qc, multiplica este

custo por, pelo menos, H o que torna esse cálculo uma tarefa de um alto custo computacional.

Entretanto, este mesmo cálculo possui uma característica extremamente interessante para

a realização de um processamento paralelo: todas as avaliações de classificadores são

independentes, permitindo assim, que cada elemento de qc possa ser calculado por uma

tarefa idempotente. O problema de avaliação de classificadores, caracteriza-se, assim, como

uma aplicação BoT (Bag of Tasks), classe de aplicações suportada pelo middleware do

OurGrid [40, 41], que é utilizado nesta proposta de tese para a implementação da grade

computacional.

Em termos computacionais, é possível apontar as seguintes características arquiteturais

para o contexto no qual se insere a presente proposta de tese de Doutorado:

• A análise dos dados ocorre em um laboratório de pequeno porte quando observados

o número de computadores e pessoal envolvido em tarefas especializadas de
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computação;

• Existe um custo computacional demandado pela aplicação (intrinsecamente paralela);

• Os recursos computacionais diretos são limitados;

• Também são limitados os humanos especializados.

Desta forma, só seria possível ter a análise dos dados, em tempo hábil, fazendo uso de

arquiteturas computacionais que cumprissem os seguintes requisitos:

• Alto desempenho;

• Baixo custo;

• Uso simples;

• Escalável;

• Razoavelmente segura.

Estas características foram encontradas no middleware distribuído gratuitamente sob a

identificação de OurGrid [40, 41], a qual tem alguns de seus detalhes arquiteturais descritos

na Seção E.1.1.

Além do middleware também foi necessário também montar uma rede de parcerias para

que fosse possível ampliar o número de computadores disponíveis para a realização das

análises dos dados. Em cada uma das redes parceiras foi necessário configurar/instalar

o middleware, além de aspectos de segurança na comunicação com o IINNELS, sempre

utilizando túneis seguros para comunicação entre as redes [63].

Na Figura E.3, encontra-se uma ilustração da arquitetura da grade computacional

utilizada nos cálculos realizados. Como pode ser visto naquela figura, foi necessário obter

o apoio de duas outras instituições, na cessão de alguns de seus laboratórios de ensino em

momentos de ociosidade, para a realização dos cálculos demandados nas análises dos dados

da maioria dos experimentos descritos no Capítulo 3. Somente em uma das redes, IINNELS,

podemos observar os seguintes componentes do grid: a mygrid, e o peer; recebendo os

jobs dos usuários, e, agendando a execução nas máquinas disponíveis, respectivamente.

Além destes dois componentes do grid, também há um banco de dados (identificado na
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Figure E.3: Arquitetura da grade computacional utilizada

Figura E.3 como database), hospedado no IINNELS. Neste banco de dados são armazenadas

as informações de execução de cada uma das tarefas bem sucedidas na avaliação dos

classificadores, Cc,i, para cada um dos contextos de análise, ac, em A. Nessas informações

de execução existem os seguintes grupos:

• Contexto de análise: animal, objeto, origem anatômica, e SEP;

• Qualidade de classificação: o resultado da avaliação da qualidade do classificador;

• Execução na grade: informações da execução na grade, tanto da máquina que executou

a aplicação, quanto as informações de desempenho;

Na Figura E.4, pode ser visualizada uma amostra dos principais campos de uma das tabelas

utilizadas para armazenar os resultados da avaliação da qualidade de classificação na grade

computacional.

scene animal object bin_size window_size auroc duration moment hostname ip status timestamp

all ge4 ball 227 11 0,8455 67.96 0 cajal 10.1.1.20 OK 2008-01-23 20:15:59

Figure E.4: Principais campos de uma das tabelas do banco de dados que armazena os

resultados das avaliações na grade.
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E.2.1 As avaliações como tarefas distribuídas

De posse de um ambiente distribuído, é necessário definir como este será utilizado

na execução da aplicação como um todo. Como já foi mencionado, as aplicações

referentes a este trabalho possuem uma característica interessante para a execução em grades

computacionais: cada avaliação de qualidade de um classificador é idempotente; ou seja,

a execução da avaliação da qualidade de um dado classificador, q(Cc,i), não tem relação

de dependência com qualquer outra execução de avaliação de qualquer outro classificador,

q(Cr,j), em que r 6= c ou i 6= j.

Deste modo, em um dado contexto de análise, ac ∈ A, o cálculo do vetor de qualidade

de classificação, qc, acontece com o cálculo da qualidade de classificação de cada um dos

elementos da população de classificadores, e armazenando esses resultados individuais em

um vetor qc, descrito na Equação 3.2.

O objetivo agora é definir uma estratégia para mapear cada cálculo da avaliação

qualidade de um dado classificador, q(Cc,i), como uma tarefa em uma grade computacional

implementada através do Ourgrid [40, 41].

Aplicação Execução distribuída

q1 q(C1,1) · · · q(C1,i) · · · q(C1,H) → J1 t1,1 · · · t1,i · · · t1,H

q2 q(C2,1) · · · q(C2,i) · · · q(C2,H) → J2 t2,1 · · · t2,i · · · t2,H
...

...
...

...
...

...
...

...
...

...
...

...
...

qc q(Cc,1) · · · q(Cc,i) · · · q(Cc,H) → Jc tc,1 · · · tc,i · · · tc,H

Figure E.5: Mapeamento da aplicação em tarefas distribuídas.

Na Figura E.5, pode ser vista uma ilustração do mapeamento da execução da avaliação

da qualidade dos classificadores em tarefas distribuídas na grade computacional. Neste

mapeamento, cada contexto de análise, ac ∈ A, demanda uma avaliação de qualidade de

classificação, qc, que tem sua execução mapeada em um job , Jc = {tc,1, · · · , tc,H}, em que

cada tarefa, tc,i, é responsável pela cálculo da avaliação da qualidade de um classificador,

q(Cc,i).
Na Figura E.5, tem-se o mapeamento realizado no seu menor grão, fazendo assim um

mapeamento 1 : 1 entre a avaliação da qualidade de um classificador, q(Cc,i), e sua respectiva
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execução como uma tarefa na grade computacional, tc,i. No entanto, muitas vezes tamanhos

maiores de grãos se mostram mais eficientes, e assim deixa-se de ter um mapeamento

biunívoco entre avaliações e tarefas, e passa-se a ter mais de uma avaliação da qualidade

acontecendo por tarefa na grade computacional. Deste modo, a Figura E.5 apresenta apenas

uma sugestão do mapeamento dos cálculos necessários na avaliação de qualidade em uma

estrutura de job . Possivelmente, outras podem ser mais adequadas em outras circunstâncias.

E.2.2 A rede de parceiros

Como não havia recurso computacional suficiente no laboratório onde este trabalho teve

origem (IINNELS), foi necessário ampliar o conjunto de máquinas disponíveis para a

aplicação. Neste sentido, foram procurados laboratórios utilizados em práticas de ensino

de informática em Instituições de Ensino Superior (IES) na mesma cidade onde fica o

IINNELS. Procurou-se inicialmente utilizar um laboratório por IES para minimizar os custos

com energia elétrica e logística de gestão dos laboratórios. E assim, como diagrama geral,

ilustrado na Figura E.6, tem-se o IINNELS ligado às demais Partner Networks através de

túneis seguros implementados através de VPN’s [86].

Figure E.6: Diagrama das redes parceiras

A estrutura encontrada em cada Partner Network (PN), como ilustrado na Figura E.7, é

composta pelos computadores responsáveis pela execução das tarefas (workers/swan) e um

computador responsável por implementar um disco de rede, onde são armazenados os dados

gerais processados pelos computadores da rede local utilizada na PN.
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Figure E.7: Componentes de redes locais nas redes parceiras

E.3 Resultados

Um aspecto interessante, ilustrado nos resultados atuais, é a condição necessária de estudar

um ambiente de computação distribuído como o cérebro através de outro ambiente de

computação distribuído: uma grade computacional. Somente com o aumento do poder

computacional proporcionado pela grade computacional tornou-se possível a exploração

viável de espaços de contextos, Λ, tão extensos. Entendemos também que os métodos

apresentados na Seção E.2, onde cria-se algum relação formal entre a abordagem de uso

de populações de classificadores em grades computacionais pode inpirar quaisquer outras

análises, onde há uma variável aletória impactando no resultado final, e se deseja não uma

avaliação baseada em um caso isolado, mas uma baseada na estatística de avaliações.

Os primeiros resultados mostram que com a abordagem proposta é capaz de obter

classificadores binários de boa qualidade para todos os animais, para a maioria dos objetos.

Somente com um dos objetos (food) a abordagem proposta, na condição atual, não apresenta

bons resultados de classificação como pode ser visto no Capítulo 4. É importante ressaltar

que tal abordagem, que faz uso de uma análise em uma população de classficadores,

nos dá boas condições de repetibilidades dos resultados por outros grupos de pesquisa,

respresentando valores esperados mais próximos da realidade do que aqueles que seriam

encontrados utilizando medidas com classificadores isolados.

Outros dois resultados importantes já obtidos com o uso das grades computacionais: o

melhor tamanho de bin (ver Equação B.5) a ser utilizando para geração dos conjuntos de



E.3 Resultados 178

dados é 250ms, como já vinha sendo utilizado; existe bastante redundância na informação

dos neurônios biológicos registrados, demostrando que apenas conjuntos com pequenos (8

a 12) é possível obter classificações de qualidades muito próximas daquelas obtidas com os

conjuntos completos.

Figure E.8: Speedup’s na grade computacional

Na Figura E.8, encontramos dois exemplos do speedup dado pelo uso da grade

computacional no cálculo das avaliações dos classificadores, apesar do momento ainda

precose da grade computacional, é visível o ganho de desempenho computacional nos casos

de análise do impacto na qualidade de classificação com relação às duas variáveis: análise

do tamanho do bin (Figura E.8.(a)); tamanhos de conjunto de neurônios (Figura E.8.(b)).

Correntemente, a medida de speedup em execuções paralelas é definida na Equação E.3.

No entanto, em uma situação onde a quantidade de jobs é muito maior que o número de

máquinas disponíveis na grade computacional, e considerando um middleware (tal como

o OurGrid) que aloca um job por máquina nesta situação, é necessário buscar outras
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medidas que possam melhor avaliar os benefícios e termos de desempenho performance

para execução paralela em uma grade computacional. Na Figura E.9 podem ser vistos os

histogramas (com 98% das amostras) dos valores de speedup para cada job, para as duas

análises: bin size e neuron dropping. Em ambos os casos, a maioria dos valores de speedup

ficaram em torno da unidade, dando a impressão que não houve ganho de desempenho

ou até mesmo de perda de desempenho ao utilizar tal abordadagem, o que está distante

da realidade observada. Usando esta medida de speedup, só foi possível observar ganhos

de desempenho consideráveis quando os jobs encontram grade computacional com mais

máquinas disponíveis que o número job demandantes por processamento na lista de espera.

Por outro lado, usando a Equação E.4, com a qual a Figura E.8 foi gerada, é possível obter

uma impressão mais clara do ganho de desempenho através da execução paralela do conjunto

de jobs envolvidos na análise.
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Figure E.9: Histograma parcial das durações dos jobs

A partir deste momento deseja-se: otimizar a arquitetura MLP utilizada até aqui; montar

um comitê de classificadores MLP; estudar as relações topológicas entre os padrões de

atividade neuronal utilizando Self-Organizing Maps; ampliar o leque de implementações do

classificador binário com Support Vector Machine, e, Naive Bayesian Classifier; analisar a
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melhor formação de um comitê inter-técnica; aplicar os classificadores médios aos momentos

de sonho (sono REM) em busca de traços de padrões semelhantes aqueles quando o animal

estava em contato com os objetos.

Como comentários finais, o uso de matrizes de multi-eletrodos atualmente permite o

registro simultâneo crônico de centenas de neurônios. Avanços tecnológicos em técnicas

cirúrgicas, hardware e software constantemente ampliam as possibilidades do número de

neurônios registrados. Parcerias utilizando como base grade computacionais P2P, tal como

discutido neste estudo, prover uma ferramenta útil e acessível para a análise de grandes

conjuntos de neurônios, permitindo que laboratório com recursos computacionais limitados

possam se envolver em estudos de alto custo computacional em neurociência. Deste modo,

acredita-se que o uso de grades computacionais tende a se expandir nas aplicações em

neurociência.



Appendix F

Vetores e Matrizes

O conjunto Fn consiste do conjunto de vetores x da forma:

x =











x1

...

xn











(F.1)

Onde x1, · · · , xn são os componentes do vetor x. Os elementos do conjunto Fn são

denominados vetores coluna. Na maioria dos casos deste texto os componentes de x são

números reais, ou seja: x1, · · · , xn ∈ R . Neste caso dizemos que x ∈ R
n [20].

Os vetores x1, · · · ,xm∈ Fn colocados lado a lado formam uma matriz:

A ,
[

x1 · · · xm

]

n×m
= (ai,j)n×m (F.2)

que tem n linhas e m colunas, ou, dimensão n ×m. Os componentes, ai,j , de cada um

dos vetores são denominados elementos ou entradas da matriz A, onde ai,j é o j-ésimo

componente do vetor xi. Definimos o conjunto Fm×n com o conjunto das matrizes reais de

dimensão n×m, ou mais formalmente: Fn×m = {A;A = (ai,j)n×m, ai,j ∈ R}.

Dada uma matriz A ∈ Fn×m, onde os índices das linhas são elementos do conjunto

{1, · · · , n}, e os índices das colunas são elementos do conjunto {1, · · · ,m}, é possível obter

dois outros conjuntos não vazios de índices α e β, onde α ⊆ {1, · · · , n}, e β ⊆ {1, · · · ,m}.

Uma sub-matriz A[α, β] é a matriz cujo as linhas têm índice, i, no cojunto α, i ∈ α; e as

colunas têm índices, j, no conjunto β, i ∈ β [175].

Dada uma matriz A ∈ Fn×m, uma janela de largura L, WL, na matriz A é uma

181



182

sub-matriz especial WL= A[α, β] onde α = {1, · · · , n} e |β| = L, a qual pode

também ser indexada por elementos apropriados do conjunto de índices das colunas, sendo

WL
k= A[α, β], onde β = {k, k + 1, · · · , k + L − 1}. Na Figura F.1 encontramos uma

ilustração de uma janela em uma matriz.

Figure F.1: Ilustração de uma janela de largura L e uma matriz.


