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sitos necessários para a obtenção do grau de

Bacharel em Engenharia Elétrica.

Aprovado em / /

Professor Avaliador
Universidade Federal de Campina Grande

Avaliador

Luciana Ribeiro Veloso, D. Sc.
Universidade Federal de Campina Grande

Orientador

Campina Grande, Paráıba
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Resumo

Um dos passos mais utilizados para manipulação e processamento dos dados de sistemas

inteligentes é reconhecer objetos. Desse modo, seu estudo é de extrema importância,

uma vez que há a necessidade de desenvolver sistemas eficazes com altas taxas de

reconhecimento, que sejam invariantes a rotação, rúıdo, luminosidade, etc. Tal tarefa

pode ser definida como: a atividade de identificação de um objeto individual como

membro de uma classe espećıfica, que contém objetos com caracteŕısticas similares. Para

isto, são utilizados descritores e classificadores. Nesse contexto, o presente trabalho

envolveu o estudo inicial da técnica de reconhecimento de objetos, visando a aplicação

de um de seus posśıveis algoritmos, de modo a validar um sistema de identificação. A

técnica utilizada teve o HOG como descritor, o SVM como classificador e o sistema foi

submetido a três bases distintas, obtendo a avaliação de suas taxas de reconhecimento.

As bases utilizadas foram: Caltech-101, MSRC v1 e Stanford Cars Dataset.

Palavras-chave: Reconhecimento de Objetos. Descritor. Classificador. HOG. SVM. Taxa

de Reconhecimento.



Abstract

One of the most used step in handling and processing data in intelligent systems is to

recognize objects. Therefore, the study of techniques for recognizing objects is extremely

important, since there is a need to develop effective systems with high recognition rates,

which are invariant to rotation, noise, light, etc. Such task can be defined as follow:

An identifying activity of an individual object as a member of a particular class that

contains objects with similar characteristics. To implement that algorithm, descriptors

and classifiers are used. In this context, this work involved an initial study of object

recognition techniques, towards the implementation of one of its possible algorithms, in

order to valid an identification system. The implemented algorithm used HOG as the

descriptor and SVM as the classifier, as well, the system was subjected to three different

databases being evaluated the recognition rate for each situation. The databases used

were: Caltech-101, MSRC v1 and Stanford Cars Dataset.

Keywords: Object Recognition. Descriptor. Classifier. HOG. SVM. Recognition Rate.
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1 Introdução

O uso de imagens digitais vem se expandindo bastante no dia a dia das pessoas.

As áreas de biometria, vigilância residencial e comercial, separação de frutas e interação

homem-máquina são alguns dos exemplos de atividades que requerem processamento di-

gital de imagens. Para atender essa crescente demanda, cada vez mais, novas tecnologias

de visão computacional vem sendo investigadas e desenvolvidas.

Após a aquisição dos dados, um dos mais desafiadores passos para manipulação e

processamento dos dados de sistemas inteligentes em visão compútacional é reconhecer

objetos (GONZALEZ; WOODS, 2006; ADDICAM; MALIK; TIAN, 2012). Desse modo, o

estudo de técnicas para reconhecer objetos é de extrema importância, uma vez que há a

necessidade de desenvolver sistemas eficazes com altas taxas de reconhecimento, que

sejam invariantes a rotação, rúıdo, luminosidade, etc (CAMPBELL; FLYNN, 2001; SANDE

et al., 2011; UIJLINGS et al., 2013).

Para implementar um algoritmo de reconhecimento de objetos descritores e

classificadores são utilizados. Sendo o primeiro responsável por discriminar, de forma

compacta, a informação do objeto de interesse, e o segundo, responsável por identificar

a qual classe o objeto pertence na imagem, com base nas informações aprendidas pelos

descritores. Tal tarefa pode ser definida como: o reconhecimento de um objeto individual

como membro de uma classe espećıfica, que contém objetos com caracteŕısticas similares.

Desse modo, o reconhecimento de objetos é tratado como o ato de rotular uma imagem,

dado várias opções de classes para diferentes objetos (FROME, 2007).

Sob esse contexto, busca-se aqui, a realização de um estudo inicial das técnicas

de reconhecimento de objetos, visando a aplicação de um de seus posśıveis algoritmos,

no intuito de validar um sistema de reconhecimento de objetos.

Esse trabalho encontra-se dividido em 5 caṕıtulos. No Caṕıtulo 2 encontra-se a

fundamentação teórica para desenvolvimento do projeto, a qual detalha os conceitos

básicos para reconhecimento de objetos, como também o descritor e o classificador

utilizados. O Caṕıtulo 3 traz os materiais e os métodos adotados para implementação

do sistema de reconhecimento de objetos. Na sequência, o Caṕıtulo 4 apresenta os

resultados usados para validação do sistema e suas respectivas discussões. Por fim, o

Caṕıtulo 5 apresenta as conclusões desse estudo.
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1.1 O Laboratório

A atividade relatada no presente trabalho foi desenvolvida durante o estágio

realizado no Laboratório de Processamento de Sinais e Informação (LAPSI), localizado no

bloco CJ do Departamento de Engenharia Elétrica da Universidade Federal de Campina

Grande, cuja coordenadora é a professora Luciana Veloso sob supervisão do professor

Edmar Cadeia Gurjão.

O estágio foi realizado durante o peŕıodo de 20 de junho de 2016 à 21 de julho de

2016, com carga horária de 180 horas, atendendo aos requisitos previstos na Resolução

No 01/2012 do Colegiado do Curso de Graduação de Engenharia Elétrica em consonância

com a Lei do Estágio (Lei No 11.788/2008).

O LAPSI conta com computadores com sistemas operacionais Linux, Ubuntu e

Windows, como também, possui equipamentos como: Digital Signal Processors (DSPs) ,

Field-programmable gate array (FPGAs), osciloscópios, analisadores de espectro, entre

outros que facilitam a pesquisa para as áreas de interesse de processamento digital de

sinais e imagens.

Nesse laboratório são desenvolvidos projetos de pesquisa que varrem desde

de projetos de graduação como: iniciação cient́ıfica, trabalhos de conclusão de curso,

estágios, até atividades relativas a pós-graduação de mestrado e doutorado. Algumas das

linhas de pesquisa do LAPSI se concentram nas áreas de Rádio Definido por Software,

Processamento de Sinais e Imagens e Amostragem Compressiva.

1.2 Objetivos do Estágio

A finalidade deste estágio foi o estudo e avaliação de técnicas para o reconheci-

mento de objetos em imagens digitais. Para isto, adotou-se o seguinte plano de estágio:

• Estudo da teoria de processamento de imagem e visão computacional.

• Revisão bibliográfica.

• Levantamento das principais bases públicas de imagens e obtenção das mais

adequadas ao trabalho.

• Implementação e avaliação de extratores de caracteŕısticas.

• Implementação e avaliação de classificadores.

• Avaliação da abordagem implementada/desenvolvida do sistema de reconheci-

mento de objetos.
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• Análise e comparação dos resultados obtidos com o estado da arte no reconheci-

mento de objetos.

• Redação do relatório de atividades de estágio.

• Confecção da apresentação do estágio.

• Defesa do estágio.
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2 Fundamentação Teórica

Esta seção é dividida em três tópicos, os quais se destinam a uma pequena

introdução do reconhecimento de objetos, descritor HOG e algoritmo de aprendizado de

máquina SVM.

2.1 Reconhecimento de Objetos

Geralmente, as atividades de reconhecimento de objetos são realizadas em duas

etapas: extração de caracteŕısticas e classificação, com duas fases distintas de operação:

treinamento e reconhecimento.

A fase de treinamento do algoritmo consiste na busca de padrões para representar

os objetos de interesse. Esses padrões são discriminados por um conjunto de carac-

teŕısticas extráıdas usando um descritor que pode ser local ou global, ou seja, o descritor

atua ao redor de pontos de interesse ou na imagem como todo (GONZALEZ; WOODS,

2006). As informações extráıdas pelos descritores podem conter: aspectos geométricos,

estat́ısticos, informações de cor, profundidade, borda, textura, entre outros (ADDICAM;

MALIK; TIAN, 2012).

Nessa fase, dado um conjunto de imagens para treino, o descritor é aplicado, em

seguida, as caracteŕısticas extráıdas são submetidas a um algoritmo de aprendizado de

máquina (AM), que por meio de algoritmos de agrupamento usando funções matemáticas,

buscam separar as caracteŕısticas provenientes dos descritores que diferenciam o objeto

de interesse dos demais, gerando um modelo dos padrões (ADDICAM; MALIK; TIAN,

2012). Alguns exemplos desses algoritmos são a Máquina de Vetor Suporte (Support

Machine Vector - SVM) e os algoritmos genéticos (MITCHELL, 1997).

Para reconhecer um objeto em uma imagem, é realizado um casamento dos

padrões que correlaciona o objeto de interesse com os de uma classe espećıfica. Para isto,

dado uma imagem, os vetores de caracteŕısticas (descritores) são extráıdos. A seguir é

realizada a classificação, através de uma medida de similaridade entre os descritores

da imagem analisada e de todos os modelos de descritores que descrevem os objetos

das classes aprendidas. A Figura 1 mostra o esquema geral para um algoritmo de

reconhecimento de objetos.
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Figura 1 – Esquema geral para algoritmo de reconhecimento de objetos.

Fonte: Próprio autor.

2.2 Histograma de Orientações dos Gradientes

O Histograma de Orientações dos Gradientes (Histogram of Oriented Gradient

- HOG) é um descritor de caracteŕısticas introduzido por Dalal e Triggs (2005). Esse

descritor utiliza o fato de que a aparência de um objeto local e seu formato podem ser

caracterizados pela intensidade de gradientes e pelas direções.

O algoritmo de extração de caracteŕısticas HOG é realizado de acordo com os

seguintes estágios (COSMO, 2014):

• O primeiro estágio consiste em calcular os gradientes de primeira ordem da imagem

nas direções x e y. O cálculo dos gradientes captura contornos, silhuetas e um

pouco de textura da imagem. As máscaras espaciais usadas para este cálculo são

dadas por: [−1 0 1] para o cálculo do gradiente no eixo-x e [−1 0 1]T para o cálculo

do gradiente no eixo-y. O gradiente da imagem é obtido utilizando como entrada a

imagem em tons de cinza.

• O segundo estágio consiste na criação dos histogramas de orientações dos gradien-

tes, que tem como objetivo produzir uma codificação que seja senśıvel ao conteúdo

local da imagem e ao mesmo tempo resistente a pequenas variações de pose e

aparência. Em Dalal e Triggs (2005), os autores utilizaram um redimensionamento

de tamanho das imagens igual a 64 × 128 pixels, sendo essa dividida em células

de tamanho 8 × 8 pixels. Cada um dos pixels é usado para criar um histograma

de orientações dos gradientes, sendo um histograma por célula. Cada histograma

possui 9 divisões (bins), igualmente espaçados entre 0 e 180 graus.
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• O terceiro estágio consiste consiste na normalização dos blocos, que são formados

por um conjunto de células. A normalização introduz um aumento na invariância à

iluminação, sombreamento e contraste dos contornos. Em Dalal e Triggs (2005),

cada bloco é formado por um conjunto de 2 × 2 células. Antes da formação dos

histogramas nas células, uma máscara gaussiana do tamanho do bloco (16× 16)

é aplicada sobre a magnitude dos gradientes dos pixels do bloco. Essa máscara

possui desvio padrão σ igual a metade da largura do bloco, ou seja, σ = 8, e possui

o intuito de diminuir o peso dos pixels que se encontram na borda do bloco. Os

blocos possuem uma sobreposição de 8 pixels entre eles, fazendo com que cada

célula pertença a 4 blocos diferentes, com a exceção das células das bordas e dos

cantos, que pertencem, respectivamente, a dois blocos e a um bloco.

• Por fim, ocorre a concatenação de todos os blocos presentes na imagem, num único

vetor, criando assim o descritor final. O número de caracteŕısticas HOG é calculado

para as especificações de tamanho da imagem, em que os blocos e células são

utilizados como parâmetros. Para uma imagem de tamanho 64× 128 pixels, com

células de tamanho 8×8 pixels e blocos de tamanho 2×2 células existem 3780 bins,

que representa a dimensão do vetor HOG. Pois há 15 blocos na direção horizontal,

7 blocos na direção vertical, cada um formado por 4 células e cada célula possui

um histograma com 9 bins, desse modo, têm-se a dimensão do descritor calculada

da seguinte forma: 15× 7× 2× 2× 9 = 3780.

Na Figura 2 é ilustrado um diagrama representando os passos de aplicação do

descritor HOG acima.

Figura 2 – Diagrama de funcionamento do descritor HOG.

Fonte: Próprio autor utilizando de imagens da internet e da base de dados Stanford Cars

Dataset1.

Na Figura 3 é apresentado um exemplo de aplicação do descritor HOG de modo

global em uma imagem contendo a visão lateral de um carro. Nesse caso, utilizou-se de

uma imagem de de tamanho 64× 128 pixels, células de tamanho 16× 16 pixels e blocos

de tamanho 2× 2 células.

1 http://ai.stanford.edu/
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Figura 3 – Exemplo de aplicação do descritor HOG em uma imagem contendo a visão
lateral de um carro.

Imagem Original Imagem em Tons de Cinza

Gradiente da Imagem Atributos HOG

Fonte: Ilustração constrúıda utilizando imagem original oriunda da base de dados
Stanford Cars Dataset2.

2.3 Máquinas de Vetor Suporte

As Máquinas de Vetor Suporte (Support Vector Machines - SVM) são uma técnica

de aprendizado de máquina supervisionado. Ou seja, tem-se a figura de um professor

externo, o qual apresenta o conhecimento do ambiente por conjuntos de exemplos na

forma: entrada e sáıda desejada. O objetivo é que a representação gerada seja capaz de

produzir sáıdas corretas para novas entradas (LORENA; CARVALHO, 2007).

As SVMs são classificadores discriminativos que atuam na separação de padrões

por meio de hiperplanos. Em outras palavras, dado um conjunto de amostras rotuladas

para treino, o algoritmo busca ótimos hiperplanos para categorizar as amostras de

teste (DOCUMENTATION, 2016). Para isto, o algoritmo SVM baseia-se em encontrar

2 http://ai.stanford.edu/
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o hiperplano que gera a maior distância entre amostras de classes diferentes para o

conjunto de treino. Essa distância é denominada de margem.

Um SVM pode classificar dados linearmente separáveis ou não linearmente

separáveis. No caso linear, dado um conjunto de treino X de vetores de caracteŕısticas xi,

com i = 1, 2, ...N , que pertencem a uma das duas classes ω1 ou ω2 linearmente separáveis,

o objetivo é encontrar o hiperplano g(x) = ωTx+ω0 = 0 que classifica corretamente todos

os vetores de X. Caso não-linear, uma função não linear é usada para levar o conjunto

de vetores a uma dimensão maior onde é posśıvel separá-los por um hiperplano (PEREZ,

2012). A Figura 4 ilustra duas classes sendo separadas por dois hiperplanos.

Figura 4 – Exemplo de duas classes separáveis por hiperplanos g(x) e h(x).

Fonte: Perez (2012)

O SVM pode também realizar uma classificação multi-classe considerando o

seguinte problema, por exemplo, como um conjunto de M classes dois a dois (abordagem

conhecida como um contra todos). Nessa abordagem, para cada uma das classes, o

objetivo é conseguir uma função gi(x), i = 1, 2, ...M tal que gi(x) > gj(x), ∀j 6= i, se

x ∈ ωi. Pode-se então, projetar funções discriminantes tal que gi(x) = 0 é o hiperplano

ótimo que separa classe ωi de todas as outras (PEREZ, 2012). Assim, cada classificador

é projetado para ter gi(x) > 0 para x ∈ ωi e gi(x) < 0 caso contrário. A classificação é

então alcançada de acordo com a regra (PEREZ, 2012):

i = arg maxk {gk(x)} ⇒ x ∈ ωi (2.1)

O presente trabalho utilizou-se apenas das funções lineares do SVM pelo fato de
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apresentar bons resultados em trabalhos similares como em Cao et al. (2011), Llorca,

Arroyo e Sotelo (2013). Bem como, as funções lineares são indicadas quando se têm

grande volume de dados (HSU; CHANG; LIN, 2010), acarretando em um desempenho

superior do SVM quando comparado as funções não lineares.
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3 Materiais e Métodos

Esta seção apresenta os materiais e métodos utilizados nesse trabalho. Para os

materiais é apresentado as bases de dados e as plataformas utilizadas, para os métodos é

apresentado toda metodologia adotada nos experimentos.

3.1 Materiais Utilizados

3.1.1 Base de Dados

Os experimentos desse trabalho utilizaram-se de três bases de dados, as quais

são: Caltech-101, MSRC v1 e o Stanford Cars Dataset. Maiores detalhes são encontrados

a seguir.

3.1.1.1 Base de Dados Caltech-101

Essa base de dados consiste em 9146 imagens distribúıdas em um conjunto de 101

categorias, cada classe contém aproximadamente entre 40 a 800 amostras e em média

suas dimensões são de 300 × 200 pixels. Essas imagens foram coletadas em Setembro

de 2003 por Fei-Fei Li, Marco Andreetto e Marc ’Aurelio Ranzato do California Institute

of Technology (Caltech), maiores detalhes são encontrados em Fei-Fei, Fergus e Perona

(2004), Fei-Fei, Fergus e Perona (2006). A Figura 5 mostra alguns exemplos de objetos

dessa base de dados.

Figura 5 – Exemplo de objetos das classes da base de dados Caltech-101.

Fonte: Ilustração constrúıda utilizando-se da base de dados Caltech-101.
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3.1.1.2 Base de Dados MSRC v1

Essa base de dados foi constrúıda pelo Microsoft Research in Cambridge (MRSC),

possuindo 240 imagens dispostas em 8 classes com 30 amostras em cada. As imagens

desse banco de dados encontram-se dispońıveis no site do The French Institute for Research

in Computer Science and Automation (INRIA)1. A Figura 6 mostra alguns exemplos de

objetos dessa base de dados.

Figura 6 – Exemplo de objetos das classes da base de dados MSCR v1.

Fonte: Ilustração constrúıda utilizando-se da base de dados MSCR v1.

3.1.1.3 Base de Dados Stanford Cars Dataset

Essa base de dados possui 16185 imagens de carros, sendo 8144 imagens para o

conjunto treino, 8041 para o conjunto teste, distribúıdas em 196 classes. Cada categoria

varia entre 24 e 68 amostras, a grande maioria contém em torno de 40 amostras por

classe (KRAUSE et al., 2013). Tipicamente, as classes definem a marca, o modelo e o

ano do carro, por exemplo: 2012 Tesla Model S. A Figura 7 mostra alguns exemplos de

objetos dessa base de dados.

Figura 7 – Exemplo de objetos das classes da base de dados Stanford Cars Dataset.

Fonte: Krause et al. (2013).

1 http://www.labri.fr/perso/yren/database/
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3.1.2 Plataformas Empregadas

3.1.2.1 Biblioteca OpenCV

O OpenCV (Open Source Computer Vision) é uma biblioteca de programação,

de código aberto, desenvolvida inicialmente pela Intel Corporation. Essa biblioteca

implementa uma variedade de ferramentas de interpretação de imagens, contendo desde

operações simples como um filtro de suavização de rúıdo, até operações complexas,

tais como a análise de movimentos, reconhecimento de padrões e reconstrução em 3D.

O pacote OpenCV está dispońıvel gratuitamente na Internet, bem como o manual de

referência (MARENGONI; STRINGHINI, 2009).

A biblioteca está dividida em cinco grupos de funções: processamento de imagens,

análise estrutural, análise de movimento e rastreamento de objetos, reconhecimento de

padrões e Calibração de câmera e reconstrução 3D (MARENGONI; STRINGHINI, 2009).

3.1.2.2 Biblioteca Multi-core LIBLINEAR

A Multi-core Library for Large Linear Classification (LIBNEAR) é uma biblioteca

de programação paralela de funções, que é usada para resolução de problemas de

aprendizagem a partir do algoritmo SVM. Essa biblioteca foi desenvolvida pelo National

Taiwan University (NTU) por Chang e Lin (2011), sendo escrita em C++ com interface

desenvolvida em C.

Essa ferramenta implementa apenas modelos lineares do SVM, contendo algorit-

mos com menor custo computacional devido a sua programação paralela que se utiliza

de vários threads (LEE; CHIANG; LIN, 2015).

3.2 Metodologia do Sistema Implementado

O sistema de reconhecimento de objetos implementado extrai caracteŕısticas

através do descritor HOG e realiza a classificação utilizando o SVM linear, ambos descritos

nas Seções 2.2 e 2.3, respectivamente.

O diagrama de blocos do sistema implementado é ilustrado na Figura 8. Como

previamente explicado, o sistema possui duas fases distintas de operação: treinamento

e reconhecimento. Inicialmente, como pré-processamento, as imagens são redimensi-

onados para um tamanho espećıfico e aplica-se o descritor. Na fase de treinamento,

os vetores de caracteŕısticas (descritores) são extráıdos de cada uma das imagens do

subconjunto de treino da base de dados. Esses vetores de caracteŕısticas são utilizados

para treinar o classificador SVM, gerando os modelos que discriminam cada uma das

classes de objetos que o sistema estará apto a reconhecer.
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Para a realização dos testes, utilizou-se a fase de reconhecimento do sistema.

Para tanto, foi utilizado um novo subconjunto da base de dados denominado conjunto

de teste, contendo imagens distintas daquelas utilizadas para compor o subconjunto

de treinamento. Para cada imagem no subconjunto de teste, é realizado como pré-

processamento, um redimensionamento das imagens para um tamanho espećıfico, em

seguida, ocorre a discriminação de suas caracteŕısticas pelo descritor HOG. Por fim, o

SVM, com o uso do modelo de padrões aprendido, prediz o rótulo da classe a que o

objeto corresponde.

Figura 8 – Diagrama do funcionamento do sistema de reconhecimento de objetos imple-
mentado.

Fonte: Próprio autor.

Os experimentos nesse trabalho foram estruturados da seguinte forma:

1. Para cada base de dados da Seção 3.1.1, conforme descrito anteriormente, as

imagens foram divididas em um conjunto de treino e de teste, o de treino para

aplicação de descritor HOG e treinamento do SVM, e o de teste para a fase de

reconhecimento do classificador.
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• Para o banco de dados Caltech-101, foram selecionadas 12 classes de obje-

tos, contendo cada uma 98 imagens distintas, resultando em 1176 objetos,

sendo eles divididos nas seguintes classes: avião, motocicleta, face, relógio de

pulso, leopardo, bonsai, lateral de carro, barco, candelabro, tartaruga, piano

e cérebro. Essa base de dados foi subdividida nos subconjuntos de treino e

teste, 80% de suas imagens foram alocadas para o conjunto de treino, e 20%

foram alocadas para o conjunto de teste. Logo, o primeiro conjunto ficou com

948 imagens e o segundo com 228 imagens.

• Para a base de dados MSRC v1 utilizou-se a mesma metodologia para a criação

dos subconjuntos de treino e teste. Nesse caso, a quantidade de imagens nos

subconjuntos de treinamento e teste é de 192 e 48 imagens, respectivamente.

• Para a base de dados Stanford Cars Dataset foram utilizadas o as imagens

de conjunto de treino e teste como previamente alocadas pelo autor, ou seja,

8144 e 8041, respectivamente. Entretanto, o conjunto de treino não estava

muito maior que o de teste e nem balanceado, ou seja, cada classe contendo

o mesmo número de amostras. Logo, a solução foi utilizar o processo de

data augmentation, com o objetivo de a aumentar o número de amostras

por classe. A solução foi adotada, pois, uma vez que a quantidade de clas-

ses era alta (196 classes) para uma quantidade pequena de amostras por

classe (aprox. 40 amostras), o classificador SVM resultaria em baixas taxas de

reconhecimento (CHANG; LIN, 2011; LEE; CHIANG; LIN, 2015).

Assim, imagens sintéticas foram geradas a partir das originais por meio de

espelhamento horizontal, vertical, rotação no sentido horário e anti-horário,

aguçamento gaussiano, etc. Esse processo foi realizado com objetivo de se ter

150 imagens por classe, resultando num subconjunto de treino com 29400

imagens.

Nesse trabalho, com objetivo de comparação do efeito do balanceamento

do subconjunto de treino no desempenho do sistema, foram realizados ex-

perimentos com os dois subconjuntos de treino (subconjunto de treino não

balanceado de Krause et al. (2013) e o subconjunto de treino balanceado e

aumentado (BA)). Em ambos os casos foi utilizado o mesmo subconjunto de

teste, originalmente proposto por Krause et al. (2013).

2. Após o levantamento das bases de dados, o segundo passo consiste na aplicação

do descritor HOG de modo global, ou seja, em toda a imagem. Para esse processo,

utilizou-se na etapa de redimensionamentos de imagens, os seguintes tamanho:

64× 128 pixels (proposto por Dalal e Triggs (2005)) e 128× 256 pixels (sugestão

emṕırica). Os experimentos foram realizados com blocos de tamanho 2× 2 células,

com células variando de 8× 8, 16× 16 e 32× 32 pixels. Essas variações de células
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ocorreram apenas para os experimentos com as bases de dados da Caltech-101

e MSRC v1, o melhor resultado foi aplicado aos experimentos com a base de

dados Stanford Cars Dataset, uma vez que esse último apresentava grande esforço

computacional para treinamento SVM, mesmo com o Multi-core LIBLINEAR.

3. Por fim, a classificação do SVM é realizada para cada base de dados e suas taxas de

reconhecimento são avaliadas. Esse resultado é calculado pela métrica acurácia

que representa a eficácia do classificador (SOKOLOVA; LAPALME, 2009), ou seja, a

razão do número de acertos sobre o total de objetos a serem reconhecidos. Essa

taxa é fornecida pelo próprio Multi-core LIBLINEAR após o termino da fase de

reconhecimento.

Para execução das rotinas e realização dos testes utilizou-se um laptop da marca

Acer com processador Intel i7–3632QM de 2.2 GHz, 8 GB de memória Random-access

memory (RAM) com sistema operacional de 64 bits e Windows 10 Home. Com exceção do

Multi-core LIBLINEAR, as rotinas foram implementadas na Linguagem C++ utilizando-se

das funções da biblioteca OpenCV, na versão 2.4.13. Além disso, a Integrated Development

Environment (IDE) utilizada foi o Visual Studio 2012.
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4 Resultados e Discussões

Esta seção apresenta os resultados experimentais de desempenho dos classifica-

dores SVM utilizando descritores HOG, quando aplicado às três bases de dados distintas.

Os resultados estão divididos de acordo com as caracteŕısticas de redimensionamento do

tamanho da imagem no pré-processamento. São apresentados resultados provenientes

da avaliação de desempenho com redimensionamento das imagens para 64 × 128 e

128× 256 pixels.

4.1 Resultados Experimentais com Redimensionamento de

Tamanho da Imagem para 64×128 Pixels

Na Tabela 1 são apresentados os resultados para taxa de reconhecimento do

classificador quando submetido as bases de de dados Caltech-101 e MSCR v1, com blocos

de 2× 2 células e células com 8× 8, 16× 16 e 32× 32 pixels. Os melhores resultados de

cada experimento encontram-se em negrito, logo, percebe-se que para esse tamanho de

imagem, o melhor comportamento do classificador aplicado é com célula de tamanho

16× 16 pixels.

Tabela 1 – Taxas de Reconhecimento para as bases de dados Caltech-101 e MSCR v1.

Tamanho das Imagens
64× 128 pixels

Base de
Dados

Tamanho da
Célula em pixels

Taxa de
Reconhecimento

(%)

MSCR v1 8× 8 58,33
Caltech-101 8× 8 71,93

MSCR v1 16× 16 77,08
Caltech-101 16× 16 83,33

MSCR v1 32× 32 70,83
Caltech-101 32× 32 78,07

Fonte: Próprio autor.

Na Tabela 2 são apresentados os valores para taxa de reconhecimento dos expe-

rimentos com as bases de treino balanceadas e não balanceadas, conforme descrito na

seção 3.1.1, assim como, os resultados da taxa de reconhecimento para o classificador

quando submetido a base dados Stanford Cars Dataset com o tamanho de célula de

16 × 16 pixels. Esse tamanho de célula foi escolhido, devido ao fato de ter gerado o
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melhor comportamento nos experimentos com os outros bancos de dados, para o mesmo

redimensionamento da imagem.

Tabela 2 – Taxas de Reconhecimento para a base de dado Stanford Cars Dataset com e
sem aumento mais balanceamento do conjunto de treino.

Tamanho das Imagens
64× 128 pixels

Base de
Dados

Tamanho da
Célula em pixels

Taxa de
Reconhecimento

(%)

Stanford Cars Dataset 16× 16 15,58
Stanford Cars Dataset BA 16× 16 12,85

Fonte: Próprio autor.

4.2 Resultados Experimentais com Redimensionamento de

Tamanho da Imagem para 128×256 Pixels

Na Tabela 3 são apresentados os resultados para as taxas de reconhecimento

do classificador quando submetido as bases de dados Caltech-101 e MSCR v1. Nessa

tabela são encontrados os valores quando o bloco é fixado em 2× 2 células, com a célula

variando de 8 × 8, 16 × 16 e 32 × 32 pixels. Para esse redimensionamento, o melhor

comportamento do classificador aplicado é com célula de tamanho 32× 32 pixels.

Tabela 3 – Taxas de Reconhecimento para as bases de dados Caltech-101 e MSCR v1.

Tamanho das Imagens
128× 256 pixels

Base de
Dados

Tamanho da
Célula em pixels

Taxa de
Reconhecimento

(%)

MSCR-V1 8× 8 60,42
Caltech-101 8× 8 62,28

MSCR-V1 16× 16 54,17
Caltech-101 16× 16 76,32

MSCR-V1 32× 32 70,83
Caltech-101 32× 32 84,21

Fonte: Próprio autor.

Na Tabela 4 são apresentados os resultados para taxa de reconhecimento do

classificador quando submetido a base dados Stanford Cars Dataset com o tamanho de

célula de 32 × 32 pixels. Esse tamanho foi escolhido, devido ao fato, de ter gerado o
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melhor comportamento nos experimentos com os outros bancos de dados, para o mesmo

redimensionamento.

Tabela 4 – Taxas de Reconhecimento para a base de dado Stanford Cars Dataset com e
sem aumento mais balanceamento do conjunto de treino.

Tamanho das Imagens
128× 256 pixels

Base de
Dados

Tamanho da
Célula em pixels

Taxa de
Reconhecimento

(%)

Stanford Cars Dataset 16× 16 18,57
Stanford Cars Dataset BA 16× 16 15,18

Fonte: Próprio autor.

4.3 Análise Comparativa

Uma análise comparativa dos resultados do classificador é ilustrada na Figura 9.

Percebe-se que a taxa de reconhecimento foi maior para a base de dados da Caltech-101

em ambos os casos de redimensionamento de tamanho da imagem. O desempenho do

classificador para a base de dados MSRC v1 aparece em segundo lugar, em seguida, os

experimentos com a base de dados Stanford Cars Dataset sem BA aparece em terceiro e,

em último lugar, aparece o desempenho do classificador para os testes com a base de

dados Stanford Cars Dataset com BA.



Caṕıtulo 4. Resultados e Discussões 30

Figura 9 – Gráfico comparativo do desempenho do classificador quando submetido as
três bases e aos dois redimensionamentos de tamanho da imagem.
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Fonte: Próprio autor.

Com relação aos Experimentos utilizando as bases de dados da Caltech-101 e

MSRC v1, os resultados de suas acurácias para o classificador foram iguais ou superiores

a 70% em seu melhor comportamento, sendo satisfatórios para o sistema de reconheci-

mento de objetos com descritor global. Todavia, para os experimentos com a base de

dados Stanford Cars Dataset não chegaram a 20% em seu melhor comportamento.

As justificativas para as baixas taxas de reconhecimento com o banco de dados

Stanford Cars Dataset giram em torno do uso do descritor HOG e do classificador SVM.

Com relação ao descritor HOG, percebe-se que quando a forma dos objetos é muito

similar, esses apresentam atributos HOG similares, acarretando em erros de rótulo na

classificação. Nesse conjunto de dados, há carros muito parecidos, diferindo apenas a

marca deles. Por exemplo, há uma grande variedade de modelos Pickup pertencentes

a classes diferentes. A Figura 10 apresenta um exemplo desse caso e os atributos HOG

extráıdos de cada uma.
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Figura 10 – Exemplo da aplicação do descritor HOG em carros do tipo Pickup de classes
diferente.

Imagem 1 Imagem 2

Atributos HOG para Imagem 1 Atributos HOG para Imagem 2

Fonte: Ilustração constrúıda utilizando imagem original oriunda da base de dados
Stanford Cars Dataset1.

Como relação ao SVM, a justificativa gira em torno do fato de que o número de

amostras por classe é muito menor que a quantidade total de objetos, acarretando em um

fraco desempenho na classificação do SVM (HSU; CHANG; LIN, 2010). As bases de dados

da Caltech-101 e MSRC v1 utilizadas possuem uma razão igual a 10, quando comparado

o número total de objetos sobre a a média de amostras por classe. Em contraste, para o

banco de dados Stanford Cars Dataset com e sem balanceamento a razão foi de 190 e

200, respectivamente, promovendo um fraco desempenho de classificação.

Um mapa de calor (Heat map) é realizado para os resultados com o banco de

dados Stanford Cars Dataset no intuito de mostrar os erros do classificador com classes de

objetos muito similares, no caso dos modelos Pickup por exemplo. Esse gráfico representa,

em intensidades de cores diferentes, a taxa de reconhecimento em valor absoluto para

cada classe, variando de preto para valores próximos a zero, a branco para valores muito

altos e intermediando por tons de vermelho. Nele a abcissa representa os rótulos de

1 http://ai.stanford.edu/
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ground truth, enquanto que a ordenada representa os rótulos preditos. Um Heat map

ótimo é aquele que possui a diagonal principal branca e o resto da matriz em preto,

representando valores absolutos de acertos ótimos em todas as classes.

Para um melhor entendimento, o procedimento adotado foi comparar o Heat

map das 196 categorias originais com um proveniente do agrupamento de 8 novas

categorias, as quais foram: SUV, Sedan, Hatchback, Converśıvel, Coupe, Pickup, Táxi e

Outros, fornecidos pelas anotações da bases de dados de Krause et al. (2013), nessa

respectiva ordem quando rotulados de 1 a 8. As Figuras 11 e 12 apresentam os gráficos

do mapa de calor para os redimensionamentos adotados nesse trabalho e as Tabelas 5 e 6

mostram uma comparação das taxa de reconhecimento, antes e depois do agrupamento.

Utilizando-se dos mapas de calor é posśıvel perceber em todos os casos, que o

agrupamento aumentou os acertos por categoria em torno de mais de 10 vezes e reduziu,

consideravelmente, os erros de objetos muito similares. Ao analisar a Figura 11a e 11b,

vê-se que o número máximo atingiu 700 acertos em uma classe com o agrupamento,

enquanto que sem o agrupamento era de apenas 35 acertos. A classe SUV, por exemplo,

representada pelo rótulo 1 teve em torno de 700 acertos com o agrupamento e pouco

mais de 10 acertos sem agrupamento. Esse resultado mostra que a divisão em grupos,

reduz os erros de classificação.

Com maior número de acertos por classe, a taxa de reconhecimento para os

experimentos realizados aumentou bastante. Para o redimensionamento de tamanho

de imagem igual a 64× 128 pixels, apresentado na Tabela 5, o melhor comportamento

variou de 15,58% para 40,47%. Para o redimensionamento de tamanho de imagem igual

a 128× 256 pixels, apresentado na Tabela 6, o melhor comportamento variou de 18,57%

para 43,48%.
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Figura 11 – Heat map para os resultados aplicados ao Stanford Cars Dataset com tamanho
64× 128 pixels.

(a) Heat map aplicado ao Stanford Cars Da-

taset.
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(b) Heat map aplicado ao Stanford Cars Da-

taset agrupado.
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(c) Heat map aplicado ao Stanford Cars Da-

taset BA.
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(d) Heat map aplicado ao Stanford Cars Da-

taset BA agrupado.
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Fonte: Próprio autor.

Tabela 5 – Taxa de Reconhecimento do classificador aplicado ao banco de dados Stanford

Cars Dataset com e sem agrupamento.

Tamanho das Imagens
64× 128 pixels

Base de
Dados

Tamanho da
Célula em pixels

Taxa de
Reconhecimento

(n/agrupada)
(%)

Taxa de
Reconhecimento

(agrupada)
(%)

Stanford Cars Dataset 16× 16 15,58 40,47
Stanford Cars Dataset

balanceado e aumentado
16× 16 12,85 37,73

Fonte: Próprio autor.
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Figura 12 – Heat map para os resultados aplicados ao Stanford Cars Dataset com tamanho
128× 256 pixels.

(a) Heat map aplicado ao Stanford Cars Da-

taset.
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(b) Heat map aplicado ao Stanford Cars Da-

taset agrupado.
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(c) Heat map aplicado ao Stanford Cars Da-

taset BA.
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(d) Heat map aplicado ao Stanford Cars Da-

taset BA agrupado.
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Fonte: Próprio autor.

Tabela 6 – Taxa de Reconhecimento do classificador aplicado ao banco de dados Stanford

Cars Dataset com e sem agrupamento.

Tamanho das Imagens
128× 256 pixels

Base de
Dados

Tamanho da
Célula em pixels

Taxa de
Reconhecimento

(n/agrupada)
(%)

Taxa de
Reconhecimento

(agrupada)
(%)

Stanford Cars Dataset 16× 16 18,57 43,48
Stanford Cars Dataset

balanceado e aumentado
16× 16 15,18 40,44

Fonte: Próprio autor.
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5 Conclusões

Nesse trabalho foi realizado um estudo inicial para reconhecimento de objetos em

imagens, permitindo a implementação de um de seus algoritmos. Para isto, implementou-

se um sistema de identificação usando o descritor HOG como global, um classificador

SVM e o sistema foi avaliado em três bases de dados distintas.

Para os experimentos com as base de dados da Caltech-101 e MSRC v1, o clas-

sificador obteve acurácias iguais ou superiores a 70% em seu melhor comportamento,

obtendo os valores de 84% e 77%, respectivamente. Esse resultados validam o sistema

de reconhecimento de objetos. As falhas ocorridas devem-se, em grande parte, ao fato

de que havia grande quantidade de informação de fundo nas imagens, possibilitando

assim, falhas de classificação.

Observou-se nos experimentos que o sistema de identificação adotado atua melhor

na classificação de objetos de natureza distinta, posto que, a extração de atributos

HOG pode apresentar similaridades para objetos de forma semelhante, confundindo

o classificador como nos experimentos com o banco de dados Stanford Cars Dataset.

Notou-se também, que o classificador SVM resulta em baixas taxas de reconhecimento

quando o número de amostras por classe é muito menor que a quantidade de objetos.

E, mesmo realizando o aumento do conjunto de treino através do processo de data

augmentation, a razão do número de objetos sobre o de amostras continuou baixa.

Outro ponto a se destacar, é que conjunto de treino com data augmentation obteve

desempenho inferior ao conjunto de treino original. Uma posśıvel explicação para esse

fato é que a introdução de novas imagens inseriu rúıdos nas amostras de cada classe,

possibilitando assim, a criação de um modelo de padrões ruidoso.

Todavia, verificou-se que após o agrupamento de objetos para o banco de dados

Stanford Cars Dataset, o problema da similaridade dos atributos HOG em objetos pareci-

dos foi contornado de forma ótima. Por meio dos mapa de calores, foi posśıvel visualizar

que os reconhecimento individuais das classes aumentaram em torno de mais de 10

vezes em seu máximo, reduzindo bastante os erros inter-classes. Após o agrupamento,

os melhores comportamentos para essa base variaram suas taxas de reconhecimento de

15,58% para 40,47%, para redimensionamento de tamanho da imagem igual a 64× 128,

e de 18,57% para 43,48%, para redimensionamento de tamanho da imagem igual a

128× 256.

Como trabalhos futuros, sugere-se um estudo de outras técnicas de reconheci-

mento de objetos, utilizando-se de extratores que possibilitem descrever melhor objetos

de formas diferentes. Bem como, avaliar a possibilidade de combinar técnicas já existen-
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tes e o uso de redes neurais artificiais para extração e/ou classificação.

Por fim, vale ressaltar, que a experiência de estagiar no LAPSI contribuiu de forma

enriquecedora na minha formação profissional. Uma vez que, pude consolidar e por em

prática conceitos de Processamento Digital de Imagens e Visão Computacional que são

amplamente utilizados em diversas áreas da Engenharia Elétrica.
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23 e 25.

LLORCA, D. F.; ARROYO, R.; SOTELO, M. A. Vehicle logo recognition in traffic images
using hog features and svm. In: 16th International IEEE Conference on Intelligent

Transportation Systems (ITSC 2013). [S.l.: s.n.], 2013. p. 2229–2234. Citado na página
20.

LORENA, A. C.; CARVALHO, A. C. P. L. F. D. Uma introdução às support vector machines.
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