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Resumo

No futebol, a predição de resultados é historicamente uma tarefa desafiadora devido à na-

tureza estocástica do esporte e à complexidade dos inúmeros fatores que influenciam o de-

senrolar de uma partida. Na última década, com a evolução nas técnicas de aquisição, ar-

mazenamento e processamento de grandes volumes de dados, surgiram diversas fontes de

dados online (textuais, tabulares, etc.) com informações a respeito de partidas disputadas

(escalações, placares, estatísticas, etc.), além de dados referentes às cotações dos mercados

de aposta para as partidas. Nesse cenário, técnicas de aprendizagem de máquina podem

ser uma alternativa viável para a descoberta de padrões nos dados históricos e consequente-

mente para a predição de resultados. Este trabalho explora diferentes abordagens e técnicas

de aprendizagem, que vão desde classificadores simples a redes neurais complexas, para

realização de predições de resultados tanto antes do início das partidas, como também du-

rante (em tempo real). Para a predição pré-jogo, este trabalho ataca um alvo de predição

ainda pouco explorado pela literatura: "ambas as equipes vão marcar gols?". Esse tipo de

predição, além de ter sido pouco explorada pela literatura, tem despertando um interesse

crescente nos últimos anos, devido ao crescimento do mercado de apostas esportivas. Para

a predição durante a partida, este trabalho visa estimar o resultado final da disputa, atual-

izando a predição minuto-a-minuto. Um conjunto de experimentos foi realizado para avaliar

o desempenho dos diferentes modelos em termos de acurácia e lucratividade no mercado de

apostas. Os resultados obtidos são importantes em vários aspectos, que vão desde a avaliação

dos fatores que influenciam o resultado de uma partida até a análise da eficiência de técnicas

de aprendizagem de máquina no mercado de apostas esportivas.

Palavras-chave: Futebol; Modelagem Preditiva; Apostas Esportivas; Predição em

Tempo Real; Lucratividade; Eficiência de Mercado.
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Abstract

In soccer, predicting soccer results is a challenging task due to the sport’s stochastic na-

ture and the complexity of the innumerable factors that influence the match’s result. In

the last decade, with the evolution in the techniques of acquisition, storage, and processing

of large volumes of data, several online data sources (e.g., textual and tabular) appeared.

These sources contain information on played matches (e.g., lineups, scores, and scouts) and

information on betting market movements. In such a scenario, data mining and machine

learning techniques can be a viable alternative for discovering patterns in historical data and,

consequently, for the prediction of results. This work explores different machine learning

techniques, ranging from simple classifiers to complex neural networks, to make predictions

both before the start of matches and during the match (in real-time), adjusting the probabili-

ties of results as soon as new events occur (e.g., goals and red cards). In the case of pre-game

prediction, this work addresses a problem that is still little explored in the literature: "will

both teams score goals?". This type of prediction has aroused growing interest in recent

years, due to the growth of the sports betting market. In the case of prediction during the

match, the objective is to predict the final result of the game. A set of experiments was car-

ried out to evaluate different techniques in terms of accuracy and profitability in the betting

market. The results obtained are important in several aspects, ranging from evaluating the

factors that influence the outcome of a match to the analysis of the efficiency of machine

learning techniques in the sports betting market.

Palavras-chave: Soccer; Predictive Modelling; Sports Betting; Real-Time prediction;

Profitability; Market efficiency.
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Capítulo 1

Introdução

O futebol é considerado atualmente o esporte mais popular do mundo. Segundo a FIFA1 -

Federação Internacional de Futebol [6], são mais de 250 milhões de praticantes, dos quais

40 milhões são profissionais distribuídos por quase 300 mil clubes de 207 países. Esses

números demonstram o interesse mundial pelo esporte que influencia diariamente a vida de

aproximadamente 3,5 bilhões de fãs.

Uma das principais características que impulsionam a popularidade desse esporte é sua

forte natureza estocástica. O futebol é um esporte dinâmico em que diversos fatores in-

fluenciam o desenrolar do jogo e, não raramente, uma equipe de qualidade inferior acaba

vencendo uma equipe de qualidade superior.

Essa dinâmica que mistura talento e acaso é historicamente a motivação para uma série

de estudos científicos. Desde meados dos anos 50, quando Moroney [7] estudou a distribui-

ção dos gols marcados em um campeonato, cientistas vêm buscando compreender o papel

da previsibilidade no futebol. Nesse cenário, uma tarefa permanece sendo desafiadora até

mesmo para os especialistas: a predição de resultados de partidas. Este é o tema central

deste trabalho, cuja proposta é utilizar técnicas de aprendizagem de máquina para realizar

a predição de resultados, antes e durante as partidas, como também avaliar o desempenho

dessas predições no mercado de apostas.

Este capítulo apresenta a motivação e os objetivos deste trabalho, contextualizando quais

aspectos do problema ainda são pouco explorados pela literatura e qual a relevância espor-

tiva, científica, social e econômica desta pesquisa.

1Em FIFA - Fédération Internationale de Football Association (em francês)

1
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1.1 Motivação

A busca por compreender melhor os fatores que influenciam o resultado de uma partida de

futebol é pauta para diversos grupos de interesse como: torcedores, apostadores, imprensa

esportiva, cientistas e desportistas em geral. No campo científico, por exemplo, Anderson

& Sally [8] compilaram diversos trabalhos para mostrar que as estatísticas do jogo podem

ajudar a compreender o futebol em sua essência e demonstraram como a ciência pode con-

trariar algumas crendices populares sobre esse esporte como, por exemplo, a ideia de que

mais escanteios representam mais gols ou de que a troca de treinador pode mudar os rumos

de uma equipe no campeonato.

Apesar de vários aspectos do jogo serem objetos de estudo, a pontuação final de uma

disputa é determinada por um único fator: o gol. Diferente de outros esportes em que a pon-

tuação é constante, o gol não é um evento frequente. Isso faz com que, no futebol, o empate

seja mais comum do que em outros esportes. Essa combinação de "gols pouco frequentes"e

"empates frequentes"fazem do futebol um dos esportes coletivos mais imprevisíveis [9].

Assim, pode-se dizer que a tarefa de prever resultados no futebol passa por encontrar

estratégias que controlem ou minimizem essa imprevisibilidade inerente ao esporte. Nas

últimas décadas, pesquisas mostraram que o modo como as pessoas fazem avaliações, em si-

tuações que envolvem o acaso, costumam ser gravemente deficientes [10]. Portanto, técnicas

computacionais podem ser alternativas viáveis para atuar nesse domínio.

Na área da Computação, a predição de resultados no futebol tem a mesma natureza de

outros problemas de predição: "a inferência sobre grandezas desconhecidas a partir de valo-

res conhecidos e observados"[11]. Especificamente no futebol, esses valores observados se

avolumaram na última década, com a evolução das técnicas de aquisição, armazenamento e

processamento de dados, sendo contínuo o crescimento de dados sobre partidas, jogadores,

equipes e campeonatos.

Essa abundância de dados tem fomentado o desenvolvimento de diversos modelos de pre-

dição para futebol. Na plataforma Scopus2, por exemplo, ao ser consultado o termo "soccer

prediction" ou "football prediction" são encontrados 129 trabalhos, sendo 76 deles publi-

cados nos últimos cinco anos. Esses números mostram o crescente interesse pelo assunto.

2Scopus.com - Um dos maiores indexadores de estudos científicos do mundo.
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Além disso, algumas competições para criação de modelos de predição no futebol tem movi-

mentado a comunidade científica (Ex. [12]), como também chamadas para edições especiais

em periódicos importantes (Ex. [13]).

Nesse contexto, uma grande parte dos trabalhos que fazem predição de resultados têm

utilizado técnicas de aprendizagem de máquina para extrair automaticamente conhecimento

a partir de dados históricos, sem intervenção humana. Entretanto, mesmo tendo a predição

resultados como tarefa básica, os propósitos gerais desses estudos são distintos e podem ser

caracterizados de acordo com três perspectivas: esportiva, técnica e econômica.

Na perspectiva esportiva, os estudos têm objetivos focados na descoberta de conheci-

mento, buscando prever resultados, simular campeonatos ou "lançar luz"sobre os fatores que

influenciam os resultados das partidas. Na perspectiva técnica, os objetivos dos estudos es-

tão mais voltados para os métodos de predição em si, buscando adaptar as técnicas para o

domínio e analisar quais delas apresentam melhor desempenho preditivo. Por fim, na pers-

pectiva econômica, os objetivos dos trabalhos estão direcionados para avaliar o desempenho

das predições no mercado de apostas esportivas.

Essa dissociação de propósitos faz com que a relevância de alguns estudos seja limitada.

Trabalhos recentes como [14] e [15] argumentam que muitas pesquisas não comparam as

predições de seus modelos com as predições do mercado de apostas ou predições de especi-

alistas. Ambos os trabalhos apontam que as predições do mercado de apostas são o "limite

superior"em termos que qualidade de predição, pois representam essencialmente o conheci-

mento coletivo dos especialistas das casas de apostas e dos próprios apostadores. Em outras

palavras, a definição das cotações das casas de apostas "encapsula"o conhecimento de várias

pessoas sobre o evento. Dessa forma, os estudos deveriam comparar as predições de seus

modelos com as predições do mercado para entender até que ponto o modelo é útil e quais

são suas limitações.

Na prática, se os modelos criados forem capazes de realizar melhores predições que o

mercado, há indícios de que eles poderiam gerar lucro no mercado de apostas. Essa pers-

pectiva tem recebido enorme atenção nos últimos anos devido ao vertiginoso crescimento do

mercado de apostas esportivas em escala global.

Nesse mercado, os clientes estão na constante busca por "bater as casas de apostas", ou

seja, obter lucros fazendo previsões. Além de ser uma tarefa que envolve o conhecimento
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sobre um esporte popular, também é cercada de divertimento, adrenalina e excitação pelos

graus de incerteza e risco inerentes [16].

As apostas esportivas fazem parte da cultura de alguns países, como a Inglaterra, onde

historicamente é comum que as pessoas façam suas apostas diariamente nas diversas casas de

apostas físicas espalhadas pelo país. Em contrapartida, em países como o Brasil, a abertura

de casas de apostas ainda é uma atividade proibida.

Contudo, nos últimos anos, a democratização da Internet está modificando esse cenário.

Com o advento das casas de apostas online, pessoas de vários lugares do mundo passaram a

realizar apostas em plataformas hospedadas em países onde a atividade é legalizada, o que

também acabou impulsionando o mercado informal em países sem regulamentação [17].

Devido a essa informalidade, estimar o valor dessa indústria é uma tarefa difícil, mas

acredita-se que ela esteja movimentando valores entre 700 bilhões e 1 trilhão de dólares por

ano [18], dos quais cerca de 70% são oriundos de apostas em partidas de futebol. Até mesmo

no Brasil, onde o mercado ainda não é regulamentado, já há uma movimentação anual de 6

bilhões de reais [19].

Essa nova tendência mundial está fazendo com que muitos países revejam as leis que

regulamentam a atividade de apostas esportivas. A Suprema Corte dos Estados Unidos, por

exemplo, derrubou em 2018 a proibição de apostas esportivas no país e alguns estados ian-

ques já começaram a legalizar a operação do mercado. Assim, a perspectiva para os próximos

anos é de contínua expansão global, um crescimento que acaba também por impulsionar uma

grande questão para os apostadores, economistas e cientistas: "É possível lucrar no mercado

de apostas?"

Nesse contexto, pode-se concluir que o estudo da predição de resultados é motivado, pelo

menos, por três grupos de interesse: o grupo social e esportivo, como torcedores, comenta-

ristas, desportistas, que desejam explorar as predições como elementos para debate sobre o

jogo; o grupo técnico, que se concentra na avaliação dos métodos para resolver um problema

difícil num domínio popular; e o grupo econômico, que analisa a eficiência de modelos de

predição no mercado de apostas.
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1.2 Contextualização

Analisando de forma geral as modelagens preditivas em futebol nos trabalhos encontrados na

literatura, percebe-se uma divisão natural entre trabalhos que utilizam modelos estatísticos e

outros que utilizam aprendizagem de máquina e modelos probabilísticos gráficos. Os traba-

lhos que usam uma abordagem estatística incluem geralmente modelos de regressão probit

ordenado, modelos Poisson ou variações de sistemas de avaliação (rating) como Elo Rating

[20] ou Pi-Rating [21]. Os trabalhos que usam abordagem de aprendizagem de máquina

apresentam uma diversidade de métodos como algoritmos genéticos, modelos Bayesianos e

de Markov, redes neurais, árvores de decisão, gradient boosting, entre outros.

Na área econômica, a predição de resultados em futebol está fortemente relacionada com

o mercado de apostas esportivas e tem sido analisada pelo prisma da hipótese do mercado

eficiente. Por definição geral, esta hipótese afirma que mercados financeiros são "eficientes

à informação", ou seja, uma pessoa (agente) não consegue alcançar continuamente retornos

maiores que a média do mercado, considerando as informações públicas disponíveis no mo-

mento em que os investimentos são realizados [22]. No caso das apostas esportivas, essa

média do mercado seria "zero", dado que um aposta é um jogo de "soma-zero", no qual o

ganho de um lado (o jogador) representa necessariamente a perda para o outro lado (outro

jogador/casa de apostas).

Assim, no âmbito das apostas esportivas, pode-se inferir que, se um apostador consegue

ter estratégias que geram rentabilidades positivas contínuas, então o mercado é ineficiente; ou

seja, as probabilidades calculadas pelo mercado não estariam representando perfeitamente as

chances das equipes nas partidas. Dessa forma, vários estudos buscam testar a eficiência do

mercado de apostas esportivas e um dos caminhos possíveis para isso é avaliando se modelos

automáticos de predição conseguem ser lucrativos.

1.3 Problematização

De uma forma geral, este trabalho realiza predições de resultados antes (pré-jogo) e durante

as partidas, e analisa o desempenho dessas predições no mercado de apostas esportivas.

Dessa forma, as contribuições deste trabalho podem ser categorizadas a partir de três pers-
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pectivas: (i) a predição de resultados no pré-jogo, (ii) a predição de resultados em tempo

real; e (iii) o desempenho desses modelos preditivos no mercado de apostas (ver Figura 1.1).

Figura 1.1: Visão geral dos domínios abordados neste trabalho.

A predição de resultados pré-jogo já é bastante discutida na literatura. A grande mai-

oria dos trabalhos fazem predição apenas para definir o resultado de uma partida. Com o

crescimento do mercado de apostas, outros alvos de predição ganharam importância como,

por exemplo, prever a quantidade de gols de uma partida ou se ambas as equipes vão marcar

gols em uma partida. Este trabalho ataca um problema não explorado anteriormente: pre-

ver se ambas as equipes irão marcar gols em uma partida. No mercado de apostas essa

predição é conhecida como "both teams to score" (BTTS) ou "ambos marcam". O BTTS

é um dos ramos mais populares nas apostas em futebol [23] e tem despertado um interesse

crescente nos últimos anos (ver Figura 1.2).

Figura 1.2: Interesse no mercado BTTS (ambos marcam) entre 2010-2020 de acordo com o

Google Trends

Além de explorar um novo alvo de predição, este trabalho mitiga outras limitações en-

contradas em outros estudos, tais como:

• Limitação do conjunto de dados: muitos trabalhos utilizam um conjunto restrito de

dados observados ou consideram dados de apenas um campeonato. A predição ba-

seada em dados de um único campeonato limita a generalização dos modelos, como
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mostrado e [14]. O presente trabalho apresenta a coleta e construção de um conjunto

de dados com informações de seis temporadas de nove ligas nacionais diferentes;

• Limitação das técnicas de predição: muitos trabalhos utilizam uma única técnica de

predição. Este trabalho avalia um amplo conjunto de técnicas diferentes e verifica qual

a mais adequada para o problema.

Embora a predição pré-jogo seja bastante explorada, as partidas de futebol geralmente

não progridem como esperado inicialmente. As pessoas, em particular os fãs de futebol,

muitas vezes conseguem, ao assistir uma partida, distinguir se uma determinada previsão

inicial começa a perder força. Assim, mesmo quando o placar não reflete, em algum mo-

mento do jogo, o desempenho das equipes, os humanos podem ajustar as previsões sobre o

resultado final mais provável. A variabilidade no desempenho de uma equipe durante uma

partida pode ser geralmente percebida por meio das estatísticas do jogo (como posse de bola,

número de chutes a gol e ataques perigosos). Assim, se essas informações estiverem dispo-

níveis durante a partida, podem ser úteis para alimentar classificadores de aprendizagem de

máquina, de forma que os mesmos possam aprender a fazer predições corretas em tempo

real.

Nesse contexto, este trabalho ataca o problema da predição de resultados durante as

partidas, avaliando diferentes técnicas de aprendizagem de máquina que vão desde class-

ficadores tradicionais até redes neurais complexas. Para esse fim, a predição do resultado

final da partida deve ser ajustada minuto-a-minuto. Para cada minuto, uma partida pode ser

representada por duas estruturas diferentes, como: estado do jogo, uma representação da

frequência cumulativa de vários eventos até o minuto correspondente ou a série temporal

do jogo, uma representação da sequência de eventos ocorridos desde o início da partida até

o minuto correspondente. No estado do jogo, para cada minuto, há um resumo da partida;

Na série temporal do jogo, além do resumo há também os detalhes de quando cada evento

ocorreu. A figura 1.3 mostra as séries temporais formadas por diferentes eventos ao longo

do jogo Real Madrid e Liverpool, na final da Champions League 17/18.

Por fim, analisar o desempenho desses classificadores no mercado de apostas tam-

bém traz contribuições significativas para o problema. Como citado anteriormente, apenas

uma parcela dos trabalhos comparam seus modelos com predições de especialistas, o que
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Figura 1.3: Séries temporais de diferentes eventos no jogo Real Madrid vs. Liverpool - Final

da Champions League 17/18

pode prejudicar a avaliação do desempenho do modelo. Neste trabalho, as predições dos

especialistas serão representadas pelas predições do mercado de apostas esportivas. Dessa

forma, é possível comparar as predições dos modelos criados com as predições do mercado

de apostas, em termos de acurácia e lucratividade.

1.4 Objetivos

Dado o crescimento do volume de dados disponíveis sobre futebol e constatado o progressivo

interesse da comunidade científica pelo tema, este trabalho tem como objetivo geral explorar

e avaliar técnicas de aprendizagem de máquina para predição de resultados de futebol antes

e durante as partidas. As predições dos modelos são comparadas com as predições do mer-

cado de apostas em termos de acurácia e lucratividade, como também, comparadas com as

predições de modelos presentes na literatura.

Assim, a pergunta geral de pesquisa deste trabalho consiste em avaliar se, a partir de

dados históricos de partidas futebol, é possível superar as predições do mercado em termos

de acurácia e lucratividade utilizando técnicas de aprendizagem de máquina. Nesse contexto,

os objetivos específicos deste trabalho são os seguintes:

• Desenvolver indexadores automáticos (crawlers) para coletar dados de fontes da Inter-

net, visando a criação de uma base de dados estruturada e integrada com informações
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sobre partidas de futebol (campeonatos, resultados, placares, estatísticas, etc.) e cota-

ções do mercado de apostas para essas partidas;

• Transformar os dados coletados em um conjunto estruturado de atributos relavantes

para o treinamento das técnicas de aprendizagem de máquina (engenharia de atribu-

tos);

• Investigar e avaliar técnicas de aprendizagem de máquina para prever se ambas as

equipes vão marcar, antes das partidas começarem (pré-jogo);

• Investigar e avaliar técnicas de aprendizagem de máquina para prever o resultado final

de forma contínua, ou seja, no decorrer de uma partida;

1.5 Contribuições

Este trabalho apresenta uma série de inovações e contribuições. Dentre as mais importantes,

pode-se destacar:

• Para a predição pré-jogo é explorado um alvo de predição ainda pouco discutido na

literatura: a predição de "ambos marcam". Esse é um problema que tem despertado

grande interesse do mercado de apostas esportivas, nos últimos anos;

• É apresentado um rico conjunto de dados, contendo informações históricas de parti-

das de 9 (nove) campeonatos nacionais ao longo de 6 (seis) temporadas. Com esse

conjunto de dados, foi realizada uma cuidadosa engenharia de atributos, em que o au-

tor do trabalho aplicou seu conhecimento sobre o domínio para gerar um conjunto de

atributos informativos para o processo de aprendizagem de máquina;

• É apresentado um dos primeiros benchmarks para o problema de "ambos marcam",

avaliando diferentes tipos de classificadores, como baseados em Poisson, baseados em

aprendizagem de máquina e baseados no mercado de apostas. Nesse contexto, são

comparados modelos que tiveram sucesso em trabalhos anteriores;

• É realizada uma série de experimentos que apontam que a predição de "ambos mar-

cam"é um problema bastante difícil e que os classificadores baseados na opinião do

mercado de apostas são difíceis de serem superados;
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• São experimentadas diferentes estratégias de apostas e algumas delas demonstram ser

capazes de superar o mercado e obter um lucro sistemático ao longo de duas tempora-

das, dando indícios de que o mercado não consegue ser completamente eficiente para

a predição de "ambos marcam";

• Para a predição de resultados durante a partida, este trabalho apresenta a construção

de um rico conjuntos de dados estruturado que inclui eventos de partidas e odds do

mercado de apostas, minuto-a-minuto. A partir desse conjunto de dados, são extraídas

séries temporais multivariadas. Esse tipo de dado ainda não havia sido explorado por

trabalhos anteriores.

• Para a predição durante a partida, também é apresentado um dos primeiros benchmarks

para o problema. Foram experimentadas diferentes abordagens, como classificadores

capazes de prever qualquer minuto do jogo e conjunto de classificadores treinados

individualmente para cada minuto da partida. Para cada abordagem foram avaliados

diferentes tipos de técnicas de aprendizagem de máquina;

• Além de avaliar diferentes arquiteturas de redes neurais que tiveram bons desempe-

nhos com classificação de séries temporais multivariadas, este trabalho buscou encon-

trar uma arquitetura específica para o problema. Para isso, foi usada uma combinação

de ajuste manual e busca em grid gridsearch. Como resultado, é apresentado uma ar-

quitura composta por uma camada convolucional (CNN) seguida de um LSTM (Long

Short Term Memory) Bi-Direcional, que apresentou os melhores resultados, em ter-

mos de predição;

• Foram realizados diversos experimentos, que mostraram que os melhores classifica-

dores precisam de cerca de 14 minutos, em média, para fazer uma predição tão boa

quanto o mercado de apostas faz antes da partida iniciar. Além disso, é possível obser-

var que as redes neurais mais complexas conseguiram extrair valor da séries temporais,

refinando a predição, ainda que isso só ocorra em um momento específico do segundo

tempo do jogo.
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1.6 Método de Pesquisa

Visando a proposição de soluções para os problemas e desafios abordados, o método utili-

zado divide esta pesquisa em duas atividades: a predição antes das partidas iniciarem e a

predição no decorrer das partidas.

A primeira atividade é semelhante ao que é realizado pela maioria dos trabalhos relaci-

onados, nos quais a predição é feita antes de a partida iniciar, utilizando dados históricos

sobre as equipes envolvidas.

A segunda atividade está focada na predição após a partida começar, no qual as probabili-

dades são atualizadas continuamente até o fim da disputa. Para esse fim, as predições devem

levar em consideração eventos importantes ocorridos durante as partidas, como ocorrência

de gols, chutes a gol, atribuição de cartões e principalmente o decorrer do tempo.

Em ambos os casos, o desenvolvimento das atividades deve seguir um processo de des-

coberta de conhecimento iterativo e interativo com os seguintes passos:

1. Coleta de dados automática a partir de fontes da Internet;

2. Análise exploratória dos dados coletados para identificação de padrões preliminares;

3. Pré-Processamento e seleção de dados relevantes para "alimentar"as técnicas de apren-

dizagem de máquina (Feature Engineering);

4. Modelagem preditiva usando técnicas de aprendizagem de máquina;

5. Avaliação dos resultados obtidos a partir de métricas de acurácia e lucratividade;

6. Análise crítica do desempenho e formulação de novas hipóteses para recomeçar o ci-

clo.

1.7 Estrutura do Documento

O restante deste documento está estruturado da seguinte forma. No próximo capítulo, serão

apresentados os fundamentos teóricos necessários para o melhor entendimento deste traba-

lho. No Capítulo 3, serão discutidas as características dos trabalhos relacionados ao tema.
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No Capítulo 4, serão detalhadas as etapas, do processo de modelagem, realizadas para a pre-

dição pré-jogo para "ambos marcam", enquanto que, no Capítulo 5, para predições durante

as partidas. Por fim, no Capítulo 6, serão apresentadas as conclusões e as propostas para

trabalhos futuros.



Capítulo 2

Fundamentação Teórica

Neste capítulo, serão abordados os fundamentos teóricos necessários para melhor compreen-

são deste documento. Primeiramente, serão discutidos fundamentos das áreas de modelagem

preditiva e aprendizagem de máquina, bem como destacados princípios importantes encon-

trados nos trabalhos de predição de resultados de futebol. Em seguida, serão discutidos os

conceitos básicos dos mercados de apostas, fundamentais para melhor compreensão de parte

do conjunto de dados a ser usado nos experimentos deste trabalho.

2.1 Técnicas de Modelagem Preditiva

Na aprendizagem de máquina preditiva, as técnicas existentes utilizam dados rotulados para

indução de modelos de classificação ou de regressão. O conjunto de dados rotulados é ti-

picamente denotado como conjunto de treinamento. Os rótulos do conjunto de treinamento

correspondem a classes ou valores obtidos a partir de alguma função desconhecida. Dessa

forma, as técnicas de aprendizagem de máquina buscam produzir um modelo capaz de ge-

neralizar as informações contidas em um conjunto de treinamento, com a finalidade de obter

rótulos de objetos desconhecidos.

Formalmente, um conjunto de treinamento pode ser definido como uma coleção de en-

tradas e saídas {(xi, yi)}
n
i=1, no qual cada tupla, xi é um vetor que representa um coleção de

k características, e yi indica o rótulo que correspondente a xi. Cada yi foi gerado por uma

função desconhecida de y = f(x). A tarefa da aprendizagem de máquina é descobrir uma

função que se aproxima da verdadeira f . No casos em que o valor de yi for um conjunto fi-

13
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nito de valores, trata-se de uma tarefa de classificação; quando tais valores forem contínuos,

trata-se de uma tarefa de regressão [24].

Em alguns cenários, o vetor xi pode conter um conjunto de séries temporais. Nesse con-

texto, o problema de predição pode ser considerado como um problema de classificação de

séries temporais multivariadas (mutivariate time series classification - MTSC). MTSC é um

caso particular de classificação, no qual para cada tempo t, o vetor xi contém N diferentes sé-

ries temporais que occorrem sincronamente e têm tamanho t, ou seja, xi = (F 1, F 2, . . . , FN)

: F i ∈ R
t.

Dado que existem diversas técnicas para execução das tarefas de classificação e regres-

são. Esta seção apresenta uma descrição das técnicas relevantes para este trabalho.

2.1.1 Gaussian Naive Bayes

Gaussian Naive Bayes é um classificador probabilístico simples, baseado na aplicação do

Teorema de Bayes [25]. Esse classificador é denominado "ingênuo"(Naive) pois pressupõe

a independência entre os atributos, ou seja, desconsidera completamente a existência de

correlação entre as variáveis aleatórias de entrada.

A principal vantagem desse classificador é que, devido a sua simplicidade, requer apenas

uma pequena quantidade de dados para estimar as médias e variâncias necessárias para a

classificação. Dessa forma, sua aplicação também é extremamente rápida.

Para lidar com dados contínuos, o classificador assume que os valores associados a cada

atributo são independentes e quando agrupados estão distribuídos de acordo com uma função

de densidade de probabilidade gaussiana [26]. Formalmente, para algum valor v do vetor

de atributos F , a probabilidade da distribuição de v, dada uma classe c é:

P (F = v|c) =
1

√

2πσ2
c

exp
(−v − µc)

2

2σ2
c

(2.1)

no qual σc é o desvio padrão da distribuição e µc é a média da distribuição.

2.1.2 Regressão Logística

A regressão logística é uma técnica estatística que visa produzir, a partir de um conjunto de

observações, um modelo que permita predizer variáveis categóricas (valores discretos), fre-
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quentemente binárias, em função de uma ou mais várias independentes. A partir do modelo

gerado, é possível calcular ou prever a probabilidade um determinado evento ocorrer em uma

uma nova observação.

Formalmente, considere Y uma variável binária. A função de probabilidade P (x) =

P (Y = 1|X = x) pode ser usada para prever a probabilidade de Y = 1, e x representa um

conjunto de variáveis independentes. Para representar a relação entre a probabilidade P (x)

e as vairáveis independentes x, considere uma função logit φ:

φ(x) =
P (x)

1− P (x)
= βo + β1x1 + β2x2 + ...+ βnxn (2.2)

no qual β0, β1, ..., βn são os coeficientes de regressão. Por fim, a função logit ainda está

em uma escala irrestrita, então uma função sigmóide é usada para restringir a saída para um

valor entre 0 e 1 (ver Equação 2.3)

P (x) =
1

1 + ǫ−(φ(x))
(2.3)

2.1.3 Gradient Boosting

Entre as técnicas que combinam vários modelos (ensemble methods) em um único preditor

estão as técnicas de bagging e boosting. Na técnicas de bagging, os modelos são construídos

de forma independente e combinados a partir de alguma estratégia. No boosting, os modelos

não são construídos de forma independente, mas sim, de forma sequencial. A técnica de

boosting é baseada na lógica de que um preditor subsequente aprende com os erros dos

preditores anteriores. Dessa forma, o Gradient Boosting (GB) é uma técnica que combina

vários modelos fracos em um único preditor, utilizando a estratégia de boosting. Em outras

palavras, GB é um método iterativo que faz a combinação de funções parametrizadas simples

com desempenho limitado para produção de uma regra de predição mais precisa.

2.1.4 Redes Neurais Artificiais

Redes neurais artificiais (RNA) é um modelo computacional baseado na arquitetura das re-

des neurais biológicas. Uma RNA consiste em um grupo de unidades de computação inter-

conectadas (neurônios artificiais) que transformam um conjunto de entradas em uma saída
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Figura 2.1: Exemplo de Arquitetura de Redes Neurais

desejada (Ver Figura 2.1). Na RNA, os pesos associados aos componentes interconectados

são ajustados continuamente durante a etapa de treinamento, de forma que permitam a rede

atingir os melhores níveis de predição. Assim, a saída da RNA geralmente depende dos

recursos de entrada e dos pesos ajustados em suas conexões.

Com os avanços da tecnologia de hardware na última década, tornou-se possível a criação

de redes neurais mais profundas e complexas. Nesse contexto, surge o conceito de apren-

dizagem profunda (Deep Learning). A aprendizagem profunda é responsável por avanços

recentes em visão computacional, reconhecimento de fala, processamento de linguagem na-

tural e reconhecimento de áudio [27]. A seguir, são detalhadas algumas das arquiteturas de

aprendizagem profunda discutidas no presente trabalho.

Fully Convolutional Neural Network (FCN)

FCN tem mostrado qualidade e eficiência para classificação de séries temporais multivaria-

das [28]. Em muitos desses problemas, a FCN é executada como um extratora de atributos.

O bloco básico da arquitetura é uma camada convolucional (Convolutional Layer) seguida

por uma camada de normalização em lote (batch normalization) e uma camada de ativação

ReLU. A operação de convolução é realizada por três núcleos 1-D com os tamanhos {8, 5,

3}. No presente trabalho, a FCN segue o padrão de construção dado por Wang et. al. [29],

no qual três blocos de convolução são empilhados, usando {128,256,128} filtros em cada

bloco, respectivamente. Após os blocos de convolução, os recursos são alimentados em uma

camada de global pooling média (global average pooling layer) em vez de uma camada to-
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Figura 2.2: Arquitetura de uma Fully Convolutional Neural Network (FCN)

talmente conectada, o que reduz em grande parte o número de pesos. Sua saída final é dada

por uma camada softmax (Ver Figura 2.2).

InceptionTime

Embora inicialmente aplicada a problemas de classificação de imagens, InceptionTime tem

tido resultados muito primissores em uma ampla variedade de problemas que envolvem sé-

ries temporais [1].

A arquitetura dessa rede contém dois blocos residuais diferentes (Ver Figura 2.3). Cada

bloco é composto por três módulos conhecidos como Inception [30], em vez de camadas con-

volucionais tradicionais. A ideia central do módulo Inception é aplicar vários filtros simul-

taneamente a uma série temporal de entrada. Esse módulo inclui filtros de vários tamanhos

que permitem que a rede extraia automaticamente recursos relevantes de séries temporais

longas e curtas. Seguindo esses blocos residuais, emprega-se uma camada Global Average

Pooling. Por fim, aplica-se uma camada softmax totalmente conectada, com um número de

neurônios igual ao número de classes do conjunto de dados.

2.1.5 RNN-LSTM e RNN-BiLSTM

A Rede neural recorrente (RNN) é uma arquitetura muito útil no caso de entradas de tama-

nhos variados, como séries temporais, e consequentemente para problemas como tradução

automática, reconhecimento automático de voz e reconhecimento automático de padrões.

Entretanto, ela tem seu uso limitado, porque pode sofrer do problema de dissipação do gra-

diente (vanishing gradient problem) [31] que faz com que a rede pare de aprender durante o

treinamento.
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Figura 2.3: Arquitetura de uma InceptionTime (Extraído de [1])

Figura 2.4: Arquitetura de uma célula LSTM

Uma Long Short-Term Memory Neural Network (LSTM) é uma extensão de uma rede

neural recorrente, proposta por Hochreiter e Schmidhuber [32]. Ela é capaz de resolver

o problema de dissipação do gradiente graças à sua memória, que permite ler, escrever e

apagar os dados através de três portas: uma porta que permite/bloqueia atualizações (input

gate); uma segunda porta que desabilita um neurônio se não for importante, com base nos

pesos aprendidos pelo algoritmo (Forget Gate); e a terceira porta que controla o estado do

neurônio na saída (output gate) (Ver Figura 2.4).

A BiLSTM é uma variação da LSTM que processa os dados em duas direções, pois

trabalha com duas camadas ocultas (Ver Figura 2.5). A BiLSTM provou bons resultados

principalmente no processamento de linguagem natural [33].

2.1.6 Cadeias de Markov

Uma cadeia de Markov é um caso particular de processo estocástico com estados discretos,

no qual a distribuição de probabilidade do próximo estado depende apenas do estado atual e
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Figura 2.5: Arquitetura de uma rede LSTM e uma rede BiLSTM (extraído de [2])

não da sequência de estados passados. Formalmente, uma cadeia de Markov tem um grupo

de estados S = {s1, s2, ..., sn}. O processo se inicia em algum desses estados e, ao longo

tempo, é possível se mover de um estado para outro. A probabilidade de haver transição

de um estado si para o estado sj é denotada por pij . Essas probabilidades não dependem

de quais estados o processo esteve antes, mas apenas do estado atual. A cada mudança de

estado, as probabilidades de transição são atualizadas.

As cadeias de Markov são frequentemente descritas por um grafo, onde as arestas do

grafo são rotuladas pelas probabilidades de ir de um estado, no tempo n, para outros estados

no tempo n + 1. A Figura 2.6 mostra um exemplo de cadeia de Markov com três estados e

os valores das probabilidades de transição entre eles.

Figura 2.6: Caracterização de uma cadeia de Markov (extraída de [3])

2.2 Avaliação de Desempenho de Modelos

As técnicas de aprendizagem de máquina constroem seus modelos baseados em dados his-

tóricos. Entretanto, para avaliar o desempenho do modelo, é necessário aplicá-lo em um
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conjunto de dados não conhecido previamente. Assim, é necessário dividir o conjunto de

dados em duas partes: conjunto de treinamento e conjunto de teste.

O conjunto de treinamento contém os dados históricos utilizados para construção do

modelo. O conjunto de testes é usado para avaliar o desempenho real do modelo segundo

alguma métrica de avaliação.

Durante a fase de treinamento, é comum que as técnicas utilizem um subconjunto dos

dados para validação. Esse subconjunto é usado para fornecer uma avaliação imparcial da

aprendizagem, enquanto os parâmetros do modelo são estimados (otimizados).

Existem algumas técnicas para realizar a divisão desse conjunto de dados. Neste trabalho,

denominamos essas técnicas como Métodos de Avaliação de Desempenho. Nesta seção,

serão detalhados os métodos de avaliação de desempenho e as métricas de avaliação de

qualidade relevantes para compreensão deste documento.

2.2.1 Métodos de Avaliação de Desempenho

Nesta seção serão apresentados os seguintes métodos de avaliação de desempenho: holdout,

cross-validation, growing window e sliding window.

HoldOut

O método holdout consiste na divisão do conjunto de dados em dois subconjuntos mutua-

mente exclusivos, sendo um para treinamento e outro para teste. Não há uma padrão para a

divisão, mas é comum que seja considerado 2/3 dos dados para treinamento e o 1/3 restante

para teste (ver Figura 2.7).

Figura 2.7: Divisão de conjunto de dados de acordo com o método holdout.



2.2 Avaliação de Desempenho de Modelos 21

Cross-Validation

O método cross-validation ou validação cruzada consiste na divisão do conjunto de dados

em k subconjuntos de tamanhos aproximadamente iguais. A cada iteração, uma das partições

é usada para teste, enquanto as demais são utilizadas para treino. Dessa forma, esse processo

é realizado k vezes e, a cada ciclo, uma partição diferente é usada para teste. O desempenho

final é calculado pela média dos desempenhos observados em cada iteração (ver Figura 2.8).

Figura 2.8: Divisão de conjunto de dados segundo o método cross-validation.

Growing Window

O método growing window ou landmark window é um método utilizado para conjuntos de

dados com características temporais. Nesse método, o conjunto de treinamento vai crescendo

à medida que se faz as predições com os dados de teste. Dessa forma, após cada iteração, os

dados que foram usados para testes são adicionados ao conjunto de treinamento da próxima

iteração (ver Figura 2.9).

Sliding Window

O método sliding window ou janela deslizante também é um método utilizado para conjun-

tos de dados com características temporais. A diferença para o "Growing Window"é que,

cada vez que novos dados são adicionados ao conjunto de testes, um subconjunto de tama-
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Figura 2.9: Divisão de conjunto de dados de acordo com o método growing window.

nho semelhante, com dados mais antigos, é descartado. Isso faz com que o conjunto de

treinamento considere apenas uma "janela de dados mais recentes"em todas as iterações (ver

Figura 2.10).

Figura 2.10: Divisão de conjunto de dados através do método sliding window.

2.2.2 Métricas de Avaliação de Desempenho

Nesta seção, serão apresentadas as métricas de avaliação de desempenho usadas neste traba-

lho.
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Acurácia e Taxa de Erro

Em predições que envolvem a tarefa de classificação, duas métricas são bastante utilizadas:

acurácia e taxa de erro. A acurácia tem como função identificar a quantidade de predições

corretas em relação ao número total de predições. Formalmente:

acurácia =
número de predições certas
número total de predições

(2.4)

De forma equivalente, a taxa de erro tem como função identificar a quantidade de predi-

ções erradas em relação ao número total de predições. Formalmente:

taxa de erro =
número de predições erradas

número total de predições
(2.5)

Dessa forma, os métodos de classificação buscam criar modelos que tenham maior acu-

rácia ou, equivalentemente, menor taxa de erro.

Brier Score

A acurácia é a porcentagem de previsões corretas, enquanto o Brier Score mede o desem-

penho do modelo na previsão da probabilidade de cada classe. Neste trabalho, todas as

probabilidades são expressas como porcentagens. Formalmente, considerando N o número

de jogos, m uma instância de um jogo, ŷm a probabilidade prevista pelo classificador para

ambas marcam e om o resultado real (0 se não acontecer; 1, caso contrário), pode-se definir

o Brier Score formalmente como:

BRS =
1

N

N
∑

m=1

(ŷm − om)
2 (2.6)

Para a questão de pesquisa PP3, os modelos foram avaliados em termos de lucratividade

(LUC) e Retorno do Investimento (RoI). A lucratividade mede quanto dinheiro se ganha ou

perde (saldo) depois de realizar uma aposta com base em uma determinada estratégia. Em

outras palavras, se uma aposta acerta determinado resultado, um lucro é obtido com base nas

probabilidades oferecidas pela casa de apostas. Por outro lado, se a aposta falha, perde-se

todo o valor apostado. Assim, lucratividade pode ser definida como a soma desses ganhos e

perdas, considerando um conjunto de jogos, enquanto o RoI mede o ganho ou a perda obtida

em um conjunto de apostas em relação à quantidade de dinheiro apostado.
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Ranked Probability Score

O RPS (Ranked Probability Score) é uma métrica formulada por Epstein [34] que passou a

ser adotada para avaliação de modelos de predição de futebol a partir de [35].

A equação do RPS é definida por:

RPS(p1, ...pr−1, a1, ...ar−1) =
1

r − 1

r−1
∑

i−1

(
1

∑

j=1

(pj − aj))
2 (2.7)

em que r é o número de resultados possíveis em uma partida (r=3 no caso de previsões de

resultados de futebol), pj é a probabilidade prevista para um determinado resultado j, ou

seja, p ∈ [0, 1] para j = 1, 2, ..r, e aj indica se o resultado j ocorreu, sendo j = 1 se ocorreu

e j = 0 caso contrário.

2.3 Apostas Esportivas

O mercado de apostas esportivas pode ser dividido em dois segmentos principais: Casas de

Apostas e Bolsas de Apostas. O segmento de Casa de Apostas é o modelo mais tradicional,

no qual um apostador palpita sobre um determinado evento e, se obtiver sucesso, a Casa de

Apostas paga o prêmio equivalente à aposta realizada. Caso o palpite não tenha sucesso, o

apostador perde o valor investido para a Casa de Apostas. São exemplos de Casas de Apos-

tas a Bet3651, Sportingbet2 e 188bet3. Já no segmento de Bolsa de Apostas, que tem tido

grande crescimento nos últimos anos graças à democratização da Internet, os apostadores

"casam"apostas diretamente entre si através de uma plataforma online que serve como medi-

adora dos acordos. Dessa forma, enquanto nas Casas de Apostas um apostador aposta contra

"a casa", na Bolsa de Apostas, um apostador aposta contra outro apostador. São exemplos

de Bolsas de Apostas, a Betfair4 e Betdaq5.

A seguir, serão apresentados os conceitos básicos relacionados às apostas esportivas e

discutido o funcionamento das Casas de Apostas e Bolsas de Apostas, através de exemplos

para melhor compreensão do domínio.

1https://www.bet365.com
2https://www.sportingbet.com
3https://www.188bet.com
4https://www.betfair.com
5https://www.betdaq.com
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2.3.1 O conceito de Odds

Em uma aposta esportiva, um apostador investe um determinado valor em um certo resultado

e, caso o resultado ocorra, recebe um prêmio pelo acerto. O valor desse prêmio é definido por

uma cotação conhecida como odd. O conceito de odd pode ser visto sob diferentes perspecti-

vas. Inicialmente, considere odd como a cotação que determina quanto um apostador poderá

lucrar ao apostar em determinado resultado. Essas cotações podem ser apresentadas em di-

ferentes formatos: Odd Decimal (europeia), Odd Fracionária (inglesa) ou Odd Americana.

Neste trabalho, serão usadas as odds decimais por serem as mais difundidas mundialmente.

A odd decimal é por norma um valor em formato de número inteiro ou decimal maior

que 1 (um). De forma geral, para calcular qual é a odd de um determinado resultado, divide-

se 1 (um) pela probabilidade daquele resultado ocorrer. Dessa forma, considerando prob a

probabilidade de um determinado evento ocorrer, a sua odd pode ser calculada pela Equção

2.8.

odd =
1

prob
(2.8)

Para determinar quanto um apostador pode ganhar apostando em um certo resultado,

além do valor da odd, é necesśario levar em consideração qual foi a quantia apostada. Dessa

forma, considerando v, o valor apostado, pode-se definir o possível lucro w como:

w = v ∗ (odd− 1) (2.9)

Para melhor entendimento, analise o exemplo da final da Copa do Mundo de 2018, entre

França e Croácia. Na Casa de Apostas Bet365 [36], uma das mais populares do mundo, as

odds para o resultado final antes da partida eram:

• França: 1, 90

• Empate: 3, 30

• Croácia: 5, 00

Nesse cenário, caso um apostador realizasse uma aposta de $10 em um dos resultados,

os possíveis lucros seriam:
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• Aposta na França: $10 ∗ (1.9− 1) = $9, 00

• Aposta no Empate: $10 ∗ (3.30− 1) = $22, 30

• Aposta na Croácia: $10 ∗ (5.00− 1) = $40, 00

É importante observar que, quanto menor o valor da odd (mais próximo de 1), maior

é a probabilidade de aquele evento ocorrer e, consequentemente, menor é o possível lucro

daquela aposta. Da mesma forma, quanto maior o valor da odd, menor é a probabilidade do

evento ocorrer e consequentemente maior é o possível lucro para uma aposta.

2.3.2 Overround e Balanceamento de Odds

Na seção anterior, foi observado que a cotação das odds além de representar o valor a ser pago

a um apostador, também representa implicitamente as probabilidades de um determinado

evento ocorrer. Sabe-se que, em uma divisão justa, a soma das probabilidades de todos os

resultados possíveis deve totalizar 100%. As Casas de Apostas, no entanto, não oferecem

odds justas, pois precisam obter uma margem de lucro. Para melhor entendimento, considere

novamente o caso da final da Copa do Mundo de 2018. Reescrevendo a Equação 2.8, pode-se

calcular as probabilidades que geraram as odds da seguinte forma:

p =
1

odd
(2.10)

Sendo assim, calculando as probabilidades para cada resultado do exemplo anterior, têm-

se:

• França: 1
1.90

≈ 0.5263 ≈ 52, 63%

• Empate: 1
3.30

≈ 0.3030 ≈ 30, 30%

• Croácia: 1
5.00

= 0.20 = 20%

Observa-se que a soma das probabilidades calculadas totaliza aproximadamente

102, 93%. Essa soma é conhecida como booksum, enquanto a diferença (para 100, 00%)

de 2, 93% é conhecida como margem de lucro ou overround.
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Para entender essa margem, considere que a Casa de Apostas não está unicamente inte-

ressada em acertar o resultado de um evento. Em vez disso, ela espera que as proporções dos

volumes recebidos em apostas para cada resultado estejam equilibrados com as probabilida-

des das odds oferecidas. Dessa forma, para o exemplo acima, a Casa de Apostas espera que,

para cada $102.93 recebidos em apostas, $52.63 esteja direcionado para a vitória da França,

$30.30 para o empate e $20 para a vitória da Croácia. Nesse cenário ideal, ao final do evento,

a Casa de Apostas poderia registrar os seguintes resultados:

• Vitória da França: a Casa de Apostas pagaria $1.9 para cada $1 apostado. Sendo

assim, como ela recebeu $52.63 em apostas neste resultado, pagaria $99.99 em apostas

e ficaria com um lucro de $2.94 do total recebido ($102.93);

• Empate: a Casa de Apostas pagaria $3.3 para cada $1 apostado. Sendo assim, como

ela recebeu $30.30 em apostas neste resultado, pagaria $99.99 em apostas e ficaria com

um lucro de $2.94 do total recebido ($102.93);

• Vitória da Croácia: a Casa de Apostas pagaria $5 para cada $1 apostado. Sendo assim,

como ela recebeu $20 em apostas neste resultado, pagaria $100 em apostas e ficaria

com um lucro de $2.93 do total recebido ($102.93).

Percebe-se que, independente do resultado final, o overround garante que a Casa de

Apostas obtenha lucro em todos os cenários. Caso as proporções recebidas em apostas co-

mecem a ficar desbalanceadas, ou seja, tornando-se diferentes das probabilidades das odds,

a Casa de Apostas pode reajustar os valores das odds de forma que retratem a nova tendência

dos apostadores. Esse movimento é conhecido como "balanceamento de odds".

Em resumo, as Casas de Apostas têm especialistas que realizam a definição das odds

iniciais para cada evento. A partir do momento que as apostas iniciam, as Casas de Apostas

podem usar a tendência dos apostadores para fazer o balanceamento das odds e manter sua

margem de lucro. Por exemplo, se no cenário apresentado, muitos apostadores começassem

a apostar na Croácia, fazendo com que o montante de valor apostado variasse de 20% para

25%, a odd da Croácia seria ajustada de 5.00 para 4.00 e, consequentemente, as odds de

França e Empate também seriam alteradas para se adequar a essa nova realidade. Dessa

forma, percebe-se que o balanceamento das odds gera um novo efeito: as odds das Casas de

Apostas podem representar a opinião média do mercado.
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2.3.3 Determinando probabilidades a partir das odds

Como observado na seção anterior, para determinar as probabilidades implícitas das odds

é necessário eliminar o overround, de forma que a soma das probabilidades resultem em

100%.

A maioria dos estudos usam normalização básica, dividindo a inversa da odds pelo

booksum. Essa se tornou a forma padrão de se referenciar probabilidades extraídas de odds.

Formalmente, considere o = {o1, o2, o3} as cotações para os possíveis resultados de uma

partida. Considere k = {k1, k2, k3} a inversa dessas cotações, ou seja, ki = 1
oi

. Considere

β =
∑3

i=1 ki, o booksum. Dividindo cada ki pelo booksum, pi =
ki
β

, é possível obter um

conjunto de probabilidades em que a soma é exatamente 1 e que pode ser interpretado com

as probabilidades para cada resultado.

Apesar do amplo uso e da simplicidade, não é possível garantir que as casas de apostas

usam dessa fórmula para distribuir seu overround. Smith et al. [37] utilizou um modelo

teórico de como as casas de apostas definem suas probabilidades, a partir de uma ideia ori-

ginalmente proposta por Shin [38]. O método de Shin pode ser usado para fazer engenharia

reversa das crenças probabilísticas a partir da cotação das odds. Ele assume que as casas de

apostas determinam as odds visando maximizar o lucro esperado na presença de apostado-

res desinformados e operadores com informações privilegiadas. Os operadores são aqueles

que, devido a terem melhores informações, presume-se que "já"sabem o resultado de um de-

terminado evento, antes que o evento ocorra. Formalmente, a contribuição geral no volume

global de apostas é quantificada pela porcentagem z. Assim, o modelo de Shin para trabalhar

explicitamente a expressão para as probabilidades de apostas, é dado por:

π(z)i =

√

z2 + 4(1− z)
o2
i∑
i
oi
− z

2(1− z)

A literatura corrente, denota essas probabilidades por probabilidades de Shin. Para deta-

lhes matemáticos sobre o método de Shin, leia [39]. Apesar de ser menos utilizado, alguns

trabalhos demonstraram que o modelo de Shin é superior a normalização básica.
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2.3.4 Casas de Apostas x Bolsas de Apostas

Uma vez compreendidos os fundamentos básicos de uma aposta esportiva, pode-se entender

melhor as diferenças entre Casas de Apostas e Bolsa de Apostas. Nas Casas de Apostas

tradicionais, o tipo de aposta mais comum é conhecido como punting. Essa é a aposta mais

popular, em que o apostador espera até o fim do evento para saber se o palpite obteve sucesso.

Nas Bolsas de Apostas, além da aposta punting, é comum ocorrer o trading, modalidade na

qual os apostadores não precisam esperar até o fim do evento e podem tentar encerrar suas

apostas a qualquer momento.

Figura 2.11: Odds da Betfair antes da partida final entre França e Croácia (extraída de [4])

Na Figura 2.11, é possível observar as odds oferecidas para a final da Copa do Mundo

2018 na plataforma Betfair [4], o maior site de Bolsa de Apostas do mundo. Assim como nas

Casas de Apostas, a Bolsa de Apostas tem a opção de apostas "a favor"de um determinado

resultado (representados pela coluna "Back All"). A diferença, nesse caso, é que na Bolsa de

Apostas praticamente não existe overround:

• França: 1
1.97

≈ 0.5076 ≈ 50, 76%

• Empate: 1
3.35

≈ 0.2985 ≈ 30, 30%

• Croácia: 1
5.00

= 0.2000 = 20%

A soma das três probabilidades acima totaliza o valor de 100, 01%, ou seja, como os

apostadores estão "casando"apostas diretamente (sem overround), as cotações das Bolsas de

Apostas geralmente são um pouco melhores do que as das Casas de Apostas. Em contra-

partida, de todas as apostas vencedoras, a Bolsa de Apostas cobra uma comissão sobre os

ganhos líquidos. Para apostadores brasileiros, a comissão varia de 2,6% até 6.5%, depen-

dendo da assiduidade do apostador. Caso a aposta seja perdedora, não é cobrada taxa. Outra
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diferença das Bolsas de Apostas é a possibilidade de apostar contra um resultado (a coluna

"Lay"). Ao apostar contra a França, por exemplo, um apostador terá sua aposta vencedora

tanto se der empate como também se a Croácia for vencedora.

Essa dinâmica de apostas "a favor"(back) e "contra"(lay) é que permite o casamento das

apostas entre os apostadores. Na Bolsas de Apostas, só é possível investir a favor de um

determinado resultado se, do outro lado, houver um apostador fazendo o mesmo contra o

resultado escolhido e vice-versa. Para isso ser possível, a cotação para as apostas lay não

segue o mesmo padrão da cotação para as apostas back.

Por exemplo, se a odd da vitória na Croácia determina que, para cada $1 investido, o

apostador pode lucrar $4 (recebe $5, mas $1 foi o próprio investimento), do outro lado, um

outro apostador precisa apostar $4 contra a Croácia para lucrar $1. Dessa forma, a cotação

para lay representa o quanto deve ser apostado para alcançar um determinado lucro. No

mercado de apostas, esse valor também é conhecido como a "responsabilidade"do apostador.

Formalmente, considerando q o valor da odd lay e u o lucro desejado, a responsabilidade r

do apostador pode ser calculada por:

r = (q − 1) ∗ u (2.11)

Por exemplo, se um apostador deseja lucrar $4 apostando contra a Croácia, o valor que

ele precisa apostar (sua responsabilidade) seria de r = (5.1− 1) ∗ 4 = $16.40

A plataforma buscará fazer o casamento dessa aposta contra alguém que apostou $4 a

favor. Caso não encontre imediatamente, a aposta fica aberta até que algum outro apostador

deseje fazer o casamento. Essa dinâmica faz com que o mercado de bolsas esportivas se

comporte de forma semelhante ao mercado de bolsa de valores. Em resumo, o apostador é

quem determina a cotação da odd, assim como um corretor da bolsa determina o valor de

uma ação a ser vendida. A plataforma fica encarregada de criar uma "fila"de apostadores,

priorizando os que fazem a melhor oferta. Quando um outro apostador "casa a aposta", é

como se na Bolsa de Valores alguém tivesse comprado a ação ofertada.

Essa dinâmica, semelhante ao mercado financeiro, permite que os apostadores possam

encerrar suas apostas a qualquer momento. Esse movimento é conhecido como "Cash out".

Considere que na Final da Copa do Mundo de 2018, um apostador tenha apostado na França

com odd de 1.97. Após a França fazer um gol, seu favoritismo aumentou e a odd passou
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para 1.4. Na plataforma, o apostador pode tentar realizar o cash-out e lucrar com a variação

negativa da odd. É como se uma pessoa comprasse uma ação e ela tivesse valorizado com o

tempo. A plataforma computa automaticamente qual o lucro que o apostador obteve com a

variação e, ao encerrar a aposta, o apostador já garantiu o lucro no final do evento, mesmo que

a França depois não vença a partida. Por outro lado, se a França iniciar a partida perdendo

e sua odd aumentar, o apostador tem a opção de encerrar a aposta para tentar diminuir seu

prejuízo.

Para melhor entendimento dessa dinâmica, considere o confronto entre Arsenal e Lei-

cester, ocorrido em 10 de fevereiro de 2016, em jogo válido pela Premier League [40]. A

partida teve os seguintes acontecimentos, em ordem cronológica:

• A partida teve início às 12h;

• Aos 45’ do 1º tempo, o Leicester abriu o placar (1-0);

• O intervalo durou cerca de 15min e o segundo tempo começou às 13h05;

• Aos 10’ do 2º tempo, o Leicester teve um jogador expulso;

• Aos 25’ do 2º tempo, o Arsenal empatou o jogo (1-1);

• Aos 49’ do 2º tempo, o Arsenal virou a partida (2-1).

A partir da Figura 2.12, pode-se relacionar os acontecimentos da partida às probabilida-

des implícitas das odds negociadas pelos apostadores na Betfair. Denotando as probabilida-

des implícitas simplesmente como "chances", pode-se alcançar as seguintes conclusões:

• Antes mesmo do jogo iniciar, as chances do Arsenal subiram em torno de 3%, saindo

de 55% para aproximadamente 58%. Essa subida pode ser considerada como um sen-

timento subjetivo do mercado nas análises pré-jogo;

• No decorrer do primeiro tempo, as chances do Leicester tiveram oscilações brandas,

mantendo-se próximas dos 20%. Entretanto, o gol marcado no final do 1º tempo fez

as chances do Leicester subirem abruptamente para aproximadamente 45%, enquanto

que, para o Arsenal, o gol sofrido fez com que as chances que estavam próximas dos

51% caíssem para 25%;
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Figura 2.12: Probabilidades implícitas das Odds da Betfair para a partida entre Arsenal e

Leicester válida pela Premier League 2016/2017 (extraída de [5])

• Durante o intervalo, houve pouca oscilação entre as probabilidades, indicando que não

houve informações relevantes para alterar a percepção dos apostadores em relação às

chances dos times;

• Após o início do 2º tempo, as chances do Leicester começaram a subir à medida que

o tempo passava. Entretanto, aos 10’, a expulsão de um jogador do Leicester voltou

a equilibrar as chances. Naquele momento, todos os resultados passaram a ter uma

probabilidade próxima dos 33, 3%;

• Entre os 10’ e os 25’ do 2º tempo, o Leicester continuou jogando "a favor do tempo".

Porém, com o gol de empate marcado pelo Arsenal aos 25’, o cenário foi reconfi-

gurado. O Arsenal voltou a ter 51% de chance de vitória, enquanto as chances do

Leicester que eram de 40% caíram para próximo dos 10%, visto que nesse momento o

Leicester já estava com um jogador a menos;

• Dos 25’ até o último minuto de jogo, o Arsenal jogou "contra o tempo". À medida
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que o tempo passava, suas chances de vitória iam reduzindo, enquanto as chances de

empate aumentavam;

• O gol da vitória no último minuto, praticamente mudou e definiu as chances para

todos os resultados possíveis do jogo. O Arsenal, que naquele momento tinha em

torno de 10% de chances, passou a ter 99%. O Leicester que tinha aproximadamente

2% de chances caiu para praticamente 0%. Enquanto que o empate, que já estava quase

garantido, passou de 90% de chances para aproximadamente 1%.

2.3.5 Tipos de Apostas

Atualmente, para o mercado de apostas em futebol, existem diversas opções de tipos de

apostas. Os tipos que tem maior liquidez e que são citados neste trabalho são:

1. Money Line - Também conhecido como aposta simples, 1x2, ML, odds result. É

um tipo de aposta de três vias no futebol. Nesse caso, o apostador deve escolher o

resultado favorito, ou seja, vitória do time da casa, empate ou vitória do time visitante.

2. Ambos Marcam - Também conhecido como both teams to score ou BTTS. Nesse

caso, o apostador faz uma escolha binária. Se ele acredita que ambas as equipes vão

fazer pelo menos um gol na partida, então escolhe a opção "SIM"; caso contrário,

escolhe a opção "NÃO".

3. Gols Acima/Abaixo - Também conhecido como mais/menos ou over/under. Esse é o

tipo de aposta relacionado ao número total de gols de uma partida. A casa de apostas

apresenta opções de apostas para diferentes limiares, como 0.5, 1.5, 2.5, etc. Nesse

caso, o participante pode apostar se o número total de gols da partida vai ser maior ou

menor que um determinado limiar. Por exemplo, se ele acredita que uma partida vai

ter pelo menos 3 gols, então ele pode escolher a opção "over 2.5". Apesar de ser mais

popular para "gols", também há mercado de over/under para outros eventos do jogo,

como cartões e escanteios.
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2.4 Considerações Finais

Neste capítulo, foram apresentados conceitos importantes sobre mineração de dados, apren-

dizagem de máquina e apostas esportivas. As definições das técnicas de mineração de dados

e aprendizagem de máquina são importantes para uma melhor compreensão de como fun-

cionam as técnicas experimentadas neste trabalho. Por sua vez, os conceitos sobre apostas

esportivas são fundamentais para entender a natureza de alguns dos conjuntos de dados usa-

dos para modelagem e avaliação de modelos preditivos em futebol. No próximo capítulo,

serão apresentados os trabalhos relacionados que foram referências para o desenvolvimento

desta proposta de tese.



Capítulo 3

Trabalhos Relacionados

Neste capítulo, serão apresentados os trabalhos relacionados a este trabalho. Primeiramente,

é feita uma caracterização dos trabalhos que realizam, especificamente, modelagem preditiva

de resultados de futebol. Em seguida, são discutidos os trabalhos relacionados à avaliação

do mercado de apostas esportivas.

3.1 Modelos Preditivos de Resultados de Futebol

Na literatura, há uma grande diversidade de trabalhos que envolvem futebol e predição. Este

trabalho realizou uma revisão sistemática para estudar as principais pesquisas relacionadas

ao domínio. Primeiramente, foi realizada uma busca avançada por palavras-chave na plata-

forma SCOPUS (Apêndice A.1). Tal busca produziu uma lista contendo 805 trabalhos. Em

uma primeira análise, foram considerados o título e resumo dos trabalhos listados. Essa ação

resultou na pré-seleção de 190 trabalhos. Os demais 615 foram desconsiderados por não

terem relação com o escopo deste estudo.

Em uma segunda etapa, foram analisadas as seções de introdução e conclusão dos 190

trabalhos pré-selecionados. Esses estudos fazem parte da revisão desta pesquisa. Entretanto,

147 deles não serão utilizados para análise comparativa, pois não estão diretamente relacio-

nados com a predição de resultados em futebol. Dentre os objetivos dos estudos eliminados

nessa etapa, destacam-se:

• A modelagem preditiva para outros esportes;

35
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• A modelagem para avaliação de desempenho de atletas;

• A modelagem para criação de rankings de times ou previsão da classificação final de

um torneio;

• A modelagem para estudo de fatores específicos do jogo, como passes, chutes e posse

de bola;

• A modelagem para a influência de determinados fatores sobre o resultado, como van-

tagem do time da casa, previsão do tempo e distância de viagens;

• A modelagem para avaliar a parte tática.

Por fim, analisou-se os 43 trabalhos selecionados. A partir da análise das referências

desses trabalhos, outros 4 (quatro) foram adicionados à revisão, pois não estavam indexados

na plataforma Scopus.

Dessa forma, nesta seção serão apresentadas as características de 47 (quarenta e sete)

trabalhos selecionados, destacando seus pontos fortes e suas limitações. Esta caracterização

será dividida em três dimensões: "conjunto de dados utilizado", "características da mode-

lagem preditiva" e "formas de avaliação do modelo". Para cada dimensão, será apresentado

um quadro comparativo, além de uma análise crítica do estado da arte. Ao final, será com-

parada a proposta deste trabalho com o estado da arte.

3.1.1 Conjuntos de Dados

Considerando a forte natureza estocástica do jogo, os resultados das partidas de futebol mui-

tas vezes não refletem a diferença de qualidade entre as equipes. Dessa forma, alguns tra-

balhos têm explorado formas de selecionar e extrair variáveis relevantes para predição de

resultados de futebol. Esta modelagem preditiva tem sido realizada a partir de dados de

diferentes características. Este trabalho, esses conjuntos de dados estão classificados como:

• Resultados de Partidas: nome das equipes, quantidade de gols marcados pelas mes-

mas, identificação do campeonato, fase do campeonato e data da partida (Ex. [14;

15]);
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• Estatísticas (Scouts): principais estatísticas detalhadas de uma partida, como tempo

de posse de bola, número de faltas, cartões, finalizações, escanteios, etc. (Ex. [41;

42]);

• Resumos de Partidas: dados sobre tempo dos gols, cartões, substituições, etc. (Ex.

[43]);

• Rankings/Ratings: pontuações ou colocações das equipes em rankings populares

como, por exemplo, Ranking da FIFA [6] ou Elo Rating [44] (Ex. [45; 46]);

• Cotações de Casas de Apostas: cotações no mercado de apostas antes e durante os

jogos (Ex. [47; 48]);

• Postagens em Mídias Sociais: postagens de torcedores coletadas em redes sociais

como o Twitter (Ex. [49; 50]);

• Outros Dados: dados diversos, como distância entre as cidades das equipes (Ex. [20]),

avaliação de jogadores em jogos de vídeo game (Ex. [51]), número de jogadores lesi-

onados (Ex.[52]), etc.

Os dados coletados, muitas vezes, passam por um pré-processamento, que envolve a

extração de atributos, antes de serem utilizados na aprendizagem de máquina. Há uma va-

riedade de estratégias nessa etapa, mas de uma forma geral os atributos derivados desse

processo podem ser classificados em dois grupos: atributos de desempenho e atributos de

força.

Os atributos de desempenho são geralmente extraídos para representar informações re-

ferentes à tabela de classificação dos campeonatos. A partir dos resultados das partidas,

calcula-se, por exemplo, o número de pontos, gols marcados, gols sofridos, vitórias, empates

e derrotas de cada time, a cada rodada. Para isso, alguns trabalhos, como em Tüfekci [53],

usam os dados de todo o campeonato, enquanto outros, como em Hvattum [54], usam apenas

dados de rodadas mais recentes. Além desses, há trabalhos que utilizam as duas estratégias

ao mesmo tempo, como em Hubáček et al. [15].

Os atributos de força são gerados por modelos que transformam diferentes variáveis de

entrada em um único valor. Esse valor representa a "força"de uma equipe. Alguns traba-

lhos, como Baio & Blangiardo [55], adotam a estratégia de separar esse atributo em dois:
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"força ofensiva"e "força defensiva". Outros, como em Hubáček et al. [15], decompõem esse

atributo em "força em casa"e "força como visitante".

Existem também outros atributos com características diferentes das citadas. Por exem-

plo, Tsakonas et al. [56] verifica o histórico do confronto direto entre duas equipes. Cons-

tantinou & Fenton [35] estima a fadiga de uma equipe a partir do intervalo de dias entre os

jogos. Hubáček et al. [15] mensura a importância da partida a partir do posicionamento das

equipes em um campeonato, entre outras estratégias pontuais.

Por fim, outra característica que também tem apresentado bastante variação é o tipo de

campeonato utilizado nos estudos. Alguns trabalhos usam dados de ligas nacionais, como as

da Inglaterra [20], Itália [55], Finlândia [57], Brasil [58], Turquia [53], Holanda [59] e Irã

(Ex [60]), enquanto outros usam de campeonatos internacionais como Liga dos Campeões

[52], UEFA Euro [61] e Copa do Mundo [48].

Entendidas as características dos conjuntos de dados usados, pode-se fazer uma análise

comparativa dos estudos. A Tabela 3.1 caracteriza os trabalhos relacionados de acordo com

os tipos de dados utilizados, os tipos de atributos modelados e os campeonatos usados como

fonte.

Ao analisar a Tabela 3.1, percebe-se que todos os estudos utilizam dados de resultados

de partidas. Muitas vezes, esses dados são usados para derivar atributos de desempenho e de

força. Dentre as abordagens utilizadas para modelagem de atributos de força destacam-se:

Elo Rating, Pi-Rating e PageRank.

O Elo-Rating foi criado inicialmente para avaliar jogadores de xadrez, mas posterior-

mente foi adaptado para medições de força no futebol. O Pi-Rating foi desenvolvido por

Constantinou [21] e tem sido utilizado por trabalhos recentes (Ex. [15], [14]). O PageRank é

um algoritmo utilizado, originalmente, para posicionar websites entre os resultados de busca.

Lazova e Basnarkov [62] fizeram uma adaptação para usar o PageRank na classificação de

força de times de futebol.

Considerando a predição pré-jogo, os resultados históricos são, com certeza, uma rele-

vante fonte de informação para modelagem das forças das equipes. Entretanto, não é raro

que um jogo não transcorra como previsto anteriormente. Nesse contexto, pode-se consi-

derar que uma alternativa para refinar essa medição é a utilização das estatísticas do jogo

(scouts). As estatísticas podem acrescentar detalhes não capturados pelos resultados das
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partidas. Como observado, há poucos trabalhos explorando esse tipo de informação. Este

trabalho pretende fazer uso desse conjunto de dados para o ajuste das predições durante as

partidas. Além disso, a ampla maioria dos trabalhos não disponibilizam os conjunto de da-

dos e os modelos para reprodução. Este trabalho, disponibiliza não só o conjunto de dados,

como também todo o código do processo de engenharia de atributos que transforma dados

em atributos.

Alguns trabalhos, como Constantinou [14], tem utilizado as cotações do mercado de

apostas para avaliação dos modelos. Outros, como Odachowski & Grekow [63], usam essas

cotações como dados de entrada para a própria modelagem preditiva. Como visto na Seção

2.3.1, essas cotações, na verdade, já representam predições para as partidas. Sendo assim,

cada casa de apostas acaba sendo uma "especialista"do domínio e as técnicas de modelagem

buscam aprender com elas. Essa é uma fonte de dados muito rica, dado que as cotações

são supostamente baseadas em todas as informações disponíveis para o jogo. Este trabalho

faz uso desse conjunto de dados tanto para modelagem preditiva, quanto para avaliação de

modelos.

Por fim, pode ser observado que a grande maioria dos trabalhos utilizam dados de um

único campeonato. Constantinou [14] mostram que essa estratégia limita a generalização do

modelo, pois um modelo preditivo para um campeonato pode não ser adequado para outro.

Este trabalho segue a estratégia de estudos mais recentes que têm buscado usar dados de

vários campeonatos para ter uma melhor capacidade de generalização. Na predição pré-jogo,

são usados dados de 9 (nove) ligas nacionais importantes, enquanto na predição durante o

jogo, são considerados dados de mais de 50 campeonatos diferentes.

3.1.2 Modelos Preditivos

A predição de resultados de futebol (pré-jogo) é o objetivo comum da ampla maioria dos

trabalhos relacionados. Entretanto, com o crescimento dos mercados de apostas esportivas,

questões como "Qual será o total de gols da partida?", ‘‘Quantos escanteios acontecerão em

um jogo?", "Ambas as equipes vão marcar gols?", entre outras, passaram a ter semelhante

relevância. Nesta seção, questões desse tipo serão denotadas como predição para "outros

alvos".

Além da tradicional predição pré-jogo, o mercado de apostas também está suscitando



3.1 Modelos Preditivos de Resultados de Futebol 40

um crescente interesse pelas predições durante as partidas (em tempo real). Esse tipo de

predição visa "atualizar"as chances de cada equipe até o final da partida, à medida que novos

eventos acontecem durante o decorrer da disputa. Neste trabalho, esse tipo de predição será

identificado como predição em tempo real.

Para a modelagem preditiva tanto no pré-jogo, como em tempo real, diversas técnicas

envolvendo estatística e aprendizagem de máquina são utilizadas. Essas técnicas podem ser

classificadas como:

1. Regressão

(a) Regressão Logística (Ex. [51])

(b) Regressão Poisson (Ex [64]))

2. Abordagens Bayesianas

(a) Naive Bayes (Ex. [65])

(b) Redes Bayesianas (Ex. [14])

3. KNN (K-Nearest Neighbors) (Ex. [66])

4. Árvores de Decisão (Ex. [67])

5. Máquinas de Vetor de Suporte (SVM) (Ex. [68] )

6. Redes Neurais (Ex. [41])

7. Algoritmos Genéticos (Ex. [69])

8. Combinação de Modelos (Ensemble Methods)

(a) Floresta Randômica (Ex. [70])

(b) Gradient Boosting (Ex. [15])

9. Outras Técnicas

(a) Lógica Fuzzy (Ex. [57])

(b) Raciocínio Baseado em Regras (Ex. [11]).
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(c) Aprendizagem Preguiçosa (Ex. [42])

A Tabela 3.1 caracteriza os trabalhos relacionados de acordo com os tipos de técnicas

utilizadas e os objetivos de predição. Percebe-se que a ampla maioria dos trabalhos realizam

apenas predição pré-jogo. Alguns trabalhos que realizam predição durante o jogo, como [50;

49] são estudos baseados em análise de sentimento das redes sociais. Este trabalho pretende

adotar uma estratégia semelhante a de [71], fazendo ajustes nas predições durante o jogo,

baseados nos eventos que acontecem durante o jogo, como gols, cartões, ataques, chutes a

gols, escanteios, etc.

Em relação à predição pré-jogo, o número de estudos para predições para "outros al-

vos"também é reduzido. Gomes et al. [42] apresentou um modelo para predição da quanti-

dade de gols e de escanteios em uma partida. Boshnakov et al. [72] criou um modelo para

avaliar se as partidas teriam mais ou menos que 2.5 gols. Owen [73] buscou prever se uma

partida terminaria empatada sem gols. O presente trabalho além de focar na predição de

resultados, pretende abordar um "outro alvo". Nesse caso, serão realizadas predições para

a seguinte pergunta: "Ambas as equipes irão marcar?". Essa questão foi escolhida devido a

sua popularidade no mercado de apostas esportivas e por não ter sido explorada por nenhum

outro trabalho até o momento.

Na questão das técnicas de modelagem preditiva, percebe-se uma grande variação nas

técnicas para modelagem de predição. Alguns trabalhos apresentam uma única técnica, como

[68; 69; 60], enquanto outros privilegiam a comparação entre algumas delas, como [63;

53].

Neste trabalho, são aplicadas técnicas de aprendizagem de máquina que apresentaram

resultados promissores em trabalhos anteriores, como Gradient Boosting, Naive Bayes e

Regressão Logística para analisar qual(is) delas é(são) mais adequada(s) aos problemas pro-

postos. Nesse caso específico, os classificadores baseados em Poisson são reconhecidamente

bons baselines. Assim, os trabalhos de Maher [74], Dixon & Coles [75] e Rue & Salvesen

[76] são usados como baselines.

No caso da predição em tempo real, a frequência acumulada de eventos ocorridos nas

partidas (gols, chutes, escanteios, etc.) e as chances de cada equipe durante o jogo podem ser

vistas como múltiplas séries temporais. Dessa forma, além de técnicas de aprendizagem de
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máquina tradicionais, também são investigadas técnicas de redes neurais complexas, como

LSTM, FCN e InceptionTime, apropriadas para classificação de séries temporais.

3.1.3 Avaliação dos Modelos

A grande maioria dos estudos avaliam seus modelos em termos de acurácia ou RPS - Ran-

ked Probability Score, comparando suas predições com os resultados reais. Apesar desse

procedimento padrão ser importante, as análises desses trabalhos não mostram se a técnica

desenvolvida é superior a outras existentes.

É bem verdade que a comparação entre trabalhos é muitas vezes inviável, pois cada tra-

balho utiliza campeonatos e temporadas diferentes para predição. Constantinou [14] mostrou

que não seria justo fazer comparações desse tipo, dado que cada campeonato tem um certo

grau de preditibilidade. Dessa forma, trabalhos como o de Martins [43] que compara a acu-

rácia do seu classificador com outros modelos, gerados a partir de dados de campeonatos

distintos, têm relevância limitada.

Nesse cenário, é importante que os trabalhos façam comparações entre as técnicas a partir

de um mesmo ambiente (conjunto de treino e teste), como feito, por exemplo, em Ulmer [77],

Hucaljuk & Rakipović [52] e Joseph [78].

Além da comparação entre modelos, outra forma de avaliação importante é a compara-

ção com o mercado de apostas. Hubáček [15] define as casas de apostas como um "limite

superior"para a qualidade de predição, dado que o mercado tem diversos tipos de informação

disponível sobre as partidas, como escalações, desempenho, importância da partida, moral

das equipes no momento, entre outros. Dessa forma, um modelo que ultrapasse esse limite

poderá ser capaz de gerar lucros sistemáticos no mercado de apostas.

Nesse cenário, comparar os modelos preditivos com as predições dos mercados de apos-

tas pode indicar até que ponto o modelo é realmente útil, como também pode permitir a

identificação de possíveis ineficiências do mercado. Trabalhos como Constantinou [14] e

Hubáček [15] realizaram comparações com os mercados de apostas para avaliação de seus

modelos.

Assim, a abordagem proposta neste trabalho faz comparações entre diferentes técnicas

de modelagem sobre um mesmo ambiente (conjunto de treino e teste) e compara as pre-
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dições desses modelos com as predições do mercado de apostas em termos de acurácia e

lucratividade.

Na Tabela 3.2, pode-se observar quais estratégias de avaliação são adotadas pelos traba-

lhos relacionados. São raros os trabalhos que fazem comparações com outros existentes, pre-

valecendo assim a comparação entre técnicas dentro do mesmo trabalho. Percebe-se também

uma preocupação dos trabalhos mais recentes em comparar seus modelos com as predições

do mercado. Há ainda, trabalhos que não fizeram nenhum tipo de comparação com qualquer

baseline, avaliando seu modelo apenas de forma argumentativa.

3.2 Avaliação do Mercado de Apostas Esportivas

O estudo de eficiência de mercados é bastante comum na área econômica. Por definição ge-

ral, a hipótese do mercado eficiente afirma que o mercado é eficiente se uma pessoa (agente)

não consegue alcançar continuamente retornos maiores que a média do mercado, conside-

rando as informações públicas disponíveis no momento em que os investimentos são rea-

lizados [22]. Analogamente, no âmbito das apostas esportivas, pode-se inferir que, se um

apostador consegue ter lucros consistentes com as cotações oferecidas pelo mercado, então

o mercado não é eficiente. Em outras palavras, sabe-se que as cotações disponibilizadas

pelo mercado carregam as probabilidades implícitas para um evento, porém, em um cenário

de mercado ineficiente, essas probabilidades não estariam representando adequadamente as

chances das equipes nas partidas.

Para os economistas, os mercados de apostas esportivas são considerados, por diversas

razões, um excelente domínio para a realização de testes de eficiência de mercado. Primei-

ramente, assim como os mercados financeiros, os de apostas esportivas também são carac-

terizados pela incerteza e pelo elevado número de agentes com diferentes níveis de conhe-

cimento, com alto poder financeiro e com acesso a informações abundantes. Em segundo

lugar, os mercados de apostas têm algumas características particulares que facilitam a avali-

ação de sua eficiência: a chegada da informação é extremamente clara e recebida por todos

os agentes ao mesmo tempo, além dos resultados finais serem conhecidos em um limitado e

curto espaço de tempo [96].

Ainda não há um consenso sobre a eficiência do mercado de apostas esportivas [96].
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Campeonatos
[76] Rue e Salvesen, 2002 X X X Inglês
[56] Tsakonas et al., 2002 X X X X Ucraniano
[79] Cheng et al., 2002 X X X X Italiano
[64] Crowder et al., 2002 X X Inglês
[80] Goddard e Asimakopoulos, 2004 X X X X X X Inglês
[81] Forrest et al., 2005 X X X X X X Inglês
[57] Rotshtein et al., 2005 X X Finladês
[82] Goddard, 2005 X X X X X Inglês
[78] Joseph et al., 2006 X X X X X Inglês
[83] Aslan e Inceoglu, 2007 X X X X Italiano
[84] Min, 2008 X X X X X Copa do Mundo
[55] Baio e Blangiardo, 2010 X X Italiano
[45] Leitner et al., 2010 X X X UEFA Euro
[20] Hvattum et al., 2010 X X X X Inglês
[41] Huang e Chang, 2010 X X Copa do Mundo
[58] Alves et al., 2011 X X Brasileiro
[52] Hucaljuk e Rakipović, 2011 X X X X Champions League
[35] Constantinou, 2012 X X X X X X Inglês
[63] Odachowski e Grekow, 2012 X X Indefinido/Variado
[69] Cui et al., 2013 X X X X X Inglês
[85] Constantinou et al., 2013 X X X X X X Inglês
[60] Arabzad et al., 2014 X X X Iraniano
[68] Igiri, 2015 X Inglês
[49] Le e Flammini, 2015 X X X X Indefinido/Variado
[48] Dobravec, 2015 X X X Copa do Mundo
[86] Kopman e Lit, 2015 X X X X Inglês
[42] Gomes et al., 2016 X X X X X Indefinido/Variado
[53] Tüfekci, 2016 X X X Turco
[51] Prasetio e Harlili, 2017 X X X X Inglês
[54] Hvattum, 2017 X X X X X 4 Ligas Nacionais
[43] Martins et al., 2017 X X X 4 Ligas Nacionais
[72] Boshnakov et al., 2017 X X X X X Inglês
[73] Owen, 2017 X X X X Escocês
[14] Constantinou, 2018 X X X X X 52 Ligas Nacionais
[15] Hubáček et al., 2018 X X X X X 52 Ligas Nacionais
[87] Cho et al., 2018 X X X Champions League
[66] Esme e Kiran, 2018 X X X X X X Turco
[50] Brown et al., 2018 X X X Inglês
[88] Hervert-Escobar et al., 2018 X X X Indefinido/Variado
[89] Robberechts e Davis, 2018 X X X Copa do Mundo
[90] Schauberger e Groll, 2018 X X X X X X Copa do Mundo
[91] Egidi et al., 2018 X X X X 4 Ligas Nacionais
[92] Koopman e Lit, 2019 X X X 10 Ligas Nacionais
[71] Robberechts et al., 2019 X X X X 20 Ligas Nacionais
[93] Baboota e Kaur, 2019 X X X X X X Inglês
[94] Stübinger et al, 2020 X X X 15 Ligas Nacionais
[95] Arntze e Hvattum, 2020 X X Inglês

Este trabalho X X X X X Variado

Tabela 3.1: Tabela Comparativa de Trabalhos Relacionados (Conjunto de Dados)
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[76] Rue e Salvesen, 2002 X X X
[56] Tsakonas et al., 2002 X X X X X
[79] Cheng et al., 2002 X X X X
[64] Crowder et al., 2002 X X X X
[80] Goddard e Asimakopoulos, 2004 X X X
[81] Forrest et al., 2005 X X X
[57] Rotshtein et al., 2005 X X X X X
[82] Goddard, 2005 X X X X
[78] Joseph et al., 2006 X X X X X
[83] Aslan e Inceoglu, 2007 X X X X X
[84] Min, 2008 X X X X
[55] Baio e Blangiardo, 2010 X X
[45] Leitner et al., 2010 X X X X
[20] Hvattum et al., 2010 X X X X
[41] Huang e Chang, 2010 X X
[58] Alves et al., 2011 X X
[52] Hucaljuk e Rakipović, 2011 X X X X X X X
[35] Constantinou, 2012 X X X
[63] Odachowski e Grekow, 2012 X X X X X
[69] Cui et al., 2013 X X X X
[85] Constantinou et al., 2013 X X X
[60] Arabzad et al., 2014 X X
[68] Igiri, 2015 X X
[49] Le e Flammini, 2015 X X X X X
[48] Dobravec, 2015 X X X X X
[86] Kopman e Lit, 2015 X X
[42] Gomes et al., 2016 X X X X X X X
[53] Tüfekci, 2016 X X X X X
[51] Prasetio e Harlili, 2017 X X
[54] Hvattum, 2017 X X X X
[43] Martins et al., 2017 X X X X X X X X
[72] Boshnakov et al., 2017 X X X
[73] Owen, 2017 X X X
[14] Constantinou, 2018 X X X
[15] Hubáček et al., 2018 X X X X
[87] Cho et al., 2018 X X X X X X X
[66] Esme e Kiran, 2018 X X X X
[50] Brown et al., 2018 X X X X
[88] Hervert-Escobar et al., 2018 X X
[89] Robberechts e Davis, 2018 X X X X X X
[90] Schauberger e Groll, 2018 X X X X X
[91] Egidi et al., 2018 X X X X X
[92] Koopman e Lit, 2019 X X X X
[71] Robberechts et al., 2019 X X X X X X
[93] Baboota e Kaur, 2019 X X X X X
[94] Stübinger et al, 2020 X X X X X X X
[95] Arntze e Hvattum, 2020 X X X X X X

Este trabalho X X X X X X X X X

Tabela 3.2: Tabela Comparativa de Trabalhos Relacionados (Predição e Avaliação)
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Na predição pré-jogo, especificamente, trabalhos como Spann & Skiera [97] concluem que

o mercado apresenta elevado grau de eficiência, a partir da análise de 837 jogos do Cam-

peonato Alemão. Por outro lado, Kaunitz et al. [98] define o mercado como ineficiente,

apresentando uma estratégia lucrativa que utiliza as divergências entre as próprias casas de

apostas. Deutscher et al. [99] apresentou uma estratégia lucrativa, analisando o começo das

temporadas de equipes recém-promovidas no Campeonato Alemão. A estratégia utilizada

sugere que as casas de apostas subestimam a capacidade dessas novas equipes no início das

temporadas. Wheatcroft [100] apresentou uma estratégia para o mercado over/under, que

obteve um lucro médio de cerca de 0,8 por cento por aposta feita ao longo de doze anos,

usando estatísticas de chutes a gols e escanteios (e não gols) como entradas.

Este trabalho, pretende analisar a eficiência do mercado, sob duas perspectivas, denota-

das por Lobão & Rolla [96] como: eficiência estatística e eficiência econômica. Na eficiência

estatística, pretende-se observar até que ponto as cotações do mercado constituem boas pre-

visões para os resultados finais. Essa avaliação pode ser feita comparando a predição do

mercado de apostas com as predições dos modelos preditivos. Na eficiência econômica,

pretende-se identificar se o comportamento histórico das cotações apresenta alguma ine-

ficiência, ou seja, se existem estratégias que conseguem gerar rentabilidades sistemáticas

positivas.

Dessa forma, pode-se discutir as implicações deste trabalho sob duas perspectivas. A

primeira é a perspectiva estatística. Se o mercado for eficiente estatisticamente, os modelos

criados a partir de dados históricos das partidas não conseguirão superar as predições do

mercado. A segunda é a perspectiva econômica. Se o mercado for eficiente economicamente,

não é possível criar nenhuma estratégia lucrativa, com o auxílio dos modelos criados.

Essa segunda perspectiva tem um foco específico para o comportamento das cotações.

Alguns trabalhos estão voltados para analisar como o mercado se ajusta às informações dis-

poníveis sobre o jogo, discutindo a eficiência do mercado. Essas análises são tradicional-

mente feitas para as predições antes do jogo, mas, com a recente popularização das bolsas

de apostas, novos estudos estão surgindo para avaliar a eficiência do mercado durante as

partidas.

Croxson & Reade [101], por exemplo, usaram dados das cotações da Betfair para testar

a hipótese de eficiência. Esse trabalho foca nos gols marcados nos últimos cinco minutos
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antes do fim do primeiro tempo. Dado que no intervalo de uma partida não há nenhum

evento significante, esse seria o cenário ideal para verificar se o mercado levaria tempo para

se ajustar a informação do gol. O estudo concluiu que o mercado reage de forma rápida e

eficiente.

Dados da Betfair também foram usados por Choi & Hui [67] para testar a hipótese de

que os apostadores tendem a reagir de forma moderada às informações que são esperadas e

de forma exagerada às informações surpreendentes. Nesse trabalho, os autores analisaram

o ajuste das cotações após o primeiro gol marcado em cada partida. O nível de "surpresa"é

dado pela diferença entre as chances das duas equipes na partida. Assim, observando as

cotações dois minutos após cada gol marcado, verificou-se que, quando o gol era "esperado",

o número esperado de vitórias para os favoritos é maior do que o número observado; ao

mesmo tempo que o número de vitórias esperado foi menor que o número observado, quando

o primeiro gol foi uma surpresa.

Richard & Vecer [102] também aponta ineficiência do mercado. Eles avaliam especifi-

camente estratégias de apostas durante partidas da Premier League. Eles demonstram como

a maximização de uma função logaritmica pode ser útil para realização de trades durante as

partidas, explorando potenciais discordâncias de opiniões do mercado.

Nesse contexto, este trabalho avalia, especificamente, se técnicas de aprendizagem são

viáveis para aprender o comportamento das cotações das casas de apostas de acordo com os

eventos ocorridos em uma partida. Encontrar reações inadequadas do mercado são gatilhos

para inferir ineficiência de mercado e consequentemente pode servir de base para a adoção

de estratégias lucrativas.

3.3 Considerações Finais

Neste capítulo foram discutidos os trabalhos relacionados a proposta deste trabalho. Foram

apresentados os pontos fortes e as limitações da literatura, a partir de uma revisão sistemática

contendo 47 trabalhos. Por fim, avaliou-se como a modelagem preditiva tem impactado os

trabalhos sobre eficiência de mercado. Como resultado, foi detectada a carência de trabalhos

na predição em tempo real. No próximo capítulo, serão apresentadas as etapas do processo

de modelagem executadas por este trabalho.



Capítulo 4

Predição de Ambos Marcam

Neste capítulo, será detalhado o método proposto por este trabalho para prever, antes da par-

tida iniciar, se ambas as equipes marcarão gols. No mercado de apostas, esse tipo de predição

também é conhecido como "ambas marcam". A predição de ambas marcam corresponde a

uma classificação binária. Sendo assim, a variável-alvo pode assumir dois valores: sim, caso

ambas as equipes marquem gols na partida, ou não, caso contŕario.

O capítulo está dividido como segue. Primeiramente, são apresentados os conjuntos de

dados coletados para o problema. Em seguida, são descritas as etapas de pré-processamento

de dados (feature engineering) e apresentado o conjunto de dados final usado para a mo-

delagem de predição de ambas marcam. A seguir, são detalhados os classificadores e os

experimentos executados, como também discutidos os resultados obtidos. Por fim, são apre-

sentadas as conclusões e considerações finais sobre o capítulo.

4.1 Coleta de Dados

O conjunto de dados desta pesquisa é formado por dados coletados no BetExplorer.com

[103], site que indexa as odds das principais casas de apostas, referentes às partidas de di-

versos campeonatos.

Foram coletados dados de partidas de 6 (seis) temporadas (2013-2019), de 9 (nove) ligas

nacionais importantes mundialmente. Todas as ligas possuem formatos de disputa idênticos,

nos quais as equipes se enfrentam em dois turnos (jogos de ida e volta). São elas: Premier

League (Inglaterra A), La Liga (Espanha A), Serie A (Itália A), Bundesliga A (Alemanha A),

48
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Ligue 1 (França A), Primeira Liga (Portugal A), Eredivisie A (Holanda A), Brasileirão Série

A (Brasil A) e Brasileirão Série B (Brasil B).

Para cada campeonato, foram coletados os seguintes dados:

• Partidas disputadas: identificação do time da casa, identificação do time visitante,

gols marcados pelo time da casa, gols marcados pelo time visitante, data do jogo, ano

da temporada e nome do campeonato;

• Cotações das casas de apostas para as partidas: cotações de 19 casas de apostas

para o mercado Money Line (Resultados de partidas) e Both Teams to Score (Ambas

Marcam);

A Tabela 4.1 apresenta algumas estatísticas sobre o conjunto de dados coletado.

Campeonato # Jogos # Odds BTTS # Odds ML

Brasil A 2.280 32.043 46.769

Brasil B 2.280 29.215 46.587

Portugal A 1.770 26.154 36.500

França A 2.280 34.406 47.754

Inglaterra A 2.280 36.130 47.938

Espanha A 2.280 34.618 47.806

Itália A 2.280 34.556 47.832

Alemanha A 1.836 27.914 38.484

Holanda A 1.836 26.647 37.654

Total 19.122 281.683 39.7324

Tabela 4.1: Estatísticas do Conjunto de Dados (# Jogos = Número de Jogos; # Odds BTS

= Número de odds do Mercado Both Team To Score; # Odds ML = Número de odds do

Mercado Money Line)

4.2 Pré-Processamento de Dados

Após a coleta de dados, a extração de atributos (feature engineering) é uma etapa indis-

pensável para o sucesso de muitas técnicas de aprendizagem de máquina. Nesta seção, são
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detalhadas as etapas do processo de criação de novos atributos para a tarefa de predição de

ambos marcam.

4.2.1 Atributos de Desempenho

Em predições de futebol, o desempenho dos times nas partidas anteriores é considerado

um dos fatores-chave para determinar o desempenho no próximo jogo. Uma das formas de

medir o desempenho das equipes é a partir dos atributos da tabela de classificação de um

campeonato no instante anterior à partida cujo resultado será predito. Esses dados podem ser

extraídos a partir dos dados das partidas disputadas. Dessa forma, em um primeiro ciclo,

foram extraídos os dados das tabelas de classificação de cada time, ao longo de uma tem-

porada, após cada rodada. Os dados extraídos foram: número de pontos, vitórias, empates,

derrotas, gols marcados, gols sofridos e partidas realizadas.

Considerando que estudos anteriores apontam que o desempenho das equipes é afetado

pelo "fator casa", os locais das partidas também foram levados em consideração. Sendo

assim, foram extraídas três visões das tabelas de classificação: uma considerando apenas os

jogos como mandante, outra como visitante e outra considerando a classificação geral. Neste

trabalho, esse novo grupo de atributos é chamado de Atributos de Desempenho.

Sabe-se que algumas técnicas de aprendizagem de máquina trabalham melhor quando

recebem dados normalizados ou padronizados. Também é notório que, no futebol, devido

a ajustes de calendário, alguns times podem ter disputado mais partidas que outros em al-

gum momento do campeonato. Nesse contexto, considerar os atributos extraídos no formato

original seria injusto, pois um time poderia ter pontuação maior que outro, apenas por ter

disputado mais partidas. Dessa forma, os atributos previamente extraídos foram transfor-

mados em médias, ou seja, cada variável teve seu valor dividido pela quantidade de jogos

disputados. Assim, o atributo "número de vitórias"foi transformado em "média de vitórias

por partida", o atributo "gols marcados"em "média de gols marcados por partida", e assim

sucessivamente.
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4.2.2 Atributos Sequenciais

Embora os atributos de desempenho representem um conhecimento importante sobre o histó-

rico das equipes, eles não incluem informações sobre a sequência dos eventos. Por exemplo,

será que uma equipe, após marcar gol em uma partida, tem mais chance de continuar mar-

cando na próxima? Ou será que essa chance diminui? Dado que o objetivo da predição é

saber se ambas as equipes vão marcar, decidiu-se verificar se esses padrões sequenciais po-

dem melhorar a predição dos classificadores. Para fazer essa modelagem, foram utilizadas

cadeias de Markov (ver Seção 2.1.6).

Dois tipos de cadeia foram construídas para cada time: uma para avaliar os gols marcados

e outra para avaliar os gols sofridos. Considerando que essa cadeias são bastante semelhan-

tes, será apresentado o funcionamento de apenas uma. A outra cadeia funciona de forma

análoga.

Considere, então, a construção da cadeia para modelar a sequência de partidas com gols

marcados. Essa cadeia tem 2 (dois) estados possíveis: s (quando o time marca pelo menos

um gol) e n (quando o time não marca gols). O desempenho no primeiro jogo do campeo-

nato define o estado inicial da cadeia. A partir daí, a cada nova partida disputada, a cadeia

atualiza as probabilidades de suas transições para refletir a nova informação recebida, ou

seja, as probabilidades representam o aprendizado da cadeia, a cada rodada. A Figura 4.1

exemplifica o formato dessa cadeia, no qual:

• Os estados correspondem aos possíveis eventos (Sim ou Não);

• P (s, s) é a probabilidade do time marcar pelo menos um gol, dado que isso aconteceu

na partida anterior;

• P (s, n) é a probabilidade do time não marcar gols, dado que ele tenha marcado pelo

menos um gol na partida anterior;

• P (n, n) é a probabilidade do time não marcar gols, dado que não tenha marcado gols

na partida anterior;

• P (n, s) é a probabilidade do time marcar pelo menos um gol, dado que não tenha

marcado gols na partida anterior.
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s nP (s)

P (s, n)

P (n, n)

P (n, s)

Figura 4.1: Estrutura da cadeia de Markov para capturar padrões sequenciais nos resultados

das partidas disputadas por um time.

O objetivo dessa modelagem é utilizar o estado atual e as probabilidades das transições

como atributos para as técnicas de aprendizagem de máquina. Assim como nos atributos de

desempenho, os locais das partidas também foram levados em consideração. Logo, foram

construídas três cadeias para cada um dos tipos (gols marcados e gols sofridos): uma para

os jogos em casa, outra para os jogos como visitante e outra para todos os jogos; totali-

zando seis cadeias. Neste trabalho, esse novo conjunto de atributos é chamado de Atributos

Sequenciais.

4.2.3 Atributos do Mercado

Sabendo que as odds (cotações) do mercado representam implicitamente probabilidades,

pode-se transformar essas cotações em valores padronizados entre 0 e 1. Para esse fim,

basta dividir 1 (um) pelo valor de cada odd. Em seguida, é necessário remover o overround

visando extrair a real probabilidade definida por cada casa de apostas. Para isso foi utilizado

o método de Shin [38] (ver Seção 2.3.3).

Uma vez estimadas as probabilidades reais para cada casa de apostas, pode-se extrair

os atributos que representam a opinião geral do mercado. Para esse fim, foram extraídos

quatro atributos para cada resultado: a probabilidade máxima (max), a probabilidade mí-

nima (min), a probabilidade média (avg) e o desvio padrão (std). Formalmente, considere

A = {a1, a2, ..., an} o conjunto de probabilidades extraídas de n casas de apostas para um

determinado resultado, logo a extração do novos atributos é dada por max(A), min(A),

avg(A) e std(A). Neste trabalho, esse conjunto de atributos é denominado Atributos do

Mercado.
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4.2.4 Conjunto de Dados Final

A Tabela 4.2 apresenta o conjunto final de atributos usados para a tarefa de predição de

ambas marcam, que incluem atributos de desempenho, atributos sequenciais e atributos

de mercado.

Atributos de desempenho Atributos sequenciais Atributos de mercado

Nº Jogos disputados (em casa) pss - para marcar gols (em casa) BTTS - Prob. Sim (avg)

Média de vitórias (em casa) psn -para marcar gols (em casa) BTTS - Prob. Não (avg)

Média de empates (em casa) pns - para marcar gols (em casa) ML - Prob. Time da casa (avg)

Média de derrotas (em casa) pnn - para marcar gols (em casa) ML - Prob. Time visitante (avg)

Média de gols marcados (em casa) pss - para sofrer gols (em casa) ML - Prob. empate (avg)

Média de gols sofridos (em casa) psn - para sofrer gols (em casa) BTTS - Prob. Sim (mac)

Média de pontos por partida (em casa) pns - para sofrer gols (em casa) BTTS - Prob. Não (max)

Média de jogos marcando gols (em casa) pnn - para sofrer gols (em casa) ML - Prob. Time da casa (max)

Média de jogos sofrendo gols (em casa) pss - para marcar gols (visitante) ML - Prob. Time visitante (max)

Nº de jogos disputados (Visitante) psn - para marcar gols (visitante) ML - Prob. empate (max)

Média de vitórias (Visitante) pns - para marcar gols (visitante) BTTS - Prob. Sim (min)

Média de empates Visitante) pnn - para marcar gols (visitante) BTTS - Prob. Não (min)

Média de derrotas (Visitante) pss - para marcar gols (visitante) ML - Prob. Time da casa (min)

Média de gols marcados (Visitante) psn - para sofrer gols (visitante) ML - Prob. Time da visitante (min)

Média de gols sofridos (Visitante) pns - para sofrer gols (visitante) ML - empate (min)

Média de pontos por partida (Visitante) pnn -para sofrer gols (visitante) BTTS - Prob. Sim (std)

Média de jogos marcando gols (Visitante) Estado atual (em casa) BTTS - Prob. Não (std)

Média de jogos sofrendo gols (Visitante) Estado atual (visitante) ML - Prob. Time da casa (std)

ML - Prob. Time Visitante (std)

ML - Prob. empate (std)

Tabela 4.2: Conjunto final de atributos utilizados para a tarefa de predição de ambas marcam

4.3 Classificadores

Nesta seção, serão apresentados os classificadores utlizados neste trabalho e a motivação

para essas escolhas.

4.3.1 Classificador baseado em classe majoritária

Uma abordagem simples para prever se ambas as equipes marcarão em uma partida é iden-

tificar a distribuição geral dos resultados para cada campeonato. Se a maioria das partidas,

no conjunto de treinamento, terminar com ambas as equipes marcando, o classificador prevê
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sim; caso contrário, não. Neste trabalho, esse modelo é identificado como Classificador de

Classe Majoritária (CCM). Para definir qual a classe majoritária para cada campeonato,

basta analisar a distribuição dos resultados para ambas marcam (sim ou não). A Figura 4.2

mostra as distribuições para sim considerando todos os campeonatos (lado esquerdo) e por

campeonato (lado direito).

Considerando todos os campeonatos, obseva-se que 50, 61% das partidas terminaram

com ambas as equipes marcando. Embora haja uma pequena tendência para sim, a diferença

em relação a classe não é estatisticamente significativa (a Tabela B.1 do Apêndice apresenta

os valores do teste t).
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Figura 4.2: Distribuição de jogos que terminaram com ambas as equipes marcando, consi-

derando todos os campeonatos combinados (a) e os campeonatos individualmente (b).

Em relação às distribuições por campeonato, nota-se que nos campeonatos Itália A, Ale-

manha A, Holanda A, a classe majoritária é sim (ambas equipes marcam), enquanto em

Brasil A e Portugal A, a classe majoritária é não. Para os campeonatos França A, Inglaterra

A, Espanha A, Brasil B, não há diferença estatística significativa, o que é confirmado pelo al-

tos valores de p-values. Porém, para efeitos de predição, o CCM segue a classe majoritária,

independente da significância do teste, ou seja, para França A e Inglaterra A, ele prevê não

e para Espanha A e Brasil B, prevê sim.

Essas diferenças observadas nas distribuições, ainda que sutis, fornecem evidências de

que um modelo que segue estritamente a classe majoritária (também conhecido como regra

zero) pode fornecer melhores previsões do que um modelo aleatório. Dessa forma, esse clas-

sificador deve servir com uma linha de base ou limite inferior para o problema. É esperado

que modelos mais sofisticados sejam capazes de superá-lo.
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4.3.2 Classificadores baseados em Distribuição de Poisson

Classificadores baseados em modelos de Poisson têm sido amplamente usados para prever

o número de gols em partidas de futebol e têm servido como uma boa linha de base para

diversos trabalhos relacionados, como [104], [86], [72], [92]. Embora não tenham sido

projetados para o problema de predição de ambos marcam, eles fazem a predição de gols,

ou seja, podem facilmente ser ajustados para prever as probabilidades para ambos marcam.

O modelo padrão que serve de base para vários outros é o proposto por Maher [74]. A

premissa central desse modelo é que o número de gols previstos para a equipe da casa e

equipe visitante em uma determinada partida são variáveis independentes de Poisson, cujas

médias são determinadas pelas respectivas qualidades de ataque e defesa de cada equipe.

Formalmente, considerando h o time da casa, v o time visitante, X e Y o número de gols

marcados por cada um respectivamente, então:

X ∼ Poisson(αh βv γ)

Y ∼ Poisson(αv βh)

no qual X e Y são independentes, αi, βi > 0, ∀i ∈ (h, v), αi mede a força de ataque, βi

mede a força de defesa e γ > 0 é um parâmetro que se refere ao fator casa 1. Neste trabalho,

esse modelo é identificado como Classificador de Maher (CMH).

Em [75] é apresentada uma melhoria para o modelo proposto por [74]. Os autores mos-

traram que o modelo não é totalmente adequado para prever partidas com poucos gols e

introduziram um parâmetro de dependência para os seguintes resultados da partida: 0 − 0,

1− 0, 0− 1 e 1− 1. Além disso, eles também propuseram duas funções de ponderação para

dar mais importância aos jogos mais recentes. Neste trabalho, esse modelo é identificado

como Classificador de Dixon e Coles (CDC).

Em [76] é apresentada uma extensão para o framework de [75]. Os autores desenvol-

veram um modelo linear generalizado dinâmico Bayesiano para atualizar as estimativas dos

parâmetros ao longo do tempo usando o método de Monte Carlo via Cadeias de Markov

(MCMC). Neste trabalho, esse modelo é identificado como Classificador de Rue e Salve-

sen (CRS).

1fator casa é um fator que representa uma força adicional para o time que joga em casa
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Para todos os classificadores supracitados, é possível obter uma predição em formato

de matriz S ∈ R
a×b, em que os índices a, b representam os placares da partida, sendo a

os números de gols do time da casa e b, do time visitante. Os valores da matriz são as

probabilidades de cada resultado possível da partida. Assim, a previsão dos classificadores

para o problema de ambas marcam pode ser definida da seguinte forma:

Pnao = S[0, 0] + S[0, 1] + S[1, 0]

Psim = 1− Pnao

4.3.3 Classificadores de aprendizagem de máquina

Neste trabalho são avaliados três classificadores de aprendizagem de máquina: Gaussian

Naive Bayes (GNB), Logistic Regression (RLO) e Gradient Boosting (XGB). Esses classi-

ficadores são usados para predição em uma ampla gama de domínios complexos, incluindo

futebol, conforme detalhado no Capítulo 3.

4.3.4 Classificadores baseados no mercado

Neste trabalho, são definidos dois classificadores baseados nas cotações do mercado de apos-

tas: o Classificador baseado na média de Mercado (CMM) e o Classificador baseado na

casa de apostas mais justa (CCJ).

O CMM prevê com base na opinião média de 19 casas de apostas, ou seja, define as

probabilidades para sim e não de acordo com os atributos BTTS - Prob. Sim (avg) e BTTS

- Prob. Não (avg) do conjunto de dados. Esse é um forte preditor sob a hipótese de efici-

ência do mercado. Assumindo a hipótese de mercado eficiente [105], nenhum apostador ou

classificador pode vencer o mercado no longo prazo, consequentemente, esse classificador

representa um limiar superior para os desempenhos de outros classificadores.

Para a construção do CCJ, foi analisado qual casa de apostas tem a menor média de bo-

oksum (a soma das probabilidades implícitas - ver Seção 2.3.2) no conjunto de treinamento.

Espera-se que uma casa de apostas com baixo booksum seja um opção melhor para apostar,

dado que as odds serão mais justas. Dessa forma, apostar contra ele pode permitir maiores

oportunidades de lucro (mais detalhes são mostrados na Seção 4.5).
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A Figura 4.3 mostra que a casa de apostas 1xBet apresenta o booksum mais baixo, ou

seja, o 1xBet parece oferecer cotações mais justas quando comparada com outras casas de

apostas. Desta forma, CCJ prevê baseado estritamente nas probabilidades de 1xBet.
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Figura 4.3: Média do Booksum das casas de apostas.

4.4 Experimentos

Nesta seção, são apresentados os detalhes dos experimentos a fim de reponder as seguintes

questões de pesquisa:

1. PP1: Quão difícil é o problema de predição de ambas marcam?

2. PP2: Os classificadores avaliados são capazes de superar as casas de apostas?

3. PP3: Os classificadores são úteis para desenvolver estratégias de apostas lucrativas?

Para responder às questões PP1 e PP2, foi examinado o desempenho dos classificadores

definidos na seção anterior. Para responder à questão PP3, foi analisado o desempenho de

diferentes estratégias de apostas com base nas previsões desses mesmos classificadores.
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4.4.1 Divisão do Conjunto de Dados

Inicialmente, o conjunto de dados foi dividido em 66, 67% das instâncias para treinamento

e as 33, 33% restantes para teste, ou seja, o conjunto de treinamento contém partidas das

primeiras quatro temporadas (2013-2016), enquanto o conjunto de teste contém partidas

das duas últimas temporadas (2017-2018). Para todos os experimentos, os classificadores

foram treinados usando a estratégia de janela crescente [106], ou seja, em cada iteração,

as instâncias de teste da iteração anterior são adicionadas como instâncias de treinamento e

usadas para prever a próxima janela de tempo. No caso deste trabalho, após cada rodada,

as partidas avaliadas do conjunto de teste são adicionadas ao conjunto de treinamento para a

previsão da próxima rodada, ou seja, todos os classificadores são retreinados a cada rodada.

4.4.2 Implementação dos Classificadores

Para implementação dos classificadores baseados em Poisson, CMH, CDC e CRS, foi utili-

zado o pacote goalmodel 2. No caso dos classificadores de aprendizagem de máquina GNB

e LRE foi usado o framework scikit-learn3. Por fim, para o XGB, foi usada a biblioteca

XGBoost4.

4.4.3 Otimização dos Hiperparâmetros

Para ajustar os hiperparâmetros de XGB, foi usada uma pesquisa de grade aleatória (ran-

dom search) com validação cruzada com 5-folds, 100 iterações e os seguintes valores:

n_estimators = [0, 1, 2 ... 998, 999, 1000], max_depth = [1,2,3,4,5], learning_rate =

[0,1, 0,05, 0,01, 0,001], colsample_bytree = [ .6, .7, .8, .9,1], subsample = [.7, .8, .9,1], e

min_child, min_weight = [1, 2, 3, 4].

Os classificadores baseados em Poisson utilizam apenas os placares das partidas como

atributos. Para fins de previsão, é útil pesar a influência de cada resultado da partida, de

forma que as partidas mais antigas tenham menos influência do que as mais recentes. Essa

ponderação é controlada por um parâmetro de tempo ξ. Neste trabalho, o parâmetro tempo ξ

2https://github.com/opisthokonta/goalmodel
3https://scikit-learn.org/stable/
4https://xgboost.readthedocs.io/en/latest/
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foi otimizado considerando o número de dias entre as partidas como unidade de tempo. Para

isso, foram avaliados valores entre 0 e 0, 008 (semelhante ao trabalho de [72]). Por exemplo,

o valor ideal encontrado para o modelo que prevê a primeira rodada da temporada de 2017

foi ξ = 0, 001.

Enquanto os classificadores baseados em Poisson precisam apenas dos placares anterio-

res, os classificadores de aprendizagem de máquina podem ser alimentados com diferentes

conjuntos de atributos. Assim, para esses classificadores, foram realizados experimentos

com diferentes conjuntos de atributos, a fim de avaliar quais desses conjuntos apresentam

melhor desempenho.

No primeiro experimento, foram usados apenas atributos derivados dos resultados das

partidas, ou seja, Atributos de desempenho e Atributos sequenciais. No segundo experi-

mento, foram usados apenas recursos derivados das cotações das casas de apostas, ou seja,

Features de Mercado. Por fim, no terceiro experimento, foram usados todos os atributos

disponíveis. Neste trabalho, para distinguir cada combinação entre um classificador e um

conjunto de atributos, foi adicionado ao rótulo do classificador um sublinhado seguido por

uma letra maiúscula que identifica o grupo de atributos usado. Por exemplo, para o clas-

sificador GNB temos respectivamente: GNB_P (Atributos de desempenho e sequenciais),

GNB_M (Atributos de mercado) e GNB_A (Todos os atributos disponíveis). A mesma ló-

gica é usada para RLO e XGB. O conjunto de dados, código-fonte e documentação podem

ser encontrados no Github 5.

4.4.4 Métricas de Avaliação

Para responder as questões de pesquisa PP1 e PP2, foi avaliado em termos de acurácia (ACC)

e Brier Score (BRS) o desempenho de cada modelo. A acurácia é a porcentagem de previsões

corretas, enquanto o Brier Score mede o desempenho do modelo na previsão da probabili-

dade de cada classe. Neste trabalho, todas as probabilidades são expressas como porcenta-

gens. Formalmente, considerando N o número de jogos, m uma instância de um jogo, ŷm a

probabilidade prevista pelo classificador para ambas marcam e om o resultado real (0 se não

acontecer; 1, caso contrário), pode-se definir o Brier Score formalmente como:

5https://github.com/igormago/doutorado
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BRS =
1

N

N
∑

m=1

(ŷm − om)
2 (4.1)

Para a questão de pesquisa PP3, os modelos foram avaliados em termos de lucratividade

(LUC) e Retorno do Investimento (RoI). A lucratividade mede quanto dinheiro se ganha ou

perde (saldo) depois de realizar uma aposta com base em uma determinada estratégia. Em

outras palavras, se uma aposta acerta determinado resultado, um lucro é obtido com base nas

probabilidades oferecidas pela casa de apostas. Por outro lado, se a aposta falha, perde-se

todo o valor apostado. Assim, lucratividade pode ser definida como a soma desses ganhos e

perdas, considerando um conjunto de jogos, enquanto o RoI mede o ganho ou a perda obtida

em um conjunto de apostas em relação à quantidade de dinheiro apostado.

4.5 Discussão dos Resultados

Nesta seção, as questões de pesquisa deste trabalho são respondidas e discutidas a partir dos

resultados dos experimentos.

4.5.1 PP1: Quão difícil é o problema de predição de ambas marcam?

Para responder essa questão, pode-se analisar a acurácia de dois classificadores empíricos:

CCM e CMM.

Sob uma perspectiva puramente de eficiência de mercado, não deveria ser possível haver

um preditor melhor do que a própria "opinião"do mercado. Assim, de certa forma, o CMM

pode ser considerado um limite superior, ou seja, não deve ser possível conceber um modelo

preditivo melhor do que ele. Então, comparando CMM, o melhor classificador sob uma

hipótese de eficiência de mercado, com CCM, a linha de base mais simples que se pode

pensar, é possível avaliar a dificuldade do problema, afinal quanto maior a diferença entre os

dois, maior é a previsibilidade da tarefa.

Os resultados mostram que, considerando todas as partidas no conjunto de teste, o CMM

tem uma acurácia de 55, 34% contra 51, 51% de CCM (ver Figura 4.4). Sabendo que ambas

marcam é um problema de classificação binária, é possível observar que o desempenho de

ambos os classificadores é apenas um pouco melhor do que um classificador aleatório que
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teria uma acurácia média de 50%. Além disso, a diferença de desempenho entre CMM e

CCM também é relativamente pequena (menos de 4%), o que indica que pode não haver

muito espaço para melhorias. Portanto, esses resultados fornecem boas evidências de que a

predição de ambos marcam pode ser considerada um problema difícil.

A comparação entre CCM e CMM também pode ser feita considerando os jogos agru-

pados por campeonato (ver Figura 4.4). Nesse cenário, mediante o Teste de Wilcoxon (ver

Tabela B.2 do Apêndice), observa-se que CMM não é significativamente melhor que CCM

nos campeonatos Alemanha A, Holanda A e Espanha A. No Brasil B especificamente, CMM

apresentou desempenho ainda pior do que CCM. Para os outros campeonatos, CMM apre-

sentou desempenho significativamente superior. Esses resultados reforçam a dificuldade do

problema, no qual, em alguns casos, o mercado não consegue superar nem uma abordagem

tão simples como o CCM. Além disso, esses resultados também dão indícios que alguns

campeonatos podem ser mais fáceis de prever do que outros.
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Figura 4.4: Desempenho dos classificadores em termos de acurácia.

4.5.2 PP2: Os classificadores avaliados são capazes de superar as casas

de apostas?

Esta questão de pesquisa visa analisar se os classificadores treinados com informações sobre

partidas de futebol são capazes de fazer previsões mais precisas do que o mercado, represen-

tado neste trabalho pelos classificadores CMM e CCJ. A Figura 4.4 apresenta o desempenho
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Figura 4.5: Desempenho dos classificadores em termos de Brier Score.

dos classificadores em termos de acurácia, enquanto que a Figura 4.5 o representa em termos

de Brier Score.

Primeiramente, pode-se analisar os classificadores quando são alimentados apenas com

dados extraídos do desempenho das equipes, ou seja, quando eles não usam dados de mer-

cado. Nesse cenário, considerando todos os campeonatos RLO_P [ACC: 53, 77, BRS:

0, 2483] e XGB_P [ACC: 53, 69, BRS: 0, 2485] obtiveram um desempenho melhor do que os

outros. No entanto, eles não foram capazes de superar as casas de apostas. Os classificadores

baseados em Poisson, em particular, não foram capazes sequer de superar o CCM.

O baixo desempenho dos classificadores baseados em Poisson pode ser explicado pelo

fato de esses modelos serem dependentes do desempenho individual de cada equipe. Dado

que, a cada nova temporada, novas equipes são promovidas e rebaixadas, algumas equipes

aparecem apenas no conjunto de teste, ou seja, não há informações prévias sobre essas equi-

pes no conjunto de treinamento. A estratégia de avaliação usada (janela crescente) ameniza

o problema, pois, rodada após rodada, esses classificadores aprendem um pouco mais so-

bre os "novos"times, mesmo aqueles que foram promovidos recentemente. No entanto, de

forma geral, o desempenho dos classificadores baseados em Poisson, é inicialmente preju-

dicado pela limitação de dados sobre novas equipes. Nos classificadores de aprendizagem

de máquina esse problema é mitigado, pois eles não aprendem padrões por equipe, indi-

vidualmente, ou seja, mesmo para equipes recém-promovidas, esses classificadores podem
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aproveitar os padrões aprendidos sobre o desempenho de qualquer equipe recentemente pro-

movida, no conjunto de treinamento.

Uma segunda visão do problema é avaliar como os classificadores se comportam quando

alimentados com informações de mercado. Analisando os classificadores de aprendizagem

de máquina quando alimentados apenas com atributos do mercado, é possível observar que

eles tem melhoria no desempenho. Nesse caso, a diferença entre a accurácia dos melho-

res classificadores é bem pequena: XGB_M [ACC: 55.04, BRS: 0, 2462], RLO_M [ACC:

54, 91, BRS : 0, 2459] e GNB_M [ACC: 55.02, BRS: 0, 2596], e não há diferença estatís-

tica entre esses classificadores e CMM [ACC: 54, 91, BRS: 0, 2459]. Uma hipótese para

essa diferença muito pequena é que, se o mercado é eficiente quando os classificadores são

alimentados apenas por informações de mercado, eles acabam reproduzindo o mesmo com-

portamento preditivo do próprio mercado.

Para verificar se isso é verdade, foram calculados os coeficientes de Kappa entre os clas-

sificadores de aprendizagem de máquina e os classificadores de mercado. Esse coeficiente

pode ser usado para descrever o nível de concordância entre os classificadores. Quanto mais

próximo de 1, mais forte é a concordância entre eles. A Figura 4.6 mostra os valores obtidos.

Os resultados confirmam que os classificadores de aprendizagem de máquina quando

alimentados com atributos de mercado têm uma correlação quase perfeita com CMM

(k > 0, 8), enquanto que quando alimentados com características de desempenho têm ape-

nas correlação moderada (0, 4 < k < 0, 6) ou correlação discreta (0, 2 < k < 0, 4). Em

trabalhos futuros, pode-se investigar mais a fundo as características dos jogos nos quais os

classificadores divergiram do mercado, a fim de encontrar eventuais padrões de ineficiência

de mercado.

Por fim, quando são usados todos os atributos disponíveis, os classificadores de apren-

dizagem de máquina não apresentaram melhora significativa em relação aos experimentos

anteriores, o que pode indicar que os atributos de mercado já contém as informações mais

relevantes e, portanto, parecem incorporar todas as informações contidas nos atributos de

desempenho e de padrões sequenciais.

Assim, PP2 pode ser respondido a partir de duas perspectivas. Dado que a diferença en-

tre os melhores classificadores de aprendizagem de máquina e classificadores de mercado é

mínima, pode-se assumir que seus desempenhos são equivalentes. Nesse sentido, a resposta
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Figura 4.6: Coeficiente de Kappa para avaliar a correlação entre as predições dos classifica-

dores.

para PP2 é negativa. Porém, em alguns campeonatos, os classificadores baseados em apren-

dizagem de máquina são tão bons quanto CMM e um pouco melhores que o CCJ, em termos

de Brier Score. Esse resultado fornece indicações de que os classificadores de aprendizagem

de máquina têm uma calibração melhor na previsão das probabilidades BTTS do que CCJ,

o que permitiria criar estratégias lucrativas contra a casa de apostas 1xBet. Assim, nesta

perspectiva, considerando apenas casa de apostas mais justa, a resposta ao PP2 é positiva.

4.5.3 PP3: Os classificadores são úteis para desenvolver estratégias de

apostas lucrativas?
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Figura 4.7: Lucratividade obtida através de diferentes estratégias de apostas: AI, VE and AP

Esta questão de pesquisa tem como objetivo avaliar se os classificadores são úteis para

o desenvolvimento de estratégias lucrativas no mercado de apostas. Para tanto, foram con-
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sideradas três estratégias de apostas denotadas neste trabalho como Apostas ingênuas (AI),

Valor esperado (VE) e Apostas proporcionais (AP). Foi avaliada a aplicação dessas três es-

tratégias para cada um dos classificadores em termos de Lucratividade (LUC) e Retorno do

Investimento (RoI).

AI é uma estratégia direta adotada por apostadores menos experientes que acabam apos-

tando no resultado que acham que vai acontecer, independentemente das odds oferecidas

pelas casas de apostas. Assim, nessa abordagem ingênua, é apostado $1 no resultado (sim ou

não) previsto por um determinado classificador.

Na segunda estratégia, as apostas são feitas de acordo com o Valor esperado (VE). Essa

estratégia leva em consideração a diferença entre a probabilidade definida pelo mercado e

pelo classificador. É uma estratégia amplamente avaliada em trabalhos relacionados, como

[72], [107] e [92]. Formalmente, o valor esperado de uma aposta em uma partida é dado

pela Equação 4.2, onde A representa um determinado resultado (sim ou não), P (A) é a

probabilidade do resultado A de acordo com o classificador e odds(A) é a probabilidade do

mercado para o resultado A. Assim, a estratégia é apostar apenas em resultados cujo valor

esperado seja positivo, V E(A) > 0.

V E(A) = P (A) ∗ odds(A) − 1 (4.2)

A terceira estratégia é a de Aposta proporcional (AP). A AP leva em consideração as

chances e o valor esperado para encontrar a aposta ideal em uma aposta dada pela Equação

4.3. A estratégia AP é semelhante ao critério de Kelly [108], mas difere por não levar em

consideração o saldo total do apostador. Neste trabalho, fixa-se a aposta máxima em $1 por

partida, como feito por [72].

AP (A) =
(odds(A) + 1)P (A)− 1

odds(A)
(4.3)

Inicialmente, todas as estratégias foram testadas, levando-se em conta as probabilida-

des médias oferecidas pelo mercado. Como esperado, em um mercado eficiente, nenhum

classificador foi capaz de obter uma estratégia lucrativa. A Figura 4.7 mostra que todos os

classificadores apresentaram lucratividade negativa ao considerar todos os jogos do conjunto

de teste.
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Uma alternativa para tentar obter lucro é sempre apostar na casa de apostas que oferece a

melhor oferta (as probabilidades máximas) para cada jogo. Contudo, para esta situação, seria

necessário que o apostador tivesse contas em 19 casas de apostas, o que não parece razoável.

Assim, foi adotada a estratégia de apostar contra uma única casa de apostas. Para isso,

foi escolhida a casa de apostas 1xBet, que geralmente oferece odds melhores que as outras

casas de apostas, conforme mostrado na Seção 4.3.4. As Figuras 4.8, 4.9 e 4.10 apresentam

a lucratividade e o RoI obtidos através das estratégias AI, VE e AP, respectivamente (as

Tabelas B.3, B.4 e B.5 do Apêndice apresentam os valores do Teste de Wilcoxon para as

estratégias mencionadas).

Em geral, nenhum classificador teve sucesso usando a estratégia AI. Somente no cam-

peonato Brasil A mais de um classificador foi capaz de proporcionar um retorno positivo,

porém com um ROI insignificante (ver Figura 4.8).

Com relação à estratégia VE, os resultados foram notavelmente melhores, mas os ganhos

permaneceram pequenos. Em geral, o melhor classificador foi o próprio mercado (CMM),

que obteve lucratividade de 24, 30 mas com apenas 1, 95% de RoI. Analisando por campe-

onato (ver Figura 4.9), em Inglaterra A e Itália A, os classificadores de aprendizagem de

máquina não foram eficientes, mas nos demais, os classificadores RLO e XGB foram capa-

zes de obter lucro em várias partidas, principalmente nos campeonatos França A, Brasil B e

Portugal A. Os resultados mostram que pode haver campeonatos com mais oportunidades de

lucro do que outros.

Em relação à estratégia AP, em comparação com VE, o ROI foi geralmente melhor, en-

quanto a lucratividade foi pior. Devido à pequena diferença entre as probabilidades previstas

pelos classificadores e as previstas pelas casas de apostas, a estratégia AP acabou por esta-

belecer uma aposta bastante pequena. Assim, seria necessário elevar o risco, aumentando

significativamente o valor máximo fixado por jogo para que essa estratégia atingisse um

lucro consistente.

Nos experimentos anteriores, as estratégias foram avaliadas considerando apostas em to-

das as partidas. No entanto, é possível restringir a estratégia para apostar em apenas um

grupo específico de jogos. Para aprofundar a análise dessa ideia, a lucratividade dos classifi-

cadores foi reavaliada considerando apenas um grupo de partidas em que a probabilidade de
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"ambas as equipes marcarem"(sim), de acordo com o mercado, pertence a um determinado

intervalo.

Para isso, foi calculada a lucratividade em todas as faixas de probabilidades possíveis

(considerando números inteiros), usando as três estratégias, contra o bookmaker 1xBet. Os

resultados demonstraram que a estratégia VE foi a mais eficaz para todos os classificadores.

A Figura 4.11 exibe os resultados para todos os intervalos possíveis. A Tabela 4.3 mostra

os melhores resultados, destacando o classificador, a faixa de probabilidades (para sim) que

ofereceu o melhor retorno, o número de partidas identificadas pelo classificador com valor

esperado positivo (dentro da faixa), além da lucratividade e RoI obtido com as apostas.

Os resultados são promissores, pois todos os classificadores obtiveram algum retorno

positivo. Mesmo os classificadores baseados em Poisson, que não haviam obtido bons resul-

tados em termos de acurácia, foram capazes de lucrar, obtendo um RoI superior a 13%, em

todos os casos. CCM teve um resultado muito semelhante aos classificadores baseados em

Poisson. Pode-se observar que esses classificadores foram capazes de obter lucro em jogos

em que a probabilidade de sim é considerada pequena para a casa de apostas (39% - 42%).

RLO_M obteve o maior lucro geral (61, 57), mas para isso teve que apostar em muitas

partidas, o que resultou em um pequeno RoI (3, 25 %) em relação aos demais. Por outro lado,

CMM apresentou o maior RoI (13, 53 %), mas lucratividade modesta (38, 32). Os classifica-

dores GNB e XGB também tiveram bons resultados, mas curiosamente em diferentes faixas

de probabilidade. Enquanto os classificadores GNB foram melhores quando a probabili-

dade de sim para ambas marcam estava entre 39 % e 51 %, os classificadores XGB tiveram

melhor desempenho quando essa probabilidade ficou entre 55 % e 64 %. Esses resultados

sugerem que classificadores distintos podem ser mais lucrativos em combinações diferentes.

Em trabalhos futuros, pode-se estudar esses padrões e criar estratégias mais sofisticadas e

inteligentes para identificar os grupos de jogos mais lucrativos.

Finalmente, assim como PP2, a questão de pesquisa PP3 pode ser respondida sob duas

perspectivas. Quando os classificadores apostam em todas as partidas contra as odds médias

do mercado, não é possível obter lucro com as estratégias avaliadas neste trabalho. Assim,

nessa perspectiva, a resposta para PP3 é negativa. No entanto, quando considerada apenas

a casa de apostas mais justa e quando o número de apostas é limitado, seja por campeonato
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ou por um intervalo de probabilidades, os classificadores podem ser úteis para conceber

estratégias de apostas lucrativas. Nessa perspectiva, a resposta para PP3 é positiva.

4.6 Considerações Finais

Neste capítulo, foi investigado um problema de pesquisa ainda inexplorado no domínio das

previsões de futebol, ou seja, o problema de previsão de "ambas marcam". Foi avaliado o

desempenho das previsões de vários classificadores em termos de acurácia e eficiência no

mercado de apostas. Para isso, foi construído um conjunto de dados robusto, mediante um

cuidadoso processo de feature engineering, composto por dados de 9 (nove) ligas nacionais

e 19 (dezenove) casas de apostas.

Primeiramente, foi observado que o problema de predição de "ambas marcam"é uma

tarefa difícil, onde a opinião média do mercado é apenas ligeiramente melhor do que um

modelo simples que sempre prevê a classe majoritária. Em seguida, foi realizado um con-

junto abrangente de experimentos que mostra que os classificadores de aprendizagem de

máquina são capazes de superar o mercado em termos de acurácia, embora apenas em al-

guns cenários. Na verdade, as features mais importantes foram aquelas extraídas do próprio

mercado de apostas, onde os classificadores basicamente aprenderam a imitar o mercado na

maioria das partidas.

Outro experimento usou as previsões do classificador como entrada para estratégias de

apostas. O pressuposto é que, se for possível vencer o mercado de forma sistemática em

termos de lucratividade, haverá indícios de que o mercado é ineficiente. Foi possível obser-

var que, ao apostar em todas as partidas, os classificadores não alcançam uma margem de

lucro significativa. Por outro lado, ao selecionar campeonatos específicos ou determinados

grupos de jogos, há indícios de que os classificadores podem ser mais lucrativos, tornando as

abordagens de aprendizado de máquina ainda mais interessantes para esse tipo de problema.
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Tabela 4.3: Resultado da Estratégia VE em um grupo de jogos selecionados

Classificador Probabilidades #Jogos LUC ROI

CCM 39% - 42% 303 33.68 11.12%

CMH 39% - 42% 320 46.56 13.03%

CDC 39% - 42% 319 45.91 13.39%

CRS 39% - 42% 320 46.56 13.03%

GNB_P 39% - 42% 304 31.71 10.43%

GNB_M 43% - 48% 1409 39.48 2.80%

GNB_A 50% - 51% 277 28.21 10.18%

RLO_P 50% - 63% 1904 61.97 3.25%

RLO_M 33% - 48% 432 43.68 10.11%

RLO_A 30% - 52% 1732 36.14 2.09%

XGB_P 55% - 63% 1138 40.62 3.57%

XGB_M 55% - 64% 760 31.29 4.12%

XGB_A 55% - 64% 806 51.85 6.43%

CMM 39% - 49% 350 38.32 13.53%
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Figura 4.8: Lucratividade (e RoI) obtida através da estratégia Aposta Ingênua (AI) contra a

casa de apostas 1xBet.
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XGB_M
XGB_A

CCJ
CMM

0.24 (0.05)
-27.44
-27.44
-27.44

-7.61
-36.01
-44.81

0.96 (0.21)
-11.83

-9.9
-3.49

-20.88
-15.89

-3.5
-5.13

Italia A

−180 0 180

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

8.87 (2.14)
-18.75
-18.75
-18.75

20.88 (4.36)
-21.37
-17.56

18.11 (4.0)
-15.91

0.23 (0.08)
3.36 (0.7)

-9.11
-8.08

-12.81
-6.71

Holanda A

−180 0 180

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

-21.94
-26.74
-26.74
-26.74
-19.73

1.96 (0.43)
-38.94

-10.84
15.44 (13.54)
5.65 (2.07)

-14.58
2.67 (1.48)

-2.08
-31.11

17.21 (14.84)

Portugal A

−180 0 180

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

-4.84
-69.99
-69.99
-69.99

-34.95
-9.31

-41.03
-23.8

6.34 (4.46)
-1.73

-16.52
-7.95

7.14 (2.3)
2.07 (0.34)

-1.93

Espanha A

−180 0 180

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

9.15 (2.13)
-21.32
-22.32
-21.32

-5.76
-31.48

-52.38
6.46 (1.37)
4.52 (6.65)
8.36 (2.53)
5.98 (1.13)
6.39 (3.28)
22.61 (10.98)

5.66 (0.91)
12.22 (18.52)

Brasil B

−1000 0 1000

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

-100.31
-273.07
-270.04
-273.07

-96.07
-109.02

-215.75
-77.4

11.7 (1.14)
13.16 (0.47)

-92.82
-16.85
-5.34

-146.86
24.3 (1.95)

Total

Figura 4.9: Lucratividade (e RoI) obtida através da estratégia Valor Esperado (VE) contra a

casa de apostas 1xBet.

−70 0 70

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

-1.79
-11.31
-11.56
-11.31

-2.2
1.01 (2.01)
6.86 (2.46)

-0.36
0.09 (10.59)
0.77 (6.51)

-0.6
0.9 (16.67)
1.12 (21.74)

-5.61
0.04 (8.93)

Brasil A

−70 0 70

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

-1.76
-21.07
-20.81
-21.06

-1.36
2.64 (2.34)

-0.85
-1.39

0.27 (6.92)
-0.93
-0.32

0.38 (3.67)
0.17 (1.99)

-2.27
0.05 (1.15)

Inglaterra A

−70 0 70

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

-0.87
-12.02
-11.38
-12.03

2.25 (2.1)
-2.5

-4.23
-0.1

0.33 (17.25)
0.12 (0.95)
0.34 (1.05)
0.17 (2.77)
0.28 (4.99)

-1.42
0.49 (21.65)

França A

−70 0 70

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

-3.44
-9.19
-8.58
-9.2
-3.24
-4.74

-15.61
-2.55

0.24 (12.71)
1.21 (10.76)

-2.65
1.41 (14.73)
0.71 (7.73)

-7.15
0.26 (8.23)

Alemanha A

−70 0 70

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

1.03 (2.18)
-18.71
-18.23
-18.7

-1.81
-9.82

-28.98
0.69 (1.8)

-0.2
0.04 (0.23)
1.32 (3.87)

-1.57
-0.62

2.91 (2.54)
-0.17

Italia A

−70 0 70

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

-0.06
-12.98
-12.71
-12.99

7.8 (11.26)
-9.69

-16.84
2.7 (5.85)

-0.2
-0.08

1.24 (2.14)
-1.16
-1.28

1.55 (0.84)
-0.13

Holanda A

−70 0 70

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

-1.17
-8.03
-8.05
-8.02
-1.39
-1.7

-8.59
-0.3

0.12 (6.65)
-0.31

0.28 (1.1)
0.56 (12.41)
0.22 (6.02)

-0.85
0.2 (14.86)

Portugal A

−70 0 70

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

-1.07
-30.46
-30.28
-30.46

-5.7
-1.15

-12.76
-3.15
-0.15

0.71 (6.25)
-3.45

0.12 (1.14)
0.11 (1.17)

-7.1
-0.3

Espanha A

−70 0 70

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

0.98 (4.13)
-3.67
-3.57
-3.66

-0.3
-0.92

-26.57
2.43 (7.89)

-0.11
-0.14

2.33 (5.83)
0.16 (3.53)
0.41 (8.58)
5.52 (4.8)

0.04 (4.86)

Brasil B

−250 0 250

CCM
CMH
CDC
CRS

GNB_P
GNB_M
GNB_A
RLO_P
RLO_M
RLO_A
XGB_P
XGB_M
XGB_A

CCJ
CMM

-8.15
-127.44
-125.17
-127.42

-5.95
-26.86

-107.56
-2.04

0.39 (2.13)
1.38 (1.21)

-1.5
0.96 (1.28)
1.1 (1.68)

-14.41
0.49 (2.17)

Total

Figura 4.10: Lucratividade (e RoI) obtida através da estratégia Aposta Proporcional (AP)

contra a casa de apostas 1xBet.
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Figura 4.11: Lucratividade obtida através da estratégia Valor Esperado (VE) contra a casa de

apostas 1xBet considerando determinados intervalos de probabilidades. A coordenada Y é o

início do intervalo de probabilidade, enquanto que a coordenada X é o final. A lucratividade

obtida em cada intervalo é representada pela variação das cores.



Capítulo 5

Predição do Resultado durante a Partida

Neste capítulo, será detalhado o método proposto por este trabalho para prever o resultado

final de uma partida, de forma contínua, do início até próximo do final do jogo.

O capítulo está dividido como segue. Primeiramente, são apresentados os conjuntos de

dados coletados para o problema. São descritas as etapas de pré-processamento de dados

e apresentado o conjunto de dados final usado para a modelagem de predição durante a

partida. Em seguida, é aprensentada uma análise exploratória dos dados. Logo depois,

são detalhados os classificadores e os experimentos executados, como também discutidos os

resultados obtidos. Por fim, são apresentadas as conclusões e considerações finais sobre o

capítulo.

5.1 Coleta de Dados

Dentre os conjuntos de dados disponíveis publicamente para previsões de futebol, até o li-

mite do nosso conhecimento, nenhum deles inclui informações estruturadas sobre os eventos

(chutes a gol, escanteios, cartões, etc.) que ocorrem no decorrer de uma partida. Portanto,

para este trabalho, foi necessário estruturar um conjunto de dados próprio. Nesta seção, serão

descritos os passos para construção desse conjunto de dados, de forma que os classificadores

de aprendizagem de máquina possam ser treinados de forma eficiente.

72
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5.1.1 Integração de Dados

Inicialmente, foram examinados dados de 1.436.529 partidas de futebol ocorridas entre 1º de

julho de 2017 e 31 de fevereiro de 2020. Os dados foram obtidos no portal sportmonks.com1.

Apesar do alto número de partidas monitoradas, foi observado que apenas 143.104 delas,

continham dados minuto a minuto sobre os eventos ocorridos em uma partida. Neste tra-

balho, esse conjuntos de dados é chamado de streaming da partida e inclui os seguintes

eventos: gols, cartões amarelos, cartões vermelhos, chutes no gol, chutes para fora, ataques,

ataques perigosos, escanteios e posse de bola.

Além das informações referentes aos eventos das partidas, há um outro tipo de infor-

mação muito relevante para predição de resultados: as chances calculadas pelo mercado de

apostas. O sportmonks.com é uma boa fonte para coleta de streaming da partida, porém não

fornece informações minuto a minuto sobre as probabilidades das casas de apostas. Dessa

forma, para o mesmo período mencionado acima, foram coletados dados de 192.550 partidas

disponíveis para apostas no portal betfair.com2 [109]. Neste trabalho, esse conjunto de dados

que contém as odds do mercado minuto a minuto é chamado de streaming das odds.

Após a obtenção dos dois conjuntos de dados, foi executada a tarefa de entity matching

[110] para detectar instâncias que se referem ao mesmo jogo. Primeiramente, os jogos foram

agrupados pelos atributos data e campeonato. Em seguida, foi aplicada uma função de

similaridade para comparar os nomes das equipes e o placar da partida. Esse processo

gerou um conjunto de dados integrado com 40.095 partidas.

5.1.2 Limpeza e Seleção de Dados

A primeira versão do conjunto de dados integrado apresentou dois problemas principais. O

primeiro problema é que alguns jogos não dispunham de apostas contínuas durante o jogo.

Dessa forma, esses jogos não tem as odds atualizadas constantemente e consequentemente,

as chances calculadas pelo mercado não estão representadas corretamente minuto a minuto.

1A documentação sobre como acessar os dados de spotmonks.com está disponível em https://www.

sportmonks.com/docs/
2A documentação sobre como acessar os dados do betfair.com está disponível em https://

historicdata.betfair.com/
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Por esse motivo, todas as partidas em que não houve ajuste regular das odds foram removidas

do conjunto de dados.

O segundo problema é que o tempo de jogo está indexado de forma diferente nos con-

juntos de dados. No streaming da partida, o índice é o minuto da partida em que um evento

ocorreu. Por exemplo, no minuto 6 (seis), há um cartão vermelho. Já no streaming de odds, o

índice é a data/hora correspondente ao valor das odds. Assim, para sincronizar os streamings,

o índice de streaming de odds foi ajustado para representar os minutos, a partir do cálculo

da diferença do horário de início da partida e do horário do evento. Por exemplo, se no stre-

aming de odds um jogo teve início às 4:02h, a informação referente às 4:08h corresponde ao

minuto 6 (seis) do streaming da partida.

Após essa sincronização inicial, foi feita uma verificação na integridade do conjuntos

de dados. A principal preocupação era verificar se havia mudanças significativas nas odds

no momento em que há ocorrência de gols. O racional é que, quando ocorre um gol, a

expectativa do mercado (representada pelas probabilidades) deve mudar imediatamente. Se

isso não for observado, pode significar que as informações sobre o minuto do gol estão

diferentes nos conjuntos de dados iniciais e, portanto, há uma ameaça à validade do conjunto

de dados final. Sendo assim, foram eliminadas todas as partidas em que não há variação

consistente nas odds após a ocorrência de gols, resultando em um conjunto de dados final

com 9.416 partidas.

5.1.3 Representação Final dos Conjuntos de Dados

Até então, para cada partida, a coleção de dados contém um streaming com as frequências

cumulativas de cada evento, para cada equipe. A Tabela 5.1 apresenta um exemplo de um

streaming da partida, contendo alguns eventos durante os primeiros 10 (dez) minutos de

uma partida.

Uma vez que as partidas de futebol podem ser vistas como uma sequência de eventos,

é possível tratar o problema de predição de resultados como uma classificação de séries

temporais. Para isso, os streamings das partidas (que tem dados cumulativos) devem ser

transformados em séries temporais. Nesse sentido, foi extraída uma série temporal D que

representa a diferença de desempenho entre duas esquipes, em relação a um determinado

evento e. Formalmente, considere Sh o streaming da partida para o time da casa, e Sa para
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o time visitante, pode-se calcular D = Sh − Sa. A Tabela 5.2 apresenta os resultados dessa

transformação em relação ao exemplo da Tabela 5.1.

Apesar de D ser uma boa representação, as séries temporais geradas não capturam todas

as informações sobre o andamento da partida. Por exemplo, suponha que em uma deter-

minada partida, aos 30’, o time da casa está ganhando por 1 − 0. Ao mesmo tempo, em

outra partida, a equipe da casa ganha por 3 − 2. Em ambos os casos, o valor de D[30] é

igual a 1, embora os placares das partidas tenham progredido de forma diferente. Para resol-

ver esse problema, extraímos, para cada evento, a série temporal R que inclui a proporção

do número de eventos associados à equipe da casa, em relação ao número total de eventos.

Formalmente, se para um determinado minuto i, S[i]
h = S

[i]
a , então R[i] = 0.5, caso contrá-

rio, R[i] =
S
[i]
h

S
[i]
h
+S

[i]
a

. A Tabela 5.3 apresenta os resultados da transformação em relação ao

exemplo na Tabela 5.1.

Por fim, sabe-se que os classificadores de aprendizagem de máquina podem funcionar

melhor com dados padronizados (normalizados). Assim, os dados do streaming de odds

foram transformados em probabilidades. Para isso, foram aplicados os conceitos da norma-

lização básica, explicados na Seção 2.3.1, para realizar a transformação.

Minutos

Features 1 2 3 4 5 6 7 8 9 10

Gols - Time da Casa 0 0 1 1 1 1 1 2 2 2

Gols - Time Visitante 0 0 0 0 0 1 1 1 1 1

Escanteios - Time da Casa 0 0 0 1 2 2 2 3 3 3

Escanteios - Time Visitante 0 1 1 1 1 1 1 1 1 1

Tabela 5.1: Exemplo de streaming da partida para alguns eventos

5.2 Análise Exploratória

Antes de iniciar o processo de modelagem foi relizada uma cuidadosa análise exploratória

para conhecer melhor o conjunto de dados. Parte dessa análise foi focada principalmente em

verificar se a ordem ou temporalidade dos eventos tem alguma influência no resultado final
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Minutos

Features 1 2 3 4 5 6 7 8 9 10

Gols 0 0 1 1 1 0 0 1 1 1

Escanteios 0 -1 -1 0 1 1 1 2 2 2

Tabela 5.2: Exemplo de transformação de streaming da partida: diferença no número de

eventos (Notação: D)

Minutos

Features 1 2 3 4 5 6 7 8 9 10

Gols 0.5 0.5 1.0 1.0 1.0 0.5 0.5 0.66 0.66 0.66

Escanteios 0.5 0.0 0.0 0.5 0.66 0.66 0.66 0.75 0.75 0.75

Tabela 5.3: Exemplo de transformação de streaming da partida: proporção no número de

eventos associados ao time da casa em relação ao número total de eventos ocorridos (Nota-

ção: D)

da partida. Se esse aspecto temporal/sequencial for relevante, então é importante constuir

modelos que possam tirar proveito desses padrões.

Para analisar esse comportamento, explorou-se inicialmente o seguinte problema: Um

time A está vencendo por 1-0 e sfore o gol de empate de um time B. O fato de ter empatado

a partida, aumenta as chances do time B vencer?

A Figura 5.1 apresenta a quantidade de jogos em que o placar estava em 1-1 em um

determinado minuto. A linha azul representa a quantidade de jogos em que o time que

marcou primeiro venceu, enquanto a linha laranja representa a quantidade de jogos que o

time que empatou venceu. É possível observar que para o primeiro tempo não há diferença

significativa, pois as linhas seguem um padrão semelhante. Isso significa que, se o empate

acontece ainda no primeiro tempo, a ordem dos gols parece não ter relevância, pois ambas

as equipes permanecem com chances iguais de vencer.

Já a partir do segundo tempo, um novo padrão começa a aparecer. Os times que empa-

taram, acabam vencendo mais partidas. Essa diferença fica mais acentuada principalmente

quando o empate ocorre entre os minutos 70 e 85. Uma hipótese para essa diferença pode
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estar no aspecto motivacional das equipes. É possível que as equipes que estavam perdendo

e reagiaram acabem ganhando uma motivação extra para os minutos finais. Assim, para

esse problema, há sim uma relevância, ainda que discreta, na ordem e no tempo que os gols

ocorreram.

Figura 5.1: Quantidade de jogos em que o placar estava 1-1 em cada minuto

Para reforçar essa primeira impressão, foi analisada uma segunda situação, considerando

os jogos em que o placar está 2-1. Esse placar pode ser construído de três formas:

• Equilíbrio: O time A faz 1-0, o time B empata 1-1 e o time A volta a marcar, 2-1.

• Reação: O time A abre 2-0 e depois o time B diminui para 2-1.

• Virada: O time B faz 1-0 e o time A vira o jogo para 2-1.

Dentro desse contexto, pode-se explorar o seguinte problema: Dado que o placar está

2-1, as chances da equipe A vencer dependem de como o placar foi construído?

A Figura 5.2 mostra as situações em que houve vitória do time A ou empate, para cada

um dos cenários mencionados acima. Percebe-se que, quando há uma virada do time A até

por volta dos 35 minutos, ele demonstra ter uma chance maior de vencer a partida. Também

percebe-se que, quando há uma reação do time B após o minuto 70, as chances do time A

vencer diminuem.
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Figura 5.2: Chances de vitória do time que está vencendo e de empate, em cada minuto, para

cada cenário: virada, reação e equilíbrio, quando o jogo está 2-1

As análises apresentadas confirmam os indícios de que a ordem e os minutos dos eventos

podem ser relevantes para a construção de modelos. Outras análises secundárias como a

importância do tempo em que ocorre um cartão vermelho e o tempo que ocorre o primeiro

gol, também apontam para conclusões semelhantes. Em resumo, espera-se que técnicas que

aprendem a partir da série temporal dos eventos de uma partida consigam fazer predições

melhores do que técnicas que aprendem a partir da frequência acumulada. Por exemplo,

considere um agente A que vai prever o resultado final a partir da informação de que o jogo

está 1-1 aos 70 minutos de jogo. Considere um agente B que, além dessa informação, vai
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saber quem marcou o gol primeiro e em qual minuto o gol foi marcado. Pelas análises

realizadas, espera-se que o agente B consiga fazer uma predição mais acurada.

5.3 Modelos

Nesta seção, serão apresentados os classificadores experimentados neste trabalho e a moti-

vação para essas escolhas.

5.3.1 Modelos baseados no estado do jogo

Neste trabalho, o estado do jogo é a representação de uma partida em determinado minuto,

ou seja, um resumo de tudo o que aconteceu até aquele momento. Formalmente, para um

determinado minuto i, define-se um estado de jogo x[i] como o vetor dos valores indexados

ao índice (minuto) i nas séries temporais (D e R), além do tempo restante de jogo t, ou seja,

x[i] = {D[i], R[i], t}. Dessa forma, a partir de um conjunto dados que contém vários estados

de jogo, é possível treinar um único modelo capaz de prever o resultado final de uma partida

em qualquer minuto. Neste trabalho, essa estratégia é chamada de modelo único (MU). A

Figura 5.3 apresenta um exemplo, no qual cada vetor usado para treinamento representa um

estado do jogo e esses estados são usados para treinamento de um modelo único.

Figura 5.3: Exemplo de construção de um modelo único que faz previsões para qualquer

minuto de jogo
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Uma segunda estratégia é remover o recurso t (que representa o tempo) do vetor de estado

do jogo e treinar um modelo separado para cada minuto. Observe que, neste cenário, haverá

uma quantidade de modelos igual ao número de minutos de uma partida. Neste trabalho,

essa estratégia é chamada de modelos múltiplos (MM). A Figura 5.4 apresenta um exemplo

de múltiplos modelos, em que para cada minuto, um modelo é treinado individualmente.

Figura 5.4: Exemplo de construção de múltiplos modelos que fazem previsões para cada

minuto de jogo individualmente

Neste trabalho, para as duas estratégias, são avaliados três classificadores que foram usa-

dos com sucesso por trabalhos relacionados sobre previsão de futebol: Gaussian Naive Bayes

(GNB), um classificador probabilístico simples, mas rápido, baseado no teorema de Bayes

[111] [59]; Regressão Logística (RLG), um modelo linear popular e poderoso [71] [51]; e

Gradient Boosting (XGB), um classificador ensemble que apresenta ótimo desempenho em

cenários de predição pré-jogo [15] [93]. Essas estratégias também foram consideradas e

avaliadas por Robberechts et al. [71].

5.3.2 Modelos baseados no progresso do jogo

Ao assistir a partidas de futebol, é natural que o público faça previsões de acordo com os

acontecimentos observados no decorrer das partidas. O desempenho das equipes costuma

oscilar e o controle do jogo pode "mudar de mãos"várias vezes. Para os desportistas, perceber

essas variações parece trazer benefícios às previsões.
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Embora o estado do jogo seja uma boa representação do progresso da partida, contendo

um resumo do que aconteceu até um determinado minuto, ele não captura a ordem e o tempo

dos eventos. Por exemplo, em uma partida de 1− 1, é interessante saber: qual time marcou

o último gol? Este gol foi marcado recentemente ou no início da partida? Qual time tem

atacado mais nos últimos minutos? Na análise exploratória realizada, foram demonstrados

indícios de que essas informações são relevantes para refinar a predição.

Assim, é possível adotar uma estratégia para carregar os modelos com todos os dados

de streaming minuto a minuto, transformando a tarefa em um problema de classificação

de múltiplas séries temporais. Nesse caso, o progresso da partida pode ser representado

formalmente por Z [i] = {D[0,i], R[0,i]}.

Nesse contexto, é possível construir modelos de duas maneiras. A primeira forma, leva

em consideração que as séries temporais têm tamanhos diferentes para cada minuto de jogo.

Assim, pode-se adotar a opção de treinar vários modelos, um para cada minuto da partida,

sem fazer nenhuma alteração no conjunto de dados inicial. Neste trabalho, essa estratégia é

denominada modelos temporais múltiplos (MTM). A Figura 5.5 apresenta um exemplo de

construção de múltiplos modelos a partir de múltiplas séries temporais.

Figura 5.5: Exemplo de construção de múltiplos modelos a partir de múltiplas séries tempo-

rais.

Para a estratégia MTM, foram avaliadas arquiteturas de aprendizado profundo ampla-

mente utilizadas para classificação de séries temporais multivariadas [28], a citar: Fully
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Convolutional Network (FCN), InceptionTime e CNN-BiLstm. A FCN foi proposta pela

primeira vez por Wang et al. [29] e são o estado da arte para vários problemas de outros

domínios [28]. InceptionTime é um conjunto de modelos de Redes Neurais Convolucionais

(CNN) profundas inspirado na arquitetura Inception-v4. Foi proposto por Fawaz et al. [1],

que mostrou que esse modelo poderia ser mais preciso e mais rápido que o estado da arte.

Por fim, este trabalho usou uma combinação de ajuste manual e gridsearch, visando

encontrar a melhor arquitetura e os melhores hiperparâmetros para o problema. Nos ex-

perimentos prévios, os melhores resultados foram obtidos usando uma CNN seguida por

um LSTM bidirecional. Essa arquitetura também teve bons resultados em outros domínios,

como no reconhecimento de ações em vídeos [112] [113].

A combinação de CNN com LSTM requer um design específico, uma vez que cada

arquitetura possui características e pontos fortes próprios. A CNN é conhecida por sua ca-

pacidade de extrair o máximo de recursos possível das séries temporais. A LSTM mantém a

ordem cronológica entre os eventos nas duas direções, tendo a capacidade de ignorar eventos

irrelevantes.

Em resumo, o CNN-BiLstm otimizado para a predição durante as partidas contém uma

camada convolucional, seguido por normalização em lote batch normalization e ativação

ReLu. A normalização em lote é aplicada para acelerar a velocidade de convergência e

ajudar a melhorar a generalização. Um LSTM bidirecional sucede o bloco convolucional

e precede um novo batch normalization. A penúltima camada é um Global Max Pooling

seguido por uma última camada densa com uma função softmax contendo 3 (três) filtros.

A última estratégia visa criar um modelo único capaz de prever qualquer minuto da par-

tida. Para este cenário, é necessário um modelo que possa aprender e prever todos os minutos

da partida ao mesmo tempo (um vetor de previsões). No entanto, é importante notar que,

embora na etapa de treinamento seja possível carregar o classificador com múltiplas séries

temporais completas de uma partida, as previsões para cada minuto não podem usar dados

"do futuro". Assim, foi treinada uma LSTM, respeitando esta restrição, conforme mostrado

na Figura 5.6. Neste trabalho, essa estratégia é denominada modelo temporal único (MTU).

Finalmente, para MTU, também foi aplicada uma abordagem de aprendizagem multi-

tarefa (MTU_MT). Nessa estratégia, além de prever o resultado final, o classificador prevê

o resultado para o minuto seguinte. O racional é que, ao resolver ambas as tarefas simulta-
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Figura 5.6: Arquitetura LSTM utilizada na abordagem de modelo único. xt é o vetor de

entrada para o minuto t, αt é uma camada simples feed forward, ŷt é a predição no minuto t,

L representa o número de camadas, and u o número de unidades LSTM por camada

neamente, o classificador pode calibrar a previsão e melhorar a eficiência de aprendizagem

para ambas as tarefas.

5.4 Experimentos

Nesta seção, são apresentados os detalhes dos experimentos a fim de responder as seguintes

questões de pesquisa:

• PP4: Qual estratégia e modelo apresentaram melhor resultado para a tarefa de predição

de resultados durante a partida?

• PP5: A partir de quanto tempo os modelos, usando informação coletada durante o

jogo, superam a predição no mercado feita antes do jogo iniciar?

• PP6: Quão melhor ficam os modelos quando carregados com informações adicionais

obtidas do mercado de apostas em comparação com modelos que são carregados com

informações apenas do jogo?
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• PP7: O classificador mais acurado é útil para desenvolvimento de uma estratégia lu-

crativa?

5.4.1 Divisão dos Dados e Configurações

O conjunto de dados foi dividido da seguinte forma: um conjunto de treinamento com 7.532

partidas e um conjunto de teste com as 1.884 restantes. Essa divisão respeita a ordem cro-

nológica das partidas, ou seja, as partidas do conjunto de teste ocorreram após as partidas do

conjunto de treinamento.

Para ajustar os hiperparâmetros de XGB, foi usada uma pesquisa de grade aleatória

(random search) com validação cruzada com 5-folds, 100 iterações e os seguintes valo-

res: n_estimators = [0, 1, 2 ... 998, 999, 1000], max_depth = [1,2,3,4,5], learning_rate =

[0,1, 0,05, 0,01, 0,001], colsample_bytree = [ .6, .7, .8, .9,1], subsample = [.7, .8, .9,1], e

min_child, min_weight = [1, 2, 3, 4].

Para treinar as redes neurais, também foi usada uma pesquisa em grade para definir o

número e tamanho dos filtros, kernels e camadas mais adequados ao problema. Durante o

treinamento, foi usado o otimizador Adam, com a taxa de aprendizagem definida em 1e− 4.

Foi fixado o número de épocas em 1.000 e o batch size como 256. No entanto, para cada

época, foi usado 10% do conjunto de treinamento para validação, aplicando uma parada

antecipada (early stopping) se o desempenho da rede não melhorasse após 10 épocas.

O conjunto de dados, código-fonte e documentação podem ser encontrados no Github 3.

5.4.2 Métricas de Avaliação

Para avaliar o desempenho dos classificadores, foi usado o Ranked Probability Score (RPS).

O RPS é uma métrica formulada por Epstein [34] que passou a ser adotada para avaliação de

modelos de predição de futebol a partir de [35].

A equação do RPS é definida por:

RPS(p1, ...pr−1, a1, ...ar−1) =
1

r − 1

r−1
∑

i−1

(
1

∑

j=1

(pj − aj))
2 (5.1)

3https://github.com/igormago/doutorado
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RPS

Classificador Estratégia 15’ 30’ 45’ 60’ 75’ 90’

GNB MU 0.2365 0.2103 0.1849 0.1456 0.1125 0.0743

RLO MU 0.2029 0.1822 0.1612 0.1288 0.0965 0.0554

XGB MU 0.2009 0.1805 0.1613 0.1307 0.0934 0.0254

GNB MM 0.2397 0.2156 0.1933 0.1503 0.1029 0.0272

RLO MM 0.1996 0.1784 0.1594 0.1290 0.0913 0.0252

XGB MM 0.2030 0.1813 0.1623 0.1316 0.0929 0.0254

FCN MTM 0.2020 0.1790 0.1600 0.1291 0.0910 0.0254

InceptionTime MTM 0.2009 0.1790 0.1599 0.1292 0.0910 0.0251

CNN-BiLSTM MTM 0.1985 0.1784 0.1592 0.1283 0.0899 0.0252

LSTM MTU 0.2019 0.1830 0.1651 0.1312 0.0919 0.0442

LSTM MTU-MT 0.2001 0.1812 0.1628 0.1301 0.0919 0.0356

Tabela 5.4: Desempenho dos classificadores (em termos de RPS) a cada 15 minutos

onde r é o número de resultados possíveis em uma partida (r=3 no caso de previsões

de resultados de futebol), pj é a probabilidade prevista para um determinado resultado j,

ou seja, p ∈ [0, 1] para j = 1, 2, ..r, e aj indica se o resultado j ocorreu, sendo j = 1 se

ocorreu e j = 0 caso contrário. Dessa forma, quanto menor o valor da métrica, melhor o

desempenho. A Tabela 5.4 apresenta os resultados considerando intervalos de 15 minutos.

5.5 Discussão dos Resultados

Nesta seção, as questões de pesquisa são respondidas e discutidas a partir dos resultados dos

experimentos.

5.5.1 PP4: Qual estratégia e modelo apresentaram melhor resultado

para a tarefa de predição de resultados durante a partida?

Para responder PP4, é necessário comparar os desempenho dos classificadores em termos de

RPS (ver Figuras 5.7 e 5.8). Nessas figuras, o eixo-x denota os minutos decorridos, enquanto

o eixo-y representa o RPS. Prezando pela legibilidade das figuras, foram plotados apenas os

melhores classificadores. Para outras comparações, pode-se consultar a Tabela 5.4.

Comparando as estratégias MU e MM, pode-se observar que, para GNB e XGB, a es-

tratégia MU é melhor durante quase toda a partida, passando a se equivaler nos 15 minutos
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finais. Em contrapartida, para RLO, a estratégia MM apresentou melhor desempenho. Numa

comparação geral, RLO+MM supera GNB+MU e XGB+MU. Assim, pode-se considerar

RLO+MM como uma linha de base bastante forte para este problema. Robberechts et al.

[71], mesmo usando um outro conjunto de dados, também chegou a uma conclusão seme-

lhante.

Entre os modelos de aprendizado profundo, CNN-BiLstm+MTM apresentou resultados

superiores as linhas de base FCN e InceptionTime. Comparando-o com RLO+MM (ver

Figura 5.8), é possível observar que o desempenho é similar durante a maior parte da par-

tida. Entretanto, CNN-BiLstm foi ligeiramente superior em um parte específica do segundo

tempo: entre os minutos 70 e 85. A partir dos 85 minutos, todos os modelos voltam a ser

equivalentes.

Uma possível explicação para esse resultado é que no primeiro tempo as séries temporais

são muito curtas e, portanto, a ordem/minuto dos eventos não parece ser mais informativo

do que o estado do jogo. Na segunda metade, porém, a série temporal é maior e, após

um determinado momento (70º minuto), o modelo CNN-BiLSTM consegue tirar proveito da

estrutura sequencial de eventos. Por fim, após os 85 minutos, o final do jogo está muito

próximo e, como esperado, o placar da partida se torna muito mais relevante que os outros

atributos. Assim, neste ponto, os modelos tornam-se novamente equivalentes.

Uma segunda observação importante é que o intervalo do jogo em que a estratégia MTM

se sobressai se assemelha aos intervalos observados na análise exploratória, no qual as in-

formações sequenciais têm mais relevância. Dessa forma, reforça a conclusão de que nesse

momento das partidas, as técnicas de aprendizagem conseguem se beneficiar do uso de séries

temporais.

Em relação a estratégia MTU, embora os modelos não tenha alcançado o desempenho

da estratégia MTM, é possível notar que a abordagem multitarefa MTU-MT superou a abor-

dagem de modelo temporal único MTU. No trabalho atual, a função de custo usada para a

estratégia MTU-MT foi a soma das funções de custo para cada tarefa. Nesse sentido, traba-

lhos futuros podem tentar melhorar essa ideia inicial, incluindo novas tarefas e encontrando

uma melhor função de custo que possa considerar pesos diferentes para cada tarefa. Assim,

pode-se tentar obter um modelo único que tenham desempenho tão bom quanto estratégias

com múltiplos modelos.
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Por fim, a resposta para PP4 é que CNN-BiLstm+MTM é a melhor abordagem para este

problema, mas seguido de perto por uma estratégia mais simples como a RLO+MM.

5.5.2 PP5: A partir de quanto tempo os modelos, usando informação

coletada durante o jogo, superam a predição no mercado feita

antes do jogo iniciar?

Para responder PP5 (veja a Figura 5.9), pode-se comparar os melhores classificadores com

as previsões do mercado de apostas antes do início das partidas. Os melhores classificadores

precisaram de cerca de 14 minutos, em média, para fazer uma predição superior à predição

inicial do mercado de apostas. Isso significa que, via de regra, os primeiros 14 minutos

do tempo decorrido de um jogo possuem informações tão relevantes para a previsão quanto

todo o conhecimento codificado pelo mercado de apostas antes do início da partida. Em

outras palavras, mesmo sem qualquer informação prévia sobre a qualidade das equipes, 14

(quatorze) minutos é o tempo necessário para o classificador conhecer a força de cada equipe

e poder fazer uma previsão tão precisa quanto a feita pelo mercado de apostas, que reúne

todas as informações disponíveis sobre as equipes antes do início do jogo.

5.5.3 PP6: Quão melhor ficam os modelos quando carregados com in-

formações do mercado em comparação com modelos que são car-

regados com informações apenas do jogo?

Para uma análise puramente estatística, construir modelos a partir de dados históricos é uma

boa forma de entender certos padrões do jogo. Entretanto, sabe-se que há uma dificuldade

natural para incluir uma diversidade de informações relevantes sobre as equipes, que muitas

vezes, passam por aspectos subjetivos, como o ambiente político de um clube, motivação do

elenco, jogadores fora da forma física ideal, etc. Todas essas informações podem ser úteis

para uma boa análise pré-jogo e são levadas em conta pelo mercado de apostas.

No âmbito da predição de resultados durante as partida, também há fatores importantes

que não estão incluídos no conjunto de dados usado por este trabalho. Em outras palavras,

apesar do streaming da partida ser uma excelente fonte de informação sobre o desenrolar
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(a) Minutos: 0-45

(b) Minutos: 46-80

(c) Minutos: 80-96

Figura 5.7: Desempenho dos classificadores usando as estratégias MU e MM (em termos de

RPS)
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(a) Minutos: 0-60

(b) Minutos: 60-85
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Figura 5.9: Comparando os melhores classificadores com a predição do mercado pré-jogo

(A linha horizontal é o desempenho dos mercados de apostas antes do jogo)

de um jogo, ainda há uma série de informações que não está contida nele. Por exemplo, a

substitução de um jogador importante por lesão, a má-atuação de determinados jogadores-

chaves, jogadas bem trabalhadas que não resultam obrigatoriamente em uma estatística de

finalização a gol, etc. Esses aspectos relacionados a parte tática e técnica do jogo, também

pode ser levados em conta por apostadores para refinar a predição.

Nesse contexto, considerando que as odds do mercado de apostas podem encapsular

todas essas informações extras, que não estão contidas na base de dados usada por este tra-

balho, pode-se usar as próprias probabilidades implícitas das odds como atributos adicionais

para a predição. Assim, é possível verificar o quão melhor os modelos podem ficar, se usarem

essas informações adicionais.

Para responder PP6, o modelo CNN-BiLstm foi retreinado, desta vez, adicionando os

streaming de odds. A Figura 5.10 apresenta os resultados desse novo experimento. Como

esperado, houve uma melhora notável na previsão, principalmente no primeiro tempo da

partida. Isso acontece principalmente porque as odds encapsulam um conhecimento prévio

sobre a força das equipes pré-jogo. Essa melhoria vai diminuindo com o passar do tempo,

à medida que o classificador obtem mais informações sobre a própria partida. Assim, a

partir minuto 70, as informações do mercado deixam de trazer benefício para o modelo. Isso

provavelmente ocorre devido ao aprendizado sobre as equipes dentro do próprio jogo e a
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proximidade do final da partida, que faz com que o placar se torne cada vez mais informativo

quando comparado com os demais atributos.

Figura 5.10: Comparando o melhor classificador com e sem informações do mercado

5.5.4 PP7: O classificador mais acurado é útil para desenvolvimento de

uma estratégia lucrativa?

Assim como discutido na Seção 4.5.3, a precisão de um classificador não tem correlação

direta com lucratividade no mercado de apostas. Dessa forma, ao responder PP7, busca-se

compreender o desempenho do classificador no mercado de apostas, como também avaliar o

grau de eficiência desse mercado.

Nesse contexto, foi realizado o seguinte experimento. Considere que para cada minuto

do jogo, é realizada uma aposta de 1$ nos três resultados possíveis: o favorito, o azarão e o

intermediário (nem favorito, nem azarão) - de acordo com a predição do melhor classificador

CNN-BiLstm. A figura 5.11 apresenta os resultados.

Ao analisar os resultados, percebe-se que para apostas no resultado intermediário não

houve nenhuma oportunidade de lucro significativa durante a partida. Por outro lado, para

apostas no resultado favorito, há um padrão relativamente bem definido. Apostas no primeiro

tempo não foram lucrativas, enquanto apostas no segundo tempo conseguiram gerar lucros,

ainda que discretos. Aparentemente, as melhores oportunidades estão no começo do segundo

tempo. O melhor resultado ocorreu no minuto 52, em que foi possível obter um lucro de
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79.05$. Considerando que foram feitas apostas em 1.984 jogos (conjunto teste), o RoI é de

aproximadanete 4%.

As apostas nos azarões também aparesentam uma padrão relativamente claro. Há algu-

mas oportunidades de lucro no começo da partida. Essas oportunidades vão desaparencedo

à medida que o jogo avança. No gráfico é possível ver alguns picos de lucro nos minutos

35 e 65. Entretanto, pelo padrão observado, é provável que esses picos sejam outliers. Um

trabalho futuro pode aumentar a amostra de teste, para verificar se isso se confirma.

De forma geral, foram encontrados alguns bons indícios de que o mercado de apostas,

durante as partidas, não são totalmente eficientes. Entretanto, com uma estratégia simples,

que segue estritamente a predição de um bom classificador, o RoI obtido não chega ser um

grande atrativo. Trabalhos futuros podem usar o conjunto de dados construídos por este

trabalho para avaliar e encontrar estratégias mais inteligentes de apostas, que possam vir a

gerar um retorno mais significativo sobre o investimento.

5.6 Considerações Finais

Neste Capítulo, foi apresentado um dos primeiros benchmarks para a previsão de resultados

de futebol durante a partida. Foi avaliada uma ampla gama de modelos diferentes sob di-

ferentes estratégias, incluindo redes neurais profundas para séries temporais multivariadas.

Dentre as principais descobertas estão:

• A previsão de resultados de futebol durante a partida é um problema difícil, no qual

linhas de base simples, como modelos treinados minuto a minuto, são muito difíceis

de serem batidos (PP4);

• Classificadores alimentados com informações minuto a minuto precisam de cerca de

14 minutos para superar as melhores previsões feitas antes da partida (PP5);

• Informações do mercado são úteis para melhorar o desempenho dos classificadores,

principalmente no início das partidas (PP6).

• Há bons indícios de que o mercado de apostas não é totalmente eficiente durante as

partidas (PP7).
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(a) Apostas no favorito

(b) Apostas no intermediário

(c) Apostas no azarão

Figura 5.11: Comparando a lucratividade em diferentes cenários de aposta



Capítulo 6

Conclusão

Neste trabalho, o problema central é a predição de resultados em futebol, tema bastante

discutido pela ciência nas últimas décadas. A tarefa de predição foi explorada a partir de

duas visões: antes do jogo iniciar (pré-jogo) e durante o jogo.

Para a predição pré-jogo foi escolhido um alvo de predição ainda pouco explorado na li-

teratura: a predição de "ambos marcam- problema em evidência no mercado de apostas. Para

esse fim, foi necessária a construção de um dataset contendo dados históricos de partidas e

cotações de casas de apostas, envolvendo nove campeonatos nacionais. Esse dataset passou

por um cuidadoso processo de feature engineering, em que o autor deste trabalho aplicou

seu conhecimento sobre o domínio para gerar um conjunto de atributos relevante para o pro-

cesso de aprendizagem. A partir desse conjunto, diferentes classificadores de aprendizagem

de máquina foram treinados e comparados com outros modelos relevantes da litetura (ba-

seados em Poisson), bem como com o mercado de apostas. A partir desses experimentos,

algumas perguntas de pesquisa puderam ser respondidas, como apresentado na Tabela 6.1.

Em linhas gerais, devido à imprevisibilidade inerente ao futebol, a tarefa se mostrou bas-

tante difícil. Fica a percepção de que, em um trabalho futuro, pode-se incluir novos tipos

de dados para tentar trazer mais informações para os modelos. Entretanto, em termos de

acurácia de predição, não deve haver muita margem para melhoria. Essa percepção pode ser

corroborada principalmente quando os classificadores são usados como base para estratégias

de apostas. De uma forma geral, o mercado se mostrou eficiente em muitos cenários, o que

pode sugerir que na maioria das vezes o conhecimento gerado pelos classificadores se asse-

melha ao conhecimento usado pelo mercado de apostas. Ainda assim, foi possível encontrar

94
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PP1. Quão difícil é o problema de predição de ambas marcam?

Os classificadores de aprendizagem de máquina, apesar de superarem alguns modelos

propostos pela literatura, foram, no geral, apenas um pouco melhores que classificadores

simples baseados na classe majoritária. Assim, pode-se confirmar a dificuldade da tarefa.

PP2. Os classificadores avaliados são capazes de superar as casas de apostas?

Considerando as probabilidades médias do mercado, os melhores classificadores não fo-

ram capazes de superar. Entretanto, considerando a casa de apostas que oferece as odds

mais justas (melhores cotações), o Gradient Boosting conseguiu ser um pouco superior.

PP3. Os classificadores são úteis para desenvolver estratégias de apostas lucrativas?

Considerando as odds médias do mercado, nenhum classificador foi capaz de obter lucro

com as estratégias avaliadas neste trabalho. Entretanto, quando considerada apenas a

casa de apostas mais justa e quando o número de apostas é limitado (por campeonato ou

por um intervalo de probabilidades), foi possível conceber algumas estratégias de apostas

lucrativas.

Tabela 6.1: Perguntas de Pesquisas referentes à predição pré-jogo

algumas situações (intervalo de odds) em que houveram oportunidades de lucro. Nesse ce-

nário, os classificadores, além de terem usado informações referentes ao desempenho das

equipes, usaram informações advindas do próprio mercado. Essa combinação de atributos

se mostrou crucial para a obtenção de uma estratégia lucrativa. Assim, este trabalho obteve

bons indícios de que existem cenários de ineficiência de mercado, em alguns intervalos de

odds, que podem serem explorados.

Para a predição de resultados durante a partida, este trabalho apresenta um dos primeiros

benchmarks para o problema. Além disso, constrói o primeiro conjunto de dados estruturado

que inclui eventos de partidas e odds do mercado de apostas, minuto-a-minuto. Além de ser

um dataset rico para o estudo da predição de resultados e eficiência de mercado, pode ser re-

levante para diversos estudos que envolvem classificação de séries temporais. A partir desse

dataset, foi possível avaliar diferentes estratégias de predição e diferentes classificadores. A

partir desses experimentos, algumas perguntas de pesquisa puderam ser respondidas, como

apresentado na Tabela 6.2.
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Em uma análise final, este trabalho se mostra um ótimo ponto de partida para trabalhos

futuros, deixando a percepção de que há margem para encontrar melhores modelos para o

problema, a partir das estratégias apresentadas. Algumas dessas ideias de trabalhos futuros

são discutidas na seção a seguir.

6.1 Trabalhos Futuros

A predição de resultados pré-jogo já é bastante discutida na literatura, entretanto ainda há

uma diversidade de caminhos a serem explorados. Este trabalho indica as seguintes possibi-

lidades de continuação:

Explorar novos alvos. A predição pré-jogo está quase sempre voltada para o resultado

final da partida. Entretanto, atualmente, há muito interesse em outros alvos, principalmente

por conta dos mercados de apostas. Este trabalho abordou um mercado ainda pouco ex-

plorado na literatura: a predição de "ambas marcam", no qual o objetivo é prever se ambas

as equipes irão marcar gols em uma partida, ou não. Assim como o mercado de "ambas

marcam", existem outros alvos que podem ser explorados como, por exemplo: o mercado

over/under, no qual o objetivo é predizer se uma partida terá mais ou menos gols que uma

determinada margem; o mercado de "handicap", no qual o objetivo é predizer se uma deter-

minada equipe irá vencer por mais gols que uma determinada margem; entre outros.

Explorar novos tipos de dados. A grande maioria dos trabalhos avaliados levam em

conta o histórico de resultados de partidas. Entretanto, no futebol não é raro que uma equipe

de qualidade inferior acabe vencendo uma equipe de qualidade superior. Nesse contexto,

pode-se considerar que os resultados das partidas, por si só, podem não ser tão represen-

tativos para medir a força de uma equipe. Uma alternativa para refinar essa medição é a

utilização das estatísticas do jogo (scouts). Além disso, na Internet há uma diversidade de

informações detalhadas sobre as equipes e jogadores. Assim, a exploração de novos atribu-

tos pode ser relevante para acrescentar detalhes não capturados pelos resultados das partidas.

Algumas sugestões para aquisição de novos dados:

1. Pappalardo et al. [114] - Dados espaço-temporais de eventos em partidas de futebol;
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2. football-data.co.uk1 - Scouts de partidas;

3. fifaindex.com2 - Informações sobre jogadores usadas em jogos de videogame;

4. totalcorner.com3 - Dados detalhados sobre cotações de casas;

Propor novas ideias para modelagem de atributos e/ou usar aprendizagem pro-

funda. As ideias aplicadas para a modelagem de atributos são fundamentais para o bom

funcionamento de alguns classificadores. Nesse cenário, é preciso ter um bom conhecimento

de domínio para a criação de atributos. Assim, propor novas estratégias de modelagem de

atributos é sempre um caminho válido a ser explorado. Outra possibilidade é aplicar arqui-

teturas profundas de redes neurais destinadas a trabalhar com "dados brutos".

Otimizar modelos para o mercado de apostas. Neste trabalho, os modelos foram trei-

nados para fazer predição de resultados e essas predições foram utilizadas para abastecer

estratégias de apostas. Em um cenário focado especificamente para apostas esportivas, o

modelo pode ser treinado diretamente visando a obtenção de lucros. Nesse caso, os modelos

seriam treinados para "realizar"apostas e não para prever resultados.

A predição de resultados durante as partidas ainda é um assunto pouco explorado. Todas

as ideias sugeridas para predição pré-jogo podem ser adaptadas para predição durante o jogo.

Além dessas, este trabalho desperta para as seguintes possibilidades de continuação:

Explorar novas arquiteturas de redes neurais. A classificação de múltiplas séries

temporais é uma área que está em constante evolução. Assim, é possível continuar avaliando

novas estruturas de redes neurais que possam vir a superar os resultados alcançados neste

trabalho. Entre as arquiteturas recentes com bons resultados, em outros domínios, que não

foram exploradas neste trabalho, destacam-se: Transformes [115] e TapNet [116].

Construir um modelo único. A estratégia deste trabalho que apresentou melhor resul-

tado utiliza múltiplos modelos treinados individualmente para cada minuto do jogo. Dessa

forma, uma possível alternativa é desenvolver uma arquitetura única que possa prever para

qualquer minuto do jogo com a mesma eficiência dos múltiplos modelos. A utilização de

modelos multi-tarefa também se mostrou promissora e pode ser uma alternativa a ser aper-

feiçoada.

1https://www.football-data.co.uk/
2https://www.fifaindex.com/
3https://www.totalcorner.com/
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Avaliar a eficiência do mercado de apostas dentro do jogo. Focando exclusivamente

no mercado de apostas é importante avaliar a eficiência do mercado de apostas durante a

partida. Isso pode ser feito avaliando diferentes momentos do jogo ou então tentando criar

uma estratégia lucrativa a partir das predições dos classificadores. O resultado pode ajudar

a responder perguntas como: Qual o melhor momento para apostar durante uma partida?

Seria melhor apostar logo após a ocorrência de gols? Seria melhor apostar a partir de um

determinado minuto? Ou quando a odd atingir um determinado valor? Essas e muitas outras

perguntas podem ser investigadas.

Por fim, em termos de aplicação, pode-se disponibilizar os melhores modelos em um

serviço real que possa, a partir de eventos coletados das partidas, fazer predições em tempo

real. Essa aplicação pode ser interessante para apostadores, imprensa esportiva e fãs em

geral.
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PP4: Qual estratégia e modelo apresentaram melhor resultado para a tarefa de pre-

dição de resultados durante a partida?

Uma rede neural profunda, de arquitetura CNN-BiLstm, treinada individualmente para

cada minuto, foi o melhor modelo para este problema. Entretanto, foi seguido de perto

por um classificador simples como o de regressão logística.

PP5: A partir de quanto tempo os modelos, usando informações coletadas durante o

jogo, superam a predição no mercado feita antes do jogo iniciar?

Os melhores classificadores precisaram de cerca de 14 minutos, em média, para superar o

mercado de apostas pré-jogo.

PP6. Quão melhor ficam os modelos quando carregados com informações adicionais

obtidas do mercado em comparação com modelos que são carregados com informa-

ções apenas do jogo?

Há uma melhora substancial na previsão, principalmente no primeiro tempo da partida.

Essa melhoria vai desaparecendo com o passar do tempo, à medida que o classificador

obtém mais informações sobre a própria partida. Assim, a partir do minuto 70, as infor-

mações prévias sobre as equipes deixam de ser relevantes. Por fim, a partir do minuto

82, o uso de informações prévias começa a piorar o classificador. Aparentemente, para

essa parte final da partida, as informações adquiridas apenas durante o jogo parecem mais

relevantes do que informações pré-jogo.

PP7. O classificador mais acurado é útil para desenvolvimento de uma estratégia

lucrativa?

As predições do classificador permitiram a criação de uma estratégia lucrativa, a partir

de apostas realizadas principalmente no início do segundo tempo. Apesar do lucro dis-

creto, os resultos apresentam bons indícios de que o mercado de apostas em futebol não é

totalmente eficiente durante toda a partida.

Tabela 6.2: Perguntas de Pesquisas referentes à predição durante as partidas
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Apêndice A

Revisão Sistemática

A.1 Consulta na plataforma SCOPUS

Pesquisa Avançada:

( ( ( TITLE-ABS-KEY ( predict* ) OR TITLE-ABS-KEY ( forecast* ) AND NOT

TITLE-ABS-KEY ( robot ) ) AND ( TITLE-ABS-KEY ( soccer ) OR TITLE-ABS-KEY

( football ) ) AND ( TITLE-ABS-KEY ( result* ) OR TITLE-ABS-KEY ( outcome* ) OR

TITLE-ABS-KEY ( score* ) OR TITLE-ABS-KEY ( winner ) OR TITLE-ABS-KEY ( bet*

) ) AND ( SUBJAREA ( busi ) OR SUBJAREA ( comp ) OR SUBJAREA ( deci ) OR

SUBJAREA ( econ ) OR SUBJAREA ( math ) ) ) )

Última Execução: 07/03/2021

Artigos Retornados: 805
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Apêndice B

Testes Estatísticos para predição pré-jogo

de "ambos marcam"

Campeonato t-statistic p-value

Brasil A -3.24409 0.00120

Brasil B 0.10256 0.91832

Inglaterra A -0.41028 0.68166

França A -1.48826 0.13689

Alemanha A 2.98221 0.00292

Itália A 2.62129 0.00885

Holanda A 6.57011 0.00000

Portugal A -2.41681 0.01581

Espanha A 0.05128 0.95911

All 1.383128 0.16664

Tabela B.1: T-Test para comparar a distribuição das classes para BTTS - H0 : yes = no /

H1 : yes 6= no (relativo a Figura 4.2)
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Campeonato t-statistic p-value

Brasil A 3175.0 0.020544

Brasil B 546.0 0.207578

Inglaterra A 20043.0 0.013810

França A 20100.0 0.073009

Alemanha A 2064.0 0.355809

Itália A 22518.0 0.012284

Holanda A 650.0 0.888638

Portugal A 11203.5 0.017608

Espanha A 35295.0 0.171014

All 776985.0 0.000002

Tabela B.2: Wilcoxon-Test para avaliar se CMM é melhor que CCM em termos de acurácia

CMH CDC CRS GNB_P GNB_M GNB_A RLO_P RLO_M RLO_A XGB_P XGB_M XGB_A CCJ CMM

IPO 0.0000 0.3329 0.3173 0.5498 0.0117 0.0256 0.1850 0.0007 0.0081 0.4211 0.0017 0.0020 0.0016 0.0016

DAC 0.3329 0.0000 0.3139 0.5121 0.0144 0.0309 0.2054 0.0009 0.0101 0.4591 0.0022 0.0025 0.0021 0.0021

RAS 0.3173 0.3139 0.0000 0.5421 0.0121 0.0265 0.1892 0.0007 0.0084 0.4282 0.0018 0.0021 0.0017 0.0017

GNB_P 0.5498 0.5121 0.5421 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000

GNB_M 0.0117 0.0144 0.0121 0.0000 0.0000 0.0000 0.0000 0.0000 0.7205 0.0000 0.0000 0.0000 0.0000 0.0000

GNB_A 0.0256 0.0309 0.0265 0.0000 0.0000 0.0000 0.0000 0.0000 0.0002 0.0000 0.0000 0.0000 0.0000 0.0000

LRE_P 0.1850 0.2054 0.1892 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0159 0.0000 0.0000 0.0000 0.0000

LRE_M 0.0007 0.0009 0.0007 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.3014 0.3014

LRE_A 0.0081 0.0101 0.0084 0.0000 0.7205 0.0002 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000

XGB_P 0.4211 0.4591 0.4282 0.0000 0.0000 0.0000 0.0159 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000

XGB_M 0.0017 0.0022 0.0018 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.5290 0.0001 0.0001

XGB_A 0.0020 0.0025 0.0021 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.5290 0.0000 0.0007 0.0007

FBO 0.0016 0.0021 0.0017 0.0000 0.0000 0.0000 0.0000 0.3014 0.0000 0.0000 0.0001 0.0007 0.0000 0.0000

AMK 0.0016 0.0021 0.0017 0.0000 0.0000 0.0000 0.0000 0.3014 0.0000 0.0000 0.0001 0.0007 0.0000 0.0000

Tabela B.3: Wilcoxon-Test para comparar a lucratividade dos classificadores seguindo a

estratégia AI contra a casa de apostas 1xBet
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CMH CDC CRS GNB_P GNB_M GNB_A RLO_P RLO_M RLO_A XGB_P XGB_M XGB_A CCJ CMM

IPO 0.0000 0.1510 0.0000 0.0218 0.6427 0.0606 0.0068 0.0000 0.0000 0.0042 0.0000 0.0000 0.0000 0.0000

DAC 0.1510 0.0000 0.1510 0.0241 0.6580 0.0572 0.0075 0.0000 0.0000 0.0047 0.0000 0.0000 0.0000 0.0000

RAS 0.0000 0.1510 0.0000 0.0218 0.6427 0.0606 0.0068 0.0000 0.0000 0.0042 0.0000 0.0000 0.0000 0.0000

GNB_P 0.0218 0.0241 0.0218 0.0000 0.0000 0.0000 0.0011 0.0000 0.0007 0.0002 0.0041 0.0002 0.0000 0.0000

GNB_M 0.6427 0.6580 0.6427 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000

GNB_A 0.0606 0.0572 0.0606 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000

LRE_P 0.0068 0.0075 0.0068 0.0011 0.0000 0.0000 0.0000 0.0000 0.0002 0.0031 0.0099 0.0042 0.0078 0.0000

LRE_M 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0684 0.0000 0.0000 0.0000

LRE_A 0.0000 0.0000 0.0000 0.0007 0.0000 0.0000 0.0002 0.0000 0.0000 0.0000 0.0054 0.0000 0.0000 0.0000

XGB_P 0.0042 0.0047 0.0042 0.0002 0.0000 0.0000 0.0031 0.0000 0.0000 0.0000 0.0000 0.0000 0.2443 0.0000

XGB_M 0.0000 0.0000 0.0000 0.0041 0.0000 0.0000 0.0099 0.0684 0.0054 0.0000 0.0000 0.0025 0.0000 0.5753

XGB_A 0.0000 0.0000 0.0000 0.0002 0.0000 0.0000 0.0042 0.0000 0.0000 0.0000 0.0025 0.0000 0.0000 0.0012

FBO 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0078 0.0000 0.0000 0.2443 0.0000 0.0000 0.0000 0.0000

AMK 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.5753 0.0012 0.0000 0.0000

Tabela B.4: Wilcoxon-Test para comparar a lucratividade dos classificadores seguindo a

estratégia VE contra a casa de apostas 1xBet

CMH CDC CRS GNB_P GNB_M GNB_A RLO_P RLO_M RLO_A XGB_P XGB_M XGB_A CCJ CMM

IPO 0.0000 0.8960 0.1598 0.0007 0.0000 0.1534 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0341 0.0000

DAC 0.8960 0.0000 0.9148 0.0007 0.0000 0.1471 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0357 0.0000

RAS 0.1598 0.9148 0.0000 0.0007 0.0000 0.1536 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0342 0.0000

GNB_P 0.0007 0.0007 0.0007 0.0000 0.0469 0.1016 0.5941 0.1977 0.2177 0.9279 0.2027 0.2396 0.0000 0.2170

GNB_M 0.0000 0.0000 0.0000 0.0469 0.0000 0.0089 0.0000 0.0001 0.0001 0.0000 0.0001 0.0001 0.0000 0.0001

GNB_A 0.1534 0.1471 0.1536 0.1016 0.0089 0.0000 0.2005 0.0223 0.0355 0.2014 0.0201 0.0248 0.4742 0.0248

LRE_P 0.0000 0.0000 0.0000 0.5941 0.0000 0.2005 0.0000 0.0000 0.0000 0.1138 0.0000 0.0000 0.0000 0.0000

LRE_M 0.0000 0.0000 0.0000 0.1977 0.0001 0.0223 0.0000 0.0000 0.6385 0.0000 0.5908 0.0383 0.0000 0.0357

LRE_A 0.0000 0.0000 0.0000 0.2177 0.0001 0.0355 0.0000 0.6385 0.0000 0.0000 0.3574 0.1256 0.0000 0.2748

XGB_P 0.0000 0.0000 0.0000 0.9279 0.0000 0.2014 0.1138 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000

XGB_M 0.0000 0.0000 0.0000 0.2027 0.0001 0.0201 0.0000 0.5908 0.3574 0.0000 0.0000 0.0174 0.0000 0.9018

XGB_A 0.0000 0.0000 0.0000 0.2396 0.0001 0.0248 0.0000 0.0383 0.1256 0.0000 0.0174 0.0000 0.0000 0.2246

FBO 0.0341 0.0357 0.0342 0.0000 0.0000 0.4742 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0000

AMK 0.0000 0.0000 0.0000 0.2170 0.0001 0.0248 0.0000 0.0357 0.2748 0.0000 0.9018 0.2246 0.0000 0.0000

Tabela B.5: Wilcoxon-Test para comparar a lucratividade dos classificadores seguindo a

estratégia AP contra a casa de apostas 1xBet


