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Utilizando word embeddings para verificar o alinhamento
politico de deputados federais brasileiros através de seus tweets.

Trabalho de Conclusao de Curso

Valter Vinicius Marinho de Lucena
Unidade Académica de Sistemas e Computacdo
Universidade Federal de Campina Grande
Campina Grande, Paraiba, Brasil
valter.lucena@ccc.ufcg.edu.br

RESUMO

Atualmente, o Twitter é amplamente utilizado pelos politicos
como um canal de comunicacio mais direto com seus eleitores e
opinar sobre varios assuntos. Devido a grande quantidade de con-
teudo gerado pelas redes sociais, medir o alinhamento de politicos
em relacdo a determinadas pautas através de seus tweets possibilita
observar, de forma automatica, como os deputados se comportam
e se expressam usando essas midias. Neste trabalho, medimos o
alinhamento politico de deputados federais brasileiros com relacédo
a Reforma da Previdéncia aplicando o Word Embedding Association
Test (WEAT), que quantifica a associacdo entre conjuntos de pala-
vras. Os resultados encontrados mostram que o método utilizado
consegue medir o alinhamento dos deputados a Reforma da Previ-
déncia, coincidindo com os posicionamentos assumidos por estes
politicos sobre a pauta.

PALAVRAS-CHAVE

Processamento de Linguagem Natural. Alinhamento politico.
Word embeddings. WEAT.

ABSTRACT

Nowadays Twitter is widely used by politicians as a more di-
rect channel of communication with their voters and to give their
opinion on various issues. Due to the large amount of content ge-
nerated on social media, measuring the alignment of politicians in
relation to certain subjects through their tweets makes it possible
to automatically observe how they behave and express themselves
using these media. Here, we measure the political alignment of
Brazilian federal deputies with regard to Social Security Reform by
applying the Word Embedding Association Test (WEAT), which
quantifies association between word sets. The results show that
the method used can measure the alignment of deputies to the So-
cial Security Reform, coinciding with the positions taken by these
politicians on the subject.
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1 INTRODUCAO

A popularizacdo das redes sociais possibilitou sua utilizacdo
como uma plataforma para o compartilhamento de opinides sobre
diversos acontecimentos e assuntos. Opinides em redes sociais,
quando devidamente recolhidas e analisadas, permitem néo apenas
compreender e explicar diversos fendmenos sociais, como também
prevé-los [3]. O Twitter é uma 6tima fonte de coleta de dados sobre
a opinido de seus usuarios, ja que as postagens na rede se déo
por meio de textos curtos, denominados tweets, que podem ser
agrupados através de marcadores, além de facilitar esta aquisicdo
através de uma interface de programacéo de aplicativos (API).

Muitos politicos utilizam o Twitter como um canal para divul-
gacdo de suas propostas, para comunicarem-se com seus eleitores
e para expressarem opinides sobre variadas pautas. Graham, Jack-
son e Boersma [9] destacam que o processo de comunicagdo no
Twitter promete uma ruptura com os pronunciamentos rigidos e
na mensagem imposta pela maquina partidaria na comunicacéo
politica, reduzindo a desconexao entre os politicos e aqueles que
eles representam.

Como apontado por Marques, Aquino e Miola [11], ao permitir
um acompanhamento mais eficiente do exercicio politico, o Twit-
ter fomenta a habilidade dos cidadaos de fiscalizar as atividades
das instituigdes. Ja que os politicos sdo eleitos para representar os
interesses da populacgdo, é interessante observar como eles se com-
portam ao utilizar as redes sociais e como expressam suas opinides
nas mesmas.

Devido a alta quantidade de dados gerados pelo Twitter, analisar
cada tweet manualmente é uma tarefa custosa e ineficiente. No en-
tanto, os avancos recentes na area de Processamento de Linguagem
Natural (PLN) possibilitaram uma alternativa a este problema [2].
Ao aplicar algoritmos de aprendizagem de maquina em PLN, faz-
se necessaria a conversao do texto para algum tipo de dado que o
algoritmo saiba processar [7]. Na maioria dos casos, esse texto é con-
vertido para um vetor numérico. Representar palavras em vetores
numéricos multidimensionais permitem que palavras semantica-
mente similares sejam posicionadas na mesma regido de um espaco
vetorial geométrico [1]. Uma alternativa comum para realizar esta
conversdo é utilizar alguma técnica de word embeddings.

O termo word embeddings refere-se ao conjunto de técnicas que
permitem a representacdo de um conjunto de palavras de um voca-
bulario num espaco vetorial de dimensdo menor que o tamanho do
vocabulario [7]. Além disso, essas técnicas possibilitam, de forma
ndo supervisionada, capturar aspectos semanticos das palavras base-
adas apenas no contexto em que elas aparecem, assim como adquirir



um viés estereotipado [5]. Caliskan, Bryson e Narayanan propdem,
em [5], um teste estatistico similar ao Implicit Association Test (IAT),
que demonstra a diferenca entre os tempos de resposta para que
sujeitos emparelhem dois conceitos que considerem semelhantes,
em contraste com dois conceitos que consideram diferentes, para
medir o viés adquirido pelo aprendizado de maquina padréo através
de dados textuais que refletem o cotidiano humano. O teste desen-
volvido foi denominado Word Embedding Association Test (WEAT),
e utiliza a distancia entre um par de vetores como analoga ao tempo
de reacdo no IAT. O WEAT compara esses vetores para um mesmo
conjunto de palavras, medindo, caso existam, suas associacdes.

A fim de automatizar a tarefa de entender o comportamento de
politicos ao utilizar o Twitter, o presente trabalho propde utilizar
uma adaptacdo do WEAT nos tweets de deputados federais brasi-
leiros com o objetivo de medir seu alinhamento a pautas politicas.
Para isto, o WEAT foi aplicado utilizando word embeddings treina-
dos com base em textos de noticias nos tweets de alguns deputados
em exercicio com o objetivo de identificar e medir o alinhamento
destes com a Reforma da Previdéncia. Os resultados mostram que
o método utilizado consegue medir o alinhamento dos deputados
a uma pauta politica através de seus tweets, coincidindo com os
posicionamentos assumidos pelos deputados selecionados.

2 REFERENCIAL TEORICO

2.1 Processamento de Linguagem Natural

O Processamento de Linguagem Natural (PLN) é uma éarea de
pesquisa e aplicacdo que explora como computadores podem ser
utilizados para processar e manipular texto ou fala em linguagem
natural [6]. Algumas das aplica¢cdes mais comuns da PLN sio nas
areas de traducdo automatica, processamento e resumo de texto e
reconhecimento de fala. Para isso, é preciso modelar a linguagem
a ser processada através de pré-processamentos que a abstraem e
estruturam, mantendo apenas as informacdes consideradas relevan-
tes. As técnicas mais utilizadas incluem tokenizagdo, remocgio de
stopwords e padronizacdo de capitalizacdo [16].

2.1.1  Tokenizagao.

A tokenizagao é o processo de segmentacdo de palavras ou sen-
tencas em unidades denominadas tokens. Tokens sdo sequéncias de
caracteres alfabéticos ou alfanuméricos delimitados por um espaco
ou sinais de pontuacdo. Um token pode representar uma palavra ou
um conjunto de palavras.

2.1.2  Remogdo de stopwords.

Stopwords sdo palavras encontradas com bastante frequéncia
em textos e que sdo independentes de um tépico especifico (por
exemplo, conjuncdes, preposicdes e artigos). Por este motivo, como
apontam Uysal e Gunal [16], stopwords sdo consideradas irrelevan-
tes nas atividades de PLN, sendo retiradas dos tokens resultantes
do processo de tokenizacdo. Cada linguagem possui suas proprias
stopwords.

2.1.3  Padronizagdo de capitalizagdo.

Uma outra etapa comum na atividade de pré-processamento é a
padronizacdo da capitalizacdo. Este processo assume que o signifi-
cado das palavras ndo muda se a palavra é escrita com caracteres
maitsculos ou minudsculos, e consiste na conversédo dos caracteres
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para uma Unica forma de capitalizacdo, geralmente convertendo
caracteres maidsculos em minusculos.

2.2 TF-IDF

O valor TF-IDF é uma medida estatistica utilizada para avaliar
quio relevante uma palavra é para um documento em uma cole-
¢éo ou corpus [13]. A relevancia aumenta proporcionalmente ao
ndimero de vezes que uma palavra aparece em um documento, mas
¢ penalizada pela frequéncia da palavra em todo o corpus. Este valor
é calculado a partir do produto entre a frequéncia de um termo em
um documento (TF) e a frequéncia inversa de documentos (IDF),
definida pela formula

IDF(w) = log, ()

onde w é uma palavra, M é o nimero de documentos no corpus
e k é a quantidade de documentos onde w aparece.

2.3 Word embeddings

Word embeddings sao construidos considerando como entrada
um conjunto de documentos de texto que leva a construgio de um
vocabulario e ao aprendizado da representacéo de uma palavra em
um espaco vetorial multidimensional. S0 amplamente utilizados
atualmente em varias atividades de PLN [4].

Um word embedding é uma funcdo parametrizada que mapeia
palavras de alguma linguagem em um vetor com muitas dimensoes.
Cada dimenséo de um word embedding é uma caracteristica que des-
creve a palavra representada. Os valores dessas dimensdes tornam
possivel medir a similaridade de palavras e extrair seus aspectos
sintaticos e semanticos de maneira nio supervisionada, levando
em consideracédo apenas o contexto onde essas palavras aparecem,
ou seja, o local em um espaco vetorial multidimensional onde os
vetores destas palavras estdo posicionados.

A figura 1 contém uma simplificado na qual a caracteristica que
cada dimensdo de um word embedding representa é bem definida.
Se considerarmos que a primeira dimensdo dos word embeddings
da figura refere-se a caracteristica "animal”, entdo o valor desta
dimensdo para cada palavra quantifica sua proximidade para o
conceito representado pela caracteristica.

Dimensions
dog -0.4 0.37 0.02 -0.34 . animal
cat -0.15 -0.02 -0.23 -0.23 domesticated
lion 0.19 -0.4 0.35 -0.48 pet
5 tiger -0.08 0.31 0.56 0.07 fluffy
g elephant -0.04 -0.09 0.11 -0.06
g cheetah 0.27 0.28 0.2 -0.43
H monkey -0.02 -0.67 -0.21 -0.48
rabbit -0.04 0.3 -0.18 -0.47
mouse 0.09 -0.46 -0.35 -0.24
rat 0.21 -0.48 -0.56 -0.37

Figura 1: Simplificacao do significado das dimensoes de word
embeddings para representacdes em quatro dimensoes dos
nomes de alguns animais. Fonte: Introduction to Word Vec-
tors .


https://medium.com/@jayeshbahire/introduction-to-word-vectors-ea1d4e4b84bf
https://medium.com/@jayeshbahire/introduction-to-word-vectors-ea1d4e4b84bf
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2.3.1 Word2Vec.

Um modelo word2vec é uma rede neural com uma unica ca-
mada oculta projetada para reconstruir o contexto das palavras,
estimando a probabilidade de uma palavra estar préxima de outra
dada como entrada [1]. Essas informacdes sdo obtidas através de
dois algoritmos propostos por Mikolov et al.[12]: Common Bag Of
Words (CBOW) e Skip-gram. O CBOW tenta prever uma palavra
com base em um contexto (palavras ao seu redor), e o Skip-gram
o contexto em que uma palavra aparece, como esquematizado na
figura 2.

No entanto, a rede neural néo é utilizada ap6s o treinamento do
modelo. O objetivo do treinamento é aprender os pesos da camada
oculta, pois estes correspondem aos valores das diversas dimensdes
dos word embeddings.

INPUT PROJECTION OUTPUT INPUT PROJECTION  OUTPUT

w(t-2) wit-2)

wi(t-1) wit-1)
L SUM /
/ — wit) wit) —FL
wit+1) \ wit+1)

wit+2) wit+2)
cBow Skip-gram

Figura 2: Arquitetura dos algoritmos CBOW e Skip-gram.
Fonte: Efficient estimation of word representations in vector
space

As abordagens tradicionais de PNL néo capturam relagdes sin-
taticas e semanticas entre palavras. Por outro lado, os vetores de
palavras representam-nas como vetores multidimensionais de nu-
meros de ponto flutuante, de forma que palavras semanticamente
semelhantes sejam posicionadas em pontos préoximos num espaco
vetorial. Assim, cada valor do vetor captura uma dimenséo do sig-
nificado da palavra e onde palavras semanticamente semelhantes
tém vetores semelhantes.

2.4 WEAT

O WEAT é um teste estatistico proposto por Caliskan, Bryson
e Narayanan em [5] aplicado a word embeddings que identifica o
viés esteriotipado adquirido pelo aprendizado de maquina padrio a
partir de dados textuais que refletem o cotidiano humano. O teste
calcula a similaridade, de acordo com um modelo de word embedding,
entre cada palavra de dois conjuntos de palavras-alvo X e Y e toda
palavra em dois conjuntos de palavras-atributo A e B [14]. Por
exemplo, considerando como alvos as palavras masculino e feminino
e como atributos as palavras violento e pacifico, se notarmos que
masculino esti mais associada a violento que feminino, e que esta
estd mais associada a pacifico que violento, entdo detectamos um
viés. Essa similaridade é avaliada a partir da seguinte férmula:

s(X,Y,A,B) = Z s(x, A, B) — Z s(y, A, B)

xeX yey
onde s(w, A, B) para uma dada palavra w é calculado por

1 o 1 oo
s(w, A, B) A ‘;Acos(w,ﬁ) 5] I;;cos(w, b)

Em outras palavras, s(w, A, B) mede a associacdo de w com o
conjunto de palavras-atributo, e s(X, Y, A, B) a diferenca entre a
associacdo dos dois conjuntos de palavras-alvo e os dois conjuntos
de palavras-atributo. Qualquer resultado diferente de zero identi-
fica um viés de alguma palavra-alvo em relagéo a alguma palavra-
atributo.

3 MATERIAIS E METODOS
3.1 Dados sobre deputados federais

Os dados utilizados para realizar os experimentos sdo referentes
aos tweets dos deputados federais em exercicio na 56* legislatura.
Estes dados foram coletados a partir dos Dados Abertos da Camara
dos Deputados [8] e continham informacdes basicas sobre cada
politico.

Apbs isso, observando os perfis seguidos pelo perfil da Camara
dos Deputados no Twitter, os usernames dos deputados foram adi-
cionados a base de dados inicial. Ao fim deste processo, os dados
possuiam as informacdes descritas na tabela 1.

Tabela 1: Descri¢ao dos dados sobre os deputados

Variavel Descrigio

id Identificador do deputado

nome Nome do deputado

siglaPartido  Sigla do partido ao qual o deputado é afiliado
siglaUf Estado ao qual pertence um deputado
idLegislatura Identificador da legislatura onde o deputado atua
email Email de contato do deputado

sexo Sexo do deputado

username Nome de usuario do perfil do deputado

Em posse dos dados dos deputados e seus respectivos usernames,
foi realizada a coleta dos seus tweets. Devido as limita¢des do proprio
Twitter [15], a coleta dos tweets de cada deputado foi realizada
em etapas. A cada etapa do processo eram coletados os 50 tweets
anteriores ao ultimo tweet coletado. Ao fim do processo, foram
coletados em média 2000 tweets para os 451 deputados em exercicio
que possuem um perfil no Twitter. Os dados utilizados podem ser
encontrados em nosso repositorio no GitHub !. A tabela 2 descreve
as informacdes contidas na base.

3.2 Pré-processamento

Os dados coletados foram pré-processados com o propésito de
manter somente as informagdes relevantes ao contexto da pesquisa
e estrutura-los de forma a facilitar sua analise. As técnicas utilizadas
foram padronizacio de capitalizacdo, tokenizacido e remocéao de

Uhttps://github.com/valterlucena/twitter_deputados


https://arxiv.org/pdf/1301.3781.pdf
https://arxiv.org/pdf/1301.3781.pdf
https://github.com/valterlucena/twitter_deputados

Tabela 2: Descriciao dos dados de tweets dos deputados

Variavel Descricao

id_tweet Identificador do tweet

tweet Contetdo do tweet

id_author Identificador do deputado
user_author Nome de usuario do deputado

stopwords, e foram aplicadas através das bibliotecas tokenize e corpus
da plataforma NLTK?, responséveis, respectivamente, pela geracio
dos tokens e remocéo das stopwords. A tabela 3 contém o resultado
da aplicacdo das técnicas descritas para um tweet.

3.3 Word embeddings

Os dados utilizados para o treinamento do modelo sdo noticias
dos anos de 2010, 2014 e 2018 obtidas da secéo sobre politica dos
portais Folha de Sdo Paulo (FolhaSP) e Estadao [14]. Cada observa-
¢do da base refere-se aos tokens produzidos a partir do texto de uma
noticia pré-processados com as mesmas técnicas descritas na subse-
¢do anterior. A escolha dos dados levou em consideragio o contexto
em que os word embeddings seriam usados. Aplicar esses dados de
noticias politicas na criacdo dos word embeddings possibilita que
os valores de suas dimensdes mecam o quanto a palavra que ele
representa esta relacionada a caracteristicas politicas aprendidas
durante o treinamento. Os word embeddings utilizados nos modelos

foram criados utilizando o mddulo word2vec da biblioteca Gensim?.

3.3.1 Criagao e treinamento do modelo de word embeddings.

O modelo Word2Vec para a criacdo dos word embeddings foi trei-
nado utilizando como paradmetros janelas de duas palavras e vetores
de 300 dimensdes. O tamanho da janela refere-se a quantidade de
palavras anteriores e posteriores a palavra-alvo, ou seja, 0 que sera
considerado como o contexto onde a palavra aparece, e o tamanho
dois foi escolhido pois, enquanto janelas maiores tendem a captu-
rar informagdes mais gerais sobre um tépico ou dominio, janelas
menores tendem a capturar mais sobre a propria palavra [10]. J&
a quantidade de dimensdes dos vetores foi escolhida levando em
consideracdo que, ao serem treinados em grandes bases, vetores
com mais dimensdes capturam relacionamentos seméanticos mais
sutis entre as palavras [12]. Levy e Goldberg [10] mostram que
alcancaram valores semelhantes para métricas como tamanho do
vocabulario e quantidade de contextos sintaticos distintos para
vetores de 300 e 600 dimensdes. O valor 300 foi escolhido, entdo,
buscando minimizar o tempo de treinamento do modelo mantendo
resultados similares a abordagem que utiliza 600 dimensdes.

A rede neural utilizada no treinamento possuia uma camada de
entrada, uma camada oculta com 300 neurdnios, e uma camada
de saida com 60.041 neurdnios. A quantidade de neurénios na ca-
mada de saida refere-se ao tamanho do vocabulrio da base de
treinamento.

O treinamento do modelo ocorreu da seguinte forma: para cada
palavra da base, uma palavra do seu contexto era escolhida ao acaso
e oferecida como entrada a rede neural na forma de um vetor one

https://www.nltk.org/
3https://radimrehurek.com/gensim/models/word2vec.html
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hot enconding4 de 60.041 dimensoes. Assim como a camada de saida,
o vetor de entrada possui a mesma quantidade de dimensdes que
o tamanho do vocabulario. A rede, entdo, oferecia como saida a
probabilidade de cada palavra no vocabulario de estar proxima a
palavra de entrada. Este procedimento e a estrutura da rede neural
utilizada sdo esquematizados na figura 3.

Linear Softmax
activations layer

10,000

length 300 10,000
one-hot node node
vector hidden output

laver laver

Figura 3: Estrutura de uma rede neural para treinar word-
embeddings de 300 dimensdes em um vocabulario de 10 mil
palavras. Fonte: Adventures in machine learning.

3.4 WEAT

Para a aplicacido do WEAT, faz-se necessaria a criacdo de qua-
tro conjuntos: dois conjuntos de palavras-alvo e dois conjuntos de
palavras-atributo. Neste caso, os conjuntos de palavras-alvo con-
tém as palavras mais relevantes dos tweets de um deputado sobre
uma pauta especifica, enquanto os conjuntos de palavras-atributo
contém palavras semanticamente similares a ideias antagénicas. A
relevancia das palavras contidas nos tweets de um deputado foi cal-
culada através do valor TF-IDF, e os conjuntos de palavras-atributo
utilizados foram os conjuntos de palavras relacionadas a péssimo
e otimo gerados por Sales, Balby e Veloso em [14], disponiveis em
seu repositorio no GitHub® e expostos na tabela 4. Os conjuntos
de palavras relacionadas a péssimo e 6timo foram escolhidas como
atributos pois contém palavras que representam aspectos negativos
e positivos, respectivamente.

A pauta selecionada para a realizacido do experimento foi a Re-
forma da Previdéncia. Esta pauta foi escolhida devido a repercusséo
causada na midia, ao envolvimento de muitos parlamentares em
sua criacdo e as mudancgas significativas em relacdo a aposentadoria.
A figura 4 mostra a variacdo do interesse sobre a pauta durante o
ano de 2019.
4Um vetor onde cada dimenséo representa uma palavra do vocabulario. Para uma
palavra especifica, o valor de cada dimenséo sera 1 na dimenséo referente aquela
palavra e 0 nas demais.

Shttps://github.com/allansales/bias-in-brazilian-elections/tree/master/word-
association
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Tabela 3: Exemplo da aplicacio dos pré-processamentos utilizados nos tweets

tweet original

tweet pré-processado

Jodo Gilberto: “ o apagar da velha chama” de uma lenda da musica brasileira! ‘ [jodo’, ’gilberto’, *apagar’, "velha’, ‘chama’, "lenda’, 'musica’, ’brasileira’]

Tabela 4: Conjuntos de palavras similares para péssimo e
6timo.

Atributo | Conjunto

péssimo 1 | mau, equivocado, adiantado, preconceituoso, infe-
liz, injusto, atrasado, inesperado, doloroso, absurdo,
triste, incerto, violento

péssimo 2 | mau, precario, lamentavel, equivocado, desconfor-
tavel, desastroso, desfavoravel

péssimo 3 | mau, equivocado, deprimido, desastroso, isento,
preconceituoso, infeliz, desorganizado

6timo 1 excelente, destacado, interessante, melhor, melho-
rado, lindo, unico, excepcional, talentoso, inovador,
bacana, impressionante, ideal

6timo 2 excelente, destacado, interessante, melhor, impor-
tantissimo, excepcional, inovador

otimo 3 excelente, destacado, interessante, melhor, unico,
excepcional, inovador, bacana

Figura 4: Interesse ao longo do ano de 2019 sobre a Reforma
da Previdéncia. Fonte: Google Trends

Os conjuntos de palavras-alvo foram formados pelas palavras
mais relevantes, de acordo com o TF-IDF, dos tweets sobre a pau-
tas em questdo dos deputados federais Samia Bomfim (PSOL-SP),
Eduardo Bolsonaro (PSL-SP), Felipe Rigoni (PSB-ES) e Tabata Ama-
ral (PDT-SP). Os deputados Simia Bomfim e Eduardo Bolsonaro
foram escolhidos por apresentarem posicionamentos sabidamente
contrarios em relacéo a varias outras pautas além da escolhida, e
os deputados Felipe Rigoni e Tabata Amaral foram escolhidos por
manterem posi¢des contrarias ao seus respectivos partidos com
relagdo a Reforma da Previdéncia.

A partir disso, procuramos, aqui, associacoes entre os tweets de
deputados federais sobre uma pauta e conceitos que denotam ideias
antagdnicas. Por exemplo, considerando a Reforma da Previdéncia,
os tweets de Simia Bomfim sobre a pauta sdo mais associados a
péssimo ou 6timo? E os de Eduardo Bolsonaro? E para os deputados

Felipe Rigoni e Tabata Amaral, identificamos as mesmas associa-
cdes? As diferengas entre essas associa¢des podem ser utilizadas
para medir, através de seus tweets, o alinhamento de um deputado
a pautas politicas.

3.5 Experimento

O WEAT foi aplicado considerando o seguinte modelo: Alvo X vs.
Alvo Y em relacio a péssimo vs. 6timo, onde X e Y sdo instanciados
como os tweets mais relevantes de dois deputados sobre uma pauta, e
péssimo e 6timo sdo conjuntos de palavras-atributo semanticamente
semelhantes a péssimo e otimo, respectivamente. A figura 5 ilustra
o conjunto de palavras-alvo para a deputada Simia Bomfim sobre
previdéncia. O teste foi realizado para diferentes combinacdes dos
conjuntos atributos utilizados. As combinacdes estdo descritas na
tabela 5.

Tabela 5: Conjuntos de palavras-atributo utilizados em cada
experimento

Experimento ‘ Conjuntos

péssimo 1 vs. 6timo 1
péssimo 1 vs. 6timo 2
péssimo 1 vs. 6timo 3
péssimo 2 vs. 6timo 1
péssimo 2 vs. 6timo 2
péssimo 2 vs. 6timo 3
péssimo 3 vs. 6timo 1
péssimo 3 vs. 6timo 2
péssimo 3 vs. 6timo 3
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Figura 5: Palavras mais relevantes nos tweets de Samia Bom-
fim sobre Previdéncia.

4 RESULTADOS

Qualquer valor diferente de zero nos resultados do WEAT indica
viés. Considerando o modelo alvo X vs. alvo Y com relacdo ao
atributo A vs. atributo B, se o valor do WEAT for positivo, entdo X


https://trends.google.com.br/trends/explore?date=2019-01-01 2019-11-20&geo=BR&q=Reforma da Previdencia

esta enviesado para A e Y para B, e o inverso acontece se este valor
for negativo.

As figuras 6 e 7 mostram os resultados da execugdo do WEAT
para cada experimento realizado. Estes experimentos utilizaram
palavras dos tweets dos deputados escolhidos sobre a Reforma da
Previdéncia como conjuntos de palavras-alvo em relacdo a uma
combinacdo diferente de conjuntos de palavras-atributo.

0.482 0.484

Experimento

Figura 6: Resultados da execucio do WEAT para os tweets
de Samia Bomfim e Eduardo Bolsonaro sobre a Reforma da
Previdéncia. Fonte: elaborado pelo autor.

Na figura 6, os experimentos realizados no modelo Samia vs.

Eduardo com relagio a péssimo vs. 6timo mostram que os tweets
de Samia Bomfim estdo mais associados as palavras do conjunto
péssimo e os tweets de Eduardo Bolsonaro estao mais associados as
palavras do conjunto détimo para todas as combinag¢des de conjuntos
de palavras-atributo, visto que este valor é sempre positivo, mesmo
variando entre cada combinacgdo. Os maiores valores do WEAT
foram para a combina¢ido de conjuntos péssimo 2 vs. 6timo 2 e
péssimo 2 vs. 6timo 3. A tabela 6 contém uma sumarizacdo dos
resultados encontrados em termos de média, mediana e desvio
padréo.

Tabela 6: Sumarizacio dos resultados da aplicacio do WEAT
para Simia Bomfim e Eduardo Bolsonaro

Medida Valor
Média 0.44657
Mediana 0.44977

Desvio Padriao 0.062081

As medidas descritas na tabela mostram que, de forma geral,
Samia Bomfim utiliza palavras mais associadas aos conjuntos de
palavras-atributo que refletem caracteristicas negativas (péssimo),
enquanto que Eduardo Bolsonaro utiliza palavras mais associadas
a caracteristicas positivas (6timo).
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Figura 7: Resultados da execucio do WEAT para os tweets
de Felipe Rigoni e Tabata Amaral sobre previdéncia. Fonte:
elaborado pelo autor.

Nos experimentos realizados para o modelo Felipe vs. Tabata
com relacéo a péssimo vs. dtimo, cujos resultados estdo expostos
no grafico da figura 7, o conjunto ao qual as palavras mais rele-
vantes de seus tweets sobre a Reforma da Previdéncia estdo mais
associados diferem para algumas combinagdes de conjuntos de
palavras-atributo. Durante os trés primeiros experimentos consi-
derando diferentes combinagdes de péssimo 1, como os valores do
WEAT sdo negativos, podemos dizer que os tweets de Felipe Rigoni
estdo mais associados as palavras do conjunto 6timo e os tweets de
Tataba associados as palavras do conjunto péssimo. Porém, para
as combinacdes considerando os conjuntos péssimo 2 e péssimo
3, os resultados invertem-se, pois o resultado do WEAT para os
experimentos com esses conjuntos sdo todos positivos.

Considerando os posicionamentos dos deputados sobre a Re-
forma da Previdéncia, ambos argumentam que, embora discordem
de alguns pontos no texto da reforma, contribuiram para a sua
melhoria ®, o que pode ser verificado nos resultados do WEAT para
os tweets destes deputados sobre a pauta. De forma geral, como
observado no grafico da figura 7 e descrito na tabela 7, os valo-
res do WEAT variam entre positivos e negativos para diferentes
combinagdes de conjuntos de palavras-atributo através de valo-
res proximos a zero, porém com média e mediana positivas. Esses
valores indicam que as palavras utilizadas por Felipe Rigoni em
tweets sobre a Reforma da Previdéncia associam-se mais aos conjun-
tos de palavras-atributo que representam caracteristicas negativas,
enquanto Tabata Amaral utiliza palavras mais associadas aos con-
juntos que representam caracteristicas positivas.

5 CONCLUSAO

Os resultados obtidos através dos experimentos realizados mos-
tram que o WEAT consegue medir o alinhamento de um politico a

®https://www1.folha.uol.com.br/poder/2019/07/sob-ameaca-de-expulsao-
dissidentes-enfrentam-partidos-por-previdencia.shtml
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Tabela 7: Sumarizacao dos resultados da aplicacio do WEAT
para Felipe Rigoni e Tabata Amaral

Medida Valor
Média 0.096023
Mediana 0.126389
Desvio Padrdo 0.1611241

pautas politicas através de seus tweets. A utilizacdo de word embed-
dings treinados utilizando dados de noticias sobre politica possibili-
taram que essas representacdes capturassem aspectos semanticos
inerentes ao escopo utilizado.

Nos experimentos realizados para deputados com posicionamen-
tos sabidamente opostos sobre Reforma da Previdéncia, os resulta-
dos do WEAT mostram que os tweets de Simia Bomfim associam-se
mais a conjuntos que representam aspectos negativos e que os de
Eduardo Bolsonaro estdo mais associados aos conjuntos que re-
presentam aspectos positivos. Em outras palavras, Simia Bomfim
alinha-se negativamente a reforma, enquanto Eduardo Bolsonaro
alinha-se positivamente, o que coincide com como cada deputado
votou durante o segundo turno’ da avaliacio da proposicéo.

Ja nos experimentos realizados para os deputados cujos posicio-
namentos sobre Reforma da Previdéncia contrariaram os definidos
pelos seus partidos, os valores do WEAT variavam entre positivos e
negativos, porém proximos a zero. Isto se deve ao fato de que ambos
os deputados teciam criticas a certos pontos do texto da reforma
enquanto contribuiam na melhoria de outros. No geral, o WEAT,
para a maioria dos experimentos, alinhou os tweets de Felipe Rigoni
sobre a pauta em questdo aos conjuntos de palavras que represen-
tam aspectos negativos, enquanto que os tweets de Tabata Amaral
alinham-se aos conjuntos de palavras que representam aspectos
positivos.

A metodologia empregada no presente trabalho pode ser utili-
zada em situagdes em que o alinhamento de um politico em relacio a
alguma pauta ainda ndo é conhecido, como um modelo de predicio.
Para trabalhos futuros, o mesmo método poderia ser aplicado con-
siderando partidos politicos como alvos para medir o alinhamento
de um partido a uma pauta.
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