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Resumo

O cérebro humano está, na maior parte do tempo, processando informações para reagir de

acordo com os estímulos recebidos pelo conjunto sensorial do corpo humano. A fadiga men-

tal é um estado de sonolência e baixa atenção que aumenta o tempo de reação do indivíduo.

No trânsito, o baixo tempo de reação é crucial para evitar acidentes, o que torna a fadiga

mental um fator de risco para os motoristas, principalmente ao trafegar em rodovias, as

quais normalmente permitem velocidades mais altas. Neste trabalho, é descrito um método

de classificação de sinais de eletroencefalograma (EEG) em sonolência, utilizando redes neu-

rais artificiais otimizadas utilizando algoritmos genéticos. Os parâmetros de entrada foram

calculados para grupos de 256 amostras (janelas de 1 segundo) do canal AF7 de um headset

de EEG portátil denominado Muse. A aplicação do método proposto resultou em 13,42% de

erro na classificação das amostras (confusão), 14,49% de erro quadrático médio, 85,21% de

sensitividade e 87,95% de especificidade, a partir da utilização de dados adquiridos durante

sessões em um simulador de direção.

Palavras-chave: Sonolência, Eletroencefalograma, Motoristas, Trânsito.
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Abstract

Most of the time, the human brain is processing information to react according to the stim-

uli received through the sensory nervous system. The mental fatigue is a state of drowsiness

and low attention that increases the reaction time of an individual. In the traffic, the short

reaction time is crucial to avoid accidents, what means that mental fatigue is a risk factor for

drivers, especially when driving through highways in which higher speeds are normally al-

lowed. This work describes a method to classify EEG signals in drowsiness by using artificial

neural networks optimized by genetic algorithms. The input parameters were calculated for

groups of 256 samples (1 second window) of channel AF7 of a Muse portable EEG headset.

The application of the proposed method resulted in 13.42% of classification error (confu-

sion), 14.49% of mean squared error, 85.21% of sensitivity and 87.95% of specificity, using

data acquired during sessions in a driving simulator.

Keywords: Drowsiness, Electroencephalography, Drivers, Traffic.
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Capítulo 1

Introdução

Tem sido amplamente declarado que as sociedades industrializadas modernas tornaram-se

privadas de sono. Alguns estudos sugeriram que a duração média do sono diminuiu nas

últimas décadas [1].

A fadiga é um estado de sonolência, tipicamente resultante da exaustão física ou mental,

que implica na falta de foco para qualquer tipo de esforço, além da redução da eficiência

ao trabalhar por conta da diminuição do nível de atenção e da capacidade de processar

informações [2–4].

A sonolência leva à deterioração do desempenho do motorista e das habilidades de ma-

nuseio dos veículos [5]. A fadiga é considerada um dos fatores mais críticos que afeta

motoristas, reduzindo o nível de atenção e aumentando o tempo de reação, o que resulta

em uma menor aptidão para dirigir [6]. Estudos recentes mostram que 50% dos acidentes

nas rodovias brasileiras ocorridos em 2016 foram causados pelo sono [7].

Um estudo realizado em 2016 pela Forbes apontou que cerca de 5000 pessoas morreram

por acidentes de trânsito causados pelo sono nos Estados Unidos em 2015 e mais de 83,6

milhões de motoristas dirigiram diariamente em privação de sono [8].

A sonolência em motoristas foi identificada como a causa de mais de 20% de acidentes que

resultaram em ferimentos e mortes globalmente [5]. Segundo um estudo realizado em 2011

por Bacchieri et al. [9], aproximadamente 1,2 milhão de pessoas em todo o mundo morrem

vítimas dos acidentes de trânsito a cada ano e mais de 90% dessas mortes ocorrem em

países de baixa e média renda. Surge, então, a necessidade de mensurar o nível de atenção
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e fadiga mental de um indivíduo para detecção, avaliação de desempenho e monitoramento

de atividades rotineiras, como dirigir [10].

Neste trabalho propõe-se o desenvolvimento de um método de classificação do estado

de sonolência de motoristas, com base em Eletroencefalograma, Redes Neurais Artificiais e

Algoritmos Genéticos.

1.1 Eletroencefalograma e Fadiga Mental

Diversos sistemas de detecção de fadiga são baseados em Eletroencefalograma (EEG), um

método para avaliar a atividade elétrica cerebral. O EEG é utilizado na busca pela relação

entre as mudanças na dinâmica cerebral e a fadiga de funções neurológicas [11].

Estudos relacionados a detecção de níveis de fadiga e sonolência em motoristas têm

demonstrado que o EEG é bastante efetivo para a análise do estado de vigilância de um

indivíduo [12,13].

Existem várias abordagens diferentes sobre o uso do EEG para análise de fadiga mental.

O requisito crucial deste procedimento é a escolha da melhor e mais relevante área do

cérebro cujos sinais serão adquiridos. As áreas mais utilizadas para análise de fadiga são:

o lobo parietal, cíngulo, córtex frontal inferior, córtex temporal superior, cerebelo e vérmis

cerebelar [14]. Existem, por exemplo, trabalhos que fazem a análise da atividade das ondas

Teta (4-8 Hz) na linha mediana frontal e das ondas Alfa (8-13 Hz) no lobo parietal [15]. A

estrutura do cérebro é detalhada na Seção 2.1.1.

Samsami et al. [16] descreveram um sistema no qual os canais F3, F4, C3, C4, P3,

P4, O1 e O2 são utilizados em um método que trata os sinais de EEG como imagens. A

intensificação das atividades nas ondas Alfa são consideradas um sinal de fadiga a partir

de dois métodos testados: o método de Contorno de Atividade de Chan-Vese e por meio

da Regressão de Processo Gaussiano. As posições padronizadas dos eletrodos de EEG são

detalhadas na Seção 2.2.3.

Na pesquisa de He et al. [17], é utilizado o Headset EEG MindWave para adquirir os sinais

de EEG do lobo pré-frontal esquerdo, dados estes que são processados para a estimativa dos

níveis de atenção e meditação. Os autores propõem a correlação entre o níveis de atenção e

meditação, e a variação dos sinais EEG. A classificação é feita pelo método dos k-vizinhos
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próximos, apresentando em média 68,31% de sensitividade e 90,43% de especificidade.

Yang et al. [18] descreveram que foram realizados diversos testes de atenção em estu-

dantes que estavam sendo monitorados quanto a atividade cognitiva, por meio do uso de

EEG. A classificação dos níveis de atenção foi realizada utilizando a Máquina de Vetor de

Suporte (do Inglês, Support Vector Machine). O sinal de EEG foi decomposto em 5 bandas

primárias (Alfa, Beta, Gama, Teta e Delta) utilizando wavelets, com 5 parâmetros estatísti-

cos na banda primária (incluindo entropia aproximada, variação total, energia, assimetria e

desvio padrão). Foi utilizado um algoritmo genérico para melhorar os resultados e a precisão

alcançada foi de 90,39%.

Ghassemi et al. [19] descreveram um método para análise de nível de atenção de um

usuário, além de um sistema que chama a atenção do usuário continuamente, mantendo-o

focado na atividade. A precisão alcançada na classificação do nível de atenção foi 81%.

Hamandicgaref et al. [10] descreveram um trabalho onde são extraídos, selecionados e

aprendidos alguns padrões espectro-espaciais dos sinais de EEG com o objetivo de avaliar

os níveis de atenção para o diagnóstico da condição do distúrbio de hiperatividade e deficit

de atenção em crianças. A precisão obtida foi de 89,4% no procedimento que foi efetuado

com 5 jovens.

Borghinia et al. [20] descreveram em seu trabalho que foi descoberto um padrão na

distribuição das atividades das ondas Alfa durante o estado de fadiga do motorista devido

ao aumento na potência espectral no lobo occipital durante situações simuladas de direção

monótona. O aumento da atividade das ondas Delta e Teta também foi mencionado, mas

a atividade na banda Alfa é mais evidente.

Na abordagem de Barwick et al. [21], são descritos alguns indicadores de um aumento

significante na potência das ondas Alfa em zonas centrais durante atividades neuropsicoló-

gicas. Essa condição foi nomeada de interferência Stroop.

Nas pesquisas realizadas por Lal et al. [12], foi encontrado um padrão comum na ate-

nuação da atividade das ondas Alfa no lobo occipital, causada pelo estado de sonolência,

seguido por um aumento na potência das ondas Alfa nas zonas central e frontal do cérebro.
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1.2 Delimitação da Pesquisa

Devido a grande importância na determinação dos níveis de vigilância e fadiga, diversas

metodologias foram propostas. Dentre os autores comentados neste trabalho, o método

mais comumente utilizado é a análise dos sinais de EEG do córtex pré-frontal e no lobo

occipital, zonas que estão diretamente ligadas aos níveis de atenção, fadiga e concentração

dos seres humanos [14,16,17]. Existem alguns trabalhos que descreveram aplicações do uso

de EEG na detecção do estado de sonolência em motoristas.

Ko et al. [22] desenvolveram um dispositivo de único canal de EEG para efetuar a

análise do nível de sonolência de um motorista. O dispositivo trabalha em conjunto com

um smartphone. Nos testes, foi utilizado um ambiente de realidade virtual para simular a

atividade do motorista. A abordagem obteve 90,15% de precisão em testes realizados com

15 pessoas, por meio do uso de um modelo de predição baseado em Regressão Linear, e

o nível de fadiga é exibido em um aplicativo para dispositivos móveis que se conecta via

Bluetooth com o dispositivo de EEG desenvolvido.

Dey et al. [5] descreveram um método para detectar automaticamente o nível de sono-

lência em amostras de EEG, testando 4 diferentes classificadores: Método dos k-Vizinhos

próximos, Análise Discriminante Linear, Árvore de Decisão Simples e Support Vector Ma-

chine (SVM). O melhor resultado foi obtido com o uso da SVM, com 85,7% de acertos na

detecção de alerta e sonolência.

Awais et al. [23] descreveram uma análise no uso de EEG para detecção da sonolência

em motoristas utilizando coerência. Foi utilizado um dispositivo de 19 canais para aquisição

dos sinais de EEG durante um experimento realizado em simulador. Os resultados apon-

taram que os pares de eletrodos localizados em F3-F4 e F7-F8 se mostraram promissores

na diferenciação entre os estados de alerta e sonolência com base nas bandas alfa (F3-F4) e

beta (F7-F8). Os autores não citaram a taxa de acertos.

Song et al. [24] propuseram um sistema de detecção de sonolência em motoristas com

base em um canal de EEG (AF7). Foi utilizada a potência média nas bandas de EEG (alfa,

beta, gama, delta e teta) e Support Vector Machine como classificador. O dispositivo foi

testado com 5 indivíduos e apresentou 84,86% de acerto na detecção da sonolência.
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1.3 Descrição do Problema

Segundo estudo realizado no Brasil, dos acidentes de trânsito que ocorrem, 50% são causados

pelo sono, chegando anualmente a mais de 360 mil acidentes, o que é alarmante [7]. Nos

EUA, 5000 pessoas morreram por acidentes de trânsito causados pelo sono em 2015 [8].

Mais de 90% das mortes em acidentes de trânsito ocorrem em países de baixa e média

renda, que normalmente tem sistemas de saúde pública inferiores se comparados aos países

desenvolvidos e de alta renda [6, 9].

Com base nos dados apresentados, o problema considerado para o desenvolvimento deste

trabalho foi: “Como detectar se um motorista está sob situação de risco iminente ao dirigir

por conta do sono, de modo a tentar evitar possíveis acidentes de trânsito?”

1.4 Hipótese

Considerando o problema abordado neste trabalho, é considerada a hipótese de que: “É

possível detectar o estado de sonolência do motorista por meio da análise dos sinais de

Eletroencefalograma, permitindo a criação de sistemas que notifiquem o motorista sobre

situações de risco ao dirigir por conta do sono.”

1.5 Relevância

O nível de sonolência de um indivíduo é ponto crítico ao dirigir devido a diminuição da efici-

ência e do aumento no tempo de reação. Desta forma, o monitoramento dos sinais cerebrais

por meio do EEG tradicional pode ser utilizado para caracterizar estados de baixa atenção

causados pelo sono, permitindo o desenvolvimento de sistemas para tentar minimizar o risco

para o motorista e para as pessoas que circulam ao seu redor.

Neste trabalho é proposto um método de classificação de sinais de EEG em estados de

sonolência por meio da utilização de Redes Neurais Artificiais (RNAs), cujos pesos indivi-

duais das entradas foram otimizados por Algoritmos Genéticos. As principais contribuições

deste trabalho são: (i) proposição de um novo método de classificação de sinais de EEG

em sonolência; (ii) a validação do método de classificação de sinais de EEG em sonolência
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que utiliza as Redes Neurais Artificiais do tipo Perceptron Multicamadas, que são aproxi-

madores universais bastante flexíveis e largamente utilizadas; (iii) a validação da detecção

da sonolência a partir de sinais de EEG adquiridos por dispositivos portáteis, não-invasivos,

com poucos canais, os quais costumam ser mais baratos; (iv) os resultados obtidos foram ba-

seados apenas em métricas calculadas a partir do canal AF7, sem a necessidade da utilização

de sinais de Eletro-oculograma (EOG) e/ou câmeras.

1.6 Objetivo Geral

O objetivo geral definido para este trabalho foi o desenvolvimento de um método baseado

em EEG para avaliar se o motorista está ou não em condições de continuar dirigindo, a

partir da detecção da sonolência por meio da utilização dos sinais de Eletroencefalograma.

1.7 Objetivos Específicos

Os objetivos específicos definidos para este trabalho foram:

• revisar a literatura sobre os sistemas conexos existentes, no contexto de motorista;

• propor um método que seja efetivo na detecção do estado de sonolência de um indiví-

duo;

• realizar testes para demonstrar a efetividade do método.

1.8 Organização do Trabalho

Neste Capítulo foi apresentada uma breve contextualização do trabalho e foi descrita a

importância de monitorar se um motorista está em uma situação de risco iminente por

conta do sono. Além disso, foi apresentada uma delimitação da pesquisa, seguida pela

descrição do problema, hipótese levantada e os objetivos definidos para este trabalho.

No Capítulo 2, é apresentada uma base teórica importante para o desenvolvimento deste

trabalho. Inicialmente, são descritos alguns aspectos do cérebro humano, além das caracte-

rísticas fisiológicas dos estados de atenção, fadiga e vigilância. Em seguida são abordados
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os sinais cerebrais, descrevendo as técnicas de aquisição e o dispositivo Muse (headset de

EEG) utilizado. Por último, são descritas algumas técnicas de processamento de sinais e

classificação de padrões.

No Capítulo 3, são descritas as etapas do método: aquisição, pré-processamento, pro-

cessamento e classificação.

Em seguida, no Capítulo 4, são descritos os experimentos realizados para a aquisição

dos dados necessários para validação do método descrito neste trabalho.

Já no Capítulo 5, estão descritos os resultados obtidos com base na validação do método

proposto, a partir dos dados adquiridos durante o experimento realizado.

Por fim, no Capítulo 6, são feitas as considerações finais sobre o trabalho e sugeridos

alguns trabalhos futuros a partir do método descrito.



Capítulo 2

Fundamentação Teórica

Neste capítulo são descritas algumas características importantes do cérebro humano, além

de uma base contextual sobre o procedimento de Eletroencefalograma, bem como uma breve

introdução sobre alguns métodos de processamento de sinais e classificação.

2.1 O Cérebro Humano

O cérebro humano é a estrutura viva mais complexa conhecida no universo. Este constitui

cerca de 80% da massa total do encéfalo, sendo considerada a maior e mais evidente estrutura

encefálica [25, 26].

O cérebro humano está, na maior parte do tempo, processando informações para reagir

de acordo com o conjunto sensorial do corpo humano (sistemas auditivo, visual, etc.) e

está associado com controle de funções de alta ordem, como o comportamento voluntário,

pensamento, percepção, planejamento e compreensão linguística [10,25,26].

A organização do cérebro baseia-se em redes complexas que dão suporte para várias

funções cognitivas [27]. Esta capacidade de criar uma rede de conexões que supera qualquer

rede social e armazena mais informação que um supercomputador, torna os humanos capazes

de alcançar conquistas incríveis [26].
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2.1.1 Estruturas e Funções do Cérebro

O cérebro humano está dividido em dois hemisférios (esquerdo e direito) que são interligados

por uma estrutura chamada de corpo caloso (Figura 2.1), situado na parte inferior da fissura

que há entre os hemisférios. Os hemisférios possuem uma fina camada externa de substância

cinzenta (o córtex cerebral), que contém os neurônios. Abaixo do córtex cerebral encontra-

se uma camada de substância branca, que contém feixes de axônios neurais recobertos por

uma bainha de mielina, uma substância “gordurosa” que isola a membrana celular, que lhe

confere uma aparência branca [25].

Figura 2.1: Representação da estrutura interna do cérebro [28].

Em cada hemisfério são considerados quatro lobos (Figura 2.2A): lobo frontal, parietal,

occipital e temporal. Cada lobo tem circunvoluções características e dobras. As cristas

das circunvoluções são denominadas giros. As ranhuras são chamadas sulcos ou fissuras.

Os giros e sulcos mais eminentes são semelhantes entre um indivíduo e outro e têm nomes

específicos (Figura 2.2B): giro pré-central, sulco central e giro pós central [28].

Cada lobo está relacionado a funções específicas. O lobo frontal está relacionado a ela-

boração do pensamento, planejamento, programação das necessidades individuais e emoção.

O lobo parietal tem relação com as sensações de dor, tato, gustação, temperatura e pres-

são. O lobo temporal está relacionado ao sentido de audição, com reconhecimento de tons

específicos e intensidades sonoras. O lobo occipital é responsável pelo processamento da
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informação visual [29].

Figura 2.2: Representação dos Lobos do cérebro [30]. (B) Representação dos Giros e sulcos
cerebrais [28]

Desde o início do século XX, os neurocientistas buscam correlacionar algo da estrutura

cortical que possa caracterizar as diferentes funções do córtex. Esperava-se que áreas es-

pecíficas pudessem ser relacionadas com funcionalidades específicas. Porém, não foi assim:

embora se tenha conseguido identificar áreas com características estruturais específicas, ge-

ralmente histológicas, não foi possível estabelecer uma correlação direta com cada função.

Observando a Figura 2.3, é possível analisar algumas funções cerebrais cuja responsa-

bilidade foi direcionada a algumas zonas cerebrais em específico, porém, a correlação entre

o mapa histológico e este mapa funcional só se sustenta para as regiões primárias, isto é,

aquelas que recebem informação sensorial ou emitem os comandos motores [31].

2.1.2 Mecanismos da Atenção e a Fadiga Mental

A atenção está diretamente relacionada ao processamento preferencial de determinadas in-

formações sensoriais [32]. Segundo Brandão [33], a atenção pode ser descrita como a ca-

pacidade do indivíduo responder predominantemente os estímulos que lhe são significativos

em detrimento de outros, onde, nesse processo, o sistema nervoso é capaz de manter um

contato seletivo com as informações que chegam através dos órgãos sensoriais, dirigindo a

atenção para aqueles que são relevantes e garantindo uma interação eficaz com o meio.
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Figura 2.3: Mapa funcional do cérebro [31].

Os mecanismos da atenção atuam de um modo dinâmico, selecionando os estímulos que

chegam pelas diferentes vias sensoriais e organizando os processos mentais [32].

Aquilo que os seres humanos percebem depende diretamente de onde a atenção está

sendo dirigida. O ato de prestar atenção, independente da modalidade sensorial, aumenta

a sensibilidade perceptual para a discriminação do alvo e reduz a interferência causada por

outros estímulos [34].

Em contrapartida, esgotamentos físicos e mentais por conta da carga excessiva de ativi-

dades, juntamente com condições emocionais preocupantes, podem levar um indivíduo a um

estado de fadiga mental. Este estado é considerado bastante preocupante e de difícil con-

ceituação, interpretação e aferição, por ser um estado global relacionado a diversos sistemas

do organismo [35].

Além de ser um fenômeno que causa mal-estar, a fadiga provoca alterações no estado

psicológico e no comportamento do indivíduo, podendo ser encarada como resultante de
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esforço físico e/ou mental associado às condições ambientais e psicológicas, individuais e de

trabalho [36].

Segundo Oliveira et al. [35], a estrutura do trabalho (longas jornadas, pressão, falta de

autonomia, curto descanso e férias insuficientes) e condições como alternância de turnos, ris-

cos físicos, complexidade da atividade, postura durante a execução, entre outras, favorecem

o aparecimento da fadiga, a qual pode manifestar-se em trabalhadores de diferentes tipos

de atividade, desde os operários até os profissionais da saúde. Do mesmo modo, também

as formas de manifestação desta vão se dar em diferentes níveis, a depender da relação do

indivíduo com a atividade nociva.

Durante a jornada cotidiana, a necessidade de movimentar-se é indiscutível. Muitos

trabalhadores residem distantes dos seus locais de trabalho, ou, até mesmo, trabalham no

trânsito.

A atenção é um processo psíquico fundamental no trânsito, principalmente para o condu-

tor, ao dirigir, por este se encontrar em um ambiente com muitos estímulos, como pedestres,

ciclistas, sinalizações, sons diversos [37].

O ato de dirigir envolve um complexo processo de interação das funções neurais, pois,

conduzir um veículo envolve memória, atenção, tomada de decisões em um ambiente re-

pleto de informações, como tráfego de pedestres, de outros veículos, diversidade de sons e

imagens [37].

O comportamento dos condutores é considerado uma causa relevante na ocorrência de

acidentes de trânsito, pois, muitas vezes, o fator humano é considerado o principal res-

ponsável por eles [38]. Além disso, os motoristas, algumas vezes, dirigem influenciados

psicologicamente por condições de risco iminente, como a baixa iluminação e a chuva forte.

A fadiga mental em união com a carga psicológica a qual o motorista está submetido,

representa um fator de alto risco para o trânsito, por influenciar diretamente no tempo de

resposta e no nível de atenção do motorista, o que pode impedi-lo de contornar acidentes

que poderiam ser evitados por meio de técnicas de direção defensiva.
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2.2 Sinais Cerebrais

Os sinais cerebrais são resultado de interações entre as células que compõem o tecido nervoso,

seja ele do encéfalo, da medula espinal ou dos nervos periféricos. Existem dois tipos de

células no tecido nervoso: os neurônios e as células de suporte (ou de isolamento) [39,40].

Os neurônios conduzem os sinais do sistema nervoso. As células de isolamento mantêm os

neurônios em suas posições e evitam que os sinais sejam dispersados entre os neurônios e suas

estruturas intercelulares. O conjunto de células de isolamento é chamado de Neuroglia [41].

Na Figura 2.4 é possível observar a representação da estrutura de um neurônio. Os

componentes principais de um neurônio são: o corpo celular, responsável pela nutrição

do neurônio; os dendritos, principais partes receptoras dos neurônios; o axônio, também

conhecido como fibra nervosa, são responsáveis por transmitir sinais neurais para a célula

seguinte do cérebro ou da medula espinhal; e as sinapses, juntamente com os terminais

dos axônios, responsáveis por transmitir ou refugar os sinais neurais de um neurônio para

outro [41].

2.2.1 Sinapses Nervosas e Eletroencefalografia

Para as células de mamíferos, considera-se que o Na+, o K+ e o Cl- são os três íons que

influenciam o potencial de membrana nas células em repouso, onde a contribuição de cada

íon é proporcional a sua habilidade de cruzar a membrana e o movimento dos íons gera

sinais elétricos de uma célula. Cada célula muda a sua permeabilidade iônica abrindo e

fechando os canais de movimentação na sua membrana [39].

Os neurônios contêm uma grande variedade de canais iônicos com portões que abrem e

fecham, dependendo das condições intracelulares e extracelulares. O estímulo mínimo para

a abertura de um canal varia de um tipo de canal para outro [39].

As mudanças na permeabilidade dos canais geram sinais elétricos de dois tipos: poten-

ciais graduados, que são sinais de força variável e percorrem distâncias curtas, perdendo

força a medida que percorrem a célula; e os potenciais de ação, que são grandes despola-

rizações muito breves que percorrem longas distâncias por um neurônio sem perder força.

Os potenciais graduados refletem a intensidade do estímulo recebido pelo neurônio [39].

Na Figura 2.5 é possível observar as alterações na permeabilidade iônica de uma célula
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Figura 2.4: Representação da estrutura de um neurônio [39].

e sua conexão com o sinal que está percorrendo a mesma, desde a chegada do estímulo até

a transmissão do estímulo para a próxima célula. Durante a passagem do estímulo, no qual

tem duração de aproximadamente dois milissegundos, a tensão entre o interior e o exterior

da célula varia de -60mV até +20mV [40].

Um cérebro adulto contém em torno de 100 bilhões de neurônios interconectados e cada

um deles gera descargas elétricas enquanto o cérebro trabalha. A soma de todos essas

pequenas cargas elétricas contribui com a geração de um campo elétrico com potenciais

elétricos flutuantes, na faixa de µV, em torno de nosso couro cabeludo. Essas flutuações
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Figura 2.5: Variação na permeabilidade iônica de uma célula após um estímulo [39].

podem ser medidas utilizando sensores [42].

O procedimento de medição dos potenciais elétricos entre dois ou mais pontos, chamados

eletrodos ou sensores, em diferentes localidades do couro cabeludo, de acordo com alguns

padrões de configurações, é chamado de Eletroencefalografia (EEG). Por conta disso, as

ondas celebrais também podem ser chamadas de sinais EEG [42].

A atividade elétrica dos neurônios no córtex cerebral, ou seja, mais próximos do crânio

e, consequentemente dos eletrodos, é observada mais claramente no EEG, enquanto que a

atividade elétrica gerada em estruturas cerebrais mais profundas não pode ser observada

diretamente com o uso do EEG [40]. A tensão da atividade dos neurônios varia na faixa dos

mV, entretanto, o sinal medido pelo EEG é atenuado pelos tecidos e ossos existentes entre

os eletrodos e o córtex cerebral do indivíduo, o que resulta em potenciais com amplitude na



Capítulo 2. Fundamentação Teórica 16

ordem de µV [43].

Os sinais de EEG possuem amplitudes entre 10 e 100 µV e frequências que variam de 1 a

100 Hz, divididas em 5 bandas: gama (32Hz+), beta (16-32Hz), alfa (8-16Hz), teta (4-8Hz)

e delta (1-4Hz)[44,45].

A atividade em cada banda está ligada a diferentes estados do indivíduo. A atividade

em alfa indica um estado de relaxamento. A atividade em beta é originada principalmente

do lobo frontal e está associada à consciência normal de vigília e alerta [18].

A atividade em gama está relacionada a percepção gestáltica1 e a algumas funções cog-

nitivas como a atenção, o aprendizado, a percepção e a memória. Alguns estudos sugerem

que a atividade em gama está relacionada a seletividade da atenção [46–48].

A atividade em teta ocorre principalmente nos lobos parietal e temporal, e é mais predo-

minante durante os estados de meditação, sonolência e ao dormir. Já a atividade em delta

está associada com o estágio de sono profundo, falta de oxigenação, inconsciência e sensação

de anestesia [18].

2.2.2 Aquisição de Sinais Cerebrais

A aquisição dos sinais cerebrais pode ser realizada a partir de diversas técnicas que são

divididas em dois grupos: métodos invasivos e não-invasivos [49]. Os métodos invasivos

necessitam de uma intervenção cirúrgica para a aplicação direta de eletrodos ao cérebro

e são mais precisos por conta da aquisição ser realizada diretamente do cérebro [50]. Na

Figura 2.6 está ilustrada a colocação de sensores EEG do método invasivo.

Os métodos não-invasivos utilizam eletrodos que não necessitam de aplicação por meio

de intervenção cirúrgica e podem ser usados na realização de testes em humanos sem com-

prometer a saúde destes [52].

2.2.3 Nomenclatura e Posicionamento dos Eletrodos

Conforme descrito anteriormente, na Seção 2.1.1, cada região do cérebro desempenha dife-

rentes funções. O posicionamento dos eletrodos de EEG partem dessa afirmação e seguem

1Para se compreender as partes, é preciso, antes, compreender o todo.
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Figura 2.6: Colocação de sensores - EEG Invasivo [51]

as especificações do Sistema Internacional 10-20, que especifica os locais dos eletrodos (Fi-

gura 2.7) para facilitar comparações entre diferentes estudos.

A nomenclatura utilizada pelo Sistema Internacional para identificar as posições dos

eletrodos utiliza letras e números, onde as letras representam a estrutura anatômica do

cérebro sob a qual o eletrodo será fixado (Sulco Central e os lobos Frontal, Parietal, Temporal

e Occipital), enquanto os números representam o posicionamento com base na linha sagital,

onde os números ímpares correspondem a posições no hemisfério esquerdo e os pares ao

hemisfério direito. Os eletrodos que encontram-se na linha sagital central são representados

com a letra “z” ao invés dos números [54].

2.2.4 Headsets Portáteis de EEG Não-Invasivos

Existem diversos dispositivos capazes de fazer a aquisição dos sinais de EEG, variando

apenas o tipo de eletrodos utilizados (a seco ou molhado), o número de canais, o tipo de

circuito de pré-processamento utilizado, conectividade, autonomia, entre outros aspectos.

Dois headsets não-invasivos e portáteis de EEG, bastante populares são o Muse e o

EPOC da Emotiv.
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Figura 2.7: O Sistema Internacional 10-20 visto pela esquerda (A) e por cima da cabeça (B).
A = Lobo auricular, C = central, Pg = Nasofaringial, P = Parietal, F = Frontal, Fp = Fron-
tal Polar e O = Occipital [53]. (C) Localização e nomenclatura dos eletrodos intermediários
em 10%, conforme padronizado pela Sociedade Americana de Eletroencefalografia [54].

Muse

A empresa Muse dispõe de um dispositivo portátil e leve, ilustrado na Figura 2.8 para

aquisição de sinais de EEG com 4 canais (TP9, AF7, AF8 e TP10, conforme ilustrado

na Figura 2.9) com eletrodos a seco, peso de 60g, bateria com duração de até 10 horas,

conectividade Bluetooth 4.0 LE e taxa de amostragem de 256Hz [55].

O Muse tem a forma de uma tiara com abertura ajustável e fácil colocação. O indivíduo

apenas precisa posicionar a tiara pouco acima das sobrancelhas e os apoiadores por trás

das orelhas, conforme ilustrado na Figura 2.10. Não é necessário o uso de soluções salinas,

tendo em vista que os sensores do Muse são a seco.
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Figura 2.8: Ilustração do Headset Muse [55].

Figura 2.9: Posicionamento dos eletrodos do Headset Muse segundo o Sistema Internacional
10-20 [55].

Na Tabela 2.1 estão descritas especificações técnicas detalhadas do dispositivo Muse,

modelo 2016, o qual foi usado neste trabalho. Este foi elegido por ser não-invasivo, ter

um custo reduzido (em torno de US$ 200), fácil manuseio e sensores a seco. Em seguida é

descrito o Emotiv EPOC, outra alternativa sugerida que possui sensores que necessitam ser

umedecidos com solução salina.
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Figura 2.10: Exemplo de colocação do Muse [55].

Tabela 2.1: Especificações do Headset Muse de EEG [55]
Muse 2016

Característica Especificação

Número de Canais 4 canais

Nomenclatura
TP9, AF7, AF8 e TP10 a seco
Referência FPz (CMS/DRL)

Método de Amostragem Sequencial (Conversor AD único)
Taxa de Amostragem 256 amostras por segundo
Resolução 12 bits
Filtragem DKR - REF feedback com 2µV (RMS) de limiar de ruído
Filtro Notch Não incluído
Conectividade Bluetooth 4.0 BTLE
Alimentação Bateria de Li-Ion
Autonomia da Bateria Até 10 horas

Emotiv Epoc

O Emotiv Epoc (Figura 2.11A) é um headset de EEG não invasivo, com eletrodos de aqui-

sição com contato molhado, produzido pela empresa Emotiv, que custa em torno de US$

799. Algumas especificações técnicas do Epoc estão descritas na Tabela 2.2.

O Epoc possui 14 canais de aquisição dos sinais elétricos gerados pelos neurônios e dois

canais de referência CMS e DLR - Common Mode Sense e Driven Right Leg nos terminais

P3 e P4. De acordo com o sistema Internacional 10-10, os eletrodos estão posicionados em

AF3, F7, F3, FC5, T7, P7, O1, O2, P8, T8, FC6, F4, F8 e AF4 [56]. Na Figura 2.11B estão

ilustradas as posições dos eletrodos utilizados no headset Emotiv Epoc.
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Figura 2.11: (A) Ilustração do Headset Emotiv Epoc. (B) Posicionamento dos eletrodos do
EPOC [56].

Tabela 2.2: Especificações do Headset Emotiv Epoc de EEG [56]
Emotiv Epoc

Característica Especificação

Número de Canais 14 canais com CMS e DRL nos terminais P3 e P4

Nomenclatura
AF3, F7, F3, FC5, T7, P7, O1, O2, P8, T8, FC6,
F4, F8, AF4 com CMS em P3 e DLR em P4

Método de Amostragem Sequencial (Conversor AD único)
Taxa de Amostragem 128 amostras por segundo
Resolução 14 bits, 1 LSB = 0,51uV (1 bit ADC, 2 bits descartados)
Largura de Banda 0,2 - 45Hz, digital notch filters em 50Hz e 60Hz
Filtragem Filtro Digital de Quinta Ordem
Entrada 8400 µV (pp)
Modo de Acoplamento Acoplamento AC
Conectividade Conexão sem fio proprietária, banda de 2,4 GHz
Alimentação Bateria de Lítio
Autonomia da Bateria 12 horas
Medição de Impedância Qualidade de contato em tempo real

2.3 Processamento de Sinais

Para um melhor entendimento do método de processamento do sistema descrito neste tra-

balho, as técnicas utilizadas no processamento dos sinais de Eletroencefalograma serão des-

critas a seguir. Na Subseção 2.3.1 é apresentada a Análise de Componentes Independentes,

utilizada neste projeto para remoção de artefatos do sinal de EEG. Na Subseção 2.3.2 são

apresentadas as wavelets, incluindo a wavelet Daubechies 4 utilizada para decomposição do

sinal de EEG nas bandas alfa, beta, gama, delta e teta.
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2.3.1 Análise de Componentes Independentes - ICA

A Análise de Componentes Independentes (ICA, do Inglês Independent Component Analy-

sis) é uma técnica que tem como objetivo identificar e separar sinais estatisticamente in-

dependentes presentes em uma determinada mistura dos sinais originais. Vários algoritmos

foram elaborados para automatizar o método ICA, dentre eles o mais utilizados são JADE,

Infomax e FastIca. O FastIca apresentou o melhor desempenho na determinação de outliers

em séries temporais multivariadas [57].

A técnica do ICA diz que dadas duas fontes originais de sinais s1 e s2 que foram mis-

turadas por meio de uma matriz A, originando o sinal observado x, uma vez descoberta

a matriz W que anula a mistura (demixing), é possível separar os sinais misturados nas

respectivas aproximações das fontes originais y1 e y2. O modelo de mistura consiste em n

dados observáveis x1, ..., xn que resultam em uma combinação linear de N variáveis aleató-

rias s1, .., sn independentes entre si, e pode ser descrito por meio da Equação 2.1, onde ai

representa os coeficientes da mistura e si as componentes independentes [58].

x =
n
X

i=1

ai.si (2.1)

Após aproximar a matriz mistura A, torna-se possível obter as componentes indepen-

dentes por meio da sua inversa W , conforme descrito na Equação 2.2.

s = W.x (2.2)

2.3.2 Wavelets e Transformada Wavelet Discreta

Uma função é uma wavelet caso satisfaça três condições: admissibilidade, expressa mate-

maticamente pela equação 2.3, o que implica na função apresentar alguma oscilação; e que

tenha energia infinita, expressa pela equação 2.4; regularidade, ou seja, as wavelets devem

possuir decaimento exponencial, de modo que seus momentos das n + 1 primeiras ordens

sejam iguais a zero. Assim, wavelets são funções pares oscilatórias atenuadas exponencial-

mente até a amplitude zero nas extremidades e com largura e amplitudes variadas [59].
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Z

∞

−∞

ψ(t)dt = 0 (2.3)

Z

∞

−∞

|ψ(t)|2 dt = M < ∞ (2.4)

Uma wavelet é uma onda finita com um valor médio zero. Ao comparar ondas senoidais,

as quais estão na base da análise de Fourier, com wavelets é possível analisar que as ondas

senoidais são infinitas e regulares ao contrário das wavelets que são finitas, irregulares e

assimétricas. A principal vantagem das wavelets em relação a outros métodos é que estas

permitem a utilização de pontos de dados observados não detectáveis ao utilizar técnicas

analíticas, como a tendência de degradação e os pontos de auto-similaridade. Essas par-

ticularidades das wavelets permitem a compressão dos sinais e a remoção de ruídos sem

degradação considerável do sinal [60].

Dentre as wavelets mais conhecidas, podemos citar: Haar, a primeira e a mais simples

de todas as funções wavelet ; Daubechies, que são compactamente suportadas e adequadas

para análise wavelet discreta; Symlet, uma simplificação das wavelets Daubechies ; Coiflet ;

Biortogonal, família de wavelets que exibe a propriedade de fase linear, portanto adequada

ao processamento de sinais; Meyer ; Battle-Lemarie; Chapéu Mexicano e Morlet [61].

Transformada Wavelet

A transformada wavelet é uma alternativa para uma análise em tempo-frequência, a qual é

eficiente na localização de componentes do sinal no espaço tempo-frequência, cuja eficiência

explora a dependência entre as componentes do tempo e frequência. O objetivo principal

foi existir um tempo de coerência proporcional ao período de amostragem [45].

Para processar sinais digitais, uma aproximação discreta dos coeficientes wavelet é ne-

cessária. A Transformada Wavelet Discreta (DWT) respeita o teorema da amostragem se

um sinal de banda limitada em frequência é processado [45].

A DWT corresponde a uma seleção de subconjuntos de escalas (a) e posições (b) da

wavelet mãe ψ(t), onde a realiza a dilatação e b o deslocamento da função ψ. Por meio da

Equação 2.5 é possível construir uma wavelet de qualquer função por meio da dilatação da

função ψ(t) com um coeficiente 2j e passando a função resultante em um grid cujo intervalo
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de valores é proporcional a 2−j [62].

ψ(a,b)(t) = 2
a

2ψ(2
−a

2 (t− b)) (2.5)

Comprimindo e dilatando (esticando) a função wavelet é possível chegar a funções que

batem com componentes de alta e baixa frequências sucessivamente. Assim, correlacionando

o sinal original com diferentes tamanhos de funções wavelet, é possível obter detalhes do sinal

em diferentes escalas. Essas correlações podem ser organizadas em um mapa hierárquico,

chamado de decomposição multi-resolução, separando os detalhes do sinal em diferentes

escalas, além de uma representação grosseira chamada de aproximação [63].

Wavelets em Sinais de EEG

A família de wavelets Daubechies foi descrita por Ingride Daubechies, e são comumente

escritas como dbN onde N é a ordem e db representa o nome da wavelet [64].

A wavelet db4, ilustrada na Figura 2.12, tem as características de suavizar o sinal e

localizar de forma quase ótima o sinal no tempo e na frequência, o que torna esse tipo de

wavelet adequada para detectar mudanças nos sinais de EEG [65–67].

Figura 2.12: Representação gráfica de uma wavelet Daubechies 4 [64].

No trabalho realizado por Murugappan et al. [68], após a realização de alguns experi-

mentos, foi observado que a wavelet db4 apresentou o melhor desempenho na classificação

dos sinais de EEG, por esse motivo essa wavelet foi utilizada neste trabalho.

2.4 Medidas Estatísticas

Nesta seção serão apresentadas as medidas estatísticas utilizadas como parâmetros de en-

trada na Rede Neural Artificial do método descrito neste trabalho, são elas: média, desvio
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padrão, energia e entropia aproximada.

2.4.1 Média Aritmética

A média, ou média aritmética x̄, é a soma de uma sequência de valoresxi, dividida pela

quantidade de valores tomados n, conforme descrito na Equação 2.6. A média indica a

tendência central de um conjunto de valores [69].

x̄ =
1

n

n
X

i=1

xi (2.6)

2.4.2 Desvio Padrão

O desvio padrão estima o grau de dispersão de uma amostra. Assim, se o desvio padrão

for significativo, os valores da amostra tendem a estar distantes da média, caso contrário,

os valores da amostra tendem a estar próximos da média [69]. O desvio padrão pode ser

calculado conforme descrito na Equação 2.7, onde µ é a média do conjunto de dados, x é

um valor do conjunto de dados e N é o número de dados na população.

DP =

s

P

|x− µ|2

N
(2.7)

2.4.3 Erro Quadrático Médio

O erro quadrático médio (MSE, do Inglês Mean Squared Error), também conhecido como

desvio quadrático médio, de um procedimento de estimativa de uma quantidade não obser-

vável, mensura a média dos quadrados dos erros (ou desvios), ou seja, é a diferença entre

o estimador e o que é estimado [70]. O MSE pode ser calculado por meio da Equação 2.8,

onde i é o número de dados da população, yi é o valor de saída do estimador e ŷi é o valor

esperado na saída do estimador.

MSE =
X

i

(yi − ŷi)
2

n
(2.8)
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2.5 Validação Estatística de Métodos de Classificação

A validação de um método de testes avalia a capacidade deste em identificar corretamente

o tipo de uma amostra dentro de uma população e pode ser estimada por duas medidas

objetivas: sensitividade e especificidade [71].

Essas grandezas são estimadas por meio do número de amostras com classificação real

positiva (verdadeiros positivos) e do número de amostras que possuem classificação real

negativa (verdadeiros negativos). Também são utilizados o número de amostras com clas-

sificação real negativa mas que tiveram resultado positivo no teste (falsos positivos) e o

número de amostras com classificação real positiva mas que tiveram resultado negativo no

teste (falsos negativos).

2.5.1 Sensitividade

A sensitividade representa a habilidade de identificar corretamente a parcela de uma popu-

lação com a avaliação real positiva para uma característica em específico, sendo calculada

por meio da equação:

Sensitividade =
Verdadeiros Positivos

Verdadeiros Positivos + Falsos Negativos
(2.9)

2.5.2 Especificidade

A especificidade representa a habilidade de identificar corretamente a parcela de uma po-

pulação cuja avaliação real teve resultado negativo sendo calculada pela equação:

Especificidade =
Verdadeiros Negativos

Verdadeiros Negativos + Falsos Positivos
(2.10)

2.5.3 Energia

A energia do sinal é uma medida que tem como objetivo analisar o tamanho de um sinal no

decorrer do tempo, a partir da área debaixo de x2(t), a qual é sempre positiva, conforme a
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equação 2.11. Esta medida é fácil de ser trabalhada matematicamente com a ideia de ser

um indicativo da energia que pode ser extraída do sinal [72].

Ex =

Z

∞

−∞

|x(t))|2 dt (2.11)

2.5.4 Entropia Aproximada

A entropia aproximada é uma característica do sinal no domínio do tempo utilizada para

quantizar a criação de informação em séries temporais, amplamente utilizada em processa-

mento de sinais de EEG [18]. Para o cálculo da entropia no método descrito nesse projeto,

foi utilizada a função wentropy do Matlab, utilizando o critério de Shannon, conforme a

Equação 2.12, na qual s é o sinal e (si)i os coeficientes de s em uma base ortonormal [73].

E1(s) = −
X

i

s2i log(s
2
i ) (2.12)

2.6 Classificadores

Os classificadores têm como objetivo a utilização de um vetor de características para atribuir

a um objeto uma categoria, a qual normalmente é atribuída com base na probabilidade de

que um objeto seja parte desta [74].

Existem diferentes modelos de classificação e a seleção de um modelo dependerá das

características da aplicação. Alguns exemplos de classificadores:

• Método do vizinho mais próximo;

• Método da média da classe mais próxima;

• Método dos k-Vizinhos Próximos*;

• Método da Bayesiana por maximização da probabilidade a posteriori;

• Redes Neurais Artificiais*;

• Support Vector Machines (SVMs)*;
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• Particle Swarm Optimization (PSO);

Alguns dos classificadores (marcados com *) são considerados mais relevantes para este

trabalho e serão brevemente descritos a seguir. A relevância de cada um deles está relacio-

nada a precisão que cada um deles apresentou em algum dos estudos relacionados citados

neste trabalho.

2.6.1 Support Vector Machine (SVM)

As SVM são classificadores lineares que mapeiam os vetores de descritores num espaço de

maior dimensão (podendo até mesmo ter infinitas dimensões), de forma a conseguir um

hiperplano de separação entre as classes. Este mapeamento é feito a partir dos conjuntos

de treino [74].

SVM é um método bastante convencional de solucionar problemas de estimação de fun-

ções multidimensionais que vem sendo aplicado em diversas áreas, tais como classificação e

regressão [75].

2.6.2 Método dos K-Vizinhos Próximos (KNN)

KNN é um classificador onde o aprendizado é baseado na analogia. O conjunto de treina-

mento é formado por vetores n-dimensionais e cada elemento deste conjunto representa um

ponto no espaço n-dimensional [76].

Considera-se um conjunto de treino com N vetores característicos, representantes das di-

ferentes classes. Obtêm-se os K vetores característicos do conjunto de treino mais próximos

do vetor característico do elemento a classificar [74].

A classe que estiver em maioria nos K vetores de treino é selecionada. O uso deste

método em classificação binária leva a resultados bastante positivos, podendo até mesmo

ser atribuído um intervalo de confiança à decisão do vetor ser de uma classe Ci por meio da

divisão do número de vetores de treino da classe Ci em K por K [74].
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2.6.3 Redes Neurais Artificiais

As Redes Neurais Artificiais são baseadas no modelo simplificado de um neurônio humano,

o qual está ilustrado na Figura 2.13, onde x são parâmetros de entrada do neurônio, W

representa o peso de cada entrada, b representa o bias e y representa as saídas do neurônio,

as quais podem estar conectadas as entradas de outro neurônio artificial [74]. Existem

diversos tipos de Redes Neurais, entre elas as mais conhecidas são a Adaline, Perceptron de

Camada Única e Perceptron Multicamada [77].

Figura 2.13: Ilustração do modelo simplificado de um neurônio humano [74].

Um neurônio artificial pode ser descrito por meio da Equação 2.13, onde x representa as

entradas do neurônio, w representa os pesos sinápticos do neurônio k, b representa o bias,

F a função de ativação e yk a saída do neurônio [77].

yk = F

 

m
X

j−1

wkjxj + bk

!

(2.13)

Segundo Oliveira [77], os quatro elementos básicos do modelo que representa um neurônio

artificial são:

• Sinapse: conexão caracterizada por um "peso". Uma sinapse m que está conectada a

um neurônio k, recebe um sinal xm que por sua vez é multiplicado pelo peso sináptico

wkm. Os valores dos pesos podem ser positivos ou negativos, com base no tipo de

sinapse (excitatória ou inibitória), onde estes determinam a importância dos sinais de

determinada região;
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• Somador: um combinador linear que soma as entradas do neurônio, ponderadas pelos

respectivos pesos sinápticos;

• Função de ativação: restringe a amplitude do sinal de saída ao condicionar a ativação

do sinal à ultrapassagem de um determinado limiar pelo valor da soma ponderada das

entradas, tipicamente apresenta valores entre [0, 1] e [−1, 1];

• Bias: fator externo capaz de aumentar ou diminuir a entrada da função de ativação.

O incremento de mais camadas neurais implica em um aumento na capacidade de pro-

cessamento não linear e generalização da rede neural, o que fez as redes Perceptron com

múltiplas camadas superar as limitações para o modelo do Perceptron e Adaline propostos

por Minsky e Papert em 1969 [78].

Na Figura 2.14, é possível observar uma representação gráfica da organização dos neurô-

nios artificiais presentes em uma rede neural Perceptron multicamadas e as interações entre

eles.

Figura 2.14: Representação gráfica da organização e interação dos neurônios de uma Rede
Neural Artificial Perceptron com múltiplas camadas [74].

A rede Perceptron multicamadas (PMC) é composta por 1 camada de entrada, 1 camada

de saída, sendo que entre essas podem estar contidas inúmeras camadas intermediárias
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(camadas escondidas), cada uma delas formada por inúmeros neurônios artificiais cujas

saídas são entradas da camada subsequente, com exceção da camada de saída da rede [78].

Neste tipo de rede não há retro-alimentação, pois a propagação do processamento neural

é unidirecional. Para treinamento das redes PMC, é utilizado o treinamento supervisionado

por meio do algoritmo backpropagation, onde dado um conjunto de treinamento com pares

de entrada e saída conhecidos, o vetor de entrada é propagado camada a camada, até a

camada de saída. O vetor de saída é, então, comparado ao vetor de saída desejado, sendo

a diferença entre estes o erro de saída da rede, o qual será retro-propagado na rede com o

objetivo de ajustar os pesos sinápticos para reduzir o erro da próxima interação [78].

O algoritmo de backpropagation é repetido até que a rede alcance um erro aceitável a

depender da aplicação na qual a rede será utilizada.

2.7 Algoritmos Genéticos

Algoritmos genéticos são algoritmos de otimização global, que têm como base os mecanismos

de seleção natural e da genética. A otimização é feita através de processos iterativos, onde

cada iteração é chamada de geração, onde, durante cada iteração, os princípios de seleção e

reprodução são aplicados a uma população de candidatos [79].

Na etapa de seleção, os indivíduos que deverão se reproduzir são determinados, gerando

um número determinado de descendentes para a próxima geração, onde os indivíduos com

maior aptidão têm maiores chances de se reproduzir. Desta forma, uma população de

possíveis soluções para um problema evolui de acordo com operadores probabilísticos con-

cebidos a partir de metáforas biológicas, de modo que há uma tendência de que, na média,

os indivíduos representem soluções cada vez melhores à medida que o processo evolutivo

continua [79].

Na Figura 2.15, é possível observar as etapas básicas de um algoritmo genético, demons-

trando o funcionamento da seleção do indivíduo mais apto dentre os membros da população

de entrada.

Os algoritmos genéticos procuram privilegiar indivíduos com melhores aptidões, com

isto tentam dirigir a busca para regiões do espaço de busca onde é provável que os pontos

ótimos estejam [79].
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Figura 2.15: Representação gráfica das etapas de um Algoritmo Genético. Elaborada pelo
autor.

2.8 Síntese

Neste Capítulo foram apresentados os conceitos e as tecnologias importantes para o entendi-

mento do método descrito neste trabalho para a classificação do estado de sonolência de um

motorista. Na Seção 2.1 foram descritas algumas características do cérebro humano, dos me-

canismos da atenção, da fadiga mental e dos sinais cerebrais. Em seguida, na Subseção 2.2.2

foram discutidos os métodos de aquisição de sinais cerebrais invasivos e não-invasivos, a no-

menclatura e o padrão de posicionamento dos eletrodos segundo o Sistema Internacional

10-20. Os dispositivos portáteis de EEG Muse e Emotiv Epoc também foram apresentados.

Na Seção 2.3 foram descritas as wavelets e algumas aplicações destas no processamento de

sinais de EEG. Algumas medidas estatísticas (média, desvio padrão, erro quadrático médio,

energia e entropia aproximada) utilizadas no processamento de sinais foram apresentadas

na Seção 2.4.

Em seguida, na Seção 2.6, foram apresentadas algumas características de classificadores
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comumente utilizados no processamento de sinais de EEG (SVM, K-Vizinhos próximos e

Redes Neurais Artificiais).

Na Seção 2.7, foram descritas as etapas para a otimização com base nos mecanismos de

seleção natural e da genética.
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Método

Neste capítulo é descrito o método para a classificação do estado de sonolência com base

em Eletroencefalograma, Redes Neurais Artificiais e Algoritmos Genéticos.

O método consiste em 4 fases: aquisição, pré-processamento, processamento e classifica-

ção, conforme ilustrado na Figura 3.1, que serão detalhadas nas seções a seguir.

Este método pode ser utilizado no desenvolvimento de sistemas que alertem o moto-

rista sobre possível risco devido a um estado de sonolência, solicitando, por exemplo que

o motorista estacione o carro para tomar um café ou descansar antes de prosseguir sua

viagem.

3.1 Aquisição

Para o método descrito, a aquisição dos sinais cerebrais consiste no monitoramento não-

invasivo da atividade cerebral do indivíduo por meio de eletrodos a seco.

Para aquisição, é sugerida a utilização de um dispositivo portátil e leve, como por exem-

plo o headset de EEG Muse, com o objetivo de não influenciar a tarefa de dirigir ou o

estado cognitivo dos participantes. O Muse possui 4 canais (TP9, AF7, AF8 e TP10) com

eletrodos a seco, peso de 60g, bateria com duração de até 10 horas, conectividade Bluetooth

4.0 LE e taxa de amostragem de 256Hz [55]. Outros detalhes mais específicos sobre o Muse

podem ser encontrados na Seção 2.2.4. O dispositivo Muse não possui filtros incorporados

a placa [55].
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Figura 3.1: Fluxograma com as fases do método e os passos necessários. Elaborada pelo
autor.

Outros dispositivos similares podem ser usados, contanto que possuam eletrodos posici-

onados nos canais (TP9, AF7, AF8 e TP10). Caso o dispositivo a ser utilizado possua mais

ou menos canais, é sugerida a reavaliação dos métodos de pré-processamento para melhores

resultados.

3.2 Pré-processamento

O pré-processamento é o processo de filtragem e adequação, com o objetivo de facilitar

a extração e seleção de características dos sinais, além da minimização de ruídos [80]. O

pré-processamento das amostras é realizado por meio de filtros digitais.

Na etapa de pré-processamento, é utilizado um filtro passa-faixa com as frequências de

corte 1Hz e 40Hz para a remoção do ruído causado pela rede elétrica e de outros tipos de
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ruídos de alta frequência. Este filtro também elimina o ruído entre 63 e 125 Hz, causado

pelo motor dos veículos a combustão [81].

Em seguida, são removidas as componentes ICA relacionadas ao ruído e as distorções res-

tantes. A remoção das componentes pode ser feita de forma manual, por meio de softwares

de processamento de sinais. Devem ser removidas as componentes com influência similar em

todos os canais, sendo possível efetuar uma análise visual com base nos picos de amplitude

do sinal em cada canal.

A Análise de Componente Independente (ICA) é baseada na busca de uma representação

linear de dados não-gaussianos, os quais são estatisticamente independentes. O método

ICA permite a decomposição de um sinal em componentes e a eliminação dos artefatos e

distúrbios [82]. É sugerida a utilização do algoritmo FastIca para automatizar a obtenção das

componentes ICA, tendo em vista que este apresenta melhor desempenho na determinação

de outliers em séries temporais multivariadas [57].

Há também a possibilidade de utilizar métodos automatizados para a seleção de compo-

nentes a serem removidas, como por exemplo o método descrito no trabalho de Radüntz et

al. [83], que tem como base a utilização da Análise Discriminante Linear e apresentou 88%

de precisão na detecção dos artefatos de sinais de EEG.

Neste trabalho, as componentes relacionadas aos artefatos e distúrbios foram removidas

manualmente, mediante análise visual de zonas com grandes distúrbios.

3.3 Processamento

Na etapa de processamento, a wavelet Daubechies 4 é utilizada para decompor o sinal nas

5 bandas do EEG [45], conforme descrito na Tabela 3.1.

Tabela 3.1: Decomposição do sinal EEG com wavelet Daubechies 4 [45]
Componente Banda Frequência

A4 Delta 1 até 4Hz
D4 Teta 4 até 8Hz
D3 Alfa 8 até 16Hz
D2 Beta 16 até 32Hz
D1 Gama 32Hz+ (considerada até 40Hz)

Os estudos realizados por Yang et al. [18] e Lin & John [84] apontaram métricas asso-
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ciadas aos níveis de atenção, concentração e relaxamento do indivíduo, calculadas a partir

de sinais de EEG adquiridos por meio de eletrodos no córtex pré-frontal. Com base na

experimentação das métricas apontadas nesses estudos, foram elegidas 5 delas, as quais re-

sultaram na melhor performance do método, quando calculadas com base em janelas de 1

segundo, com 256 amostras de EEG por segundo, para o canal AF7:

• Entropia Aproximada (gama);

• Energia (beta);

• Desvio padrão (teta);

• Desvio padrão (alfa + beta + teta)

• Média (alfa + teta)

Conforme descrito na Seção 2.2.1, a atividade na banda de frequência "beta"(16 a 32Hz)

está relacionada à consciência normal de vigília e ao estado de alerta do usuário, ou seja, em

momentos de sonolência ou baixa alerta é apresentada uma sutil diminuição na incidência

das ondas beta, o que influencia os valores de energia e desvio padrão [18].

A atividade em gama (considerada entre 32 e 40Hz) está relacionada a percepção, me-

mória e atenção [46–48]. A entropia aproximada é uma técnica utilizada para quantificar

a regularidade e imprevisibilidade de flutuações, permitindo detectar possíveis variações na

incidência das ondas gama e no nível de atenção do indivíduo [85].

A atividade em teta é mais predominante durante estados de meditação, sonolência e ao

dormir [18]. Portanto, a análise do desvio padrão em teta contribui com a identificação de

possíveis variações no nível de sonolência do indivíduo.

As somas "alfa + beta + teta"e "alfa + teta"contribuem com a identificação de variações

entre as bandas citadas, tendo em vista que os resultados destas somas têm ligação linear

com a variação na amplitude em cada uma das bandas. No trabalho apresentado por Lin &

John [84], estas somas são relacionadas aos estados de meditação e relaxamento neurológico.

A média e o desvio padrão auxiliam na identificação de tendências, distorções e variações

na amplitude desses sinais [69].
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O canal AF7 foi utilizado para melhor aproximar aos resultados obtidos pelos trabalhos

de Yang et al. [18] e Lin & John [84]. Outros canais posicionados no córtex pré-frontal,

mais especificamente nos arredores do canal AF7, não foram testados, mas possivelmente

também apresentariam resultados satisfatórios.

3.4 Classificação

Na etapa de classificação, cada conjunto de parâmetros obtidos a partir de uma janela de

1 segundo de sinal de EEG é classificada em: "com sonolência"ou "sem sonolência". Para

isto, as 5 métricas citadas anteriormente na Seção 3.3 devem ser utilizadas como entradas

para uma Rede Neural Artificial (ANN) do tipo Perceptron Multicamadas.

As ANNs são estruturas de mapeamento não-lineares baseadas na função do cérebro

humano e vêm demonstrando serem aproximadores universais bastante flexíveis, além de

serem largamente utilizadas como classificadores. Qualquer função pode ser aproximada

por uma Perceptron Multicamadas com uma quantidade suficiente de elementos de proces-

samento (neurônios artificiais) na camada escondida [86]. Para o método, a ANN Perceptron

Multicamadas deve possuir 1 camada escondida com 5 neurônios e 1 camada de saída, cuja

estrutura está ilustrada na Figura 3.2.

O número de neurônios da camada escondida que demonstrou melhor resultado durante

os testes realizados foi 5, que é a mesma quantidade de entradas. A RNA utilizada durante

os testes foi criada por meio do comando patternnet do Matlab, o qual cria uma rede indicada

para reconhecimento de padrões, na qual os neurônios utilizam a função de transferência

tansig [87].

Para a obtenção dos resultados apresentados na Seção 5, foram utilizados 12616 conjun-

tos de valores (cada um deles composto pelas 5 métricas citadas na Seção 3.3), nos quais

50% apresentam sonolência e 50% não apresentam sonolência. Estes foram utilizados em

ordem aleatória durante o treinamento. Após o treinamento inicial, os pesos individuais das

entradas da rede são otimizados por meio de Algoritmos Genéticos.

Algoritmos genéticos são algoritmos de otimização global, que têm como base os meca-

nismos de seleção natural e da genética. A otimização é feita através de processos iterativos,

em que cada iteração é chamada de geração, onde, durante cada iteração, os princípios de
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Figura 3.2: Estrutura da Rede Neural Artificial Perceptron Multicamadas. Elaborada pelo
autor.

seleção e reprodução são aplicados a uma população de candidatos [79].

Os algoritmos genéticos procuram privilegiar indivíduos com melhores aptidões [79]. Na

etapa de seleção, os indivíduos que deverão se reproduzir são definidos, gerando um número

determinado de descendentes para a próxima geração, onde os indivíduos com maior aptidão

têm maiores chances de se reproduzir. Desta forma, uma população de possíveis soluções

para um problema evolui de acordo com operadores probabilísticos concebidos a partir

de metáforas biológicas, de modo que há uma tendência de que, na média, os indivíduos

representem soluções cada vez melhores à medida que o processo evolutivo continua [79].

A aptidão das redes geradas pelo algoritmo genético é estimada com base no cálculo
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do erro quadrático médio. É sugerida uma tolerância em torno de 10−8. Para o número

máximo de gerações cuja diferença média entre as aptidões (fitness é menor que a tolerância

estabelecida, ou seja, o número máximo de Stall generations, é sugerido o valor 50. Também

é sugerido o limite de gerações em 5000. Esses valores foram obtidos a partir de vários testes

realizados com os dados obtidos no experimento detalhado no Capítulo 4.

3.5 Síntese

Neste capítulo foram descritas as etapas do método, incluindo a obtenção dos parâmetros

de entrada da rede, bem como a otimização da RNA por meio do algoritmo genético.

Na Seção 3.1 foram descritos os dispositivos sugeridos para aquisição não-invasiva dos

sinais de EEG e os canais utilizados.

O filtro passa-faixa utilizado e a remoção das componentes ICA relacionadas a distorções

dos sinais foram descritos na Seção 3.2.

Na Seção 3.3, foram discutidas os seguintes passos: decomposição do sinal nas 5 bandas

do EEG (alfa, beta, gama, delta e teta) utilizando a wavelet Daubechies 4; métricas elegidas

para classificação dos sinais; e a relação entre as métricas e o estado de sonolência.

Na Seção 3.4, foram apresentadas as características da Rede Neural Artificial que utiliza-

se para a classificação e a otimização por meio de Algoritmos Genéticos.
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Experimentos Realizados

Neste capítulo é descrito o experimento realizado para a construção do banco de dados

e para validação do método para classificação do estado de sonolência com base em Ele-

troencefalograma. O experimento consistiu no monitoramento de 24 motoristas durante

sessões em um simulador de direção, onde estes foram solicitados a indicar os momentos

que estavam se sentindo em situação de risco por conta do sono.

4.1 Recrutamento e Roteiro

Neste trabalho foi realizado um experimento para aquisição dos sinais cerebrais dos partici-

pantes durante a realização da tarefa de controlar um simulador de direção monótona, com

o objetivo de validar o método descrito na Seção 3. Foi utilizado o software Euro Truck

Simulator 2, ilustrado na Figura 4.1, que reproduz a visão e tarefa de um motorista de

caminhão durante percursos rodoviários [88]. Este experimento foi aprovado pelo comitê de

ética em pesquisa, projeto de pesquisa com CAAE número 82475417.9.0000.5182 e com o

parecer de número 2.539.795.

No plano de recrutamento, foi utilizado como critério para inclusão no experimento a

aptidão dos participantes em utilizar computadores e simuladores de direção, similares ao

Euro Truck. Como critérios de exclusão foram considerados o desconhecimento da tarefa,

a idade inferior a 18 anos e o desconhecimento do uso de computador. Vinte e quatro

indivíduos foram recrutados para participar do experimento.
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Antes de iniciar o experimento, os participantes assinaram termos concordando em par-

ticipar do teste e responderam um questionário com perguntas para definição do perfil do

usuário, bem como questões para avaliação subjetiva do nível de fadiga.

Figura 4.1: Euro Truck Simulator 2, software simulador de direção [88].

A estrutura do simulador utilizado está ilustrada na Figura 4.2. Os indivíduos dirigiram

por rodovias longas, com percurso de aproximadamente 130 quilômetros, com poucas curvas

e sem trânsito. Além disso, os participantes foram instruídos a se comportar normalmente,

sem a preocupação com relação as piscadas ou a movimentação da cabeça, de forma a

simular uma situação real.

Figura 4.2: Estrutura do simulador de direção utilizado nas sessões. Elaborada pelo autor.
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Algumas informações sobre o estado psicológico atual do participante (estressado, rela-

xado, calmo, motivado, etc.) foram coletadas antes do experimento por meio de formulários

digitais presentes em um aplicativo Android desenvolvido, que será detalhado a seguir. O

horário do experimento não foi restringido, dependendo apenas da disponibilidade do par-

ticipante.

Para o plano de recrutamento, foram utilizados como critérios para inclusão no experi-

mento a aptidão dos participantes em dirigir e o tempo desde a primeira Carteira Nacional

de Habilitação (CNH). Além disso, a idade também foi usada como critério para o recruta-

mento, sendo necessário que o candidato fosse maior de idade. Como critério de exclusão

foi considerado o desconhecimento da tarefa, tempo desde a primeira CNH inferior a 5 anos,

a idade inferior a 18 anos e o desconhecimento do uso de um smartphone com sistema

operacional Android.

4.1.1 Aplicativo Android

Antes de iniciar o experimento, os participantes assinaram termos concordando em partici-

par do teste e responderam questionário com perguntas para definição do perfil do usuário,

bem como com questões para avaliação subjetiva do nível de fadiga.

Um aplicativo Android, foi desenvolvido para armazenar as informações dos formulários

com questões sobre o estado do indivíduo em relação ao mês e ao dia do experimento, com

o objetivo de entender como estava o participante no período e no dia do experimento. O

formulário sobre o período está ilustrado na Figura 4.4. O formulário preenchido no dia do

experimento está ilustrado na Figura 4.3.

4.1.2 Aquisição e Feedback do Motorista

O aplicativo desenvolvido se comunica com o Muse via Bluetooth para receber 256 amostras

a cada 1 segundo e armazená-las em um banco de dados presente na memória interna dos

smartphones utilizados durante o experimento. As amostras adquiridas não passaram por

nenhum tipo de processamento durante o experimento.

Durante a aquisição, a tela ilustrada na Figura 4.5 foi exibida para o participante e o

aplicativo manteve a tela do smartphone sempre ligada. Na tela de aquisição, o participante
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Figura 4.3: Formulário digital respondido pelos participantes no dia dos experimentos.
Elaborada pelo autor.

pôde acompanhar a qualidade do sinal para cada eletrodo e até mesmo saber se ele precisava

ajustar os eletrodos do Muse por conta de possíveis problemas de colocação do dispositivo.

Cada eletrodo (TP9, AF7, AF8 e TP10) foi representado por uma cor e uma imagem ao lado

dos valores indicou a localização do eletrodo no Muse para auxiliar o indivíduo no ajuste

do dispositivo. Caso os valores adquiridos de um dos sensores ficasse fora do intervalo entre

750 e 950µV, a cor do valor foi exibida em vermelho para notificar um possível problema

no contato entre o eletrodo e a pele do participante.

Ainda na tela de aquisição, o participante pôde pressionar 2 botões: o primeiro foi

nomeado de "Marcar Sonolência"e foi utilizado em caso de situação de risco devido ao sono;

o segundo foi nomeado de "Marcar bocejo"e deveria ser utilizado para notificar o aplicativo

sobre os momentos que o indivíduo bocejou. O smartphone foi posicionado estrategicamente

no simulador antes do experimento, por meio de um suporte alongado, em uma posição na

qual o participante não precisasse tirar a atenção da pista para pressionar os botões e nem

se esticar muito para alcançar o smartphone.

Os momentos marcados como sonolência foram utilizados no treinamento e validação da
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Figura 4.4: Formulário digital respondido pelos participantes sobre o período. (A) Da-
dos pessoais anônimos. (B) Quantização das habilidades. (C) Quantização do estado do
indivíduo naquele período. Elaborada pelo autor.

Rede Neural Artificial utilizada. É importante destacar que neste trabalho foi considerado

apenas o intervalo de 30 segundos antes do usuário pressionar o botão como um momento

de sonolência com risco, tendo em vista que ao lembrar de pressionar o botão "Marcar

sonolência", o indivíduo naturalmente despertava parcialmente da sonolência. Além disso,

o principal objetivo foi identificar estados de sonolência que demonstrassem risco durante o

ato de dirigir.

4.2 Síntese

Neste capítulo foi descrito o experimento realizado com 24 participantes para obtenção dos

dados necessários para o treinamento da Rede Neural Artificial utilizada no método, além

da validação deste.

Na Seção 4.1, foram descritos o processo de recrutamento e o roteiro do experimento

realizado para aquisição dos sinais de EEG.
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Figura 4.5: Tela exibida para o participante durante a aquisição. Elaborada pelo autor.

Na Seção 4.1.1, foram apresentadas as telas do aplicativo desenvolvido para se comunicar

com o headset Muse de EEG para preparar o banco de dados de amostras.

Em seguida, na Seção 4.1.2, foram descritos o processo de aquisição das amostras de

EEG e de feedback do motorista em relação aos momentos de direção sob risco iminente por

conta do sono.
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Resultados Experimentais

5.1 Resultados

Um dos grandes desafios ao processar dados reais é o nível de ruído, que normalmente são

bem elevados. No caso dos sinais de EEG, os ruídos são causados pela movimentação do

indivíduo e por interferência de rede elétrica ou de outras fontes de energia. Um trecho

do sinal de EEG adquirido pelo headset de EEG antes da etapa de pré-processamento está

ilustrado na Figura 5.1.

Figura 5.1: Ilustração do sinal adquirido pelo Muse antes do pré-processamento com escala
de 130µV por divisão. Elaborada pelo autor.
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A utilização de dados reais demanda uma etapa de pré-processamento eficiente e permite

os pesquisadores analisarem e prepararem os sistemas com base nos dados adquiridos sob

as condições reais de utilização dos sistemas. Um trecho do sinal após a etapa de pré-

processamento do método proposto está ilustrado na Figura 5.2.

Figura 5.2: Ilustração do sinal adquirido pelo Muse depois do pré-processamento com 130µV
por divisão. Elaborada pelo autor.

No total foram utilizados 12616 conjuntos de entrada, cada um deles sendo compostos

pelos valores das 5 métricas descritas na Seção 3.3, metade deles (6308 conjuntos de entrada)

apresentando sonolência e os demais sem sonolência.

As 5 métricas (Entropia Aproximada em gama, Energia em beta, Desvio padrão em

teta, Desvio padrão de "alfa + beta + teta"e Média de "alfa + teta") foram calculadas

para janelas de 1 segundo de sinal EEG e foram utilizadas como valores de entrada para

a Rede Neural Artificial para a classificação do período de 1 segundo representado pelo

conjunto que as continha.

Após o treinamento inicial e a otimização dos pesos das entradas por meio dos Algoritmos

Genéticos, a ANN Perceptron Multicamadas descrita anteriormente conseguiu classificar

corretamente 86,6% dos conjuntos, ou seja, obteve 13,42% de erro (confusão).

A sensitividade da rede, ou seja, a habilidade em identificar corretamente os conjun-

tos que apresentam sonolência, foi de 85,21%. A especificidade, ou seja, a habilidade em
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identificar corretamente os conjuntos que não apresentam sonolência, foi de 87,95%.

A rede conseguiu identificar corretamente 5548 conjuntos sem sonolência e 5375 con-

juntos com sonolência. Desta forma, a rede apresentou 760 falsos positivos e 933 falsos

negativos. Na Figura 5.3, estão ilustrados os números relacionados a confusão, onde as

colunas indicam a avaliação real (sem sonolência e com sonolência, respectivamente) e as

linhas indicam a saída apresentada pela rede.

Figura 5.3: Matriz de confusão com os resultados apresentados pela ANN treinada e otimi-
zada. Elaborada pelo autor.

Os resultados foram obtidos a partir de uma rede da 5000a geração do Algoritmo Gené-

tico com erro quadrático médio de 14,49%.

Em um caso hipotético de um motorista dirigindo a 100km/h em uma rodovia, com

um sistema que utiliza o método para avaliar se o motorista está em uma situação de risco

monitorando-o continuamente, a cada 1 segundo o sistema terá uma chance de acerto de

86,6%. Em um carro a 100km/h, a distância percorrida em 1 segundo é de 27,78 metros.

A sonolência é um processo gradativo e o objetivo definido para o método foi indicar que o

motorista está entrando em um estado de risco por conta da sonolência para que sistemas

baseados neste método possam alertar ao motorista que este deve fazer uma pausa para
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descansar, antes de continuar dirigindo.

A sonolência é um estado que varia de indivíduo para indivíduo, por isso não foi definido

o objetivo de quantizar a sonolência. A ideia base do método foi identificar momentos de

risco em comum entre os participantes do experimento, momentos estes que foram indicados

pelos próprios participantes por meio do botão "Marcar sonolência"do aplicativo Android

utilizado no experimento.

5.2 Síntese

Neste capítulo foram discutidos os resultados da classificação dos conjuntos de amostras

adquiridas durante o experimento descrito na Seção 4 por meio do método proposto. A

seguir, serão apresentadas algumas conclusões e considerações finais, além das sugestões de

possíveis trabalhos futuros a serem realizados.
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Conclusão

Neste capítulo são apresentadas as considerações finais sobre o método proposto com base

nos resultados obtidos e em outros trabalhos similares.

6.1 Considerações

O desempenho do método foi satisfatório tendo em vista que apenas 13,42% dos conjuntos

(5 métricas calculadas a partir de 1 segundo de sinal de EEG) utilizados foram classificados

de maneira incorreta. Em comparação com os trabalhos comentados na Seção 1.2, o método

proposto apresentou 1,72% menos erros na detecção da sonolência em relação ao trabalho

de Song et al. [24] e 0,88% em relação ao trabalho de Dey et al. [5].

Assim como no trabalho de Song et. al. [24], alguns outros trabalhos também utilizam

sinais de EEG para classificar a sonolência de motoristas, porém, a maior parte deles utilizam

outros classificadores, um maior número de canais, sinais de EOG ou câmeras para análise

das piscadas do indivíduo [22, 23]. O método proposto utiliza um dispositivo com apenas

4 canais de EEG, que normalmente são mais baratos em comparação aos dispositivos com

maior número de canais.

Outro diferencial do método proposto é que as métricas são estimadas com base em

janelas de 1 segundo. Em um caso hipotético de um motorista dirigindo a 100km/h em

uma rodovia, com um sistema que utiliza o método proposto para avaliar se o motorista

está em uma situação de risco monitorando-o continuamente, a cada 1 segundo o sistema
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terá uma chance de acerto de 86,58%. Em um carro a 100km/h, a distância percorrida em

1 segundo é de 27,78 metros. A sonolência é um processo gradativo e o objetivo definido

para o método proposto foi indicar que o motorista está entrando em um estado de risco por

conta da sonolência para que sistemas baseados neste método possam alertar ao motorista

que este deve fazer uma pausa para descansar, antes de continuar dirigindo.

6.2 Trabalhos Futuros Sugeridos

Dois trabalhos futuros são sugeridos: a utilização de um dispositivo de apenas um canal

(AF7), sendo necessárias algumas alterações na etapa de pré-processamento de modo a

utilizar métodos mais efetivos na remoção de artefatos em um único canal, tendo em vista

que o ICA não é recomendável para este caso; e o desenvolvimento de um sistema que utilize

o método como base para notificar o motorista do seu nível de sonolência por meio de alertas

visuais e sonoros.
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