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RESUMO 

 

Um constante estudo para o tratamento de águas residuais e descarte de efluentes é necessário 

a fim de lidar com normas cada vez mais rígidas nesse âmbito. As estações de tratamento de 

águas residuais podem ser consideradas sistemas altamente não-lineares, devido a existência 

de perturbações, bem como a interação de um número considerável de variáveis do processo. 

Neste contexto, o estudo, otimização e controle dessas plantas são essenciais para o bom 

funcionamento do processo em atenção às exigências. Vários métodos de otimização são 

propostos na literatura, e suas implementações em aplicações de engenharia podem ser 

significativamente melhoradas pelo uso de metamodelos representando o modelo rigoroso do 

processo a partir de dados computacionais. O presente trabalho trata do desenvolvimento de 

metamodelos, pela aplicação do modelo Kriging, para um processo de tratamento de águas 

residuais. Para tal, são realizadas as etapas de amostragem de pontos, por meio do Latin 

Hypercube Sampling, estimação dos parâmetros e validação. A metodologia proposta baseia-

se na geração de dados computacionais por meio do modelo rigoroso para o Benchmark 

Simulation Model N°2, implementado no Simulink®, e na otimização do processo utilizando 

os metamodelos Kriging. Estes modelos obtidos através de dados de processo rigoroso 

mostram uma alta precisão e minimização do esforço computacional para o processo de 

otimização. A Programação Quadrática Seqüencial e o Algoritmo Genético são utilizados 

para a tarefa de otimização, bem como a geração do modelo de Otimização em Tempo Real. 

Os resultados obtidos no modelo de referência demonstram a potencialidade da metodologia 

proposta para minimizar o custo do processo enquanto obedecem as restrições do efluente 

para as águas residuais tratadas. 

 

Palavras-chave: Tratamento de águas residuais, Benchmark Simulation Model N°2, 

Metamodelos Kriging, Otimização. 
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ABSTRACT 

 
 
A continuous study for improving the treatment of wastewater and the effluent disposal is 

necessary in order to deal with increasingly stringent environmental laws in this field. 

Wastewater treatment plants can be considered as highly non-linear systems, due to the 

existing disturbances as well as the interaction of a considerable number of process variables. 

In such a context, the study, optimization and control of these plants are essential for the 

proper operation of the process with respect to requirements. Several optimization methods 

are proposed in the literature and, their implementation for engineering applications can be 

significantly improved by the use of metamodels representing the rigorous model of the 

process starting from computational data. The present work deals with the development of 

metamodels, such as the Kriging model, a wastewater treatment process. To this end, the steps 

of data sampling, through Latin Hypercube Sampling, parameter estimation and validation are 

performed. The proposed methodology is based on the generation of computational data 

through the rigorous model of the Benchmark Simulation Model No. 2, implemented in 

Simulink®, and the optimization of the process using of the Kriging metamodels. These 

models obtained through the rigorous process data show a high accuracy and the 

computational effort of the optimization methods. The Sequential Quadratic Programming 

and Genetic Algorithm are used for the optimization task, as well as the generation of the Real 

Time Optimization model. The achieved results on benchmark model demonstrate the 

potentiality of the proposed methodology, to minimize the process cost while obeying the 

effluent restrictions of the treated wastewater. 

 

Keywords: Wastewater treatment, Benchmark Simulation Model N°2, Kriging Metamodels, 
Optimization. 
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CAPÍTULO 1 
 

1. INTRODUÇÃO 

 

Estações de tratamento de águas residuais (ETAR) sofrem contínuas mudanças, a fim de 

satisfazer novas restrições em termos de qualidade do efluente a ser descartado em corpos 

d’água. Além disso, a atual crise da água tem levado á uma gestão mais cuidadosa com os 

recursos hídricos e as potencialidades da reutilização de águas residuais tratadas.  

Além das melhorias alcançadas por meio da adoção de novas tecnologias de 

equipamentos, a aplicação de técnicas para otimização e controle desses processos, vêm 

propiciando benefícios na prática.  Em se tratando de sistemas de controle, várias e diferentes 

estratégias foram propostas e aplicadas a processos de tratamento de águas residuais, muitos 

deles em comparação ao Modelo de Referência de Simulação N°1 (ALEX et al., 2008b; 

COPP, 2002) definido como um ambiente dinâmico desenvolvido pelo programa europeu 

COST/IWA 682 e 624 para avaliar o desempenho de diferentes estratégias de controle em 

estações de tratamento de águas residuais.  

Acerca das pesquisas no âmbito de tratamento de efluentes, o Processo de Lodos 

Ativados por apresentar flexibilidade (adaptativo a vários tipos de influentes), confiabilidade 

no processo e menor emissão de poluentes para atmosfera, é comumente utilizado para 

remoção de substâncias orgânicas (tratamento biológico). Alex et al. (2008a) apresenta a 

simulação do BSM2, que adiciona ao BSM1, responsável pelo tratamento biológico, um pré-

tratamento de águas residuais e um tratamento de lodo concentrado que inclui um digestor 

anaeróbico.  

No entanto, ao se considerar o modelo BSM2, depara-se com um modelo bem mais 

complexo envolvendo um número bem maior de variáveis. Diante isto, para enfrentar 

problemas de simulação, projeto e otimização baseados em modelos complexos, de forma 

viável, muitas soluções baseadas em modelos reduzidos e técnicas de aproximação foram 

propostas na literatura (PALMER e REALFF, 2002). Portanto, como interesse no presente 

trabalho está o de apresentar o modelo BSM2 por meio de metamodelos, de forma a capturar 

o maior número de informações do modelo real para operação ótima da WWTP. 
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1.1. Motivação 

 

Vários aspectos podem ser apresentados para desenvolvimento do trabalho em questão, 

e estes podem ser resumidos em duas principais vertentes: Social-Ambiental, para o qual o 

indevido descarte de águas em corpos hídricos pode acarretar maus odores, e principalmente a 

proliferação de doenças para a comunidade próxima e, econômica, tratando-se de pesquisas 

acerca da produção com eficiência e obtenção de processos ótimos.  

Desta maneira, a simplificação do problema pela utilização do método de krigagem visa 

uma resposta mais imediata na otimização, em atenção aos objetivos operacionais e 

econômicos do processo. 

 

1.2. Objetivos 

 

Diante o apresentado, este trabalho tem como objetivo geral a obtenção e utilização de 

metamodelos em substituição ou conjuntamente a modelos rigorosos de processos industriais. 

Um dos modelos classificados como metamodelos é o kriging, sendo este utilizado no 

presente trabalho. Com o intuito de explorar os níveis de confiabilidade e flexibilidade da 

utilização de modelos reduzidos na otimização, estudou-se um caso referência representando 

um típico processo envolvendo uma estação de tratamento de águas residuais, o BSM2 

(Benchmark Simulation Model N°2).  

Em suma, os objetivos específicos para estudo e otimização do BSM2, representado no 

ambiente Simulink®, estão relacionados ao cumprimento dos seguintes pontos: 

- Identificação das variáveis para o processo (manipuladas, controladas e medidas), bem 

como dos possíveis distúrbios na alimentação do BSM2; 

- Implementação do planejamento experimental de acordo com a seleção das variáveis 

para o processo; 

- Proposição de uma metodologia baseada na utilização da técnica kriging em face á um 

processo complexo de tratamento de águas residuais, envolvendo uma alta qualidade de 

efluente para descarte; 

- Otimização do processo por meio dos metamodelos obtidos, após boa aproximação do 

mesmo aos dados reais da planta e/ou modelo rigoroso; 

- Construção da RTO para a planta de tratamento de águas residuais. 
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CAPÍTULO 2 
 

 

2. TRATAMENTO DE ÁGUAS RESIDUAIS 

 

Os processos para tratamento de efluentes seguem normalmente categorias de acordo 

com o tipo de tratamento realizado, sendo estes alinhados em físicos, químicos e biológicos. 

Estes sistemas ou estações de tratamento de águas, aceleram o sistema natural de depuração 

de esgotos, e são implementados devido à demanda de efluente gerado diante ao não suporte 

de autodepuração pelos sistemas naturais.  

Vários componentes podem estar presentes em águas residuais, dentre eles materiais 

particulados, óleos e graxas, nutrientes (acarretando o crescimento de microrganismos e 

algas), bem como substâncias tóxicas, geralmente encontradas em efluentes industriais ou 

locais que lidam com processos químicos. A classificação geral para os tipos de tratamento de 

efluentes pode ser dada como segue, sendo a escolha feita de acordo com as exigências para 

cada tipo de água a ser tratada. 

O tratamento preliminar dar-se-á pela remoção de sólidos suspensos através da 

utilização de equipamentos tipo grelhas e grades. Esta mesma linha de remoção de sólidos é 

ainda verificada no tratamento primário, sendo este realizado por meio de decantadores, que 

promovem a separação dos sólidos ainda suspensos da parte líquida do influente. O 

tratamento secundário configura-se como terceira etapa do processo, e constitui-se do 

tratamento biológico e físico-químico, sendo promovidos por tanques ou reatores com zonas 

anóxicas e aeradas, e por fim, segue para o tratamento terciário no qual ocorre a desinfecção e 

remoção de nutrientes das águas. 

Este capítulo apresenta uma revisão de trabalhos acadêmicos para melhor entendimento 

dos processos que ocorrem no tratamento de águas residuais, apresentado neste trabalho como 

o modelo BSM2. Como pontos principais do presente capítulo, também estão a modelagem 

de algumas das unidades da planta, responsáveis pelo tratamento das águas de acordo com o 

mencionado nas etapas acima. Por fim, inicia-se a fundamentação sobre a geração de 

metamodelos e a representatividade destes frente ao processo existente, e em estudo, para uma 

operação ótima do BSM2. 
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2.1. Processo por Lodos Ativados 

 

No que concerne aos processos por lamas ativadas, também conhecidos como processos 

de lodos ativados, principais reações podem ser mencionadas como as responsáveis pela 

remoção da matéria carbonácea e nitrogenada. Nestes processos, sistemas que combinam a 

nitrificação e pré-desnitrificação permitem a remoção de tais compostos, requerendo 

condições tanto aeróbias quando anóxicas. 

O sistema de lamas ativadas é o mais comumente utilizado para tratamento biológico de 

efluentes, no qual a remoção de componentes poluentes é realizada por meio de diversos 

mecanismos. Nestes mecanismos há a atuação de uma população de microrganismos 

normalmente composta por bactérias, algas, fungos e protozoários, responsáveis pela 

oxidação e consumo da matéria orgânica presente. Esta, segundo Henze et al. (2008), podendo 

tradicionalmente ser medida como DBO e DQO.  

Para que possam desempenhar as atividades, os microrganismos necessitam 

basicamente de energia, carbono e nutrientes (nitrogênio, fósforo, enxofre, potássio, etc.). No 

crescimento celular é utilizado o substrato e os nutrientes e o processo pode ser descrito em 

uma forma simplificada na Equação (2.1) (RODRIGUES, 2013): 

 

      Substrato Nutrientes Oxigênio Biomassa Energia     (2.1) 

 

No processo de produção de lamas, a matéria orgânica vai sendo assimilada pelos 

microrganismos em atividade, a DBO da água residual diminui e há a geração de células 

ativas que dão origem a tais lamas. 

O oxigênio é usado por microrganismos para oxidar a matéria orgânica. Algumas 

bactérias podem usar o oxigênio quer como oxigênio dissolvido ou não: estas são chamadas 

bactérias heterotróficas. Elas representam a maior parte das bactérias em lamas ativadas e 

usam carbono orgânico sob a forma de pequenas moléculas orgânicas como substrato. Outras 

bactérias essenciais para o processo de lamas ativadas são autótrofas. Elas podem crescer 

somente com o oxigênio dissolvido e usar carbono inorgânico como substrato (METCALF e 

EDDY, 2003).  

Algumas unidades estão envolvidas no tratamento biológico do sistema de lamas 

ativadas, exemplificadas por: 

- Tanque aerador (reator biológico); 

- Sistema de aeração; 
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- Tanque decantador (decantador secundário); 

- Processo de recirculação de lodo. 

 

O sistema de aeração é realizado nas zonas aeróbias do reator. Neste, estabelecem-se 

condições que permitem o desenvolvimento rápido de microrganismos aeróbios que através 

das suas atividades metabólicas reduzem o conteúdo orgânico das águas residuais, e a 

floculação do material em suspensão tornando-o fácil de remover através de uma simples 

operação de sedimentação (MOURA, 2012), isto é, pelo tanque decantador. O processo de 

recirculação do lodo é etapa primordial para manter a estabilização da carga por meio da 

reposição de nutrientes no reator. 

Vários fatores ou variáveis de projeto estão envolvidos nos mecanismos que comportam 

o sistema de lamas ativadas, dentre eles temperatura, pH, OD (quantidade de O2 necessário 

para que a matéria orgânica seja metabolizada), quantidade de biomassa, etc. Estes e outros, 

influenciam em etapas dos principais mecanismos biológicos do processo, ilustrados na 

Figura 1. 

 

Figura 1 - Esquematização dos mecanismos biológicos. 

 

Fonte: Adaptado de MULAS (2006). 

 

Em resumo, a etapa de hidrólise propicia a conversão de compostos orgânicos maiores 

em menores para então haver o consumo destes pela membrana celular. A etapa de 

crescimento da biomassa é limitada pela quantidade de concentração de substrato no meio e 

se dá pela junção ou fissão dos microrganismos. Por último, na etapa de decaimento da 
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biomassa, parte dele biologicamente inerte, ocorre a transformação da biomassa, antes em 

atividade, em substrato lentamente biodegradável. 

 

Remoção da Matéria Carbonácea e Nitrogenada 

 

A fração de carbono insolúvel presente sofre processo de hidrólise para ser convertido a 

carbono orgânico solúvel. Desta forma, o carbono orgânico solúvel, em sua maior parte é 

removido pela atuação dos microrganismos chamados heterótrofos, a partir da utilização deste 

composto como substrato na etapa de crescimento da biomassa, sendo a outra parcela do 

carbono solúvel oxidada para geração de energia. O processo de remoção do carbono 

orgânico solúvel pode ser realizado tanto pelo crescimento anóxico (utilizando o nitrato como 

fonte de oxigênio) quanto pelo aeróbio (com presença de oxigênio).  

Nitrogênio também conhecido como azoto, está presente em várias formas em águas 

residuais, segundo Luizi (2012) sua caracterização é realizada principalmente nas formas 

seguintes: azoto total (Nt), azoto Kjeldahl (Nkt), azoto amoniacal, nitritos (NO2
-), nitratos 

(NO3
-), azoto orgânico e azoto molecular (N2). A quantificação do azoto total é realizada 

considerando os compostos presentes no efluente.  

Nas águas residuais, presente principalmente na forma de azoto amoniacal ou amônio, o 

nitrogênio é removido em duas etapas, são elas: nitrificação e desnitrificação. 

O processo de nitrificação ocorre pela presença de microrganismos autótrofos, isto é, 

que utilizam o carbono inorgânico como fonte de oxigênio para síntese celular, e em 

condições aeróbias convertem a amônia a nitrato. A energia necessária para o crescimento 

celular é obtida por meio da oxidação do carbono inorgânico (CO2), e as bactérias envolvidas 

em tal processo são dois tipos: as Nitrossomonas e as Nitrobacter, o primeiro oxida amônia 

para produto intermediário nitrito (Equação (2.2)), e o segundo converte nitrito em nitrato 

(Equação (2.3)). 

 

4 2 2 22 3 2 4 2NH N O NO N H H O novascélulas          (2.2) 

 

2 2 32 2NO N O NO N novascélulas       (2.3) 

 

4 2 3 22 2NH N O NO N H H O novascélulas          (2.4) 
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A Equação (2.4) representa o processo total de oxidação da amônia. Bactérias 

nitrificantes são organismos sensíveis e extremamente susceptíveis a uma grande variedade de 

inibidores, tais como elevadas concentrações de amônia e ácido nitroso, baixos níveis de OD 

(<1 mg / l), um pH fora do intervalo ótimo (7,5 – 8,6), e assim por diante (UN, 2003). 

A segunda etapa, na qual é realizada a remoção biológica de compostos nitrogenados 

trata-se do processo de desnitrificação, que ocorre em condições anóxicas. Bactérias na 

ausência do oxigênio utilizam como fonte de alimentação o nitrato, convertendo-o à 

nitrogênio gasoso. Esta reação biológica está apresentada como mostra a Equação (2.5). 

 

3 2 2 22 2 2.5NO N H N O H O       (2.5) 

 

Nos sistemas de desnitrificação, a concentração de oxigênio dissolvido é um parâmetro 

crítico. Na presença de OD, os microorganismos utilizam o oxigênio ao invés do nitrato como 

aceptor de elétrons, devendo assim ser mantido em um nível mínimo, para que não ocorra a 

inibição do processo de desnitrificação (OLSSON e NEWELL, 1999; METCALF e EDDY, 

2003; RODRIGUES, 2013). 

 

2.2. Processo de Digestão Anaeróbica 

 

A pesquisa e aplicação de unidades por processos de digestão anaeróbica é realidade em 

se tratando da remoção de material orgânico de águas residuais, e apresenta como vantagens o 

baixo custo, simplicidade operacional, baixa produção de sólidos e produção de biogás. 

A digestão anaeróbia é um processo biológico no qual um consórcio de diferentes tipos 

de microrganismos, na ausência de oxigênio molecular, promove a transformação de 

compostos orgânicos complexos (carboidratos, proteínas e lipídios) em produtos mais simples 

como metano e gás carbônico. Os microrganismos envolvidos na digestão anaeróbia são 

muito especializados e cada grupo atua em reações específicas. Nos reatores anaeróbios, a 

formação de metano é altamente desejável, uma vez que a matéria orgânica, geralmente 

medida como demanda química de oxigênio (DQO) é efetivamente removida da fase líquida, 

pois o metano apresenta baixa solubilidade na água. Assim, a conversão dos compostos 

orgânicos em metano é eficaz na remoção do material orgânico, apesar de não promover a sua 

oxidação completa, a exemplo de sistemas bioquímicos aeróbios (LYRA e PESTANA, 2007). 
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A obtenção do metano, gás produzido em maior quantidade e incorporado no biogás, se 

dá por meio de vários processos reacionais (bioquímicos e físico-químicos), havendo em geral 

a ocorrência de quatro etapas durante a digestão anaeróbica: hidrólise, acidogênese, 

acetogênese e metanogênese, como ilustra a Figura 2. 

 

Figura 2 - Etapas no processo de digestão anaeróbica. 

 

Fonte: Adaptado de MITCHELL et al. (2015). 

 

Na hidrólise, acontece a conversão de compostos maiores como carboidratos, gorduras e 

proteínas em compostos menores, sendo os carboidratos convertidos à açúcares, gorduras e/ou 

lipídios à ácidos graxos, e proteínas à aminoácidos. As etapas de acidogênese e acetogênese 

trabalham com a conversão dos produtos obtidos em ácidos graxos voláteis e substratos para 

produção do gás metano, respectivamente. 

 Por fim, na metanogênese a conversão dos substratos oriundos das duas etapas 

intermediárias na digestão anaeróbica é realizada, produzindo o metano, como apresenta as 

Equações (2.6), (2.7) e (2.8). 

 

3 4 2CH COOH CH CO   (2.6) 

 

2 5 2 4 32 2C H OH CO CH CH COOH    (2.7) 

 

2 2 4 24 2CO H CH H O    (2.8) 

 

De acordo com Batstone et al. (2002), além do processo de digestão ter uma produção 

líquida positiva de energia, o biogás produzido também pode substituir fontes de 

combustíveis fósseis e, portanto, tem um efeito positivo direto sobre a redução de gases de 

https://www.google.com.br/search?tbo=p&tbm=bks&q=inauthor:%22Shannon+M.+Mitchell%22&source=gbs_metadata_r&cad=2
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efeito estufa. Isso certamente vai garantir, e provavelmente aumentou drasticamente, a 

popularidade de processos de digestão anaeróbia de tratamento de resíduos no futuro. 

 

2.3. Modelo BSM2 

 

De 1998 a 2004, o desenvolvimento de ferramentas de referência para a avaliação 

baseada em simulações de estratégias de controle para plantas de lodos ativados foi realizado 

na Europa pelos Grupos de Trabalho da ação COST 682 e 624 (Alex et al., 1999). Este 

trabalho de desenvolvimento está agora continuado pelo Grupo de Trabalho IWA sobre 

avaliação comparativa das estratégias de controle da ETAR. (ALEX et al., 2008a). 

O Benchmark Simulation Model N°2 (BSM2) é um ambiente computacional que 

descreve uma planta de tratamento de águas residuais, considerando unidades responsáveis 

pelo tratamento biológico e unidades responsáveis pelo tratamento da lama.  

A Figura 3 apresenta a visão geral da planta BSM2 que envolve um total de sete 

unidades. O benchmark define o layout da planta, modelo de simulação para cada unidade, 

parâmetros envolvidos na modelagem, bem como informações sobre carga de influentes da 

planta juntamente a testes dinâmicos de avaliação de desempenho depois de implementados 

sistemas de controle. 

Figura 3 - Layout geral do BSM2. 

 

Fonte: ALEX et al. (2008a). 
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Dois dos modelos utilizados nas unidades do BSM2 são o ASM1 e o do tipo ADM1, o 

primeiro modela a unidade onde ocorre o tratamento biológico, enquanto o último trabalha 

com uma das unidades posteriores, responsável pela digestão anaeróbica e geração de biogás.  

 

2.3.1. ASM1 (Activated Sludge Model N°1) 
 

Em 1983, a International Water Association (IWA), formou um grupo de trabalho com 

o objetivo de promover a aplicação e adequação de modelos práticos para o desenvolvimento 

de projeto e operação de sistemas biológicos de tratamento de efluentes em processos por 

lodos ativados. Em 1987 foi publicado o resultado desse trabalho, culminando no 

desenvolvimento de uma família de modelos por lodos ativados. O primeiro modelo foi 

denominado Activated Sludge Model N°1 (ASM1) (AMARAL, 2014). 

O ASM1, considerado como o modelo referência para o processo de tratamento 

biológico, configura o modelo do biorreator ou activated sludge reactors com cinco 

compartimentos, havendo uma zona anóxica (dois reatores) e uma zona aerada (três reatores), 

nos quais ocorrem os processos de desnitrificação e nitrificação, respectivamente. Este 

modelo faz parte do Benchmark Simulation Model N°1 (BSM1), disposto como mostra 

detalhadamente a Figura 4, que apresenta um sistema típico de lodo ativado, combinando o 

modelo ASM1 com uma configuração de sedimentador secundário, não reativo e com dez 

camadas unidimensionais. 

 

Figura 4 - Layout geral do BSM1. 

 

Fonte: Adaptado de MENESES et al. (2016). 
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No sedimentador secundário ocorre a separação da água tratada dos lodos decantados, 

sendo então uma unidade que desempenha atividade importante no tratamento de águas 

residuais.  

De acordo com Haimi et al. (2009), para manter a população microbiológica, o lodo do 

decantador é recirculado para zona anóxica (devolução de parte do lodo ativado), e parte da 

carga mista (do quinto compartimento) é reciclada para a entrada do biorreator (reciclo 

interno). A concentração do lodo é mantida constante por meio de lodo retirado bombeado 

continuamente a partir do sedimentador. 

Na modelagem realizada para o ASM1 está envolvido um total de treze concentrações 

de componentes, sendo sete destas concentrações solúveis e seis concentrações particuladas, 

apresentadas na Tabela 1 pelas letras iniciais S e X, respectivamente.  

 
 

Tabela 1 – Variáveis de Estado ASM1. 

Variável de Estado Notação ASM1 

Matéria orgânica solúvel inerte 
 

SI 

Substrato facilmente biodegradável 
 

SS 

Matéria orgânica particulada inerte 
 

XI 

Substrato lentamente biodegradável 
 

XS 

Biomassa heterotrófica ativa 
 

XBH 

Biomassa autotrófica ativa 
 

XBA 

Produtos particulados resultantes do decaimento de biomassa 
 

XP 

Oxigênio 
 

SO 

Nitrato e nitrito 
 

SNO 

NH4
+ + NH3 

 
SNH 

Nitrogênio orgânico solúvel biodegradável 
 

SND 

Nitrogênio orgânico particulado biodegradável 
 

XND 

Alcalinidade SALK 

 

Na Tabela 1 está apresentada a notação para as variáveis de estado envolvidas no 

modelo ASM1. Substrato facilmente biodegradável (Ss) é absorvido pelos organismos de 

forma a gerir energia e realização da síntese celular, enquanto o substrato lentamente 

biodegradável (Xs) sofre reação enzimática para então a absorção ser realizada. A biomassa 
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ativa é dividida em heterotrófica (XBH) e autotrófica (XBA), sendo a primeira classe 

responsável pela conversão do nitrogênio orgânico solúvel (SND) em amônia. 

Como já mencionado, o modelo ASM1 considera a conversão de amônia para nitrato 

como reação de uma só etapa, e pode ser verificada na tabela acima pela variável SNO. Ainda 

na Tabela 1 podem ser observadas as concentrações de matéria orgânica não biodegradável 

solúvel (SI) e particulada (XI), estas sendo biologicamente inertes passam pelo sistema sem 

sofrer alterações, havendo geralmente a retirada do XI juntamente ao lodo na corrente de 

descarte. 

De acordo com Mulas (2006), as variáveis de estado incluídos no ASM1 são os 

componentes fundamentais que atuam sobre o processo, mas eles nem sempre são 

mensuráveis ou interpretáveis em muitas aplicações práticas. Portanto, algumas variáveis 

compostas podem ser calculadas a partir das variáveis de estado, a fim de combiná-los em 

formas que normalmente são medidos em realidade, como DQO (Demanda Química de 

Oxigênio), TSS (Total de Sólidos Suspensos) e TN (Nitrogênio Total), que serão apresentadas 

com maior clareza no Capítulo 3. 

Em suma, oito processos básicos descrevem o tratamento biológico no sistema de 

reatores, sendo eles: 

- Crescimento Aeróbico dos Heterotróficos; 

- Crescimento Anóxico dos Heterotróficos; 

- Crescimento Aeróbico dos Autotróficos; 

- Decaimento dos Heterotróficos; 

- Decaimento dos Autotróficos; 

- Amonificação do nitrogênio orgânico solúvel; 

- Hidrólise de compostos orgânicos; 

- Hidrólise de Compostos Inorgânicos. 

 

 De forma a representar a cinética e estequiometria de cada processo (j), o modelo 

adotou uma forma matricial e para cada componente (i) a taxa de reação envolve seus 

respectivos coeficientes estequiométricos e taxas de processo (ρ), como mostra a Tabela 12 do 

ANEXO I. Os parâmetros cinéticos estão apresentados na Tabela 13 do mesmo anexo. 
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2.3.2. ADM1 (Anaerobic Digester Model N°1) 
 

O ADM1, descrito em Batstone et al. (2002), é o modelo que descreve o processo de 

digestão anaeróbica e sua implementação desvia-se um pouco do descrito pelo autor acima, 

principalmente por três razões. De acordo com Alex et al. (2008a), em primeiro lugar, o 

ADM1 é implementado de modo que seja consistente com as outras seções do BSM2. Em 

segundo lugar, os requisitos de cálculo devem ser considerados. Em terceiro lugar, valores 

não explícitos são dados em Batstone et al. (2002) no que diz respeito aos conteúdos de 

carbono e nitrogênio de algumas variáveis de estado. 

Como já mencionado na seção de processos por digestão anaeróbica, como principal 

fonte de energia produzida tem-se o metano que compõe juntamente ao dióxido de carbono e 

outros gases (valores aproximados na Tabela 2) a corrente do biogás (qgas), como mostra a 

Figura 5. 

 

Tabela 2 – Composição típica do biogás. 

Metano (CH4) 50 a 75% 

Dióxido de carbono (CO2) 25 a 40% 

Hidrogênio (H) 5 a 10% 

Nitrogênio (N2) 1 a 3% 

Sulfídrico e outros (H2S, CO, NH3) 1 a 2% 

 

Figura 5 - Digestor anaeróbico e processos envolvidos. 

 

Fonte: BATSTONE et al. (2002). 
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O ADM1 traz consigo equações de equilíbrio ácido-base, taxas de inibição devido ao 

pH, equações para fase líquida dos componentes e para a fase gasosa. A seguir está 

representada, de forma geral, a equação para o balanço de massa de cada componente na fase 

líquida (Equação (2.9)), onde o termo relacionado ao somatório é dado pela multiplicação da 

taxa cinética de processo (ρj) e o coeficiente estequiométrico de cada componente (vij). As 

Tabela 14 e Tabela 15 do ANEXO I apresentam todas as taxas e parâmetros cinéticos 

envolvidos no modelo ADM1. 

 

, ,,liq i liq i outin in i

j ij

liq liq

dS S qq S

dt V V
   

 
(2.9) 

 

Há fatores que influenciam diretamente no desempenho do processo de digestão 

anaeróbica, e alguns dos principais são a temperatura e o pH, sendo a velocidade do 

metabolismo das bactérias um dos pontos afetados pela temperatura. Com relação ao valor de 

pH, de acordo com Lyra e Pestana (2007) as bactérias anaeróbias metanogênicas são 

consideradas sensíveis ao pH, isto é, o crescimento ótimo ocorre em faixa relativamente 

estreita de pH. Um reator deve ser operado em pH entre 6.5 e 8.2. Em determinadas 

condições, é possível a operação satisfatória do reator em pH de até 6. 

 
2.4. Geração de Modelos Substitutos 

 

Como uma forma de otimização, em termos de representação mais simples do 

problema, redução do esforço computacional e até mesmo redução dos custos agregados à 

operação de testes, os modelos reduzidos surgiram como meio de substituição parcial ou total 

do modelo rigoroso, visto o aprimoramento de ferramentas e processos na área da engenharia.  

Segundo Gomes (2007) o uso de metamodelos pode ser interessante quando o modelo 

rigoroso apresenta limitações relacionadas a confiabilidade, como problemas de convergência 

em procedimentos iterativos. Situações como as descritas são frequentes em diversas áreas do 

conhecimento, e comuns a diversas áreas da engenharia. Isto explica o esforço realizado para 

o estudo e aplicação de metamodelos em inúmeras áreas da engenharia, como elétrica, 

mecânica, aeroespacial e de minas, frequentemente em associação com pesquisas 

fundamentais em estatística. 
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Para obtenção dos metamodelos, torna-se necessário a representação e coleta dos dados 

oriundos do processo rigoroso. Para seleção de pontos a serem considerados para a simulação 

computacional (modelo rigoroso), utiliza-se de planejamentos experimentais como fonte de 

aleatoriedade e boa seleção de conjuntos de dados, logo a base da otimização do modelo 

substituto começa pela identificação local no espaço de projeto, onde irão ser realizadas as 

simulações. Este processo de identificação de locais no espaço de projeto é conhecido como 

planejamento experimental (VIANA et al., 2010). 

 

2.4.1. Latin Hypercube Sampling (LHS) 
 

Santner et al. (2003) apresentam diversas metodologias de planejamento experimental 

voltadas especificamente para experimentos computacionais. Em algumas delas, parte-se da 

premissa de que características importantes do modelo rigoroso a serem incorporadas ao 

metamodelo podem estar em qualquer ponto do espaço experimental com igual probabilidade. 

Estratégias de planejamento experimental baseadas nesta premissa buscam de alguma forma 

preencher o espaço de busca, sendo frequentemente designados na literatura pela expressão 

space filling. Outras estratégias baseiam-se em um critério especifico para orientar a região do 

espaço a ser explorada. Algumas delas baseiam-se em critérios estatísticos, como as 

estratégias de Máxima Entropia e diversas variações baseadas no Erro Médio Quadrático de 

Predição (GOMES, 2007). 

O método de planejamento de experimentos pelo LHS é frequentemente utilizado para 

geração de amostras de distribuições estatísticas multivariadas, e mesmo tendo sido 

desenvolvido para análises de risco, é amplamente aplicado na engenharia em estudos de 

casos complexos. Em Keramat e Kielbasa (1997) os autores selecionam o LHS para aplicação 

em circuitos integrados, apresentando uma variância inferior ao método primitivo de Monte 

Carlo (MPC). Já no trabalho Mckay et al. (2000) pode-se encontrar uma comparação do LHS 

com outras técnicas de seleção de amostragem simples, em estudos de Monte Carlo. 

Considere um conjunto de n amostras com dimensionalidade k, onde k representará as 

variáveis envolvidas (X1, X2, X3, ..., Xk). O LHS trabalhará sob a distribuição aleatória de N 

intervalos para Xi, de forma que 1/N seja a probabilidade igual no intervalo considerado para 

cada uma das variáveis. Cada valor é encontrado aleatoriamente para cada um dos intervalos 

equiprováveis N e estes são combinados um a um até se completar a seleção de valores em 

todo o conjunto.  
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Uma exemplificação gráfica para o conceito apresentado pode ser observado Figura 6, 

para a qual temos cinco intervalos de amostras em um espaço de projeto de dimensão dois (X1 

e X2), sendo este o caso do hipercubo latino, como mostrado na Figura 6. 

 

Figura 6 - Exemplo de LHS: Amostragem de X1 e X2 para cinco intervalos e pareamento 
randômico dessas variáveis pelo hipercubo latino. 

 

 

O método de amostragem por hipercubo latino trabalha com variáveis independentes 

para distribuição de valores nos intervalos, e garante a seleção de valores aleatoriamente em 

cada intervalo particionado do conjunto. Note que a Figura 6 traz uma possibilidade de 

arranjo dos dados (a direita) para o caso acima exemplificado e que somente um ponto estará 

alocado em cada subintervalo e nessa projeção unidimensional em que se encontra, atendendo 

assim os critérios do método de amostragem.  

A aleatoriedade inerente ao processo significa que existe mais de uma possibilidade do 

arranjo de amostragem atender aos critérios do LHS (FORRESTER et al., 2008; QUEIPO et 

al., 2005). Como a amostragem LHS é de natureza estocástica, é aconselhável executar tal 

programa várias vezes e selecionar a melhor amostra para uso (PINTO, 2014). 

 

2.4.2. Modelo Kriging 

 

Técnicas de construção de modelos substitutos podem ser encontradas na literatura, a 

respeito de várias classes propostas como utilização para tal, por exemplo, funções de base 
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radial, polinômios, método kriging, entre outros. No presente trabalho, o método kriging, 

como aplicação em processos industriais da engenharia química, foi selecionado para geração 

do metamodelo.  

O kriging, método estudado nos anos 50 pelo engenheiro de minas sul-africano Daniel 

G. Krige e mais tarde desenvolvido pelo matemático francês Georges Matheron, para estimar 

a distribuição espacial de minerais pelo conhecimento de um conjunto de poços de 

perfuração, traz como princípio a interpolação de dados, proporcionando o conhecimento de 

uma variável numérica não medida através de pontos amostrais de uma certa região de 

interesse, nos quais essa variável numérica é conhecida.  

Sendo considerado um modelo caixa preta, tendo os dados de saída obtidos pelo 

experimento computacional, um metamodelo krigagem consiste em (CELSE, 2015):  

(1) A escolha de alguns insumos bem localizados. 

(2) Avaliar a resposta modelo nesses locais. 

(3) Determinação da função krigagem com base em avaliações anteriores. 

 

Dado uma matriz de amostras S, tendo como elementos ou variáveis independentes do 

processo x:,j, onde j representa a j-ésimo coluna da matriz  X,  a matriz resposta Y denotará as 

variáveis dependentes do mesmo processo. O conjunto de metamodelos kriging Ykg construído 

a partir de S pontos de projetos e das respostas Y, que representa o modelo rigoroso será dado 

por: 

 

ˆ ( ) ( , ) ( ), 1,...,l l ly x F x z x l q    (2.10) 

onde a notação y


 de forma a simplificar, expressa as respostas determinísticas de Ykg (x), o 

termo F representa funções do modelo de regressão e z funções baseadas em funções 

randômicas gaussianas, distribuídas com média zero e variância σ2. Parâmetros de regressão 

são apresentados como , obtidos para cada variável independente i. 

Representado como uma combinação linear de k funções selecionadas, o modelo de regressão 

pode ser apresentado como: 

 

1

: ,

( , ) . ( )

n

i

k

i i

i

f R R

F x f x 



 

(2.11) 
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Na Equação (2.10), a cada função z(x) há uma covariância associada, para a qual 

considerando variáveis w e x, tem-se: 

 

2[ ( ) ( )] ( , , ), 1,...,l l lE z w z x R w x l q    (2.12) 

 

onde σ2  é a variância associada as variáveis e  é a matriz correlação, associada ao 

parâmetros θ. O valor para a correlação R é dependente da escolha do método de correlação a 

ser utilizado. 

Segundo Pinto (2014) uma interpretação da Equação (2.10) é que os desvios do modelo 

de regressão, embora a resposta seja determinística, pode assemelhar-se a um caminho de uma 

amostra de um processo estocástico z, convenientemente escolhido.  

 

Preditor Estimado 

 

Considere um conjunto de amostra n, para respostas Y avaliadas em valores de x não 

experimentados, o preditor estimado, ŷ
, é dado por: 

 

1 1 *

* 1 *

* *

ˆ( ) . . ( . . ) .

. . .( . )

( ) . ( ) .

T T T

T T

T T

y x r R Y F R r f

f r R Y F

f x r x



 
 

 



  

  

   

(2.13) 

 

onde r(x)T é o vector de correlação entre o ponto X e os pontos dos dados amostrados (x1, x2, 

..., xn). Os coeficientes  e  são encontrados pelas expressões (2.14) e (2.15), 

respectivamente, sendo o último computado através dos resíduos. 

 

* 1 1 1( )T TF R F F R Y     (2.14) 

 

* *R Y F    (2.15) 

 

O modelo kriging é aplicado através do toolbox DACE do Matlab®, para realização da 

otimização do BSM2. 
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2.5. Otimização pelo Toolbox DACE 

 

Muitos dos processos a serem otimizados envolvem uma série de características 

complexas, traduzidas em um grande número de unidades interligadas e variáveis de 

processo, neste âmbito uma realidade é o uso dos modelos reduzidos ou mais conhecidos 

como metamodelos em substituição aos processos complexos, mas que representem em um 

alto nível de fidelidade todo o processo de interesse.  

A abreviação DACE denomina uma toolbox Design and Analysis of Computer 

Experiments no qual é realizada a implementação do modelo kriging. O toolbox conta com 

dois principais programas, que de acordo com Lophaven et al. (2002) consta de: 

- dacefit. Este computa os elementos do modelo kriging, especialmente os parâmetros θ a 

serem encontrados para solução do problema de otimização não-linear; 

- predictor. Prediz as respostas da amostra não experimentada e estima os erros dessa 

predição. 

Com relação às correlações citadas do modelo kriging, estas podem ser apresentadas como 

o produtório de correlações estacionárias, de forma geral como mostrado em (2.16): 

 

1

( , , ) ( , )
n

j j j

j

R w x R w x 


 
 

(2.16) 

 

A Tabela 3 apresenta sete das opções disponíveis para predição dos dados.  

A escolha da função de correlação deve ser motivada pelo fenômeno subjacente, por 

exemplo, uma função que queremos otimizar ou um processo físico que queremos modelar. 

Se o fenômeno subjacente é continuamente diferenciável, a correlação função provavelmente 

irá mostrar um comportamento parabólico perto da origem, o que significa que a Gaussiana, a 

cúbica ou a função spline deve ser escolhida. Por outro lado, fenômenos físicos geralmente 

mostram um comportamento linear perto da origem, e exp, expg, lin ou esférica normalmente 

têm melhor desempenho (LOPHAVEN et al., 2002). 
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Tabela 3 - Funções de correlação disponíveis no Toolbox DACE do Matlab®. (�� = � − �) 
Função Correlação ��(��, ��) 

Exponencial: ��[−��| �|] 
Exponencial Geral: �� [−��| �|��+1] ,   < ��+  

Gauss: ��[−�� � ] 
Linear: ��{ , − ��| �|} 

Esférica: 
− .5ξ� + .5ξ� , ξ� = min { , ��| �|} 

 

Cúbica: − ξ� + ξ� , ξ� = �  { , ��| �|} 

Spline: 

ζ ξ� , ξ� = ��| �| 
ζ ξ� = { − 5ξ� + ξ� , ξ� .. 5( − ξ�) , . ξ�, ξ� } 

 

Fonte: LOPHAVEN et al. (2002). 

 

2.6. Programação Quadrática Sequencial (SQP) 

 

Baseado no cálculo do gradiente para a função objetivo e restrições do problema, a SQP 

é um método de otimização que leva em consideração uma aproximação sequencial do 

problema não-linear em um problema de programação quadrática, para resolução a cada 

iteração principal. 

Nas iterações principais do SQP uma aproximação da Hessiana, H, da função 

Lagrangeana, L, é obtida utilizando um método de atualização quase-Newton. Logo a 

Hessiana é usada para gerar um subproblema QP cuja solução serve para formar uma direção 

de busca num procedimento de procura unidimensional (ANTICH, 2011). 

 

O problema quadrático pode ser indicado como: 

 

2* 0.5* * *T T T

k k kf f p p f p  
 

* 0T

i ic p c    

(2.17) 
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onde � é o valor da função objetivo, ∇ �  é o vetor gradiente da função objetivo, ∇² �  é 

matriz Hessiana (segunda derivada) da função objetivo, � e ∇ �  são os valores da restrição i e 

seu gradiente, todos avaliados no ponto de solução da iteração atual ��. � é um vector que 

representa a direção da mudança na solução de cada iteração, e é calculada a partir da solução 

do problema de otimização representada em (2.17) (SEQUERA, 2014).  

Após procedimento e determinação, uma nova solução para iteração k+1 é obtido, 

sendo: 

 

1 *k k k kx x d    (2.18) 

 

onde αk é o tamanho do passo. 

 

2.7. Algoritmos Genéticos 

 

Algoritmos genéticos, também conhecidos como GA, são uma família de algoritmos 

computacionais, baseados em princípios da evolução dos seres vivos, utilizados em diversos 

problemas de otimização. Segundo Tanomaru (1995) a grande popularidade que os GAs 

atingida recentemente se deve a dois importantes fatores: a publicação de um livro tutorial 

sobre GAs por um dos alunos de doutorado de Holland, David Goldberg um pesquisador 

extremamente ativo e com excelente potencial didático, e às Conferências Internacionais 

sobre Algoritmos Genéticos (IC – GAs), que têm se realizado a cada dois anos nos Estados 

Unidos desde 1985. 

Basicamente, os GAs operam num conjunto de soluções aplicando o princípio da 

sobrevivência dos indivíduos mais aptos para produzir uma solução cada vez melhor, 

diferentemente de outros métodos que partem de um ponto do espaço de busca para encontrar 

a solução ótima. Dessa maneira, geração após geração, um novo conjunto de indivíduos é 

criado pelo processo de seleção dos indivíduos progenitores, de acordo com o nível de aptidão 

associado ao problema. A procriação é feita entre os progenitores através de operadores 

extraídos da genética natural. Este processo leva à evolução de indivíduos que se adaptam 

melhor ao problema, de modo semelhante à adaptação natural (TELES e GOMES, 2010). 

Fazendo analogia ao darwinismo, a partir da geração de um conjunto de possíveis 

soluções para o problema de engenharia, o processo de evolução ou avaliação do problema é 
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realizado por meio do algoritmo genético. A Figura 7 mostra um fluxograma com as etapas 

relacionadas ao funcionamento de um GA. 

 

Figura 7 - Algoritmo Genético. 

 

Fonte: LUCAS (2002). 

 

Como critério de parada para os algoritmos genéticos utiliza-se, normalmente, o número 

máximo de gerações, o tempo limite de processamento ou o critério da estagnação, ou seja, 

quando não se observa melhoria da população depois de várias gerações consecutivas 

(TELES e GOMES, 2010). 

 



37 

 

 

CAPÍTULO 3 
 

 

3. OPERAÇÃO DA PLANTA DE TRATAMENTO DE EFLUENTES 

 

Algumas abordagens no estudo e implementação de métodos para uma operação ótima 

na área de tratamento de efluentes são encontradas na literatura. Como já mencionado, 

estações de tratamento de efluentes tratam-se de sistemas envolvendo um grande número de 

variáveis, isto é, modelos complexos nos quais há a interação das várias operações das 

unidades consideradas para a realização do processo. Desta forma, um dos métodos 

difundidos na área de engenharia com aplicação em tais modelos complexos é o método 

kriging, o qual se baseia na geração de metamodelos em substituição parcial ou completa ao 

modelo computacional do processo. 

Esta seção apresenta de forma direta e completa os termos envolvidos na função 

objetivo para o BSM2, bem como as restrições a serem atendidas de forma a considerar uma 

operação ótima da planta de tratamento de águas residuais. 

 

3.1. Modelagem da Planta 

 

O BSM2 conta com um sistema de cinco biorreatores seguido de um sedimentador 

secundário para tratamento biológico do efluente e um digestor anaeróbio pra tratamento da 

lama ativada, como principais unidades do processo de tratamento. Reciclos externos e 

internos fazem parte da estrutura da planta industrial, visto a necessidade da reposição de 

material orgânico, bem como um maior aproveitamento no tratamento dos efluentes. 

A modelagem e simulação do BSM2 foram realizadas no Simulink® e Matlab®, 

construídas por equações e modelos que regem os processos que ocorrem em cada unidade da 

ETAR. No Simulink® as operações unitárias estão apresentadas como subsistemas, isto é, cada 

bloco apresenta internamente a modelagem da unidade. A Figura 8 apresenta o modelo BSM2 

desenvolvido por Jeppsson no ambiente Simulink, sendo este utilizado no presente trabalho. 
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Figura 8 - Representação por subsistemas do BSM2 no ambiente Simulink®. 
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Alex et al. (2008a) apresenta toda a modelagem e considerações para operação do 

BSM2, tendo sido o trabalho referência para desenvolvimento dessa dissertação.  

A alimentação da planta (influente) foi definida pelos mesmos autores como um arquivo 

de dados considerando 609 dias de operação, e leva em conta as variações de temperatura 

sazonais, bem como efeito de precipitação ao longo do ano. Sendo necessário um tempo de 

estabilização para o processo sob condições dinâmicas, dos dados disponíveis 245 dias são 

utilizados para tal fim e 364 para avaliação de desempenho da planta. 

Um outro arquivo disponível para influente da planta é apresentado como dados de 

alimentação no estado estacionário (constinfluent_bsm2.mat), contendo valores médios do 

arquivo obtido sob condições dinâmicas (609 dias) para as treze concentrações envolvidas, 

total de sólidos suspensos, vazão de entrada e temperatura de operação do BSM2. 

Considerando o uso de dados após o período de estabilização do processo para obtenção dos 

metamodelos, o arquivo “constinfluent_bsm2.mat” foi utilizado para operação da planta no 

presente trabalho. 

 

3.2. Função Objetivo e Restrições 

 

Sendo, segundo Goldbarg e Luna (2000), a otimização de processos importante em 

qualquer área de conhecimento, visto que a sua finalidade é solucionar problemas que afetam 

o desempenho de algum setor, esta pode ser trabalhada no que concerne à maximização ou 

minimização de uma função objetivo. Desta forma, a definição de objetivos operacionais 

relacionados às restrições do processo e definição da função objetivo são etapas essenciais na 

otimização de processos. 

O BSM2 traz consigo dois níveis de análise, também conhecidos como níveis de 

avaliação de desempenho, que dizem respeito à critérios avaliados (índices de qualidade do 

efluente e custo operacional), e à violação dos limites de qualidade no efluente (como mostra 

a Tabela 4). 
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Tabela 4 - Limites de qualidade do efluente. 

Variável Limite 

Ntot ≤18 g N.m-³ 

CODtot ≤100 g COD.m-³ 

SNH ≤4 g N.m-³ 

TSS ≤30 g SS.m-³ 

BOD5 ≤10 g BOD.m-³ 

 

O EQI (Índice de Qualidade do Efluente), como apresenta a Equação (3.1), está ligado 

aos impostos e multas pagas devido ao descarte de poluentes em corpos d’água, baseado no 

peso de cargas de compostos que tem grande influência sob a qualidade dos corpos 

receptores: 

 

609
,

, 5245

. ( ) . ( ) . ( )1
( ).

. ( ) . ( ).1000

t dias
TSS eff COD eff Nkj NKj eff

eff

NO NO eff BOD effobs t dias

B TSS t B COD t B S t
EQI Q t dt

B S t B BOD tt





  
     


 

(3.1) 

 

Sendo: 

, , , , , , , , , ,( ) ( )NKj eff NH eff ND eff ND eff XB B H eff B A eff XP P eff I effS S S X i X X i X X      
  

, , , , , , ,0.75.( )eff S eff I eff B H eff B A eff P effTSS X X X X X    
 

 

5, , , , , , ,0.25.( (1 ).( ))eff S eff S eff P B H eff B A effBOD S X f X X    
 

 

, , , , , , , , ,eff S eff I eff S eff I eff B H eff B A eff P effCOD S S X X X X X      
 

 

 

onde Qeff é a taxa de fluxo do efluente, TSS o total de sólidos suspensos no efluente, COD a 

demanda química de oxigênio no efluente, SNKj, concentração de nitrogênio Kjeldahl no 

efluente, SNO, concentração de nitrato no efluente e BOD5 a demanda bioquímica de oxigênio 

no efluente. Os coeficientes Bi são fatores de ponderação para os diferentes tipos de poluição. 

Os custos operacionais de uma estação de tratamento dependem do sistema de 

tratamento em si e pode ser dividido em mão de obra, energia, manutenção, uso de produtos 

químicos, tratamento de lamas químicas e custos de descarte. O objetivo é basicamente 

reduzir o custo da energia e da disposição final do lodo, tanto quanto possível (RODRIGUES, 

2013). Neste contexto, o OCI (Índice de Custo Operacional) agrega o valor oriundo do 

funcionamento do BSM2, e envolve as seguintes parcelas do custo total: 
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- Energia de aeração (AE);  

609 5

,
1245

. ( )
.1.8.1000 k

t diassat

O
as k La

kobs t dias

S
AE V K t dt

t





 
 

(3.2) 

 

Para a qual temos: concentração de saturação do oxigênio, � � , volume dos reatores, V, 

coeficiente de transferência de oxigênio, KLa , dada em d-1 , e k referindo-se o número do 

compartimento do biorreator. 

 

- Energia de bombeamento (PE); 

609
int

245

0.004. ( ) 0.008. ( ) 0.05. ( )1
0.075. 0.06. 0.004.

t dias
r w

pu du tuobs t dias

Q t Q t Q t
PE dt

Q Q Qt





  
     


 

(3.3) 

 

Dependendo das vazões de reciclo interno (Qint), reciclo externo (Qr), taxa de fluxo de saída 

de resíduos de lodo (Qw), vazão de saída do clarificador primário (Qpu), vazão de saída da 

unidade de desidratação (Qdu) e vazão de saída do espessante (Qtu) [m3/d]. 

 
- Produção de lama (SP); 

 
609

, , , , , ,

245

(609 ) (245 )
1

0.75 ( )
t dias

S w I w B H w B A w wobs

t dias

TSS dias TSS dias

SP
X X X X Q t dtt





 
       
 


 

(3.4) 

 

onde TSS é a quantidade de sólidos no sistema. 

 

- Consumo de fonte externa de carbono (EC); 

609

,
1245.1000

t dias k n
EC

EC k

kobs t dias

COD
EC Q dt

t

 



 
 

(3.5) 

 

onde QEC,k é a taxa de fluxo de carbono externo adicionado ao compartimento k do reator 

(para ajudar no tratamento biológico) e CODEC a concentração da matéria rapidamente 

biodegradável. 
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- Energia de mistura na zona anóxica (ME); 

1609 5
,

1245

0.005. ( ) 2024
.

0
k

t dias
as k La

kobs t dias

V if K t d
ME dt

t outrovalor





 
  

  


 
(3.6) 

 

 

- Produção de metano (METprod); 

609
, 4

245

( ). ( )16.

( )

t dias
gas gas chatm

prod

ad obs gast dias

Q t p tP
MET dt

RT t P t





 
 

(3.7) 

 

Sendo Qgas o fluxo de gás do digestor anaeróbico e Tad a temperatura de operação do mesmo. 

 

- Energia de aquecimento para o digestor (HEnet); 

max(0, 7. )net

prodHE HE MET 
 (3.8) 

 

A função objetivo global de custo a ser minimizada é dada pela Equação (3.9) para fins 

no estado estacionário e sujeita a restrições de regulamentação do efluente (legislação) como 

apresentado na Tabela 4. 

 

3 3 6 net

prodOCI AE PE SP EC ME MET HE      
 (3.9) 
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CAPÍTULO 4 
 

4. CONSTRUÇÃO DO METAMODELO KRIGING 

 

Como etapas primordiais têm-se o estudo acerca de todas as variáveis envolvidas no 

BSM2, bem como geração de amostras representativas do processo para obtenção do modelo 

reduzido. O LHS (Latin Hypercube Sampling) é utilizado na seleção de tais amostras. A partir 

da determinação das amostras, são gerados dados de processo com o modelo rigoroso (BSM2 

no Simulink®), sendo estes utilizados na construção dos metamodelos a serem otimizados. A 

Figura 9 apresenta as etapas iniciais necessárias para geração dos modelos substitutos. 

 

Figura 9 – Metodologia definida para construção do metamodelo Kriging do BSM2. 

 

 

É importante salientar que o modelo de simulação BSM2, disponibilizado pelo grupo de 

pesquisa COST/ IWA, apresenta um sistema de controle padrão para concentração da amônia 

no quinto reator. Para avaliação da metodologia proposta no presente trabalho, quaisquer 
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sistemas de controle foram retirados, de forma a obtermos inicialmente dados oriundos do 

processo sem atuação de controladores e sensores. 

 

4.1. Identificação das Variáveis 

 

A identificação de variáveis se dá a partir do estudo e exploração do sistema, e também 

se configura como etapa importante para uma boa confiabilidade no modelo reduzido obtido, 

visto que a boa escolha das variáveis (manipuladas e controladas) garante boa representativa 

do processo real. 

A Tabela 5 apresenta as variáveis manipuladas (MVs) e controladas (CVs) utilizadas no 

processo de otimização do BSM2. Para esta seleção final de variáveis, considerou-se 

intuitivamente um sistema com duas “linhas” de operação, bem como apresentado no trabalho 

de Barbu et al. (2016), para o tratamento do efluente pelo BSM2, sendo a primeira linha 

responsável pelo tratamento biológico da água, e a segunda linha responsável pelo tratamento 

das lamas. 

 

Tabela 5 - Variáveis manipuladas e controladas para o BSM2. 

Variáveis Manipuladas (MVs) Variáveis Controladas (CVs) 

Coeficiente de transferência de oxigênio 
(KLa3) 

Nitrogênio Total (Ntot) 

Coeficiente de transferência de oxigênio 
(KLa4) 

Demanda Química de Oxigênio 
(COD) 

Coeficiente de transferência de oxigênio 
(KLa5) 

Concentração de amônia (SNH) 

Reciclo interno (Qint) Sólidos Suspensos Totais (TSS) 

Reciclo externo (Qr) 
Demanda Bioquímica de Oxigênio 

(BOD) 

Fluxo da corrente de descarte de lodo (Qw)  

 

Compete à ETAR apresentada pelo modelo BSM2, o envolvimento de um maior 

número de variáveis principalmente ligadas à linha do tratamento de lamas, entretanto 

algumas das variáveis não foram consideradas no presente trabalho, pelo fato de ter sido 

levado em consideração a seleção somente de variáveis independentes, desta forma a “linha” 

responsável pelo tratamento de lamas fica bem determinada pela taxa de fluxo da corrente do 
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descarte de lodo do clarificador secundário (Qw) e toda a influência do comportamento global 

da planta. 

O estudo realizado, para posterior aplicação da técnica kriging na ETAR, levou em 

consideração distúrbios na corrente de alimentação para 28 casos.   

 

4.2. Planejamento Experimental – Hipercubo Latino 

 

O primeiro passo para a construção de um modelo substituto baseado no ajuste de dados 

é a geração de uma amostra de pontos (PINTO, 2014), que serão alimentados ao modelo 

rigoroso para obtenção de respostas do mesmo que permitam a geração de metamodelos ou 

modelos substitutos do processo.  

O planejamento experimental realizado não levando em consideração a distância mais 

uniforme possível entre os pontos amostrais traz consigo erros de predição, podendo ser 

justificados pela própria aleatoriedade inerente ao processo. Diante isto, para tal planejamento 

foi realizada a geração de várias amostras de pontos, sendo selecionado o conjunto mais 

uniforme no espaço hipercubo. 

A geração das várias amostras foi permitida através da execução várias vezes do 

algoritmo para o LHS desenvolvido no ambiente Matlab®, e que pode ser encontrado no 

ANEXO II, baseado no procedimento descrito por SANTNER et al. (2003). 

 

4.3. Geração do Metamodelo Kriging 

 

Modelos reduzidos que são obtidos a partir de dados gerados com um modelo rigoroso 

são frequentemente designados na literatura por metamodelos (MECKESHEIMER et al, 

2002). A metodologia normalmente designada por DACE é a utilizada na geração de 

metamodelos. De acordo com Martin e Simpson (2005) esta metodologia envolve (i) a 

escolha de uma estratégia de planejamento experimental para a geração de dados; (ii) a 

escolha de um modelo para representar os dados e (iii) ajuste do modelo aos dados (GOMES, 

2007). 

Já tendo sido definido nos tópicos abordados anteriormente a geração dos dados por 

meio de um planejamento experimental, o toolbox DACE/MATLAB conta com a alimentação 

dos dados obtidos a partir do modelo rigoroso (utilizando-se do planejamento LHS) e da 

escolha do modelo de correlação, para estimação de parâmetros para o problema e geração de 

modelos kriging. 
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Os modelos de correlação disponíveis no toolbox DACE estão apresentados na Tabela 3 

do Capítulo 2, ficando a cargo do usuário a determinação de qual modelo utilizar. No presente 

trabalho foi utilizada a correlação exponencial para geração dos parâmetros pelo método 

kriging.  

O processo de obtenção dos dados pelo modelo rigoroso, para posterior geração dos 

metamodelos kriging, contou com a utilização das duas amostras de dados geradas pelo 

planejamento LHS como dados de entrada do processo, tendo sido realizada a construção dos 

metamodelos a partir da amostra com 500 experimentos, também chamados neste trabalho por 

dados de construção, e a validação dos metamodelos obtidos utilizando-se a amostra de 100 

experimentos, também chamados aqui como dados de validação.  

De acordo com o exposto, e tenho como ideia estudar o processo de geração dos 

metamodelos para diferentes situações de perturbações na alimentação do BSM2, foi também 

realizado um planejamento LHS gerando uma matriz 16 (variáveis da alimentação para o 

BSM2) por 28 linhas/ experimentos (Tabela 11 do APÊNDICE). O estudo consistiu em 

alimentar o modelo BSM2 do Simulink® com novos valores para a carga do efluente a ser 

tratado na ETAR. Foi predefinida uma faixa de variação de 10% (para o LHS) para mais e 

para menos em cima dos valores apresentados na Figura 10, exceto para o TSS, que foi obtido 

pela soma das concentrações de particulados envolvidos na carga de acordo com o termo 

definido na Equação (3.1). 

 

Figura 10 - Dados da corrente de alimentação para o BSM2. 

 

Fonte: Adaptado de ALEX et al. (2008). 
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A Tabela 6 apresenta os valores obtidos para cada variável da corrente de alimentação 

da ETAR por meio do planejamento LHS realizado, sendo apresentados e analisados 6 dos 28 

casos gerados (como mencionado acima). 

 

Tabela 6 - Valores das variáveis distúrbios para os seis casos do planejamento LHS. 

Variável Caso 1 Caso 2 Caso 3 Caso 4 Caso 5 Caso 6 

SI 27,79 24,97 25,36 26,98 27,86 27,12 

SS 60,53 62,36 55,57 63,40 58,51 52,66 

XI 101,51 83,92 88,66 92,35 95,57 91,21 

XS 399,09 339,47 333,01 354,93 350,54 391,68 

XB,H 51,90 46,46 53,41 54,94 47,45 53,14 

XB,A 0 0 0 0 0 0 

XP 0 0 0 0 0 0 

SO 0 0 0 0 0 0 

SNO 0 0 0 0 0 0 

SNH 25,85 22,84 24,64 22,12 26,04 22,31 

SND 5,44 5,16 5,61 5,79 5,23 5,45 

XND 17,73 15,06 16,72 15,80 16,56 15,65 

SALK 7,00 7,00 7,00 7,00 7,00 7,00 

TSS 414,38 352,40 356,32 376,68 370,17 402,03 

Q 22639,55 18807,56 19295,89 21448,67 22283,08 20824,56 

T 15,82 15,75 14,48 13,63 13,71 14,79 

 

 

Tendo em vista a similaridade do comportamento das curvas observado após obtenção 

dos resultados, as Figuras 11 a 13 apresentam o ajuste dos dados do metamodelo kriging 

gerado e dos dados de resposta do modelo rigoroso para cada uma das restrições (TN, COD, 

SNH, TSS, BOD) e função objetivo do BSM2 avaliados para o Caso1, Caso 2 e Caso 3 dos 

seis casos de perturbação no sistema apresentados na Tabela 6. 

 



48 

 

 

Figura 11 - Memodelos kriging versus respostas do BSM2 no Simulink® para o Caso 1. TN – 
nitrogênio total, COD – demanda química de oxigênio, SNH – concentração de amônia, TSS 

– sólidos suspensos totais, BOD – demanda bioquímica de oxigênio e OCI – custo total. 
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Figura 12 - Memodelos kriging versus respostas do BSM2 no Simulink® para o Caso 2. TN – 
nitrogênio total, COD – demanda química de oxigênio, SNH – concentração de amônia, TSS 

– sólidos suspensos totais, BOD – demanda bioquímica de oxigênio e OCI – custo total. 
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Figura 13 - Memodelos kriging versus respostas do BSM2 no Simulink® para o Caso 3. TN – 
nitrogênio total, COD – demanda química de oxigênio, SNH – concentração de amônia, TSS 

– sólidos suspensos totais, BOD – demanda bioquímica de oxigênio e OCI – custo total. 
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Os diagramas apresentados mostram a correlação entre os dados obtidos pelo método 

Kriging (após obtenção dos metamodelos para restrições de saída do efluente) e pelo modelo 

rigoroso, que diz respeito a planta de tratamento de efluentes simulada no pacote Simulink®.  

Com base nos comportamentos observados, pode-se verificar uma tendência de 

alinhamento dos resultados na angulação de 45° no espaço gráfico, como já era esperado, e 

uma distribuição quase uniforme dos pontos ao longo dessa linha diagonal, confirmando a 

correlação supracitada.  

Realizando uma análise minuciosa, e possível observar na Figura 11 que a predição 

dos metamodelos para a variável de nitrogênio total na saída do BSM2 apresenta um 

desempenho inferior quando comparada com as demais, e este comportamento pode ser 

notado graficamente por meio da região de pequena dispersão de dados obtida para o TN. 

Entretanto, isto se configura como apenas um desalinhamento na região inicial do gráfico, 

ainda assim apresentando uma relação quase linear entre os dados gerados pelos metamodelos 

(dados estimados) e os dados do modelo rigoroso (dados reais do BSM2).   

De acordo com o abordado na literatura, torna-se possível a realização de analises de 

desempenho dos interpoladores, por meio dos indicadores estatísticos propostos por Camargo 

& Sentelhas (1997). No presente trabalho, visando um resultado mais quantitativo relacionado 

ao desempenho dos metamodelos Kriging gerados, tais indicadores foram calculados para os 

casos estudados acima e estão apresentados na próxima seção. 

 

4.4. Avaliação do Desempenho 

 

Com base nos dados obtidos para os metamodelos gerados para a ETAR (modelo 

BSM2) foi possível realizar avaliação do desempenho para os mesmos.  

Muitos autores utilizam dos indicadores estatísticos propostos por Camargo & Sentelhas 

(1997), definidos como coeficiente de correlação (r) e índice de concordância (d), para 

avaliações dos métodos utilizados em seus trabalhos, a exemplo de Leitão et al.  (2007), 

Castro et al. (2010) e Acosta et al. (2009) muitos deles ligados ao estudo de ações 

climatológicas da região.  

A precisão ou grau de dispersão dos dados em relação à média é verificado pelo 

indicador “r”, enquanto o grau de exatidão do modelo ou afastamento dos dados em relação 

aos dados medidos (observados) pode ser aferido pelo indicador “d”, e estes são calculados 

como mostram as Equações (4.1) e (4.2), respectivamente. O índice de concordância “d”, 
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varia entre os valores zero e 1, sendo que quanto mais próximo da unidade, maior a 

concordância entre os dados.  
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onde N é o número total de experimentos, Oi é o valor real e Ei é o valor da variável estimada 

pelo método.  

A classificação em termos de desempenho é definida pelo índice de confiança “c”, dado 

pela multiplicação dos índices de precisão e exatidão, sendo ótimo para valores maiores que 

0,85, muito bom para valores entre 0,76 e 0,85, bom entre 0,66 e 0,75, mediano para valores 

entre 0,61 e 0,65, sofrível entre 0,51 e 0,60, ruim entre 0,41 e 0,50; e péssimo para valores 

menores ou iguais a 0,4. 

 

*c r d  (4.3) 

 

Na Tabela 7 são apresentados os resultados obtidos para o coeficiente de correlação (r), 

índice de concordância (d) e índice de confiança (c) por meio dos dados estimados via técnica 

kriging e medidos para cada restrição do processo, correspondentes aos comportamentos 

observados das Figuras 11 a 13, isto é, Caso 1, Caso 2 e Caso 3, bem como para o Caso 4, 

Caso 5 e Caso 6 também avaliados no presente trabalho. 

Pode-se observar, o ótimo desempenho na predição dos dados por meio da técnica 

Kriging para todas as variáveis de saída consideradas para o BSM2, sendo notória a boa 

precisão e exatidão dos modelos substitutos ao processo, a verificar pelos índices e status de 

desempenho ótimo para cada um dos casos.  
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Tabela 7 - Índices para avaliação do desempenho dos metamodelos kriging. 

 r d c Desempenho 
TN 0,9978 0,9989 0,9967 Ótimo 

COD 1,0000 0,9999 0,9999 Ótimo 
SNH 0,9994 0,9996 0,9990 Ótimo 
TSS 1,0000 0,9999 0,9999 Ótimo 
BOD 0,9996 0,9997 0,9993 Ótimo 
Custo 1,0000 0,9999 0,9999 Ótimo 

Caso 1 
TN 0,9999 0,9999 0,9998 Ótimo 

COD 0,9999 0,9999 0,9998 Ótimo 
SNH 0,9985 0,9992 0,9977 Ótimo 
TSS 1,0000 0,9999 0,9998 Ótimo 
BOD 0,9994 0,9999 0,9991 Ótimo 
Custo 1,0000 0,9999 0,9999 Ótimo 

Caso 2 
TN 0,9999 0,9999 0,9998 Ótimo 

COD 0,9999 0,9999 0,9998 Ótimo 
SNH 0,9997 0,9998 0,9995 Ótimo 
TSS 0,9999 0,9999 0,9998 Ótimo 
BOD 0,9997 0,9998 0,9995 Ótimo 
Custo 1,0000 0,9999 0,9999 Ótimo 

Caso 3 
TN 1,0000 0,9999 0,9999 Ótimo 

COD 1,0000 0,9999 0,9999 Ótimo 
SNH 0,9999 0,9999 0,9998 Ótimo 
TSS 1,0000 0,9999 0,9999 Ótimo 
BOD 0,9999 0,9999 0,9998 Ótimo 
Custo 1,0000 0,9999 0,9999 Ótimo 

Caso 4 
TN 0,9999 0,9999 0,9998 Ótimo 

COD 0,9999 0,9999 0,9998 Ótimo 
SNH 0,9989 0,9992 0,9981 Ótimo 
TSS 0,9999 0,9999 0,9998 Ótimo 
BOD 0,9998 0,9999 0,9997 Ótimo 
Custo 1,0000 0,9999 0,9999 Ótimo 

Caso 5 
TN 0,9961 0,9974 0,9935 Ótimo 

COD 1,0000 0,9999 0,9999 Ótimo 
SNH 0,9978 0,9987 0,9965 Ótimo 
TSS 1,0000 0,9999 0,9999 Ótimo 
BOD 0,9995 0,9997 0,9992 Ótimo 
Custo 1,0000 0,9999 0,9999 Ótimo 

Caso 6 
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É interessante notar que para a maioria dos casos onde o coeficiente de correlação (r) 

para a variável SNH não se encontra entre 1 ≤ r ≥ 0.9999, o mesmo não ocorre para a 

concentração de TN, ou vice-versa. Isso mostra a influência que uma variável tem sobre a 

outra, também verificado em alguns outros estudos realizados no BSM2 tendo como base o 

uso da técnica Kriging. 
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CAPÍTULO 5 
 

5. OTIMIZAÇÃO DO BSM2 

 

Após definição da função a ser minimizada e restrições a serem atendidas, bem como 

geração dos metamodelos Kriging que representem com grande propriedade o modelo 

rigoroso da ETAR, a otimização do processo é então realizada. Esta seção traz toda a 

metodologia aplicada (Figura 14), incluindo os passos apresentados no Capítulo 4, para 

obtenção de uma operação ótima da planta BSM2 frente aos vários cenários de perturbação na 

planta já mencionados. 

 

Figura 14 – Metodologia definida para construção do metamodelo Kriging do BSM2. 
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Para otimização do BSM2 levou-se em consideração os metamodelos gerados, via 

técnica kriging, a partir dos dados obtidos do modelo rigoroso no Simulink®. Sendo definida 

como a minimização da função custo, que relaciona os gastos operacionais de todas as 

unidades envolvidas na planta de tratamento de águas residuais e sujeita a restrições de 

concentração de componentes presentes, os processos de otimização foram realizados.  

Duas otimizações foram consideradas no presente trabalho, sendo estas: otimização por 

programação quadrática sequencial (SQP) e otimização por algoritmos genéticos (GA). 

Utilizando-se dos scripts definidos no ambiente do Matlab®, a otimização centrou-se na 

obtenção dos valores ótimos para as cinco restrições do processo, isto é, da concentração de 

nitrogênio total (TN), demanda química de oxigênio (COD), concentração de amônia (SNH), 

sólidos suspensos totais (TSS) e demanda bioquímica de oxigênio (BOD), pela minimização 

de OCI. 

 

5.1. Algoritmos SQP e GA 

 

Levando em consideração o problema não-linear em questão, bem como um número 

pequeno de variáveis a serem otimizadas, o processo de otimização SQP apresenta bom 

desempenho. No presente trabalho a implementação foi realizada através da função “fmincon” 

do Matlab®, para a qual o algoritmo SQP foi obtido a partir de 100 valores de estimativas 

iniciais para cada uma das 28 linhas de distúrbios da alimentação da ETAR obtidas pelo 

planejamento LHS inicial. 

É importante salientar que o processo iterativo descrito acima utiliza de uma matriz de 

valores iniciais visando atingir um ótimo global para o problema de otimização.  

A Tabela 8 apresenta os resultados obtidos para as variáveis manipuladas (MVs) e 

Custo (OCI), após o processo de otimização pelos metamodelos kriging do BSM2 utilizando 

optimização SQP e GA. São apresentados os resultados para 10 dos 28 casos de distúrbios na 

alimentação apresentados no APÊNDICE (tendo sido 6 destes apresentados anteriormente na 

Tabela 6 da seção 4.3). 
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Tabela 8 - Resultado da otimização SQP e GA pelo metamodelo kriging para o processo 
BSM2, para 10 casos de distúrbios. 

Algoritmo Variável Manipulada (MVs) 

 KLa3 KLa4 KLa5 QINT QR QW 

SQP 80,04 99,76 93,81 24387,68 20000 320 

GA 99,18 85,17 87,33 26970,62 19997,4 320,01 

Caso 1 

SQP 80 100 80 26950,45 20000 320 

GA 80,17 99,97 80,17 27568,24 19970,38 320,03 

Caso 2 

SQP 80 80 80 22000 20000 320 

GA 80,00 80,00 80,00 22095,8 20000 320,00 

Caso 3 

SQP 84,11 82,95 81,72 27452,31 20000 320 

GA 84,16 82,94 81,78 27676,63 19941,89 320,01 

Caso 4 

SQP 83,86 80,07 84,28 27367,3 20000 320 

GA 83,74 82,57 82,42 27256,81 19658,6 320,02 

Caso 5 

SQP 91,60 80,00 99,99 26709,36 20000 320 

GA 91,59 80,17 99,94 26428,93 19999,96 320,02 

Caso 6 

SQP 80,23 82,76 80,00 22716,21 20000 320 

GA 99,96 97,60 89,38 27961,64 20000 320,00 

Caso 6 

SQP 80,48 80,00 82,76 23368,43 20000 320 

GA 80,49 84,86 82,76 23368,43 20000 320 

Caso 8 

SQP 80,00 86,46 80,00 26960,27 20000 320 

GA 88,95 94,24 94,79 25323,7 19993,36 320,05 

Caso 9 

SQP 80 80 80 28000 20000 320 

GA 80,00 80,00 80,00 26770,59 20000 320,01 

Caso 10 
 

É possível observar que os resultados obtidos pelos processos de otimização 

referenciados como SQP e GA apresentaram resultados bem semelhantes, principalmente em 

se tratando da vazão de reciclo externa (QR) e vazão da saída de lodo (QW). Estas se 
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comportaram com valores ativos para o processo, tendo em vista a estipulação destes na etapa 

do planejamento experimental LHS para as seis MVs. 

 Com relação aos valores obtidos para os coeficientes KLa3, Kla4 e Kla5 

correspondentes aos três compartimentos do biorreator, pode-se notar uma certa faixa de 

valores (entre 80 e 100) na qual estão distribuídos, bem como a aproximação dos valores 

obtidos para ambas as otimizações utilizadas.  

 

5.2. Comparação - Caso Teste 

 

Após a obtenção dos resultados da otimização, objetivando um resultado que 

demonstrasse o bom desempenho dos metamodelos gerados e otimizados em comparação ao 

modelo rigoroso substituído pelos mesmos, um caso teste foi realizado. Este consistiu em 

alimentar ao modelo rigoroso do Simulink® (o mesmo utilizado para geração das saídas para o 

kriging) os valores ótimos obtidos nos processos de otimização para as variáveis manipuladas 

consideradas.  

Desta forma, mesmo se tratando de uma leitura parcial das propriedades do modelo real 

(modelo rigoroso), é possível observar uma boa concordância dos valores obtidos pelos 

metamodelos kriging tanto quando o modelo Simulink® e alimentando com os valores ótimos 

de MVs da otimização SQP quanto da otimização GA, apresentados nas Tabelas 9 e 10, 

respectivamente. 
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Tabela 9 - Comparação entre os resultados das CVs da otimização SQP e modelo Simulink®. 

Modelo Restrição (Variável Controlada) e Custo 
 TN ≤ 18 COD ≤ 100 SNH ≤ 4 TSS ≤ 30 BOD5 ≤10 OCI 

Matlab 

(otimização) 
12,74 49,59 3,99 15,60 2,47 6005539 

Simulink 

(caso teste) 
12,66 49,61 3,89 15,61 2,46 6010329 

Caso 1 
Matlab 

(otimização) 
12,89 42,44 0,14 12,38 1,90 4091745 

Simulink 

(caso teste) 
12,90 42,46 0,14 12,40 1,90 4093133 

Caso 2 
Matlab 

(otimização) 
14,48 43,43 0,38 12,84 2,02 4484721 

Simulink 

(caso teste) 
14,43 43,48 0,40 12,87 2,02 4487108 

Caso 3 
Matlab 

(otimização) 
11,23 47,39 0,98 14,59 2,41 5567509 

Simulink 

(caso teste) 
11,20 47,41 1,07 14,61 2,42 5571361 

Caso 4 
Matlab 

(otimização) 
13,81 48,79 3,99 15,01 2,45 5763642 

Simulink 

(caso teste) 
13,91 48,81 4,12 15,02 2,45 5767033 

Caso 5 
Matlab 

(otimização) 
11,08 46,96 0,39 14,13 2,27 5220058 

Simulink 

(caso teste) 
11,09 46,99 0,39 14,15 2,27 5218658 

Caso 6 
Matlab 

(otimização) 
12,84 44,99 0,27 12,65 1,93 4319538 

Simulink 

(caso teste) 
12,85 45,03 0,28 12,66 1,94 4321103 

Caso 6 
Matlab 

(otimização) 
12,77 43,08 0,28 13,07 2,04 4662017 

Simulink 

(caso teste) 
12,75 43,12 0,29 13,10 2,04 4664318 

Caso 8 
Matlab 

(otimização) 
12,29 46,40 0,22 12,45 1,94 4153365 

Simulink 

(caso teste) 
12,24 46,42 0,23 12,46 1,95 4152717 

Caso 9 
Matlab 

(otimização) 
10,41 44,45 0,44 13,48 2,16 4924249 

Simulink 

(caso teste) 
10,36 44,50 0,49 13,51 2,17 4925990 

Caso 10 
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Tabela 10 - Comparação entre os resultados das CVs da otimização GA e modelo Simulink®. 

Modelo Restrição (Variável Controlada) e Custo 
 TN ≤ 18 COD ≤ 100 SNH ≤ 4 TSS ≤ 30 BOD5 ≤10 OCI 

Matlab 

(otimização) 
12,20 49,57 3,99 15,59 2,46 6008292 

Simulink 

(caso teste) 
12,10 49,59 3,93 15,60 2,46 6009911 

Caso 1 
Matlab 

(otimização) 
12,93 42,44 0,14 12,38 1,90 4093600 

Simulink 

(caso teste) 
12,93 42,46 0,14 12,40 1,90 4094582 

Caso 2 
Matlab 

(otimização) 
14,48 43,43 0,38 12,84 2,02 4484737 

Simulink 

(caso teste) 
14,43 43,48 0,40 12,87 2,02 4487124 

Caso 3 
Matlab 

(otimização) 
11,23 47,38 0,97 14,59 2,41 5571877 

Simulink 

(caso teste) 
11,20 47,40 1,06 14,60 2,42 5575060 

Caso 4 
Matlab 

(otimização) 
13,96 48,73 4,00 14,97 2,45 5788808 

Simulink 

(caso teste) 
13,93 48,75 3,96 14,98 2,45 5790137 

Caso 5 
Matlab 

(otimização) 
11,11 46,96 0,39 14,13 2,27 5220333 

Simulink 

(caso teste) 
11,12 46,99 0,39 14,15 2,27 5218871 

Caso 6 
Matlab 

(otimização) 
16,51 44,96 0,10 12,63 1,93 4320109 

Simulink 

(caso teste) 
16,59 45 0,11 12,64 1,92 4322728 

Caso 6 
Matlab 

(otimização) 
13,13 43,08 0,25 13,07 2,04 4661468 

Simulink 

(caso teste) 
13,12 43,11 0,25 13,09 2,04 4664634 

Caso 8 
Matlab 

(otimização) 
14,05 46,39 0,13 12,44 1,93 4154101 

Simulink 

(caso teste) 
14,06 46,39 0,13 12,45 1,93 4153970 

Caso 9 
Matlab 

(otimização) 
10,45 44,45 0,452 13,48 2,16 4924555 

Simulink 

(caso teste) 
10,44 44,50 0,49 13,52 2,17 4926056 

Caso 10 
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Os resultados apresentados nas Tabelas 9 e 10 trazem à tona a boa representatividade do 

modelo rigoroso do Simulink através dos metamodelos gerados via técnica kriging. Isto pode 

ser melhor exemplificado se tomado como base valores para a função custo do processo, 

obtidos na otimização do Matlab, em comparação ao obtidos no modelo do Simulink® (após 

alimentação do processo com os valores otimizados das MVs), correspondendo a erros em 

porcentagens inferiores a 8%.  

Sendo um metamodelo dado por uma função de aproximação da resposta ao modelo 

numérico rigoroso, ele se baseia nas informações compartilhadas para a predição da resposta, 

desta forma a diferença supracitada pode ser justificada como função de prováveis erros de 

estimação inerentes ao processo de aproximação, bem como a complexidade do modelo em 

estudo. 

De acordo com os valores máximos estipulados para as concentrações de componentes 

no efluente, como mostra a segunda linha das Tabela 9 e 10, pode-se observar que todas as 

variáveis mantiveram-se em seus limites desde os processos de otimização realizados no 

Matlab® até a alimentação do modelo rigoroso do Simulink® com esses valores ótimos obtidos 

na otimização. A maioria dos resultados obtidos só apresentam valores diferentes a partir da 

segunda casa decimal e mesmo assim com diferenças bem pequenas, isso mostra o bom 

desempenho e adequação dos metamodelos kriging ao problema. 

Com relação à atenção aos limites para as restrições, observa-se ainda que a única 

variável que apresentou algumas poucas vezes valor no limite estipulado foi a concentração 

de amônia (SNH), no entanto para os dez casos analisados essa mudança representou 20% 

destes, e todos para os casos de distúrbios 1 e 4.  

De forma geral, todas as outras variáveis obedeceram a seus limites impostos na 

otimização do problema, e mesmo no Simulink® não sendo realizada a otimização, mas sim 

somente substituição dos valores ótimos do Matlab® e leitura das restrições na simulação, é 

possível averiguar a afirmação acima. 

 

5.3. Otimização em Tempo Real (RTO) 

 

As ferramentas de otimização em tempo real baseiam-se na associação de um modelo 

matemático do processo a um algoritmo de otimização que periodicamente determina o ponto 

ótimo operacional a ser perseguido (GOMES, 2007). 
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Para desenvolvimento desse estudo fez-se necessária a execução de algumas etapas e 

utilização de alguns resultados já obtidos. Inicialmente, a seleção de variáveis manipuladas foi 

realizada, levando-se em consideração os valores ótimos obtidos para essas MVs após 

implementação dos algoritmos SQP e GA, como mostrado na Tabela 8. Tendo em vista a 

obtenção da vazão de reciclo externa (QR) e vazão da saída de lodo (QW) em seus valores 

máximos determinados, estas foram mantidas com valores constantes (os valores máximos 

obtidos) para a execução da metodologia RTO. 

É importante citar que para construção da RTO para a planta de tratamento de efluentes, 

outras linhas de distúrbios tiveram que ser consideradas, de forma a ser realmente algo 

independente dos resultados já obtidos neste trabalho. Portanto, assim como executado o LHS 

anteriormente para geração das 28 linhas de distúrbios na alimentação (APÊNDICE), um 

novo LHS foi realizado para os distúrbios do modelo RTO.  

Novos scripts no Matlab® foram construídos para a RTO e implementados juntamente 

ao BSM2 do Simulink® para leitura da nova matriz obtida para os distúrbios de alimentação 

na planta e matriz com valores ótimos para as quatro MVs selecionadas. Foi possível, através 

da técnica Kriging a interpolação, entre os valores ótimos da MVs para o SQP e GA, a 

obtenção de uma nova matriz com valores ótimos de MVs para cada novo distúrbio inserido, 

Após conclusão do processo, foi possível obter curvas relacionando valor de concentração 

para cada restrição do processo em função do tempo simulado, tendo em vista a alimentação 

dos distúrbios e MVs no modelo rigoroso do Simulink®.  

Diante o exposto e visando uma base de comparação para o modelo RTO construído, foi 

utilizado novamente o modelo rigoroso do Simulink® desenvolvido por Jeppsson. O modelo 

original proposto está descrito no trabalho de Alex et al. (2008) e consta do uso de um 

controlador para SO4 tendo como variáveis manipuladas os coeficientes de transferência 

KLa3, Kla4 e Kla5. As Figuras 15 a 17 mostram graficamente o comportamento para as 

concentrações de saídas do efluente tratado (restrições) obtidos pelos dois modelos, ou seja, 

modelo RTO construído no presente trabalho e modelo no Simulink® do referido autor com 

atuação do controlador. 
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Figura 15 – Modelo RTO construído versus modelo apresentado por Alex et al. (2008) para o 
Caso 1 de distúrbio gerado. TN – nitrogênio total, COD – demanda química de oxigênio, 

SNH – concentração de amônia, TSS – sólidos suspensos totais, BOD – demanda bioquímica 
de oxigênio e OCI – custo total. 
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Figura 16 – Modelo RTO construído versus modelo apresentado por Alex et al. (2008) para o 
Caso 2 de distúrbio gerado. TN – nitrogênio total, COD – demanda química de oxigênio, 

SNH – concentração de amônia, TSS – sólidos suspensos totais, BOD – demanda bioquímica 
de oxigênio e OCI – custo total. 
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Figura 17 – Modelo RTO construído versus modelo apresentado por Alex et al. (2008) para o 
Caso 3 de distúrbio gerado. TN – nitrogênio total, COD – demanda química de oxigênio, 

SNH – concentração de amônia, TSS – sólidos suspensos totais, BOD – demanda bioquímica 
de oxigênio e OCI – custo total. 
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Foram simulados seis cenários de distúrbios, sendo apresentados três destes nas Figuras 

15, 16 e 17. Pode-se observar a similaridade no comportamento quando comparados o modelo 

RTO e modelo Alex et al. (2008), para cada uma das restrições, entretanto um afastamento 

dos dados quando comparados ponto a ponto nas curvas. Isso mostra a não exatidão do 

modelo RTO em atingir os valores de saída das variáveis do modelo com atuação do 

controlador. 

Um outro ponto, que pode ser observado nos diagramas, é o maior afastamento dos 

dados em se tratando da variável TN, comportamento já observado (em menor magnitude) 

nos metamodelos quando comparados ao modelo rigoroso. Isso pode ser justificado  

observando os índices qualitativos calculados para cada metamodelo obtido, desta forma a 

pequena diferença observada também é traduzida quando gerado um novo modelo, no caso o 

modelo RTO.  

Levando em conta as particularidades da planta de tratamento de águas residuais BSM2 

e complexidade do modelo contendo reciclo de material, com os casos simulados acima foi 

possível obter resultados no que diz respeito às restrições ativas, dentre elas variáveis com 

controle mais difícil, e obtenção da redução de custo oriundo do processo global em atuação. 

Pode-se afirmar ainda a obtenção de resultados satisfatórios no que tange a aproximação de 

um modelo RTO com perturbações no processo em comparação à um modelo com 

perturbações no processo contendo um controle de concentração com grande influência na 

ETAR. 
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6. CONSIDERAÇÕES FINAIS 

 

Considerando o uso de modelos reduzidos em substituição ao modelo rigoroso BSM2, 

pode-se extrair do presente trabalho os seguintes pontos: 

 O alto desempenho dos metamodelos kriging pôde ser observado pela minimização do 

esforço computacional; 

 A atenção às restrições de processo foi obtida para todos os casos estudados na 

otimização dos metamodelos kriging; 

 O modelo de otimização RTO apresentou resultados satisfatórios, funcionando desta 

forma como estudo inicial na exploração de RTO em sistemas de tratamento de 

efluentes; 

 Em suma, a aplicação da técnica Kriging, não utilizada anteriormente em estações de 

tratamento de efluentes, mostrou-se como boa proposta no estudo de processos 

envolvendo um considerável esforço computacional. 
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7. SUGESTÕES PARA TRABALHOS FUTUROS 

 

Algumas sugestões para aprimoramento do presente trabalho são: 

 Estudo mais aprofundado acerca da influência de distúrbios na alimentação do 

processo diante a atenção das restrições do processo, principalmente SNH; 

 Utilização do método kriging para geração de dados e realização de um controle 

plantwide para o BSM2; 

 A partir da realização da otimização RTO no presente trabalho, dar prosseguimento 

para tal, agora considerando um maior controle de variáveis para operação ótima e em 

tempo real do processo. 
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APÊNDICE  
 

Tabela 11 – Linhas de distúrbio do processo, para corrente de alimentação. 

Caso SI SS XI XS XB,H XB,A XP SO SNO SNH SND XND SALK TSS Q T 
1 27,7927 60,5314 101,5188 399,0977 51,9034 0 0 0 0 25,8529 5,4493 17,7387 7 414,3898 22639,5558 15,8201 
2 24,9731 62,3672 83,9267 339,4751 46,4673 0 0 0 0 22,8431 5,1603 15,0680 7 352,4018 18807,5650 15,7535 
3 25,3637 55,5722 88,6633 333,0134 53,4198 0 0 0 0 24,6466 5,6104 16,7221 7 356,3224 19295,8966 14,4892 
4 26,9892 63,4072 92,3597 354,9385 54,9443 0 0 0 0 22,1297 5,7995 15,8085 7 376,6819 21448,6764 13,6357 
5 27,8673 58,5190 95,5732 350,5410 47,4561 0 0 0 0 26,0477 5,2361 16,5661 7 370,1777 22283,0864 13,7143 
6 27,1250 52,6657 91,2117 391,6821 53,1489 0 0 0 0 22,3112 5,4576 15,6515 7 402,0320 20824,5632 14,7955 
7 27,1749 58,7663 90,1159 345,5546 50,1473 0 0 0 0 24,9552 5,2745 15,4488 7 364,3634 18918,9951 15,4764 
8 24,7206 53,8877 93,3134 334,2376 52,4282 0 0 0 0 21,7338 5,6913 14,8547 7 359,9844 19551,1596 14,1434 
9 28,8097 61,8216 83,5427 353,5868 47,8434 0 0 0 0 22,3561 5,8771 16,9594 7 363,7297 18713,3727 15,6236 
10 25,4501 56,1687 92,5379 390,4811 47,5433 0 0 0 0 22,6723 5,9252 14,7470 7 397,9217 19635,0494 14,2952 
11 24,5812 58,2789 93,9715 370,3823 49,8366 0 0 0 0 22,0416 5,7606 15,8864 7 385,6428 19162,2977 15,8721 
12 26,2918 52,5367 97,6358 369,6727 48,5849 0 0 0 0 22,6062 5,3324 16,6214 7 386,9201 20646,3506 15,2939 
13 29,4427 56,8013 84,3702 377,0985 55,5576 0 0 0 0 24,6506 6,1609 15,1051 7 387,7697 19121,6060 14,4542 
14 29,0654 57,9495 100,9492 347,2574 46,6749 0 0 0 0 22,4436 5,1859 16,8388 7 371,1611 18940,7973 14,6619 
15 25,1380 52,8990 88,8897 335,7568 52,8719 0 0 0 0 21,8558 6,0928 15,3214 7 358,1388 19737,1403 15,9895 
16 25,0459 54,4499 99,9352 358,3096 55,7097 0 0 0 0 23,3799 5,2172 17,2901 7 385,4658 19252,9104 14,8367 
17 26,8073 59,8475 86,5967 378,6109 46,1097 0 0 0 0 22,2356 5,8246 14,5387 7 383,4880 19451,3121 16,0843 
18 24,6569 57,3737 91,7998 337,6398 51,2689 0 0 0 0 23,4683 6,1298 14,6307 7 360,5313 22320,4580 14,9659 
19 28,3760 56,4268 83,7596 352,2323 50,7970 0 0 0 0 25,2785 5,9569 14,7987 7 365,0916 20504,0023 13,9939 
20 29,8383 61,2322 87,7199 381,6351 50,2520 0 0 0 0 23,8484 5,5318 17,5606 7 389,7053 22119,2210 15,1475 
21 27,4007 55,0184 86,2086 363,7494 50,3973 0 0 0 0 26,1758 6,1858 17,3819 7 375,2664 22711,6879 13,4370 
22 28,2470 58,7183 100,6052 341,7847 51,0614 0 0 0 0 21,4863 5,7462 14,9143 7 370,0885 21198,7798 14,8890 
23 28,5430 61,5095 94,3080 343,4425 45,9449 0 0 0 0 25,3447 5,3915 16,0611 7 362,7716 18602,7569 14,3894 
24 25,2505 58,1419 95,2214 328,0677 53,6525 0 0 0 0 23,5739 5,5379 15,2620 7 357,7062 20247,3339 16,3088 
25 26,1024 63,6810 98,8849 372,3441 45,6541 0 0 0 0 24,8487 6,1000 15,5963 7 387,6623 19008,7283 15,1963 
26 27,2273 59,4659 93,0842 342,8305 54,8609 0 0 0 0 25,8242 5,1963 15,5184 7 368,0817 18738,4303 14,5705 
27 26,5841 53,2462 94,8784 359,6057 51,8362 0 0 0 0 23,8603 5,6724 15,1831 7 379,7402 19346,5042 16,1039 
28 26,9337 63,0070 92,0832 396,3940 54,5572 0 0 0 0 24,0829 5,4204 15,7100 7 407,2758 22190,0438 14,5514 
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ANEXO I 
 

Tabela 12 - Matriz de Petersen para o modelo ASM1. 

 

Fonte: RODRIGUES (2013).
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Tabela 13 - Parâmetros estequiométricos e cinéticos para os processos biológicos. 

 

 

Fonte: Adaptado de RODRIGUES (2013). 
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Tabela 14 - Equações para taxas cinéticas e coeficientes (i=1-12, j=1-19). 

 

Fonte: BATSTONE et al. (2002). 
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Tabela 15 - Equações para taxas cinéticas e coeficientes (i=13-24, j=1-19). 

 

Fonte: BATSTONE et al. (2002). 
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ANEXO II 
 

Script -  lhsdesign_modified.m 

function 
[X_scaled,X_normalized]=lhsdesign_modified(n,min_ranges_p,max_ranges_p,maxi
ter) 
%lhsdesign_modified is a modification of the Matlab Statistics function 
lhsdesign. 
%It might be a good idea to jump straight to the example to see what does 
%this function do. 
%The following is the description of lhsdesign from Mathworks documentation 
% X = lhsdesign(n,p) returns an n-by-p matrix, X, containing a latin 
hypercube sample of n values on each of p variables. 
%For each column of X, the n values are randomly distributed with one from 
each interval (0,1/n), (1/n,2/n), ..., (1-1/n,1), and they are randomly 
permuted. 
  
%lhsdesign_modified provides a latin hypercube sample of n values of 
%each of p variables but unlike lhsdesign, the variables can range between 
%any minimum and maximum number specified by the user, where as lhsdesign 
%only provide data between 0 and 1 which might not be very helpful in many 
%practical problems where the range is not bound to 0 and 1 
% 
%Inputs:  
%       n: number of radomly generated data points 
%       min_ranges_p: [1xp] or [px1] vector that contains p values that 
correspond to the minimum value of each variable 
%       max_ranges_p: [1xp] or [px1] vector that contains p values that 
correspond to the maximum value of each variable 
%       maxiter: maximum number of iterations to perform in an attempt to 
improve the design (default=5) 
%Outputs 
%       X_scaled: [nxp] matrix of randomly generated variables within the 
%       min/max range that the user specified 
%       X_normalized: [nxp] matrix of randomly generated variables within 
the 
%       0/1 range  
% 
%Example Usage:  
%       [X_scaled,X_normalized]=lhsdesign_modified(100,[-50 100 ],[20  
300],10); 
%       figure 
%       subplot(2,1,1),plot(X_scaled(:,1),X_scaled(:,2),'*') 
%       title('Random Variables') 
%       xlabel('X1') 
%       ylabel('X2') 
%       grid on 
%       subplot(2,1,2),plot(X_normalized(:,1),X_normalized(:,2),'r*') 
%       title('Normalized Random Variables') 
%       xlabel('Normalized X1') 
%       ylabel('Normalized X2') 
%       grid on 
  
  
p=length(min_ranges_p); 
[M,N]=size(min_ranges_p); 
if M<N 
    min_ranges_p=min_ranges_p'; 
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end 
     
[M,N]=size(max_ranges_p); 
if M<N 
    max_ranges_p=max_ranges_p'; 
end 
  
slope=max_ranges_p-min_ranges_p; 
offset=min_ranges_p; 
  
SLOPE=ones(n,p); 
OFFSET=ones(n,p); 
  
for i=1:p 
    SLOPE(:,i)=ones(n,1).*slope(i); 
    OFFSET(:,i)=ones(n,1).*offset(i); 
end 
X_normalized = lhs_maximin(n,p,maxiter); 
  
X_scaled=SLOPE.*X_normalized+OFFSET; 
  
% --------------------- 
function X = lhs_maximin(n,p,maxiter) 
%LHS_MAXIMIN Generate a latin hypercube sample using the max-mi distance 
criterion. 
%   X=LHSDESIGN(N,P,MAXITER) generates a latin hypercube sample X 
containing N 
%   values on each of P variables with MAXITER maximum number of iterations 
to perform in an 
%   attempt to improve the design (default=5). For each column, the N 
values are 
%   randomly distributed with one from each interval (0,1/N), (1/N,2/N), 
%   ..., (1-1/N,1), and they are randomly permuted. 
% 
%   Latin hypercube designs are useful when you need a sample that is 
%   random but that is guaranteed to be relatively uniformly distributed 
%   over each dimension. 
  
if isnan(maxiter) || isempty(maxiter) || maxiter<0; maxiter = 5; end 
% Start with a plain lhs sample over a grid 
X = getsample(n,p); 
  
% Create designs, save best one 
bestscore = score(X); 
for j=2:maxiter 
    x = getsample(n,p); 
    newscore = score(x); 
    if newscore > bestscore 
        X = x; 
        bestscore = newscore; 
    end 
end 
  
% --------------------- 
function x = getsample(n,p) 
x = rand(n,p); 
for i=1:p 
    x(:,i) = rank(x(:,i)); 
end 
x = x - rand(size(x)); 
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x = x / n; 
  
% --------------------- 
function s = score(x) 
% compute score function, larger is better 
  
if size(x,1)<2 
    s = 0;       % score is meaningless with just one point 
    return 
end 
% Maximize the minimum point-to-point difference 
[~,dist] = knnsearch_1(x,x,2); 
s = min(dist(:,1)); 
  
% ----------------------- 
function r=rank(x) 
  
% Similar to tiedrank, but no adjustment for ties here 
[~, rowidx] = sort(x); 
r(rowidx) = 1:length(x); 
r = r(:); 
  
% ----------------------- 
function [idx,D]=knnsearch_1(varargin) 
% KNNSEARCH   Linear k-nearest neighbor (KNN) search 
% IDX = knnsearch(Q,R,K) searches the reference data set R (n x d array 
% representing n points in a d-dimensional space) to find the k-nearest 
% neighbors of each query point represented by each row of Q (m x d array). 
% The results are stored in the (m x K) index array, IDX.  
% 
% IDX = knnsearch(Q,R) takes the default value K=1. 
% 
% IDX = knnsearch(Q) or IDX = knnsearch(Q,[],K) does the search for R = Q. 
% 
% Rationality 
% Linear KNN search is the simplest appraoch of KNN. The search is based on 
% calculation of all distances. Therefore, it is normally believed only 
% suitable for small data sets. However, other advanced approaches, such as 
% kd-tree and delaunary become inefficient when d is large comparing to the 
% number of data points. On the other hand, the linear search in MATLAB is 
% relatively insensitive to d due to the vectorization. In  this code, the  
% efficiency of linear search is further improved by using the JIT 
% acceleration of MATLAB. Numerical example shows that its performance is 
% comparable with kd-tree algorithm in mex. 
% 
% By Yi Cao at Cranfield University on 25 March 2008 
  
% Check inputs 
[Q,R,K,fident] = parseinputs(varargin{:}); 
  
[N,M] = size(Q); 
L=size(R,1); 
idx = zeros(N,K); 
D = idx; 
  
if K==1 
    % Loop for each query point 
    for k=1:N 
        d=zeros(L,1); 
        for t=1:M 
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            d=d+(R(:,t)-Q(k,t)).^2; 
        end 
        if fident 
            d(k)=inf; 
        end 
        [D(k),idx(k)]=min(d); 
    end 
else 
    for k=1:N 
        d=zeros(L,1); 
        for t=1:M 
            d=d+(R(:,t)-Q(k,t)).^2; 
        end 
        if fident 
            d(k)=inf; 
        end 
        [s,t]=sort(d); 
        idx(k,:)=t(1:K); 
        D(k,:)=s(1:K); 
    end 
end 
if nargout>1 
    D=sqrt(D); 
end 
  
function [Q,R,K,fident] = parseinputs(varargin) 
% Check input and output 
error(nargchk(1,3,nargin)); 
  
Q=varargin{1}; 
  
if nargin<2 
    R=Q; 
    fident = true; 
else 
    fident = false; 
    R=varargin{2}; 
end 
  
if isempty(R) 
    fident = true; 
    R=Q; 
end 
  
if ~fident 
    fident = isequal(Q,R); 
end 
  
if nargin<3 
    K=1; 
else 
    K=varargin{3}; 
end 
 
 
 
 
 
 



84 

 

 

Script main.m 
 
clear all; clc 
  
% Variable 1 = Oxygen Mass Transfer Coefficient in Z3 (Z3-KLA) 
% Variable 2 = Oxygen Mass Transfer Coefficient in Z4 (Z4-KLA)  
% Variable 3 = Internal Recirculation Flowrate (Z5-QINT) 
% Variable 4 = External Recirculation Flowrate (S-QR)  
% Variable 5 = Excess Sludge (S-QW) 
  
N_experiments = 500; 
Min_values = [1e-6 1e-6 1e-6 1e-6 1e-6]; 
Max_values = [120 120 61944 20648 300]; 
  
[X_scaled,X_normalized] = 
lhsdesign_modified(N_experiments,Min_values,Max_values,10); 
figure 
subplot(2,1,1),plot(X_scaled(:,1),X_scaled(:,2),'*') 
title('Random Variables') 
xlabel('X1') 
ylabel('X2') 
grid on 
subplot(2,1,2),plot(X_normalized(:,1),X_normalized(:,2),'r*') 
title('Normalized Random Variables') 
xlabel('Normalized X1') 
ylabel('Normalized X2') 
grid on 
  
X_scaled 
X_normalized 
  
data_lhs = X_scaled; 
 
 
 


