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ABSTRACT

Attempts to understand the human brain permeate the literature from before Ancient Greece to the
present day [1]. Since then, this most important organ remains a mystery that we are still poring over.
In the need to democratize knowledge in search of an interdisciplinary cooperation to better
understand the brain, there is today a scientific branch called Neuroscience. And due to its
interdisciplinary nature, this scientific branch brings together professionals from different areas.
However, not all professionals who share the need to study the brain have enough technical
knowledge to make use of technological advances in computer science and algorithm development.
In this context, the present work develops a tool that minimizes storage issues related to large
datasets and allows neuroscience researchers to intuitively analyze neuronal activity recordings.
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ABSTRACT

Attempts to understand the human brain permeate the literature
from before Ancient Greece to the present day [1]. Since then, this
most important organ remains a mystery that we are still poring
over. In the need to democratize knowledge in search of an
interdisciplinary cooperation to better understand the brain, there
is today a scientific branch called Neuroscience. And due to its
interdisciplinary nature, this scientific branch brings together
professionals from different areas. However, not all professionals
who share the need to study the brain have enough technical
knowledge to make use of technological advances in computer
science and algorithm development. In this context, the present
work develops a tool that minimizes storage issues related to large
datasets and allows neuroscience researchers to intuitively analyze
neuronal activity recordings.

RESUMO

Tentativas de se compreender o cérebro humano permeiam a
literatura desde antes da Grécia Antiga até os dias de hoje [1].
Desde entdo, esse oOrgdo tdo importante continua sendo um
mistério em que ainda nos debrugamos. Na necessidade de
democratizar o conhecimento em busca de uma cooperagdo
interdisciplinar para melhor entender-se o cérebro, existe hoje
uma vertente cientifica denominada Neurociéncia. E devido a sua
natureza  interdisciplinar, esse ramo cientifico envolve
profissionais de diversas areas. Entretanto, nem todos os
profissionais que compartilham da necessidade de estudar o
cérebro detém conhecimento técnico o suficiente para, em seus
estudos, fazerem uso de avancgos tecnoldgicos na ciéncia da
computagdo e no desenvolvimento de algoritmos. Nesse contexto,
o presente trabalho apresenta uma ferramenta que minimiza
problemas de armazenamento relacionados a grandes conjuntos de
dados e permite que pesquisadores de neurociéncia analisem
intuitivamente registros de atividades neuronais.

Palavras-Chave

Neurociéncia, Eletrofisiologia, Neurofisiologia, Trem de Disparo,
Sondas de Silicio, Spike Sorting, Andlise de Dados de Atividade
Neural.

1. INTRODUCAO

O cérebro ¢ o 6rgdo mais importante do corpo. Ao longo da nossa
evolugdo humana, passando pela capacidade de afiar pedras, pela
fabricacdo de armas e objetos, pela manipulagdo do fogo, pelo
dominio da agricultura, e assim por diante, tem-se percebido uma
tendéncia de expansio no nosso volume de massa cefalica [2].

Atualmente, o cérebro humano de um macho adulto mede cerca
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de 1270 cm?, pesa cerca de 1 kg e possui em média 86 bilhdes de
neurénios. E esses bilhdes de neurdnios que, quando
interconectados, sdo responsaveis por representar, interpretar,
coordenar e armazenar estimulos internos e externos ao individuo.
Um tunico neurdénio ndo dispde de informagdes sobre processos
complexos como memoria, atividade auténoma, ou quaisquer
outras atividades que resultam da interferéncia com o individuo,
seja 0 ambiente externo, seja o proprio individuo consigo mesmo.
Sdo as interconexdes desses neurdnios que detém a verdadeira
informagdo do processamento cognitivo.

Os neurénios s@o eletricamente estimulados (ou inibidos)
consecutivamente em sua rede de intercomunicagdo. Atualmente,
esses estimulos elétricos podem ser capturados por eletrodos
localizados interna e/ou externamente ao cérebro. A medicina se
beneficia amplamente dessa tecnologia para, por exemplo,
auxiliar no diagndstico de doengas neuroldgicas (e.g. Exame de
Eletroencefalograma para diagnostico de Epilepsia).

Um marco importante para a neurociéncia se deu com o advento
de micro-eletrodos capazes de registrar a atividade unitaria de
neurodnios, quando com um fio de Tungsténio medindo 2,54 cm e
com 127 pm de didmetro na ponta, HUBEL [3] conseguiu
analisar a atividade elétrica in-vivo de um tinico neurénio. E desde
entdo, novas e melhores sondas foram desenvolvidas de modo a
capturar ndo apenas um, mas toda uma coleg@o de vizinhangas de
neurdnios. A Figura 1 mostra que o avango no desenvolvimento
de tais sondas nos permitiu, exponencialmente, capturar mais e
mais dados simultaneos de atividade neuronal.

Tal crescimento exponencial da capacidade de captura de dados
neuronais em contexto de sua rede de interconexdo reflete,
intrinsecamente, no crescimento exponencial dos dados que
necessitam ser armazenados ¢ analisados pelo profissional que
opta por esse método de captura. Entretanto, nem todos os
profissionais que se comprometem a estudar o cérebro em seus
estimulos elétricos tém aptiddo técnica para operar com esse
grande volume de dados. Tendo por vezes que reduzir a
representatividade de suas amostras para que seja viavel trabalhar
analiticamente com os dados capturados.

Tendo em vista essa problematica, este trabalho descreve o
desenvolvimento de uma ferramenta com interface grafica de
usuario (GUI) em Python em conjunto a um ambiente de
armazenamento em nuvem Google Drive. Tal arranjo, provera ao
profissional abstracdes suficientes para facilitar a andlise de
grandes volumes de dados em ambientes de execugdo com alto
poder de processamento. Podendo, portanto, facilitar a
manipulacdo dos dados capturados e possibilitar uma melhor
absorcdo de informagdo para o experimento em que esse
profissional planeja estudar.
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2.  NEUROCIENCIA
2.1 Estado Atual
Com os avangos dos métodos de captura de atividade

neurofisiologica, a neurociéncia se encontra em um estado critico,
onde os profissionais conseguem extrair uma abundéancia de
dados, mas ndo conseguem analisa-los em sua totalidade.
SEJINOWSKI et al. [5] afirmam que & medida que os conjuntos de
dados se tornam mais complexos, se tornard mais ¢ mais dificil
analisd-los e extrair conclusdes, ao ponto desses dados ndo
poderem ser reduzidos em descri¢des mais simples.

AKIL et al. [6] denunciam a necessidade crescente de auxilio do
potencial informatico para a analise de tantos dados que sdo
constantemente capturados na neurociéncia. E exortam que, para o
que chamam de neuroinformadtica, se torne um artificio integral da
neurociéncia. Além de citarem a necessidade de uma mudanca
cultural na area ao que tange desde colaborag@o entre laboratérios
até investimento em  técnicas  interdisciplinares e
profissionalizac@o informatica dos futuros neurocientistas.
FREEMAN [7] identifica que as etapas de andlise e
processamento na neurociéncia compartilham da mesma
sequéncia que a maneira como os dados s@o analisados atualmente
na industria, por exemplo. Na Figura 2, ilustram-se ferramentas da
atualidade para analise de dados.

Com as crescentes propostas ¢ iniciativas de tecnologias e
métodos de analise da neuroinformatica, em 2020 BUCCINO et
al. [8] publicaram um artigo onde ¢ descrito o desenvolvimento de
um framework Python com a proposta de unir em um s6 lugar o
que ¢ de mais usado atualmente na neuroinformatica, desde a
leitura de dados brutos em diversos formatos até visualizagdes de
métricas analiticas para dados neurofisiologicos. Similarmente,
DE HOLANDA [9] prop6s e desenvolveu um arsenal simples e
intuitivo em Python para tais analises. Entretanto, essas propostas
ainda exigem um certo grau de conhecimento técnico com
programacgdo em Python, o que inviabiliza seu uso por parte de
pesquisadores leigos em programacao.
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Figura 2 - Analises em grande escala, seja na indistria ou na
neurociéncia, envolvem padrdes comuns. Sdo coletados uma
enorme quantidade de dados brutos que siio processados para
extrair sinais de interesse. Posteriormente usados para analise
estatistica, exploragao e visualizacio. Os dados brutos podem
ser também analisados ou visualizados diretamente (seta
superior). Os resultados de cada etapa auxiliam nas etapas
anteriores (feedback). Algumas das tecnologias fundamentais
para o fluxo de trabalho moderno de analise em grande
escala, sdo listadas para cada etapa.

2.2 Sondas Neurais

As sondas neurais representam importante ferramenta para a
neurociéncia e guiam diversos neurocientistas em experimentos
in-vivo do encéfalo ao que tange registros de atividade
neurofisioldgica.

Com diversos eletrodos localizados em seu entorno, uma unica
haste (shank) é capaz de registrar atividades neurofisiologicas de
toda uma regido do cérebro ao longo de seu comprimento (Figura
3). Atualmente, sondas de silicio com milhares de canais
simultaneos de registro foram desenvolvidas. Varias dessas hastes
podem ser conectadas simultaneamente de modo a registrar



diferentes areas do encéfalo. Intensificando ainda mais a captura
neurofisioldgica.
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Figura 3 - Registro processado de atividade neurofisiolégica
capturado por cada eletrodo em uma sonda. FONTE:
www.cambridgeneurotech.com/neural-probe-data, acessado em
11/01/2023)

2.3 Spike Sorting

Uma vez capturado o registro, se faz necessario processar os
dados obtidos. Filtros especificos podem ser aplicados sobre os
dados de atividade neurofisioldgica capturados (Figura 4).

Filtros de baixa frequéncia (%100Hz) podem ser aplicados para

recuperar uma representacdo do potencial local de ativagdo (Local
Field Potential - LFP), do mesmo modo que filtros de alta
frequéncia (300Hz — 3000Hz) podem ser aplicados para
evidenciar os disparos de uma populagdo de neurdnios.

Os dados de atividade neuronal de uma populagdo sdo submetidos
a um algoritmo de Spike Sorting que identifica padrdes de disparo
e os agrupam em clusters de modo a separa-los em Atividade
Unitaria (Single-Unit Activity - SUA) onde ¢ possivel identificar
os disparos de um Uunico neurdnio, Atividade Multipla
(Multiple-Unit Activity - MUA) onde presume-se a atividade de
um conjunto de neurdnios ¢ Ruido (Noise) onde, por serem sinais
fracos (longe o suficiente dos registros dos eletrodos), ndo se
torna viavel assumir quaisquer informagdes sobre tais frequéncias.
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Figura 4 - Representagio do processamento de registro
neurofisiolégico. FONTE: (Rey et al; 2015)[10]

24 Trens de Disparo

Comumente chamados de Spike Trains, os trens de disparo sdo as
representagdes mais simplistas de atividade neurofisiologica na
neurociéncia. Os trens de disparo apenas representam uma
sequéncia ordenada no tempo de disparos de unidades neuronais.
Tal sequéncia informa o estado de atividade neuronal entre
unidades captadas pelos microeletrodos em qualquer intervalo de
tempo do registro no experimento de aquisi¢do de dados. Os trens
de disparo podem ser matematicamente definidos pela sequéncia
temporal de impulsos unitarios p(t), i.e:

fires

JORIHRIC M

i

Em que:

p: Fungdo do trem de disparo

n
fire

Bil Fun¢do de impulso unitario (Delta de Dirac) para o i-ésimo

S Quantidade de disparos

disparo

A partir de um trem de disparo ¢ possivel obter métricas
importantes para o entendimento da atividade neurofisioldgica.
Algumas delas sdo apresentadas nas proximas subsegoes.

2.4.1  Taxa de Disparo (Firing Rate - FR)

Uma informagdo simples que nos diz o quanto uma unidade de
atividade (geralmente cluster) registrou disparos em um
determinado intervalo de tempo do experimento. Pode ser
calculada como segue:

t
f pcluster(t) dt
tO
FR=—7— @
0
Onde:
pcluster:Fungio do Trem de Disparo para um cluster qualquer

t,: Tempo inical
t: Tempo final

Obs: Quando t, tende a 0, temos uma métrica que se aproxima do
valor instantdneo de disparo do cluster, comumente chamada de
Taxa de Disparo Instantaneo (Instantaneous Firing Rate - IFR).

2.4.2  Coeficiente de Variagdo (Coefficient of
Variation - CV)

Coeficiente de Variacdo, ou Desvio Padrdo Relativo, ¢ uma
métrica de dispersdo em torno da média onde, diferentemente do

Desvio Padrio, ndo sofre influéncia da ordem de grandeza das
variaveis. Tal Coeficiente ¢ definido por:

vV =

o

(3)
Onde:
o: Desvio Padrdo da amostra

x: Média da amostra


https://www.cambridgeneurotech.com/neural-probe-data

Na neurociéncia, o coeficiente de variagdo ¢ bastante calculado
sobre a Taxa de Disparo, ou Taxa de Disparo Instantdneo de modo
a identificar a dispers@o dos valores de disparos ligados ao estado
cortical analisado.

3. METODOLOGIA

Para resolver a problematica abordada, estabeleceu-se uma
parceria com o departamento de Engenharia Biomédica da
Universidade Federal de Pernambuco de modo a colher os
requisitos necessarios e elaborar um plano de solugio objetivando
a visualizagdo de tais métricas sobre dados armazenados em
nuvem.

Dessa forma, foi desenvolvido um ambiente interativo em Python
na plataforma Google Collaboratory integrado ao armazenamento
em nuvem Google Drive que, ao recuperar dados sobre o Trem de
Disparo, gera visualizagdes interativas para auxiliar o
neurocientista na andlise de seus experimentos.

Tal solugdo, bem como coédigo fonte e dados de exemplo, podem
ser encontrados no  seguinte  repositorio Github:
www.github.com/IzaquielCordeiro/NeuralReport. O modelo da
arquitetura da solucdo ¢ apresentado na Figura 5 e detalhado nas
subsecdes seguintes.

&

class DataFile \

@ class Report
[ 1

class _D: class _/

class Animal |

Figura 5 - Diagrama da arquitetura da solucio.

3.1 Interface Grafica (1)

A interface grafica integrada ao Google Collaboratory utiliza duas
telas de interagdo, cada uma representada por uma classe.

3.1.1 Tela de Dados (class DataScreen)

A primeira tela da interface ¢ a tela de recuperagdo dos dados
(Figura 6), onde dado um caminho relativo, ¢ realizada uma busca
para recuperar dados que possuam o formato de arquivo
especificado. Atualmente apenas dois formatos sdo aceitos pela
plataforma, .kwik' e .txt (novos formatos de arquivos serdo
adicionados em trabalhos futuros).

! Formato de arquivo com informagdes sobre

experimentos de Spike Sorting. Ver:
https:/github.com/kwikteam/klusta/blob/master/docs/kwik.md
(acessado em 11/01/2023).

[Found 2 dire g kuik files in /content/NeuralReport/examples/kuik files

ltotal 332633760 bytes (163.00788497924805 megabytes) founded of .kuik files
jnalysis confirmed on 2 animals. -

Path: | /content/NeuralReport/examples File Format. | KWIK v

Chosse Dataset N Chosse animals Selectall

M TR .
Selected Ani . | P ples/kuik files/experinent #1
ples/kuik Fi p % Confirm

Figura 6 - Tela de Carregamento dos Dados.

3.1.2  Tela de Analise (class _AnalysisScreen)

Responsavel por listar os experimentos carregados anteriormente
e, ao confirmar a escolha de um experimento, gerar uma
sequéncia de visualizagdes para a analise de atividade neural
registrada.

Analysis

Animal | experiment 42 V| Time el ( —C 0000 00040109 Activity Units: 65 Confirm

Raster Plot
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Firing Rates Distribution Bins | 10 O colorize Shanks

Figura 7 - Tela de Anélise dos dados previamente a
confirmacio da escolha do experimento.

Ao selecionar o experimento no campo de selecdo, ¢ exibida a
quantidade de unidades de atividade do registro (e.g. neurdnios ou
conjuntos de neurdnios) e um filtro de tempo para selecionar
algum periodo especifico do experimento para a produgdo das
visualizagdes. Apos a defini¢do dos parametros e confirmagéo do
experimento, as seguintes visualizagdes sdo geradas:

3.1.2.1 Raster

Raster Plot Colorize Shanks

Figura 8 - Grifico de Raster.

O grafico de Raster (v. Figura 8) permite ao usuario, de uma
maneira intuitiva, enxergar a atividade de disparos de cada
unidade de ativagdo separadamente.

Tem por pardmetro Colorize Shanks que permite identificar
quais unidades foram registradas por qual haste do experimento.
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3.1.2.2 Spikes Distribution

3.2.1.4 Coefficient Of Variation

Spikes Distribuition Time Frequency Bins | 55 Colorize Shanks (may cause umnexpectedb.

Spikes Count by Time Fequency

1000
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Time

T —_ it ) 0 e | SmootingCooicim 25

Coefficient of Variation

variable
— shan

Time

Figura 9 - Histograma dos Disparos ao longo do tempo.

O Histograma dos Disparos (v. Figura 9) permite ao usuario,
analogamente ao Raster, identificar os periodos de maior e menor
atividade dos disparos ao longo do tempo. Tem por pardmetros:

e Time Frequency Bins: Define textualmente a
frequéncia temporal para contabilidade do nimero de
disparos (e.g. “30s”, “500ms”, “2min”);

e Colorize Shanks: Separa a contagem dos spikes em
cada haste do experimento.

3.1.2.3 Firing Rates Trend

Firing Rates Trend nterval s)] 1 ‘Smoothing Coficiont| 25

Firing Rates

variable

Count

Figura 10 - Grafico de Tendéncia das Taxas de Disparo.

A Tendéncia do Firing Rate (v. Figura 10) ajuda a entender como
a Taxa de Disparos registrados em cada uma das hastes variou ao
longo do tempo do experimento. Uma interpolacéo dos valores de
cada haste fundamentada na média desses valores adicionado a
um fator de suavidade também ¢é calculado para melhor
macro-visualizagdo da informagdo no experimento. A
visualiza¢@o contempla, portanto, os seguintes parametros:

e Interval (s): Intervalo em segundos para considerar o
calculo da Taxa de Disparo;

e Smoothing Coefficient: Valor do coeficiente de
suavidade para célculo da curva média dos intervalos.

Figura 11 - Grafico de Tendéncia do Coeficiente de Variagio

Analogamente ao grafico anterior, o grafico de tendéncia do
Coeficiente de Variag@o (v. Figura 11) ilustra como tal coeficiente
variou ao longo do tempo do experimento. A mesma estratégia de
curva suave foi realizada para sumarizagdo dos valores. Este
grafico contempla os seguintes os pardmetros:

e Interval (s): Intervalo em segundos para o calculo do
valor do Coeficiente de Variagao;

e Firing Rate Interval (s): Intervalo em segundos para o
calculo da Taxa de Disparo;

e Smoothing Coefficient: Valor do coeficiente de
suavidade para calculo da curva média dos intervalos.

3.1.2.5 Firing Rates Distribution

Firing Rates Distribution Bins {10 O Colorize Shanks.

Firing Rates Distribution

Frequency

#$Splkes

Figura 12 - Grafico da Distribuicio das Taxas de Disparo.

A Distribuicdo das Taxas de Disparo (v. Figura 12), mostra ao
usuario como as frequéncias das Taxas de Disparo se comportam
ao longo de todo o experimento. Essa informag@o pode ajudar a
entender o nivel de atividade cortical do registro. Maior registro
de frequéncias baixas indicam um estado cortical suave enquanto
um maior registro de frequéncias altas indicam um estado cortical
agitado. Os seguintes pardmetros compdem essa visualizagdo:

e Bins: Numero maximo de parcelas para o intervalo das
frequéncias;

e Colorize Shanks: Separa a contagem das frequéncias
em cada haste do experimento.




3.1.3 Report (class Report)

Responsavel pela troca de mensagens entre as duas telas
anteriores, a classe Report também intermedeia a comunicagao
das telas da interface com os objetos de logica de negécio (2).

3.2 Légica de Negécio (2,3,4)

A logica de negodcio da solucdo ¢ representada pelas classes (2)
Animal, a qual representa o registro neurofisiologico do
experimento de Spike Sorting e DataFile que representa o arquivo
de dados na qual contém informagdes sobre o Trem de Disparo.

A classe DataFile realiza um uma busca (3) na base de dados (4)
que, na pratica, se aplica inicialmente ao armazenamento em
nuvem Google Drive. Entretanto, o mesmo método pode ser
aplicado para execugdo em maquinas locais ou servidores de
laboratdrios, por exemplo. Desde que o ambiente para sua
execucdo seja devidamente configurado na maquina desejada.

4. DESAFIOS, APRENDIZADOS E
TRABALHOS FUTUROS

Este trabalho apresentou varios desafios. Neurociéncia tornou-se
uma area de interesse poucos meses antes da proposta do trabalho.
Foi necessario um extenso estudo neuroanatémico, estudos de
casos, coleta de requisitos, defini¢do de escopo e para o proprio
desenvolvimento da solug@o. Entretanto, nenhuma ectapa do
processo se mostrou desinteressante, o que desperta um animo
maior ainda pelo continuo estudo na éarea.

Ainda limitada, por enquanto, a solugdo desenvolvida abre portas
principalmente para a comunidade académica da neurociéncia, de
modo a se ter uma visualizagdo inicial rapida dos registros
capturados pelo experimento. Diversas atualizagdes poderdo ser
feitas ao longo do tempo para incluir novas visualizagdes e
métricas, suporte para novos arquivos de dados, integragdo com
outras bases de dados em nuvem, entre outros. A solucdo disposta
no Github esté aberta na forma de software livre para contribuicéo
de interessados.
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