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Resumo 
O reconhecimento automático de caracteres numéricos manuscritos tem sido um 

tópico de pesquisa extensivamente estudado nas últimas duas décadas, devido ao seu 

valor teórico no reconhecimento de padrões e à enorme quantidade de aplicações, tais 

como, processar códigos postais em envelopes e numerais em cheques bancários. Em-

bora, muita pesquisa já tenha sido desenvolvida, este continua sendo um problema 

de difícÜ solução devido às variações existentes na escrita manual. A transformada 

wavelet é uma nova ferramenta matemática desenvolvida recentemente, cujas pro-

priedades de localização nos domínios do tempo e frequência, permitem uma repre-

sentação das imagens dos numerais através de características globais e direcionaís, 

simultaneamente. Nesta dissertação, um novo sistema de reconhecimento é proposto, 

formado por três etapas: pré-processamento, extração de características e classificação. 

O pré-processamento lida com a normalização em escala. A extração de características 

visa representar os numerais através dos coeficientes wavelets. Por fim, a classificação 

é feita usando uma rede neural multicamadas com agrupamento treinada com o algo-

ritmo de retropropagação do erro. Experimentos realizados com as famílias ortogonais 

Haar, Daubechies, Coiflets e biortogonais Cohen-Daubechíes-Feauveau utilizaram os 

caracteres da base de dados numérica do CENPARML Os resultados obtidos atestam 

o bom desempenho do método proposto. 
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Abstract 
The automatic recognition of handwritten numerical characters has been a research 

topic extensively studied in the last two decades because both of its theoretical value in 

pattern recognition and its potential for applications, such as in automatically proce-

ssing postal ZIP codes from mail pieces and money amount from bankchecks. However, 

it still remains a difficult problem due to the large degree of variability the handwritten 

data may exihibit. The wavelet transform is a new tool developed in recent years, with 

the localization properties in both time and frequency domains, which simultaneously 

provides global and directional features about the numerals images. In this work, a 

novel approach for recognition of handwritten numerals is proposed, consisting of three 

stages: pre-processing, feature extraction and classification. Preprocessing deals with 

image normalization. Feature extraction aims to represent the normalized images by 

wavelets coefficients. Classification performs the final decision using a multilayer cluster 

neural network trained with the backpropagation algorithm. Experiments were realized 

with the wavelet families Haar, Daubechies, Coifiets and Cohen-Daubechies-Feauveau 

using the characters of the numerical database of CENPARMI. Results obtained show 

that the proposed method yields good performance. 
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Capítulo 1 

Introdução zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1.1 Motivação 

0 reconhecimento de caracteres manuscritos é um exemplo típico do reconhecimento 

automático de padrões cuja finalidade é desenvolver nos computadores a habilidade de 

interpretar o significado da escrita manual. Esse é um tema de grande interesse na 

comunidade científica por mais de duas décadas, devido a enorme quantidade de apli-

cações encontradas, dentre as quais, podem ser citadas, a automatização do processo 

de leitura de códigos postais, de cheques bancários e de formulários [l]. 

Apesar de numerosos métodos já terem sido propostos, o reconhecimento automático 

de manuscritos continua sendo um problema complexo e não totalmente resolvido, uma 

vez que existem inúmeras possibilidades para se representar um mesmo caracter na es-

crita manual (2]. Normalmente, os caracteres manuscritos podem apresentar diversas 

formas e tamanhos quando escritos por pessoas diferentes ou pela mesma pessoa, bem 

como, podem possuir aparência ambígua ou estarem ilegíveis. Muitos são os fatores 

que contribuem para esta diversidade de estilos, dentre eles incluem-se o tipo de papel 

e instrumento de escrita utilizados, habilidade, origem, nível de educação, profissão, 

idade e estado emocional do escritor [3, 2j. 

No intuito de dominar as distorções e variações de formas apresentadas pela escrita 

à mão, tenta-se aperfeiçoar os métodos existentes e desenvolver novas técnicas que 

possibilitem a implementação de sistemas eficientes e robustos. Nesse contexto, a 
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transformada wavelet surge como uma ferramenta promissora devido à sua propriedade 

multiresolucional que permite analisar tanto o formato geral do caracter quanto as suas 

particularidades, capazes de distingui-lo de outros caracteres semelhantes [4]. 

Figura 1.1: Exemplo de variações existentes no numeral três com caracteres de diversos 

tamanhos, formatos e traçados. 

O uso da transformada wavelet em sistemas de reconhecimento de caracteres é 

recente. Apenas um pequeno número de trabalhos foi até agora publicado sobre es-

te tema, [4, 5], dos quais, o proposto por Lee el ai. [5] é tomado como base nesta 

dissertação, 

O objetivo principal deste trabalho é apresentar o sistema de reconhecimento desen-

volvido no decorrer das atividades de pesquisa, que utiliza a análise multiresolucional 

da transformada wavelet para extrair características representativas da imagem dos 

caracteres, e consequentemente obter bons índices de reconhecimento. As técnicas em-

pregadas em cada etapa do sistema, que vão desde a aquisição até o reconhecimento 

propriamente dito, também serão descritas. Por fim, os resultados obtidos são apresen-

tados e avaliados segundo alguns parâmetros de desempenho, como reconhecimento, 

erro, rejeição e confiabilidade do sistema. 

1,2 Objetivos da dissertação 

1.3 Organização do texto 
A organização do texto desta dissertação é feita como se segue: 
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O capítulo 2 contém uma descrição de cada etapa que compõem um sistema de re-

conhecimento de caracteres numéricos manuscritos. As principais técnicas de extração 

de características e os tipos de classificadores são apresentados. Logo a seguir, são 

revistos alguns dos métodos de reconhecimento existentes- na literatura. 

O capítulo 3 é dedicado a apresentação da transformada wavelet, a qual é empre-

gada no processo de extração de características dessa dissertação. Inicialmente, são 

apresentados os conceitos básicos sobre as wavelets e sobre a análise multiresolucio-

nal. Os algoritmos para decomposição e reconstrução para os casos de uma e duas 

dimensões são descritos em seguida, bem como, um breve comentário sobre as famílias 

wavelets empregadas. 

O capítulo 4 refere-se a descrição do sistema implementado durante as ativida-

des de pesquisa. Os algoritmos usados para normalização em escala na etapa de 

pré-processamento, para a representação dos numerais na etapa de extração de ca-

racterísticas e para a decisão final na etapa de classificação são explicados. Uma in-

trodução sobre redes neurais multicamadas e sobre o algoritmo de treinamento de 

retropropagação do erro também é feita. 

O capítulo 5 apresenta os resultados experimentais obtidos. A base de dados 

numérica escolhida para os testes é descrita, como também, os parâmetros usados para 

avaliação de desempenho dos sistemas de reconhecimento. O capítulo é concluído com 

a análise dos resultados e comparação do sistema implementado com outros sistemas 

desenvolvidos. 

O capítulo 6 contém a conclusão do trabalho e suas principais contribuições. Pro-

postas de trabalhos futuros também são sugeridas no final do capítulo. 
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Capítulo 2 

Reconhecimento de Caracteres 

Numéricos Manuscritos zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

0 principal objetivo deste capítulo é descrever o processo geral de reconhecimento 

de caracteres numéricos manuscritos. As técnicas de extração de características serão 

abordadas, como também os tipos de classificadores existentes. Uma introdução ao 

uso da transformada wavelet como extrator de características será feita e, por fim, 

uma revisão bibliográfica dos principais sistemas de reconhecimento de numerais será 

apresentada. 

2.1 Modelo do sistema de reconhecimento 

O reconhecimento de caracteres numéricos manuscritos pode ser visto como uma ope-

ração típica de classificação de imagens digitais, o qual é composto por uma seqüência 

de quatro procedimentos: aquisição da imagem, pré-processamento, extração de ca-

racterísticas e classificação [6, 7, 8, 9]. As etapas de aquisição e pré-processamento 

estão relacionadas com a preparação das imagens (qualidade visual), já as etapas de 

extração de características e classificação dizem respeito ao processo propriamente dito 

de interpretação ou reconhecimento de padrões. A Figura 2.1 ilustra a arquitetura 

típica de um sistema de reconhecimento de manuscritos. 
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6 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

— í zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAAquisição da Pré- Extração das Classificação : 
Imagem Processamento Características 

Classificação : 6 
Figura 2.1; Arquitetura do sistema de reconhecimento de manuscritos. 

2 . 1 . 1 Aquisição da imagem 

Numa abordagem simplificada, o termozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA im agem  se refere a uma função contínua da 

intensidade de luz refletida dos objetos, denotada por F(x, y ), cujo valor ou amplitude 

nas coordenadas espaciais (x,y ) fornecem a intensidade (brilho) da imagem naquele 

ponto. Para que essa função possa ser processada convenientemente em um computa-

dor, é necessário convertê-la para uma forma digital, isto é, uma aproximação discreta 

da função contínua F{x,y ). Mais especificamente, uma imagem digital é uma matriz 

de amostras de F igualmente espaçadas. 0 valor de cada elemento equivale ao nível 

de cinza na mesma posição da imagem contínua. Estas amostras são denominadas 

elementos da imagem, elementos de quadro, ou simplesmente pixels (picturc elem ents) 

[10]. 

A aquisição da imagem é a fase inicial em qualquer sistema de reconhecimento 

e tem como finalidade representar a imagem do caracter na sua forma digitalizada. 

Dependendo da relação entre o reconhecimento e aquisição os sistemas podem ser 

classificados em on-line ou off-Une. 

Nos sistemas on-line, o computador reconhece o caracter à medida que a escrita está 

sendo realizada, através de dispositivos acoplados ao computador, como por exemplo, 

uma mesa digitalizadora ou caneta eletrônica. Nos sistemas off-Une, os caracteres são 

escritos em um papel com caneta convencional e depois digitalizados através de um 

scanner ótico, em que o reconhecimento é desempenhado após o término da escrita. 

Em geral, os sistemas de reconhecimento on-line apresentam melhores desempenhos 

que os sistemas off-line [11, 12, 8]. informações dinâmicas da escrita como pressão, 

velocidade, aceleração, movimento e posição da caneta são fatores adicionais existentes 

nos dados on-line que permitem detectar com certa facilidade a ocorrência de traçados 

sobrepostos [11]. O interesse em se trabalhar com o reconhecimento off-line está rela-
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cionado principalmente ao fato desta abordagem preservar ao máximo a naturalidade 

da escrita, não requerendo dispositivos especiais, nem tampouco a presença do autor 

durante a fase de aquisição, pressupostos estes, que, são necessários para se fazer o 

reconhecimentozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA on-line [12]. 

2.1.2 Pré-pro cessamento 

A etapa de pré-processamento deve melhorar a qualidade da imagem digitalizada, no 

intuito de obter uma maior probabilidade de êxito no reconhecimento da imagem. 

Os objetivos são corrigir defeitos e imperfeições, que surgiram durante o processo de 

digitalização, bem como reduzir as variações presentes nos caracteres manuscritos e 

tornar o conjunto de dados o mais consistente possível [S, 13]. Quanto melhor for a 

qualidade da imagem após o pré~processamento, maior será a possibilidade de sucesso 

no reconhecimento. Nessa etapa operam os algoritmos de redução de ruído, realce de 

imagem e normalização de caracteres. 

2.1.3 Extração de características 

A extração de características busca representar a imagem do caracter por um conjunto 

de atributos relevantes que são os responsáveis diretos pelo reconhecimento. Este 

conjunto de características precisa possuir o máximo de informação sobre o caracter 

a ser reconhecido. Boas características precisam satisfazer os seguintes requerimentos; 

(i) pequena invariância intraclasse; os caracteres da mesma classe precisam ter valores 

numéricos próximos; (ii) grande separação interclasse: os caracteres de classes distintas 

devem possuir valores numéricos bastante diferentes [7]. 

2.1.4 Classificação 

A tarefa do classificador é identificar a classe a qual o caracter analisado pertence, 

com base nas características extraídas sobre o mesmo, Dessa forma, a escolha do 

classificador é dependente do tipo de características extraídas. Para o caso de caracteres 

numéricos, normalmente são adotadas dez classes, uma para cada numeral. 
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2.2 Técnicas de extração de características 
A eficiência de um sistema de reconhecimento é dependente de cada uma das etapas 

que fazem parte do processo. Entretanto, a seleção de características representativas é 

o fator mais importante para a obtenção de boas taxas de reconhecimento, uma vez que 

o estágio seguinte baseia-se apenas nestas características para a tomada de decísão[7]. 

Dessa forma, é essencial que estas características sejam independentes das variações e 

distorções apresentados pelos caracteres. 

Numerosas técnicas de extração de características têm sido desenvolvidas para cap-

turar informações capazes de representar os caracteres manuscritos, variando de acordo 

com os atributos extraídos e o modo de extração destes atributos [3, 7]. O objetivo 

desta seção é apresentar as principais técnicas de extração em uso no reconhecimento 

de caracteres. Suen [3] dividiu essas técnicas em três categorias: características globais, 

distribuição dos pontos e características topológicas ou geométricas. Essas categorias 

foram analisadas e comparadas segundo os critérios de sensibilidade às distorções e 

facilidade de implementação. Tais critérios são descritos a seguir: 

1.zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Sensibilidade às distorções nas imagens dos c a r a c t e r e s - os caracteres 

podem sofrer diversos tipos de alterações, causadas por: 

(a) Ruído - elemento não pertencente a imagem original que introduz desconti-

nuidades nos segmentos de linha, lacunas, segmentos espúrios, pontos isola-

dos, etc; 

(b) Distorção - inclue variações locais, cantos arredondados e variações de pro-

porção no tamanho; 

(c) Variações de estilo ~ consiste no uso de diferentes formas para representar um 

mesmo caracter, bem como no uso de traços e inclinações para personalizar 

a escrita; 

(d) Translação - movimento do caracter inteiro ou de seus componentes em 

relação a uma determinada posição de referência; 

(e) Rotação - mudança na orientação do caracter. 
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O ruído é geralmente introduzido pelo processo de digitalização da imagem do 

caracter, bem como pela superfície ou instrumento utilizados na escrita. As dis-

torções e variações de estilos são principalmente produzidas pelo escritor. As 

translações e rotações podem ser resultado tanto do escritor como da parte 

mecânica do sistema (digitalizador, superfície e instrumento de escrita). Geral-

mente, esses fatores devem ser atenuados ou eliminados durante o pré-processamento 

da imagem. 

2.zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Implementação prática d a técnica - esta pode ser avaliada pelos seguintes 

fatores: 

(a) Facilidade na implementação de máscaras - avalia a facilidade em se cons-

truir automaticamente máscaras que correspondam a cada classe de carac-

teres, com a finalidade de obter diferentes características usadas no método 

em questão; 

(b) Velocidade - rapidez com que os caracteres são reconhecidos; 

(c) Complexidade - determina o grau de dificuldade na implementação de um 

determinado método; 

(d) Independência - diz respeito ao fato de uma única técnica ser capaz de atingir 

determinado desempenho sem ser necessário o uso de técnicas suplementares. 

2.2.1 Características globais 

Essa categoria inclui técnicas que utilizam as características extraídas de todos os 

pontos pertencentes a um retâugulo, o qual circunscreve o caracter em questão. Essas 

características representam a imagem como um todo, e não refletem propriedades locais, 

geométricas ou topológicas de uma região da imagem, A seguir, são apresentados os 

métodos que extraem características globais: 

1. Similaridade e correlação: esta técnica toma como características os estados 

(branco ou preto) de cada um dos pontos pertencentes à imagem. Tal método 

mede a similaridade entre a imagem a ser reconhecida e um padrão de referência, 
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através da combinação e correlação entre os pontos ou grupo de pontos da imagem 

e do padrão de referência. 

2.zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Transformadas globais e expansão em séries: estes métodos decompõem 

a imagem em uma combinação linear de funções de base, Foram criados com a 

finalidade de extrair características que fossem invariantes a alguma deformação 

global da imagem, tais como rotação e translação. Os mais explorados têm sido 

a transformada e série de Fourier, a transformada de Walsh, a transformada de 

Hadamard, bem como a transformada de Karhunen-Loeve. 

Características globais podem ser facilmente extraídas, embora sofram algumas 

limitações. A técnica de similaridade e correlação é capaz apenas de reconhecer carac-

teres de mesmo tamanho e rotação. Portanto, muitas vezes se torna ineficiente para o 

caso de manuscritos [14]. Além disso, muitas comparações são necessárias para uma 

mesma classe de numeral, causando um alto custo computacional, uma vez que cada 

caracter de entrada deve ser comparado com todos os padrões de referência [7j. 

Transformações e expansões em série possuem grande facilidade de implementação 

e alta sensibilidade às distorções e variações de estilos. Por exemplo, manchas ou ruídos 

podem deslocar os pontos das imagens de sua posição de alinhamento, afetando seria-

mente as características obtidas por estas técnicas [8]. A propriedade de invariância 

à rotação dos descritores de Fourier [15, 7] pode criar dificuldades na classificação de 

caracteres que são similares na forma e cuja diferença pode ser atribuída a uma rotação 

ou translação. Como exemplo, técnicas que utilizam transformações e expansões em 

série, geralmente, confundem-se na distinção entre as classes 2 e 5, 6 e 9, e 4 e 7 [15]. 

2.2.2 Distribuição dos pontos 

As técnicas desse grupo extraem atributos a partir da distribuição estatística dos pon-

tos que formam a imagem do caracter, produzindo um conjunto de características de 

dimensão reduzida. Os métodos mais empregados são citados a seguir: 

1. Divisão e m zonas: o retângulo que contém o caracter é dividido em várias 

regiões, sobrepostas e não sobrepostas, denominadas zonas. As características 
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usadas para reconhecer o caracter refletem as densidades de pontos nessas regiões. 

2.zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Momentos estatísticos: os momentos estatísticos doszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA pixels pretos em relação . 

a um ponto de referência escolhido no caracter, tal como, o centro de gravidade ou 

uma outra coordenada do sistema, são usados como características do caracter. 

3. Características loci: para cada pixel branco do fundo da imagem, um conjunto 

de vetores verticais e horizontais são gerados. O conjunto de características usado 

nesse caso, é dado pelo número de interseções que esses vetores fazem com os 

contornos que formam o caracter. 

4. Distâncias e cruzamentos: a característica de cruzamento é obtida do número 

de vezes que o caracter é cortado por segmentos de linha especificados em deter-

minadas direções. As distâncias entre os pontos que formam o caracter e pontos 

especificados na imagem (por exemplo, os pontos que determinam o limite do 

retângulo que contém o caracter), formam um outro conjunto de características. 

Uma considerável tolerância às distorções e às pequenas variações de estilos são 

observados nas três últimas técnicas descritas, principalmente nas técnicas de carac-

terísticas bei , distâncias e cruzamentos. Nesses grupos de técnicas, existe uma relativa 

dificuldade na implementação das máscaras, devido ao grande número de variações 

possíveis dessas características e variações no formato dos caracteres. Por outro lado, 

essas técnicas provêm alta velocidade de processamento. 

2.2.3 Características topológicas ou geométricas 

Essa categoria é baseada na extração de características que descrevem aspectos impor-

tantes da geometria e topologia do desenho do caracter. As técnicas incluídas nessa 

categoria podem representar propriedades globais ou locais do caracter, tais como: 

i. Segmentos de reta e linhas curvas em várias direções: neste caso, são 

extraídos traços verticais, horizontais e diagonais, bem como convexidades e con-

cavidades apresentados pela geometria do caracter. 
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2.zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Pontos finais, interseções de linhas e cavidades; estas características são 

representativas da topologia do caracter, e incluem os pontos finais, interseções e 

o número de buracos que o caracter possui. 

Devido à complexidade para extrair as características geométricas e topológicas e 

a grande variação de estilos dos caracteres manuscritos, torna-se bastante difícil gerar 

máscaras que extraiam essas características. Entretanto, uma vez implementada essas 

técnicas, permitem ao sistema uma grande velocidade de processamento. Taís técnicas 

possuem altas tolerâncias às distorções e variações de estilos, e podem aceitar um certo 

grau de translação e rotação. 

2.2.4 Transformada wavelet como extra tor de características 

Diversos sistemas de reconhecimento de manuscritos baseados nas técnicas anterior-

mente descritas foram desenvolvidos nos últimos anos, os quais servem hoje como 

referenciais para a base de novas pesquisas realizadas nesse campo. Em muitos aspec-

tos, suas qualidades e deficiências têm influenciado sobremaneira as pesquisas atuais, 

que buscam corrigir as discrepâncias encontradas em algumas implementações. Uma 

das últimas técnicas que surgiram, para a extração de características relevantes, usa a 

transformada wavelet, e foi escolhida para representar eficientemente os numerais no 

sistema implementado neste trabalho. 

A transformada wavelet é uma nova ferramenta desenvolvida por cientistas na 

última década e que representa fielmente sinais nâo-estacionários, tais como sinais de 

voz e imagens. Algumas aplicações no processamento de imagens incluem filtragem es-

pacial, compressão, análise de textura, deteção de bordas e extração de características 

[16, 17, 18, 19]. 

Como a transformada de Pourier, a transformada wavelet é usada na decomposição 

de sinais através de um conjunto de funções de base, nesse caso, denominadas wavelets. 

Essas funções representam o sinal em diferentes escalas e com diferentes resoluções. Por 

exemplo, quando o sinal é analisado por uma grande "janela" é possível identificar suas 

características gerais. Similarmente, se o sinal for analisado por uma "janela" pequena, 

particularidades ou detalhes, podem ser observados. 
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A decomposição wavelet da imagem do caracter é capaz de extrair características 

gerais e características direcíonais, como os segmentos de linhas que compõem o caracter 

nas direções vertical, horizontal e diagonais. Esses três detalhes direcíonais contém os 

componentes de alta frequência da imagem original, enquanto, a informação global do 

caracter, os componentes de baixa frequência. Uma vez que os detalhes da imagem do 

caracter em diferentes resoluções geralmente caracterizam diferentes estruturas físicas 

do mesmo, os coeficientes obtidos a partir dessa transformada podem ser muito úteis 

no reconhecimento de caracteres numéricos manuscritos [5]. 

Por ser uma técnica recente, poucos trabalhos que utilizam wavelets foram desenvol-

vidos para o reconhecimento de manuscritos [4, 5]. Devido à propriedade de extração 

de atributos globais e locais, essa técnica não se enquadra em nenhuma das categorias 

propostas por Suen [3]. Apesar da implementação com máscaras ser uma tarefa com-

plicada neste caso, os coeficientes wavelet podem ser facilmente obtidos através de um 

algoritmo em árvore composto por filtros passa-baixas e passa-altas [18,19]. O sistema 

de reconhecimento desenvolvido por Lee et al. [5] mostrou-se robusto em relação aos 

vários estilos de escritas e tamanho dos caracteres. 

2.3 Tipos de classificadores 

Nos sistemas de reconhecimento de caracteres, o classificador escolhido deve ser ade-

quado ao tipo e ao formato das características extraídas [7]. Normalmente, têm-se 

utilizado três categorias de classificadores: classificadores estruturais, classificadores 

estatísticos e redes neurais artificiais [13, 12, 7]. 

Os classificadores estruturais são também conhecidos como classificadores sintáticos, 

e são indicados para os sistemas que utilizam extratores de características geométricas 

ou topológicas [2]. Tal forma de classificação tem sido empregada em uma grande 

quantidade de sistemas de reconhecimento de padrões. Entretanto, é um método muito 

simples e pode não apresentar resultados satisfatórios [14]. Geralmente, a arquitetura 

desses classificadores é baseada na decisão em árvore. 

Nos classificadores estatísticos, as características são da forma de n-uplas ou veto-

res. O objetivo desses classificadores consiste em estimar a probabilidade do caracter 
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analisado pertencer a uma das possíveis classes. As técnicas usadas para a classificação 

são regras de decisão, funções discriminantes e outros procedimentos estatísticos [12]. 

As redes neurais artificiais muitas vezes são consideradas como um tipo particular 

de classificador estatístico, uma vez que as características também são da forma de 

n-uplas ou vetores, e existe uma equivalência entre certos modelos de redes neurais 

com técnicas estatísticas fundamentais. Mas, como as redes neurais possuem proprie-

dades peculiares, tais como a capacidade de generalização, abstração e aprendizagem 

a partir de exemplos, podem ser consideradas como uma categoria independente de 

classificadores [12]. 

Atualmente, os principais métodos de classificação desenvolvidos são baseados em 

redes neurais [20, 21,14]. Pesquisas nessa área indicam que tal técnica produz melhores 

resultados do que os outros métodos de classificação, quando o problema em estudo 

é o reconhecimento de manuscritos. A vantagem em se usar redes neurais ê que tal 

ferramenta pode encontrar limites de decisão não-lineares entre diferentes classes, e 

desse modo oferece uma maneira prática de solucionar problemas de classificação de 

padrões complexos [14]. Além de classificador, as redes neurais também podem ser 

usadas para a extração de características [12]. 

Muitos sistemas, utilizam uma combinação de mais de um tipo de classificadores no 

reconhecimento, no intuito de aumentar o desempenho. Nesse caso, os classificadores 

de múltipla decisão podem utilizar um ou outro esquema de classificação, em múltiplos 

estágios ou como classificadores paralelos, em que o resultado de cada classificação 

individual é utilizado para decidir a classificação final. A vantagem desses sistemas é 

que o erro específico produzido por um classificador, podé ser contra balanceado pelos 

resultados dos outros classificadores [7]. 

2.4 Sistemas de reconhecimento: revisão bibliográfica 

Nesta seção, alguns dos trabalhos mais significativos, publicados nos últimos anos, são 

revistos. 

Shridhar el al. [22, 23] propuseram um algoritmo de reconhecimento estrutural 

que utiliza características derivadas originalmente do contorno esquerdo e direito da 
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imagem do caracter numérico. Alta velocidade de processamento e boa precisão foram 

obtidos, entretanto, esse algoritmo não rejeita amostras confusas ou ilegíveis. 

Em um artigo interessante, Larn e Suen [24] descrevem um sistema de reconheci-

mento que consiste de uma combinação sequencial de um classificador estrutural rápido 

e um algoritmo de relaxação robusto, que determina a classe a qual o numeral pertence 

através de um critério de menor distância. A classificação é baseada na configuração de 

um conjunto de primitivas derivadas da imagem do numeral, que contém informação 

sobre convexidades e segmentos de linha. 

Duas abordagens foram empregadas no trabalho desenvolvido por Veloso [8, 25]. 

A primeira abordagem é formada por um algoritmo de reconhecimento estrutural, que 

utiliza as seguintes características para a tomada de decisão: número e posição das 

cavidades do numeral, sequências de cruzamento e número de interseções. A segunda 

abordagem utiliza máscaras de Kirsch na extração de características direcionais, e redes 

neurais na classificação. Uma análise comparativa entre os dois algoritmos propostos 

foi realizada, e o algoritmo baseado em redes neurais forneceu melhores desempenhos 

do que o algoritmo estrutural. 

Suen et ai, [2] propuseram quatro métodos para o reconhecimento automático dos 

caracteres numéricos. Todos eles utilizara características topológicas e geométricas 

sobre o formato dos numerais, e classificadores estruturais para a identificação do nu-

meral. Vários testes foram realizados, comparando a eficiência de cada sistema isolado 

e a combinação dos mesmos. Bons resultados foram obtidos, e a taxa de reconhecimento 

variou entre 86,05 a 93,90 %. 

Em outro trabalho, Shridhar e Badrelein [15] desenvolveram um sistema de decisão 

múltipla para o reconhecimento de numerais manuscritos, que consiste de dois estágios. 

No primeiro, quinze descritores de Fouríer são usados para descrever o formato dos 

caracteres. Urna medida de distância estatística foi adotada para medir a similaridade 

entre os vetores de características e vetores de referência. Devido à propriedade de 

invariância à rotação apresentada pelos descritores de Fourier, houve problemas no 

reconhecimento entre as classes de numerais 2 e 5, 6 e 9, e ocasionalmente, 4 e 7. 

Como solução, um segundo estágio foi adicionado usando um classificador baseado em 

descritores topológicos. 
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Recentemente, Knerr et al. [21] desenvolveram um classificador baseado em rede 

neural com uma única camada de treinamento, e que pode ser aplicado eficientemente 

ao reconhecimento de caracteres numéricos manuscritos. Nesse método, a decompo-

sição é realizada por um procedimento denominado de STEPNBT, que divide o proble-

ma do reconhecimento de caracteres em sub-problemas, os quais podem ser resolvidos 

por separadores lineares. 

Cho et al. [20] descrevem um classificador de múltipla decisão, em que redes MLP zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

(Multüayer Perceptron) são treinadas independentemente com características distintas: 

matriz normalizada, gradientes de Kirsch e características da seqüência do contorno. 

A classificação do caracter é obtida levando em conta a classificação fornecida por cada 

rede individualmente, utilizando um esquema concensual para decidir a classificação 

final. O método de fusão utilizado considera os diferentes desempenhos de cada rede 

na combinação do resultado final de classificação, o qual é baseado na noção de lógica 

juzzy . 

O sistema apresentado por Lee [26] é composto por dois estágios. No primeiro, 

cinco vetores de características são obtidos, um deles é formado pela imagem original 

do caracter comprimida e os quatro restantes, contém informações direcionais extraídas 

através da convolução da imagem do caracter com as máscaras de gradientes de Kirsch. 

No segundo estágio, cada um dos cinco vetores são apresentados a uma rede neural 

multicamadas com agrupamento. Este tipo de rede neural classifica numerais similares 

de forma bastante eficiente. 

Kapogiannopoulos e Papadakis [4] desenvolveram um sistema que usa a transforma-

da wavelet biortogonal para a extração de características dos contornos dos numerais, 

Tal método aplica a wavelet Cohen-Daubechies-Feauveau (CDF) 3/9 em um vetor 

que contém as coordenadas dos pontos que fazem parte do contorno. Os detalhes e 

a aproximação global obtida nos cinco primeiros níveis de resolução são usados como 

características. No estágio de classificação, um algoritmo LVQ (Learnig Vector Quan-

tizatíon) é usado como classificador. Este sistema apresenta resultados satisfatórios 

apenas para os numerais manuscritos bem definidos, uma vez que o contorno extraído 

não pode apresentar falhas, ou seja, alguns pixels em branco, 

Lee et al. [5], propuseram um sistema de reconhecimento para numerais manuscritos 
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que usa as wavelets de Haar no processo de extração de características multiresolucío-

nais, e uma rede neural multicamadas com agrupamento, treinada com o algoritmo 

de retropropagação do erro estocástico, para classificação das características extraídas. 

Dois tipos de vetores com as características foram consideradas. O primeiro tipo usa 

apenas as características extraídas no primeiro nível de resolução, e o segundo tipo 

todas as características obtidas nos dois primeiros níveis de resolução. Este esque-

ma apresentou bons resultados, e mostrou-se tolerante aos vários estilos de escrita e 

tamanho apresentados pelos numerais. 

0 presente trabalho, baseia-se no algoritmo de Lee et. al, e determina um sistema 

de reconhecimento que utiliza a wavelet biortogonal CDF 3/7 na extração de carac-

terísticas e uma rede neural multicamadas com agrupamento, treinada cora o algoritmo 

de retropropagação do erro usando momento, no estágio de classificação [27]. 

2.5 Conclusão 

O reconhecimento de caracteres numéricos manuscritos é uma das áreas mais impor-

tantes do reconhecimento automático de padrões e nas últimas duas décadas, tem sido 

bastante estudado pela comunidade científica. 

Durante esse período, várias técnicas de extração de características, bem como 

vários tipos de classificadores foram propostos e investigados. Uma das técnicas mais 

recentes, é baseada na transformada wavelet, e extrai características globais e direcio-

nais das imagens dos caracteres. Obviamente, a escolha da técnica de extração e do 

tipo de classificador a ser usado, depende do sistema de reconhecimento de caracteres 

considerado. Uma vez determinado o sistema, as técnicas para o pré-processamento 

dos dados são escolhidas de forma a ajustar os caracteres de entrada para a melhor 

representação possível, capaz de elevar os índices de reconhecimento. 
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Capítulo 3 

Transformada Wavelet zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

A análise wavelet, assim como a análise de Fourier, é uma técnica usada para represen-

tar, descrever e processar sinais através da combinação linear de funções elementares. 

Enquanto a transformada de Fourier utiliza uma série de exponenciais complexas de di-

ferentes freqüências, a transformada wavelet utiliza funções que são versões escalonadas 

e transladadas de uma função modelo conhecida como wavelet mãe. As wavelets, ao 

contrário das senóides que oscilam infinitamente, são ondas com comprimento e duração 

limitadas. Por esta razão, são indicadas para análise de sinais não-estacionários, tais 

como imagens, uma vez que permitem associar características no domínio da freqüência 

com sua localização no tempo [16, 17]. 

O conceito de wavelets é resultado de uma síntese de idéias originadas indepen-

dentemente em diversas áreas, como matemática, física quântica, engenharia elétrica 

e geologia [28]. Embora seus princípios básicos sejam derivados da transformada de 

Haar de 1909, apenas no início dos anos 80 é que foram matematicamente formula-

das. Grossmann e Moiiet desenvolveram o estudo da transformada wavelet contínua. 

Daubechies, Grossmann e Meyer iniciaram o conceito de transformada discreta com a 

teoria dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA fram es. Por fim, Mallat desenvolveu o conceito matemático para a análise 

multiresolucional, permitindo a construção de bases wavelets e o cálculo da transforma-

da wavelet discreta através de um algoritmo recursivo chamado transformada wavelet 

rápida [29]. 

Atualmente, as wavelets podem ser encontradas em uma grande quantidade de apli-
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(a) senóide (b) wavelet 

Figura 3.1: Ondas e wavelets. 

cações incluindo processamento de sinais e imagens, análise numérica, comunicações 

digitais, teoria de sistemas, compressão de sinais e computação gráfica, dentre outras 

[30, 16]. Em particular, no processamento de imagens, wavelets tem sido empregadas 

para análise de textura, filtragem espacial, detecção de bordas, extração de carac-

terísticas e compressão [30, 31]. 

Neste capítulo, apenas os conceitos básicos necessários para o entendimento do tra-

balho desenvolvido serão apresentados. Uma abordagem aprofundada sobre as wavelets 

pode ser encontrada em vários livros [32, 17, 33, 28]. Um maior entendimento sobre 

o conceito de análise multiresolucional e sua formulação matemática é fornecido nos 

artigos escritos por Mallat [18, 19]. 

3.1 Propriedades da transformada wavelet 

A transformada wavelet tem se mostrado uma ferramenta eficiente na análise de um 

grande número de sinais, principalmente daqueles não-estacionários. As propriedades 

que tornam as wavelets úteis e interessantes são [32,17]: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• Representação tem po-freqüência. A transformada wavelet fornece informações 

importantes sobre o sinal através da análise simultânea de características no 

domínio do tempo e da freqüência. Em outras palavras, as wavelets são locais 

em ambos os domínios e podem detectar facilmente as particularidades do sinal. 
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• Análise m uliiresohcional.zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA A decomposição waveiet de um sinal permite a sua 

análise em diferentes níveis de resolução ou escalas. Em cada resolução, diferentes 

características podem ser observadas, 

• Bases w avelets. A transformada waveiet não é única e existe na literatura um 

grande número de possíveis funções de base, com diferentes formas e tamanhos, 

satisfazendo todos os requisitos matemáticos. A seleção de uma delas é depen-

dente da aplicação. 

• Representação esparsa. Devido à propriedade de localização no plano tempo-

freqüência, os coeficientes da transformada são esparsamente representados, ou 

seja, apenas um pequeno número de coeficientes são não nulos. Esta é uma 

propriedade extremamente importante para aplicações como compressão de sinais 

e imagens. 

• Cálculo eficiente. A transformada waveiet discreta pode ser implementada em 

computadores digitais, através de um algoritmo conhecido como transformada 

waveiet rápida, com complexidade O(N), em que N representa o comprimento 

do sinal. Assim, a quantidade de multiplicações de ponto flutuante e adições 

aumentam linearmente à medida que o comprimento do sinal aumenta, 

3.2 Conceitos básicos 

Uma waveiet mãe, representada por ip(t), é uma função oscilatória de duração finita 

que deve satisfazer a condição de admissibilidade, isto é, 

/zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

a o 

V>(í) dt = Q, (3.1) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
-CO 

para garantir que uma função decomposta em uma combinação linear de wavelets possa 

retornar a sua forma original. 

As wavelets são geradas através de mudanças de escala e translações da waveiet 

ip{t) e podem ser representadas como, 
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ip aib{t)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA *s a,b€ R (a^ O) (3.2) 

em que a é o fator de escala, b o fator de translação e ar^ 2 o fator de normalização 

que mantém a mesma energia para todas as wavelets independente da escala utilizada. 

O fator de translação é responsável pela localização das wavelets no tempo e o 

fator de escala por sua localização no domínio da freqüência. Altas escalas (a > 1) 

correspondem a versões expandidas da wavelet mãe e proporcionam uma análise em 

baixas freqüências do sinal. De modo contrário, pequenas escalas (a < 1) correspondem 

a versões comprimidas da wavelet mãe e permitem uma análise em altas freqüências. 

Dessa forma, as wavelets são usadas para decompor um sinal em componentes de 

diferentes faixas de freqüências e analisar cada componente com uma resolução ajustada 

à sua escala. A Figura 3.2 é o exemplo de uma wavelet escalonada por diversos valores. 

Observa-se que em todos os casos as wavelets possuem o mesmo formato. 

( a ) ( b ) ( c ) 

Figura 3.2: A wavelet e suas versões escalonadas: (a) a < 1, (b) a = 1, (c) a > 1. 

Quando os fatores a e b são restritos a valores discretos, como a — a 3
Q e b = /ca^òo, 

em que ao > 1, b 0 > 0 e j , k e Z, um conjunto discreto de wavelets é obtido, o qual é 

representado por: 

^ ( < ) = flü"í/V(oõzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAii-tóo). (3-3) 

Um caso particular interessante ocorre para os valores ao = 2 e ÍJQ = 1, Q116 c o r _ 

respondem à amostragem de ordem 2 na freqüência. Nesse caso, é possível construir 

funções ip (.) em que o conjunto, 
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2 - " VzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA (2zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA-H-k) 

é ortonormal, ou seja, 

(3-4) 

1, se j = m e k = n 
(3.5) 

0, caso contrario. 

Então, a transformada waveiet discreta usando as bases wavelets ortonormais é 

representada pela equação, 

f(t)ip(2~H-k) dt. (3.6) 

em que o produto interno (f>4>j,k) é conhecido como coeficiente waveiet discreto. A 

fórmula de reconstrução de uma função f(t) e L2(R) é fornecida pela equação 3.7: 

/(É) = E < / , ^ ) ^ ( t ) - (3.7) 

Nesse caso aplicando-se a transformada direta e depois a transformada inversa, a 

função / é totalmente reconstruída, porque as famílias wavelets formam bases ortonor-

mais. 

3.3 Wavelets e análise multiresolucional 

Existem duas maneiras de se calcular a transformada waveiet discreta: a primeira 

através da formulação matemática descrita na seção anterior e a segunda através da 

teoria de análise multiresolucional. A seguir serão apresentados os conceitos de análise 

multiresolucional e os algoritmos de reconstrução e decomposição. 

3.3.1 Análise multiresolucional 

A análise multiresolucional é uma teoria que provê um modelo matemático para repre-

sentar sinais em diferentes escalas ou resoluções. Essa análise pode ser definida como a 

decomposição do espaço das funções de quadrado integrável L2(R) em uma seqüência 

de subespaços de aproximação {V^ijez que satisfazem à seguinte relação: 
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com 

(3.8) 

(3.9) 

As bases do subespaço H são geradas através de translações de uma função de 

norma unitária <£(£), denominada função escalonamento, para diversos valores discretos. 

Da mesma forma, para um valor fixozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA j> as translações {2~^ iij>{2~H  — k)}\ k£z formam 

as bases ortonormais do subespaço Vj. 
Observa-se que à medida que a escala j decresce, as funções 2~^ 3ip(2~H — k) se 

tornam cada vez mais compactas no tempo. Quanto menor a escala maior a resolução, 

ou seja, maior a representação das características presente no sinal. Logo, a condição de 

causalidade, definida em 3.8, significa que o subespaço V}_i possui uma maior resolução 

que o subespaço Vj. 
Associado a cada subespaço Vj existe um subespaço W j que contém os detalhes 

necessários para passar do nível de resolução j para o nível de resolução j - 1. Dessa 

forma, W j representa o complemento ortogonal de Vj em relação a Vj-% e pode ser 

representado pela soma direta, 

Dessa forma, toda informação presente em uma determinada resolução, é mantida 

nos níveis de resolução superiores. 

Aplicando-se equação 3.10 recursivamente, obtém-se a seguinte decomposição: 

Vj^  = Vj® W it VjLW j. (3.10) 

= V j+2® W j+2® W j+1® W j, 

(3.11) 

(3.12) 

em geral, 

Vj = Vj e W j e W j„t e w s^  e . . . e w J+1 para j > J . (3.13) 

22 



Figura 3.3: Decomposição waveiet representada pelos subespaços de aproximação zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

{V s}\ )zz e detalhes {W j}\ j€ Z. 

QuandozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA j tende a infinito, a relação 3.13 pode ser representada por, zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

ca  

(3.14) 

a qual é conhecida como decomposição waveiet, uma vez, que cada subespaço W j é 

gerado através das funções wavelets {2 i^ iip[2H - &))Ue2-

3.3.2 Algoritmos de decomposição e reconstrução 

Desde que V a e W 0 são subespaços de VU: 

VQ C V-i e W 0 C V-x, (3.15) 

pode-se representar as funções $(í) e V0 e '0(í) G W o como combinações lineares das 

funções base de VI it 

# ) = I zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA> W ( 2 í - n ) , 

# ) = £ < ? W ( 2 í ~ t í ) , 

(3.16) 

(3.17) 
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em que as seqüências finitaszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA {hzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA(n}} e {g(n)} representam coeficientes de filtros discretos 

passa-babcas e passa-altas, respectivamente, As equações 3.16 e 3.17 são conhecidas 

como equações de dilatação entre duas escalas. Para que a função escalonamento exista 

é necessário que os coeficientes do filtro passa-baixas satisfaçam à seguinte condição; 

£ / z ( n ) = l . (3.18) 

Como Vj-xzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA — Vj ©  W j, uma função f(t) e L2(R) expressa em termos das funções 

base de V } ^ , pode ser representada pelas funções base de Vj e W j, ou seja, 

f(t) «  ,£cj- l{k) lZ-V-W W -V- lH-k) t (3.19) 
fc zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

= T,cÀk)2~i/2WJt " k) + dj(k)2-j^ip{2-H - k) (3.20) 
k 

em que os coeficientes cj(k) e dj(k) são definidos por: 

Cj(k) = X>(™ - 2k )cj^x{m), (3,21) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

m zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

2 ff(m-2fc)cj_l(m). (3.22) 

m 

O algoritmo da transformada wavelet rápida é obtido através das equações 3.21 e 

3.22. Estas equações mostram que os coeficientes wavelets cj{k) e dj(k) são obtidos a 

partir de convoluções discretas com os filtros de análise passa-baixas h(n) e passa-altas 

g ( n ) , respectivamente. O fator 2k no índice dos filtros representa a decimação por um 

fator 2. Na literatura de processamento de sinais, este algoritmo é conhecido como 

banco de filtros e pode ser visto na Figura 3.4. 

Para cada nível de resolução j é obtida uma aproximação Cj(k) e um detalhe dj(k). 

Os termos aproximação e detalhe correspondem, respectivamente, às componentes de 

baixas e altas freqüências. Se o sinal original c3-„i(fc) possui N amostras, então os sinais 

Cj(k) e dj(k) possuem 2~J7V amostras. Dessa forma, a decomposição wavelet é formada 

por seqüências que possuem o mesmo tamanho do sinal de entrada. Na prática N deve 

ser potência de 2, 
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9 t 2 9 t 2 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

h + 2 h + 2 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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• /+2 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

f 2 9 

( 2 S ( 2 S 

(b) Reconstrução para três níveis áe resolução 

Figura 3.4: Algoritmos de decomposição e reconstrução wavelet uni-dimensionais. 

A transformada wavelet inversa pode ser obtida de maneira similar. Nesse caso, o 

sinal Cj-„i(&) é reconstruido a partir dos sinais Cj(k) e dj(k) através da equação: 

Cj~.i(k) = £&{& ~ 2 m ) c j (m) + g(k - 2m )dj(m ), (3.23) 

como mostra a Figura 3.4. Em cada nível de resolução j , Cj(k) e dj(k) são combinados 

para recuperar o sinal c?_i(fc). O fator 2m representa uma interpolação por um fator 

2. Isto significa que zeros são inseridos entre as amostras. 

Os filtros de síntese h(n) e g(n) não são necessariamente iguais aos filtros de análise 

h(n) e g{n) usados na decomposição. Os filtros de síntese são filtros duais e correspon-

dem as funções duais escalonamento e wavelet, <j>(t) e ip(t), que formam os subespaços 
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duais Vo ezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA W 0. As equações relacionando essas quantidades duais são equivalente às 

descritas anteriormente. 

Quando as wavelets são ortonormais os filtros de análise e síntese possuem o mesmo 

número de coeficientes e são reversos no tempo, ou seja, h{n) — h(~n) e g(n) = g{—n). 

Entretanto, filtros ortonormais com resposta ao impulso finita FIR simétrica só podem 

ser obtidos para um comprimentozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 2 , como é o caso das wavelets de Haar. Consequen-

temente, filtros FIR possuindo resposta ao impulso simétrica com comprimento maior 

que 2 precisam ser biortogonais e, neste caso h(n) e g(n) são diferentes de h(n) e g(n). 
Além disso, os filtros passa-baixas e passa altas, h(n) e g(n), biortogonais, podem 

possuir tamanhos diferentes. Por exemplo, a wavelet biortogonai Cohen-Daubeehies-

Feauveau 3 / 7 possui h(n) de comprimento 4 e g(n) de comprimento 12 [28]. Para o 

caso biortogonai, os filtros duais são relacionados por: 

g{n) = (-!)" h(l-~n), (3 .24) 

í(n) = ( - i r / » ( l - n ) . (3 .25) 

Os requisitos que os filtros biortogonais passa-baixas e passa-altas devem satisfazer 

para garantir a reconstrução perfeita do siuai original, são os seguintes: 

J2h{n)k(n+ 2k) = â(k), (3 .26) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

n 

J / t ( t t ) j ( j i + 2fe) = 0, ' (3-27) 
ti 

J2 h{n)g(n + 2k) 0, (3 .28) 

n 

^ g(n)g(n + 2k}^ Õ(k). (3 .29) 
n 
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3.3.3 Transformada Wavelet Aplicada a Imagens 

Como visto anteriormente, a transformada wavelet multiresolucional é calculada através 

de projeção recursiva da função a ser representada nas funções wavelet e nas funções es-

calonamento. Na análise wavelet bí~dirnensional, a função escalonamentozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA <p(x, y ) pode 

ser definida como: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

4>(x>y) = 4>(x)<i>(y)i (3.30) 

em que ^(a) é uma função escalonamento uni-dimensional. 

Considere uma wavelet unidimensional ip(x) associada à função escalonamento 4>(x). 

Então, três wavelets bi-dimensionaís podem ser definidas: 

(3-31) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

^(í, = (3.32) 

</>3(:r,y) = ^ ( x ) ? % ) . (3-33) 

O algoritmo da transformada wavelet rápida em duas dimensões, assim como no 

caso uni-dimensional, pode ser implementado através de filtragens individuais das li-

nhas e colunas de uma imagem com filtros discretos passa-baixas h(n) e passa-altas 

g{n), como mostra a Figura 3.5. Nesse caso, as linhas da imagem A$-X são inicialmente 

convoluídas com os filtros h(n) e g(n) e, em seguida as duas imagens resultantes são 

decimadas por um fator 2, retirando-se as linhas ímpares. Da mesma forma, as colunas 

das imagens decimadas são convoluídas com os filtros passa-baixas e passa-altas e as 

linhas ímpares são excluídas no processo de decímação. Como resultado, quatro subi-

magens são obtidas Aj, Dj, Dj e D | . As equações 3.34 a 3.37 mostram a representação 

matemática para cada uma delas: 

AjfaM** E h(m -2k 1)h{m -2k 2)A j^ l(m lsm 2), (3,34) 

nu,ma 
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colunas 

Unhas zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA1zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA í 1 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

i ta zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

g !zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA - 2 t l 
11 

I f 2 

2 ( 1 

; comolui (linhas eu CD/UÍJJSJ com o ffítro X 

; manlem aa colunas pares 

: mantém as linhas paras 

- D ; 

Figura 3.5: Algoritmo de decomposição wavelet bi-dimensional para um uivei de re-

solução, A imagem Aj_i é decoposta nas subimagens Aj (características gerais), £>j 

(detalhes horizontais), D | (detalhes verticais) e JDj (detalhes diagonais). 

Aa) = E ff(m-2A*l)Mm-2fc3)Ai_I(m1,m2)l (3.36) 
m i .ma 

D j ^ ! , ^ ) ^ ^ 5 ( m - 2 ; ; i ) 9 ( m - 2 f c 2 ) v l i _ 1 ( m l l m 2 ) , (3.37) 

A subimagem Aj fornece os componentes de baixa freqüência (informação global), 

Dj os componentes de alta freqüência na direção vertical (detalhes horizontais), Dj 

os componentes de alta freqüência na direção horizontal (detalhes verticais) e £>| os 

componentes de alta freqüência em ambas as direções verticais e horizontais (detalhes 

diagonais). A Figura 3.6 ilustra o exemplo da decomposição de um quadrado em dois 

níveis de resolução, Como esperado, as subimagens de detalhes do sinal caracterizam 

as direções horizontal, vertical e diagonais das bordas do quadrado. A disposição de 

cada subimagem na representação wavelet pode ser observada na Figura 3.7. 
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( a ) ( b ) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Figura 3.6: Decomposição wavelet da imagem de um quadrado em dois níveis de reso-

lução usando as wavelets de Haar: (a) Imagem original de dimensão 128 x 128zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA pixels, 

(b) Imagem com os coeficientes wavelets de dimensão 128 x 128 pixels. Os piteis pretos 

e brancos correspondem, respectivamente, a valores nulos e não-nulos. 

Se a imagem original possui N  x N pixels, cada subirnagem possui 2~J'(JV x /V) 

pixels. O total de elementos na representação wavelet é igual ao número de elementos 

da imagem original, e o volume de dados não é alterado. Na prática o valor de N deve 

ser uma potência de dois. 

O algoritmo de reconstrução pode ser facilmente obtido realizando o processo in-

verso. Seu esquema é mostrado na Figura 3.8. 

3.3,4 WaveletzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA versus Fourier 

A transformada de Fourier [10, 40] é uma técnica empregada na análise de sinais que 

utiliza exponenciais complexas de diferentes freqüências para decompor funções de uma 

e duas dimensões. Essa ferramenta pode ser vista como uma transformação de um sinal 

no domínio do tempo para o domínio da freqüência. 

Para um grande número de sinais, a análise de Fourier é extremamente útií, uma 

vez que o conteúdo em freqüência é muito importante. Entretanto, no processo de 

transformação informações sobre o comportamento do sinal no tempo são perdidas. 
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Figura 3.7: Disposição das subimagens de coeficientes wavelets Ay, Z>), e D | para 

dois níveis de resoluçãozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA (j ~ 1,2). 

Dessa forma, a transformada de Fouríer de um sinal não fornece a localização no 

tempo (sinais uni-dimensionais) ou no espaço (sinais bí-dimensionais) de um evento 

específico. Assim, quando sinais apresentam transitórios ou informações de bordas, o 

início e o final destes eventos, são informações importantes que não podem ser perdidas, 

dependendo da aplicação. Logo, a análise de Fourier, nesses casos, não é um método 

adequado para a representação de sinais [32]. 

A transformada wavelet, como citado anteriormente, possui propriedades interes-

santes que permitem a análise simultânea do sinal em ambos os domínios, do tempo e 

da freqüência. Logo, é indicada para a representação de sinais que apresentam tran-

sitórios e descontinuidades, já que as características locais podem ser identificadas, 

bem como a sua posição no tempo ou espaço. Tal fato é evidenciado na Figura 3.6, 

que ao contrário da decomposição de Fourier para a mesma imagem original (Figura 

3.9), fornece a localização dos componentes de baixas freqüências e altas freqüências 

nas direções vertical, horizontal e diagonais. 
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colunas 

linhas zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

2í 1 

X : convolai (linhas ou colunas) com o fílteo X 

: adiciona zeros entrezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA as colunas 

j ) 2 •' adiciona zeros entre as linhas 

Figura 3.8: Aigorítmo de reconstrução wavelet bi-dimensional para um nível de reso-

lução. A imagemzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Ap — 1) é reconstruída a partir das subimagens Aj (características 

gej-ais), D] (detalhes horizontais), Dj (detalhes verticais) e P | (detalhes diagonais). 

3.4 Famílias wavelets 

Existe um grande número de famílias wavelets na literatura cujas qualidades variam 

de acordo com alguns critérios. Dentre eles, os principais são [34]: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• Suporte com pacto. Se as wavelets e a função escalonamento possuem suporte com-

pacto, os filtros h(n) e g(n) possuem resposta ao impulso finita, e os somatórios 

que definem a transformada wavelet discreta são finitos. Caso contrário, os.filtros 

possuem resposta ao impulso infinita. 

* Sim etria. Se as wavelets e a função escalonamento são simétricas os filtros pos-

suem fase linear. A ausência desta propriedade pode levar à distorção de fase, 

de grande importância no processamento de imagens, uma vez que, a imagem 

reconstruída a partir de coeficientes obtidos por wavelets não-simétricas pode 

apresentar borramentos [33], 
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(a) 

Figura 3.9: Decomposição de Fourier da imagem de um quadrado: (a) Imagem original 

de dimensão 128 x 128zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA pixels, (b) Imagem com os coeficientes de Fourier de dimensão 

128 x 128zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA pixels. 

• Suavidade. A suavidade é determinada pelo comprimento dos filtros. Quanto 

maior o comprimento mais suave são as funções escalonamento e wavelet. Esta 

é uma propriedade interessante, uma vez que filtros suaves são indicados para a 

representação de sinais suaves, com aplicação na análise de textura de imagens, 

e fitros não suaves são indicados para problemas de compressão e extração de 

características. 

• Ortogonal ou bioriogonal. Os filtros podem ser relacionados de maneiras diferen-

tes em cada um desses sistemas como comentado na seção anterior. 

A Tabela 3.1 cita as famüas wavelets usadas neste trabalho e as diferencia segundo 

alguns dos critérios listados anteriormente. Os coeficientes dos filtros para cada uma 

delas se encontra no livro de Daubechíes [28]. 

3.5 Conclusão 

A transformada wavelet é uma ferramenta eficiente para analisar características gerais 

e locais de sinais. Neste capítulo foram descritas as principais propriedades e conceitos 
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Tabela 3.1: Classificação das famílias wavelets. 

Características Haar Daubechíes Coifiets Cohen-Daubechies-Feauveau 

Suporte Compacto X X X X 

Simétrica X X 

Quase Simétrica X 

Assimétrica X 

Análise Ortogonal X X X 

Análise Biortogonal X X 

básicos da teoria de wavelets. Em particular foi definido o conceito de análise multire-

solucional e apresentado a transformada wavelet rápida para os casos uni-dimensional 

e bi-dimensionaí. Os coeficientes obtidos no caso de duas dimensões extraem aspectos 

importantes de imagens, como uma aproximação global e características direcionais. 

Estas características foram usadas no sistema de reconhecimento proposto para repre-

sentar os numerais manuscritos. Por fim, algumas famílias wavelets foram analisadas. 
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Capítulo 4 

Sistema Implementado zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Os coeficientes da transformada wavelet de imagens de caracteres manuscritos contém 

uma grande quantidade de informação, podendo ser usados em um sistema de reco-

nhecimento de numerais manuscritos. 

Lee et ai.zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA [5] propuseram um sistema que consiste de três estágios: normalização 

em escala, extração de características multiresolucionais usando as wavelets de Haar 

e uma rede neural multícamadas com agrupamento para a classificação. O sistema 

implementado nesta dissertação é semelhante ao algoritmo de Lee exceto por três di-

ferenças: a técnica usada para a normalização dos caracteres, a wavelet usada para a 

extração de características e o algoritmo de treinamento da rede. As seções seguintes 

descrevem cada um dos métodos utilizados. 

4.1 Normalização em escala 

O propósito principal da etapa de pré-processamento é melhorar a informação pictorial 

das imagens dos caracteres, no intuito de torná-las as mais uniformes possíveis, e con-

sequentemente, aumentar o desempenho dos algoritmos de extração de características 

e classificação. 

As variações de tamanho apresentadas pelos numerais manuscritos podem degradar 

o desempenho de um sistema de reconhecimento. Visando atenuai- essas variações, 

geralmente, utilizam-se algoritmos para normalizar o tamanho da imagem do caracter. 
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A normalização em escala é uma forma de pré-processamento muito utilizada para 

uniformizar as imagens dos caracteres em uma mesma dimensão. 

O procedimento de normalização em escala é realizado principalmente em sistemas 

de reconhecimento por redes neurais, em que a entrada da rede é dependente da quan-

tidade dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA pixels existentes na imagem do caracter [35]. Sendo assim, a padronização 

da imagem é um requisito fundamental para a definição de uma arquitetura fixa para 

a rede neural. 

A escolha de um bom algoritmo de normalização é um fator muito importante. 

Quando o algoritmo é usado para diminuir as dimensões das imagens, normalmente 

ocorrem perdas de informação. Caso as informações perdidas sejam relevantes, o de-

sempenho do sistema pode ser comprometido como um todo. Outro problema, ocorre 

quando o algoritmo realiza uma interpolação dos dados (aumento de dimensões), pois 

os pixels adicionados à imagem original podem deformá-la, prejudicando o desempenho 

do sistema [8j. 

O algoritmo selecionado para a normalização em escala dos numerais da base de 

dados utilizada nesta dissertação foi proposto por Veloso [8], baseado no método de-

senvolvido por Yuceer [35], fornecendo uma baixa complexidade de implementação e 

bons resultados. Esse algoritmo utiliza fatores de escala diferentes em cada um dos 

eixos x e y  da imagem, para realizar a correção. Esse tipo de correção em escala tem-se 

mostrado eficiente na normalização de padrões digitalizados com resoluções e tamanhos 

diferentes [35]. 

A função de mapeamento para o escalonamento da imagem é dada pela equação: 

A função / (x,y ) representa a imagem original e a função f s(x,y ) representa a 

imagem normalizada. S z e S y são os fatores de escala na direção x e y , respectivamente, 

calculados através das seguintes equações: 

(4.1) 

X_  
(4.2) 
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Y zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

(4.3) v 

Os parâmetros R*. e Ry  são as dimensões desejadas e X  e Y  são as dimensões 

originais da imagem. Na equação 4.1, SzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAxXi e S vy j podem assumir valores fracionários e 

neste caso, deve-se fazer uma aproximação por limiar para torná-los numerais inteiros. 

Nas simulações foi adotada a seguinte convenção: se a parte fracionária for < 0,5 

aproxima-se para menos, caso seja > 0.5 aproxima-se para mais. 

Figura 4.1: Exemplo de uma imagem normalizada do numeral 8: (a) Caracter original 

com 29 x 18 pixels, (b) Caracter normalizado com 16 x 16 pixels. 

Os numerais manuscritos são essencialmente formados por linhas, ou seja estruturas 

uni-dimensionais em um espaço bí-dimensional. Dessa forma, a detecção local dos 

segmentos de linhas e a detecção global das estruturas das linhas aparecem como um 

método adequado para a extração de características [21]. Isto é possível usan,do a 

transformada wavelet. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

g 
(b) 

4.2 Extração de características 

36 



O procedimento usado para extrair as características corresponde ao algoritmo da 

transformada wavelet rápida bí-dimensional descrito no capítulo anterior. Este de-

compõe a imagem do caracter em subímagens contendo características globais e carac-

terísticas direcionais. 

ConsiderezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA F a imagem discreta do caracter arranjada na forma de uma matriz 

N x N como expressa a equação 4.4, 

F zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

a i'1 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
a 0 , 0  

a i V - l , 0  zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

a; 

<x 

i-i  

0 ,1 

1,1 

a0,N-l 

aN~l,l aN-l,N-l 

(4.4) 

J JVxJV 

Âs quatro subimagens obtidas a partir da convolução da imagem F com filtros 

discretos passa-baixas e passa-altas podem ser representadas pelas matrizes: 

aa,o aí,i 

a{N/2}-l,Q a(N/2)~l,l 

(4.5) 

4zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA,õ,ü 4,o,i 

4 i , i 

l « 1,2,3. 

4o, 

4,1,(W/ 2) ~ 1 

4 

(4-6). 

Á subímagem ^ representa as informações globais, D] as características horizon-

tais, D] fornece as características verticais e £>J as características diagonais. 

Os índices (j ~ 1) e j nas matrizes da imagem original F e nas subimagens A^ e 

I?J (i = 1,2,3), respectivamente, representam o nível de resolução. De acordo com a 

teoria de análise multiresolucional [18, 19] o nível (j - 1) possui uma maior resolução 

que o nível j . 
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1 1 

1 1 

1 -1 

1 -1 

1 1 

-1 -1 

1 -1 

-1 1 

Ca) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA(b) (c) (d) 

Figura 4.2: Máscaras de Haar: (a) características gerais, (b) características verticais, 

(c) características horizontais, (d) características diagonais. 

Para o caso das wavelets de Haar, a decomposição pode, também, ser realizada 

através da convolução da imagem do caracter com máscaras de Haar da seguinte forma: 

•CÇ-^i-i®^. * = 0 ,1 ,2 ,3 (4.7) 

em que ® é o operador de convolução, J3-_! é a imagem na resoluçãozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA j - 1, D{ são 

as subimagens na resolução j , e Hk são as máscaras de Haar definidas na Figura 4.2, 

Neste caso D° fornece as características globais. 

A Figura 4.3 ilustra o processo de extração de características multiresolucionais. O 

vetor de características é construído a partir das subimagens escolhidas para representar 

o numeral. Lee et al [5] utilizaram dois vetores, o primeiro continha todas as subimagens 

do primeiro nível de resolução e o segundo todas as subimagens do primeiro e segundo 

níveis de resolução obtidas através da convolução com as wavelets de Haar. No intuito 

de determinar o melhor conjunto de características outros vetores foram testados neste 

trabalho, e os resultados são descritos no próximo capítulo. 

A escolha da wavelet é dependente da aplicação. Dessa forma, no intuito de aumen-

tar o desempenho do sistema proposto por Lee et aí. [5], outras famílias wavelets foram 

testadas no problema de reconhecimento de caracteres. A princípio, para determinar 

o efeito do comprimento do filtro, comparou-se o desempenho obtido por wavelets de 

várias ordens e de unia mesma família. Em seguida, o desempenho obtido com famílias 

diferentes também foi testado, O resultado destas comparações é descrito no capítulo 

seguinte. Às wavelets selecionadas foram escolhidas de acordo com a facilidade de 

acesso aos coeficientes dos filtros e são as seguintes: 
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Subímagens no primeiro 
n fvelde resolução zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Figura 4.3: Extração de características usando as wavelets biortogonais Cohen-

Daubechíe-Feauveau 3/7 em três níveis de resolução. 

1. Daubechies: 4,6,8,10,12,16 e 20; 

2. Coíflets: 4, 6 e 8; 

3. Cohen-Daubechies-Feauveau (CDF): 2/2, 2/4, 3/3 e 3/7. 

As famílias wavelets Daubechies e Coiflets são ortogonais e as famílias CDF são 

biortogonais. Os coeficientes dos filtros para cada uma delas encontram-se disponíveis 

no livro de Daubechies [28]. 
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Os coeficientes da transformada wavelet apresentam uma faixa muito grande de 

valores. Objetivando aumentar o desempenho do classificador, os coeficientes de cada 

subimagem foram normalizados para uma faixa de valores entre 0 e 1. 

4.3 Redes neurais multicamadas com retropropa-

gação do erro 

As redes neurais multicamadas treinadas com o algoritmo de retropropagação do erro 

estão entre os mais difundidos e versáteis modelos de classificadores. Foi mostrado, 

em trabalhos anteriores [21, 36], que este tipo de rede neural contendo uma camada 

intermediária e uma função de ativação não-linear é um classificador universal. Isto 

é, tais redes podem determinar limiares de decisão de complexidade arbitrária. Em 

particular, têm-se usado as redes neurais com retropropagação extensivamente para o 

problema de reconhecimento de caracteres [7]. 

Tipicamente, a arquitetura de uma rede neural multicamadas consiste de um con-

junto de neurônios que constituem a camada de entrada, uma ou mais camadas escondi-

das e a camada de saída. O número de neurônios na camada de entrada é determinada 

pela dimensão do vetor com as características, a quantidade de neurônios na saída é 

determinado pela resposta desejada, e, a quantidade de camadas escondidas e o número 

de neurônios em cada uma destas camadas são determinados pelo projetista da rede 

[37], em geral empiricamente. A Figura 4.4 apresenta um exemplo da rede neural 

contendo três camadas. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Camada <fc salda 

Camada escondida 

CamaiSa de entrada 

Figura 4.4: Arquitetura de uma rede neural com três camadas. 
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Os neurônios na camada de entrada servem para distribuir as informações contidas 

em um vetor de características para todos os neurónios da camada escondida. A 

ativação de saída associada à camada escondidazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA i é dada pela soma ponderada de 

todas as entradas, ou seja: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

netpi ~zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Wki-ipk  (4.8) 
fc 

em que net pi é o valor de ativação do padrão p no Í-ésimo neurônio da camada es-

condida, ipk  é o k-ésimo neurônio do padrão p na camada de entrada e w ^ i é o peso 

sináptico associado à conexão entre o k-ésimo neurônio de entrada e o i-ésimo neurônio 

escondido. O resultado na saída do neurônio é dado por uma função de ativação não-

linear. Existem vários tipos de funções de ativação, dentre elas a mais empregada é a 

sigmóide: 

^ et pi) = -  + ^ K n e h i = O p i . (4.9) 

em que K é uma constante positiva definida como o parâmetro de inclinação da função. 

Variando essa constante é possível obter sigmóides com diferentes inclinações. Usual-

mente, é adotado o valor K = 1, o qual fornece um valor de saída entre 0 e 1 [38]. 

Uma transferência de informação similar ocorre entre a camada escondida e a cama-

da de saída, Sendo assim, cada neurônio da camada de saída tem seu valor associado 

à soma ponderada de todas as saídas dos neurônios da camada escondida: 

netpj ~ Wij-Opi (4.10) 

í 

em que em que net Pj é o valor de ativação do padrão p no j-ésímo neurônio da camada 

de saída, Opi é o i-ésimo neurônio do padrão p na camada escondida e WzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAÍJ é o peso 

sináptico associado à conexão entre o i-ésimo neurônio escondido e o j-ésímo neurônio de 

saída. O resultado na saída dos neurônios na última camada é dado por 0 Pj — (p(net Pj), 

e para todos os neurônios da camada de saída deve existir apenas um com saída não 

nula. 

Todo o conhecimento necessário para classificar os padrões de entrada se concentra 

nos pesos das conexões entre os neurônios da rede. Inicialmente, os pesos mais adequa-
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dos para um determinado problema são desconhecidos e precisam ser determinados. 

Caso contrário, a rede não desenvolve a habilidade para realizar o reconhecimento. 

0 processo de encontrar os pesos adequados dado um problema, é chamado de trei-

namento. Treinar a rede consiste no ajuste dos pesos sinápticos de forma que todas 

as saídas produzidas pela mesma representem um erro inferior a um determinado fa-

tor de vigilância. No algoritmo de treinamento com retropropagação do erro, o erro 

médio quadrático entre a saída atual e a saída desejada para todos os padrões a serem 

treinados, é adotado como a medida de erro a ser calculada. Assim, o erro é dado por: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1 3 

em quezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Epé& função erro médio quadrático do padrão p , tPj representa a saída desejada 

do padrão p no neurônio j e OPJ- representa a saída atual no neurônio j . A capacidade 

de uma rede neural aprender uma dada função está diretamente relacionada com a 

quantidade de neurônios nas camadas escondidas da rede. 

O treinamento da rede é do tipo supervisionado e, portanto, requer que cada vetor 

de entrada venha junto com um vetor de saídas desejadas. A rede neural é treinada 

com um certo número de pares de treinamento (entrada, saída desejada). Ao conjunto 

de pares de treinamento dá~se o nome conjunto de treinamento. 

Uma vez que a rede foi treinada, os pesos sinápticos são mantidos, e um conjunto 

de teste é aplicado na entrada da rede, para medir a eficiência da classificação. Os 

dados presentes no conjunto de teste para cada classe, contém apenas os valores de 

entrada e não fazem parte do conjunto de treinamento. 

Os passos do algoritmo de retropropagação do erro para o treinamento da rede 

neural multicamadas são os seguintes: 

1. Inicializa os pesos sinápticos e limiares. Estes devem ser inicializados com peque-

nos valores determinados aleatoriamente. A razão da estreita faixa é reduzir a 

probabilidade dos neurônios saturarem, ou seja, encontrarem uma solução estável 

que não provê uma saída correta. 

2. Seleciona o par do conjunto de treinamento, aplicando os valores de entrada e de 

saída desejada. 
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3. Caicula a saída atual 

4. Calcula o erro entre o vaíor de saída obtido e o valor desejado 

5. Ajusta os pesos da rede visando minimizar o erro 

6. Repete os passos de 2 a 5 para outros pares do conjunto de treinamento até que 

o erro global (obtido para todo o conjunto) seja suficientemente baixo. 

Os passos 2 e 3 são conhecidos como passos diretos. Um vetor de entrada é aplicado 

e a saída resultante é computada. As computações são realizadas camada por camada. 

Os passos 4 e 5 são conhecidos como passos para trás. No passo 4, o vetor de saída 

calculado é subtraído do vetor com as saídas desejadas do conjunto de treinamento, 

produzindo um erro. Esse erro é então utilizado pelo passo 5 para ajustar os pesos da 

rede. Esse ajuste é feito calculando-se os gradientes locaiszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA S da rede para a camada de 

saída, 

<W = KOtf (1 - Opj) (t pi - 0 pi), (4.12) 

e para camada escondida, 

&pj =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA K°pS í1 -zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA °Pi)  H 5pk^ jk- (4-13) 
k 

Então, o ajuste dos pesos sinápticos da rede é feito de acordo com a equação 

tí/.j (n + 1) - W ij (n) + v$pjOpj + a [tuy (n) - w y (n - 1)] (4.14) 

em que n é o parâmetro de aprendizagem e a o momento. 

O parâmetro de aprendizagem determina a variação do ajuste dos pesos sinápticos 

da rede. Para um pequeno valor de r\  o ajuste é lento e a rede demora para convergir. 

Por outro lado, aumentando o valor de n demasiadamente, pode provocar instabilida-

de na rede, uma vez que o ajuste é feito bruscamente. Dessa forma, o momento a. 
foi adicionado ao algoritmo de retropropagação do erro padrão, visando aumentar a 

convergência, sem no entanto, tornar a saída da rede instável. Usualmente seu valor é 

positivo [37], 
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4.3.1 Rede neural mult icamadas com agrupamento (RNM-

CA) 

0 modelo da rede neural usada nesta dissertação, chamada de rede neural multicamadas 

com agrupamento (RNMCA), é um caso particular da rede descrita anteriormente. 

Normalmente, uma rede neural multicamadas apresenta-se totalmente conectada, 

ou seja, todo neurônio é conectado a todos os neurónios das camadas antecedentes e 

subsequentes. Em algumas situações, este modelo de rede apresenta certas deficiências. 

Se o número de pesos for mantido pequeno, corre-se o risco da rede não aprender o 

conjunto de treinamento. Por outro lado, se o número de pesos na rede for grande, o 

excessivo número de parâmetros causa uma sobrecarga, degradando o seu desempenho 

[26, 5]. 

Uma alternativa para a redução das conexões entre os neurônios é usar uma rede 

conectada localmente. Lee et al. [5] prôpos um modelo para esta rede baseada no 

tipo de informações extraídas com a transformada wavelet de duas dimensões. Cada 

uma das subímagens obtidas no processo de decomposição, forma um grupo, que é 

apresentado a rede neural independentemente um do outro. No intuito de tornar 

esta definição clara, a Figura 4.5 apresenta a arquitetura desta rede para um nível de 

resolução. Como a imagem do caracter encontra-se normalizada na dimensão 16 x 16, 

cada subimagemzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA {Ai,D{,Dl,Df} contém 8 x 8 pixels. Dessa forma, a camada de 

entrada consiste de quatro grupos, cada um deles com 64 neurônios. Observa-se que 

todos os neurônios de um grupo são totalmente conectados ao grupo correspondente na 

camada escondida, e não há conexões entre grupos distintos. Cada grupo da camada 

escondida, por sua vez, são totalmente conectados a todos os neurônios da camada de 

saída. A camada de saída é composta por dez unidades, uma por classe de numeral. 

Quando o numeral pertence a classe i, a saída desejada na unidade i é 1, e 0 para todas 

as outras unidades. 

Todos os pesos da rede são iniciados aleatoriamente com pequenos valores, sendo 

ajustados através do algoritmo de retropropagação do erro descrito anteriormente. 

As conexões entre um grupo na camada de entrada e o grupo correspondente na 

camada escondida formam um subrede. No exemplo da Figura 4.5, existem quatro 
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subredes. Uma vantagem apresentada pela RNMCA é a independência entre as subre-

des, pois se uma delas estiver confusa com os dados de entrada, as outras podem não 

estar, uma vez que estas iniciaram com valores diferentes e aprendem com diferentes 

características [26, 5]. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

0 1 2 3 4 5 6 7 3 $ 

C*m*da «condftEa 4x8xâ 

Figura 4.5: Arquitetura da rede neural multicarnadas com agrupamento (RNMCA) 

para um nível de resolução. 

A arquitetura desta rede pode sofrer modificações na camada de entrada e na ca-

mada escondida, pois estas são dependentes da quantidade de subimagens fornecidas 

após a extração de características. Porém, o princípio de funcionamento é o mesmo, ou 

seja, para cada subimagem é atribuído um grupo, e as conexões da rede são mantidas 

apenas entre os grupos equivalentes entre a camada de entrada e a camada escondida. 

4.4 Conclusão 

Neste capítulo, foi descrito o sistema de reconhecimento de numerais manuscritos im-

plementado nesta dissertação. Este é composto por três estágios: normalização em 

escala, extração de características e classificação via redes neurais multicarnadas com 

agrupamento treinadas com o algoritmo de retropropagação do erro. No capítulo se-

guinte, os testes efetuados e os resultados obtidos serão apresentados. 
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Capítulo 5 

Resultados Experimentais zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Neste capítulo, os sistemas de reconhecimento de numerais manuscritos implementa-

dos são avaliados através dos resultados obtidos experimentalmente. Esta avaliação 

é baseada na classificação de caracteres pertencentes entre as dez possíveis classes de 

numerais, usando parâmetros que medem a eficiência e precisão do sistema de reconhe-

cimento. 

As técnicas de pré-processamento e o algoritmo para o cálculo dos coeficientes 

wavelets foram implementados em linguagem C ANSI e a rede neural foi desenvolvida 

no ambiente de simulação desenvolvido pela Universidade de Stuttgart [39], 

A seguir são apresentados a base de dados, os parâmetros de avaliação de desem-

penho e os testes realizados. 

5.1 Base de dados 

Os caracteres manuscritos usados para a validação dos algoritmos implementados fazem 

parte da base de dados numérica desenvolvida no CENPARMIzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA (Center for Pattern 

Recognition and Machine Inteltigence, Concórdia University , Canada). Esta contém 

17.771 numerais isolados, originalmente coletados dos envelopes de cartas "mortas" 

pelo U.S. Postal Service em diferentes localizações dos Estados Unidos e digitalizados 

em imagens binárias com uma resolução de aproximadamente 166 PPI (pixels per inch) 

[20]. Assumindo que o código postal norte-americano seja composto por cinco dígitos, 
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estima-se que os numerais foram escritos por no mínimo 3400 indivíduos [2]. 

As amostras que compõem a base de dados encontram-se irregularmente distri-

buídas entre as dez classes de numerais, como pode ser visto na Tabela 5.1. Para 

evitar que os algoritmos fossem treinados ou testados com uma quantidade distinta 

de amostras, foram selecionados os primeiros 600 numerais de cada classe, totalizando 

6000 numerais, dos quais 4000 foram usados para formar o conjunto de treinamento e 

2000 o conjunto de teste. 

Tabela 5.1: Distribuição dos numerais por classe na base de dados do CENPAEMI 

Classe Amostras 

0 2792 

1 3697 

2 1701 

3 2213 

4 1509 

5 817 

6 1372 

7 1741 

8 1273 ' 

9 716 

As Figuras 5.1 e 5.2 mostram alguns exemplos de numerais representativos e confu-

sos da base de dados que foram utilizados neste trabalho, respectivamente. Observa-se 

que diferentes tipos de estilos, tamanhos e largura de traçado podem ser identificados 

nos caracteres apresentados. 

5.2 Parâmetros para avaliação de desempenho 

O comportamento de um sistema de reconhecimento de caracteres pode ser avaliado 

através de uma matriz de classificação, denominadazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA m atriz de confusão. As colunas 
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OzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA KzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA ^ 3 y 

o i a. 3  ¥•  

/ > ^ 4 -

ir * 7 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

S é * z *? 

5 ç y  9 f 

Figura 5.1: Amostras de numerais representativos da base de dados do CENPARMI. 

CzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA * 4 dry 

6 ~~&à A 
Figura 5,2: Amostras de numerais confusos da base de dados do CENPARMI 

dessa matriz representam os dados a serem classificados, e as linhas representam o 

número de classificações para o conjunto de dados analisado [40]. 

A distribuição dos dados na matriz de confusão fornece informações valiosas que 

podem ser usadas para medir o desempenho dos sistemas de reconhecimento. Para 

tanto, quatro parâmetros são comumente utilizados [2, 8]; 

• Reconhecimento: a taxa de reconhecimento ou a taxa de sucesso é a percentagem 

de caracteres classificados corretamente; 

• Erro; a taxa de erro ou taxa de substituição é a percentagem de caracteres 

classificados erroneamente pelo sistema; 

• Rejeição: a taxa de rejeição é a percentagem de caracteres que não são identifi-

cados peio sistema; 

• Confiabilidade: a taxa de confiabilidade mede a percentagem de caracteres classi-

ficados corretamente dentre todos os caracteres classificados pelo sistema, sejam 
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eles corretos ou não. Esta pode ser obtida através da equação: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

„ Reconhecim ento 

Confiabilidade « — — - x 100%. (5.1) 

Reconhecim ento + Erro v ' 

A confiabilidade do sistema, também pode ser definida como sendo a taxa de 

caracteres reconhecidos corretamente após a exclusão dos caracteres rejeitados, 

ou seja, 
^ £ 1 , - í - j J Reconhecim ento 

Confiabihdade = — - — — x 100%. (5.2) 

100- Rejetçao K ' 

As equações 5.1 e 5.2 fornecem os mesmos resultados, uma vez que a soma das 

taxas de reconhecimento, erro e rejeição devem ser iguais a 100%. 

Um sistema de reconhecimento eficiente deve fornecer taxas de reconhecimento e 

confiabilidade elevadas, Uma alta taxa de confiabilidade pode ser obtida através da 

redução da taxa de erro. Por esta razão, muitos sistemas adotam a rejeição, pois 

é preferível descartar um caracter para o processamento manual, do que classificá-lo 

erroneamente. 

5.2.1 Regra de Rejeição 

Na maioria dos sistemas de reconhecimento, a unidade de saída i da rede neural que 

apresenta o maior valor numérico, identifica o caracter corno pertencente a i-ésima 

classe. Neste trabalho, a regra de decisão utilizada é baseada no seguinte procedimento: 

1. Identifique as duas unidades de saída da rede neural que apresentam os maiores 

valores numéricos; 

2. Calcule a diferença entre estes valores; 

3. Caso o resultado da diferença seja > 0,2, classifique o caracter como pertencen-

te à classe indicada pela unidade de saída da rede que apresenta o maior valor 

numérico. Caso contrário, o caracter é rejeitado. O valor limiar 0,2 foi deter-

minado empiricamente através de uma grande quantidade de testes, e pode ser 

alterado para outra base de dados ou método de reconhecimento. 
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5.3 Testes Efetuados e Análise de Desempenho 

No intuito de melhorar o desempenho do sistema de reconhecimento proposto por 

Lee et al [5] uma grande quantidade de experimentos foram realizados no decorrer 

da pesquisa. O objetivo desta seção é apresentar os resultados de cada experimento 

e analisar os resultados obtidos. Em todos os sistemas implementados os numerais 

da bases de dados selecionados para formar o conjunto de treinamento e testes foram 

normalizados para a dimensão 16 x 16zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA pixels. 

5.3.1 Influência do número de níveis de resolução 

A decomposição wavelet bi-dimensíonal, descrita no capítulo 3, fornece subimagens 

contendo características globais e direcionais do caracter, as quais são usadas para 

compor o vetor de características no sistema de reconhecimento apresentado neste 

trabalho. Uma vez que as imagens normalizadas dos numerais possuem 16 x 16 pixels, 

estas podem ser decompostas, no máximo, em três níveis de resolução. 

A arquitetura da rede neural multícamadas com agrupamento (RNMGA) utilizada 

durante o estágio de classificação é dependente da quantidade e tamanho das subima-

gens escolhidas para a representação do numeral. No intuito de determinar o melhor 

conjunto de características e definir a arquitetura da rede, foram testadas quatro con-

figurações, de acordo com as subimagens utilizadas: 

1. todas as subimagens do primeiro nível de resolução; 

2. todas as subimagens do segundo nível de resolução; 

3. todas as subimagens do terceiro nível de resolução; 

4. todas as subimagens do primeiro e segundo nível de resolução. 

A Tabela 5.2 apresenta os vetores de características. Para as três primeiras con-

figurações, a RNMGA possui 256 neurônios na camada de entrada, 256 neurônios na 

camada escondida e 10 neurônios na camada de saída. Para a última configuração, a 
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Tabela 5.2: Configurações testadas. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Configuração SubímageQS Dimensão do vetor de características 

1 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA{AUD\,DI,D*} 4 x 8 x 8 pixels 

2 4 x 4 x 4 + 3 x 8 x 8 pireis 

3 4 x 2 x 2 4 - 3 x 4 x 4 + 3 x 8 x 8 pixels 

4 {Ai.ni.DlDlAuDlDlD*} 4 x 4 x 4 + 4 x 8 x 8 pixels 

RNMCA possui 320 neurônios na camada de entrada, 320 neurônios na camada escon-

dida e 10 neurônios na camada de saída. As conexões entre os neurônios da camada 

de entrada e da camada escondida, nas redes neurais implementadas, são modificadas 

dependendo das subimagens utilizadas. 

Os parâmetros usados durante o treinamento das redes, pelo algoritmo de retropro-

pagação do erro, foram os seguintes: 

• taxa de aprendizagem: 0,01; 

• erro usado no teste de convergência: 0,01; 

• momento: 0,9. 

As Tabelas 5.3 a 5.6 contém os dados de reconhecimento para cada uma das con-

figurações. Nesse caso, foram utilizadas as wavelets de Haar durante o processo de 

extração de características. 

Comparando os resultados das três primeiras configurações observa-se que à me-

dida que o nível de resolução aumenta, as taxas de reconhecimento e confiabilidade 

diminuem e, as taxas de erro e rejeição aumentam. A teoria de wavelets afirma que o 

aumento de níveis de resolução fornece uma quantidade maior de detalhes sobre o sinal 

analisado. Dessa forma, seria esperado que o sistema tivesse melhores resultados para 

um nível maior de resolução, entretanto, neste caso isto não se verifica. As subimagens 

do segundo e principalmente do terceiro nível de resolução contém mais informações, 

porém, estas se encontram distribuídas em matrizes muito pequenas, como mostra a 
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Tabela 5.3: Resultados obtidos para a configuração 1. 

Numeral Reconhecimento (%) Erro (%) Rejeição (%) Confiabilidade (%) 

0 98,0 0,5 1,5 99,49 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1 97,0 0,0 3,0 100,0 

2 95,0 1,0 4,0 98,95 

3 91,0 4,5 4,5 95,28 

4 94,5 2,0 3,5 97,92 

5 86,5 5,0 8,5 94,53 

6 96,5 1,0 2,5 98,97 

7 91,0 5,0 4,0 94,79 

8 86,0 3,0 11,0 96,62 

9 91,5 2,0 6,5 97,86 

Média 92,7 2,4 4,9 97,44 

Tabela 5.2 e a Figura 4.3, uma vez que a imagem normalizada do caracter possui uma 

dimensão reduzida de 16 x 16zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA pixels. Sendo assim, a classificação via redes neurais a 

partir de vetores características com as subimagens das configurações 2 e 3, torna-se 

muito confusa, o que acaba prejudicando o desempenho do sistema de reconhecimen-

to. A quarta configuração obteve o melhor desempenho mas apresenta desvantagens, 

como a grande quantidade de elementos usados para representar o caracter. Esse fato 

aumenta o tempo necessário para treinar a rede neural. Dessa forma, dentre as quatro 

configurações decidiu-se manter a primeira para os testes relatados na próxima seção. 

As configurações 1 e 4 testadas com as wavelets de Haar, são resultados do trabalho 

original de Lee et al. [5j. A Tabela 5.7 mostra as taxas médias obtidas no trabalho 

origina] e nos testes realizados nesta dissertação. Observa-se que a adição do critério 

de rejeição no sistema implementado permitiu um aumento do desempenho, mesmo na 

configuração 4, pois embora o sistema original tenha reconhecido mais caracteres, o 

sistema implementado errou menos e apresenta uma melhor confiabilidade. 

52 



Tabela 5.4: Resultados obtidos para a configuração 2. 

Numeral Reconhecimento (%) Erro (%) Rejeição (%) Confiabilidade (%) 

0 98,0 0,5 1,5 99,49 

1 97,0 0,0 3,0 100,0 

2 92,5 2,5 5,0 97,36 

3 87,5 4,0 8,5 95,62 

4 94,5 2,0 3,5 97,92 

5 84,0 4,5 11,5 94,91 

6 94,0 1,5 4,5 98,42 

7 89,5 4,0 6,5 95,72 

8 85,5 4,0 10,5 95,53 

9 89,5 3,0 7,5 96,75 

Média 91,2 2,6 6,2 97,17 

5.3.2 Escolha da melhor wavelet 

A escolha da família wavelet é dependente da aplicação. Objetivando determinar a 

melhor wavelet capaz de aumentar o desempenho da configuração 1, foram selecionadas 

três famílias wavelets, duas ortogonais e uma biortogonal, com bases possuindo filtros 

de diversos comprimentos: 

• Daubechies (Daub): 2,4,6,8,10,12 e 20; 

• Coiflets (Coif): 2,4 e 6; 

• Conhen-Daubechíes-Feauveau (CDF): 2/2, 2/4,3/3,3/7. 

Como descrito no capítulo 3, os filtros ortogonais passa-baixaszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA h(n) e passa-altas 

g(n) possuem o mesmo comprimento e os filtros biortogonais podem possuir compri-

mentos diferentes. A seleção dessas bases foi determinada pela facilidade de acesso aos 

coeficientes dos filtros. Estes podem ser encontrados no livro de Daubechies [28]. 
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Tabela 5.5: Resultados obtidos para a configuração 3. 

Numeral Reconhecimento {%} Erro (%) Rejeição (%) Confiabilidade (%) 

0 93,5 2,5 4,0 97,39 

1 99,0 0,0 1,0 100,0 

2 92,5 2,0 5,5 97,88 

3 85,5 3,5 11,0 96,06 

4 90,5 3,0 6,5 96,79 

5 78,5 6,5 15,0 92,35 

6 91,5 2,0 6,5 97,86 

7 91,5 3,0 5,5 96,82 

8 74,5 8,5 17,0 89,75 

9 87,0 4,0 9,0 . 95,60 

Média 88,4 3,5 8,1 96,0 

O comprimento do filtro tem uma influência importante na determinação do melhor 

desempenho. Filtros de pequeno comprimento são indicados para extração de detalhes 

e informações de borda e filtros com comprimento grande para análise de textura. 

Entretanto, nos gráficos da Figura 5.3 observa-se que quando o comprimento do filtro 

diminui o desempenho do sistema também diminui. Isto ocorre porque nesse caso os 

coeficientes dos filtros são representados por matrizes esparsas. Segundo Yuceeer [35] 

quanto mais zeros são apresentados a rede pior o seu desempenho. Dessa forma, conclui-

se que existe um compromisso entre a extração de características e o classificador: a 

wavelet escollhida não pode possuir filtros de comprimento pequeno para não prejudicar 

a rede, nem tampouco pode possuir um comprimento demasiadamente grande, senão 

nenhuma característica é extraída, ou seja, há pouca informação sobre os componentes 

de altas freqüências nas direções vertical, horizontal e diagonal das subimagens de 

detalhes. 

Nos resultados obtidos com a família de Daubechies observa-se claramente esta 

relação, e deduz-se que o comprimento de filtro ideal está entre 6 e 10 coeficientes. 
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Tabela 5.6: Resultados obtidos para a configuração 4. 

Numeral Reconhecimento (%) Erro (%) Rejeição (%) Confiabilidade (%) 

0 99,0 0,0 1,0 100,0 

1 97,0 0,0 3,0 100,0 

2 97,0 0,5 2,5 99,48 

3 94,5 4,5 1,0 95,45 

4 94,0 2,0 4,0 97,91 

5 89,0 4,0 7,0 95,69 

6 95,5 2,0 2,5 98,93 

7 91,0 4,0 5,0 95,78 

8 90,0 3,5 6,5 96,25 

9 93,0 2,5 4,5 97,38 

Média 94,0 2,3 3,65 97,68 

A Tabela 5.8 apresenta os melhores resultados alcançados com as wavelets testadas. 

Dentre as famílias as CDF se destacaram, Estas apresentam uma série de vantagens, 

como o fato de serem extremamente locais e simétricas [41]. Por seus desempenhos, a 

CDF 3/7 foi selecionada para ser utilizada no sistema proposto. As Tabelas 5.9 a 5.12 

mostram as matrizes de confusão e as tabelas de reconhecimento para cada urna das 

bases CDF. Analisando cada uma delas nota-se que o desempenho da base CDF 3/7 é 

melhor no geral, mas não para numerais isolados. Por exemplo, o numeral 5 teve um 

um decréscimo na taxa de reconhecimento com relação a outras bases CDFs analisadas. 

Provavelmente, este fato ocorre devido as amostras deste numeral na base de dados 

utilizada serem muito confusas e, a medida que os coeficientes do filtro passa-altas 

aumentam, as informações extraídas se parecem com a de outros numerais semelhantes. 

A Tabela 5.13, mostra o tempo de processamento em cada etapa do sistema final 

obtido com a base CDF 3/7. 
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5.3.3 Análise Comparat iva 

Os desempenhos de alguns sistemas de reconhecimento de numerais manuscritos des-

critos na literatura, que usaram a base de dados do CENPARMI para a validação 

experimental, são mostrados na Tabela 5.14. E importante observar que esses sistemas 

não podem ser comparados simplesmente pelo resultados obtidos, desde que os nume-

rais selecionados para formar o conjunto de treinamento e teste, em cada caso, podem 

ter sido bastante diferentes. 

Normalmente, os extratores de características além de representar os dados buscam 

diminuir o conjunto do vetor de características. No sistema proposto, o vetor possuí a 

mesma quantidade de elementos da imagem normalizada. Assim, testou-se um sistema 

em que as imagens normalizadas entravam diretamente na rede neural multicamadas. 

Os resultados encontram-se na Tabela 5.15 e são bem inferiores aos obtidos com os 

sistemas que utilizaram wavelets. 

5.4 Conclusão 

Neste capítulo foram apresentados os resultados dos testes realizados e a comparação 

entre o sistema proposto e outros sistemas de reconhecimento. Conclui-se que os de-

sempenhos obtidos foram bastantes satisfatórios, uma vez que o sistema usando a base 

CDF 3/7 apresentou uma boa confiabilidade e errou menos que o sistema original 

proposto por Lee et al. [5]. 
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Tabela 5.7: Comparação entre os resultados obtidos por Lee et al. e o sistema imple-

mentado. 

Taxas Médias 
Configuração 1 Configuração 4 

Taxas Médias 
Lee et al. Implementado Lee et al. Implementado 

Reconhecimento (%) 92,3 92,7 96,8 94,0 

Erro (%) 7,7 2,4 3,2 2,3 

Rejeição (%) 0,0 4,9 0,0 3,65 

Confiabilidade (%) 92,3 97,44 96,8 97,68 

Tabela 5.8; Taxas médias obtidas com as famílias wavelets Daubechies (Daub), Coifiets 

(Coif) e Cohen-Daubechies-Feauveau (CDF) testadas. 

Família Reconhecimento (%) Erro {%) Rejeição (%) Confiabilidade {%) 

Daub6 93,85 2,3 3,85 97,6 

Daub8 93,9 2,4 3,7 97,5 

DaublO 93,7 2,55 3,75 97,35 

Coif2 93,25 2,65 4,1. 97,2 

Coif4 93,45 2,85 3,7 97 

Coi£6 93,65 2,3 4,05 97,57 

CDF 2/2 93,3 2,6 4,4 97,25 

CDF 2/4 93,4 2,5 4,1 97,35 

CDF 3/3 94,45 2,3 3,25 97,59 

CDF 3/7 94,7 1,8 3,5 98,11 
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Figura 5.3: Influência do comprimento do filtro no sistema de reconhecimento de nu-

merais manuscritos usando as wavelets de Daubechies. 
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Tabela 5.9: Matriz de confusão da família CDF 2/2, 

Classe 0 1 2 3 4 5 6 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
7 8 9 Rejeição 

0 197 1 2 

1 194 1 5 

2 190 2 8 

3 4 186 1 2 7 

4 1 187 1 5 6 

5 4 2 1 177 1 15 

6 2 1 194 3 

7 1 2 184 5 8 

8 1 1 1 3 177 1 16 

9 2 1 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA1 2 2 180 12 

Tabela 5.10: Matriz de confusão da família CDF 2/4. 

Classe 0 1 2 3 4 5 6 7 8 9 Rejeição 

0 198 2 

1 194 6 

2 192 1 1 6 

3 6 187 1 3 3 

4 1 186 4 9 

5 3 2 1 171 1 1 1 1 19 

6 1 1 193 5 

7 1 2 187 4 6 

8 1 1 1 1 177 3 16 

9 1 1 1 1 1 2 183 10 
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Tabela 5.11: Matriz de confusão da família CDF 3/3. 

Classe 0 1 2 3 4 5 6 7 8 9 Rejeição 

0 198 2 

1 194 6 

2 195 2 3 

3 3 185 5 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
7 

4 1 186 4 9 

5 3 3 179 4 11 

6 1 196 3 

7 2 183 8 7 

8 1 1 1 183 2 12 

9 2 1 2 190 5 

Tabela 5.12: Matriz de confusão da família CDF 3/7. 

Classe 0 1 2 3 4 5 6 7 8 9 Rejeição 

0 200 0 

1 194 6 

2 195 5 

3 4 190 2 4 

4 1 186 3 10 

5 2 2 176 2 1 17 

6 2 1 190 7 

7 2 189 5 4 

8 1 1 184 2 12 

9 2 1 2 190 5 
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Tabela 5.13: Tempo de processamento para cada etapa do sistema usando as wavelets 

CDF 3/7. 

Processo Tempo(ms/caracter) 

Normalização 42,7 

Extração de Características 70,82 

Classificação 3,59 

Tabela 5.14: Resultados obtidos por diversos sistemas que utilizaram a base de dados 

do CENPARMI. 

Método Reconhecimento (%) Erro (%) Rejeição (%) Confiabilidade (%) 

El - Suen et al. [2] 93,05 0,0 6,95 100,0 

E2 - Suen et al. [2] 86,05 2,25 11,7 97,45 

E3 - Suen et al. [2] 93,1 2,95 3,95 96,98 

E4-Suenetal. [2] 93,9 1,6 '4,5 98,32 

Veloso [8] 84,72 4,53 10,75 95,47 

Cho [20] 96,05 3,95 0,0 96,05 

Ml- Lee et al. [5] 92,3 7,7 0,0 92,3 

M2- Lee et al. [5] 96,8 3,2 0,0 96,8 

Método Proposto 94,7 1,8 3,5 98,13 

61 



Tabela 5.15: Resultados obtidos sem a etapa de extração de características. 

Numerai Reconhecimento (%) Erro (%) Rejeição (%) Confiabilidade (%) 

0 85,0 1,5 13,0 98,26 

1 89,5 2,5 8,0 97,28 

2 78,0 2,0 20,0 97,5 

3 61,5 9,5 29,0 86,61 

4 78,0 2,0 20,0 97,5 

5 58,5 7,5 34,0 88,63 

6 71,5 4,0 24,5 94,7 

7 71,0 2,5 26,5 96,59 

8 58,0 6,0 36,0 90,62 

9 62,0 4,0 34,0 93,93 

Média 71,3 4,16 24,5 94,16 
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Capítulo 6 

Conclusão zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

O reconhecimento automático de caracteres é um problema de difícil solução devido 

à quantidade de variações existentes na escrita manual. No intuito de desenvolver 

sistemas capazes de interpretar o significado de letras e numerais com um nível de 

desempenho semelhante ao dos humanos, muitos métodos têm sido apresentados na 

literatura. Nesta dissertação, é proposto um sistema de reconhecimento de caracteres 

numéricos manuscritos, baseado no trabalho de Lee et ai, [5] que utiliza a transformada 

wavelet bi-dimensional para extrair características globais e dírecionais dos numerais 

manuscritos. O sistema é composto por três estágios; pré-processamento, extração 

de características e classificação. O pré-processamento padroniza as imagens dos ca-

racteres em uma mesma dimensão através da normalização em escala. A extração de 

características usa os coeficientes da transformada wavelet obtidos pela família bíorto-

gonal Cohen-Daubechies-Feauveau (CDF) 3/7 para formar o vetor de características. 

Por fim, o classificador toma a decisão final de a qual classe pertence o caracter, através 

de uma rede neural muiticamadas com agrupamento treinada com o algoritmo de re~ 

tropropagação do erro. 

A transformada wavelet provê uma representação dos numerais em diferentes ban-

das de freqüência, representando o formato geral do caracter, bem como seus detalhes 

ao longo das direções horizontal, vertical e diagonal. Por esta razão, pode ser usada 

no reconhecimento de numerais manuscritos. Sua eficiência é comprovada através dos 

resultados obtidos, tendo demonstrado robustez às variações de forma apresentados 
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pelos caracteres da base de dados do CENPARMI [2], fornecendo uma taxa média de 

reconhecimento de 94.7%. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

6 . zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA1 Contribuições 

Podem ser citadas como contribuições originais deste trabalho: 

• Aumento das taxas de reconhecimento e confiabilidade do sistema original pro-

posto por Lee et ai., através da substituição da wavelet de Haar pelas wavelets 

biortogonais CDP 3/7 e inserção de uma regra de rejeição; 

• Avaliação comparativa entre bases wavelets para determinar o efeito do compri-

mento do filtro e a indentifição da melhor famíiía wavelet para o problema de 

reconhecimento de caracteres manuscritos; 

• Iniciar estudos sobre o uso da transformada wavelet para o reconhecimento de 

numerais manuscritos. Estes estudos são pioneiros no âmbito do grupo de Análise 

e Processamento de Sinais e Imagens do DEE/UFPb e, possivelmente, no país. 

6.2 Perspectivas de Trabalhos Futuros 

• Investigação de técnicas, como a transformada de Karhunen-Loeve e quantização 

vetorial, para redução da quantidade de elementos do vetor de características sem 

afetar o desempenho já alcançado pelo sistema; 

• Estudo aprofundado da topologia de redes neurais, de maneira a melhorar ou 

desenvolver uma nova arquitetura de rede para o sistema proposto, capaz de 

aumentar o seu desempenho; 

• Investigação do uso das waveletszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA packcts^ no sentido de determinar as melhores 

bases para o problema do reconhecimento automático de numerais manuscritos; 

• Análise aprofundada dos caracteres que compõem a base de dados do CENPAR-

MI, no intuito de determinar o melhor conjunto de treinamento, capaz de fornecer 
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o maior número possível de numerais representativos e consequentemente melho-

rar a eficiência do sistema; 

* Avaliação de desempenho do sistema proposto usando caracteres numéricos per-

tencentes a outras base de dados, que contenham dígitos coletados em outras 

regiões (de preferência no Brasil), uma vez que os numerais podem apresentar 

diferenças na forma da escrita de uma região para outra. Gomo por exemplo, o 

numeral 7 nos Estados Unidos não costuma possuir o traço horizontal dividindo-o, 

como no Brasil. 
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