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Processos de Secagem e Cura de Pintura Automotiva. 2023. 144 p. Tese (Doutorado 
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RESUMO 

 

No processo de pintura automotiva, manter condições operacionais ideais nas estufas de 

secagem e cura é crucial para garantir pinturas de alta qualidade, especialmente no que 

diz respeito aos perfis de temperatura de partes específicas da carroceria. Esse trabalho 

apresenta uma metodologia para desenvolver e implementar um sistema de Controle 

Preditivo Neural (NNPC) para os processos de secagem e cura de pintura em uma estufa 

automotiva utilizada na etapa de eletrodeposição (estufa Elpo), com o objetivo de 

proporcionar melhorias no controle de temperatura das partes da carroceria. Para treinar 

as Redes Neurais Artificiais (RNA) nas várias zonas da estufa Elpo, um conjunto de dados 

foi gerado usando um modelo fenomenológico baseado nos primeiros princípios. Para 

tanto, distúrbios aleatórios foram aplicados às variáveis de entrada do modelo (velocidade 

do transportador e temperaturas das zonas), a fim de obter a resposta dinâmica das 

variáveis de saída do processo (temperaturas em partes específicas da carroceria). Os 

conjuntos de dados foram então divididos em conjuntos de treinamento (80%), validação 

(10%) e teste (10%), e o treinamento das RNAs foi realizado utilizando o algoritmo 

backpropagation. O NNPC implementado utiliza o conjunto de RNA treinadas para a 

predição dos valores futuros das temperaturas em posições específicas da carroceria 

(variáveis controladas). Para determinar os sinais ótimos de controle (variáveis 

manipuladas) um otimizador baseado no modelo de Controle Preditivo Generalizado 

(GPC) foi utilizado, e a função objetivo foi minimizada através do Algoritmo de 

Otimização de Colônia de Formigas (ACO). Através de simulações de quatro cenários 

operacionais com distúrbios aplicados nas variáveis de entrada, os resultados demonstram 

o desempenho satisfatório do NNPC, mantendo as temperaturas das partes da carroceira 

efetivamente próximas aos setpoints predefinidos. Com isso, conclui-se que a utilização 

do NNPC oferece um melhor controle de temperatura para as partes da carroceria, 

mitigando problemas de pintura, reduzindo retrabalhos e custos operacionais. 

 

Palavras-chave: Indústria Automotiva; Processo de Pintura; Estufas de Secagem e Cura; 

Redes Neurais Artificiais; Controle Preditivo Neural. 
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to Automotive Paint Drying and Curing Processes. 2023. 144 p. Thesis (PhD in 
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ABSTRACT 

 

In the automotive painting process, maintaining optimal operating conditions in drying 

and curing ovens is crucial to ensure high-quality paint finishes, particularly for specific 

car body-in-white (BIW) parts' temperature profiles. This study presents a methodology 

for developing and implementing a Neural Network Predictive Control (NNPC) system 

for painting drying and curing processes in an automotive oven used in the 

electrodeposition stage (Elpo oven), aiming to improve temperature control for BIW 

parts. To train the Artificial Neural Networks (ANN) in the various zones of the Elpo 

oven, a dataset was generated using a phenomenological model based on first principles. 

Random disturbances were applied to the input variables (conveyor speed and zone 

temperatures) to capture the dynamic response of the output variables (temperature in 

specific BIW parts). The dataset was then split into training (80%), validation (10%), and 

test (10%) sets, and the ANN were trained using the backpropagation algorithm. The 

implemented NNPC utilizes the trained ANNs to predict future temperature values in 

specific BIW parts (controlled variables). To determine the optimal control signals 

(manipulated variables), an optimizer based on the Generalized Predictive Control (GPC) 

model was employed, and the objective function was minimized using the Ant Colony 

Optimization Algorithm (ACO). Through simulations of four operational scenarios with 

applied disturbances to the input variables, the results demonstrate satisfactory 

performance of the NNPC, effectively maintaining the temperatures of BIW parts close 

to predefined setpoints. Thus, it is concluded that the use of NNPC offers improved 

temperature control for BIW parts, mitigating painting issues, reducing rework and 

operating costs. 

 

Keywords: Automotive Industry; Painting Process; Drying and Curing Ovens; Artificial 

Neural Networks; Neural Predictive Control. 
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1 INTRODUÇÃO E CONTEXTUALIZAÇÃO 

Melhorar a eficiência dos processos para maximizar resultados é uma tarefa cada 

vez mais difícil na indústria automobilística, principalmente pela necessidade de 

sobrevivência das companhias, hoje cada vez mais inseridas no mercado globalizado. 

Produção, qualidade, custos, meio ambiente, responsabilidade social e segurança são 

vetores presentes em qualquer processo, e maximizar resultados implica posicionar essas 

variáveis para obter uma sinergia ideal entre elas.  

De acordo com Dickie et al. (1997), as operações de montagem automotiva podem 

ser divididas em três etapas principais: construção de carroceria, operações de pintura e 

montagem final. As operações de pintura na indústria automotiva normalmente envolvem 

pré-tratamento, aplicação, secagem e cura de três ou mais revestimentos orgânicos. 

Durante o processo de pintura, a carroceria é movida por um transportador a uma 

velocidade constante, sendo submetido à aplicação, secagem e cura de revestimentos 

orgânicos. As etapas de aplicação dos revestimentos orgânicos são realizadas em cabines 

de pintura, enquanto as etapas de secagem e cura são realizadas em estufas, que 

apresentam dimensionamento específicos e operam a temperaturas específicas.  

Em certas indústrias automotivas, a aplicação, secagem e cura são realizadas em 

uma etapa por eletrodeposição (etapa Elpo) e em três etapas por pulverização (etapas 

Primer, Basecoat e Clearcoat). 

Conforme indicado por Ashrafizadeh et al. (2012), a qualidade da pintura da 

carroceria de um automóvel depende da intensidade, duração e mecanismo de 

transferência de calor nas estufas presentes na unidade de pintura. Os principais 

mecanismos de transferência de calor envolvidos no processo de cura correspondem a 

radiação e convecção. A transferência de calor por radiação é devida ao uso de painéis de 

radiação próximo a entrada das cabines, enquanto a transferência de calor por convecção 

ocorre através de ventiladores de ar quente ao longo da estufa. As etapas que envolvem o 

mecanismo convectivo são responsáveis pelo alto consumo de energia. 

As falhas na pintura envolvem retrabalho, o que significa um aumento no custo 

de produção, além de que um recall por falha na pintura pode resultar na entrega de um 

novo veículo ao cliente. Para manter um cenário que garanta a qualidade da pintura, os 

engenheiros geralmente manipulam empiricamente e de maneira conservativa a 

temperatura de cada câmara da estufa, visto que a qualidade da pintura é 

significativamente afetada pela distribuição uniforme da temperatura no interior da estufa 

e na velocidade do transportador (diretamente relacionada à produção). Neste sentido, a 
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relação entre produção, consumo de energia e qualidade é fundamental para garantir que 

as decisões sejam tomadas com segurança. 

Portanto, o estudo e desenvolvimento de um modelo representativo desse processo 

é vital para compreensão e otimização desse processo, evitando a ocorrência de falha e 

promovendo a redução do custo com energia. A literatura aberta dispõe de diversos 

trabalhos que propõem modelos matemáticos e estudos utilizando técnicas de 

fluidodinâmica computacional, com foco no processo de secagem e cura de pintura 

automotiva. 

Em Lou e Huang (2000), um modelo dinâmico simplificado baseado em primeiros 

princípios é desenvolvido para caracterizar o processo de secagem do revestimento 

clearcoat em uma estufa. O modelo demonstra sua capacidade de fornecer previsões 

precisas da formação do filme, permitindo uma análise detalhada das operações de 

secagem e cura. 

Zelder e Steinbeck-Behrens (2009) utilizaram técnicas de fluidodinâmica 

computacional CFD) com o módulo VPS/DRY (CADFEM GmbH) para analisar o perfil 

de temperatura da carroceria durante o processo de secagem em uma estufa. Os resultados 

obtidos podem ser utilizados para gerar uma curva de temperatura para cada localização 

na carroceria. 

Rao et al. (2013) empregaram uma abordagem semi-computacional, combinando 

um solucionador em CFD e um modelo de rede térmica, para prever as temperaturas das 

partes da carroceria durante o processo de cura em uma estufa de pintura automotiva. Eles 

propuseram o conceito de utilizar um revestimento para cobrir os suportes, fornecendo 

proteção parcial contra o ar quente emitido. Essa abordagem inovadora resultou em uma 

redução substancial no consumo de energia do forno. 

Mehdipour et al. (2015) realizaram um estudo comparativo entre estufas de 

radiação e fornos de convecção utilizando técnicas de CFD e o método de fronteira móvel. 

Os resultados indicaram que o uso de estufas de radiação resultou em uma economia 

notável de 50% de energia em comparação com os fornos de convecção. 

Despotovic e Babic (2018) apresentam um modelo matemático destinado a 

simular os fluxos de energia em fornos de pintura automotiva. O modelo permite a análise 

de várias variáveis e seu impacto nos parâmetros operacionais, como a temperatura do ar 

e da carroceria. Essas informações podem ajudar os projetistas na seleção de cenários 

ideais para projetar novas estufas de pintura automotiva ou reconfigurar os existentes, 

com o objetivo de alcançar a temperatura do ar interna desejada. 
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Estes modelos são extremamente precisos, embora alguns sejam 

computacionalmente demorados, demandando a utilização de equipamentos com alto 

valor agregado. No diz respeito especificamente aos estudos de fluidodinâmica 

computacionais (CFD), estes são tipicamente aplicados na fase de projeto, em mudanças 

estruturais ou mudanças operacionais em estado estacionário. 

Além disso, ainda existem outros empecilhos para implementação de tais 

modelos, devido à grande quantidade de parâmetros e complexidade envolvida na 

determinação dos mesmos, dentre os quais destacam-se os coeficientes de transferência 

de calor. Em alguns estudos os autores especificam os coeficientes de transferência de 

calor como função da velocidade do ar na superfície da carroceria e consideram que estes 

coeficientes são constantes para determinadas zonas da estufa. Entretanto, são 

considerações frágeis, visto que a velocidade do ar (quente) varia com a posição na 

carroceria, bem como com a posição da carroceria ao longo da estufa. 

Neste contexto, com o grande avanço da tecnologia, são desenvolvidas novas 

estratégias de identificação de modelos, e a utilização de redes neurais artificiais na 

identificação e no controle de processos dinâmicos não-lineares obtém resultados 

satisfatórios, visto que é possível obter uma modelo neural que se incorpora bem à 

dinâmica do processo.  

As redes neurais artificiais são sistemas de inteligência artificial baseados em 

redes neurais biológicas, capazes de coletar, armazenar e utilizar informações de 

determinados dados. Já o controle preditivo neural é uma estratégia de controle que utiliza 

um modelo baseado em redes neurais artificiais para predizer a resposta futura da planta 

e executar ações para estabilizar a saída do processo em sua referência. 

Através do desenvolvimento de um modelo utilizando um Sistema de Inferência 

Neuro-Fuzzy Adaptativo (ANFIS), Radfar et al. (2010) realizaram um estudo de controle 

da qualidade da espessura da tinta durante a etapa de pintura por pulverização Topcoat 

(Basecoat e Clearcoat), onde concluiu-se que o modelo ANFIS do processo apresentou 

boa performance quando aplicado à previsibilidade da espessura da camada de tinta. 

Jassbi et al. (2011) desenvolveram o seu estudo de melhoria do controle proativo 

da qualidade da espessura da tinta durante a etapa Topcoat utilizando técnicas de redes 

neurais artificiais e de regressão. Os modelos desenvolvidos não apresentaram resultados 

tão satisfatórios na predição da espessura da última camada de tinta, porém o modelo de 

RNAs apresentou resultados mais aceitáveis. 
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Ma e Liu (2019) utilizou modelos de regressão linear múltipla e redes neurais 

artificiais para prever a demanda de energia de aquecimento em tempo real e o consumo 

de gás natural nas estufas de cura e secagem de uma linha de pintura automotiva. O 

modelo baseado em RNAs apresentou confiabilidade de predição maior que 92%, 

possibilitando prever e controlar de forma precisa e em tempo real a demanda de gás 

natural das estufas. 

Mesmo com as aplicações e estudos supracitados, na literatura consultada não se 

encontrou trabalhos com a utilização de redes neurais artificiais para a predição e controle 

preditivo das temperaturas das partes da carroceria automotiva ao longo das estufas de 

secagem e cura de tintas automotivas, variáveis estas que influenciam diretamente na 

qualidade da pintura. Além disso, embora seja possível monitorar as temperaturas usando 

equipamentos de medição online, é fisicamente impossível e economicamente inviável 

empregar tais equipamentos em todas as carrocerias e em todas as partes. 

Neste contexto, a proposta deste trabalho consiste em desenvolver e implementar 

um sistema de controle preditivo baseado na utilização de redes neurais artificiais 

(Controle Preditivo Neural - NNPC), para o modelo dinâmico de uma estufa de secagem 

e cura de pintura automotiva, buscando melhorias no controle de temperatura das partes 

da carroceria automotiva ao longo da estufa, resultando na minimização dos problemas 

na pintura. O estudo foi aplicado a estufa utilizada durante a etapa de pintura por 

eletrodeposição (estufa Elpo), a qual é uma das maiores consumidoras de combustíveis 

da planta industrial considerada.  

Uma das principais considerações em nossa metodologia foi a complexidade do 

problema abordado. O processo em questão apresenta complexidades como não-

linearidade e dados de alta dimensão, os quais requeriam uma técnica de modelagem 

robusta e adaptável. As RNAs têm se mostrado altamente eficazes em capturar e aprender 

relações e padrões complexos, especialmente em cenários com não-linearidades. Ao 

utilizar RNAs em nossa metodologia, nosso objetivo era destacar suas capacidades e 

demonstrar seu potencial para enfrentar problemas complexos, promovendo assim sua 

adoção em vários domínios. 

Toda modelagem e simulações apresentadas neste estudo foram conduzidos em 

um notebook equipado com um processador Intel Core i7 de 7ª geração, 8 GB de RAM e 

um disco rígido de 1 TB. 

Para o melhor entendimento do desenvolvimento e estruturação desta tese, segue 

abaixo uma breve descrição dos capítulos que virão a seguir: 
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• No capítulo 2. Objetivos, serão apresentados o objetivo geral e os objetivos 

específicos deste trabalho. 

• O capítulo 3. Revisão Bibliográfica, apresenta descrições do processo de pintura 

automotiva, e de toda a base teórica para a modelagem utilizada nesse trabalho: 

modelagem fenomenológica do processo de secagem e cura de pintura 

automotiva, redes neurais artificiais, algoritmos de controle preditivo e métodos 

de otimização. 

• Em 4. Materiais e Métodos, toda a metodologia utilizada neste trabalho é 

apresentada em 3 tópicos principais: Implementação e ajuste do modelo 

fenomenológico do processo; treinamento e identificação do modelo neural do 

processo; e por fim, implementação do sistema de controle preditivo neural 

(NNPC); 

• O capítulo 5. Resultados e Discussões apresenta os resultados obtidos, divididos 

em 3 tópicos principais: Validação do modelo fenomenológico e simulação do 

caso base; identificação e validação do modelo neural do processo; Análise do 

desempenho do sistema de controle preditivo neural (NNPC); 

• O capítulo 6. Conclusões apresenta as conclusões e resumo dos resultados 

obtidos; no capítulo 7 tem-se as 7. Sugestões Para Trabalhos Futuros; enquanto 

no capítulo 8 tem-se as 8. Referências utilizadas neste trabalho 

• Por fim, o apêndice apresenta os 3 artigos provenientes deste trabalho. 
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2 OBJETIVOS 

2.1 OBJETIVO GERAL 
Este trabalho tem como objetivo principal desenvolver e implementar um sistema 

de controle preditivo neural para o modelo dinâmico de uma estufa de secagem e cura de 

pintura automotiva, utilizada durante a etapa de pintura por eletrodeposição (estufa Elpo). 

 

2.2 OBJETIVOS ESPECÍFICOS 

• Implementar no Matlab® um modelo fenomenológico transiente capaz de predizer 

as taxas de mudanças no tempo das temperaturas das partes da carroceria 

automotiva, durante o processo de secagem e cura de pintura em uma estufa 

utilizada durante a etapa de pintura por eletrodeposição (estufa Elpo); 

• Estabelecer os objetivos de controle do processo com a definição das variáveis 

controladas e variáveis manipuladas; 

• Realizar o processo de treinamento da rede neural artificial e identificar o modelo 

do sistema dinâmico; 

• Implementar o sistema de controle preditivo neural (NNPC), utilizando o modelo 

de rede neural artificial do processo; 

• Encontrar o método de otimização mais adequado para determinação das ações 

ótimas do controle preditivo neural (NNPC), através da análise da atuação do 

controlador utilizando os métodos Simplex, Levenberg-Marquardt e Ant Colony 

Optimization - ACO; 

• Verificar o desempenho do sistema de controle preditivo neural (NNPC) no 

controle dinâmico do modelo, com foco no controle da temperatura das partes da 

carroceria ao longo da estufa Elpo de secagem e cura de pintura. 
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3 REVISÃO BIBLIOGRÁFICA 

3.1 PROCESSO DE PINTURA AUTOMOTIVA 
A Figura 1 ilustra a sequência simplificada do processo de pintura na indústria 

automotiva. A carroceria é movida por um transportador através do processo a uma 

velocidade constante, sendo submetido à aplicação, secagem e cura de revestimentos 

orgânicos. Os blocos em branco representam as etapas de aplicação dos revestimentos 

orgânicos e os blocos em cinza representam as estufas responsáveis pelas etapas de 

secagem e cura no processo de pintura.   

 
Figura 1: Fluxograma simplificado do processo de pintura automotiva. 

 
 

O processo de pintura começa com um pré-tratamento da carroceria automotiva, 

no processo de Fosfatização. Nessa etapa, a carroceria é limpa e imersa em tanques para 

a realização da cobertura com uma solução de fosfato, com o objetivo de prepara a 

superfície metálica para o processo de pintura. A fosfatização e a formação da camada de 

fosfato é a etapa mais sensível e crítica do processo, pois é a etapa que determina a 

resistência à corrosão de todas as demais coberturas que serão adicionadas 

posteriormente.  

A etapa de pintura por eletrodeposição (Elpo) é responsável por fornecer os 

requisitos anticorrosivos exigidos pela indústria automobilística. A pintura por 

eletrodeposição consiste em mergulhar a carroceria em um banho de tinta diluída em 

água, através da qual se faz passar uma corrente elétrica contínua.  

A eletrodeposição pode ocorrer de forma anódica ou catódica. A eletrodeposição 

anódica ocorre quando partículas de tinta carregadas negativamente são depositadas no 

substrato de uma superfície carregada positivamente, enquanto a eletrodeposição catódica 

é um processo que deposita as partículas carregadas positivamente em um substrato 
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carregado negativamente. De forma simplificada, as partículas de tinta migram e se 

depositam inicialmente para os pontos de maior intensidade de campo elétrico na 

carroceria. Como a camada de tinta depositada não conduz eletricidade, os pontos com 

intensidade de campo elétrico menores são posteriormente recobertos com tintas, e dessa 

forma toda a superfície do substrato é recoberta. 

Após a eletrodeposição e formação da camada Elpo (E-coat), a carroceria 

necessita ser aquecida para que ocorra a secagem e cura da substância aplicada. Com isso, 

a carroceria é direcionada para a estufa Elpo, sendo aquecida em temperaturas entre 170 

ºC e 180 °C, durante 20 a 30 minutos. 

Na cabine de vedação ocorre a aplicação de selantes por bicos pressurizados em 

diversos locais da carroceria com o objetivo principal de proporcionar uma melhor 

vedação, tais como articulações e extremidades de painéis, contornos das chapas 

metálicas, dentre outros. Além disso, os selantes também são aplicados em áreas que 

precisam de proteções adicionais, tais como o assoalho externo, com o objetivo de 

prevenir e diminuir os efeitos causados por colisões contra a carroceria. Após a aplicação 

dos selantes, a carroceria é submetida ao processo de secagem e cura na estufa de vedação, 

tipicamente por 20 minutos à 150 °C. 

Posteriormente, na cabine Primer é aplicada por pulverização a substância de 

mesmo nome sobre a camada de eletrodeposição, fornecendo uma superfície de metal lisa 

com aparência reflexiva e mais atraente, a camada primer (Primercoat). A pintura 

realizada na cabine Primer também é essencial para a durabilidade da pintura, pois o 

revestimento cria uma camada de amortecimento contra danos por impacto, proporciona 

maior resistência à corrosão e lascamentos, além de proporcionar uma melhor adesão para 

a aplicação da camada seguinte, composta pela tinta base e o verniz. 

Após a etapa de aplicação da tinta primer, a carroceria é direcionada para a 

secagem e cura do revestimento na estufa Primer (20 a 30 minutos), a qual opera com 

temperatura que varia entre 150 °C e 180 °C. É importante salientar que a tinta primer 

contém sólidos e solventes de rápida e de lenta volatilização, sendo os solventes de rápida 

volatilização removidos na cabine Primer, enquanto os solventes de volatilização lenta 

são removidos na estufa Primer. Por esse motivo, as emissões dos compostos organo-

voláteis são direcionadas para equipamentos de combate à poluição. 

Por fim, na cabine Base/Verniz é feita a aplicação da tinta base e do verniz que 

constituem respectivamente as camadas Basecoat e Clearcoat, e que juntas formam a 

camada mais externa e superficial denominada de Topcoat.  A tinta base é responsável 
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pela coloração final da carroceria, enquanto o verniz é responsável por proporcionar 

brilho e proteção à pintura. Além disso, o Topcoat tem a função de proteger as camadas 

anteriores e o substrato de danos, tais como corrosão, abrasão, penetração de umidade e 

de luz ultravioleta. 

Desta forma, a Figura 2 apresenta a ilustração das camadas de revestimentos 

aplicados a uma carroceria automotiva (chapa metálica) durante o processo de pintura, 

que formam o substrato. 

 
Figura 2: Camadas de revestimentos aplicados em uma carroceria automotiva. 

 
 

3.2 MODELAGEM FENOMENOLÓGICA DO PROCESSO DE SECAGEM E 
CURA DE PINTURA AUTOMOTIVA 

O modelo matemático do processo de secagem e cura que ocorrem nas estufas 

utilizadas no processo de pintura automotiva contempla vários fenômenos. De forma 

didática, a Figura 3 apresenta os fenômenos de transporte e a reação que ocorrem no filme 

e no substrato, na última etapa do processo de secagem e cura da pintura (estufa 

Base/Verniz).  

 
Figura 3: Fenômenos de transporte e reação que ocorrem durante o processo de secagem e cura. 
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Após passar por todas as etapas de pintura e secagem, a carroceria chega na estufa 

Base/Verniz com um substrato formado pelas camadas de metal (carroceria), fosfato, E-

coat, primer (Primercoat) e base (Basecoat), e com um filme de tinta formado pelo verniz 

(Clearcoat). 

Durante o processo, o substrato apresenta os três fenômenos de transferência de 

calor: Transferência de calor por radiação que ocorre entre a parede da estufa e o 

substrato, transferência de calor por convecção que ocorre entre o ar e o substrato, e por 

fim, transferência de calor por condução que ocorre no interior do substrato. 

No interior do filme ocorre transferência de calor por condução e transferência de 

massa por difusão, da interface com o substrato até a interface com o ar. Além disso, no 

interior do filme ocorre uma reação química de polimerização dos componentes da tinta, 

seguida do processo de cura, através da formação de uma rede de polímeros. Já na 

superfície do filme (interface filme/ar) ocorre transferência de calor por radiação e 

convecção, e transferência de massa do solvente por evaporação, ambos para o meio. 

Como as espessuras do filme e do substrato do filme apresentam valores 

pequenos, o fenômeno de transferência de calor por condução é insignificante quando 

comparado aos fenômenos de radiação e convecção e, portanto, pode ser negligenciado 

no modelo. Assim, o modelo de transferência de calor apresentado na Equação (1) 

caracteriza a contribuição dos mecanismos de transferência de calor, com base nas 

condições operacionais das zonas das estufas. 

��(�)�� = {  
  ��������� (��4 − �(�)4) + ℎ�������� (�� − �(�)), ����� �� �����çã� � ������çã�; ℎ�������� (�� − �(�)), ����� �� ������çã�;  (1) 

Onde T(t) é a temperatura da carroceria, Tw é a temperatura da parede da estufa, Ta é 

a temperatura do ar que circula na estufa, ρm é a densidade do substrato metálico, Cpm é a 

capacidade calorífica do substrato metálico, Zm é a espessura do substrato metálico, σ é a 

constante de Stefan Boltzmann, ԑ é a emissividade, e hv é o coeficiente de transferência 

de calor. 

Durante o processo de secagem o solvente desloca-se no sentido da superfície do 

filme, e na superfície ocorre a transferência de massa do solvente por meio de evaporação 

na interface entre o ar e o filme. Neste sentido, dois modelos de transferência de massa 
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devem ser utilizados: o primeiro referente à difusão de massa do solvente dentro do filme, 

e o segundo referente à transferência de massa que ocorre na interface filme/ar. 

O modelo de difusão de massa do solvente dentro do filme é dado pela Equação 

(2) (Lou e Huang, 2000): 

 ��(�, �)�� =  ���� (��(�) ��(�, �)�� ) (2) 

 

Onde C(z,t) é concentração mássica do solvente, Dn o coeficiente de difusividade 

do solvente e z a espessura do filme. O coeficiente de difusividade presente na Equação 

(2) é calculado pela Equação (3): 

 ��(�) =  � ��� (− �� − ����(�)) (3) 

 

Onde η é uma constante pré-exponencial para a difusividade, γ uma constante, Ed 

a energia de ativação para a difusão e R é a constante universal do gás ideal. A resolução 

da Equação (3) é obtida através da aplicação das condições inicial e condições de 

contornos. Como condição inicial, tem-se: 

 �(�, 0) =  �0 (4) 

 

Como condições de contorno, adota-se a condição expressa pela Equação (5), para 

z = 0; enquanto para a transferência de massa que ocorre na interface filme/ar (z = Z) 

através do processo de evaporação é adotada a condição de contorno representada pela 

Equação (6) (King, 1980; Cussler, 2009). 

 ��(0, �)�� =  0 (5) ��(�, �)�� =  ��(�)�� ��(�, �)�� − �(���(�) − ���)����  (6) 

 

Na Equação (21), Zs é a espessura da camada sólida do filme, ρs é a densidade dos 

sólidos presentes no filme, K é o coeficiente de transferência de massa, Pls(t) é a pressão 
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parcial do solvente na interface ar-filme e Plb a pressão parcial do solvente no meio 

circulante.  

A diminuição da espessura da camada do filme (Z(t)) com o tempo de secagem 

resultante da transferência de massa do solvente na interface ar/filme, pode ser 

representada pela seguinte equação: 

 �(�) = ����(1 − �(�)) + �����(�)���(1 − �(�))  (7) 

 

Onde ρ1 é a densidade do solvente, ρs é densidade dos sólidos presentes no filme, 

A indica a área da superfície do substrato coberto pelo filme e Vs indica os volumes de 

materiais poliméricos no solvente. 

Por fim, o modelo que representa a reação de polimerização e o processo de cura 

é dado pela Equação (8), onde α é a conversão da cura, ζ o fator de frequência da reação 

de polimerização, Ec a energia de ativação de cura, e m e n são constantes (ordem da 

reação). 

 ��(�)�� =  � exp (− ����(�)) �(�)�(1 −  �(�))� (8) 

 

Vale salientar que, por ser um processo transiente, o tempo de resolução do modelo 

é definido através da divisão do comprimento da estufa (m) pela velocidade do 

transportador da carroceria (m/min), obtendo assim o tempo do processo em minutos. 

 

3.3 REDES NEURAIS ARTIFICIAIS 

As redes neurais artificiais são sistemas de inteligência artificial inspirados nas 

características de processamento de informação encontradas nos neurônios biológicos, 

capazes de coletar, armazenar e utilizar informações baseadas em dados a elas fornecidos. 

As redes neurais são formadas por um conjunto de neurônios artificiais que interagem 

entre si. O neurônio artificial é o elemento da rede neural onde são realizados os 

processamentos e cálculos.  A Figura 4 apresenta o modelo de um neurônio artificial. 
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Figura 4: Esquema de um neurônio artificial. 

 
 

Como pode-se observar na figura acima, o modelo do neurônio artificial considera 

basicamente um vetor de entrada x, uma matriz de pesos sinápticos, uma função de 

ativação e um vetor de saída y. A saída do neurônio i é dada de acordo com a seguinte 

equação: 

 �� =  � [(∑������
�=1 ) + �� ] (9) 

Onde, ��� são os pesos sinápticos do neurônio i; 

 �� são os sinais de entrada; � é a função de ativação interna associada ao neurônio i; 

 bi é o bias. 

 

De acordo com Haykin (2001), todos os sinais de entrada são ajustados através 

dos pesos sinápticos e posteriormente somados. O bias, que pode ser positivo ou negativo, 

é aplicado externamente ao somador com a finalidade de aumentar ou diminuir a entrada 

líquida deste somatório na função de ativação. Por fim, após este processamento, os sinais 

passam por uma função de ativação. 

A ativação do neurônio se dá quando um conjunto de entradas é aplicado, onde a 

resposta é determinada pela função de ativação. As funções de ativação são funções de 

transferência que determinam o tipo e a magnitude de saída de cada neurônio, podendo 

ser funções do tipo linear, limiar, sigmóidal, degrau, tangente hiperbólica, dentre outras. 
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3.3.1 ARQUITETURA DA REDE NEURAL 

A arquitetura (topologia) da rede neural diz respeito quanto à sua estruturação e 

como os neurônios estão conectados, podendo apresentar-se de diversas formas, 

conforme a necessidade de aplicação. 

A estrutura de uma rede neural é constituída basicamente de uma camada de 

entrada, camadas intermediárias e uma camada de saída. Em geral, são classificados três 

tipos de arquitetura de redes neurais: Redes feedforward de uma única camada, redes 

feedforward de múltiplas camadas e redes recorrentes (feedback). 

As redes feedforward de uma única camada são redes em que os neurônios estão 

organizados na forma de camadas, e são formadas por apenas uma camada de entrada e 

uma camada de saída. A Figura 5 apresenta a estrutura da rede feedforward de uma única 

camada. 

 
Figura 5: Estrutura da rede do tipo feedforward de uma única camada. 

 
Fonte: Haykin, 2001. 

 

Por sua vez, as redes feedforward de múltiplas camadas são redes formadas por 

uma camada de entrada, uma camada de saída e uma ou mais camadas ocultas 

(intermediárias). A função dos neurônios ocultos é intervir entre a entrada externa e a 

saída da rede (Matsunaga, 2012).  

Neste tipo de redes neurais, os nós da camada de entrada da rede fornecem os 

elementos do padrão de ativação, que constituem os sinais de entrada aplicados aos 

neurônios na camada seguinte, ou seja, a primeira camada oculta. Os sinais de saída da 

segunda camada são utilizados como entradas para a terceira camada, e assim por diante, 

até atingir a camada de saída. 
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De acordo com Haykin (2001), a vantagem das redes de múltiplas camadas em 

relação às redes de única camada é observada na capacidade que os neurônios das 

camadas ocultas têm de extrair informações mais precisas dos dados. A estrutura da rede 

feedforward de múltiplas camadas é apresentada na Figura 6. 

Por fim, as redes recorrentes ou feedback podem ou não apresentar camadas 

ocultas, mas necessariamente apresentam pelo menos um laço de realimentação. Estes 

laços são feitos à medida que as saídas de neurônios de determinadas camadas são 

reintroduzidas como entradas em neurônios de camadas anteriores ou da mesma camada. 

Esta presença de laços de realimentação tem um impacto profundo na capacidade de 

aprendizagem da rede. A estrutura da rede feedback de múltiplas camadas é apresentada 

na Figura 7. A arquitetura da rede neural artificial utilizada neste trabalho é a do tipo 

feedforward de múltiplas camadas, com apenas uma camada oculta. 

 
Figura 6: Estrutura da rede do tipo feedforward de múltiplas camadas. 

 
 

Figura 7: Estrutura da rede do tipo feedback. 
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3.3.2 APRENDIZADO (TREINAMENTO) 

O aprendizado, conhecido como treinamento das redes neurais é a etapa onde se 

codificam as informações referentes ao processo, através da utilização de dados de 

entrada e saída coletados. O treinamento que tem por objetivo primordial ajustar os pesos 

sinápticos de modo a efetuar a correção do erro é classificado como treinamento 

supervisionado e não supervisionado. 

No treinamento supervisionado, o supervisor recebe um conjunto de dados e 

confere o quanto a rede está próxima de uma solução aceitável, e age ajustando os 

parâmetros do treinamento (pesos sinápticos), de modo a promover um menor erro. Este 

procedimento é feito de forma iterativa até o erro atingir o valor mínimo desejado. 

Por sua vez, no treinamento não supervisionado não há influência do programador 

no treinamento da rede neural, de modo que os pesos são modificados e adaptados através 

de padrões pré-estabelecidos. 

 

3.4 CONTROLE PREDITIVO  

O controle preditivo baseado em modelo (MPC) não designa uma estratégia de 

controle específica, mas uma gama ampla de métodos de controle que fazem uso de um 

modelo do processo unido à minimização de uma função custo para obter um sinal de 

controle. É uma tecnologia consolidada e tem se tornado uma abordagem padrão para 

implementar um sistema de controle multivariável com restrições na indústria de 

processos atuais (Mark et al. 2012; Ferramosca et al. 2010). 

De acordo com Camacho e Bordons (2004), existem diversos métodos 

representativos de algoritmos MPC, dentre eles pode-se destacar o controle por matriz 

dinâmica (DMC), controle auto-adaptativo com predição estendida (EPSAC), controle 

adaptativo com horizonte estendido (EHAC) e o controle preditivo generalizado (GPC). 

A estrutura básica de um algoritmo de controle preditivo baseado em modelo deve 

conter basicamente o modelo da dinâmica do processo e uma função custo a ser 

minimizada, de modo a ser possível predizer os valores futuros das variáveis controladas 

e efetuar ações sobre as variáveis manipuladas. Neste sentido, observa-se que o MPC é 

composto por uma junção entre a modelagem, a otimização e o controle de processos.  

A cada intervalo de controle, o MPC otimiza o comportamento futuro do processo, 

levando em consideração as entradas de controle atuais e futuras, calculando e executando 

uma sequência de ajustes das variáveis de entrada. O primeiro ajuste da sequência ótima 
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é então enviado ao elemento de atuação da planta e o cálculo é repetido para todos os 

intervalos seguintes. A Figura 8 apresenta a estrutura básica do MPC. 

 
Figura 8: Estrutura básica do controle preditivo baseado em modelo (MPC). 

 
 

3.5 CONTROLE PREDITIVO NEURAL (NNPC) 
O controle preditivo é uma técnica baseada em modelo, e com isto a precisão do 

modelo do processo identificado desempenha um papel importante no desempenho dos 

controladores preditivos. Erro de modelagem e distúrbios não medidos pode levar a um 

sistema de controle com baixo desempenho (Zuhua et al, 2010). 

A aplicação de redes neurais artificiais (RNA) na identificação de modelos tem 

crescido com o objetivo de resolver problemas de modelagem em sistemas não-lineares, 

por apresentarem a capacidade de predizer dados da dinâmica dos processos. Com isso, 

a estratégia de controle preditivo neural (Neural Network Predictive Control - NNPC) 

baseia-se na utilização de um modelo neural para realizar a predição de valores futuros 

do processo e na geração de uma lei de controle obtida pela otimização de uma função 

custo. A estrutura básica do controle preditivo neural é apresentada na Figura 9. 

 
Figura 9: Estrutura básica do controle preditivo neural (NNPC). 
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3.5.1 IDENTIFICAÇÃO DO MODELO NEURAL 

Para a implementação da estratégia de controle preditivo neural é necessário 

inicialmente efetuar a identificação do modelo processo. Identificar um processo é 

encontrar um modelo que represente o sistema que se pretende controlar. A identificação 

do modelo é obtida através da aplicação do treinamento das redes neurais artificiais.   

O algoritmo utilizado para o treinamento das redes neurais é o algoritmo 

Backpropagation, o qual é baseia-se na correção do erro por aprendizagem de uma rede 

muticamadas. Este algoritmo procura achar a mínima diferença entre as saídas desejadas 

e as saídas obtidas pela rede neural, através da análise da rede neural camada por camada 

na sua propagação e na sua retropropagação. 

De acordo com Rumelhart e McClelland (1986), este algoritmo consiste em duas 

etapas, onde inicialmente na primeira etapa um vetor de sinal de entrada é aplicado como 

estímulo aos elementos da primeira camada da rede, sendo propagado até a saída, gerando 

uma resposta na última camada.  

Posteriormente, na segunda etapa, a resposta gerada é comparada com o valor 

desejado, criando um erro que é retropropagado através da rede, de modo que cada 

elemento da camada intermediária receba a sua contribuição neste erro gerado. Utilizando 

uma regra de correção de erro pré-estabelecida, os pesos sinápticos para cada elemento 

da camada são ajustados, de modo a fazer com que ao longo do processo de treinamento 

o erro diminua a cada iteração, convergindo ao máximo o valor gerado para o valor de 

saída desejado. A Figura 10 apresenta a representação do algoritmo Backpropagation. 

 
Figura 10: Representação do algoritmo Backpropagation. 
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Considerando um neurônio i, a saída do combinador linear devido à aplicação dos 

sinais de entrada pode ser descrita matematicamente pela seguinte equação: 

 

 �� = ∑������
�=1  (10) 

 

Onde, 

 ��� são os pesos sinápticos do neurônio i; 

 �� são os sinais de entrada. 

 

Deste modo, o sinal de saída do neurônio i é dado por: 

 

 �̂� =  �(�� + ��) (11) 

Sendo, 

 � é a função de ativação interna associada ao neurônio i; 

 bi é o bias. 

 

O somatório dos erros entre o valor desejado e os encontrado pela rede para cada neurônio 

é dado por: 

 

 �� = 12∑(�� − �̂�)2�∈�  (12) 

 

Deste modo, o erro total (�) é obtido pelo somatório dos erros entre o valor 

desejado e os encontrados pela rede: 

 

 � = ∑����
�=1  (13) 

 

O objetivo do treinamento é minimizar uma função erro de modo a obter os ajustes 

dos pesos sinápticos ��� de cada neurônio, sendo necessária a aplicação de um método de 

otimização. A utilização de métodos que baseados na primeira derivada, como é o caso 

do método do gradiente descente, é caracterizada por respostas lentas. Por isto, são 
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empregados métodos capazes de aumentar a velocidade do treinamento, tais como o 

método quasi-Newton e o método Levenberg-Marquardt. 

 

3.5.2 FUNÇÃO OBJETIVO DO CONTROLE PREDITIVO 
De acordo com Soloway e Haley (1996), a estratégia de controle preditivo baseado 

em modelo tem como base a minimização de uma função objetivo que utiliza a técnica 

do horizonte de predição recendente. 

Dentre as classes de algoritmos MPC, o método abordado neste trabalho é o 

controle preditivo generalizado (GPC), cuja função objetivo J é expressa como: 

 

 � =  ∑ (��(� + �) − ��(� + �))2 +  ��2
�=�1 ∑(∆�(� + �))2��

�=1  
 

(14) 

 

Onde: �1 é o horizonte mínimo de predição; �2 é o horizonte máximo de predição; �� é o horizonte de controle; �� é a referência do sinal de saída; �� é o sinal de saída predito pelo modelo neural; 

t é o instante atual; 

Δu é a variação da ação de controle, sendo definida por �′(� + �) −  �′(� + � − 1); � é a ponderação à ação de controle, utilizado para determinar a contribuição que 

a soma dos quadrados dos incrementos de controle tem sobre o índice de desempenho. 

 

É possível observar que a função objetivo não leva apenas em consideração a 

minimização do erro quadrado médio entre o sinal de saída referência e o sinal de saída 

predito, mas também o quadrado da variação das ações de controle, caracterizada pela 

atualização no valor da entrada de controle. 

Basicamente, o modelo de rede neural prevê a resposta da planta ao longo de um 

horizonte de tempo especificado, e estas previsões são usados na função objetivo J, de 

modo que a partir da aplicação de um método de otimização é possível determinar o sinal 

de controle que minimiza a função objetivo ao longo do horizonte especificado. 
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3.6 MÉTODOS DE OTIMIZAÇÃO  

3.6.1 MÉTODO DOS MÍNIMOS QUADRADOS 
O ajuste de curvas e estimativa de seus parâmetros são importantes etapas dos 

estudos experimentais e estatísticos da engenharia. Segundo Chapra (2012), as 

abordagens gerais para ajustes de curvas seguem duas linhas, que se distinguem através 

da quantidade de erro associada aos dados.  

Dado um conjunto de dados que são conhecidos e valores discretos precisos, uma 

primeira abordagem básica é ajustar uma curva ou uma série de curvas que passam 

diretamente através de cada um dos pontos. Tais dados geralmente se originam de tabelas, 

como por exemplo valores para os calores específicos de componentes como função da 

temperatura. Uma técnica conhecida para a resolução por esta abordagem é a 

interpolação.  

Uma segunda abordagem, onde os dados apresentam um grau significativo de 

"dispersão", a estratégia é obter uma única curva que representa a tendência geral dos 

dados, ou seja, a curva é projetada para seguir o padrão dos pontos tomados como um 

grupo. Uma abordagem dessa natureza é chamada de mínimos quadrados. 

O método dos mínimos quadrados é uma técnica de otimização matemática que 

busca determinar numericamente um vetor x que minimize a diferença entre um conjunto 

de dados e um determinado modelo matemático, a partir da seguinte expressão: 

 

�����(�) =∑ (��(�))2��=1  (15) 

 

Onde a função �����(�)  representa o erro total do ajuste a ser feito (resíduos), ou 

seja: 

 

�����(�) =∑ (��)2 = ∑ (����� − ��������(�))2 ��=1��=1  (16) 

 

Onde: �����são os dados experimentais; 
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 ��������(�) são os resultados obtidos pelo modelo proposto (ou tipo de curva) como 

função do parâmetro x. 

Para o caso de funções não lineares, o ajuste pelo método dos mínimos quadrados 

não é obtido de forma simples, sendo necessária a utilização de algoritmos iterativos. A 

partir de um vetor inicial, x0, com a utilização de um algoritmo de otimização, o método 

produz uma série de vetores x1, x2,..xq, que devem convergir para um vetor xotm que 

minimize a função objetivo.  

Vale salientar que o resultado obtido na maioria dos algoritmos de otimização 

utilizados depende dos valores das estimativas iniciais (vetor x0), devido ao fato da função 

representada pela Equação 16 poder apresentar diversos mínimos locais. Além disto, 

costuma-se utilizar um número de pontos superior ao número de parâmetros 

desconhecidos do modelo matemático para reduzir-se a influência dos erros presentes nos 

valores da variável avaliada. 

 

3.6.2 MÉTODO SIMPLEX NELDER-MEAD 

O método Simplex Nelder-Mead, proposto em 1965 por John Nelder e Roger 

Mead, é um método numérico de busca direta amplamente utilizado para encontrar o 

mínimo ou o máximo de uma função objetivo em um espaço multidimensional, sendo 

aplicado em problemas de engenharia não-lineares, para os quais as derivadas não podem 

ser determinadas facilmente. 

Este método baseia-se em um conceito simplex, que é a generalização de um 

triângulo ou tetraedro para um número arbitrário de dimensões, com k+1 vértices.  

Através de um simplex de k+1 vértices ordenados a cada iteração pelo valor da função, o 

método avalia o valor da função objetivo em um número de pontos finitos por iteração e 

decide qual ação tomar sem usar informações de forma implícita ou explicita da derivada. 

As iterações do algoritmo de Nelder-Mead se iniciam com um conjunto de pontos, 

os vértices do simplex, que representam possíveis soluções do valor máximo da função. 

Em cada iteração do algoritmo tem-se como objetivo mudar a forma e o tamanho do 

simplex, através da identificação de um candidato para substituir o pior ponto do 

conjunto.  

Sendo o vértice xbest o que apresenta o maior valor da função objetiva, xworst o pior 

vértice, e o segundo pior vértice do simplex como xbad, é possível definir a melhor face 

como aquela oposta ao vértice xworst, que é o hiperplano que contém os outros pontos e 
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seu centróide é a média de todos os outros vértices (ponto c). Após isto, é feita a 

substituição do pior vértice por um melhor, delimitando o movimento do novo vértice 

sempre em direção de melhores alternativas. 

A partir das iterações, são disponíveis cinco formas de deslocamento pelos pontos: 

reflexão, expansão, contração interna ao simplex, contração externa ao simplex e 

encolhimento do simplex. A Figura 11 apresenta as cinco possíveis transformações do 

simplex, de acordo com Lagarias et al (1998), onde o simplex original é apresentado pela 

linha tracejada, , x1 e x3 são vértices do simplex, �̅ representa o centróide do melhor ponto, 

xr é o ponto de reflexão, xe é o ponto de expansão, xc é o ponto contração exterior, xcc é o 

ponto de contração interior. 

 
Figura 11: Simplex Nelder-Mead, passos de (a) reflexão, (b) expansão, (c) encolhimento, (d) contração 

externa e (e) contração externa.  

 
(a) 

 
(b) 

 
(c) 

 
(d) 

 
(e) 

Fonte: Lagarias et al. (1998). 
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3.6.3 MÉTODO DE LEVENBERG-MARQUARDT 

O método Levenberg-Marquardt é um algoritmo de otimização desenvolvido para 

a utilização das segundas derivadas. Este método baseia-se na modificação dos elementos 

da diagonal principal da matriz hessiana [ �� ] da seguinte forma: 

 

 [�̃  �] =  [ �� ] + ��[�] (17) 

 

Onde, [ �� ] é a matriz hessiana, formada pelas segundas derivadas parciais, onde 

para a função custo do controlador a matriz hessiana [ �� ] =  �2���2  é: 
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(18) 

 

Onde, [�] é a matriz identidade; �� é uma constante positiva que garante que a matriz torne-se positiva definida. 

 

Quando �� é suficientemente pequeno, sendo próximo de zero, o método torna-se 

justamente o método de Newton, apresentando características deste método. Por outro 

lado, quando �� é suficientemente grande, o método torna-se o método do gradiente 

descendente com passos pequenos.  

De acordo com Rao (2009), o método de Leverberg-Marquardt tenta absorver as 

vantagens destes dois métodos, visto que o método do gradiente descendente reduz o 

valor da função quando o vetor �� está longe do ponto ótimo �∗, e o método de Newton 

converge rapidamente quando o vetor �� está próximo do ponto ótimo �∗. Neste trabalho, 

o método de Leverberg-Marquardt é utilizado no treinamento das redes neurais, através 

da utilização da função “trainlm” do Matlab®, que é uma função de treinamento de redes 

neurais que atualiza os valores de peso utilizando o método de otimização supracitado. 
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3.6.4 MÉTODO DE OTIMIZAÇÃO DE COLÔNIA DE FORMIGAS (ACO) 

O método de otimização de colônia de formigas, Ant Colony Optimization - ACO, 

faz parte dos algoritmos de inteligência de enxame (Swarm Intelligence). Nestes 

algoritmos os agentes atuam localmente com o ambiente, interagem com o grupo e geram 

um padrão coerente, resultando na resolução de um determinado problema. 

O ACO foi introduzido pela primeira vez nos anos 90 por Marco Dorigo (1992). 

É um algoritmo probabilístico utilizado para resolver diferentes problemas de otimização, 

e foi desenvolvido com base no comportamento de formigas para buscar um caminho 

entre sua colônia e a fonte de alimento, sendo utilizado inicialmente para solucionar o 

conhecido problema do caixeiro viajante (TSP).  

As formigas são insetos sociais, que vivem em colônias. Durante a busca por 

alimentos, as formigas depositam no solo um composto orgânico chamado feromônio. 

Neste sentido, as formigas se comunicam por meio de trilhas de feromônios, e utilizam 

esta comunicação indireta para indicar para as outras o quão bom foi o caminho escolhido.  

Desta forma, quando uma formiga encontra alguma quantidade de alimento, 

deposita feromônio nos caminhos com base na quantidade e qualidade do alimento, para 

que as outras formigas possam seguir esse caminho. Quanto mais alto o nível de 

feromônio, maior a probabilidade das outras formigas escolherem aquele caminho, e 

quanto mais formigas seguem o caminho, a quantidade de feromônio também aumentará. 

Segundo Rao (2009), o processo de otimização através do método ACO pode ser 

representado como uma rede de multicamadas, conforme a Figura 12. O número de 

camadas da rede representa a quantidade de variáveis de decisão, e a quantidade de nós 

em cada uma das camadas representa o número de valores discretos permitidos para a 

variável de decisão correspondente. 

Considere uma colônia formada por N formigas, disposta inicialmente no nó 

inicial da Figura 12 (Início - home). As formigas iniciam o trajeto de busca partindo do 

nó inicial, passando através das camadas, até atingir o nó de destino (Objetivo - food). 

Cada formiga k pode selecionar apenas um nó ij em cada camada, de acordo com uma 

regra de transição. 

Essa regra de transição constitui a construção de uma solução, que segue uma 

fórmula probabilística em função do feromônio depositado em cada nó (���� ), para calcular 

a probabilidade de escolher ou não o próximo nó, conforme a equação 19. 
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Figura 12: Representação gráfica do processo de otimização pelo método ACO na forma de uma rede 

multicamadas. 

 
Fonte: Adaptado de Rao 2009. 

 

 ���(�) = { ����∑ �����∈��(�) , �� � ∈ ��(�)       0,                   �� � ∉ ��(�)  (19) 

 

Onde ����  é a quantidade de feromônio depositado no nó (ij), � representa o grau 

de importância do feromônio e ��(�) indica o conjunto de nós vizinhos ainda não visitados 

pela formiga k. 

Desta forma, o cálculo iterativo da regra de transição constitui a construção de 

uma solução, de modo que os nós selecionados ao longo do caminho e visitados por cada 

uma formiga representam uma solução candidata. Por exemplo, na Figura 12 o conjunto 

formado por x12, x23 e x31 representa a melhor solução. 

Antes de retornarem para o nó anterior, a formiga deposita uma quantidade de 

feromônio nos nós já visitados, ∆��, de acordo com a qualidade da solução gerada. Com 

isso, a quantidade de feromônio depositada no nó (ij) necessita ser atualizada através da 

seguinte relação: 

 

 ��� ⟵ ��� + ∆�� (20) 
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Além disso, durante a movimentação das formigas, ocorre também o fenômeno 

de evaporação do feromônio em todos os nós, onde p representa a taxa de evaporação do 

feromônio: 

 

 ��� ⟵ (1 − �)��� (21) 

 

Com base nas equações 20 e 21, após a construção de todos os caminhos e o 

retorno das formigas para o nó inicial, a intensidade de feromônio em cada nó pode ser 

expressa pela equação 22: 

 

 ��� = (1 − �)��� + ∑∆�����
�=1   (22) 

 

Onde ∆����  representa a quantidade de feromônio depositada no nó ij, e pode ser 

calculada como: 

 

 ∆���� = {������������ , �� (�, �) ∈ ���ℎ�� �����ℎ� ������0,                                                      ����� �����   (23) 

 

Onde ����� e  ������ são respectivamente o melhor e o pior valor da função 

objetivo ao longo do caminho percorrido pelas N formigas, e é um parâmetro utilizado 

para controlar a escala de atualização global do feromônio. 
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4 MATERIAIS E MÉTODOS 

O presente trabalho foi realizado com a utilização do software Matlab®, o qual 

serviu como ferramenta computacional para a modelagem e simulação do processo.  

 

4.1 IMPLEMENTAÇÃO E AJUSTE DO MODELO FENOMENOLÓGICO 

O modelo fenomenológico que representa o processo de secagem e cura de pintura 

automotiva descrito pelas Equações (1) - (8) foi implementado usando a plataforma 

Matlab®. Para a resolução do modelo, foi usado o método de diferenças finitas com 

discretização no espaço, transformando as equações diferenciais parciais em um sistema 

de equações diferenciais ordinárias no tempo, às quais foram resolvidas pelo método de 

Adams Smith, usando a função ode15s. 

Como o estudo foi aplicado à estufa Elpo, a qual é utilizada durante a etapa de 

pintura por eletrodeposição (Elpo) para a realização da secagem e cura da camada de 

revestimento E-coat, o modelo implementado considerou como substrato apenas as 

camadas de metal e de fosfato, e como filme foi considerada a camada de E-coat. 

Para que o modelo implementado no ambiente de programação Matlab® representasse 

fielmente o processo em estudo, fez-se necessário ajustar o modelo a dados experimentais 

de medições das temperaturas de determinadas partes da carroceria do veículo ao longo 

da estufa Elpo. A Figura 13 apresenta a localização das partes da carroceria que foram 

monitoras e utilizadas para o ajuste do modelo. 

A estufa Elpo é dividida em 13 zonas de diferentes comprimentos, totalizando 

149,2 m. A Figura 14 apresenta a representação típica da estufa Elpo, enquanto as suas 

especificações dimensionais e operacionais são apresentadas na Tabela 1. 

 As zonas 1, 12 e 13 da estufa Elpo correspondem à entrada e saída, ou seja, não 

pertencem à estrutura interna da estufa. No entanto, essas regiões foram consideradas na 

modelagem pois fazem parte das curvas de aquecimento das partes da carroceria. 
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Figura 13: Partes da carroceria do veículo monitoradas. 

 

Legenda: 

#1 Temperatura do ar próxima ao capô; 

#2 Teto dianteiro esquerdo; 

#3 Teto dianteiro direito; 

#4 Meio teto esquerdo; 

#5 Meio teto direito; 

#6 Coluna do meio esquerda; 

#7 Coluna do meio direita; 

#8 Porta dianteira esquerda; 
 

 
Figura 14: Representação da estufa Elpo em estudo. 

 
 

Tabela 1: Especificações dimensionais e operacionais da estufa Elpo. 

j Zona Comprimento (m) Temperatura do ar (C) 
Velocidade do 
transportador 

(m/min) 
1 Entrada da estufa 2.0 40 4,8 
2 Cortina de entrada 6.4 73 4,8 
3 Zona 1 6.4 200 4,8 
4 Zona 2 9.6 220 4,8 
5 Zona 3 25.6 240 4,8 
6 Zona 4 13.6 235 4,8 
7 Zona 5 15.2 220 4,8 
8 Zona 6 26.8 215 4,8 
9 Zona 7 12.8 215 4,8 
10 Zona 8 2.0 175 4,8 
11 Cortina de saída 3.2 72 4,8 

12 Saída da estufa 
(região 1) 16.8 40 4,8 

13 Saída da estufa 
(região 2) 8.8 40 4,8 

 

Ao analisar os mecanismos de transferência de calor que ocorrem nas zonas da 

estufa, observa-se que a convecção apresenta influência significativa em todas as zonas. 

Desta forma, com os dados experimentais disponíveis, o procedimento de ajuste do 
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modelo aos dados experimentais consiste em um problema de otimização, cuja solução é 

obtida a partir da determinação dos coeficientes de transferência de calor por convecção 

para cada parte da carroceria, e em cada zona, que minimizam a diferença entre as 

temperaturas medidas e as temperaturas calculadas pelo modelo.  

Várias funções objetivo são disponibilizadas em estudos existentes para 

determinar os coeficientes de transferência de calor por convecção. Entretanto, nesse 

estudo foi desenvolvida uma função multi-objetivo que leva em consideração as 

características da estufa e das partes da carroceria. Desta forma, o problema de otimização 

consiste em minimizar a seguinte função objetivo: 

 ����� =∑ ((∑ (�� �,�,� − �� �,�,�)2��=1 ) − �ℎ�,�)��=1  (24) 

 

Restrita a: ℎ(�, �) > 0 (25) 

 

Onde, 

k indica o número de partes da carroceria (pontos de medições); 

j = 1, 2, …, m, onde m indica o número de zonas da estufa; 

i = 1, 2, …, n, onde n indica o número de pontos experimentais medidos ao longo 

da estufa; 

To é a temperatura medida em cada parte da carroceria, e em cada zona da estufa; 

Tm indica a temperatura calculada pelo modelo; 

h é o coeficiente de transferência de calor por convecção; 

w é um coeficiente de ponderação ajustável, que expressa a contribuição do 

coeficiente de transferência de calor na função objetivo.  

 

Analisando a Equação (19), observa-se que a função objetivo foi estruturada 

utilizando o critério dos mínimos quadrados, com o objetivo de minimizar a soma dos 

quadrados das diferenças entre os valores calculados pelo modelo e os valores 

experimentais. Desta forma, o modelo deve ser ajustado para cada parte da carroceria, e 

para cada zona da estufa Elpo. Ou seja, para cada parte da carroceria k, e em cada zona 

da estufa m, será determinado o valor do coeficiente de transferência de calor por 
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convecção (h) que minimize a diferença entre a temperatura medida (To) e a temperatura 

calculada pelo modelo (Tm).   

A determinação dos coeficientes de transferência de calor consiste em um 

problema de otimização multi-objetivo, com cada parte da carroceria tendo uma função 

objetivo a ser minimizada. Além disso, o número de zonas da estufa e o número de pontos 

experimentais das curvas de aquecimento aumentam ainda mais a dimensão do problema. 

A Tabela 2 apresenta os detalhes das especificações do problema de otimização. 

 
Tabela 2: Detalhamento da otimização de ajuste do modelo fenomenológico. 

Parâmetros Valor 
Funções objetivos: Partes da carroceria (k) 8 

Zonas da estufa Elpo (m) 13 
Número de pontos da curva de aquecimento das partes da 

carroceria (n) 366 

Número de variáveis de busca (h) 104 
Números de pontos usados para calcular a função objetivo 

global (k x n) 2928 

 

Além disso, vale salientar que neste problema de otimização foram adicionadas 

restrições para que as variáveis de busca, os coeficientes de transferência de calor por 

convecção, não apresentassem valores negativos, conforme Equação (25). Para isso, foi 

utilizado um coeficiente de ponderação w, para representar a contribuição de cada função 

objetivo na função objetivo global.  

Logo, o termo �ℎ�,� apresentado na Equação (24) representa uma penalidade, 

sendo o valor do coeficiente w determinado empiricamente, com o objetivo para forçar o 

método de otimização a buscar sempre valores positivos (restrições) para os coeficientes 

de transferência de calor convectivos (variáveis de busca). Desta forma, para valores 

negativos da variável de busca h, o valor do coeficiente w é suficientemente alto para 

afastar a função objetivo do seu valor ótimo (mínimo), enquanto para valores positivos o 

coeficiente w é desprezado na Equação (24). 

A característica multi-objetivo do problema de otimização formulado torna 

necessário o uso de um método de otimização robusto e eficiente. Assim, nesse trabalho 

foi utilizado o algoritmo Simplex Nelder - Mead Simplex, conforme descrito em Lagarias 

et al. (1998), através da rotina fminsearch do Matlab®. 

Por fim, é importante enfatizar que o procedimento de otimização proposto é 

aplicável a todas as partes da carroceria em que há possibilidade de medições de 



50 
 

temperatura.  Entretanto, observa-se que em áreas críticas da carroceria, como pilares e 

agitadores, é difícil obter dados de temperatura. 

 

4.2 TREINAMENTO E IDENTIFICAÇÃO DO MODELO NEURAL 
Após as etapas de implementação, ajuste e validação do modelo fenomenológico 

da estufa de secagem e cura Elpo, iniciou-se a etapa de obtenção do modelo neural que 

será utilizado na estratégia de controle preditivo. Conforme dito anteriormente, para a 

obtenção do modelo neural é necessário realizar a identificação do processo, que consiste 

em encontrar um modelo que represente o sistema, através do treinamento das redes 

neurais artificiais. 

Neste trabalho, a arquitetura (topologia) das redes neurais artificiais utilizadas foi 

do tipo feedforward de múltiplas camadas, com apenas uma camada oculta, a qual 

apresenta 10 neurônios. A função de ativação utilizada foi do tipo tangente hiperbólica, e 

o treinamento foi realizado através da utilização do algoritmo backpropagation. 

Inicialmente foram escolhidas quais variáveis do processo seriam consideradas 

como variáveis manipuladas (variáveis de entradas) e variáveis controladas (variáveis de 

saídas) na estratégia de controle preditivo neural. Desta forma, avaliando as necessidades 

operacionais de controle da qualidade de secagem e cura de pintura na estufa Elpo, foram 

definidas como variáveis manipuladas a velocidade do transportador da carroceria (x1,j) e 

as temperaturas das zonas (x2,j), enquanto como variáveis controladas foram definidas as 

temperaturas das posições de medições na carroceria, em cada uma das zonas (yk,j), com 

j variando até o total de zonas m (13 zonas). 

Pela característica dinâmica do processo, somado ao fato da estufa Elpo apresenta 

13 zonas com condições operacionais e dimensionais distintas, verificou-se que a 

estratégia de controle deveria ser configurada para realizar o controle por zona, na medida 

que a carroceria é transportada ao longo da estufa. Desta forma, para cada uma das zonas 

será necessário treinar e identificar uma rede neural artificial, que levará em consideração 

a velocidade do transportador da carroceria e a temperatura da zona como variáveis de 

entrada (x1,j e x2,j), e as temperaturas das posições de medições na carroceria (yk,,j) como 

variáveis de saída. Logo, o modelo neural da estufa Elpo é formado por 13 redes neurais 

artificiais, com a configuração apresentado na Figura 15 . 
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Figura 15: Representação da configuração das redes neurais artificiais. 

 
 

Todavia, como o objetivo de deixar os modelos neurais mais robustos e precisos, 

a partir da segunda zona da estufa (cortina de entrada) adicionou-se como variáveis de 

entrada das RNAs as temperaturas das posições de medições na carroceria da zona 

anterior. Desta forma, a partir da segunda zona da estufa, a configuração das redes neurais 

é constituída de 10 variáveis de entrada e 8 variáveis de saída, conforme Figura 16. Com 

isso, a Figura 17 apresenta a representação da configuração geral das redes neurais da 

estufa Elpo. 

 
Figura 16: Representação da configuração das redes neurais artificiais das zonas 2-13. 
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Figura 17: Representação da configuração geral das redes neurais artificiais das zonas da estufa Elpo. 

 
Tabela 3: Topologia das redes neurais das zonas da estufa Elpo. 

Zonas Arquitetura Neurônios na camada de 
entrada 

Neurônios na camada 
oculta 

Neurônios na camada de 
saída Função de Ativação 

1 Feedforward de múltiplas 
camadas 

2 10 8 Tangente hiperbólica  2-13 10 10 8 
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Após a definição das variáveis de entrada e de saída, foi necessário efetuar a 

aplicação de perturbações sobre cada variável de entrada, de modo a ser possível obter as 

respostas dinâmicas do processo à estas perturbações, e gerar o banco de dados para os 

treinamentos das redes neurais artificiais. 

Deste modo, utilizando o modelo fenomenológico implementado da estufa Elpo, 

através da utilização da função “rand” do Matlab®, aplicou-se distúrbios do tipo 

randômicos na velocidade do transportador e nas temperaturas das zonas, conforme a 

Equação abaixo: 

 � =  � {1 + [� + (� − �)����(1,1)]} (26) 

 

Onde R é a matriz com valores randômicos das variáveis de entrada, X é a matriz 

com os valores nominais das variáveis de entrada, � é a variação negativa, � é a variação 

positiva. Para o treinamento, foram definidas variações de -10% (�) e 10% (�) nas 

variáveis de entrada. Vale salientar que foram definidas tais variações (-10% e 10%) pois 

após consultar os dados disponíveis, verificou-se que as variáveis manipuladas 

normalmente não variam tanto no processo, e com isso, as variações especificadas 

apresentam um range aceitável para o treinamento. 

Com o objetivo de verificar o desempenho do treinamento das redes neurais com 

o aumento da quantidade de dados, foram gerados bases de dados com 100, 200, 300, 

400, 500 e 1000 casos simulados, com cada caso simulado sendo gerado através da 

utilização de uma matriz randômica das variáveis de entrada com valores diferentes. O 

Algoritmo para a geração do banco de dados para o treinamento das redes neurais é 

apresentado na Figura 18.  

Após a obtenção do banco de dados para os treinamentos, formados pelas 

variáveis de entradas randômicas e as variáveis de saída (respostas do modelo), iniciou-

se os procedimentos de treinamentos das redes neurais. Os treinamentos foram realizados 

de forma separada para cada uma das bases de dados com 100, 200, 300, 400, 500 e 1000 

casos, através da utilização da função “trainlm” do Matlab®, que é uma função de 

treinamento de redes neurais que atualiza os valores de peso utilizando o método de 

otimização de Levenberg-Marquardt. Vale salientar que para todos os treinamentos 

realizados, os dados disponíveis (100, 200, 300, 400, 500 e 1000) foram separados em 

dados de treinamento (80% dos dados), dados de validação (10% dos dados) e dados de 

teste (10% dos dados). 
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Com isso, após os treinamentos é possível verificar os resultados através da opção 

“Regression”, presente na interface da toolbox “Neural Network training”, onde os 

gráficos referentes ao treinamento, validação, teste e global da rede neural são 

apresentados, disponibilizando os valores dos coeficientes de ajuste R2. Além disso, a 

função “trainlm” analisa a performance da rede neural para diferentes quantidades de 

épocas, selecionando a que apresenta o melhor ajuste, através do cálculo do erro quadro 

médio (mse). A interface da toolbox, e exemplos de  resultados da regressão e da análise 

de performance da rede são apresentados respectivamente na Figura 19, Figura 20 e 

Figura 21. 

 
Figura 18: Algoritmo para a geração do banco de dados para o treinamento. 
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Figura 19: Interface da toolbox “Neural Network training”. 

 
 

Figura 20: Resultados do treinamento da rede neural (“Regression”). 
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Figura 21: Resultados da análise de performance da rede (“Performance”). 

 
 

Por fim, considerando os treinamentos feitos com as bases de dados com 100, 200, 

300, 400, 500 e 1000 casos, os modelos de redes neurais para as 13 zonas que 

apresentaram os melhores ajustes são selecionados e salvos, para serem utilizados na 

etapa seguinte, de desenvolvimento e implementação do sistema de controle preditivo 

neural. 

 

4.3 IMPLEMENTAÇÃO DO SISTEMA DE CONTROLE PREDITIVO 
NEURAL (NNPC) 

A proposta de controle deste trabalho baseia-se na implementação de um sistema 

de controle preditivo neural - NNPC, o qual tem como objetivos primordiais realizar a 

predição de valores futuros da planta através do uso de um modelo neural identificado 

previamente com base em dados da planta, e executar ações capazes de manter a 

estabilidade das variáveis de processo.  

Desta forma, com posse dos modelos de redes neurais para as 13 zonas que foram 

identificados e validados, implementou-se a estratégia de controle preditivo neural 

NNPC, baseado no modelo do controle preditivo generalizado (GPC), cuja função 

objetivo J é expressa pela Equação 8 apresentada anteriormente.  

A Figura 22 apresenta a representação da estrutura da estratégia de controle 

NNPC, enquanto a Figura 23 apresenta o algoritmo de resolução da estratégia de controle. 

De forma geral, na medida que a carroceria vai sendo transportada por cada uma das 13 

zonas da estufa, os modelos de rede neurais atuam prevendo as temperaturas das partes 

da carroceria (variáveis controladas ��,�), e estas previsões são utilizadas na função 
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objetivo J, de modo que a partir da aplicação de um método de otimização é possível 

determinar os valores de velocidade do transportador nas zonas ou de temperatura das 

zonas (sinais de controle, variáveis manipuladas �1,� e �2,�) que minimizam a função 

objetivo. Essas determinações, feitas zona por zona, fazem com que as temperaturas das 

partes da carroceria atinjam valores iguais/próximos de seus setpoints, e com isso, se 

mantenham controladas ao longo do processo. 

É importante salientar que para obter o comportamento e as respostas reais do 

processo, mediante aplicação de distúrbios e dos sinais de controle da estratégia 

implementada, o “Processo” na estufa Elpo foi representado através da utilização do 

modelo fenomenológico, o qual foi previamente implementado e validado neste trabalho, 

conforme apresentado nos itens 3.2 e 4.1. 
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Figura 22: Estrutura do sistema de controle preditivo neural (NNPC) implementado. 
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Figura 23: Algoritmo de resolução do sistema de controle preditivo neural (NNPC) implementado. 
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5 RESULTADOS E DISCUSSÕES 

Este tópico apresenta os resultados obtidos neste trabalho. Inicialmente, no item 

5.1, serão apresentados os resultados para a validação do caso base do modelo 

fenomenológico da estufa Elpo, obtidos através da aplicação da metodologia de 

otimização para determinação dos parâmetros de transferência de calor por convecção. 

Posteriormente, no item 5.2 serão apresentados os resultados do treinamento, da 

identificação e validação do modelo neural da estufa Elpo. Por fim, no item 5.3 serão 

apresentados os resultados da implementação da estratégia de controle preditivo neural 

(NNPC), e a análise do desempenho do sistema de controle NNPC no controle dinâmico 

do modelo, com foco no controle da temperatura das partes da carroceria ao longo da 

estufa Elpo. 

 

5.1 VALIDAÇÃO DO MODELO FENOMENOLÕGICO E SIMULAÇÃO DO 

CASO BASE 
Como o estudo foi aplicado à estufa Elpo, o material de revestimento considerado 

foi o E-coat. Já os valores de espessura, densidade e capacidade térmica do substrato 

metálico foram considerados respectivamente iguais a 0,001 m, 2.700 
���3 e 840 

���.�. 

A metodologia de otimização para a determinação dos parâmetros de transferência 

de calor por convecção foi realizada através de um procedimento iterativo, no qual a partir 

de estimativas iniciais dos coeficientes, foi possível determinar os valores dos parâmetros 

que forneceram o melhor ajuste do modelo aos dados experimentais, validando o modelo 

para o caso base da estufa Elpo. Desta forma, as estimativas iniciais utilizadas para os 

valores do coeficiente de transferência de calor foram 5 
��2.�, com a rotina de otimização 

sendo submetida a 10, 100 e 1.000 iterações. Após as simulações, observou-se que os 

resultados gerados pelo modelo se ajustam melhor aos dados da planta após 1.000 

iterações, correspondendo, assim, ao valor estabelecido para o ajuste das curvas de 

aquecimento. 

A Figura 24 apresenta uma comparação entre os dados experimentais (pontilhado) 

e os resultados apresentado pelo modelo (contínuo) para a posição da carroceria 

(temperatura do ar próxima ao capô), considerando o total de 1.000 iterações.  
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Figura 24: Dados experimentais (pontilhado) e resultados do modelo (contínuo) para a posição 1 da 

carroceria (1000 iterações). 

 
 

É possível verificar um desempenho satisfatório do procedimento de otimização, 

pois verifica-se um bom ajuste entre o modelo e os dados medidos. Os coeficientes de 

transferência de calor por convecção do modelo que foram determinados usando os dados 

industriais para o forno Elpo são apresentados na Tabela 4. 

Desta forma, a Figura 25 apresenta as curvas de aquecimento simuladas para as 

oito posições de medições de temperatura ao longo das zonas da estufa Elpo, usando os 

coeficientes de transferência de calor por convecção determinados pelo procedimento de 

otimização, onde é possível observar diferentes condições de aquecimento nas posições 

de medições de temperatura. 

A Figura 26 apresenta a conversão de cura para as oito posições da carroceria. É 

possível observar que as curvas estão na forma de um sigmoide, o que é explicado pela 

baixa diferença entre a taxa de evaporação do solvente e a reação de polimerização. 

Conforme esperado, os perfis de conversão de cura também diferem-se de acordo com a 

posição de medição, e isso deve-se à diferença entre as taxas de evaporação, resultantes 

das diferenças nas curvas de aquecimento observadas na Figura 26. 

É possível observar que a cura de 100% é alcançada em todas as posições. No 

entanto, em vez de avaliar apenas a taxa de conversão, é de suma importante observar em 

quanto tempo a cura atinge um nível próximo a 100%, visto que em qualquer estufa, ou 

mesmo ao deixar a carroceria secando no ambiente, a conversão de cura atingiria um valor 

de 100%, mesmo que seja necessário um período de tempo significativamente mais longo 
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para atingir essa condição. Evidentemente, a qualidade da pintura não seria a mesma e a 

produtividade seria baixa. 

Segundo Lou e Huang (2000), um dos fatores que influencia diretamente a 

qualidade da pintura é a taxa de evaporação do solvente. Uma remoção rápida do solvente 

pode causar estouros, formação de bolhas e rugas na pintura. Por outro lado, se a taxa de 

evaporação do solvente for muito baixa, a reação de polimerização também pode ser 

prejudicada, causando problemas similares. 

 
Figura 25: Perfis de temperatura das posições de medições ao longo da estufa Elpo. 
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Tabela 4: Coeficientes de transferência de calor por convecção determinados pela otimização ( ��2∙�). 
 Entrada 

da estufa 

Cortina 
de 

entrada 
Zona 1 Zona 2 Zona 3 Zona 4 Zona 5 Zona 6 Zona 7 Zona 8 

Cortina 
de saída 

 

Saída da 
estufa 

(região 1) 

Saída da 
estufa 

(região 2) 
Temperatura do 
Ar próxima ao 

capô 
2.6539 13.1972 16.499 11.6916 3.9851 0.6735 0.0604 0.1484 17.9268 1.4905 6.1516 532.725 0.2827 

Teto dianteiro 
esquerdo 1.0532 0.7943 5.5645 9.3063 6.3453 0.37 1.9687 2.1538 7.0193 1.39 7.0083 2.3144 3.9628 

Teto dianteiro 
direito 3.4785 1.9952 6.5373 8.055 5.7692 1.5042 2.0662 2.5956 5.2674 3.0899 5.5053 0.8548 1.6945 

Meio teto 
esquerdo 2.8036 1.2986 5.6813 10.2343 5.4971 2.5546 3.0343 2.6756 5.9769 2.898 4.0767 2.1454 3.4887 

Meio teto 
direito 2.2468 1.3607 5.5087 10.1315 5.9965 2.0998 0.7259 5.0295 5.2369 5.5785 2.8092 0.5177 1.007 

Coluna do meio 
esquerda 4.3603 0.4483 3.7114 5.7618 4.1909 3.6928 2.9639 5.0093 1.5933 4.5527 3.3309 1.4976 3.4536 

Coluna do meio 
direita 3.2724 0.7755 2.1312 6.0133 3.2586 2.6875 3.107 3.5794 1.6925 4.611 3.2375 9.8725 49.6115 

Porta dianteira 
esquerda 2.8794 1.6981 6.7052 9.4117 5.3979 2.376 1.6879 1.7741 5.2927 3.3879 6.6184 6.859 11.8637 
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Figura 26: Conversão de cura (reação de polimerização) das oito posições da carroceria na estufa Elpo. 
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Em resumo, observa-se que a diferença de conversão de cura em cada posição da 

carroceria depende da cinética de cura, que depende de uma série de fatores, incluindo a 

temperatura atingida na região, os coeficientes de transferência de calor, velocidade do ar 

e posição de cada região na estufa. 

Desta forma, também é indicado verificar a qualidade da pintura através da análise 

de uma janela de cura recomendada pelo fabricante dos revestimentos. De acordo com 

Dickie et al. (1997), as janelas de cura fornecidas pelos fabricantes dos materiais servem 

para orientar o desenvolvimento das condições de processo, e exibem intervalos de tempo 

e temperatura durante os quais as propriedades de desempenho geralmente aceitáveis 

podem ser alcançadas. Com isso, o uso da janela de cura e de um painel de 

temperatura/tempo permite analisar se a qualidade da cura da tinta é satisfatória e se está 

dentro das especificações. 

A Figura 27 apresenta a janela de cura recomendada pelo fabricante para o 

processo de cura do revestimento E-coat (região delimitada pela linha preta) e as curvas 

de aquecimento de cada posição da carroceria. O modelo matemático disponibilizado em 

Xiao et al. (2006) foi utilizado para o desenvolvimento das curvas de temperatura para 

serem incluídas na janela de cura, as temperaturas transformadas.  

 
Figura 27: Temperaturas das posições transformadas na janela de cura, na estufa Elpo. 

 

 

Na Figura 27, a região delimitada pela cor azul representa a região em que as 

curvas de aquecimento estão mais próximas do ponto de cura ideal. A janela de cura 

também fornece a condição nominal de cura, que no caso em estudo é representada pelo 
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ponto em 25 min e 165 °C (símbolo de estrela). A cura fora da região recomendada pode 

resultar na formação de bolhas na superfície da carroceria, devido à evaporação desigual 

do solvente. 

Vale ressaltar que os gráficos das figuras anteriores estão apresentando no eixo x a 

variável “tempo de processo (min)”, que foi obtida considerando a velocidade do 

transportador da carroceria (4,8
����) e o comprimento da estufa (149,2 m). 

 

5.2 IDENTIFICAÇÃO E VALIDAÇÃO DO MODELO NEURAL 

Com o modelo fenomenológico da estufa Elpo implementado, ajustado e validado, 

iniciou-se o procedimento de identificação e validação do modelo neural da estufa, com 

base nos resultados dos treinamentos para cada uma das bases de dados com 100, 200, 

300, 400, 500 e 1000 casos simulados, conforme descrito no Item 4.2. 

Com objetivo de verificar o desempenho das redes neurais com o aumento da 

quantidade de dados para o treinamento, comparou-se os resultados dos treinamentos para 

cada uma das bases de dados com 100, 200, 300, 400, 500 e 1000 casos simulados. Desta 

forma, para cada uma das bases de dados, analisou-se os resultados do treinamento em 

cada uma das 13 zonas da estufa, através da opção “Regression”, presente na interface 

da toolbox “Neural Network training”, onde foi possível verificar os gráficos dos 

resultados dos treinamentos, validações e testes das redes neurais. 

Após realizar as comparações dos resultados dos treinamentos para as 13 zonas 

da estufa, verificou-se que a utilização da base de dados com 500 casos simulados gerou 

resultados mais satisfatórios quando comparados as demais bases de dados, no que diz 

respeito a predição das temperaturas das 8 partes da carroceria nas 13 zonas.  

Ou seja, quando os resultados treinamento realizado com a base de dados com 500 

casos são comparados com os resultados dos treinamentos realizados com quantidade de 

dados menores (100, 200, 300 e 400), observa-se que aumento de dados de treinamento 

proporcionou a obtenção de modelos neurais com melhores resultados de predição das 

temperaturas das 8 partes de medições. Entretanto, o aumento da base de dados para 1000 

casos simulados não forneceu melhorias tão significativas nos resultados de predição, 

além do treinamento ter sido computacionalmente bem mais demorado, quando 

comparado ao treinamento com 500 casos.  

Desta forma, com base na identificação das redes neurais para as 13 zonas com a 

utilização do banco de dados com 500 casos, os gráficos com os resultados dos 
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coeficientes de ajustes (determinação) R2 para o treinamento (80% dos dados = 400 

casos), validação (10% dos dados = 20 casos), teste (10% dos dados = 50 casos) e global 

das redes neurais são apresentados nas figuras de 28 a 34, enquanto a Tabela 5 apresenta 

o resumo destes resultados. É possível observar que as redes neurais obtidas para todas 

as zonas apresentaram valores de coeficientes de ajuste R2 acima de 0,98, demonstrando 

ótimos ajustes dos modelos neurais durante as etapas de treinamento, validação e testes 

de predições das temperaturas das partes da carroceria.  

 
Tabela 5: Coeficientes R2 para o treinamento, validação, teste e global das RNAs. 

Zona Treinamento Validação Teste Global 
Entrada da estufa 0,9896 0,9898 0,9934 0,9898 
Cortina de entrada 0,9990 0,9924 0,9992 0,9992 

Zona 1 0,9992 0,9992 0,9992 0,9992 
Zona 2 0,9968 0,9970 0,9966 0,9968 
Zona 3 0,9862 0,9815 0,9839 0,9855 
Zona 4 0,9978 0,9970 0,9962 0,9976 
Zona 5 0,9978 0,9972 0,9970 0,9976 
Zona 6 0,9994 0,9990 0,9990 0,9992 
Zona 7 0,9996 0,9996 0,9994 0,9996 
Zona 8 0,9998 0,9998 0,9998 0,9998 

Cortina de saída 0,9998 0,9998 0,9998 0,9998 
Saída da estufa 

(Região 1) 0,9968 0,9972 0,9958 0,9968 

Saída da estufa 
(Região 2) 1,0000 1,0000 1,0000 1,0000 

 

É importante salientar que existem algumas justificativas fundamentais para os 

bons ajustes observados na tabela acima, que não indicam necessariamente overfitting do 

modelo. Em primeiro lugar, foram realizados testes com uma variedade diversificada de 

casos simulados, e com isso, os melhores resultados foram obtidos com o conjunto de 

dados de 500 casos. Em segundo lugar, experimentos meticulosos determinaram a divisão 

ideal do conjunto de dados em subconjuntos de treinamento, validação e teste, com 

proporções cuidadosamente selecionadas, que proporcionaram o desempenho geral mais 

favorável com 80% dos dados para treinamento, 10% dos dados para validação e 10% 

dos dados para teste.  

Por fim, dentro do contexto específico deste modelo, as zonas de "resfriamento" 

na estufa (Saída da estufa - Região 1 e Saída da estufa - Região 2) apresentaram variações 

limitadas de temperatura, permitindo que o modelo de rede neural obtivesse previsões 

altamente precisas. Mesmo com alterações nos dados de treinamento ou na divisão do 

conjunto de dados, é provável que o modelo continue produzindo resultados favoráveis 

nessas 2 zonas, devido às variações de temperatura limitadas das partes da carroceria.
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Figura 28: Resultados do treinamento das redes neurais com 500 casos simulados: (a) Estrada da Estufa e (b) Cortina de Entrada. 

(a) (b) 
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Figura 29: Resultados do treinamento das redes neurais com 500 casos simulados: (a) Zona 1 e (b) Zona 2. 

(a) (b) 
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Figura 30: Resultados do treinamento das redes neurais com 500 casos simulados: (a) Zona 3 e (b) Zona 4. 

(a) (b) 
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Figura 31: Resultados do treinamento das redes neurais com 500 casos simulados: (a) Zona 5 e (b) Zona 6. 

(a) (b) 
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Figura 32: Resultados do treinamento das redes neurais com 500 casos simulados: (a) Zona 7 e (b) Zona 8. 

(a) (b) 
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Figura 33: Resultados do treinamento das redes neurais com 500 casos simulados: (a) Cortina de saída e (b) Saída da Estufa (Região 1). 

(a) (b) 



74 
 

Figura 34: Resultados do treinamento das redes neurais com 500 casos simulados: Saída da Estufa - 

Região 2. 

 
 

A Tabela 6 apresenta o resumo dos resultados das análises de performance das 

redes neurais com base em diferentes quantidades de épocas, onde foi feita a seleção da 

quantidade de épocas que apresentaram os melhores ajustes, com base no cálculo do erro 

médio quadrático (MSE). Os gráficos dos resultados são apresentados nas Figuras 37-39. 

Para avaliar o desempenho do modelo neural obtido na predição das temperaturas 

das partes da carroceria (atuação como Soft Sensor), o modelo formado pelas redes 

neurais artificiais identificadas para as 13 zonas da estufa Elpo foi utilizado para simular 

o cenário do caso base (setpoints operacionais), utilizando os valores das variáveis de 

entrada do caso base.  

Com isso, as Figura 35 e Figura 36 apresentam as comparações entre os valores 

de temperaturas das partes da carroceria do caso base e os valores preditos pelo modelo 

neural, onde é possível observar que as temperaturas das posições da carroceria preditas 

pelo modelo neural apresentam-se bem ajustadas aos valores de setpoints ao longo de 

todo o processo, conforme apresentado nas linhas na cor azul. 
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Tabela 6: Resultados para os testes com diferentes quantidades de épocas para as RNAs. 

Zona Quantidade de Épocas Erro médio quadrático (MSE) 
Entrada da estufa 1 0,165 
Cortina de entrada 4 0,775 

Zona 1 7 0,702 
Zona 2 8 2,425 
Zona 3 14 4,478 
Zona 4 20 0,385 
Zona 5 38 0,249 
Zona 6 37 0,137 
Zona 7 29 0,107 
Zona 8 10 0,008 

Cortina de saída 52 0,014 
Saída da estufa (Região 1) 9 0,966 
Saída da estufa (Região 2) 65 0,001 

 
Figura 35: Resultados de predição: (a) #1 Temperatura do Ar próxima ao capô, (b) #2 Teto dianteiro 

esquerdo, (c) #3 Teto dianteiro direito e (d) #4 Meio teto esquerdo. 

(a) (b) 

(c) (d) 
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Figura 36: Resultados de predição: (a) #5 Meio teto direito, (b) #6 Coluna do meio esquerda, (c) #7 

Coluna do meio direita e (d) #8 Porta dianteira esquerda. 

(a) (b) 

(c) (d) 

 

Por fim, os modelos de redes neurais artificiais identificados para as 13 zonas da 

estufa Elpo foram utilizados para realizar o cálculo das temperaturas das partes da 

carroceria em cada zona, para os casos utilizados na validação (10% dos dados) e no teste 

(10% dos dados), totalizando 100 casos simulados. Posteriormente foi realizado o cálculo 

do erro médio absoluto percentual (MAPE) para cada uma das partes de medições, em 

cada zona, através da comparação entre os valores presentes na base de dados e os valores 

calculados pelas redes neurais, com base na utilização da Equação 27: 

 

����� = ∑ ( |��,�,� − ��,�,�̂|��,�,� ) . 100��=1 �  

(27) 
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Onde q é a quantidade de simulações realizadas (100 casos simulados), ��,�,� são 

os valores de temperaturas presentes na base de dados, e ��,�,�̂ são os valores de 

temperaturas preditos pelos modelos de redes neurais artificiais, para cada k posição de 

medição, em cada zona j, com j variando até o total de zonas m (13 zonas). É possível 

observar na  Tabela 7 que em todas as zonas da estufa, as predições das temperaturas das 

partes da carroceria apresentaram valores de MAPE menores que 3,6155%, o que 

reafirma os ótimos desempenhos das redes neurais artificiais obtidas.
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Tabela 7: Erro médio absoluto percentual (MAPE) dos valores calculados pelas RNAs para cada uma das partes de medições, em cada zona. 

 Entrada 
da estufa 

Cortina 
de 

entrada 
Zona 1 Zona 2 Zona 3 Zona 4 Zona 5 Zona 6 Zona 7 Zona 8 

Cortina 
de saída 

 

Saída da 
estufa 

(região 1) 

Saída da 
estufa 

(região 2) 
Temperatura do 
Ar próxima ao 

capô 
0,2621 1,5634 0,6109 1,1282 0,2262 0,0548 0,0449 0,0460 0,5576 0,1212 0,0321 3,6155 0,0316 

Teto dianteiro 
esquerdo 0,6386 0,5086 0,8450 0,9366 1,1350 0,0568 0,1535 0,0333 0,1862 0,0477 0,1108 1,2376 0,0605 

Teto dianteiro 
direito 0,5181 0,6665 0,7783 0,9711 1,1246 0,1037 0,0346 0,0476 0,1587 0,0219 0,0563 1,1307 0,0583 

Meio teto 
esquerdo 0,7296 0,5009 0,8685 1,1261 0,9616 0,1225 0,2159 0,0489 0,1701 0,0376 0,0982 1,1008 0,0521 

Meio teto 
direito 0,6859 0,3575 0,9592 1,0999 1,0646 0,1176 0,0601 0,0823 0,1128 0,0671 0,1029 1,2027 0,0673 

Coluna do meio 
esquerda 1,2152 0,2850 0,6978 0,7439 1,0195 0,4216 0,2881 0,3351 0,0888 0,0119 0,0547 0,5077 0,0335 

Coluna do meio 
direita 1,0600 0,3910 0,6245 0,8663 0,9742 0,3948 0,3624 0,2489 0,0380 0,0572 0,0692 0,5677 0,0378 

Porta dianteira 
esquerda 0,6426 0,4645 0,7429 0,8738 1,0469 0,4023 0,3125 0,1211 0,0820 0,0099 0,0387 0,6563 0,0286 
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Figura 37: Análise de performance a partir da quantidade de épocas: (a) Entrada da Estufa, (b) Cortina de Entrada, (c) Zona 1, (d) Zona 2, (e) Zona 3 e (f) Zona 4. 

   
(a) 

 

(b) 

 

(c) 

 

   
(d) (e) (f) 
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Figura 38: Análise de performance a partir da quantidade de épocas: (a) Zona 5, (b) Zona 6, (c) Zona 7, (d) Zona 8, (e) Cortina de Saída e (f) Saída - Região 1. 

   
(a) 

 

(b) 

 

(c) 

 

   
(d) (e) (f) 
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Figura 39: Análise de performance a partir da quantidade de épocas: Saída - Região 2. 

 
 

5.3 ANÁLISE DO DESEMPENHO DO SISTEMA DE CONTROLE PREDITIVO 
NEURAL (NNPC) 

Após a identificação e validação dos modelos de redes neurais artificiais para as 

13 zonas da estufa Elpo, a estratégia de Controle Preditivo Neural (NNPC) foi 

implementada conforme descrito no item 4.3. Para avaliar o desempenho do controlador 

NNPC mediante aplicações de distúrbios nas variáveis manipuladas, velocidade do 

transportador da estufa Elpo (x1,j) e temperaturas nas zonas da estufa Elpo (x2,j)), neste 

item foram realizadas simulações de quatro diferentes cenários operacionais da estufa 

Elpo. 

Os dois primeiros cenários, que constituem a estratégia de controle 1 (NNPC-1), 

consistiram na aplicação de distúrbios do tipo “degrau” na velocidade do transportador 

da estufa Elpo (variáveis manipulas x1,j), com o otimizador implementado no sistema de 

controle neural preditivo (NNPC-1) irá atuar na definição de novos valores de 

temperaturas das zonas (variáveis manipuladas x2,j), capazes de manter as temperaturas 

das posições da carroceria (variáveis controladas) com valores próximos aos seus 

setpoints.  

Por sua vez, a estratégia de controle 2 (NNPC-2) é analisada no terceiro e quarto 

cenário, que consistiram na aplicação de distúrbios do tipo “degrau” nas temperaturas das 

zonas da estufa Elpo (variáveis manipuladas x2,j)), com o otimizador do controlador 

NNPC-2 atuando na definição de um único valor (valor ótimo global) de velocidade do 

transportador nas zonas (variáveis manipuladas x1,j), visto que não é recomendável a nível 

operacional, realizar modificações sucessivas na velocidade do transportador durante o 

processo de secagem e cura, uma vez que tais modificações poderiam impactar nos perfis 

de temperatura das carrocerias seguintes.  
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Desta forma, os seguintes cenários foram simulados para avaliar o desempenho 

das duas estratégias do sistema de controle neural preditivo: 

• NNPC-1: 

o Cenário 1 - Distúrbio de +5% na velocidade do transportador; 

o Cenário 2 - Distúrbio de -5% na velocidade do transportador; 

• NNPC-2 

o Cenário 3 - Distúrbio de +5% nas temperaturas do ar nas zonas; 

o Cenário 4 - Distúrbio de -5% nas temperaturas do ar nas zonas; 

 

5.3.1 AVALIAÇÃO DOS MÉTODOS DE OTIMIZAÇÃO DO CONTROLADOR 

NNPC 
Antes de iniciar os testes de avaliação do desempenho das estratégias do sistema 

de controle preditivo neural, para prosseguir com a resolução do problema de otimização 

multi-objetivo e multi-variável implementado no sistema de controle NNPC, inicialmente 

foi realizada uma análise do método de otimização mais adequado para a determinação 

dos valores das variáveis manipuladas �1,� e �2,� que minimizam a função objetivo do 

controlador.  

Para tanto, levando em consideração os requisitos do problema de controle da 

estufa Elpo, um termo adicional foi introduzido na função objetivo J do controle GPC 

(Equação 14), para minimizar o valor absoluto da variável controlada, conforme descrito 

na Equação (28):  

 

� =  ∑ (��(� + �) − ��(� + �))2 +  ��2
�=�1 ∑(∆�(� + �))2 + ��1,� �2,���

�=1  
 

(28) 

 

Onde w é um coeficiente de ponderação usado para representar a contribuição das 

restrições do problema na função objetivo geral; ou seja, o termo ��1,� �2,� representa 

uma penalidade para afastar a função objetivo do ótimo global. O valor de w foi 

determinado empiricamente para forçar o método de otimização a sempre buscar valores 

positivos (restrições) para as variáveis de decisão (temperatura da zona ou velocidade da 

esteira), com base na seguinte estratégia: 

• Para valores negativos das variáveis de decisão, considera-se o termo ��1,�  �2,� 
referente à penalidade. 
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• Para valores positivos das variáveis de decisão, o termo ��1,� �2,� é 

desconsiderado na função objetivo. 

Portanto, a função objetivo revisada (Equação 28) consiste em três componentes: 

o primeiro componente visa minimizar o erro, o segundo componente visa minimizar a 

variação da variável manipulada (esforço) e o terceiro componente representa uma 

penalidade para forçar o método de otimização a sempre buscar valores positivos 

(restrições) para as variáveis de decisão (temperatura da zona ou velocidade da esteira). 

Posteriormente, foram realizadas as simulações avaliando o desempenho dos 

métodos de otimização. Neste momento foram avaliados três métodos, dos quais os dois 

primeiros são bastante conhecidos (Simplex Nelder-Mead e Levenberg-Marquardt), 

enquanto o terceiro (Otimização de Colônia de Formigas – ACO) também foi avaliado 

por já ter sido utilizado (e com êxito) em outros problemas de otimização de estufas 

automotivas (Xiao et al. 2006).  

A Tabela 8 apresenta a comparação dos resultados obtidos nas simulações 

utilizando os três métodos de otimização, para o Cenário 1 - Distúrbio de +5% na 

velocidade do transportador.  

É possível verificar que a utilização dos métodos Simplex Nelder-Mead e 

Levenberg-Marquardt resultaram na obtenção de valores que resultam em 

comportamentos bruscos nas variáveis manipuladas (temperatura nas zonas �2,�), com as 

soluções obtidas convergindo para valores distantes das faixas operacionais e dos limites 

de treinamento das variáveis �1,� e �2,�  (±10% dos valores do caso base), conforme pode 

ser observado nos valores em destaque (vermelho). Já a aplicação do método de 

Otimização de Colônia de Formigas (ACO) forneceu resultados satisfatórios, com as 

variáveis manipuladas apresentando valores coerentes e dentro dos limites de treinamento 

das variáveis �1,� e �2,�.  
Isso deve-se ao fato de que os métodos Simplex Nelder-Mead e Levenberg-

Marquardt não apresentam na formulação de seus algoritmos os limites do ambiente de 

busca (bounds), diferentemente do método de Otimização de Colônia de Formigas 

(ACO), o qual tem na formulação de seu algoritmo a inclusão dos limites do ambiente de 

busca, os quais neste trabalho são necessariamente os limites de treinamento das variáveis �1,� e �2,�. 
Com isso, para tentar sanar os problemas oriundos da falta dos bounds para os 

métodos Simplex Nelder-Mead e Levenberg-Marquardt, foi testada uma nova 
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modificação na função objetivo J do controlador (Equação 28), com o objetivo de que a 

nova função levasse em consideração os limites de treinamento, conforme a seguinte 

equação: 

 

� =  ∑ (��(� + �) − ��(� + �))2 +  ��2
�=�1 ∑(∆�(� + �))2 +  ��1,� �2,���

�=1+ �1�� + �2�� 

 

(29) 

 

Onde lb e ub são respectivamente os limites de treinamento inferior (lower 

bounds) e superior (upper bounds) das variáveis �1,� e �2,�, e c1 e c2 são coeficientes de 

ponderação que representam a influência dos limites na função objetivo. Os valores dos 

coeficientes c1 e c2 são determinados empiricamente, com o objetivo para forçar o método 

de otimização a buscar sempre valores para as variáveis de decisão que fiquem dentro dos 

limites de treinamento (lb e ub).  

Neste sentido, para valores das variáveis �1,� e �2,� que fiquem fora dos limites lb 

e ub, os valores dos coeficientes c1 e c2 são suficientemente altos para afastar a função 

objetivo do valor atual (mesmo que este seja um valor mínimo), enquanto para valores de �1,� e �2,�  dentro dos limites lb e ub, os coeficientes c1 e c2 são suficientemente pequenos, 

sendo desprezados na Equação 29, e assim, não interferindo no valor da função objetivo. 

Todavia, após realizar as simulações com a função objetivo apresentada na 

Equação 29, verificou-se que para os métodos Simplex Nelder-Mead e Levenberg-

Marquardt, as soluções obtidas pelo controlador convergiram para os limites de 

treinamento das variáveis manipuladas (±10% dos valores do caso base) na maioria das 

zonas, conforme apresentado na Tabela 9. 

Com isso, conclui-se que mesmo incluindo na função objetivo as restrições para 

os limites de treinamento, as resoluções com os métodos Simplex Nelder-Mead e 

Levenberg-Marquardt não apresentaram resultados satisfatórios, indicando que para o 

problema de otimização do controlador NNPC desenvolvido para a estufa Elpo, o ideal é 

utilizar um método que tenha a utilização dos limites do ambiente de busca diretamente 

em seu algoritmo de resolução, e não apenas na função objetivo. 

Por fim a Tabela 10 apresenta os valores de erro médio absoluto percentual 

(MAPE) e de erro médio absoluto (MAE) para cada uma das partes de medições, 

calculados através da comparação dos valores de setpoints das temperaturas das partes 
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(objetivados) e os valores de temperaturas obtidos através da utilização do controlador 

NNPC, com a utilização dos três métodos, conforme Equações 30 e 31.  

 

����� = ∑ ( |��,� − ��,�̂|��,� ) . 100��=1 �  

(30) 

���� = ∑ |��,� − ��,�̂|��=1 �  
(31) 

 

Onde m é a quantidade de zonas (13 zonas), ��,� são os valores objetivados de 

temperaturas das partes da carroceria (setpoints) e ��,�̂ são os valores de temperaturas 

obtidos através da utilização do controlador NNPC, ambos para cada k posição de 

medição (8 partes de medições), e para cada zona m (13 zonas). 

É possível observar que o controlador NNPC utilizando o método ACO para a 

resolução da função objetivo (controle GPC) apresentou valores de MAPE e MAE 

menores do que os casos com a utilização do método de Levenberg-Marquardt, com 

valores de MAPE abaixo de 1,4439 % e de MAE abaixo de 2,4429.  

Já quando comparado aos resultados do método Simplex Nelder-Mead, observa-

se que os valores de MAPE e MAE são iguais para os dois casos, porém, como o 

controlador utilizando o Simplex Nelder-Mead encontrou valores distantes das faixas 

operacionais e dos limites de treinamento (±10% dos valores do caso base), os resultados 

obtidos não podem ser considerados coerentes, pois não refletem soluções reais. 

Desta forma, após analisar tanto a capacidade de obtenção de resultados coerentes 

e dentro dos limites de treinamento (lower bounds e upper bounds), quanto os valores de 

MAPE e MAE, para a resolução do problema de otimização implementado no controlador 

neural preditivo utilizou-se o método de otimização de colônia de formigas (ACO), 

utilizando como função objetivo J a que foi apresentada na Equação 28.
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Tabela 8: Condições operacionais da estufa Elpo: Caso base x Cenário 1 com controlador NNPC utilizando 3 métodos de otimização (Função objetivo da Equação 28). 

 Caso base Cenário 1 com controlador NNPC 
Método Simplex Nelder-Mead 

Cenário 1 com controlador NNPC 
Método Levenberg-Marquardt 

Cenário 1 com controlador NNPC 
Método ACO 

Zona 
Temperatura das 

zonas 
(°C) 

Velocidade do 
transportador 

(m/min) 

Temperatura das 
zonas 
(°C) 

Velocidade do 
transportador: 
Distúrbio +5% 

(m/min) 

Temperatura das 
zonas 
(°C) 

Velocidade do 
transportador: 
Distúrbio +5% 

(m/min) 

Temperatura das 
zonas 
(°C) 

Velocidade do 
transportador: 
Distúrbio +5% 

(m/min) 
Entrada da estufa 40 4,8 40,00 5,04 40,00 5,04 43,31 5,04 
Cortina de entrada 73 4,8 177,91 5,04 177,91 5,04 79,57 5,04 

Zona 1 200 4,8 321,33 5,04 322,31 5,04 217,64 5,04 
Zona 2 220 4,8 228,30 5,04 223,14 5,04 217,80 5,04 
Zona 3 240 4,8 241,01 5,04 249,32 5,04 257,67 5,04 
Zona 4 235 4,8 272,73 5,04 273,61 5,04 255,72 5,04 
Zona 5 220 4,8 208,74 5,04 202,79 5,04 213,00 5,04 
Zona 6 215 4,8 211,07 5,04 226,19 5,04 207,77 5,04 
Zona 7 215 4,8 209,61 5,04 189,80 5,04 207,77 5,04 
Zona 8 175 4,8 172,53 5,04 177,21 5,04 159,25 5,04 

Cortina de saída 72 4,8 98,74 5,04 104,88 5,04 65,65 5,04 
Saída da estufa 

(Região 1) 40 4,8 32,66 5,04 32,61 5,04 36,40 5,04 

Saída da estufa 
(Região 2) 

 
40 4,8 36,59 5,04 36,47 5,04 36,55 5,04 
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Tabela 9: Condições operacionais da estufa Elpo: Caso base x Cenário 1 com controlador NNPC utilizando 3 métodos de otimização (Função objetivo da Equação 29). 

 Caso base Cenário 1 com controlador NNPC 
Método Simplex Nelder-Mead 

Cenário 1 com controlador NNPC 
Método Levenberg-Marquardt 

Cenário 1 com controlador NNPC 
Método ACO 

Zona 
Temperatura das 

zonas 
(°C) 

Velocidade do 
transportador 

(m/min) 

Temperatura das 
zonas 
(°C) 

Velocidade do 
transportador: 
Distúrbio +5% 

(m/min) 

Temperatura das 
zonas 
(°C) 

Velocidade do 
transportador: 
Distúrbio +5% 

(m/min) 

Temperatura das 
zonas 
(°C) 

Velocidade do 
transportador: 
Distúrbio +5% 

(m/min) 
Entrada da estufa 40 4,8 40,00 5,04 40,00 5,04 43,31 5,04 
Cortina de entrada 73 4,8 80,30 5,04 80,30 5,04 79,57 5,04 

Zona 1 200 4,8 180,00 5,04 182,56 5,04 217,64 5,04 
Zona 2 220 4,8 198,00 5,04 198,00 5,04 217,80 5,04 
Zona 3 240 4,8 264,00 5,04 264,00 5,04 257,67 5,04 
Zona 4 235 4,8 211,50 5,04 211,50 5,04 255,72 5,04 
Zona 5 220 4,8 203,98 5,04 198,00 5,04 213,00 5,04 
Zona 6 215 4,8 236,50 5,04 236,50 5,04 207,77 5,04 
Zona 7 215 4,8 193,50 5,04 193,50 5,04 207,77 5,04 
Zona 8 175 4,8 192,50 5,04 192,50 5,04 159,25 5,04 

Cortina de saída 72 4,8 79,20 5,04 79,20 5,04 65,65 5,04 
Saída da estufa 

(Região 1) 40 4,8 36,00 5,04 37,12 5,04 36,40 5,04 

Saída da estufa 
(Região 2) 

 
40 4,8 36,00 5,04 36,00 5,04 36,55 5,04 
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Tabela 10: Erro Médio Absoluto Percentual (MAPE) e Erro Médio Absoluto (MAE) do Cenário 1 com controlador NNPC utilizando 3 métodos de otimização (Função 

objetivo da Equação 28). 

Posição de medição 

Cenário 1 com controlador NNPC 
Método Simplex Nelder-Mead 

Cenário 1 com controlador NNPC 
Método Levenberg-Marquardt 

Cenário 1 com controlador NNPC 
Método ACO 

Erro Médio Absoluto 
Percentual (MAPE) 

Erro Médio Absoluto 
(MAE) 

Erro Médio Absoluto 
Percentual (MAPE) 

Erro Médio Absoluto 
(MAE) 

Erro Médio Absoluto 
Percentual (MAPE) 

Erro Médio Absoluto 
(MAE) 

#1 Temperatura do ar 
próxima ao capô 1,1509 1,4725 6,2756 10,2954 1,4439 2,4429 

#2 Teto dianteiro 
esquerdo 0,3844 0,2703 4,1743 5,0958 0,6346 0,5757 

#3 Teto dianteiro direito 0,5780 0,4025 4,4961 5,5814 0,5903 0,5627 
#4 Meio teto esquerdo 0,4601 0,4732 4,3657 5,7556 0,7477 0,8190 

#5 Meio teto direito 0,6308 0,5095 4,3914 5,7701 0,6317 0,6755 
#6 Coluna do meio 

esquerda 0,7588 0,7137 2,4902 2,8142 0,8091 0,7979 

#7 Coluna do meio 
direita 0,4820 0,4682 2,6393 3,0176 0,7143 0,6619 

#8 Porta dianteira 
esquerda 0,5541 0,4473 2,8119 3,0298 0,6099 0,5525 
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5.3.2 ESTRATÉGIA DE CONTROLE 1 (NNPC-1) 

5.3.2.1. CENÁRIO 1 - DISTÚRBIO DE +5% NA VELOCIDADE DO 
TRANSPORTADOR 

As Figura 40 e Figura 41 apresentam os comportamentos das temperaturas das 

posições na carroceria (variáveis controladas) para o Cenário 1 - Distúrbio de +5% na 

velocidade do transportador. Analisando os resultados da simulação com a utilização do 

controlador neural preditivo neural, observa-se que após a definição dos novos valores de 

temperaturas das zonas pelo controlador, as temperaturas das posições da carroceria são 

controladas próximas aos seus valores de setpoints ao longo de todo o processo, conforme 

apresentado nas linhas tracejadas na cor azul. 

 
Figura 40: Desempenho do controlador NNPC no Cenário 1 - Distúrbio de +5% na velocidade do 

transportador: (a) #1 Temperatura do Ar próxima ao capô, (b) #2 Teto dianteiro esquerdo, (c) #3 Teto 

dianteiro direito e (d) #4 Meio teto esquerdo. 

(a) (b) 

(c) (d) 
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Figura 41: Desempenho do controlador NNPC no Cenário 1 - Distúrbio de +5% na velocidade do 

transportador: (a) #5 Meio teto direito, (b) #6 Coluna do meio esquerda, (c) #7 Coluna do meio direita e 

(d) #8 Porta dianteira esquerda. 

(a) (b) 

(c) (d) 

 

A Tabela 11 apresenta a comparação entre as condições operacionais da estufa 

Elpo para o caso base e para o Cenário 1 com controlador NNPC (Distúrbio de +5% na 

velocidade do transportador), onde é possível verificar os novos valores de temperaturas 

das zonas, obtidos pelo otimizador do controlador neural preditivo. 

Por fim, a Tabela 12 apresenta os valores de erro médio absoluto percentual 

(MAPE) e de erro médio absoluto (MAE) para cada uma das partes de medições, 

calculados através da comparação dos valores de setpoints das temperaturas das partes 

(objetivados) e os valores de temperaturas obtidos através da utilização do controlador 

NNPC, conforme Equações 30 e 31, onde é possível observar que o controlador 

apresentou resultados bastante satisfatórios, com valores de MAPE abaixo de 1,4439 % 

e de MAE abaixo de 2,4429, os quais foram verificados na  posição #1, Temperatura do 

ar próxima ao capô. 
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Tabela 11: Condições operacionais da estufa Elpo: Caso base x Cenário 1 com controlador NNPC - 

Distúrbio de +5% na velocidade do transportador. 

 Caso base Cenário 1 com controlador NNPC 

Zona 
Temperatura 

das zonas 
(°C) 

Velocidade do 
transportador 

(m/min) 

Temperatura das 
zonas 
(°C) 

Velocidade do 
transportador: 
Distúrbio +5% 

(m/min) 
Entrada da 

estufa 40 4,8 43,31 5,04 

Cortina de 
entrada 73 4,8 79,57 5,04 

Zona 1 200 4,8 217,64 5,04 
Zona 2 220 4,8 217,80 5,04 
Zona 3 240 4,8 257,67 5,04 
Zona 4 235 4,8 255,72 5,04 
Zona 5 220 4,8 213,00 5,04 
Zona 6 215 4,8 207,77 5,04 
Zona 7 215 4,8 207,77 5,04 
Zona 8 175 4,8 159,25 5,04 

Cortina de 
saída 72 4,8 65,65 5,04 

Saída da estufa 
(Região 1) 40 4,8 36,40 5,04 

Saída da estufa 
(Região 2) 40 4,8 36,55 5,04 

 
Tabela 12: Erro Médio Absoluto Percentual (MAPE) e Erro Médio Absoluto (MAE) do Cenário 1 com 

controlador NNPC - Distúrbio de +5% na velocidade do transportador. 

Posição de medição Erro Médio Absoluto 
Percentual (MAPE) Erro Médio Absoluto (MAE) 

#1 Temperatura do ar próxima 
ao capô 1,4439 2,4429 

#2 Teto dianteiro esquerdo 0,6346 0,5757 
#3 Teto dianteiro direito 0,5903 0,5627 
#4 Meio teto esquerdo 0,7477 0,8190 

#5 Meio teto direito 0,6317 0,6755 
#6 Coluna do meio esquerda 0,8091 0,7979 

#7 Coluna do meio direita 0,7143 0,6619 
#8 Porta dianteira esquerda 0,6099 0,5525 

 

5.3.2.2. CENÁRIO 2 - DISTÚRBIO DE -5% NA VELOCIDADE DO 

TRANSPORTADOR 
Para o segundo cenário, Cenário 2 - Distúrbio de -5% na velocidade do 

transportador, os comportamentos das temperaturas das posições da carroceria ao longo 

das zonas (variáveis controladas) são apresentados nas Figura 42 e Figura 43. 

De forma análoga ao cenário anterior, a utilização do NNPC possibilitou controlar 

as temperaturas das posições da carroceria próximas aos seus valores de setpoints ao 

longo de todo o tempo de simulação, após as definições das temperaturas ótimas das zonas 
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(variáveis manipuladas x2,j), conforme pode ser observado nas linhas tracejadas na cor 

azul.   

É importante ressaltar que, uma vez que os setpoints operacionais para as 

temperaturas das partes da carroceria permanecem fixos, e o controlador NNPC-1 

demonstra excelente desempenho nos cenários 1 e 2, as distribuições dos gráficos 

mostrados nas Figuras 40-43 são semelhantes, havendo apenas uma mudança no eixo x 

(tempo), devido às aplicações de ± 5% na velocidade do transportador. 

 
Figura 42: Desempenho do controlador NNPC no Cenário 2 - Distúrbio de -5% na velocidade do 

transportador: (a) #1 Temperatura do Ar próxima ao capô, (b) #2 Teto dianteiro esquerdo, (c) #3 Teto 

dianteiro direito e (d) #4 Meio teto esquerdo. 

(a) (b) 

(c) (d) 
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Figura 43: Desempenho do controlador NNPC no Cenário 2 - Distúrbio de -5% na velocidade do 

transportador: (a) #5 Meio teto direito, (b) #6 Coluna do meio esquerda, (c) #7 Coluna do meio direita e 

(d) #8 Porta dianteira esquerda. 

(a) (b) 

(c) (d) 

 

Com isso, a Tabela 13 apresenta a comparação entre as condições operacionais do 

caso base e as condições operacionais do Cenário 2 com controlador NNPC (Distúrbio 

de -5% na velocidade do transportador), onde é possível verificar os valores de 

temperaturas ótimas das zonas que foram definidos de forma preditiva pelo controlador 

neural NNPC. 

Por fim a Tabela 14 apresenta os valores de erro médio absoluto percentual 

(MAPE) e de erro médio absoluto (MAE) para a aplicação do controlador NNPC em cada 

uma das variáveis controladas, onde conclui-se mais uma vez o que o controlador neural 

preditivo apresentou resultados eficientes, com valores de MAPE e MAE abaixo de 

1,0008% e 1,2050, respectivamente (#1 Temperatura do ar próxima ao capô). 
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Tabela 13: Condições operacionais da estufa Elpo: Caso base x Cenário 2 com controlador NNPC - 

Distúrbio de -5% na velocidade do transportador. 

 Caso base Cenário 2 com controlador NNPC 

Zona 
Temperatura 

das zonas 
(°C) 

Velocidade do 
transportador 

(m/min) 

Temperatura das 
zonas 
(°C) 

Velocidade do 
transportador: 
Distúrbio -5% 

(m/min) 
Entrada da 

estufa 40 4,8 38,58 4,56 

Cortina de 
entrada 73 4,8 67,23 4,56 

Zona 1 200 4,8 198,00 4,56 
Zona 2 220 4,8 211,40 4,56 
Zona 3 240 4,8 218,40 4,56 
Zona 4 235 4,8 221,97 4,56 
Zona 5 220 4,8 221,40 4,56 
Zona 6 215 4,8 221,06 4,56 
Zona 7 215 4,8 197,60 4,56 
Zona 8 175 4,8 190,43 4,56 

Cortina de 
saída 72 4,8 65,52 4,56 

Saída da estufa 
(Região 1) 40 4,8 43,60 4,56 

Saída da estufa 
(Região 2) 40 4,8 43,60 4,56 

 

Tabela 14: Erro Médio Absoluto Percentual (MAPE) e Erro Médio Absoluto (MAE) do Cenário 2 com 

controlador NNPC - Distúrbio de -5% na velocidade do transportador. 

Posição de medição Erro Médio Absoluto 
Percentual (MAPE) Erro Médio Absoluto (MAE) 

#1 Temperatura do ar próxima 
ao capô 

1,0008 1,2050 

#2 Teto dianteiro esquerdo 0,2982 0,3357 
#3 Teto dianteiro direito 0,3706 0,4092 
#4 Meio teto esquerdo 0,4717 0,5978 

#5 Meio teto direito 0,3922 0,3622 
#6 Coluna do meio esquerda 0,5715 0,6297 

#7 Coluna do meio direita 0,8176 0,9835 
#8 Porta dianteira esquerda 0,8087 1,0403 

 

5.3.3 ESTRATÉGIA DE CONTROLE 2 (NNPC-2) 
5.3.3.1. CENÁRIO 3 - DISTÚRBIOS DE + 5% NAS TEMPERATURAS NAS 

ZONAS  
Os resultados do terceiro cenário, que consistiu na aplicação de um distúrbio com 

amplitude positiva de 5% nas temperaturas das zonas (variáveis manipuladas x2,j) são 

apresentados na Figura 44 e Figura 45. Analisando os resultados verifica-se que os 

desvios nas temperaturas das variáveis controladas foram mais acentuados, quando 

comparados aos desvios observados no Cenário 2 - Distúrbio de -5% na velocidade do 
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transportador, indicando que os distúrbios de +5% nas temperaturas das zonas (variáveis 

manipuladas x2,j) apresentaram maior influência nas temperaturas das posições da 

carroceria, do que os distúrbios de -5% na velocidade do transportador. 

Todavia, com a utilização do controlador neural preditivo neural (linhas tracejadas 

na cor azul), observa-se que as temperaturas das posições da carroceria são mantidas 

próximas de seus valores de setpoints durante a maior parte da simulação, com exceção 

dos tempos superiores a 23 minutos (entrada da carroceria na zona 11 da estufa), onde 

verifica-se maiores desvios nos valores de temperaturas das posições da carroceria.  

Isso ocorre devido ao fato de que a obtenção realizada pelo otimizador do 

controlador de apenas uma velocidade do transportador (ótimo global) sempre irá 

penalizar a dinâmica do processo em zonas específicas, que neste caso estão sendo as 

zonas 11, 12 e 13. Ou seja, os resultados aparentemente piores para os valores de 

temperatura das posições da carroceria nas 3 últimas zonas não representa uma 

ineficiência do controlador NNPC, mas está relacionado a complexidade do problema de 

otimização operacional, que necessita encontrar uma única velocidade de transportador, 

que ajuste as temperaturas de todas as partes (8 partes), e em todas as zonas (13 zonas). 
 

Figura 44: Desempenho do controlador NNPC no Cenário 3 - Distúrbio de +5% nas 
temperaturas das zonas: (a) #1 Temperatura do Ar próxima ao capô, (b) #2 Teto dianteiro esquerdo, (c) #3 

Teto dianteiro direito e (d) #4 Meio teto esquerdo. 

 
(a) 

 
(b) 



96 
 

 
(c) 

 
(d) 

 

Figura 45: Desempenho do controlador NNPC no Cenário 3 - Distúrbio de +5% nas temperaturas das 

zonas: (a) #5 Meio teto direito, (b) #6 Coluna do meio esquerda, (c) #7 Coluna do meio direita e (d) #8 

Porta dianteira esquerda. 

(a) (b) 

(c) (d) 

 

A Tabela 15 apresenta a comparação entre as condições operacionais da estufa 

Elpo para o caso base e para o terceiro cenário com controlador NNPC (Cenário 3 -
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Distúrbio de +5% nas temperaturas das zonas), onde é apresentado o valor da velocidade 

do transportador nas zonas determinado pelo otimizador para o Cenário 3. 

A Tabela 16 apresenta os valores de erro médio absoluto percentual (MAPE) e de 

erro médio absoluto (MAE), calculados para cada uma das partes de medições no Cenário 

3, os quais apresentaram valores abaixo de 4,0428% e de 4,8220, respectivamente (#1 

Temperatura do ar próxima ao capô), demonstrando que o controlador NNPC atuou no 

geral de forma satisfatória. 
 

Tabela 15: Condições operacionais da estufa Elpo: Caso base x Cenário 3 com controlador NNPC - 

Distúrbio de +5% nas temperaturas das zonas. 

 Caso base Cenário 3 com controlador NNPC 

Zona 
Temperatura 

das zonas 
(°C) 

Velocidade do 
transportador 

(m/min) 

Temperatura das 
zonas: 

Distúrbio +5% 
(°C) 

Velocidade do 
transportador 

(m/min) 

Entrada da 
estufa 40 4,8 42,00 5,23 

Cortina de 
entrada 73 4,8 76,65 5,23 

Zona 1 200 4,8 210,00 5,23 
Zona 2 220 4,8 231,00 5,23 
Zona 3 240 4,8 252,00 5,23 
Zona 4 235 4,8 246,75 5,23 
Zona 5 220 4,8 231,00 5,23 
Zona 6 215 4,8 225,75 5,23 
Zona 7 215 4,8 225,75 5,23 
Zona 8 175 4,8 183,75 5,23 

Cortina de 
saída 72 4,8 75,60 5,23 

Saída da 
estufa (Região 

1) 
40 4,8 42,00 5,23 

Saída da 
estufa (Região 

2) 
40 4,8 42,00 5,23 

 

Tabela 16: Erro Médio Absoluto Percentual (MAPE) e Erro Médio Absoluto (MAE) do Cenário 3 com 

controlador NNPC - Distúrbio de +5% nas temperaturas das zonas. 

Posição de medição Erro Médio Absoluto 
Percentual (MAPE) Erro Médio Absoluto (MAE) 

#1 Temperatura do ar próxima 
ao capô 4,0428 4,8220 

#2 Teto dianteiro esquerdo 3,3411 3,8089 
#3 Teto dianteiro direito 3,2369 3,8049 
#4 Meio teto esquerdo 3,5626 4,2688 

#5 Meio teto direito 3,4515 4,1546 
#6 Coluna do meio esquerda 3,2753 4,1191 

#7 Coluna do meio direita 3,0543 3,9402 
#8 Porta dianteira esquerda 3,1792 4,0563 
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5.3.3.2. CENÁRIO 4 - DISTÚRBIOS DE -5% NAS TEMPERATURAS DAS 

ZONAS 
Por fim, nas Figura 46 e Figura 47 são apresentados os resultados do cenário com 

distúrbios com amplitude negativa de 5% nas temperaturas das zonas (variáveis 

manipuladas x2,j),  Cenário 4 - Distúrbio de -5% nas temperaturas das zonas. Conforme 

esperado, observa-se que a diminuição de 5% nas temperaturas das zonas resultou em 

diminuições nas temperaturas das posições da carroceria (variáveis controladas). 
 

Figura 46: Desempenho do controlador NNPC no Cenário 4 - Distúrbio de -5% nas temperaturas das 

zonas: (a) #1 Temperatura do Ar próxima ao capô, (b) #2 Teto dianteiro esquerdo, (c) #3 Teto dianteiro 

direito e (d) #4 Meio teto esquerdo. 

(a) (b) 

(c) (d) 
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Figura 47: Desempenho do controlador NNPC no Cenário 4 - Distúrbio de -5% nas temperaturas das 

zonas: (a) #5 Meio teto direito, (b) #6 Coluna do meio esquerda, (c) #7 Coluna do meio direita e (d) #8 

Porta dianteira esquerda. 

(a) (b) 

(c) (d) 
 

Os resultados da utilização do controlador NNPC, representados pelas linhas 

tracejadas na cor azul nas Figura 46 e 47 demonstram que após a obtenção do valor ótimo 

de velocidade do transportador (4,3593 m/min presente na Tabela 17), as temperaturas 

das posições da carroceria são melhor controladas durante a maior parte da simulação, 

com exceção dos tempos superiores a 23 minutos (zonas 11-13).  

Porém, de forma análoga ao Cenário 3, os resultados nas zonas 11, 12 e 13 não 

refletem em uma diminuição expressiva na eficiência do controlador, visto que a 

aplicação do NNPC no controle das temperaturas das posições da carroceria ao longo das 

zonas da estufa apresentou valores de MAPE e MAE menores que 4,0278% e 5,0094, 

conforme pode ser verificado na Tabela 18. Além disso, os maiores desvios são 

observados nas últimas zonas da estufa (resfriamento - zonas 11-13), e nesse sentido, não 

comprometem o foco principal do processo, de realizar a secagem e cura da pintura. 
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Tabela 17: Condições operacionais da estufa Elpo: Caso base x Cenário 4 com controlador NNPC - 

Distúrbio de -5% nas temperaturas das zonas. 

 Caso base Cenário 4 com controlador NNPC 

Zona 
Temperatura 

das zonas 
(°C) 

Velocidade do 
transportador 

(m/min) 

Temperatura das 
zonas: 

Distúrbio -5% 
(m/min) 

Velocidade do 
transportador 

(m/min) 

Entrada da 
estufa 40 4,8 38,00 4,3593 

Cortina de 
entrada 73 4,8 69,35 4,3593 

Zona 1 200 4,8 190,00 4,3593 
Zona 2 220 4,8 209,00 4,3593 
Zona 3 240 4,8 228,00 4,3593 
Zona 4 235 4,8 223,25 4,3593 
Zona 5 220 4,8 209,00 4,3593 
Zona 6 215 4,8 204,25 4,3593 
Zona 7 215 4,8 204,25 4,3593 
Zona 8 175 4,8 166,25 4,3593 

Cortina de 
saída 72 4,8 68,40 4,3593 

Saída da estufa 
(Região 1) 40 4,8 38,00 4,3593 

Saída da estufa 
(Região 2) 40 4,8 38,00 4,3593 

 

Tabela 18: Erro Médio Absoluto Percentual (MAPE) e Erro Médio Absoluto (MAE) do Cenário 4 com 

controlador NNPC - Distúrbio de -5% nas temperaturas das zonas. 

Posição de medição Erro Médio Absoluto 
Percentual (MAPE) Erro Médio Absoluto (MAE) 

#1 Temperatura do ar próxima 
ao capô 4,0278 5,0094 

#2 Teto dianteiro esquerdo 3,6508 4,1938 
#3 Teto dianteiro direito 3,5570 4,1916 
#4 Meio teto esquerdo 3,8602 4,6421 

#5 Meio teto direito 3,7520 4,5313 
#6 Coluna do meio esquerda 3,5656 4,4965 

#7 Coluna do meio direita 3,3754 4,3444 
#8 Porta dianteira esquerda 3,5401 4,4916 

 

A Tabela 19 apresenta a comparação entre os valores da Integral do Erro Absoluto 

(IAE) para os quatro cenários avaliados, calculado com base nas Equações 31 e 32.  

 ���� = ∫ |��,� − ��,�̂|�
�=1  (31) 

���� =∑���� . ∆� (32) 

 

Onde m é a quantidade de zonas (13 zonas), ��,� são os valores objetivados de 

temperaturas das partes da carroceria (setpoints), ��,�̂ são os valores de temperaturas 
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obtidos através da utilização do controlador NNPC, para cada k posição de medição (8 

partes de medições), e para cada zona m (13 zonas). 

Conforme esperado, observa-se na Tabela 19 que os cenários da estratégia de 

controle NNPC 1 apresentaram resultados melhores quando comparados a estratégia de 

controle NNPC 2, demonstrando que a definição de novas temperaturas de setpoints para 

todas as zonas apresenta-se como uma estratégia com melhor resolução.   

Isso deve-se primordialmente ao fato de que o problema de otimização da 

estratégia NNPC 2 apresenta uma maior complexidade, pois o controlador necessita 

encontrar uma única velocidade de transportador que ajuste as temperaturas de todas as 

partes (8 partes), e em todas as zonas (13 zonas), ou seja, 1 variável de decisão para ajustar 

104 variáveis. Mesmo assim, nos dois cenários avaliados, observa-se que o controlador 

conseguiu encontrar as velocidades ideais para manter as partes da carroceria dentro das 

especificações de temperaturas das partes, sem comprometer o processo de secagem e 

cura. 
 

Tabela 19: Integral do Erro absoluto (IAE) para os cenários avaliados com as estratégias de controle 

NNPC. 

 Integral do Erro absoluto (IAE) 
 Estratégia NNPC 1 Estratégia NNPC 2 

 
+5% na 

velocidade do 
transportador 

-5% na 
velocidade do 
transportador 

5% nas 
temperaturas do 

ar nas zonas 

-5% nas 
temperaturas do 

ar nas zonas 
Posição de 
medição 

31,7583 15,6654 62,6859 65,1223 

#1 Temperatura 
do ar próxima ao 

capô 

7,4845 4,3637 49,5152 54,5195 

#2 Teto dianteiro 
esquerdo 

7,3155 5,3191 49,4638 54,4904 

#3 Teto dianteiro 
direito 

10,6475 7,7711 55,4946 60,3477 

#4 Meio teto 
esquerdo 

8,7811 4,7088 54,0103 58,9073 

#5 Meio teto 
direito 

10,3721 8,1867 53,5486 58,4548 

#6 Coluna do 
meio esquerda 

8,6046 12,7849 51,2225 56,4776 

#7 Coluna do 
meio direita 

7,1819 13,5238 52,7323 58,3913 

#8 Porta dianteira 
esquerda 

31,7583 15,6654 62,6859 65,1223 

TOTAL 92,1454 72,3236 428,6732 466,7109 
 

 

 



102 
 

6 CONCLUSÕES  

Este trabalho apresentou uma metodologia para o desenvolvimento e 

implementação de um sistema de Controle Preditivo Neural (NNPC) para uma estufa de 

secagem e cura de pintura automotiva. O estudo foi aplicado a estufa que é utilizada 

durante a etapa de pintura por eletrodeposição (Elpo), buscando melhorias no controle de 

temperatura das partes da carroceria automotiva ao longo da estufa, resultando na 

minimização dos problemas na pintura. 

Um modelo fenomenológico rigoroso de cura e secagem de tinta automotiva foi 

implementado, e utilizando um procedimento de otimização multidimensional, foi 

possível ajustá-lo e validá-lo, com base na determinação dos coeficientes de transferência 

de calor, a partir de dados industriais de temperatura em locais específicos da carroceria 

ao longo das 13 zonas da estufa Elpo.  

Com o modelo fenomenológico implementado, ajustado e validado, foi possível 

utilizá-lo para obter os dados necessários para a obtenção do modelo neural do processo 

na Estufa Elpo, através de aplicações de distúrbios nas variáveis de processo. Após os 

treinamentos, validações e testes das redes neurais artificiais para todas as zonas da estufa, 

observou-se que os modelos neurais obtidos apresentaram valores de coeficientes de 

ajuste R2 acima de 0,98, demonstrando ótimas respostas das redes neurais nas predições 

das temperaturas das partes da carroceria ao longo da estufa.  

Nos testes de performance do modelo neural global como soft sensor, observou-

se que este foi capaz de predizer com bastante acurácia os valores de setpoint (caso base) 

das temperaturas das partes da carroceria, com valores de MAPE menores que 3,6155%. 

Com posse do modelo neural global, foi implementada a estratégia de controle 

preditivo neural - NNPC, baseada no modelo de controle preditivo generalizado (GPC), 

cuja função objetivo do controlador foi resolvida, zona por zona, através da aplicação do 

método de otimização de colônia de formigas (ACO). 

Com isso, utilizando o modelo fenomenológico para representar o processo real 

de cura e secagem que ocorre na estufa Elpo (Caso base), o desempenho do controlador 

NNPC foi avaliado por meio da realização de simulações de quatro cenários operacionais 

da estufa Elpo, através da aplicação de distúrbios do tipo degrau nas variáveis 

manipuladas, velocidade do transportador (x1,j) e temperaturas do ar nas zonas (x2,j). 

Para distúrbios de ±5% na velocidade do transportador (cenários 1 e 2), a atuação 

do NNPC-1 conseguiu manter as temperaturas das posições da carroceria próximas aos 

seus valores de setpoints ao longo de todo o processo. O MAPE e o MAE calculados para 
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cada uma das partes da carroceria apresentaram respectivamente os seguintes valores: 

cenário 1, valores abaixo de 1,44% e 2,44, e cenário 2, valores abaixo de 1,00% e 1,21. 

Para os distúrbios de ±5% nas temperaturas do ar nas zonas (cenários 3 e 4), 

também se observou que as temperaturas das posições da carroceria foram controladas, 

apresentando-se próximas aos seus valores de setpoints ao longo de todo o tempo de 

simulação, indicando que o controlador NNPC-2 também foi eficiente na definição dos 

valores ótimos de velocidades do transportador nas zonas. O MAPE e o MAE calculados 

para cada uma das partes da carroceria apresentaram os seguintes valores, 

respectivamente: cenário 3, valores abaixo de 4,04% e 4,82 e cenário 4, valores abaixo 

de 4,03% e 5,01. 

A performance superior da configuração NNPC-1 deve-se ao fato de que o 

problema de otimização da configuração NNPC-2 apresenta maior complexidade, pois o 

controlador necessita encontrar uma única velocidade de transportador que ajuste as 

temperaturas de todas as partes e em todas as zonas da estufa. 

Desta forma, o modelo neural global obtido e o sistema de controle preditivo 

neural implementado na estufa Elpo foram capazes de realizar de forma satisfatória a i) 

predição em tempo real dos valores futuros das temperaturas das partes da carroceria 

(variáveis controladas), podendo atuar como um Soft Sensor e ii) determinar os valores 

ótimos de temperatura das zonas ou de velocidade nas zonas (variáveis manipuladas), 

capazes de manter as temperaturas das partes da carroceria em valores iguais ou próximos 

de seus setpoints operacionais, e com isso, mantendo-as controladas ao longo de todo o 

processo. 

Por se tratar de uma metodologia pautada em modelagem e simulação, é 

importante comentar alguns pontos em relação aos requisitos computacionais e tempos 

de respostas:  

• O treinamento do modelo de RNAs demandou certo esforço computacional, 

porém o tempo de treinamento foi aceitável, dada a complexidade da tarefa; 

• Uma vez treinado, o modelo de RNA funcionou de maneira eficiente e teve 

tempos de execução mais rápidos, quando em comparado ao modelo 

fenomenológico, por exemplo; 

• A rotina de otimização do NNPC também foi executada dentro de um 

intervalo de tempo condizente, com respostas que poderiam ser utilizadas de 

forma online, durante o processo transiente da estufa Elpo. 
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Com isso, conclui-se que a metodologia proposta pode ser aplicada para 

desenvolver estratégias inovadoras de controle operacional de estufas de secagem e cura 

de pintura automotiva, baseadas na utilização da técnica de redes neurais artificiais, 

podendo ser adotada em outros equipamentos, tais como as estufas de Vedação, Primer e 

Base/Verniz. 
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7 SUGESTÕES PARA TRABALHOS FUTUROS 

 

I. Adicionar nos modelos de redes neurais, e consequentemente no sistema de 

controle preditivo neural NNPC, outras variáveis que possam influenciam 

diretamente na qualidade da pintura automotiva, tais como a espessura da 

camada de tinta ou a conversão da reação de polimerização (cura); 

II. Aplicar a técnica de separações de sinais (ICA) antes de efetuar a identificação 

dos modelos neurais; 

III. Avaliar a utilização de outras estruturas de rede neurais artificiais, tais como 

redes neurais recorrentes; 

IV. Desenvolver um sistema de controle baseado em algoritmo do tipo DMC - 

Controle por Matriz Dinâmica (QDMC, LDMC, DMCL), e comparar com os 

resultados do NNPC; 

V. Aplicar a metodologia deste trabalho para o desenvolvimento e 

implementação de sistemas de Controle Preditivo Neural (NNPC) para outras 

estufas do processo de pintura automotiva, tais como as estufas de Vedação, 

Primer e Base/Verniz;  

VI. Aplicar a metodologia deste trabalho em estufas reais de cura e secagem de 

pintura automotiva, com a utilização dos modelos desenvolvidos durante as 

fases de validação e teste sem atuação direta, e posteriormente com atuação 

direta, para o controle online do processo.  
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