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RESUMO 

 

 

Os sistemas hídricos são susceptíveis a diversos problemas associados ao excesso e à 

escassez de água. O uso de regras práticas de operação para o gerenciamento adequado 

dos recursos hídricos surge como alternativa para mitigar tais dificuldades. No presente 

trabalho, aplicou-se uma regra de proteção baseada em Otimização de Monte Carlo e Floresta 

Aleatória (OMC-FA) para operação mensal de reservatórios. Para obtenção da regra, foram 

seguidas as seguintes etapas: (1) geração de vazões sintéticas pelo Método dos Fragmentos; 

(2) aplicação de um modelo determinístico (DET) para otimização a operação do sistema, 

minimizando a vulnerabilidade; e (3) associação das alocações e disponibilidades hídricas 

ótimas para gerar a regra OMC-FA. Para fins de validação, a metodologia foi aplicada ao 

reservatório Epitácio Pessoa, localizado na Bacia Hidrográfica do Rio Paraíba, Brasil. A regra 

gerada foi avaliada considerando séries independentes de vazões. O modelo OMC-FA 

mostrou-se promissor, definindo um comportamento de alocações semelhante ao produzido 

pelo modelo DET sob previsão perfeita das vazões. A regra OMC-FA também se mostrou 

prática, necessitando apenas da disponibilidade hídrica no mês corrente para determinar a 

alocação. 

 

Palavras-chave: Árvores de Decisão; Política de Operação; Otimização Estocástica Implícita; 

Semiárido; Gestão de Recursos Hídricos.  
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ABSTRACT 

 

Water systems are susceptible to a variety of challenges, such as problems associated 

with water excess and scarcity. The use of practical operation rules for proper water 

resources management emerges as an alternative to mitigate such difficulties. In this 

study, a protection rule based on Monte Carlo Optimization with Random Forest (MCO-

RF) was applied for the monthly operation of reservoirs. To obtain the rule, the 

following steps were followed: (1) generation of synthetic inflows by the Fragment 

Method; (2) application of a deterministic model (DET) to optimize the system 

operation, minimizing its vulnerability; and (3) association of the optimal water 

allocations and availabilities to generate the MCO-RF rule. We validated the 

methodology by applying the procedure to the Epitácio Pessoa reservoir in Brazil. The 

generated rule was evaluated by using independent inflow series. The MCO-RF model 

proved to be promising, defining an allocation behavior similar to that produced by the 

DET model under perfect inflow prediction. The MCO-RF rule is also practical, 

requiring only the current month’s water availability to determine the allocation. 

 

 

Keywords: Decision Trees; Reservoir Operating Policies; Implicit Stochastic 

Optimization; Semiarid. Water Resources Management. 
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1 INTRODUÇÃO 

 

A água é o principal recurso natural presente no planeta Terra, possuindo um 

papel chave para o desenvolvimento, manutenção de ecossistemas e da sociedade 

(MISHRA et al., 2021; YANG; YANG; XIA, 2021). 

A escassez hídrica impacta a vida de milhões de pessoas ao redor do mundo 

e impõe dificuldades para o desenvolvimento sustentável da sociedade (MISHRA et 

al., 2021). As principais causas da escassez hídrica são o aumento populacional, as 

rápidas mudanças de consumo e a expansão da agricultura, aumentando a demanda 

por água e pressionando os sistemas hídricos (VÖRÖSMARTY et al., 2000; 

MEKONNEN; HOEKSTRA, 2016; DOSDOGRU et al., 2020; YANG; YANG XIA, 2021). 

Segundo Mekonnen e Hoekstra (2016), estima-se que meio bilhão de pessoas 

vivem em situação permanente de extrema escassez hídrica e que quatro bilhões 

enfrentam a escassez de água em pelo menos um dos meses do ano. 

Entre 2012 e 2017, por exemplo, a Região Nordeste do Brasil enfrentou um 

período de seca que afetou drasticamente a população, chegando a causar o colapso 

no abastecimento público em grandes cidades do semiárido, como é o caso de 

Campina Grande na Paraíba (BEZERRA; VIEIRA; RIBEIRO, 2021; JACOBI; 

BUCKERIDGE; RIBEIRO, 2021). 

Regiões semiáridas possuem características hidroclimáticas como altas taxas 

de evaporação, baixa pluviosidade e vastas áreas com baixa capacidade de 

armazenamento subterrâneo devido aos tipos de solo e à geologia local, fazendo do 

armazenamento superficial uma das principais formas de se obter água (RIBEIRO 

NETO et al., 2022). 

Os problemas causados pela seca, conflitos prévios relacionados a água e a 

oportunidade de aumentar os benefícios estimulam estudos para a gestão eficiente 

de sistemas hídricos (LOUCKS; BEEK, 2017). 

As regras de alocação água são estratégias importantes para a gestão de 

recursos hídricos. Esta estratégia de gestão padroniza e busca suprir com 

razoabilidade a demanda de água, com o objetivo de administrar o volume disponível 

no sistema e garantir os usos múltiplos dos recursos hídricos. Com as regras, existe 

um ajuste dinâmico na alocação de acordo com o volume disponível e a demanda de 

água, tornando-as um método chave para a resolução de conflitos entre oferta e 
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demanda de água (MA et al., 2023). 

No Brasil, o marco regulatório hídrico vigente é a Lei Federal nº 9.433, de 08 

de janeiro de 1977, que instituiu a Política Nacional de Recursos Hídricos. Uma das 

premissas desta legislação é a de que a gestão de recursos hídricos deve sempre 

proporcionar o uso múltiplo das águas, exceto em situações de escassez. Este 

pressuposto converge diretamente para a alocação estratégica, apesar desta não ser 

um dos instrumentos formalmente instituídos pela legislação (BRASIL, 1997). 

Existem diversas formas de se obter a alocação de água operando um sistema 

hídrico de reservatórios. Uma das mais simples e utilizadas é a Política de Operação 

Padrão (POP), do inglês Standard Operation Policy, que possui como premissa básica 

atender ao máximo à demanda hídrica. Em regiões que sofrem com estresses 

hídricos, a POP pode tornar o sistema frágil e susceptível a colapsos (MAAS et al., 

1962; DRAPER; LUND, 2004; LOUCKS; BEEK, 2017). 

Outra metodologia utilizada para mitigar os problemas causados pela escassez 

hídrica e gerar regras de operação para a alocação de água é a Otimização 

Estocástica Implícita (OEI), ou Otimização de Monte Carlo (OMC). A OMC consiste 

na otimização da operação do reservatório a partir de diferentes cenários de vazão e 

na definição de regras de operação através de modelos estatísticos, como os de 

regressão, usualmente relacionando alocações ótimas com volumes disponíveis 

(YOUNG JUNIOR, 1967; WILLIS; FINNEY; CHU, 1984; CARNEIRO; FARIAS, 2013; 

SULIS, 2018; GUARISO; SANGIORGIO, 2020; SHAIK; PATTANAYEK, 2022). 

Os modelos estatísticos de Floresta Aleatória (FA) são utilizados para 

resolução de problemas de regressão ou classificação, sendo conceituados como 

aprendizado de máquina.  Os modelos FA têm como princípio a criação de uma série 

de subconjuntos de dados para uso em árvores de decisão, introduzindo amostras 

aleatórias e relacionando dados de entrada e saída (BREIMAN, 2001). 

Já existe na literatura científica aplicações de FA para análise de salinidade em 

rios (MELESSE et al., 2020), controle de inundações (DESAI; OUARDA, 2021), 

previsão de vazão, precipitação e nível de água subterrânea (HONG et al., 2021; ALI 

et al., 2020; LIU et al., 2022). 

Apesar das citadas aplicações, o uso de Floresta Aleatória na área hidrológica 

ainda é considerado incipiente (DESAI; OUARDA, 2021). Do mesmo modo, 

aplicações para operação de reservatórios em regiões semiáridas utilizando a 
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simulação Monte Carlo são escassas na literatura (PINHEIRO; FARIAS; SANTOS, 

2023). 

Neste trabalho, propôs-se um método baseado em OMC e FA para geração de 

regras operacionais de reservatórios. Este estudo focou na geração de dados ótimos 

por meio de OMC para calibração de modelo de FA. Posteriormente, a metodologia 

OMC-FA foi aplicada a um reservatório do semiárido para determinação de alocações, 

tendo os seus resultados comparados com o desempenho de modelos tradicionais. 

O presente estudo contribui com os Objetivos do Desenvolvimento Sustentável 

nº 6 (Água Potável e Saneamento), nº 11 (Cidades e Comunidades Sustentáveis) e 

nº 12 (Consumo e Produção Sustentáveis) da Organização das Nações Unidas, além 

de apoiar indiretamente outros objetivos e metas da Agenda 2030 (ONU, 2015). 

 

1.1 OBJETIVOS 

 
1.1.1 Geral 
 

Desenvolver um modelo de operação mensal de reservatórios baseado em 

Otimização Monte Carlo (OMC) e Floresta Aleatória (FA). 

 

1.1.2 Específicos 
 

a) Propor uma metodologia baseada no método Monte Carlo e em Floresta 

Aleatória de regressão para definir alocações otimizadas de água em 

função do volume hídrico disponível;  

 

b) Avaliar a aplicação do modelo em um reservatório de água localizado no 

semiárido, com registros históricos de déficits hídricos; 

 

c) Comparar os resultados gerados pelo modelo proposto com aqueles 

obtidos da aplicação da Política Operacional Padrão. 
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2 REVISÃO DE LITERATURA 

 

2.1 PANORAMA DOS RECURSOS HÍDRICOS 

 

No Brasil, o principal marco regulatório dos recursos hídricos é a Lei nº 9.433 

de 8 de janeiro de 1997, que instituiu a Política Nacional de Recursos Hídricos. Esta 

legislação baseia-se em seis fundamentos, dentre os quais destacam-se: (a) a água 

é um bem de domínio público ou, em outras palavras, a água está sob 

responsabilidade do poder público; (b) a gestão hídrica deve prezar pelo uso múltiplo 

das águas; (c) em situações de escassez, serão prioritários os usos para 

abastecimento humano e dessedentação animal; e (d) a gestão deve ser 

descentralizada, abarcando o poder público, os usuários diretos e a população civil 

(BRASIL, 1997). 

Tratando-se de governança das águas, a gestão é dependente dos contextos 

sociais, culturais, ambientais, econômicos e políticos inerentes ao território (RIBEIRO; 

JHONSSON, 2018). A população brasileira vem há um longo tempo lutando para 

reduzir os impactos causados pelas secas (CAMPOS, 2015). A crise hídrica decorre, 

principalmente, de falhas de governança da água (OCDE, 2015).  

A escassez hídrica é um problema humanitário, que causa sérios problemas 

como desabastecimento de água e impacta em todas as áreas da sociedade. No 

Brasil, a Região Nordeste é a mais susceptível a ocorrência de crises de água. 

Entretanto, eventos recentes demonstraram a devastação de uma crise hídrica em 

outras localidades, como nos casos de escassez observados na Região Sudeste – 

quando o principal manancial da região reduziu-se a níveis alarmantes em 2015 – e 

no Centro-Oeste brasileiro, com o Distrito Federal tendo de enfrentar rodízios no 

abastecimento de água de até 48 horas em 2017 (SOARES NETO; PEDROSA, 2018). 

A Região Nordeste é, historicamente, a mais afetada por crises hídricas no 

Brasil. Com a maior parte do seu território na zona semiárida, vários estados do 

Nordeste (e.g., Bahia, Ceará, Paraíba, Pernambuco, Piauí e Rio Grande do Norte) 

sofrem com secas prolongadas. O semiárido nordestino e a insegurança hídrica se 

relacionam de maneira bem específica. Este espaço é caracterizado pelo domínio de 

solos jovens, elevado índice de aridez, estação chuvosa delimitada em curto espaço 

de tempo ao longo do ano e presença numerosa de rios intermitentes (PINHEIRO et 



19 

 

 

 

al., 2022). 

Devido à elevada insegurança hídrica da região semiárida, o Departamento 

Nacional de Obras Contra a Seca (DNOCS) implantou, a partir do início do Século XX, 

a cultura de construção de açudes, tornando este método o mais tradicional para 

armazenamento de água para usos futuros em locais com baixa pluviosidade 

(AZEVÊDO et al., 2017; GRAFTON et al., 2013). 

As regras de alocação água são estratégias utilizadas para gestão dos 

reservatórios, buscando atender aos seus múltiplos usos. A alocação somente pode 

ser considerada justa se em seu trâmite foi capaz de atender ao fundamento de 

múltiplos usos, baseando-se no conhecimento e cadastramento dos usuários e na 

adoção de princípios de usos sustentáveis, de eficiência econômica e equidade social 

(ARAÚJO; RIBEIRO; BRAGA, 2019). 

Segundo Vieira (1998), em regiões como o semiárido nordestino, é necessária 

a adoção de medidas que visem a racionalização e a otimização da gestão de águas. 

Os modelos de simulação e otimização da gestão dos recursos hídricos surgem para 

simplificar os processos reais, minimizando falhas e maximizando os benefícios 

(SILVA, 2017). 

No planejamento da alocação negociada de águas, os problemas hidrológicos 

do reservatório devem estar bem definidos, além de conter os estudos e estados 

hidrológicos, garantir a gestão participativa dos atores sociais interessados e atender 

às normativas, preservando, assim, a operação, manutenção e monitoramento do 

reservatório (ANA, 2015). 

Diversos estudos propõem metodologias para o processo de alocação 

negociada de água, através de melhorias nas estratégias para a geração curvas de 

regras para a operação de reservatórios (ANA, 2015; GOMES, 2022; PINHEIRO, 

FARIAS; SANTOS, 2023). 

Através do processo de alocação de águas, as tomadas de decisão concedem 

transparência ao ajuste das outorgas vigentes, possibilitando a minimização dos 

conflitos hídricos existentes com a adequação da disponibilidade hídrica à demanda 

(CURI et al., 2011; ALMEIDA; CURI, 2016). 
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2.2 CONFLITOS HÍDRICOS 

 

Os conflitos por recursos hídricos advêm da escassez de água, partindo do 

pressuposto de que se a demanda é totalmente satisfeita não existem conflitos acerca 

da alocação desses recursos. Para gerir os conflitos é necessário entender com 

clareza a natureza das disputas em questão (PEDROSA, 2017). 

Pedrosa (2017) utiliza-se do caso da Bacia Hidrográfica do Rio São Francisco 

para exemplificar o quão complexa pode ser o gerenciamento de conflitos para a 

gestão de águas. O rio atravessa vários estados brasileiros, tendo múltiplos usos 

(saneamento, irrigação, indústria, mineração, geração de energia, turismo, pesca, 

psicultura, transposição de águas e outros), onde boa parte da bacia está inserida no 

semiárido, com regime de pluviosidade de até 800 mm/ano, sendo assim, necessária 

a gestão integrada das águas superficiais, subterrâneas e costeiras. 

Casos como o do rio São Francisco, fazem com que seja necessário todo um 

esforço dos entes que envolvem o Sistema Nacional de Gerenciamento de Recursos 

Hídricos – SINGREH para que a gestão hídrica atenda a todos atores, além de uma 

operação eficiente de todos os reservatórios ao longo de seu curso (PEDROSA, 

2017). 

No Brasil, os comitês de bacia são os responsáveis por arbitrar e deliberar em 

primeira instância os conflitos hídricos existentes sob seu território (BRASIL, 1997). É 

inevitável a ocorrência de conflitos dentro da gestão hídrica e tais situações podem 

gerar discussões necessárias para o encontro de soluções (AMORIM; RIBEIRO; 

BRAGA, 2016). 

Dados da Comissão Pastoral da Terra, que realiza desde 2009 um trabalho 

para registro de conflitos por água em todo o país, indicam que a Região Nordeste é 

a segunda mais conflituosa, sendo o impedimento e a redução do acesso às águas 

as principais causas nos estados da Bahia, Ceará e Paraíba (PEIXOTO; SOARES; 

RIBEIRO, 2021).  

Tais impedimentos são causados, principalmente, pela escassez hídrica que 

reduz a quantidade de água disponível nos rios e reservatórios, cabendo aos entes 

da gestão à implementação de estratégias para mitigar ou até evitar os efeitos 

(BASTO; FONTES; MEDEIROS, 2020). 
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Uma das estratégias possíveis para a mitigação dos efeitos ocasionados 

decorrentes da escassez de água é a otimização da operação de reservatórios, um 

método que eleva a segurança hídrica, alocando – de forma racional e conforme 

prioridades e regras pré-definidas – a água disponível no reservatório (NUNES; 

GALVÃO; RÊGO, 2016; MORAIS; MAIA, 2021; BILLERBECK; MELLO JUNIOR, 

2018; BASTO; FONTES; MEDEIROS, 2020). 

 

2.3 OPERAÇÃO DE RESERVATÓRIOS 

 

2.3.1 Aspectos Gerais 
 

Os reservatórios são construções estratégicas com o objetivo de reduzir 

impactos de possíveis variabilidades hídricas e garantir abastecimento de água, 

através da regulação de vazão, garantindo uma fonte de água de longa duração para 

atendimento das necessidades humanas e ambientais (EHSANI et al., 2017; 

DRAPER; LUND, 2004). 

Labadie (2004) afirma que o surgimento de novos usos em reservatórios, não 

previstos em projeto, aumenta à propensão ao colapso do sistema hídrico, não 

atendimento das demandas. Raje e Mujumdar (2010) corroboram ao afirmar que 

muitos reservatórios estão sob estresse hídrico, causado por crescimento 

populacional, demanda incompatível com a rede hidrológica e falhas na gestão dos 

recursos. 

A Política de Operação Padrão (POP) é uma das regras mais simples, sendo 

comumente utilizada para operar reservatórios (MORAIS; MAIA, 2021). Este modelo 

baseia-se na política de alocação da máxima quantidade de água possível para 

atendimento da demanda. Tal direcionamento pode levar o reservatório ao colapso 

em um curto período de tempo, causando escassez hídrica (LOUCKS; BEEK, 2017; 

MORAIS; MAIA, 2021; PINHEIRO; FARIAS; SANTOS, 2023). Na Figura 1, observa-

se o funcionamento da POP, em que a linha vermelha representa a POP sendo 

aplicada. 
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Figura 1 - Política de Operação Padrão 

Fonte: Adaptada de Loucks e Beek (2017). 
 

Na literatura, é constante a procura pela operação do reservatório através de 

algoritmos de otimização, na busca pelas melhores estratégias de operação que 

visem a praticidade e a diminuição de falhas na gestão dos recursos hídricos (AHMAD 

et al., 2014). 

A principal tarefa na operação é decidir a quantidade de água que deve ser 

alocada agora e o quanto deve ser racionalizado para usos futuros, dado a situação 

atual do reservatório e a previsão de dados futuros, normalmente por meio de curvas 

chave, que indicam as ações a serem tomadas de acordo com o estado hidrológico 

(WURBS, 1993; CELESTE; BILLIB, 2009). 

Um reservatório de usos múltiplos apresenta uma maior complexidade na 

operação, envolvendo muitas variáveis e objetivos, e considerando o risco e a 

incerteza (OLIVEIRA; LOUCKS, 1997; TU; HSU; YEH, 2003; LABADIE, 2004). 

Necessitando, assim, de um modelo de otimização da operação. 

Um dos procedimentos utilizados para otimização é a Otimização de Monte 

Carlo, que gera regras operacionais a partir da aplicação de uma função 

determinística (CELESTE; BILLIB, 2009). 

OMC pode ser utilizada para geração de regras mensais, como nos trabalhos 

de Carneiro e Farias (2013) e Tegegne e Kim (2020), bem como geração de curvas 

chave para estados hídricos de um reservatório, como em Santos e Celeste (2016). 
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2.3.2 Otimização de Monte Carlo 
 

Uma das grandes dificuldades da operação de reservatórios é a incerteza 

hidrológica. A incerteza hidrológica impacta diretamente a aplicação dos modelos 

tradicionais de operação de reservatórios, que consideram apenas o volume 

disponível para alocar os recursos hídricos. Uma das soluções para operar um 

reservatório é o desenvolvimento de regras operacionais (GOMES, 2022). 

Uma das formas mais utilizadas para gerar regras operacionais considerando 

a incerteza hidrológica é a Otimização usando Simulação Monte Carlo (OMC). A 

utilização de OMC favorece a criação dessas regras operacionais em relação à 

representação matemática do sistema físico do reservatório, sendo de fácil aplicação 

(MIZYED; LOFTINS; FONTANE, 1992). 

A OMC funciona a partir da aplicação de um modelo ótimo (otimização 

determinística) para operação do reservatório sob diversos cenários de 

disponibilidade hídrica igualmente prováveis e analisa os dados operacionais ótimos 

para criar as curvas de regra (CELESTE; BILLIB, 2009).  

Séries de dados de vazão são obtidas a partir de modelos de geração de 

vazões sintéticas para aplicação na otimização determinística. Segundo Farias 

(2009), estas vazões sintéticas devem possuir os mesmos padrões estatísticos da 

série histórica original. Para cada cenário gerado é obtido um conjunto de informações 

operacionais ótimas diferentes. As alocações ótimas são geralmente agrupadas e 

então relacionadas com a disponibilidade hídrica por meio de regressão linear 

(MIZYED; LOFTINS; FONTANE, 1992; CELESTE; BILLIB, 2009; CELESTE; EL-

SHAFIE, 2018). 

O uso de modelos estocásticos como a Otimização de Monte Carlo torna-se 

uma solução viável para o problema das incertezas hidrológicas, dando suporte 

racional às decisões sobre liberações de água (CELESTE; EL-SHAFIE, 2018). 

Young Junior (1967) realizou, por meio de programação dinâmica, a primeira 

aplicação da OEI para gerar uma regra anual de operação. No Brasil, Barreto (1974) 

realizou uma das primeiras aplicações da OEI e regressão múltipla para criação de 

regras mensais de operação para o reservatório Três Marias, objetivando maximizar 

a produção energética. 

Outro ponto positivo da utilização de modelos OEI é a sua versatilidade para 
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incorporar diferentes modelos de geração de regras operacionais, como as Redes 

Neurais Artificiais (CARNEIRO; FARIAS, 2013), Regressão Não-Linear Múltipla 

(CELESTE; BILLIB, 2009), Floresta Aleatória (PINHEIRO; FARIAS; SANTOS, 2022), 

Teoria dos Jogos (GOMES, 2022) e Algoritmos Genéricos (MOMTAHEN; DARIANE, 

2007). 

 

2.4 FLORESTA ALEATÓRIA 

 
A aprendizagem estatística, utilizando-se de um banco de dados, vem sendo 

aplicada em diversas áreas, desde a ciência, medicina, economia e indústria. Dentro 

destas áreas abre-se um leque de opções para o uso de estatísticas, banco de dados 

e inteligência artificial na resolução dos problemas propostos (HASTIE; TIBSHIRANI; 

FRIEDMAN, 2009). 

As técnicas de aplicação da aprendizagem estatística se subdividem entre os 

algoritmos de aprendizagem: Random Forest, Redes Neurais Artificiais, Árvores de 

Decisão, Máquinas de Suporte de Vetores, Gradient Boosting, entre outros. Trabalhos 

como os de Hastie, Tibshirani e Friedman (2009) e Caruana e Niculescu-Mizil (2006) 

já vêm testando o potencial de cada categoria destes algoritmos supracitados sob a 

ótica de diversos parâmetros (tamanho da base de dados, desvio padrão, precisão 

média, acurácia e outros). 

Em seus estudos, Caruana e Niculescu-Mizil (2006) utilizaram algoritmos 

otimizados através da Escala de Platt, Regressão Isotônica e algoritmos não 

calibrados. Os resultados destes testes mostraram que os algoritmos de Gradient 

Boosting, Floresta Aleatória e Máquinas de Suporte de Vetores performaram melhor 

para parâmetros definidos. 

Hastie, Tibshirani e Friedman (2009) utilizaram a base de dados de habitação 

da Califórnia, Estados Unidos da América para comparar os algoritmos Floresta 

Aleatória e Gradient Boosting através do número de árvores de decisão a serem 

usadas pela média do erro absoluto. Observou-se que a métrica de desempenho 

durante a calibração tendia a se estabilizar quando a Floresta Aleatória possuía 200 

árvores, no Gradient Boosting, a estabilização só ocorreu após 1.000 árvores. 

Destaca-se que, após 600 árvores, o Gradient Boosting apresentava desempenho 

superior ao modelo de Floresta Aleatória.  
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A Floresta Aleatória com alta eficiência surgiu do aprimoramento do algoritmo 

de Classificação e Regressão de Árvores e Bagging Trees (BREIMAN et al., 1984; 

BREIMAN, 1996, 2001; YANG et al, 2016). 

 

2.4.1 Árvore de Decisão 
 

A árvore de decisão é uma das mais simples formas de se obter um algoritmo 

de aprendizagem. Apesar de sua simplicidade, é um modelo robusto e prático para 

resolução de problemas multivariados. Isto é obtido por meio da construção de regras 

de classificação ou regressão para um parâmetro a partir da subdivisão dos dados em 

um conjunto para análise (GIROLAMO NETO, 2018; SANTANA, 2020). 

O topo de uma árvore de decisão é definido como nó raiz, que contém todo o 

conjunto de dados. O passo seguinte é a escolha dos melhores atributos para fazer a 

separação dos dados em dois nós ramos, cada ramo possuindo um teste conforme 

os atributos selecionados, repetindo-se este passo até que um critério de parada 

estabelecido seja atingido (GIROLAMO NETO, 2018; SANTANA, 2022).  

Pode-se citar, como exemplos de critérios de parada, o momento em que há o 

esgotamento das possibilidades de divisão a partir dos parâmetros ou em que um 

número mínimo de nós folhas (terminais da árvore de decisão) é atingido (SANTANA, 

2020). 

Assim, compõem uma árvore de decisão o nó raiz (contém todo o conjunto de 

dados), as divisões (splits), os nós ramos e os nós folhas (SANTANA, 2022). Na Figura 

2, apresenta-se um exemplo genérico de uma árvore de decisão. 
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Figura 2 - Árvore de decisão genérica 

Fonte: Autoria Própria (2023). 

 
Os melhores parâmetros para a divisão são avaliados conforme a separação 

dos dados em classes ou em valores esperados, chamada de medida de impureza 

(GIROLAMO NETO, 2018). Os principais métodos utilizados para a avaliação dos 

parâmetros são a Entropia e o Índice de Gini (ZHU et al., 2018; YU et al., 2021; 

SANTANA, 2022). 

Uma das principais técnicas para criação de árvores de decisão são as Árvores 

de Classificação e Regressão (CART, do inglês Classification and Regression Trees), 

proposta por Breiman et al. (1984). O algoritmo CART constrói árvores de decisão 

binárias, ou seja, cada nó só pode ter no máximo dois ramos, que podem ser utilizadas 

para resolução de problemas de classificação e/ou regressão (BREIMAN et al., 1984; 

SANTANA, 2022). 

A criação das partições em cada nó para modelos de regressão, na 

metodologia adotada por Breiman et al. (1984), utiliza-se da minimização do erro 

quadrático médio (MSE, do inglês Mean Standard Error), descrito pela equação a 

seguir: 

 

 
𝑀𝑆𝐸 =

1

𝑛
∑(𝑦𝑖 − �̅�)2

𝑁

𝑖=1

 (1) 

 

em que 𝑦𝑖 é o valor de referência das amostras, �̅� é a média dos valores de referência 

e 𝑛 é o número de amostras contidas no nó (SANTANA, 2020). 
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As árvores de decisão possuem como vantagem a facilidade de uso e 

interpretação. Entretanto, uma única árvore de decisão para um conjunto de dados 

pode ocasionar uma limitação da observação, diante da estocasticidade dos dados, 

ocasionando um sobreajuste do modelo (BAUM, 2020). 

Como solução para o ajuste demasiado dos dados de treinamento, Breiman 

(1996) propôs a técnica bagging, que se trata da agregação de diversas árvores de 

decisão para predição. 

 

2.4.2 Bagging Trees 
 

A ideia principal do algoritmo Bagging Trees, ou agrupamento de árvores, é 

corrigir os erros do modelo de predição de uma única árvore de decisão (PRASAD; 

IVERSON; LIAW, 2006). 

Considerando que uma das limitações na árvore de decisão é que o modelo se 

ajusta demasiadamente ao conjunto de dados (overfitting), Breiman (1996) propõe a 

utilização de bootstrap – que significa a retirada de vários subconjuntos do conjunto 

de dados originários – para criação de uma árvore de decisão para cada subconjunto. 

Assim, a predição final faz-se a partir da votação da maioria (classificação) ou da 

média (regressão) dos resultados das árvores de decisão agrupadas. Este 

procedimento recebe o nome de bagging (BAUM, 2020). 

No bootstrap, cerca de um terço da amostra é retirada do conjunto principal, 

sendo reposta por dados replicados do próprio banco de dados, estes dados retirados 

recebem o nome de fora do saco (do inglês, out of bag – OOB). Os dois terços 

restantes, conhecidos como dentro do saco (do inglês, in bag) são utilizados para 

criação de uma árvore de decisão. O processo é repetido até obter-se as n árvores de 

decisão pretendidas para o agrupamento de árvores (HASTIE; TIBSHIRANI; 

FRIEDMAN, 2009; PRASAD; IVERSON; LIAW, 2006; SANTANA, 2020). 

Este processo resulta em um conjunto de dados perturbados pelas replicações, 

fazendo com que o método perca a estrutura simples e de fácil interpretação das 

árvores de decisão (BREIMAN, 1996). Todavia, o agrupamento de várias árvores com 

diferentes subconjuntos de dados de um mesmo banco de dados gera uma melhora 

na acurácia do modelo, diminuindo a propensão ao ajuste demasiado do modelo aos 

dados de treinamento, potencializando o seu desempenho na predição (BREIMAN, 
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1996; BAUM, 2020). Buscando melhorar o desempenho com o uso de árvores de 

decisão, Breiman (2001) aprimorou o bagging para um modelo chamado de Floresta 

Aleatória. 

 

2.4.3 Floresta Aleatória 
 

A Floresta Aleatória (do inglês, Random Forest) foi criada para solucionar o 

overfitting (ou sobreajuste) associando dois métodos de aleatorização de dados, o 

bagging e a seleção aleatória de variáveis (BREIMAN, 2001; SANTANA, 2020). 

Breiman (2001) decidiu reunir esses dois métodos após diversos estudos (AMIT; 

GEMAN, 1997; DIETTERICH, 1998; HO, 1998) mostrarem que a aleatorização das 

variáveis garante uma melhora na acurácia do modelo e reduz o sobreajuste do 

modelo aos dados. 

Segundo Breiman (2001), a correlação de dados obtidos através de simulações 

Random Forest deriva da implementação de aleatoriedade nos dados por meio dos 

métodos de ensacamento (bagging) e uso da aleatoriedade, que melhora a acurácia 

do método. 

Na Figura 3, apresenta-se um modelo estrutural genérico do algoritmo para 

classificação de uma floresta aleatória, em que os dados são divididos através de 

bootstrap em subconjuntos de amostragem aleatória, formando novas amostras. 

Cada amostra gerará uma árvore de classificação, em que o resultado final se dará 

através de votação por maioria (GIROLAMO NETO, 2018). 
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Figura 3 – Estrutura genérica de floresta aleatória para classificação 

Fonte: Girolamo Neto (2018) 

 
A aleatoriedade produzida através do bagging ocorre de maneira igual à 

descrita anteriormente, através da utilização do bootstrap. As amostras fora do saco 

(OOB) podem ser utilizadas de forma a avaliar a eficiência do modelo, de maneira 

análoga à validação cruzada de dados (SANTANA, 2020) 

A seleção aleatória de variáveis consiste em selecionar aleatoriamente as 

variáveis que serão utilizadas em cada nó durante a construção das árvores de 

decisão. Uma amostra z de variáveis preditoras é escolhida para o espaço das 

variáveis a partir do banco de dados completo p de preditores. Para problemas de 

classificação e regressão, os valores padrões de z são √𝑝 e 
𝑝

3⁄ , respectivamente 

(BREIMAN, 2001; BAUM, 2020; SANTANA, 2020). 

Hastie, Tibshirani e Friedman (2009) salientam que o melhor ajuste de z 

dependerá do problema a ser resolvido, não sendo obrigatório seguir estes valores 

padrões, e que estes devem ser tratados como variáveis de aprimoramento do 

modelo. 
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Santana (2020) cita outros dois parâmetros de otimização importantes no 

modelo: número de árvores, que deve ser grande o suficiente para estabilizar o erro 

das amostras OOB (caso esta seja a escolha para análise de eficiência do modelo); e 

número padrão mínimo de nós, que na classificação é usualmente um e, na regressão, 

cinco. Ainda de acordo com o autor, os resultados obtidos com os parâmetros padrões 

e os otimizados são bastante similares. 

O modelo de FA permite lidar com conjuntos de dados com grande número de 

variáveis preditoras, sendo computacionalmente eficientes, evitando o sobreajuste e 

possuindo mais acurácia do que seus antecessores (BREIMAN, 2001; SEGAL, 2004; 

GIROLAMO NETO, 2018). 

O uso de modelos de aprendizado de máquina utilizando floresta aleatória vem 

crescendo, muito pela simplicidade e praticidade do uso destes algoritmos para 

previsões (SANTANA, 2020). 

A difusão de seu uso pode ser observada nos mais diversos campos da 

literatura. Wolfe et al. (2010), por exemplo, utilizou o algoritmo para criação de uma 

escala de severidade dos sintomas comuns a fibromialgia, uma doença que afeta a 

musculatura do corpo humano. A FA contribuiu para mostrar a importância das 

variáveis, entretanto, não apontou um ponto ótimo para o corte das variáveis, sendo 

necessário implementar outro método junto ao algoritmo de aleatoriedade. 

Na aviação, Gui et al. (2020) aplicaram métodos de aprendizado de máquina 

em Big Data para prever voos atrasados. Dentre os resultados obtidos, o long short-

term memory (LSTM) obteve excelente desempenho, mas demonstrou problemas 

devido ao overfitting dos dados. A FA contornou este problema e obteve uma acurácia 

de 90,2%. 

A FA também é bastante aplicada no campo do geoprocessamento. Para 

Belgiu e Drăguţ (2016), o uso desta metodologia de aprendizado de máquina tornou-

se popular junto ao sensoriamento remoto devido a sua precisão ao lidar com 

multidimensionalidade. Por outro lado, apresentou defeitos ao lidar com desenho 

amostral dos dados obtidos em imagens. 

Tratando-se de recursos hídricos, as metodologias de aprendizado de máquina 

vêm sendo bastante utilizadas para a operação de reservatórios. Estudos como o de 

Draper (2001) e Farias (2009) demonstram a eficácia destas técnicas em relação ao 

método padrão de operação dos reservatórios. Draper et al. (2004), no entanto, 
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salienta que os métodos precisam ser práticos, pois muitos modelos de simulação 

acabam por tornarem-se restritos devido à complexidade imposta pelas suas regras 

de operação. 

Neste sentido, a Floresta Aleatória aparece como alternativa viável para o 

modelo padrão de operação e como algoritmo de aprendizagem com fácil 

entendimento de uso. 

A utilização da FA é bem recente para a operação de reservatórios, com o 

estudo de Yang et al. (2016) sendo um dos primeiros a serem publicados. Nesta 

pesquisa, eles usam o método de classificação e regressão por meio de árvores junto 

a um método de combinação cruzada embaralhada para definir as regras de operação 

de reservatórios no estado da Califórnia, Estados Unidos. Os resultados do estudo 

concluíram que o modelo proposto conseguiu gerar regras de operação adequadas. 

Yang et al. (2017) realizou uma comparação entre os métodos Floresta 

Aleatória, redes neurais artificiais e vetor de suporte a regressão para definir um 

modelo de operação mensal para dois reservatórios, um na California e outro na 

China, observando como regra principal de operação os fenômenos climáticos 

presentes nas duas localidades. Neste estudo foi possível observar que o modelo que 

melhor previu a demanda foi o da Floresta Aleatória e que uma de suas vantagens é 

a possibilidade de interpretação na inserção de dados brutos. 

Hong et al. (2021) analisou diversos algoritmos de aprendizado de máquina 

para prever vazões afluentes a um reservatório de múltiplos usos na Coréia do Sul. 

Nesta pesquisa o método FA teve o segundo melhor desempenho com Nash–Sutcliffe 

efficiency (NSE) de 0,765, sendo inferior ao modelo LSTM, com NSE de 0,796. 

Chen et al. (2018) utilizaram FA para classificar as principais variáveis 

hidrológicas que influenciam diretamente na afluência do reservatório Três Gargantas, 

China. Eles obtiveram boas estratégias baseadas em FA para operação do 

reservatório. 

Na gestão dos recursos hídricos, ainda há muito a se explorar com a ferramenta 

Floresta Aleatória (DESAI; OUARDA, 2021). Uma das lacunas que se observa na 

literatura é a utilização desta metodologia aliada a uma técnica de operação de 

reservatórios, o que, de acordo com Pinheiro, Farias e Santos (2023), pode simplificar 

e potencializar a operação de mananciais. 
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3 METODOLOGIA 

 

O presente trabalho possui abordagem metodológica de pesquisa aplicada, de 

natureza exploratória e abordagem quantitativa (GIL, 2002). Divide-se em duas 

etapas: exploratória e aplicada. 

A fase exploratória é composta pelo levantamento bibliográfico, enquanto a 

etapa aplicada consiste na implementação de um método, proposto por este trabalho, 

para operação de reservatórios e obter dados de operação através desta metodologia. 

Para obter a regra de operação, utilizou-se a Otimização de Monte Carlo, que 

necessita de uma longa série de vazões (em geral, vazões sintéticas) para aplicação 

de um Modelo Determinístico e obtenção dos dados ótimos. As vazões sintéticas 

foram geradas pelo Método dos Fragmentos (SVANIDZE, 1980). Após a obtenção das 

alocações ótimas, conduziu-se a calibração da Floresta Aleatória de regressão e foi 

possível aplicar de forma prática o método OMC-FA para obtenção das alocações. 

 

Na Figura 4, observa-se o fluxograma metodológico deste trabalho. 

 
Figura 4 - Fluxograma metodológico 

Fonte: Autoria Própria (2023). 
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3.1 MODELO OMC-FA 

 

A Otimização de Monte Carlo pressupõe o uso de longas séries de vazões, que 

podem ser obtidas por modelos que simulam vazões sintéticas. O passo seguinte 

consiste em usar um Modelo Determinístico (DET) para otimizar a operação do 

reservatório e obter dados ótimos. Por fim, regras operacionais (alocação em função 

de volume disponível) podem ser obtidas por meio de simples regressão ou outras 

técnicas. Neste estudo, o modelo segue os seguintes passos: 

 

a) Gerar M meses de vazões sintéticas (estocásticas); 

b) Aplicar um modelo DET para otimizar a operação do reservatório; e 

c) Relacionar as alocações ótimas e a disponibilidade hídrica para geração de 

uma regra mensal única de operação por meio de FA de regressão. 

 

3.1.1 Geração de Vazões Estocásticas 
 

O modelo OMC-FA de operação de reservatórios necessita que séries de 

vazões sintéticas sejam geradas, produzindo uma sequência histórica de vazões 

mensais de entrada que possuam as mesmas características da série histórica. Para 

este trabalho, as sequências de vazões sintéticas foram concebidas pelo Método dos 

Fragmentos e utilizadas para operação mensal de reservatórios.  

O Método dos Fragmentos (MF) foi proposto primeiramente por Svanidze 

(1980) e possui uma abordagem relativamente simples para gerar séries históricas 

sintéticas. A metodologia vem sendo aplicada com grande sucesso em regiões 

semiáridas e tal sucesso dá-se pela preservação de propriedades estatísticas das 

séries hidrológicas originárias, como média, desvio padrão, distorção e curtose. Como 

exemplo do uso do Método dos Fragmentos, pode-se citar os trabalhos de Carneiro e 

Farias (2013); Silva Filho e Farias (2018); Gomes (2022); Pinheiro, Farias e Santos 

(2023). 

O MF possui como objetivo principal desagregar vazões anuais em vazões 

mensais, a partir de uma metodologia padronizada (CARNEIRO; FARIAS, 2013). Para 

calcular um fragmento, é necessário dividir a vazão mensal de um determinado ano 

pela soma de todas as vazões mensais daquele respectivo ano, ou seja: 
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𝑓(𝑎, 𝑚) =

𝑄(𝑎,𝑚)

∑ 𝑄(𝑎,𝑚)12
𝑚=1

 (2) 

 

na qual 𝑓(𝑎, 𝑚) e 𝑄(𝑎,𝑚) são, respectivamente, o fragmento do mês 𝑚 do ano 𝑎 e a 

vazão observada no mês 𝑚 do ano 𝑎. 

Após a realização do cálculo dos fragmentos, processa-se os dados através de 

uma função de densidade de probabilidade (f.d.p.) adequada (CARNEIRO; FARIAS, 

2013). Neste estudo, a f.d.p. adotada foi a distribuição gama, já que é bastante 

utilizada para modelar vazões anuais sem autocorrelação em trabalhos no semiárido 

(CELESTE; CURI; CURI, 2007; CARNEIRO; FARIAS, 2013; GOMES, 2022). A 

distribuição gama utilizada seguiu os procedimentos presentes em Bussab e Moretin 

(2017). 

 

3.1.2 Modelo Determinístico 
 

É imprescindível a utilização de um modelo que se equipare à realidade para 

que as regras operacionais do reservatório sejam adequadas (GOMES, 2022). Para 

tal, o modelo deve identificar a alocação ideal para os recursos hídricos que 

satisfaçam as demandas sem que ocorra um comprometimento da operação do 

sistema (CARNEIRO; FARIAS, 2013). 

O modelo DET conhece todo o horizonte de vazões de entrada da operação e 

estabelece as alocações com base nas características e restrições inerentes ao 

reservatório.  

Para o correto funcionamento deste modelo é necessário a definição de uma 

função objetivo. No presente trabalho, a otimização terá como função objetivo 

minimizar a vulnerabilidade média mensal do reservatório, seguindo os critérios 

estabelecidos por Hashimoto, Stedinger e Loucks (1982). 

As equações do modelo DET são representadas por: 

 

 
min𝑉𝑈𝐿 = ∑[

𝑅(𝑡) − 𝐷(𝑡)

𝐷(𝑡)
]

2𝑀

𝑡=1

 (3) 
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 𝑉(1) = 𝑉0 + 𝑄(1) − 𝑅(1) − 𝑆𝑃(1) + 𝑃(1) − 𝐸𝑉(1) 

𝑉(𝑡) = 𝑉(𝑡 − 1) + 𝑄(𝑡) − 𝑅(𝑡) − 𝑆𝑃(𝑡) + 𝑃(𝑡) − 𝐸𝑉(𝑡); ∀𝑡 = 2,… ,𝑀 
(4) 

 

 0 ≤ 𝑅(𝑡) ≤ 𝐷(𝑡);  ∀𝑡 (5) 

   

 𝑉𝑚𝑖𝑛 ≤ 𝑉(𝑡) ≤  𝑉𝑚𝑎𝑥;  ∀𝑡 (6) 

   

 𝑆𝑃(𝑡) ≥ 0; ∀𝑡 (7) 

 

A vulnerabilidade mensal do reservatório, descrita pela Equação (3), segundo 

Hashimoto, Stedinger e Loucks (1982), é a soma dos erros quadráticos entre a 

alocação e a demanda, em que 𝑉𝑈𝐿 é a vulnerabilidade, 𝑀 é o horizonte de operações 

em meses, 𝑅(𝑡) é a alocação de água e 𝐷(𝑡) é a demanda total em um determinado 

mês 𝑡. 

O balanço hídrico da operação é representado pela Equação (4) , na qual 𝑉(𝑡) 

é o volume do reservatório equivalente ao final do mês 𝑡, 𝑉0 é o volume inicial do 

reservatório, 𝑄(𝑡) é a vazão afluente do reservatório durante o mês 𝑡, 𝐸𝑉(𝑡) e 𝑃(𝑡) são 

a evaporação e a precipitação sobre a superfície líquida do reservatório durante o mês 

𝑡, respectivamente, e 𝑆𝑃(𝑡) é o vertimento que pode ocorrer durante o mês 𝑡. 

As limitações estruturais do sistema hídrico, segundo Carneiro e Farias (2013), 

definem as restrições de operação do reservatório para alocação, volume e 

vertimento. Tais delimitações físicas são descritas pela Equações (5), (6) e (7), em 

que 𝑉𝑚𝑖𝑛 é o volume mínimo do reservatório, ou volume morto, e 𝑉𝑚𝑎𝑥 é o volume 

máximo de armazenamento do sistema. 

 

3.1.3 Floresta Aleatória 
 

A Otimização de Monte Carlo, como já citado anteriormente, utiliza-se do 

modelo DET para acessar as alocações ótimas para o sistema hídrico. Com estes 

resultados é necessário aplicar um modelo estatístico para se obter as regras de 

operação do reservatório (CELESTE; CURI; CURI, 2009). Tais modelos estatísticos 

podem ser redes neurais artificiais (FARIAS, 2009), regressões não-lineares múltiplas 

(CELESTE; CURI; CURI, 2009), regressão não-linear (GOMES, 2022), entre outros. 
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Neste estudo, aplicou-se o modelo de Floresta Aleatória de regressão, que 

consiste em realizar regressões múltiplas para obtenção das alocações em função da 

disponibilidade hídrica, da demanda e do corrente mês, gerando uma única regra de 

operação para o sistema hídrico (BREIMAN, 2001; PINHEIRO; FARIAS; SANTOS, 

2023). 

 

3.2 CALIBRAÇÃO DO MODELO OMC-FA 

 

Após a obtenção dos valores otimizados de 𝑅(𝑡) e 𝑉(𝑡), para 𝑡 = 1,… ,𝑀, 

procede-se para a calibração da regra de operação OMC-FA, em que a Floresta 

Aleatória é representada por: 

 

 
ℎ(𝑋) =  

1

𝐾
∑ ℎ(𝑥, 𝜃𝑘)

𝐾

𝑘=1

 (8) 

 

em que 𝐾 é o número de árvores de regressão (𝑘 = 1, 2, …, 𝐾), 𝑥 é um subconjunto 

de dados referente à 𝑋 (dados de entrada) e de mesmo tamanho, 𝜃 são variáveis 

aleatórias independentes e identicamente distribuídas, e ℎ(𝑥, 𝜃𝑘) são as árvores de 

decisão (BREIMAN, 2001; SEGAL, 2004; ABDA et al., 2022). 

 O modelo prevê a calibração de Florestas Aleatórias com diferentes 

quantidades de árvores de decisão (e.g., 25, 50, 75, ..., e 500), para que se encontre, 

através das métricas de eficiência utilizadas, o arranjo mais adequado para o conjunto 

de dados. Recomenda-se treinar cada composição no mínimo 10 vezes, para 

maximizar as chances de encontrar os ótimos globais (PINHEIRO; FARIAS; SANTOS, 

2023). 

 Optou-se por fixar a quantidade mínima de folhas nas árvores de regressão em 

duas folhas para o modelo OMC-FA, levando em consideração todas as variáveis 

durante o processo de calibração. Tal configuração faz-se necessário para evitar a 

perda de informações vitais, como a sazonalidade e a disponibilidade hídrica. 

Após a calibração, a regra OMC-FA pode determinar a alocação mensal 

baseada na demanda, na disponibilidade hídrica do reservatório (representada por 

volume inicial e vazão atual) e no vetor mês ([1 0 0 0 0 0 0 0 0 0 0 0] para janeiro, [0 
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1 0 0 0 0 0 0 0 0 0 0] para fevereiro, ..., e [0 0 0 0 0 0 0 0 0 0 0 1] para 

dezembro), que incorpora a sazonalidade local (PINHEIRO; FARIAS; SANTOS, 

2023). 

Na Figura 5, observa-se um fluxograma sobre o funcionamento do modelo 

preditivo da Floresta Aleatória para regressão. 

 
Figura 5 - Modelo de previsão da Floresta Aleatória 

Fonte: Autoria Própria (2023). 

 

O desempenho da FA foi avaliado por meio do Índice de Eficiência de Nash-

Sutcliffe (NSE), proposto por Nash e Sutcliffe (1970) e representado por: 

 

 
𝑁𝑆𝐸 = 1 − 

∑ (𝑅𝑜𝑏𝑠
𝑖 − 𝑅𝑠𝑖𝑚

𝑖 )2𝑁
𝑖=1

∑ (𝑅𝑜𝑏𝑠
𝑖 − 𝑅𝑜𝑏𝑠)2𝑁

𝑖=1

 (9) 

 

em que 𝑁𝑆𝐸 é o coeficiente de eficiência, 𝑅𝑜𝑏𝑠
𝑖  é a alocação observada na amostra 𝑖, 

𝑅𝑠𝑖𝑚
𝑖  é a alocação simulada através do modelo na amostra 𝑖, 𝑅𝑜𝑏𝑠 é a alocação média 

para a série analisada, e 𝑁 é o número total de registros de alocação. 

 ( ) 
 (  1) 
 ( ) 
 ês     

 rvore de Decis o 1  rvore de Decis o 2  rvore de Decis o  

 revis o 1  revis o 2  revis o  

  dia  ( ) 

 loresta  leat ria de  egress o
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Para o modelo também foi analisada a Raiz Quadrada do Erro Médio, do inglês 

Root Mean Squared Error (RMSE). Quanto menor o RMSE, dentre os valores 

analisados por este modelo, melhor será o resultado, este índice exprime a análise do 

erro entre os valores observados e as predições. O RMSE é representado por: 

 

 

𝑅𝑀𝑆𝐸 = √∑
(𝑅𝑠𝑖𝑚

𝑖 − 𝑅𝑜𝑏𝑠
𝑖 )

2

𝑁

𝑁

𝑖=1

 (10) 
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4 APLICAÇÃO 

 

Para validar a metodologia, os métodos e modelos propostos para este estudo 

foram implementados em MATLAB (versão R2015b) e aplicados ao reservatório 

Epitácio Pessoa, na cidade de Boqueirão-PB, um dos açudes mais importantes do 

estado da Paraíba. 

 

4.1 CARACTERIZAÇÃO DA ÁREA DE ESTUDO 

 

O reservatório Epitácio Pessoa está inserido na Bacia Hidrográfica do Rio 

Paraíba (Figura 6) e localizado na mesorregião da Borborema, no Estado da Paraíba. 

Sua construção foi realizada pelo Departamento de Obras Contra a Seca (DNOCS) 

entre os anos de 1953 e 1956. O seu principal objetivo é sanar os problemas de 

abastecimento público na cidade de Campina Grande-PB, além da perenização do 

médio curso do rio Paraíba, e atendimento de demandas para irrigação, piscicultura e 

lazer (NUNES, 2015). 

O reservatório é o segundo maior da Paraíba, tendo sido projetado com 

capacidade para 536 hm³ de água. Atualmente, entretanto, devido ao assoreamento, 

a sua capacidade máxima é de 466,53 hm³ (SOARES, 2014; NUNES, 2015; ANA, 

2022a). 

 
Figura 6 - Localização do Epitácio Pessoa 

Fonte: Adaptado de Pinheiro, Farias e Santos (2023). 
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Por se tratar de reservatório construído pela União, a operação do sistema fica 

a cargo da Agência Nacional de Águas e Saneamento Básico (ANA). As vazões 

regularizáveis atuais para os reservatórios foram definidas pela ANA através do marco 

regulatório presente na Resolução Conjunta ANA/AESA nº 126, de 26 de julho de 

2022, com auxílio do Relatório de Análise de Impacto de Regulatório nº 

1/2022/COMAR/SER, de 18 de janeiro de 2022. 

 

4.2 CARACTERÍSTICAS HIDROLÓGICAS DO RESERVATÓRIO EPITÁCIO 

PESSOA 

 

4.2.1 Afluências 
 

As afluências que serão utilizadas por este trabalho foram obtidas por Nunes 

(2015), através do cálculo do balanço hídrico, em que se considera as diferenças de 

volumes medidos, as perdas por evaporação e as retiradas médias diárias, estas 

últimas obtidas com base nos dias sem entrada para cada período. 

 

4.2.2 Cota-Área-Volume 
 

 A Cota-Área-Volume (CAV) foi obtida através do Relatório de Análise de 

Impacto de Regulatório, com a batimetria tendo sido realizada no ano de 2018 (ANA, 

2022a). Nesta batimetria, o volume máximo (466,53 hm³) e o volume mínimo (40,68 

hm³) foram determinados (ANA, 2022a). Na Tabela 1, apresenta-se a curva CAV. 

 
Tabela 1 - CAV do Epitácio Pessoa 

Cota (m) Área (km²) Volume (hm³) 

343,80 0,00 0,00 

344,00 0,00 0,00 

345,00 0,10 0,03 

346,00 0,27 0,22 

347,00 0,50 0,60 

348,00 0,71 1,21 

349,00 0,99 2,05 

350,00 1,29 3,20 

351,00 1,66 4,67 

352,00 2,13 6,56 
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353,00 2,58 8,91 

354,00 3,09 11,74 

355,00 3,89 15,18 

356,00 4,77 19,52 

357,00 5,65 24,72 

358,00 6,55 30,82 

359,00 7,46 37,82 

360,00 8,43 45,77 

361,00 9,30 54,63 

362,00 10,24 64,38 

363,00 11,40 75,19 

364,00 12,63 87,20 

365,00 13,92 100,46 

366,00 15,51 115,13 

367,00 17,43 131,56 

368,00 19,43 149,98 

369,00 21,77 170,61 

370,00 24,05 193,51 

371,00 26,43 218,74 

372,00 28,90 246,39 

373,00 31,46 276,56 

374,00 34,21 309,40 

375,00 37,22 345,09 

376,00 40,27 383,83 

377,00 43,69 425,81 

377,90 46,79 466,53 

Fonte: ANA (2022a). 

 

4.2.3 Evaporação e Precipitação 
 

Os dados mensais de evaporação e precipitação necessários para a realização 

deste trabalho estão dispostos em Nunes (2015) e Macêdo (2020). 

A lâmina utilizada para operação do reservatório foi obtida através da subtração 

da lâmina evaporada pela lâmina precipitada na bacia hidráulica do reservatório. Na 

Tabela 2, observa-se os dados da lâmina perdida para a atmosfera. 

 
Tabela 2 - Lâmina perdida 

Mês 
Lâmina Perdida 

(m) 

Janeiro 0,186 

Fevereiro 0,132 

Março 0,065 
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Abril 0,047 

Maio 0,040 

Junho 0,037 

Julho 0,061 

Agosto 0,120 

Setembro 0,165 

Outubro 0,196 

Novembro 0,224 

Dezembro 0,214 

Fonte: Macêdo (2020). 

 

4.2.4 Usuários do Sistema 
 

O açude Epitácio Pessoa conta com pouca variedade de usos, sendo o 

abastecimento urbano a principal. Em se tratando de abastecimento urbano, a 

demanda visa atender às cidades do entorno do reservatório, como Boqueirão-PB, 

Cabaceiras-PB e outras, sendo Campina Grande-PB a maior demanda para este fim 

(SOARES, 2014; NUNES, 2015). 

Os usuários de água para irrigação correspondem aos empreendimentos 

situados à montante do barramento do reservatório, atendendo às zonas rurais de 

Boqueirão-PB, Barra de São Miguel-PB e Cabaceiras-PB. A presença de pecuaristas 

nas imediações do reservatório é pequena, sendo o principal uso para dessedentação 

animal advindo de pequenas criações dos agricultores (SOARES, 2014). 

 As demandas mensais para os principais usos do reservatório Epitácio Pessoa 

estão dispostas na Tabela 3. 

 
Tabela 3 - Demandas mensais para o reservatório 

Uso Vazão (m³/s) 

Abastecimento Urbano 1,415 

Abastecimento Rural 0,078 

Dessedentação Animal 0,063 

Irrigação 0,489 

Total 2,045 

Fonte: ANA (2017). 

 

4.3 COMPARAÇÃO ENTRE MODELOS DE OPERAÇÃO 

 

Os resultados da aplicação do modelo OMC-FA foram comparados com os 
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resultados do modelo DET, que conhece todo o horizonte de disponibilidade hídrica, 

e com a Política de Operação Padrão, modelo comumente utilizado para a operação 

de reservatórios e que objetiva apenas o atendimento da demanda mensal, sem 

qualquer cautela com respeito à disponibilidade hídrica futura. 

As operações do reservatório considerando os vários modelos também foram 

comparadas quanto à vulnerabilidade média mensal. 
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5 RESULTADOS 

 

5.1 CALIBRAÇÃO DO MODELO OMC-FA 

 

Como já destacado, as características hidrológicas e estruturais do reservatório 

(demanda, histórico de vazões, precipitação e evaporação, limites máximo e mínimo 

de armazenamento, e CAV) foram obtidas através dos trabalhos de Nunes (2015), 

Macêdo (2020) e ANA (2022a). Admitiu-se uma demanda hídrica total no reservatório 

de 2,045 m³/s e que o volume inicial para operação do reservatório correspondia a 

50% de sua capacidade. 

Calibrou-se o MF através das vazões afluentes obtidas por Nunes (2015), 

utilizando uma série histórica de 10 anos (2006-2015), para gerar 504 anos de dados 

mensais de vazões sintéticas. Optou-se por uma série de 504 anos por conta de 

limitações computacionais na etapa de otimização e das condições de contorno 

(eliminação dos dois primeiros e últimos anos, resultando em 500 anos de dados 

ótimos).  

Na Figura 7, compara-se as propriedades estatísticas entre a série gerada pelo 

MF e a série histórica. Nota-se que existe uma reprodução adequada das 

características nas séries, na média é possível observar a conservação das condições 

hidrológicas de uma região semiárida com os períodos de maior afluência se 

concentrando no primeiro semestre. O desvio padrão, a distorção e a curtoses 

demonstram que a série sintética gerada, apesar de reproduzir o comportamento da 

série histórica, apresenta diferença quantitativa, ou seja, não possui igualdade. 
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Figura 7 - Comparação entre as propriedades estatísticas mensais  

Fonte: Autoria Própria (2023). 

 
Os dados da série sintética foram inseridos no modelo DET para obtenção dos 

dados otimizados e posterior geração da regra de alocação. Como já citado, os dois 

primeiros e os dois últimos anos gerados foram descartados para atender às 

condições de contorno do reservatório, resultando em 500 anos (6.000 meses) de 

dados ótimos de vazão, alocação e volume inicial do reservatório. 

O recorte da série temporal ocorre para que se utilize somente dados de plena 

operação do reservatório, evitando a influência do volume inicial adotado e eliminando 

os resultados nos anos finais, quando o modelo DET entende que não haverá mais 

demandas e pode esvaziar o reservatório. 
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A calibração da FA ocorreu com os 6.000 meses de disponibilidade hídrica e 

alocações otimizadas. Em busca de se obter a melhor configuração para o modelo, 

treinou-se 20 FA com 25, 50, 75, ..., e 500 árvores de decisão com pelo menos duas 

folhas. A melhor configuração obtida foi a de 250 árvores de decisão com pelo menos 

duas folhas, obtendo um coeficiente NSE de 0,80 na calibração e RMSE de 3,7878 x 

105. 

 

5.2 VALIDAÇÃO DO MODELO OMC-FA 

 

Gerou-se, por meio do MF, 100 novas séries sintéticas de vazão, cada uma 

com 14 anos de dados, para validação da regra OMC-FA. Para atendimento das 

condições de contorno, novamente os dois primeiros e os dois últimos anos de dados 

foram descartados, resultando em 100 séries sintéticas de 10 anos (120 meses). 

As vulnerabilidades médias mensais obtidas foram de 3,5% para o modelo 

OMC-FA; 4,8% para o modelo POP; e 2,3% para o modelo DET. Ao fornecer uma 

vulnerabilidade média mensal próxima à observada no modelo DET e inferior à obtida 

pela POP, os resultados evidenciaram que o modelo OMC-FA é promissor. As 

vulnerabilidades médias para as operações com os três modelos encontram-se 

dispostas na Figura 8. 

 
Figura 8 - Vulnerabilidade média mensal para os modelos aplicados no reservatório Epitácio Pessoa. 

Fonte: Autoria Própria (2023). 
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Os demais resultados de vulnerabilidade mensal, com valores máximos, 

médios e mínimos para todas as séries geradas nesta aplicação, estão dispostos na 

Tabela 4. No Apêndice A encontram-se as vulnerabilidades das 100 simulações 

realizadas. 

 
Tabela 4 - Valores mínimos, médios e máximos de vulnerabilidade mensal para todas as séries de 

vazões geradas 
 

POP DET OMC-FA 

Mínimo 0,00% 0,00% 0,19% 

Médio 4,82% 2,29% 3,50% 

Máximo 32,14% 19,92% 24,57% 

Fonte: Autoria Própria (2023). 

 
Os valores médios e máximos encontrados para os modelos simulados 

apontam para um modelo OMC-FA menos susceptível à vulnerabilidade do que o 

modelo POP. Pinheiro, Farias e Santos (2023) encontraram resultados semelhantes 

ao utilizarem um modelo OMC-FA que trabalha com aleatoriedade nas variáveis. 

Na Figura 9, compara-se os valores de vulnerabilidades obtidos na aplicação 

dos modelos. 

 
Figura 9 - Vulnerabilidades. 

Fonte: Autoria Própria (2023). 
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Nota-se que a maioria das simulações apresentam valores de vulnerabilidade 

menor do que a média, estes casos apresentam-se quando existe água suficiente no 

reservatório para atender as demandas durante todo o horizonte de operações. 

Observa-se que quando a vulnerabilidade é superior a média, em casos onde 

existe uma maior propensão ao colapso do reservatório, a POP apresenta-se com 

vulnerabilidade superior ao modelo proposto OMC-FA. 

 

5.3 CENÁRIOS DE VALIDAÇÃO 

 

Após a validação com a simulação de 100 novas séries sintéticas, com 10 anos 

cada, selecionou-se quatro simulações que representam cenários diversos de 

operação. 

Os seguintes cenários foram utilizados para análise: 

 

a) Cenário 1: Simulação em que os modelos POP, DET e OMC-FA possuem 

vulnerabilidade mínima; 

b) Cenário 2: Simulação em que os modelos POP, DET e OMC-FA apresentam 

vulnerabilidade próxima à média; 

c) Cenário 3: Simulação em que se verifica o modelo POP com vulnerabilidade 

máxima; 

d) Cenário 4: Simulação em que os modelos DET e OMC-FA apresentam sua 

vulnerabilidade máxima. 

 

5.3.1 Cenário 1 
 

A Simulação nº 74 correspondeu a este cenário, em que os modelos POP, DET 

e OMC-FA apresentaram suas vulnerabilidades mínimas iguais a 0%, 0% e 0,19%, 

respectivamente. 
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Figura 10 - Volume do reservatório na Simulação nº 74 

Fonte: Autoria Própria (2023). 

 
Figura 11 - Alocação de água na Simulação nº 74 

Fonte: Autoria Própria (2023). 

 
Nas Figuras 10 e 11, observa-se que o reservatório não apresenta situação de 

severa escassez de água, contando com uma boa disponibilidade hídrica. Assim, os 
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modelos atendem satisfatoriamente as demandas, com comportamentos similares 

tanto no volume como nas alocações, sobretudo para os modelos DET e POP. 

Na Figura 11, nota-se um comportamento cauteloso do modelo OMC-FA, 

mesmo em um cenário de alta disponibilidade hídrica. Cenários como este, em que 

há disponibilidade hídrica suficiente para a não ocorrência de colapsos, o modelo POP 

é o ideal (LOUCKS; BEEK, 2017). 

 

5.3.2 Cenário 2 
 

Na Simulação nº 98, os modelos POP, DET e OMC-FA resultaram em 

vulnerabilidades próximas as médias, com 5,88%, 2,47% e 2,38%, respectivamente. 

Nesta simulação, o modelo OMC-FA obteve os melhores resultados dentro do 

horizonte de operações. 

 
Figura 12 - Volume do reservatório na Simulação nº 98  

Fonte: Autoria Própria (2023). 
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Figura 13 - Alocação de água na Simulação nº 98 

Fonte: Autoria Própria (2023). 

 
Nas Figuras 12 e 13, observa-se que o modelo POP leva o reservatório ao 

colapso em dois momentos. O modelo OMC-FA começa a operação já realizando 

racionamento na alocação de água e mantém uma postura cautelosa durante os 120 

meses, não colapsando nos momentos críticos. 

O modelo DET, que conhece todo o horizonte de operações, realiza um 

racionamento mais cadenciado no início. Entretanto é realizado um acréscimo 

contínuo no racionamento, conforme ocorre o decréscimo de volume no reservatório. 

Tal fato fez com que o modelo OMC-FA obtivesse uma menor vulnerabilidade para o 

recorte de 10 anos. Importante lembrar que a otimização foi realizada para 14 anos e 

que certamente o modelo DET forneceu a menor vulnerabilidade considerando esse 

período total. 

Os resultados dos modelos OMC-FA e POP, neste cenário de vulnerabilidade 

média, assemelham-se com outras aplicações da Otimização de Monte Carlo, como 

observado em Celeste et al. (2005), Celeste e Bilib (2009), Carneiro e Farias (2013), 

Celeste e El-Shafie (2018) e Gomes (2022). 
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5.3.3 Cenário 3 
 

A Simulação nº 21 resultou na máxima vulnerabilidade do modelo POP, com 

vulnerabilidade de 32,14%. Os modelos DET e OMC-FA obtiveram vulnerabilidade de 

18,28% e 21,70%, respectivamente. Nesta simulação, o reservatório apresentou uma 

severa escassez hídrica em mais da metade dos 120 meses de simulação. 

 
Figura 14 - Volume do reservatório na Simulação nº 21 

Fonte: Autoria Própria (2023). 
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Figura 15 - Alocação de água na Simulação nº 21 

Fonte: Autoria Própria (2023). 

 
Nas Figuras 14 e 15, nota-se que a operação se torna complicada devido aos 

baixos níveis de armazenamento no reservatório. Tal fato inicia-se próximo do 50º 

mês de simulação. Situações como essa desfavorecem a POP, que não dispõe de 

qualquer mecanismo de racionamento para mitigar ou evitar situações de seca 

(LOUCKS; BEEK, 2017). 

O uso da POP ocasiona o colapso do reservatório em diversos momentos entre 

os meses 51 e 120 da operação. O modelo DET, por ter conhecimento de todos os 

eventos futuros, começa a racionar de uma forma mais severa que o modelo OMC-

FA, aumentando gradualmente o racionamento (PINHEIRO; FARIAS; SANTOS, 

2023). Através deste controle de alocação, o modelo DET evita o colapso do 

reservatório. 

O modelo proposto neste trabalho, OMC-FA, inicia a operação realizando um 

leve racionamento de água, a cautela empregada evita que o reservatório colapse por 

diversos meses consecutivos. Entretanto, o método acaba por não alocar água em 

alguns meses da operação devido à severa crise hídrica que foi apresentada na 

simulação. 
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5.3.4 Cenário 4 
 

Na Simulação nº 63, obteve-se as máximas vulnerabilidades para os modelos 

DET e OMC-FA, com 19,92% e 24,57%, respectivamente. O método tradicional, POP, 

resultou em uma vulnerabilidade de 30,40%. 

 
Figura 16 - Volume do reservatório na Simulação nº 63 

Fonte: Autoria Própria (2023). 
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Figura 17 - Alocação de água na Simulação nº 63 

Fonte: Autoria Própria (2023). 

 
Nesta simulação, o reservatório é acometido de um severo período de seca, 

recuperando-se somente com duas grandes recargas hídricas seguidas entre os 

meses 70 e 90 (Figura 16). 

Na Figura 17, observa-se que os modelos OMC-FA e POP colapsam diversas 

vezes com a situação extrema de crise hídrica no reservatório. Mesmo com a severa 

crise, é possível notar que o modelo OMC-FA foi menos vulnerável, colapsando 

menos, que o método tradicional de operação. 

A grande recarga próxima ao mês 75 proveu água suficiente para que a 

operação do reservatório ocorresse com pleno funcionamento dos modelos. 

Entretanto, convém notar que o modelo OMC-FA se mostra cauteloso ao retomar a 

operação e começa a realizar um racionamento conforme o volume do reservatório 

vai diminuindo (Figuras 16 e 17) (PINHEIRO; FARIAS; SANTOS, 2023). 

Apesar desta simulação possuir a máxima vulnerabilidade do modelo DET, a 

aplicação do racionamento de aumento gradual ajudou a mitigar os efeitos futuros 

advindos da crise hídrica e o reservatório manteve a alocação de água sem ocorrência 

de colapsos. 
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6  CONCLUSÕES 

 

Neste trabalho, propôs-se um método baseado em Otimização Monte Carlo e 

Floresta Aleatória para gerar uma regra única de operação de reservatórios, levando 

em consideração a demanda total. A metodologia consistiu na utilização de um 

Modelo Determinístico para definir alocações otimizadas de água, visando minimizar 

a vulnerabilidade do reservatório, e um Modelo de Floresta Aleatória de Regressão 

para associar as alocações ótimas às disponibilidades hídricas. A validação do modelo 

ocorreu por meio da aplicação do método ao reservatório Epitácio Pessoa, localizado 

em Boqueirão-PB, no semiárido brasileiro. 

Os resultados obtidos neste estudo demonstram a superioridade do modelo 

proposto OMC-FA em comparação à Política Operacional Padrão (POP), minimizando 

eficientemente a vulnerabilidade e apresentando desempenho semelhante ao modelo 

determinístico, que leva em conta todo o horizonte de operação. A análise da métrica 

NSE indica que a Floresta Aleatória de Regressão é altamente eficaz na associação 

das alocações ótimas às disponibilidades hídricas, resultando em um modelo OMC-

FA com boa acurácia para estimar alocações com base na disponibilidade hídrica e 

sazonalidade do reservatório. 

Como resultado, entende-se que o método proposto representa uma alternativa 

viável para a alocação negociada de águas, proporcionando soluções sustentáveis 

para o reservatório e com grande potencial para reduzir conflitos hídricos. Além disso, 

destaca-se que a proposta apresentada é simples e prática de ser aplicada.  
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APÊNDICE A – VULNERABILIDADE MENSAL 

 

 

Simulação POP DET OMC-FA 

1 0,00% 0,00% 0,45% 

2 0,00% 0,00% 0,43% 

3 1,33% 0,18% 2,10% 

4 8,54% 2,24% 5,47% 

5 0,00% 0,00% 0,19% 

6 24,21% 13,89% 20,48% 

7 3,52% 0,55% 1,66% 

8 0,00% 0,00% 0,30% 

9 2,21% 0,18% 1,34% 

10 4,18% 0,56% 2,92% 

11 0,00% 0,01% 0,60% 

12 0,00% 0,00% 0,51% 

13 0,00% 0,01% 0,77% 

14 0,00% 0,02% 1,42% 

15 0,00% 0,00% 0,30% 

16 9,70% 2,86% 4,90% 

17 0,00% 0,01% 0,77% 

18 27,90% 18,86% 17,27% 

19 0,00% 0,00% 0,22% 

20 30,40% 19,92% 24,57% 

21 32,14% 18,28% 21,70% 

22 0,10% 0,00% 1,87% 

23 4,17% 0,73% 1,88% 

24 0,00% 0,00% 0,52% 

25 0,00% 0,00% 0,66% 

26 0,00% 0,00% 0,32% 

27 0,00% 0,00% 0,67% 

28 0,00% 1,05% 0,77% 

29 13,43% 5,26% 9,39% 

30 0,00% 0,00% 0,38% 

31 0,00% 0,01% 0,20% 

32 0,00% 0,00% 0,52% 

33 0,00% 0,00% 0,29% 

34 1,99% 0,16% 1,73% 
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35 0,00% 1,10% 0,99% 

36 14,45% 6,50% 12,41% 

37 9,73% 2,92% 4,84% 

38 8,94% 1,88% 2,97% 

39 3,58% 0,56% 1,67% 

40 0,00% 0,00% 0,42% 

41 7,41% 1,90% 2,43% 

42 0,00% 0,06% 0,63% 

43 9,45% 4,72% 5,77% 

44 0,00% 0,00% 0,45% 

45 0,00% 0,00% 0,43% 

46 1,33% 0,18% 2,10% 

47 8,54% 2,24% 5,47% 

48 0,00% 0,00% 0,19% 

49 24,21% 13,89% 20,48% 

50 3,52% 0,55% 1,66% 

51 0,00% 0,00% 0,30% 

52 2,21% 0,18% 1,34% 

53 4,18% 0,56% 2,92% 

54 0,00% 0,01% 0,60% 

55 0,00% 0,00% 0,51% 

56 0,00% 0,01% 0,77% 

57 0,00% 0,02% 1,42% 

58 0,00% 0,00% 0,30% 

59 9,70% 2,86% 4,90% 

60 0,00% 0,01% 0,77% 

61 27,90% 18,86% 17,27% 

62 0,00% 0,00% 0,22% 

63 30,40% 19,92% 24,57% 

64 32,14% 18,28% 21,70% 

65 0,10% 0,00% 1,87% 

66 4,17% 0,73% 1,88% 

67 0,00% 0,00% 0,52% 

68 0,00% 0,00% 0,66% 

69 0,00% 0,00% 0,32% 

70 0,00% 0,00% 0,67% 

71 0,00% 1,05% 0,77% 

72 13,43% 5,26% 9,39% 



68 

 

 

 

73 0,00% 0,00% 0,38% 

74 0,00% 0,01% 0,20% 

75 0,00% 0,00% 0,52% 

76 0,00% 0,00% 0,29% 

77 1,99% 0,16% 1,73% 

78 0,00% 1,10% 0,99% 

79 14,45% 6,50% 12,41% 

80 9,73% 2,92% 4,84% 

81 8,94% 1,88% 2,97% 

82 3,58% 0,56% 1,67% 

83 0,00% 0,00% 0,42% 

84 7,41% 1,90% 2,43% 

85 0,00% 0,06% 0,63% 

86 9,45% 4,72% 5,77% 

87 1,51% 2,78% 1,81% 

88 0,00% 0,01% 0,39% 

89 0,00% 0,00% 0,30% 

90 21,92% 10,12% 12,52% 

91 0,00% 0,00% 0,26% 

92 0,00% 0,00% 0,99% 

93 0,00% 0,01% 0,28% 

94 0,00% 0,01% 0,46% 

95 0,00% 0,01% 0,30% 

96 0,00% 0,00% 0,96% 

97 15,89% 5,04% 7,28% 

98 5,88% 2,47% 2,38% 

99 1,61% 0,13% 2,37% 

100 0,00% 0,00% 0,53% 

Fonte: Autoria Própria (2023). 

 


