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Resumo zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Com o surgimento dazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Web 2.0 o volume de infbrmaeoes disponfveis na Internet cresceu 

acentuadamente, tornando cada vez mais dificil para o usuario alcancar a informacao dese-

jada. Sistemas de recomendacao surgem como uma alternativa a esse problema, sugerindo 

conteudo personalizado. A hltragem colaborativa e uma das abordagens mais eficazes na 

area de recomendacao. Dentre os algoritmos colaborativos. os modelos baseados em fa-

tores latentes constituem o estado da arte na area. Entretanto, tais modelos nao conseguem 

fornecer uma justificativa para o item recomendado, o que em determinados domfnios pode 

tornar a recomendacao desinteressante e facilmente ignorada pelo usuario. Diante desse 

contexto. uma alternativa interessante e o k-Nearest Neighbors (kNN). um metodo simples, 

popular e capaz de fornecer excelentes resultados. Essa tecnica gera recomendacoes a partir 

das avaliayoes dos usuarios mais similares (vizinhos mais proximos) ao usuario alvo. Ape-

sar de sua eficacia. o kNN apresenta um custo computacional elevado ao ser executado em 

grandes bases de dados, tornando sua aplicagao inviavel em alguns domfnios. Neste trabalho 

objetiva-se melhorar o desempenho do kNN a partir da restricao do espaco de busca dos 

vizinhos mais proximos. O metodo proposto utiliza uma heunstica de sele^ao baseada na 

escolha dos usuarios que mais avaliaram itens. Como resultado, constatou-se que utilizando 

apenas 15% dos usuarios na busca dos vizinhos, consegue-se reduzir significativamente o 

custo computacional. porem mantendo alto nfvel de acuracia. 
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Abstract zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

With the emergence of Web 2.0 the volume of information available on the Internet has 

grown dramatically, becoming increasingly difficult for the user to achieve the desired in-

formation. Recommendation systems emerge as an alternative to this problem, suggesting 

personalized content. Collaborative filtering is one of the most effective approaches in the 

area of recommendation. Among the collaborative algorithms, latent factors models are the 

state of the art in the area. However, such models can not provide a justification for the 

recommended item, which in some areas can make the recommendation uninteresting and 

easily ignored by the target user. In this context, an interesting alternative is the k-Nearest 

Neighbors ( kNN ). a simple, popular and very robust method. This technique generates 

recommendations from ratings of the most similar users (nearest neighbors) to the target 

user. Despite its efficiency, kNN has a high computational cost when executed over large 

databases, making its application impractical in some domains. In this work we aim to 

improve the performance of kNN from the restriction of the search space of the nearest 

neighbors. The proposed method uses a user heuristic selection based on the choice of most 

rated items. As a result it was found that using only 15% of the neighbors searching space, it 

was possible to significantly reduce the computational cost, while maintaining high accuracy 

level. 
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Capitulo 1 

Introducao zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

O surgimento dazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Web 2.0 [45], termo criado em 2004 pela empresa 0 'Reilly Media
1

, propor-

cionou uma mudanga na forma como a Internet e percebida pelos usuarios. Eles deixaram 

de ser apenas consumidores para se tornarem tambem produtores de conteudo, chamados 

prosumers (do ingles producer and consumer). Tal mudanga acentuou um problema co-

nhecido como Information Overload [14,20,35], que sobrecarrega os usuarios de opcoes, 

impossibilitando-os de escolherem a alternativa mais adequada aos seus interesses. 

Diante desse contexto os sistemas de recomendacao (SRs) [4,31,40,48,54] ganharam 

destaque e tornaram-se bastante atrativos, tanto para o setor produtivo quanto para o meio 

academico. Esses sistemas reunem tecnicas computacionais com o intuito de fornecer itens 

personalizados (filmes, musicas, livros, etc) aos usuarios. Grandes empresas como NetFlix-, 

Groupon*, Facebook
4

, Amazon
5

, dentre outras, utilizam metodos de recomendagao em larga 

escala. Os SRs, geralmente, sao divididos em tres tipos: 

• Filtragem Baseada em conteudo(FBC) [40,43]: gera recomendagoes a partir da 

comparagao do perfil do usuario e do conteiido/descrigao dos itens. 

• Filtragem Colaborativa(FC) [10,29,57]: recomenda com base em informagoes de 

outros usuarios. 

'www.oreilly.com 

-www.neinix.com 

3 www.groupon.com 

4 www. facebook.com 

5 www.amazon.com 
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• Filtragem Hfbrida(FH) [5,13,15]: corresponde a uma combinacao de duas ou mais 

abordagens de recomendacao. 

A filtragem colaborativa vem se destacando como um dos metodos mais proeminentes na 

area de recomendacao. Essa abordagem recomenda itens a partir das avaliacoes de usuarios 

com interesses semelhantes ao usuario alvo da recomendagao. A ideia da FC e que usuarios 

semelhantes tendem a avaliar itens de forma similar. As avaliagoes podem ser explfcitas, 

quando o usuario expressa de forma clara seu interesse pelo item, ou implfcitas, quando o 

interesse do usuario e inferido a partir de seu comportamento. Uma das vantagens da FC 

e a independencia sobre o conteudo dos itens, enquanto que na FBC o processo de reco-

mendagao depende da extracao do conteudo. o que em alguns casos pode ser um processo 

custoso. 

Atualmente, o estado da arte da area de recomendagao e formado pelos modelos baseados 

em fatores latentes [3,38,42]. Os fatores latentes sao variaveis que nao sao observadas dire-

tamente, porem sao inferidas de variaveis observadas. Elas podem corresponder a aspectos 

da realidade fisica, porem nao e possfvel especificar quais aspectos sao esses. Por exemplo. 

na area de recomendagao fatores latentes podem corresponder ao genero ou idade do usuario, 

pois sao caracterfsticas podem influenciar na escolha do item, mas nao se pode defini-las com 

certeza. Esses metodos estao entre as melhores tecnicas de recomendacao, pois conseguem 

fornecer excelentes resultados mesmo trabalhando com bases de dados grandes e esparsas. 

Entretanto, tais modelos possuem uma limitagao ligada ao fato de nao ser possfvel justificar 

a recomendagao fornecida, ou seja, nao ha como explicar o porque de um determinado item 

ter sido recomendado ao usuario, justamente pelo fato de nao ser e possfvel definir a que 

estao relacionados os fatores latentes. 

Diante desse contexto, ozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA k-Nearest-Neighbors (kNN) [36,39,61] surge como uma boa 

alternativa. O kNN e uma tecnica supervisionada para classificagao de objetos a partir de 

instancias mais proximas no espago de caracterfsticas. Na area de recomendagao esse metodo 

e bastante utilizado como uma tecnica colaborativa para predigao de notas (ou avaliagoes). 

Mesmo tendo perdido espago para os modelos de fatores latentes, o kNN ainda e uma das 

abordagens mais utilizadas devido a sua simplicidade e a obtengao de otimos resultados. 

Umas das vantagens do kNN em relagao aos modelos de fatores latentes, refere-se ao 

fato de ser possfvel expor ao usuario a origem da recomendagao fornecida. uma vez que ela 
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e gerada a partir das informacoes dos k vizinhos mais proximos do usuario alvo. Alguns 

trabalhos [9,27,30,60] mostram que ha um aumento do interesse e aceitacao da recomenda-

cao quando agrega-se uma justificativa ao item recomendado. Por exemplo, no domfnio de 

compras coletivas muitos dos produtos e/ou servicos oferecidos provem de novos estabele-

cimentos que almejam conquistar seus primeiros clientes. Do outro lado esta o consumidor, 

indeciso em relacao a aquisieao da oferta de um estabelecimento com credibilidade ainda 

nao reconhecida. Ao recomendar uma oferta, as chances de um usuario se interessar, prova-

velmente, serao maiores se ele souber que outros usuarios proximos (por exemplo, amigos 

em sua rede social) tambem demonstraram interesse pela oferta. Diante disso, o kNN surge 

como a melhor opgao. 

1.1 Problematica 

O kNN e um metodo simples e eficaz, porem seu desempenho esta diretamente ligado ao 

tamanho da base de dados, isto e, quanto maior o volume da base, maior sera o custo com-

putacional para aplica-lo. A elevagao do custo e ocasionada, principalmente, pelos seguintes 

aspectos: 

• Requisicao de Memoria: por ser uma tecnica baseada em memoria, o kNN necessita 

que todos os dados sejam armazenados na memoria principal para a execugao do algo-

ritmo. Por exemplo. em uma base com 1.000.000 usuarios (objetos) o algoritmo pode 

demandar ate 3,7 Terabytes
6

 de memoria principal, apenas para armazenar os dados 

em uma Matriz de Similaridade (maiores detalhes no Capitulo 2). 

• Complexidade Computacional: quanto maior o numero de usuarios maior a quanti-

dade de calculos de similaridade necessarios. 

• Complexidade de Tempo: para cada usuario alvo, uma vizinhanca distinta e formada. 

O processo de formacao de uma vizinhanca consiste em verificar o grau de proximi-

dade, de acordo com uma determinada metrica de similaridade, entre o usuario alvo e 

cada um dos demais usuarios da base. Em seguida, selecionam-se os k usuarios com 

6Dada uma matriz NxN, onde N = 10 6 e cada celula de requer 4 bytes de memoria, tem-se: 4 ^ 1 ( ) o = 

3, 7 Terabytes 
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maior similaridade (vizinhos mais proximos) ao usuario alvo. Por fim, a classificagao 

ou predicao e gerada de acordo com a predominancia da informagao dos k vizinhos 

mais proximos. 

Com a elevacao do custo computacional torna-se mais diffcil gerar recomendagoes que 

atendam a determinados criterios, pois ha situagoes em que os itens precisam ser recomen-

dados dentro de um dado intervalo de tempo. Por exemplo, atualmente o sistema operacional 

Android possui milhoes de usuarios ativos em todo o mundo, os quais tern acesso a mais de 

um milhao de aplicativos disponiveis no Google Play (Figura 1.1) [25]. Alguns aplicativos 

podem ser baixados gratuitamente, enquanto que outros sao pagos. Imediatamente apos o 

download o usuario pode atribuir uma nota (de 1 a 5) ao app, indicando seu grau de satis-

fagao. E comum que apps pagos entrem em promogao e passem a ser oferecidos com prego 

reduzido ou ate mesmo gratuitamente. Nesses casos, e importante que as recomendagoes 

que envoi vein esses itens cheguem aos usuarios antes do termino da promogao, caso contra-

rio elas perdem seu valor. Dessa forma, e desejavel que tais recomendagoes sejam criadas 

a partir do momento em que os itens entram em promogao, ou pelo menos o mais proximo 

disso, pois assim e possfvel alcangar um maior nivel de acuracia. 

Gerar recomendagoes a partir de bases com milhoes de usuarios e itens e um processo 

custoso. Para tentar dirimir tal problema, e comum que as recomendagoes sejam criadas 

e armazenadas para que posteriormente sejam entregues aos usuarios. Porem, esta pratica 

pode ocasionar recomendagoes menos acuradas, pois quando sao geradas em um tempo t 

e entregues em t + x, os dados surgidos no intervalo de tempo x deixam de ser utilizados, 

o que pode representor uma perda significativa dependendo da velocidade em que novos 

dados surgem na base. Por exemplo. o numero de downloads de aplicativos no Google Play 

vein crescendo acentuadamente nos ultimos anos. E possfvel observar na Figura 1.2 [34] 

que de 2010 a 2013 houve um crescimento de 5.000%. Somente de maio a julho de 2013 

foram realizados cerca de 2 bilhoes de downloads, o que corresponde a uma de media 33,3 

milhoes de apps baixados por dia. No cenario colaborativo ha uma tendencia dos usuarios 

avaliarem apenas uma pequena quantidade de itens sobre o total ao qual tiveram acesso, 

porem mesmo diante de tal comportamento o numero de avaliagoes ainda pode ser muito 

alto devido a elevada taxa de downloads diarios. Portanto, mesmo em intervalos curtos de 

tempo e possfvel haver uma perda significativa de dados. 
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A Netjlix e uma empresa norte-americana que aluga filmes e series de TV via Internet, 

mediante o pagamento de mensalidade por parte de seus assinantes. Atualmente a compa-

nhia possui mais de 44 milhoes de membros em 41 paises que assistem a mais de um bilhao 

de horas de filmes e series de TV por mes [53]. O sistema da empresa permite que seus usua-

rios avaliem filmes e series para que posteriormente venham a receber itens personalizados. 

0 domfnio de filmes e bastante popular na area de recomendagao e possui caracterfsticas se-

melhantes ao do Google Play. O GroupLens Research
 1

, grupo de pesquisa da universidade 

de Minnesota nos Estados Unidos, e responsavel por um website de recomendagao de filmes 

chamado MovieLens, no qual parte de seus dados foram divididos e disponibilizados para 

pesquisa. Duas de suas bases
8

 sao bastante recorrentes em trabalhos da area. A primeira 

{MovieLens 100K) contem aproximadamente 100.000 avaliagoes (de 1 a 5), 943 usuarios e 

1.682 itens. A segunda {MovieLens 1M) conta com cerca de 1.000.000 de avaliagoes (de 1 

a 5), 6.040 usuarios e 3.952 itens. Existe ainda uma terceira base que possui 10 milhoes de 

avaliagoes (de 1 a 5), 71.567 usuarios e 10.681 itens, porem seu uso nao e comum, prova-

velmente, devido ao maior poder computacional necessario para processamento de todo o 

conjunto de dados. Por exemplo, apenas para armazenar as similaridades entre os usuarios 

podem ser demandados ate 19,08 Gigabytes de memoria principal. 

Testes realizados utilizando o kNN padrao
9

 para predicao de notas mostram que para 

gerar predigoes para 10% das avaliagoes das bases MovieLens 100K e 1M sao necessarios 

aproximadamente 3 e 265 segundos, respectivamente. Na pratica, os poucos mais de 4 minu-

tos usados para executar o algoritmo na MovieLens 1M nao refletem uma real situagao, pois 

a quantidade de dados utilizados pelos sistemas de recomendagao de grande empresas tende 

a ser significativamente maior. Entretanto, e importante destacar que o aumento de tempo 

observado nos testes, anteriormente citados, serve como um indicador de elevagao do custo 

computacional, pois verifica-se que com o acrescimo de apenas alguns milhares de usuarios 

e itens ha um aumento de 8.833% no tempo total de execugao. Analisando os conjuntos 

de dados {MovieLens 100K e 1M), tem-se uma diferenga de x6,4 para os usuarios e x88,3 

para o tempo. Considerando que a razao de crescimento dos dados se mantenha constante 

7 www.grouplens.org 

8Maiores detalhes sobre essas bases de dados podem ser visualizados no Capitulo 5 

y O termo kNN padrao ou traditional, neste documento, refere-se ao k N N utilizado na filtragem colaborativa 

para predicao de notas, no qual o espaco de busca dos vizinhos e composto por 100% dos usuarios 
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e tornando como base o numero de usuarios, estima-se que em um conjunto com 1 rnilhao 

de usuarios seja necessario 1 semana para executar o kNN. Dessa forma, em domfnios como 

o do Google Play, no qual itens podem assumir o status temporario "em promogao", seria 

inviavel executar novamente o metodo para fornecer recomendagoes mais acuradas, pois o 

periodo promocional ja estaria encerrado antes do fim da nova execugao. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1. 1M. 000 
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100. 000 

Figura 1.1: Numero de Aplicativos Disponiveis no Google Play 

Aug' 10 May' 11 Jul ' 11 Dt c' l l  May ' 12 Jun' 12 Sep' 12 J an ' U May 

Figura 1.2: Numero de Downloads Cumulativos no Google Play 

1.2 Objetivos 

Neste trabalho objetiva-se propor um metodo centrado na filtragem colaborativa, derivado do 

kNN com o intuito de melhorar seu desempenho, diminuindo o custo computacional. Para 
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isso, utiliza-se o conceito de redugao de dados a partir da restrigao do espago de busca dos 

vizinhos mais proximos. 

A validacao e realizada atraves de um experimento, utilizando bases de dados reais da 

area de recomendagao, para avaliar a solugao proposta comparando-a com outras aborda-

gens. 

Os seguintes objetivos especfficos sao definidos: 

• Reduzir a quantidade de calculos de similaridade necessarios; 

• Reduzir o tempo de busca dos vizinhos mais proximos; 

• Reduzir a quantidade de memoria demandada pelo metodo; 

• Manter o nfvel de acuracia satisfatorio (proximo daquele fornecido pelo kNN tradici-

onal) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1.3 Relevancia 

Mister se faz destacar que mesmo apos o surgimento dos modelos de fatores latentes, a 

utilizagao do kNN ainda se faz necessaria e apresenta-se como uma otima opgao na area 

de recomendagao. dentre outros aspetos, devido a possibilidade de fornecer recomendagoes 

justificadas para aumentar a aceitagao dos usuarios. A exploragao desta tecnica de filtragem 

colaborativa justifica-se em face do intenso processo de globalizagao que promove de forma 

constante transformagoes significativas no setor. Observa-se a expansao do acesso a Internet 

que contribui para o crescimento acentuado no numero de usuarios e itens em diversos do-

mfnios, como por exemplo o de aplicativos para dispositivos moveis, como ja mencionado. 

Esta expansao acentua o problema do custo computacional do kNN. Alem disso. o trabalho 

desenvolvido e relevante para as pesquisas conduzidas no Laboratorio de Sistemas Embar-

cados e Computagao Pervasiva (Embedded) da Universidade Federal de Campina Grande 

(UFCG). 

1.4 Estrutura da Disserta^ao 

Os demais capftulos deste documento estao estruturados da seguinte forma: 
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• No Capitulo 2 e apresentado um embasamento teorico sobre sistemas de recomenda-

gao, destacando seus tipos e suas respectivas limitagoes. Em seguida, fundamenta-se 

sobre o metodo kNN e sua aplicagao na area de recomendagao. 

• No Capitulo 3 tem-se a revisao da literatura, em que sao discutidos trabalhos desen-

volvidos com o intuito de melhorar o desempenho do kNN. 

• No Capitulo 4 apresenta-se uma motivagao para o problema a ser abordado pela solu-

gao proposta, em seguida descreve-se um metodo que visa melhorar o desempenho do 

kNN. 

• O Capitulo 5 tern comozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA foco o experimento realizado. Tem-se a descrigao do experi-

mento, ferramentas utilizadas ao longo do trabalho, analise estatistica e validagao. 

• No Capitulo 6 sao apresentadas as conclusoes do trabalho, suas limitagoes e trabalhos 

futuros. 



Capitulo 2 

Fundamentacao Teorica zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Neste capitulo sao apresentados os principals conceitos relativos a area de sistemas de re-

comendagao, necessarios ao embasamento do trabalho. Sao detalhados os sistemas de re-

comendagao e suas principals abordagens, destacando-se as vantagens e limitagoes de cada 

uma. A fundamentacao apresenta maior aprofundamento na filtragem colaborativa e no me-

todozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA k-Nearest Neighbors que estao diretamente ligados ao foco do trabalho. 

2.1 Sistemas de Recomendacao 

Os avangos tecnologicos conquistados, principalmente, nas ultimas decadas, tornaram o 

acesso a informagao mais rapido e facil. Diariamente uma grande massa de usuarios uti-

lizam motores de busca para tentar encontrar aquilo que desejam, porem a tare fa de entregar 

a informagao exata, embora parega trivial, e mais complexa do que se imagina. Ao pes-

quisar em sites de busca, milhares de resultados podem ser retornados, entretanto, apenas 

uma parcela minima do que foi encontrado realmente interessa ao usuario. A grande maio-

ria da informagao acaba sendo descartada. Tal situagao caracteriza um problema conhecido 

como Information Overload (IO). ou seja, representa a incapacidade do usuario de absorver 

e processar o grande volume de informagao ao qual esta exposto. 

Os sistemas de recomendagao surgem como uma alternativa para tentar amenizar parte 

do problema da IF [10]. Esses sistemas tern como principal objetivo sugerir conteudo perso-

nalizado ao usuario. Os SRs vem sendo usados em diversos domfnios, tais como livros [50], 

televisao [31], filmes [4], musicas [63] e e-commerce [56]. 

9 
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A area de recomendagao ganhou ainda mais notoriedade com o surgimento de uma com-

peticao oferecida pela NetFlix. O concurso conhecido como NetFlix Prize [7] foi langado 

em 2006 e oferecia um premio de um milhao de dolares para quern conseguisse melhorar a 

acuracia do sistema de recomendagao da empresa em 10%. A empresa liberou em outubro 

de 2006, uma base de dados com aproximadamente 100 milhoes de avaliagoes numa escala 

inteira de 1 a 5 estrelas, 480 mil usuarios, escolhidos de forma aleatoria e anonima, e 18 

mil titulos de filmes. Os sistemas concorrentes precisavam prever 3 milhoes de avaliagoes. 

Somente em setembro de 2009 foi anunciada a solugao vencedora [37], desenvolvida pela 

equipe BellKor's Pragmatic Chaos. Embora a equipe vencedora tenha conseguido alcangar 

os 10% de melhoria necessaria, sua solugao nunca foi implementada pela Netfiix, pois con-

tava com a combinagao de mais de 100 tecnicas de recomendagao e o ganho adquirido nao 

justificava o esforgo para por o sistema em funcionamento. 

Os SRs, geralmente. dividem-se em: filtragem baseada em conteudo. filtragem colabora-

tiva e filtragem hibrida. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

2.1.1 Filtragem Baseada em Conteudo 

Sistemas de recomendagao baseada em conteudo constroem suas recomendagoes a partir da 

comparagao do perfil do usuario com os conteiidos dos itens. Basicamente, o processo de 

construgao das recomendagoes consiste em montar um perfil - estrutura que representa os 

interesses do usuario - a partir da extragao das caracterfsticas dos itens aos quais o usuario 

demonstrou interesse no passado. Em seguida, as recomendagoes sao geradas comparando 

os atributos presentes no perfil do usuario com os atributos extrafdos dos conteudos dos 

outros itens. Os itens mais compatfveis sao recomendados. Segundo Lops et al. [40]. as 

principals vantagens das tecnicas baseadas em conteudo estao relacionadas a independencia 

de usuarios, pois o processo de recomendagao depende apenas do historico do usuario alvo 

e do conteudo dos itens. Portanto, este tipo de filtragem nao somente independe de grande 

volume de avaliagoes de outros usuarios bem como possibilita a recomendagao de itens que 

ainda nao foram avaliados [5]. 
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Limitagoes zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

A FBC possui as seguintes limitagoes: 

• Analise de Conteudo: em alguns casos o conteudo dos itens pode ser escasso, incor-

reto ou ate mesmo dificil de ser extrafdo. Por exemplo, no domfnio de TV Digital uma 

das principals fontes de informagao e o Eletronic Program Guide (EPG), porem uma 

vez que ele e construfdo manualmente, e possfvel que um programa seja classificado 

com categorias incorretas ou sua descrigao nao reflita total mente seu conteudo. Em 

outros casos, como no domfnio de musicas e videos, a extragao do conteudo desses 

itens torna-se uma tarefa mais complexa, pois demanda maior esforgo computacional; 

• Super-especializacao: as recomendagoes para o usuario acabam restritas aos itens 

similares aos que ele interagiu no passado, uma vez que a construgao de seu perfil e 

baseada nesses mesmos itens; 

• Novos Usuarios: para gerar recomendagoes eficazes e preciso haver informagoes su-

ficientes sobre os interesses do usuario, para que assim o sistema possa entender e 

montar um perfil adequado. 

2.1.2 Filtragem Colaborativa 

A filtragem colaborativa e uma das abordagens mais recorrentes na area de recomenda-

gao [13]. Sistemas colaborativos recomendam itens com base nas avaliagoes de usuarios 

similares ao usuario alvo. Na FC assume-se que usuarios que possuem padroes similares de 

avaliagao tendem a atribuir notas a novos itens de forma semelhante. Umas das principals 

vantagens das tecnicas colaborativas refere-se ao fato de serem completamente independen-

tes da representagao do objeto, conseguindo trabalhar bem. mesmo com itens nos quais a 

extragao do conteudo e complexa, tais como em filmes e musicas [ 13|. Tal vantagem ocorre 

pelo fato da FC utilizar apenas as avaliagoes do usuario. Outro ponto forte diz respeito a 

diversidade das recomendagoes, pois a FC consegue sugerir itens diferentes daqueles que o 

usuario se interessou no passado. 

Em geral, algoritmos colaborativos podem ser agrupados em: baseados em memoria e 

baseados em modelos. Os baseados em memoria necessitam que o conjunto de dados seja 
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armazenado na memoria principal para gerar as recomendagoes, sao mais faceis de imple-

mentar e conseguem se adaptar melhor as mudangas de interesse do usuario. Em contra-

partida, os baseados em modelos geram recomendagoes utilizando um modelo construido 

previamente a partir dos dados. Eles conseguem fornecer recomendagoes mais acuradas, 

porem a construgao do modelo e uma etapa custosa. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Representagao dos Dados 

Na FC o conjunto de dados e formado tipicamente por um subconjunto de usuarios U — 

{u\,u-2-u-s,un} e um subconjunto de itens / = { / , . i2. i-j. •••• im}, onde cada usuario a G 

U possui uma lista de itens, I u . Esses dados normalmente sao estruturados em forma de uma 

matriz M (Matriz Usuario-Item), onde cada elemento de M representa uma avaliagao de um 

usuario u para um item i. 

'1 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA<2 t3 i,,, 

an «12 01 m 

a 2 i 0-22 «23 • • 0>2m 

a 3 i a32 «33 • • 0:im 

Clnl an-2 dn3 • Q-nm 

Tipos de Avaliagoes 

As avaliagoes sao imprescindiveis para as tecnicas colaborativas, pois sem estas nao e possf-

vel gerar recomendagoes. As avaliagoes podem ser: 

• Explfcitas: quando o usuario expressa claramente seu interesse. As formas mais co-

muns de avaliagoes explfcitas sao baseadas em escalas. Por exemplo. a NetJIi.x e o 

Google Play permitem a avaliagao dos itens utilizando uma escala de 1 a 5 estrelas, na 

qual quanto maior for o numero de estrelas, maior e o interesse do usuario. Em con-

trapartida, o Yoiitube coleta o interesse do usuario a partir de uma escala binaria com 

as opgoes "Gostei'e "Nao Gostei"(Figura 2.1)'. Embora ofeedback explfcito consiga 

fornecer otimos resultados aos sistemas colaborativos, em determinados domfnios a 

'Imagem retirada da Internet 
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coleta desse tipo de dado torna-se uma tarefa dificil de ser realizada, pois os usuarios 

nao tern tendencia a avaliar uma grande quantidade de itens. Por exemplo, no domfnio 

de T V Digital a interacao do usuario com a T V e limitada, pois e feita, geralmente, 

com uso do controle remoto, o qual possui um conjunto de acoes restritas, dificultando 

qualquer iniciativa de avaliagao do usuario; 

Implicitas: quando a avaliagao e inferida mediante o comportamento do usuario, por 

exemplo, a partir do tempo de interagao com o item ou baseando-se no numero de 

vezes em que o item foi acessado, etc. As avaliagoes implicitas costumam ser menos 

intrusivas, pois nao exigem uma agao direta. O feedback implfcito e construido na 

maioria das vezes sem o conhecimento do usuario, ou seja, sem que ele perceba que 

seu comportamento esta sendo monitorado. Embora esse tipo de avaliagao seja mais 

facil de ser coletada, normalmente e menos significativa do que a avaliagao explfcita, 

pois essa ultima reflete diretamente o interesse do usuario. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

TO : 

* * * • • GRATUITO * * * * * RS6.32 | * * * * | RS5.30 * * * * ! GRATUITO 

ACOPA 2014 

K 3 S | ParafemalhazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA a 163 .atot ^ 440 051 
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Figura 2.1: Tipos de Avaliagao Explicita 

Cenarios e Metricas de Avaliagao 

A F C apresenta tipicamente dois cenarios: predigao de notas e predigao de itens. A predigao 

de notas consiste na tarefa de predizer a avaliagao do usuario. Nesse cenario, assume-se 

que os itens com notas mais altas sao mais interessantes. As avaliagoes geralmente sao 

representadas em diferentes escalas, sendo uma das mais comuns a de 1 a 5 estrelas. A 
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definigao da qualidade das predigoes, nesse cenario, e obtida normalmenie com metricas 

baseadas em erros. Tais medidas sao obtidas a partir da diferenga entre o valor da predicao e 

o valor real da avaliagao atribufdo pelo usuario. As mais comuns sao: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• Mean Absolute Error (MAE): mede a media do desvio absoluto dos erros. Apresenta 

menos sensibilidade a outliers
1

. r'(u. i) e a predigao para o usuario u sobre o item i, I 

e o conjunto de itens para os quais serao realizadas predigoes e r(u. i) corresponde a 

avaliagao real do usuario. 

MAE = | i r \
r

'(
lLi

) ~ r(u,i)\ (2.1) 

' ' iei 

• Mean Square Error (MSE): mede a media do quadrado dos erros. MSE penaliza 

demasiadamente os outliers. 

MSE= ^ ^ ( r ' ( M ) - r ( M )
2

 (2-2) 

• Root Mean Square Error (RMSE): mede a raiz quadrada da media do quadrado dos 

erros. E mais usada que a MSE, pois e medida na mesma unidade dos dados, porem 

sofre com o mesmo problema dos outliers. 

RMSE = (2.3) 

Por sua vez, a predigao de itens tern como objetivo sugerir uma lista com as top-n reco-

mendagoes. Essa lista contem itens ordenados de acordo com a probabilidade de interesse do 

item para o usuario. Nesse tipo de cenario. tipicamente, utilizam-se metricas que sao uteis 

quando nao se tern interesse na exatidao das predigoes, mas sim em saber se o usuario alvo 

gostara ou nao do item [17]. Essas medidas se mostram mais adequadas para domfnios com 

avaliagoes binarias, em que o valor 1 (um) significa que o usuario gostou de um item e 0 

(zero) que ele nao gostou ou nao teve acesso ao mesmo. Nesse panorama, as metricas mais 

populares sao: 

2Sao observances que apresentam grande afastamento das demais do conjunto. Na area de recomendanao 

sao avaliagoes com grande erro de predigao. 
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Precision: corresponde a fragao de itens recomendados que sao realmente relevantes 

para o usuario, em outras palavras, mede a probabilidade de um item recomendado 

estar presente no conjunto de itens do usuario. Onde I R denota os itens que estao de 

acordo com os interesses do usuario e I R sao os itens retornados na recomendagao; 

PRECISION =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA \IlSlM (2.4) 
\Ir\ 

Recall: corresponde a fragao de itens relevantes que estao presentes na recomenda-

gao, ou seja, mede a probabilidade de um item presente no conjunto de interesse, ser 

recomendado; 

RECALL = l
/ r

/ Y * l (2.5) 

F-measure: combina precision e recall em uma unica metrica. 

F - MEASURE = 2 x < "
E C I S I O N *

 r C C a

" (2.6) 

precision + recall 

Limitagoes 

Esparsidade: corresponde a escassez de avaliagoes na base de dados. A FC normal-

mente lida com um grande volume de usuarios e itens, que podem facilmente atingir 

a casa dos milhoes, porem a quantidade de avaliagoes de grande parte dos usuarios 

tende a ser pequena, chegando a alcangar niveis de esparsidade de mais de 90%. Por 

exemplo, uma das bases de dados utilizadas neste trabalho conta com 943 usuarios 

e 1.682 itens. De um total de 1.586.126 avaliagoes possfveis a base possui apenas 

100.000, apresentando assim um nfvel de esparsidade de quase 94%. Esse problema 

dificulta a busca por similaridade entre usuarios e acarreta em um declfnio da acuracia 

do sistema; 

Esealabilidade: com o crescimento do volume de dados, os sistemas tendem a forne-

cer recomendagoes mais acuradas, porem eleva-se significativamente o consumo dos 

recursos necessarios para o processo. Os algoritmos baseados em memoria, por exem-

plo, passam a utilizar quantidades exorbitantes de bytes. A busca por similaridade 

entre usuarios torna-se uma tarefa ardua, aumentando assim o custo computacional 

para a geragao das recomendagoes; 
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• Cold-start: refere-se a situagao em que um novo usuario e/ou item acabou de entrar 

no sistema. Para fornecer recomendagoes relevantes ao usuario e precise que ele tenha 

avaliado uma quantidade de itens suficiente. De maneira analoga ocorre com o item, 

sendo preciso que um determinado numero de usuarios o tenham avaliado. 

• Ovelha Negra: consiste na dificuldade em encontrar usuarios similares para aqueles 

que possuem um conjunto de avaliagao muito peculiar. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

2.1.3 Filtragem Hibrida 

Os sistemas hfbridos combinam duas ou mais tecnicas de recomendagao com o intuito de 

minimizar as limitagoes que elas possuem individualmente [5,13,151. D
e

 acordo com Burke 

e Robin [13], os sistemas hfbridos podem ser divididos em sete classes: 

(1) Weighed: cada abordagem realiza sua propria predigao, as quais sao posteriormente 

combinadas em uma unica; 

(2) Switching: uma determinada abordagem e selecionada para fazer a predigao quando um 

dado criterio e atingido; 

(3) Mixed: as predigoes de ambas as abordagens sao apresentadas ao usuario; 

(4) Feature Combination: um unico algoritmo de recomendagao recebe como entrada re-

cursos (resultados de uma mineragao textual, avaliagoes implicitas inferidas, etc) de ou-

tras tecnicas; 

(5) Cascade: a safda de uma tecnica de recomendagao e refinada por outra abordagem; 

(6) Feature Augmentation:a safda de uma tecnica de recomendagao e a entrada de outra; 

(7) Meta-level: todo o modelo produzido por uma abordagem e utilizado por outra. 

2.2 k-Nearest Neighbors 

O kNN e um dos metodos mais populares para buscas associativas. Por ser de facil entendi-

mento, simples implementagao e apresentar excelentes resultados, essa tecnica e amplamente 
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utilizada para os mais diversos problemas de classificacao [361, tais como, classificacao de 

textos, imagens, formulagao de diagnosticos medicos, etc. Os objetos de interesse sao re-

presentados por um vetor de caracteristica v = \ax(x), a2{x). a3(x),.... ad(x)], onde a,(.r) 

representa o valor do ith atributo .4, do objeto ./•. Dada uma instancia x, o kNN a rotula 

de acordo com a classe mais comum entre os vizinhos mais proximos de x. O resultado da 

classificagao e influenciado, principalmente, por dois criterios: metrica de similaridade e o 

numero de vizinhos mais proximos. 

A similaridade entre objetos e utilizada para delinir o qiiao proximos eles sao e conse-

quentemente selecionar os vizinhos mais proximos do objeto a ser rotulado. No ambito de 

classificacao as metricas mais comuns sao: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• Distancia Euclidiana: corresponde a distancia de uma linha reta entre dois pontos em 

um espaco euclidiano; 

• Distancia de Manhattan: corresponde a distancia entre dois pontos medida ao longo 

dos eixos em angulos retos; 

,i 

DMa(x,y) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Yl\a

i(
x

)-
a

i(y)\ (
2

-
g

) 

7=1 

• Distancia de Minkowski: e uma generalizacao das duas anteriores. Quando p = 1 

torna-se uma distancia de Manhattan e para p = 2 tem-se a distancia Euclidiana. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

</  

D^(x,y) = Y/(Mx)-a4y)\
p

)'' (2.9) 

i=l 

A definigao do numero de vizinhos mais proximos (k) nao e trivial, pois a quantidade 

ideal de vizinhos pode variar bastante de acordo com o domfnio do problema e a base de 

dados utilizada. O numero k tern impacto direto no desempenho do kNN, pois e com base 

nas informacoes dos vizinhos mais proximos que a classificagao e realizada. E comum que a 

decisao seja feita a partir de analise empfrica, entretanto, ha diversos trabalhos voltados para 

a escolha automatica de k [33,47]. 

(2.7) 
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2.2.1 kNN para Predigao de Avaliagoes 

Existem algumas diferengas em relagao a aplicagao do kNN para classificagao de objetos e 

para predigao de notas. No ambito de classificagao geralmente os vetores de caracterfsticas 

sao densos, ou seja, todos (ou quase todos) os atributos do objeto possuem valores, o que faz 

com que o vetor seja analisado como um todo e em seguida o objeto seja designado a uma 

unica classe. Em contrapartida, no cenario de predigao tem-se vetores de caracterfsticas bas-

tante esparsos, em que cada posigao nula do vetor corresponde a um item nao avaliado, o qual 

precisa ter seu valor predito separadamente. Outras diferengas relacionam-se as metricas de 

similaridade utilizadas. Para classificagao normalmente utilizam-se medidas de distancia, 

tais como distancia Euclidiana e de Manhattan, enquanto que para predigao as metricas mais 

utilizadas sao: 

• Correlagao de Pearson: mede a forga e a diregao da relagao linear entre dois vetores; 

£ ( r ( o , i ) - r ^ ) ) ( r ( u , i ) - ^ j ) 

CorrP(a. u) =
 i €

' " " = (2.10) 

/ E ( r ( a , i ) - r(a))» / S (r(u.i) - r(u))» 

VzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA ielau V 

• Similaridade do Cosseno: mede o angulo entre dois vetores. 

E M<M) - r{u,i)) 

Simc(a, u) = ,
 ,

'
€ /

"" , (2.11) 

Onde ?'(a, i) e a avaliagao do usuario a sobre o item /' e r(a) e a media das avaliagoes de 

a. I a v e conjunto de itens avaliados simultaneamente pelos usuarios a e u. 

O calculo da similaridade entre dois usuarios e uma operagao bastante recorrente. Para 

predizer a avaliagao de um usuario para um item e necessario, dentre outras coisas, encontrar 

os k vizinhos mais proximos do usuario alvo e, para tanto, e preciso computar sua similari-

dade com cada um dos demais usuarios da base. Portanto, tal processo acaba apresentando 

um elevado custo computacional. A rim de evitar a repetigao desnecessaria dos calculos de 

similaridade, tem-se uma Matriz Triangular chamada Matriz Similaridade (Ms), onde cada 

elemento dessa matriz representa a similaridade s,j entre um usuario U{ e um usuario Uj. 
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A geragao de uma predigao consiste basicamente em selecionar os k vizinhos mais proxi-

mos do usuario alvo. Em seguida, a partir das notas dos vizinhos sobre o item alvo, realiza-se 

um calculo ponderado para encontrar o valor da predigao. Esse calculo pode ser observado 

na Equagao(2.12). 

r'(a,i) = r(a) 

sim(a, u)(r(u, i) — r(u)) 
u€Uav 

^2 sim(a. u) 
(2.12) 

Onde r'(a. i) e a predigao para o usuario a sobre o item i, sim(a, u) e a similaridade 

entre a e o seu vizinho u, r(n, i) corresponde a avaliagao real do usuario, r(u) representa a 

media de avaliagoes de u. E o conjunto Uav representa os fe vizinhos mais proximos de a. 



Capitulo 3 

Revisao da Literatura zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Neste capftulo sao apresentadas algumas das principals abordagens relacionadas a melhoria 

do metodo dos vizinhos mais proximos. De acordo com a revisao da literatura realizada, os 

trabalhos relacionados foram divididos com base nos tipos de solucoes empregadas, as quais 

sao descritas a seguir. 

3.1 Reducao da Base de Dados 

Uma das maneiras de melhorar o desempenho do kNN e reduzindo o custo relacionado a 

computagao da similaridade entre os objetos. Isso pode ser alcangado diminuindo o volume 

da base de dados, fazendo com que um numero menor dos calculos seja necessario. Essa 

redugao pode ser feita quando se eliminam instancias e/ou quando se eliminam dimensoes 

nos vetores de caracterfsticas dos objetos. O grau de reducao e escolhido de acordo com 

o objetivo almejado. Quando o intuito e aumentar a acur&cia, procura-se excluir apenas 

os rufdos, ou seja, aquelas instancias que contribuem negativamente para o resultado final. 

Quando o toco e aumentar a velocidade, o grau de redugao e significantemente maior, pois 

nesse caso o problema passa a ser visto ligeiramente diferente. A ideia e selecionar a menor 

quantidade possfvel de dados para aliviar a computagao, porem quanto menos dados menor 

e o nivel de acuracia das recomendagoes. 

A solugao proposta por Boumaza e Brun [11] baseia-se na redugao do espago de busca 

dos vizinhos mais proximos, utilizando um algoritmo de busca estocastica chamadozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Iterated 

Local Search (ILS) [41]. O ILS retorna um subconjunto de usuarios. chamados Vizinhos 
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Globais (VGs). de onde sao retirados os vizinhos de cada usuario alvo. A ideia e acelerar 

a formagao das vizinhangas buscando os vizinhos em um subconjunto restrito, ao inves de 

buscar em todo o conjunto de dados. O conjunto dos VGs e formado a partir da fungao de 

fitness representada pela Equagao 3.1, onde e(s) consiste em uma combinagao (nao detalhada 

pelos autores) de cobertura
1

 e erro (MAE) fornecidos pelo conjunto de usuarios s. 

f(s) =ax e(s) + (1 - a) x \s\ (3.1) 

Como resultado, o metodo proposto consegue reduzir o espago de busca pelos vizinhos 

mais proximos a 16% do conjunto original, mantendo a acuracia das recomendagoes bem 

proxima daquelas conseguidas utilizando todo o conjunto de dados. A principal limitagao 

desse trabalho refere-se ao tempo necessario para encontrar os Vizinhos Globais. A cada 

iteragao do algoritmo ILS, dentre outras coisas, e preciso calcular o M A E fornecido pelo 

conjunto. Alem disso, o Iterated Local Search e um metodo nao-determinfstico, portanto 

nao ha como prever o numero de iteragoes necessarias para encontrar o conjunto final. Dessa 

forma, o processo de formagao dos VG acaba sendo bastante custoso. 

Suguna e Thanushkodi [58] propuseram uma melhoria para o kNN fundamentada em 

dois pontos: diminuigao das dimensoes dos vetores de caracterfsticas dos objetos e redugao 

nos calculos da similaridade. Vetores com grandes dimensoes causam maior complexidade 

computacional devido a similaridade que precisa ser computada entre todos os objetos da 

base. Segundo os autores, os algoritmos de classificagao tendem a Hear "confusos" com 

um maior numero de caracterfsticas, pois algumas delas podem nao agregar qualidade ao 

resultado final, ocasionando apenas rufdo na solugao. A selegao das caracterfsticas e feita por 

um metodo, tambem proposto pelo autores, baseado no algoritmo Bee Colony Optimization 

[59]. Na etapa de classificagao utilizam-se Algoritmos Geneticos (AGs) para melhorar a 

busca pelos vizinhos. Ao inves de verificar todas as similaridades entre os objetos, com o 

uso de AG, apenas k vizinhos sao selecionados a cada iteragao. As similaridades (fitness) 

sao computadas e o cromossomo (representagao do objeto) com maior fitness e armazenado 

como um maximo global. Esse processo e repetido L vezes e ao final o rotulo (classe) do 

cromossomo mais apto e usado para rotular o objeto de interesse. 

Abidin e Perrizo [2] desenvolveram um algoritmo, chamado SMART-TV (SMall Abso-

'E dada pela razao entre o numero de total de itens e o numero de itens para os e possfvel realizar predigao 
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lute diffeRence of ToTal Variation). O algoritmo apresenta duas fases: pre-processamento 

e classificagao. Na primeira, calcula-se a proximidade entre os objetos a serem classifica-

dos e as demais instancias. utilizando uma fungao chamada Vertical Square Set Distance 

(VSSD) [ I ] . VSSD e uma tecnica eficiente e escalavel usada para medir a variagao total de 

um ponto em relagao a um conjunto de pontos na base. Na segunda fase os vizinhos sao 

selecionados de acordo com os valores computados na fase de pre-processamento. A lista de 

vizinhos e ordenada utilizando a distancia Euclidiana e em seguida escolhem-se os k mais 

proximos para classificagao. Basicamente a ideia do metodo consiste em realizar um calculo 

previo de proximidade utilizando uma metrica com baixo custo computacional, em termos 

de tempo, para em seguida calcular a real distancia, porem apenas entre um numero signi-

ficativamente menor de instancias, conseguindo assim tornar a etapa de classificagao mais 

rapida. 

3.2 Particionamento Binario do Espaco (PBE) 

E um metodo utilizado para subdividir recursivamente o espago em conjuntos convexos de-

Hnidos em hiperplanos [32.49]. Dado um conjunto S de objetos em um espago de dimensao 

d. O espago e dividido em dois subespagos com um hiperplano. Por sua vez, ambos os su-

bespagos sao recursivamente particionados. Esse processo continua ate que apenas um, ou 

pelo menos um pequeno numero de objetos, restem em cada subespago. Na Figura 3.1(a) e 

possfvel observar um exemplo de PBE de dimensao 2. Na Figura 3.1(b) tem-se uma Arvore 

PBE que a a representagao mais comum desse metodo. 

(a) PBEzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA (b)  Arvore PBE 

Figura 3.1: Exemplo de Particionamento Binario do Espago 

Uma das aplicagoes do PBE tern como objetivo tornar mais rapido o processo de busca 
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pelos vizinhos mais proximos. Os vetores de caracterfsticas do objetos, representados por 

pontos em um espago k-dimensional, sao particionados de acordo com uma fungao de distan-

cia, normalmente, a Euclidiana. Tem-se como exemplo desse tipo de aplicagao uma estrutura 

bastante recorrente na literatura, utilizadas para busca em espagos multidimensionais, conhe-

cida por K-Dimensional Tree (kd-tree). 

K-Dimensional Tree 

Proposta originalmente por Bentley [8], kd tree e uma estrutura de dados para armazena-

mento de informagao a ser recuperada atraves de buscas associativas, isto e, consiste em 

uma generalizagao da arvore binaria de busca onde cada no representa um hiper-retangulo 

e um hiperplano ortogonal a um dos eixos cartesianos, o qual divide o hiper-retangulo em 

duas partes. Cada uma delas sao associadas a dois nos filhos. A partir da raiz da arvore, todo 

o espago de busca e particionado ate que o numero de pontos no hiper-retangulo atinja um 

limiar. Os nos folhas sao chamados de buckets e o limiar e restringido pelo numero maximo 

(bucket size) de pontos suportados por um bucket. E importante destacar que os pontos sao 

armazenados apenas nas folhas e nao nos nos internos [21]. 

A estrutura da kd tree prove um mecanismo de busca eficiente para examinar apenas 

os pontos mais proximos do ponto de interesse, podendo reduzir o tempo de busca pelos 

vizinhos mais proximos de O(N) a 0(log N). No caso de espagos unidimensionais a busca 

torna-se identica a de uma arvore binaria, onde cada no contem um valor de particao em que 

os pontos sao divididos. Todos os pontos com valor menor que o valor de particao pertencem 

ao filho da esquerda e os demais ao da direita. Em um espago de dimensao k, apenas uma 

dimensao (chave) e escolhida para servir como discriminador. O espago e particionado de 

acordo com o valor de particao que esta diretamente ligado ao discriminador escolhido [21]. 

A definigao do discriminador e do valor de particao representa uma tarefa importante, 

pois esses dois parametros influenciam significativamente o desempenho das buscas. Na 

proposigao original da kd tree, Bentley [8] escolheu o discriminador D com base na altura 

L do no na arvore, onde D — (L mod k) — 1. Os valores de particao correspondiam aos 

valores das chaves que eram escolhidas aleatoriamente em cada ponto. 

Friedman et al. [22] propos uma otimizagao para a kd tree, cujo objetivo e minimizar o 

numero de pontos examinados durante a busca. Para isso, o discriminador foi escolhido com 
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base no desvio padrao maximo das chaves e o valor de particao e dado pela mediana das 

dimensoes (detinidas pelo discriminador). 

Ja Gother et al. [26] desenvolveu um metodo que corresponde a uma leve variagao do 

trabalho realizado por Friedman et al. [22]. Na construgao da kd tree, cada no e dividido 

em dois usando a mediana (valor de particao) da dimensao com maior variancia (discrimina-

dor) entre os pontos na subarvore e assim por diante. Como resultado, obteve-se 25% mais 

velocidade na etapa de classificagao. 

3.3 Approximate Nearest Neighbors (ANN) 

Tradicionalmente a busca pelos vizinhos mais proximos e realizada verificando a similari-

dade do objeto de interesse com cada uma das demais instancias da base de dados. Em 

seguida, constroi-se uma lista em ordem decrescente de similaridade e se escolhem os A' 

primeiros objetos da lista, que formarao os vizinhos mais proximos. Esse tipo de busca e 

chamada de busca exata, pois retorna fielmente os objetos com maior proximidade. Com 

o intuito de contornar o problema da complexidade de tempo para formagao das vizinhan-

gas surgiram os metodos de busca aproximada que encontram instancias proximas (vizinhos 

aproximados) do objeto de interesse sem a necessidade de verificar a similaridade entre todos 

os objetos. Um dos principals metodos que se baseiam nesse conceito e o Locality Sensitive 

Hash (LSH). 

Locality Sensitive Hash 

Umas da principals aplicagoes do LSH e fornecer um metodo eficiente de busca aproximada 

em espagos vetoriais de alta dimensao. Segundo Haghani et al. [28], a ideia principal e 

mapear, com alta probabilidade. objetos similares(representados em um espago vetorial di-

mensional d) em um mesmo hash bucket, isto e, objetos proximos tern mais chances de terem 

o mesmo valor de hash do que os que estao mais distantes. A indexagao e realizada a partir 

de fungoes de hashing e da construgao de diversas tabelas hash para aumentar a probabili-

dade de colisao entre os pontos proximos. A busca pelos vizinhos se da a partir do hashing 

do objeto de interesse para um bucket por tabela hash, em seguida os objetos encontrados 

(vizinhos) sao ordenados de acordo com a distancia do objeto de interesse. 
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O trabalho desenvolvido por Gionis et al. [24] utiliza Locality Sensitive Hash para melho-

rar a busca pelos vizinhos de objetos representados por pontos de dimensao d em um espaco 

de Hamming { 0 , N o s experimentos realizados observou-se que o metodo proposto con-

seguiu superar em termos de velocidade estruturas baseadas em Arvores PBE, quando os 

dados sao armazenados em disco. 

0 algoritmo de LSH vem sendo usado em diversas outras aplicacoes [12,16,46], entre -

tanto, nesses casos ha uma limitacao fundamental a ser considerada: eles sao rapidos apenas 

quando os pontos estao em um espago de Hamming. Datar et al. [18] propos uma nova 

versao do algoritmo LSH que diferentemente dos trabalhos anteriores [12, 16,24,46], lida 

diretamente com pontos no espago Euclidiano. Para avaliar a solugao proposta realizou-

se experimentos com bases de dados sinteticas, com vetores esparsos de alta dimensao 

(20 < d < 500). Como resultado obteve-se um desempenho de ate 40 vezes mais ra-

pido que o kd tree (em sua proposigao original). 

3.4 Consideracoes Finais do Capitulo 

Neste capitulo foram apresentadas algumas das principals abordagens para tentar diminuir 

o problema do custo computacional do kNN em grande bases de dados. Observou-se que 

a forma mais comum de se alcangar tal objetivo e modificando o processo de busca dos 

vizinhos mais proximos. 

Os trabalhos pesquisados sao voltados, tipicamente, para dois tipos de cenarios: classifi-

cagao de objetos e predigao de avaliagoes. No cenario de classificagao, os metodos propostos 

lidam com vetores densos e de baixa dimensao, enquanto que no de predigao de avaliagoes 

as abordagens lidam com vetores esparsos de alta dimensao. 

Neste trabalho propoe-se um metodo colaborativo para predigao de notas baseado no 

algoritmo K-Nearest Neighbors. A solugao proposta visa melhorar o desempenho do kNN a 

partir da redugao do espago de busca dos vizinhos, com auxflio de uma heunstica de selegao 

de usuarios baseada no numero de itens avaliados. 
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Neste capitulo descreve-se uma abordagem de recomendagao centrada na filtragem colabo-

rativa, baseada no metodozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA k-Nearest Neighbors. 

4.1 Visao Geral 

A solugao proposta foi baseada na abordagem apresentada por Boumaza e Brun [11]. Apesar 

de conseguir resultados acurados com um conjunto reduzido de dados, o metodo proposto 

por Boumaza e Brun apresenta uma limitagao em relagao ao tempo de execugao. A selegao 

dos Vizinhos Globais e feita com o auxflio de um algoritmo de busca estocastica chamado 

Iterated Local Search. ILS e um metodo bastante eficiente para problemas de otimizagao, 

porem demanda um tempo consideravel para alcangar seus resultados. A cada iteragao do 

algoritmo ILS, dentre outras coisas, e preciso calcular o M A E fornecido pelos VGs e esse 

calculo por si so ja consome bastante tempo. Alem disso, o Iterated Local Search e um 

metodo nao-determinfstico, por isso nao ha como prever o numero de iteragoes necessarias 

para se chegar ao resultado. Desse modo, o processo de formagao do conjunto dos VGs 

acaba sendo bastante custoso. 

A abordagem proposta neste trabalho consiste em restringir o espago de busca dos vizi-

nhos mais proximos. Para isso, e necessario escolher um subconjunto dos usuarios com o 

menor tamanho possfvel, sem perder a representatividade. 

Diante dessa limitagao enxergou-se uma oportunidade de aperfeigoamento do metodo 

proposto em [11]. Tomou-se como base a ideia de restrigao do espago de busca dos vizinhos 
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mais proximos, isto e, ao inves de selecionar os vizinhos percorrendo toda a base de dados, 

opta-se por procura-los em um subconjunto reduzido, porem representative A representa-

tividade refere-se ao nivel de acuracia que pode ser alcancado a partir das avaliagoes dos 

usuarios escolhidos. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

4.2 Heuristica de Selegao 

O ponto chave da solugao proposta reside na escolha de uma heuristica para a formagao 

de um espago reduzido de busca dos vizinhos mais proximos. Diminuindo-se o espago de 

busca, a escolha dos vizinhos torna-se menos custosa, pois evita-se a necessidade de busca 

em toda a populagao. Por outro lado. perde-se acuracia na recomendagao final. A fim de 

minimizar tal perda faz-se necessaria a definigao de um conjunto representativo de usuarios. 

os chamados Vizinhos Globais [11]. Diante disso foi proposta uma heuristica simples, rapida 

e eficiente que baseia-se na quantidade de itens avaliados pelos usuarios. De acordo com essa 

heuristica o conjunto dos VGs e composto pelos usuarios mais ativos, ou seja, aqueles que 

naturalmente tern maior tendencia a avaliar mais itens. Na pratica os usuarios mais ativos 

corresponde aqueles que possuem mais itens avaliados em seu historico. Diversas outras 

heuristicas para selegao dos usuarios tambem foram avaliadas ao longo da pesquisa. Dentre 

elas: 

• Media de Similaridade: os usuarios sao selecionados de acordo com suas medias 

de similaridade, isto e, para cada usuario calcula-se sua similaridade com cada um 

dos demais e em seguida obtem-se a media. Aqueles com as maiores medias sao 

escolhidos; 

• Numero de Conexoes: selecionam-se os usuarios de acordo com a capacidade de 

serem vizinhos, ou seja, cada vez que um usuario apresentar um valor positivo de 

similaridade ele recebe um ponto. Ao final, aqueles com as maiores pontuagoes sao 

selecionados; 

• Vizinhos mais Recorrentes: os usuarios recebem pontuagoes de acordo com o nu-

mero de vezes em que surgem entre os k vizinhos mais proximos de um usuario alvo. 

Por exemplo, verificam-se os k vizinhos mais proximos e atribui-se um ponto para 
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cada vizinho da lista. Esse processo e repetido com todos os usuarios da base e ao 

final tem-se a lista dos vizinhos mais recorrentes; zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• Itens Distintos: cria-se uma lista ordenada de forma decrescente (Lista A) de acordo 

com o numero de itens que cada usuario avaliou. Inicia-se uma varredura na Lista 

A, o primeiro usuario e adicionado em uma segunda lista (Lista B) e os itens que 

esse usuario avaliou sao adicionados em uma terceira lista (Lista C). Ao continuar 

a varredura verifica-se se o conjunto de itens avaliados pelo proximo usuario difere 

daqueles presentes na Lista C, caso isso ocorra, os itens distintos sao adicionados na 

Lista C e o usuario na Lista B. O procedimento continua ate que o tamanho da Lista 

B atinja a porcentagem de usuarios definida ou que a Lista A tenha sido varrida por 

completo. Nesse ultimo caso, se o tamanho da Lista B for inferior a porcentagem 

estabelecida, e feita uma nova varredura na Lista A e vao adicionando-se os usuarios 

que ainda nao estao presentes na Lista B ate que esta alcance o tamanho desejado. 

Inicialmente foram analisados os custos assintoticos de cada heuristica. E possfvel obser-

var na Tabela 4.1 que a heuristica Usuarios mais Ativos e a Itens Distintos possuem custos. 

As demais apresentam custo significativamente, pois para cada usuario faz-se necessaries o 

calculo de similaridade com todos os outros. 

Tabela 4.1: Analise Assintotica das Heurfsticas 

Heuristica 
Tempo 

(segundos) 

Usuarios mais Ativos 0(n) 

Itens Distintos 0(n) 

Media de Similaridade 0(n
2

) 

Numero de Conexoes 0(n
2

) 

Vizinhos mais Recorrentes 0(n 2) 

Em seguida foram realizados testes utilizando as bases de dados MovieLens 100K e 1M 

para avaliar as heurfsticas. A configuracao dos testes segue o modelo descrito no Capftulo 

5 que conta 50 execugoes para cada heuristica seguindo o padrao 10-fold cross validation. 

Analisaram-se dois parametros: tempo de construgao do conjunto dos VGs (dado em segun-
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dos) e o erro das predigoes geradas (obtido pela Mean Absolute Error). Como metrica de si-

milaridade optou-se pela correlagao de Pearson, tambem utilizada por Boumaza e Brun [11]. 

Essa metrica e uma das mais recorrentes na literatura na area de recomendagao, pois conse-

gue fornecer resultados mais acurados. Nas Tabelas 4.2 e 4.3 tem-se os resultados de cada 

heunstica. 

As heuristicas Media de Similaridade, Numero de Conexdes e Vizinhos mais Recorren-

tes demandaram tempos de construgao semelhantes, pois todas utilizam similaridade para 

formar seus conjuntos de usuarios. 

A heuristica Itens Distintos corresponde a uma variagao da heuristica proposta com o 

intuito de reunir usuarios com o maior numero possfvel de itens diferentes. Observou-se 

que os tempos dessas heurfsticas foram significativamente menores que as demais. Tal redu-

gao deve-se ao fato de utilizarem operagoes menos custosas para formarem seus conjuntos. 

Verificou-se tambem que mesmo havendo aumento dos dados o tempo para construgao per-

maneceu quase constante, em contrapartida naquelas baseadas em similaridade houve um 

crescimento bastante acentuado. Isso confirma a simplicidade e rapidez de construgao da 

heuristica proposta. 

Em relagao a taxa de erro, as heurfsticas dos itens conseguiram fornecer conjuntos mais 

representatives. Percebe-se que na base MovieLens 1M houve uma diminuigao nos erros 

obtidos em todas as heurfsticas. colocando-as em um patamar similar no que diz respeito a 

acuracia, entretanto, o custo computacional daquelas que usam similaridade foi mais elevado. 

Tabela 4.2: Resultado da Avaliagao das Heurfsticas no MovieLens 100K 

Heuristica 
Tempo 

(segundos) 

Erro 

(MAE) 

Usuarios mais Ativos 0,001 0,6937 

Itens Distintos 0,072 0,6954 

Media de Similaridade 1,604 0,7053 

Numero de Conexoes 1,591 0,7046 

Vizinhos mais Recorrentes 1.631 0,6994 

kNN Padrao zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA- 0,6826 
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Tabela 4.3: Resultado da Avaliagao das Heurfsticas no MovieLens 1M 

Heuristica 
Tempo Erro 

(segundos) (MAE) 

Usuarios mais Ativos 0,002 0,6546 

Itens Distintos 1,097 0,6549 

Media de Similaridade 92,713 0,6588 

Numero de Conexoes 92,652 0,6579 

Vizinhos mais Recorrentes 100,390 0,6553 

kNN Padrao zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA- 0,6500 

Os resultados encontrados apontam a heuristica dos usuarios mais ativos como melhor 

opcao para reduzir o custo computacional do kNN. Acredita-se que isso se deve ao fato 

desses usuarios terem mais chances de serem vizinhos de um numero maior de usuarios 

distintos devido a possibilidade de possufrem mais itens em comuns com os demais usuarios. 

Por exemplo, dada uma matriz qualquerzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Q de usuarios e itens, tem-se U\ como usuario mais 

ativo. E possfvel observar que os itens avaliados por u3, u$ ezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA u 8 tambem foram avaliados 

por u\ de maneira similar. Dessa forma, u\ pode ser considerado, simultaneamente, um bom 

vizinho para w 3,115 e u8. 

*1 12 *3 14 ^5 *8 19 110 * n *12 *13 H4 *15 

Ml 4 1 3 5 3 4 4 4 2 3 2 

ll> 4 5 1 4 

U3 4 5 3 1 

1*4 5 2 5 3 1 

« 6 1 3 

" 0 5 2 1 

1/7 4 1 3 5 2 

« 8 4 1 3 2 

Ufl 2 1 3 

"10 2 1 3 5 1 1 3 •j 
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4.3 Configuragao dos Parametros 

Existem dois importantes parametros a serem configurados, uma vez que exercem grande 

influencia nos resultados. O primeiro e o numero de vizinhos mais proximos k. A maneira 

mais comum de se determinar o valor de k e mediante uma analise empMca, pois a quanti-

dade ideal de vizinhos pode variar bastante de acordo com o domfnio de aplicagao. Para a 

avaliagao em questao escolheu-se kzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA = 30, pois tal valor conseguiu obter as menores taxas de 

erros (Figura 4.1)*. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

M AE xK 

0.696 
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0.692 
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0.638 
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0.684 

0.682 

0.68 

0 10 20 30 40 50 60 70 80 90 

Figura 4.1: Grafico da Evolugao dos Erros de Acordo com a Variagao de k 

O segundo parametro e a porcentagem p de usuarios selecionados de acordo com a heu-

nstica escolhida. A definigao desse parametro tern impacto direto no objetivo do trabalho, 

pois ha um tradeoff entre o consumo de recursos (tempo e memoria) e a acuracia da re-

comendagao. Quanto menor o valor de p menor sera o espago de busca dos vizinhos mais 

proximos, consequentemente menos calculos de similaridade serao necessarios, pois a pro-

ximidade entre dois usuarios que nao sao Vizinhos Globais nao e calculada. Alem disso, 

menos memoria e demandada, uma vez que a Matriz Similaridade e reduzida. Por outro 

lado, valores pequenos de p tendem a fornecer resultados menos acurados. 

E m Boumaza e Brun [11] utilizou-se p = 16%. Testes foram realizados (Figura 4.2)
2 

com a mesma base de dados e escolheu-se um numero semelhante (p = 15%), pois tal valor 

forneceu um balango ideal entre tempo e acuracia. 

'Foram realizadas 10 execugoes com o kNN padrao, na basezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA MovieLens 100K. 

2 Foram realizadas 10 execugoes utilizando a heuristica dos usuarios mais ativos, na base MovieLens 100K. 



4.4 Metrica de Similaridade zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA32 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Porcentagem x M AE 

55% 

50* 

45% 

40% 

35% 

20% 

0.68 0.685 0.69 0.695 0.7 0.705 0.71 0.715 0.72 0.725 0.73 

Figura 4.2: Grafico da Evolucao dos Erros de Acordo com a Restricao do Espaco de Busca 

dos Vizinhos 

4.4 Metrica de Similaridade 

Como mencionado no Capitulo 2, na area de recomendagao a correlagao de Pearson e uma 

das mais utilizadas, pois consegue fornecer excelentes resultados. Testes realizados (Figura 

4.3) 3 entre a correlagao de Pearson e a similaridade do Cosseno, indicaram maior nivel de 

acuracia com a utilizagao da primeira metrica. Por tal motivo, escolheu-se essa metrica para 

verificagao de similaridade entre os usuarios. 

Cosseno x Pearson 

Cosseno Pearson zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

I M AE 

Figura 4.3: Grafico Comparativo entre a Correlagao de Pearson e a Similaridade do Cosseno 

Na solugao proposta foi utilizada a correlagao de Pearson em um formato que facilita a 

3 Foram realizadaszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 10 execugoes com o kNN padrao, na basezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA MovieLens 100K. 
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computagao, tornando mais rapida a aquisigao dos resultados. A formula usada e dada pela 

Equagao 4.1. 

n E M - E
 x

 • E y 

CorrP,(a, u) =
 i € /

" "
 l € /

" "
 i e /

" " (4.1) 

n E *2

 - ( E x?\ • In E V
2 - ( E 2/)

2

] zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
i €/ a t i iG/ a i i » € / o « i e / o t i 

Onde :r = r(a.i) e a avaliagao do usuario a sobre o item i e .r = r(a) e a media das 

avaliagoes de a. De forma analoga, tem-se yzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA —  r(u. i)ty = r(u). I„u e o conjunto de itens 

que foram avaliados simultaneamente pelos usuarios a e u. Optou-se pela denotagao de x e 

y ao inves de r(a, i) e r (u , i), apenas para facilitar a comparagao visual entre as formulas. 

4.5 Matrizes Similaridade 

A heuristica de selegao divide a base de dados em dois tipos de usuarios: os Vizinhos Globais 

e os usuarios comuns. Uma vez que os vizinhos mais proximos sao buscados apenas entre 

os VGs e nao mais em toda a populagao, o numero de calculos de similaridade diminui, pois 

nao ha necessidade de verificar a proximidade entre dois usuarios comuns. Sendo assim. 

foram utilizadas duas Matrizes Similaridade com o intuito de facilitar e acelerar as buscas 

pelos vizinhos. Um delas armazena as similaridades entre VG (MVG)
 e a

 outra entre VG e 

usuarios comuns (Myc)-

vgizyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA vg2 vg3 .. vg,. 

Su 

•521 5 2 2 

•531 -532 -533 

vgi 

vg2 

MVG = v 9 i 
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Muc = zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

ILC\ 

UC2 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

UC3 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

vgj vg2 vg3 

SllzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA $ 1 2 « 1 3 

S2 1 $ 2 2  5 23 

s

3 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA1 532 S33 

5cl $ c2  5 r 3 

vgv 

S2v 

S3v 

4.6 Predicao de Notas 

A predigao de notas foi adaptada a partir do codigo fonte do metodo Weighted User-Based 

kNN implementado na ferramenta MyMediaLite [23] (uma biblioteca especializada em sis-

temas de recomendagao). A principal diferenga reside na forma de selegao dos vizinhos que 

passou a ser feita no conjunto dos Vizinhos Globais. Um pseudocodigo da fungao de pre-

digao pode ser observado na Figura 4.4. A fungao recebe como entrada o usuario e o item 

para o qual deseja-se realizar a predigao. Buscam-se os k vizinhos mais proximos do usua-

rio, para cada vizinho encontrado um calculo ponderado e feito utilizando-se a similaridade 

entre ambos. Ao final, tem-se o valor de predigao para o usuario sobre o item. 

4.7 Consideracoes Finais do Capitulo 

Neste capitulo apresentou-se uma abordagem de recomendagao centrada na filtragem cola-

borativa. A solugao proposta deriva-se do kNN padrao, com 0 intuito de diminuir o custo 

computacional que se eleva com o crescimento do volume dos dados. 

O principal ponto da solugao reside na dehnigao de uma heuristica rapida e eficiente para 

restringir o espago de busca dos vizinhos mais proximos. Trabalhos recentes [55,64] vein 

utilizando uma tecnica chamada MapReduce [19] para melhorar o desempenho do kNN. 

MapReduce e um modelo de programagao proposto pelo Google com o intuito de paralelizar 

o processamento de grandes volumes de dados. Devido a restrigoes de tempo para conclusao 
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AI»oritimol l-uncao dc hvd ic f io 

I: function G L R A R P R l i D I C A O ( / / . s < m / / o . Jit m) 

2: res'ultado <— pvedicaoBase{^usuario,itein) 

3: soma +— 0 

4: somaPondt rada <— 0 

5:zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA IIIImi roDt \ / './////os f - / \ 

6: ItstaDeV izinhos <— get.Vizinhos(usitarios) 

7: for (/' - ihlishiDi \
r

 izi.uhos.sizt (); i + —) do 

8: if (ih in Foi Aral i(i(l(i(ri \i nho. ili in) Inn i then 

l

): n nil iiidio <— i/i I Aral iacao(ci :i nho. item) 

K): similaridadi f- getSiniitaridade.(usuari.o.j}izinho) 

11: somaPondt radu somaPoiuU rada + similaridadi 

12: soma <— si in ilaiidadi + (araliacao — pn ilicaoBasi (nzinho. il(in)) 

13: if ( numeroDt Vizinhos = = 0) then 

14:zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA />/7 r//,-

15: end if 

16: end if 

17. end for 

IX: if (peso! - 0) then 

19: resultado <— resultado + (soma/somaPonderada) 

20: end if 

21: if (/( stilladn > avtdiacaoMaxima) then 

22: resultado <- a nil nnaoM a. rima 

23: end if 

24: if [resultado < a niliacaoM iniiim) then 

25. resultado*- avaliacaoA'linirna 

26: end if 

27: resultado*— arredeonduv(resultado) 

return r< sultado 

2S: end function 

Figura 4.4: Pseudocodigo da Funcao de Predicao 
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da pesquisa nao foi possivel investigar os efeitos do paralelismo em conjunto com a solucao 

proposta, porem pretende-se, como trabalho futuro, incluir tal investigacao no escopo. 

Com o metodo proposto evidenciou-se (Capitulo 5) a reducao da quantidade de memo-

ria utilizada, a diminuicao do numero dos calculos de similaridade bem como o tempo de 

geracao das recomendagoes, mantendo todavia urn nivel satisfatorio de acuracia. 



Capitulo 5 

Avaliagao zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Neste capitulo realizou-se um experimento com o intuito de avaliar a solucao proposta. Fo-

ram utilizadas duas bases de dados reais de filmes. O foco recai sobre a analise de dois 

parametros principals: tempo de execugao e acuracia. Como forma de validacao, comparou-

se a solucao proposta com as principals abordagens que surgiram na literatura para melhorar 

o desempenho do kNN. Por fim, apresenta-se o experimento realizado, a analise estatistica e 

discutem-se os resultados alcancados. 

5.1 Dados Utilizados 

Inicialmente foram realizadas buscas com o intuito de encontrar bases publicas dozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Google 

Play ou outras lojas de aplicativos para dispositivos moveis, porem sem sucesso. Dessa 

forma, optou-se por bases de um dominio semelhante. Foram utilizadas duas bases de dados 

reais muito populares na area de recomendacao, provenientes do MovieLens
1

. Os dados 

foram coletados durante 07 meses no periodo de 19 de setembro de 1997 a 22 de abril 

de 1998. Usuarios com menos de 20 filmes avaliados foram exclufdos do conjunto. Essa 

hltragem tern como objetivo remover dados considerados rufdos, ou seja, sao informacoes 

de pouca ou nenhuma relevancia para o conjunto geral. Por exemplo, se um usuario avaliou 

apenas dois ou tres filmes esses dados sao insuficientes para gerar um perfil relevante para o 

'Outra base popular na area de recomendacao e a do NetFlix, porem e um conjunto de dados de grande 

volume e devido a limitacoes de hardware tal base nao foi utilizada nesse trabalho. Alem disso, a autorizacao 

para utilizagao publica dessa base foi revogada ha algum tempo 

37 
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usuario. Em geral todas as bases para fins academicos, com excecao daquelas destinadas a 

investigagao do problema de Cold-start, passam por filtragem semelhantes. 

As bases utilizadas possuem as seguintes caracteristicas: 

(a) MovieLens 100K 

• 943 usuarios; 

• 1.682 filmes; 

• 100.000 avaliacoes (escala inteira de 1 a 5); 

• Grau de Esparsidade: 93,7%. 

(b) MovieLens 1M 

• 6.040 usuarios; 

• 3.952 filmes; 

• 1.00.209 avaliacoes (escala inteira de 1 a 5); 

i 
• Grau de Esparsidade: 95.8%. 

Ambas as bases apresentam um grau bastante elevado de esparsidade
2

, o que signihca 

que as Matrizes Usuario-Item de cada uma possuem uma grande quantidade de itens nao-

avaliados. Tal situacao consequentemente leva a um declinio no desempenho dos algoritmos 

de recomendagao. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

5.2 Parametros Analisados 

O desempenho da solucao proposta, bem como dos metodos comparados neste trabalho. 

foram analisados sob dois parametros: tempo de execugao (em segundos) e acuracia (MAE). 

O tempo de execugao foi dividido em duas etapas: fase de preparagao e realizagao. A fase 

de preparagao corresponde a criagao de estruturas de dados necessarias para a execugao dos 

metodos como, por exemplo, a Matriz Similaridade para o kNN tradicional e a construgao 

2

0 grau de esparsidade e dado pela razao entre o niimero total de avalia?6es possiveis e a quantidade de 

avaliacoes realizadas. 
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da arvore para o kd tree. A etapa de realizacao consistiu na formagao das vizinhanca dos 

usuarios alvo e na geragao das predicoes. 

Existem diversas formas de avaliar a acuracia de um sistema de recomendacao (Capitulo 

2). No cenario de predicao de notas, tipicamente, utilizam-se metricas baseadas em erro. 

Boumaza e Brun [11] utilizaram Mean Absolute Error para avaliar o metodo que desenvol-

veram. Uma vez que a solucao proposta neste documento corresponde a uma extensao do 

trabalho em [11], optou-se por usar a mesma metrica. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

5.3 Ambiente e Ferramentas Utilizadas 

O experimento foi realizado em uma maquina com processador Core \1 2300K de 3,4Ghz. 

8Gb de memoria RAM DDR3 e sistema operacional Windows 7 de 64 bits. A solucao pro-

posta foi codificada com auxflio do ambiente de desenvolvimento Eclipse* (Kepler) em sua 

versao de 64 bits para desenvolvedores. O Eclipse e um ambiente integrado de desenvolvi-

mento com foco em Java, porem com suporte a outras linguagens de programacao. 

O metodo desenvolvido utilizou como base o codigo fonte da ferramenta MyMedia-

Lite [23], uma biblioteca especializada em sistemas de recomendacao. Ela foi criada por 

desenvolvedores da Universidade de Hildesheim, localizada na Alemanha. Essa ferramenta 

fornece algoritmos pertencentes ao estado da arte de dois cenarios bastante comuns na fil-

tragem colaborativa: predicao de itens e de notas. Alem disso, e uma biblioteca de codigo 

aberto e muito utilizada em competicoes na area de recomendagao. 

Outra ferramenta utilizada no trabalho foi a Java Statistical Analysis Tool (JSAT) [52], 

uma biblioteca codificada em linguagem Java, que possui dezenas de algoritmos de apren-

dizado de maquina. JSAT foi criado por Edward Raff 4 , Mestre em Ciencia da Computacao 

pela Universidade Purdue, localizada em West Lafayette, Indiana. O autor mantem um Blog \ 

em que discorre sobre as implementagoes contidas na biblioteca e discute outros assuntos da 

area de Aprendizado de Maquina. Algumas das abordagens utilizadas na etapa de validacao 

sao oriundas dessa ferramenta. 

•^www.eclipse.org 

4https://plus.google.com/104543220538859537467 

• www.jsatml.blogspot.com.br 
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A analise estatistica foi conduzida com o auxflio do R
6

, uma ferramenta que reune um 

conjunto de tecnicas computacionais que facilitam a analise dos dados, calculo numericos e 

producao grafica. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

5.4 Validagao 

O processo de validagao consistiu em comparar a solugao proposta com abordagens voltadas 

para a melhoria do desempenho do kNN. Os metodos foram avaliados no cenario de predigao 

de notas, ao qual destina-se a solugao proposta. Os dados utilizados foram divididos em 

conjuntos disjuntos de treinamento e teste. 

5.4.1 Abordagens Avaliadas 

Foram selecionados metodos pertencentes ao ambito de classificagao e a area de recomenda-

gao. As abordagens divergem, principalmente, na organizagao e escolha dos vizinhos mais 

proximos. Sao elas: 

• k-Dimensional Tree (kd-tree): implementado na ferramenta JSAT. Corresponde a 

proposigao tradicional; 

• Locality Sensitive Hash (LSH): implementado na ferramenta JSAT. Foi baseado no 

algoritmo E2LSH, apresentado por Datar et al. [18]; 

• k-Nearest Neighbors (kNN): corresponde ao kNN padrao para predigao de notas, 

cuja implementagao baseou-se no codigo-fonte da ferramenta MyMediaLite; 

• Iterated Local Search (ILS) k N N : corresponde ao metodo apresentado por Boumaza 

e Brun [11]. Na validagao utilizou-se tambem uma restrigao 15% para o espago de 

busca dos vizinhos. 

Utilizou-se o mesmo valor de k para avaliagao em ambas as bases de dados. De acordo 

com testes realizados (Figura 4.1) escolheu-se o k que forneceu o melhor balango entre 

acuracia e tempo de busca para o domfnio em questao, no caso k = 30. 

6http://www.r-project.org/ 
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O algoritmo para predicao e comum a todas as abordagens. No cenario de predicao de 

notas, geralmente as avaliacoes preditas sao obtidas a partir de um calculo ponderado que 

envolve as similandades entre os usuarios (Figura 4.4). Observagoes empiricas indicaram 

a correlagao de Pearson como metrica mais acurada para tal tarefa, por isso, optou-se por 

utiliza-la na etapa de realizacao. E importante destacar que nessa fase as similandades foram 

computadas no instante da predigao, com o intuito de evitar qualquer vies, devido a valores 

previamente calculados. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

5.4.2 Divisao dos Dados 

Ao se estimar a qualidade de um sistema de recomendacao e importante que os dados sejam 

divididos corretamente [17]. Em geral, os dados sao divididos em treinamento e teste. O 

conjunto de treino normalmente possui a maior parte dos dados e e utilizado para fornecer 

conhecimento ao metodo sobre o problema em questao. Em contrapartida. os dados de teste 

sao usados para avaliar o desempenho do metodo. E fundamental que os conjuntos sejam 

disjuntos, ou seja, uma avaliagao de um usuario para um item que pertenga ao conjunto de 

treino nao pode estar presente nos dados de teste e vice-versa. 

Uma das maneiras mais comuns de se dividir os dados e a partir do metodo n-fold cross-

validation que consiste em separar a base de dados em n partes independentes, dessa forma as 

partes nao se sobrepoem. Cada parte e utilizada apenas uma vez como conjunto de teste e as 

restantes sao usadas para treinamento. De acordo com Cremonesi et al. [17], um bom valor 

para n e 10. Portanto, as bases de dados do MovieLens (100K e 1M) foram divididas seguindo 

o processo 10-fold cross-validation, separando-se assim 90% dos dados para treinamento e 

10% para teste. Esse processo e repetido 5 vezes, totalizando uma quantidade final de 50 

amostras. 

5.5 Resultados 

Foram realizadas 50 execugoes para cada abordagem avaliada. As medias dos resultados 

estao presentes nas Tabelas 5.1 e 5.2. Os valores detalhados de cada execugao podem ser 

visualizados no Apendice A. 
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Tabela 5.1: Resultados das Execugoes no MovieLens I00K 

Metodo 
Preparagao 

(segundos) 

Realizagao 

(segundos) 
M A E 

kd-tree 0,61 21,63 0,8333 

LSH 0,07 11.06 0.7528 

ILS 1231,46 1,69 0,7083 

kNN 1,30 3,05 0,6826 

SP 0.52 1.93 0,6937 

Tabela 5.2: Resultados das Execugoes no MovieLens 1M 

Metodo 
Preparacao 

(segundos) 

Realizacao 

(segundos) 
M A E 

kd-tree 9,24 1566,77 0,7875 

LSH 0,33 454,09 0,7014 

ILS 7826,24 67,46 0,6591 

kNN 91.37 150.76 0,6500 

SP 36,14 64,73 0,6546 

A solugao proposta e o kNN padrao apresentaram os melhores resultados dentre as abor-

dagens testadas. Com o objetivo de verificar o real desempenho desses dois metodos, foram 

realizadas novas execugoes. porem modificando a funcao de predigao para que fossem uti-

lizadas as similandades previamente calculadas e armazenadas nas Matrizes Similandades 

de cada abordagem. Os resultados das novas execugoes podem ser visualizados na Tabelas 

5.3 e 5.4. E possfvel observar uma redugao significativa no tempo de realizagao de ambos os 

algoritmos. 

Tabela 5.3: Solugao Proposta x kNN Padrao no MovieLens 100K 

Metodo 
Preparagao Realizagao 

M A E Metodo 
(segundos) (segundos) 

kNN Padrao 1,42 1,35 0,6826 

SP 0,57 0,28 0,6937 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

5.6 Analise Estatistica 

Em geral, um dos primeiros passos em um processo de analise estatistica corresponde a 

analise grafica dos dados envolvidos. O estudo visual fornece informagoes importantes sobrc 

o comportante dos dados e auxilia na tomada de decisao sobre a aplicagao de outros testes 
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Tabela 5.4: Solugao Proposta x kNN Padrao no MovieLens 1M 

Metodo 
Preparagao 

(segundos) 

Realizagao 

(segundos) 
M A E 

kNN Padrao 91,45 108,66 0,6500 

SP 36,10 20,45 0,6546 

que eventualmente sejam necessarios. 

O processo estatfstico conduzido neste trabalho, teve apenas como base a analise visual 

das amostras obtidas no experimento, uma vez que apos a observagao do comportamento dos 

dados tornou-se dispensavel realizar testes estatisticos adicionais. 

O estudo visual foi realizado com o auxflio de boxplots [6,62]. Esse tipo de graiico 

permite representor a distribuigao de um conjunto de dados a partir de uma linha, que vai 

desde o valor mfnimo ao valor maximo com linhas verticals (ou horizontals) desenhadas no 

primeiro quartil, na mediana e no terceiro quartil. Os quartis dividem os dados (ordenados) 

em quatro grupos com aproximadamente 25% dos valores em cada (Figura5.1). zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Maximo 

3 ° Quartil 

Mediana 

lo Quartil 

Mfnimo 

Figura 5.1: Exemplo de umzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA boxplot. 

Os boxplots sao bastante utilizados para comparagao de grupos de dados. A partir de 

uma analise visual e possfvel determinar se ha diferengas entre dois ou mais conjuntos. Por 

exemplo, na Figura 5.2(a) e possfvel afirmar que os grupos A e. B sao diferentes (sendo A 

maior que B), pois nao ha sobreposigao das caixas dos graficos, o que significa que 75% 
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dos valores dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA A estao abaixo de 75% de B. Na Figura 5.2(b) tem-se que 75% dos valores 

de A sao inferiores a 50% de B, dessa forma, e provavel que B seja maior que A. Na 

Figura 5.2(c) ha um sobreposicao entre as medianas de ambos os grupos, por isso nao e 

possfvel afirmar se ha diferencas entre .4 e B. Nos dois ultimos casos sao necessarios testes 

estatfsticos adicionais para determinar se realmente ha diferencas entres os grupos, enquanto 

que na Figura 5.2(a) apenas a analise grafica e suficiente. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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Figura 5.2: Analise de Boxplots 

5.6.1 Tempo Total de Execugao 

Nas Figuras 5.3 e 5.5 tem-se os boxsplots dos tempos totais das execugoes (tempo de prepa-

ragao mais realizagao) dos metodos avaliados no MovieLens 100K e 1M, respectivamente. 

Percebe-se que os graficos estao pouco legfveis devido a grande diferenca dos valores no eixo 

Y, o que dificulta a realizagao de um estudo visual. Sendo assim, optou-se pela separagao 

dos boxsplots em pianos individuals, como e possfvel observar nas Figuras 5.4 e 5.6. 

A analise dos graficos indicou que os grupos avaliados sao diferentes, sendo a solugao 

proposta responsavel pelo conjunto de dados com os menores tempos das execugoes. Uma 

vez que nao ha sobreposicao das caixas ou das medianas, nao se faz necessaria a aplicagao 

de testes adicionais. 
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5.6.2 Erro das Predigoes 

Nas Figuras 5.9 e 5.10 sao apresentados os boxsplots dos valores referentes aos erros das 

predigoes das abordagens no MovieLens 100K e 1M, respectivamente. Observa-se que nao 

ha sobreposicao entre os graficos, portanto, conclui-se que os grupos sao diferentes. Segundo 

a analise visual, o kNN padrao foi o metodo que forneceu o conjunto com os menores erros 

das predigoes. 

Solucao Proposta x kNN Padrao 

Nas Figuras 5.7 e 5.8 apresentam-se os graficos dos tempos das execugoes. apos a mudanga 

na fungao de predigao com o intuito de verificar o real desempenho da abordagem proposta 

e do kNN padrao. Com o estudo visual, conclui-se que a solugao proposta possui o conjunto 

com os menores tempos das execugoes. 

5.7 Discussao 

O kNN padrao, SP e ILS sao metodos desenvolvidos especificamente com o proposito de 

gerar recomendagoes. Essas tecnicas utilizam a correlagao de Pearson para selecionar os 

vizinhos mais proximos. Essas abordagens conseguiram fornecer resultados mais acurados 

que as demais. A SP apresentou uma media de erros ligeiramente acima do kNN padrao 

(apenas 0,7% na maior base). Entretanto, levando-se em conta a redugao alcangada do custo 

computacional. o resultado e bastante expressivo, o que comprova a eficacia da heurfstica de 

selegao baseada nos usuarios mais ativos. 

Quanto a analise dos tempos totais das execugoes
7

 dos tres metodos anteriormente ci-

tados, a SP obteve o melhor desempenho, demandando em media 72% menos tempo que 

o segundo metodo mais rapido (kNN padrao), quando executados na maior base de dados 

(MovieLens 1M). Esse ganho foi obtido, principalmente, devido a redugao da quantidade de 

calculos de similandades realizados na etapa de preparagao e a restrigao do espago de busca 

dos vizinhos. O tempo de preparagao do ILS ficou muito acima dos demais, pois sua fungao 

objetivo baseia-se, dentre outras coisas, nos erros das predigoes geradas a partir do conjunto 

7soma dos tempos de preparagao e de realizacao 
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dos Vizinhos Globais. A verifieagao dos erros e uma etapa custosa, porque envolve a forma-

gao de vizinhangas distintas para cada um dos usuarios. Esse processo e repetido diversas 

vezes ate que o conjunto final dos VGs seja encontrado. Alem disso, por ser um metodo 

nao-determinfstico nao ha controle sobre seu tempo de execugao, dessa forma, optou-se por 

estabelecer um limite de tempo
8

 para a procedure IteratedLocalSearch (20 e 90 minutos no 

MovieLens 100K e 1M, respectivamente), descrito em [11]. A media dos erros das predi-

goes do ILS esta proxima daquela fornecida pelo kNN padrao, porem seu acentuado custo 

computacional pode torna-lo impraticavel. 

O LSH e o kd-tree sao algoritmos de busca associativa, criados com o objetivo de ace-

lerar o processo de selegao de instancias similares a um objeto de interesse. Esses metodos 

sao reconhecidos na literatura como alternativas eficazes ao metodo tradicional de busca. 

Tanto o LSH quanto o kd-tree utilizam distancia Euclidiana e sao destinados originalmente 

ao ambito de classificagao de objetos. o qual pode apresentar caracteristicas diferentes da 

area de recomendagao. De acordo com a literatura, ambos os metodos quando executados 

em domfnios apropriados, sao capazes de atingir patamares de tempos logarftmicos. Entre -

tanto, tal comportamento nao foi observado durante o experimento. em nenhuma das duas 

abordagens. 

O kd-tree apesar de lidar bem com bases de dados com milhoes de objetos, tende a percler 

significativamente o desempenho com o aumento das dimensoes dos vetores de caracterfsti-

cas (d > 10) [22,24], problema conhecido como maldigao da dimensionalidade (em ingles, 

curse of dimensionality) [44,51]. Na pratica, a maldigao da dimensionalidade implica que 

existe um numero maximo de dimensoes a partir do qual o desempenho do classificador ira 

decair ao inves de melhorar, pois os dados se tornam mais esparsos e pouco similares. As 

bases utilizadas possuem dados esparsos e de alta dimensao, fatores que contribuiram di-

retamente para o baixo desempenho registrado do kd-tree, tanto em relagao aos erros das 

predigoes quanto aos tempos das execugoes. Isso indica que a forma de estruturagao dos 

dados nao fornece bons vizinhos para o dominio em questao. 

O LSH e um metodo que prioriza o tempo ao inves da acuracia, isto e, as buscas retornam 

8

Observou-se que algumas das execucoes, no MovieLenszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 1M, ultrapassaram o limite. Isso ocorre devido a 

possibilidade do algoritmo ficar preso em solucoes otimas locais antes de atingir o trecho de codigo que finaliza 

o metodo pelo tempo excedido. 



5.8 Consideragdes Finais do Capitulo zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA47 

vizinhos aproximados, diferente da maneira tradicional, no qual verifica-se a similaridade 

entre todos os usuarios para que sejam retornados aqueles com os maiores valores de simi-

laridade. O LSH e indicado para dominios nos quais as buscas aproximadas nao exercem 

grande impacto sobre o resultado do algoritmo, pois ao final tem-se maiores erros, coin-

portamento confirmado pelos resultados alcangados. Por outro lado, o tempo de execugao 

embora tenha sido menor que o do kd-tree, ainda ficou bem distante do kNN padrao. 

O kNN padrao, SP e ILS utilizam a Matriz Similaridade para armazenar as proximi-

dades entre os usuarios e assim evitar repetigoes de calculos desnecessarias. Inicialmente 

suspeitou-se que a diferenca dos tempos das execugoes do LSH e kd-tree em relagao ao kNN 

padrao seria devido a utilizagao da matriz, porem a biblioteca JSAT tambem utiliza uma 

estrutura auxiliar, chamada distcache, que armazena as distancias ja computadas. Foram 

realizados testes (nao documentados), que mostraram que sem esse mecanismo os tempos 

das execugoes aumentavam significativamente. Portanto, constatou-se que a diferenga de 

desempenho entre os metodos nao e ocasionada pela falta de estruturas para armazenamento 

das distancias. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

5.8 Consideragoes Finais do Capitulo 

Neste capitulo descreve-se o experimento realizado para avaliar a solugao proposta. 

Compara-se o metodo desenvolvido com abordagens que utilizam o conceito de busca dos 

vizinhos mais proximos, para classihcagao de objetos e para geracao de recomendagoes. 

A motivagao desse trabalho foi elaborada a partir de domfnio do Google Play, porem 

o trabalho foi validado em um domfnio diferente devido a escassez de dados publicos do 

domfnio de aplicativos moveis. Apesar de ambos os dominios apresentarem algumas carac-

teristicas semelhantes (tipo de avaliagao, vetores de caracteristicas esparsos, etc) e que tal 

situacao pode representar uma limitagao para abordagem proposta. 

Os resultados mostram que o metodo proposto consegue melhorar o desempenho do kNN 

tradicional. Atraves da heurfstica de selegao dos usuarios mais ativos, consegue-se reduzir o 

numero de calculos de similaridade, a quantidade de memoria principal utilizada e o tempo 

de busca dos vizinhos mais proximos, porem mantendo o nivel de acuracia das recomenda-

goes satisfatorio. Com a redugao do custo computacional do kNN, a utilizagao do algoritmo 
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torna-se perfeitamente aplicavel em grande bases de dados. Retomando o exemplo apre-

sentado na Secao 1.1, no qual para uma base com 1 milhao de usuarios seria necessario 

aproximadamente 1 semana para executar outra vez o algoritmo, observa-se que utilizando 

a solugao proposta esse tempo teria uma redugao de 72%, o que tornaria o metodo viavel 

ao exemplo citado, pois seriam necessarios pouco menos de 2 dias para reexecutar todo o 

metodo. Isso demonstra a importancia de utilizar um espago de busca reduzido ao inves dos 

100% originais. Embora nao seja possfvel afirmar, acredita-se que com o crescimento da 

base de dados seja possfvel utilizar porcentagens inferiores aos 15% propostos e conseguir 

resultados tao acurados quanto os do kNN padrao. Observou-se que mantendo tal porcenta-

gem e aumentando o conjunto de dados, consegue-se diminuir a taxa de erro nas predigoes, 

ou seja, e provavel que em bases com mais volume, mesmo reduzindo o espago de busca 

dos vizinhos mais proximos o erro permanega constante, o que proporcionaria uma maior 

redugao no custo computacional. 

Ademais, constatou-se que os metodos de classihcagao (kd-tree e LSH) implementados 

na biblioteca JSAT, nao se mostraram adequados para o cenario de predigao de notas, per-

tencente a filtragem colaborativa. Os desempenhos desses metodos se mostraram aquem do 

esperado tanto em relagao ao tempo de execugao quanto a taxa de erro nas predigoes. 
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kd-tree 

Metodo 

Figura 5.3: Boxplots dos Tempos das Execugoes no MovieLens 100K. 
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Metodo SP 

Metodo LSH zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Metodo kNN 

Metodo. kd-tree 

Metodo ILS 

Figura 5.4: Boxplots Individuals dos Tempos das Execugoes no MovieLens 100K. 
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Figura 5.5: Boxplots dos Tempos das Execugoes no MovieLens 1M. 
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"J-zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA o -

Metodo SP Metodo kNN Metodo ILS 

Metodo LSH Metodo kd-tree zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Figura 5.6: Boxplots Individuals dos Tempos das Execugoes no MovieLens 1M. 
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Figura 5.7: Tempos das Execugoes SP x kNN no MovieLens 100K (desempenho real). 
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Figura 5.8: Tempos das Execugoes SP x kNN no MovieLens 1M (desempenho rea 
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Figura 5.9: Boxplots dos Resultados dos Erros das Predigoes no MovieLens 100K. 



5.8 Consideragdes Finais do Capitulo zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA56 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

SP zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAkNN 

I 

ILS 

Metodo 

LSH 

1 

kd-tree zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Figura 5.10: Boxplots dos Resultados dos Erros das Predigoes no MovieLens l m . 



Capitulo 6 

Consideracoes Finais zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Neste capitulo expoem-se as consideragdes finais referentes ao metodo de recomendacao 

colaborativa desenvolvido e suas principals limitacoes. Em seguida apresentam-se sugestoes 

para dar continuidade a pesquisa documentada. 

6.1 Conclusoes 

Neste trabalho foi descrita e implementada uma abordagem de recomendacao colaborativa 

com o intuito de melhorar o desempenho do metodozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA k Nearest Neighbors que e um dos al-

goritmos mais populares para a realizagao de buscas associativas. O metodo apresentado 

centra-se na ideia da restrigao do espago de busca dos vizinhos mais proximos. Para tanto, 

foram testadas diversas heuristicas de selegao de usuarios e a que forneceu melhores resul-

tados baseou-se na selegao dos usuarios mais ativos, ou seja, aqueles que mais avaliaram 

itens. 

Realizou-se um experimento com duas bases de dados reais de filmes, disponibilizadas 

pelo MovieLens. No experimento foram analisados, principalmente, dois parametros: tempo 

de execugao (em segundos) e acuracia (Mean Absolute Error). A abordagem proposta foi 

validada comparando-a com varios metodos, tais como, k-Dimensional Tree, Locality Sen-

sitve Flash, kNN padrao para predigao de notas, dentre outros. Como resultado a solugao 

proposta, utilizando apenas 15% do espago de busca original dos vizinhos mais proximos, 

obteve um tempo de execugao ate 72% menor e uma taxa de erro apenas 0,7% maior, em 

relagao ao kNN tradicional. 
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A heurfstica de selegao dos usuarios mais ativos mostrou-se extremamente rapida na 

construgao do conjunto dos Vizinhos Globais e bastante eficiente em relacao a acuracia al-

cangada. 

Como contribuigoes do trabalho, tem-se: 

• Desenvolvimento de um metodo de recomendacao colaborativa baseado no kNN com 

custo computacional reduzido; 

• Proposicao de um heurfstica de selegao rapida e eficaz para acelerar o processo de 

busca dos vizinhos mais proximos. 

6.2 Limitacjoes e Trabalhos Futuros 

As principals limitagoes do trabalhos sao: 

• A abordagem proposta foi validade apenas em um domfnio, o que impossibilita a ge-

neralizagao dos resultados alcangados. A solugao proposta visa obter um ganho de 

desempenho em troca de uma redugao da acuracia que no domfnio avaliado verificou-

se um aumento de 0,7% nos erros das predigoes (no MoviLens 1M), entretanto, nao e 

possfvel garantir que o nfvel de acuracia alcangada se mantenha constante em outros 

dominios. 

• A solugao proposta destina-se a filtragem colaborativa para predigao de notas. Nao 

investigou-se o comportamento em outros cenarios, como por exemplo, predigao de 

itens com avaliagoes implfcitas. 

Como trabalhos futuros, tem-se: 

• Investigar os efeitos do metodo proposto em bases de dados com milhoes de usuarios 

e itens, pois observou-se que a diferenca de acuracia entre a solugao proposta e o 

kNN padrao diminuiu com o aumento do conjunto dos dados. Com a base MovieLens 

100K obteve-se uma diferenga absoluta de 0, 0111. Enquanto que com a MovieLens 

1M a diferenga reduziu-se a 0,0046. Sendo assim, ha indfcios de que em bases muito 

grandes o metodo proposto seja tao ou ate mais acurado que o kNN tradicional, porem 

com um custo computacional significativamente menor; 
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• A porcentagem p de Vizinhos Globais foi definida a partir de analise empfrica e 

acredita-se que com o crescimento do volume da base, o valor de p possa ser redu-

zido e ainda assim fornecer bons niveis de acuracia. Portanto, pretende-se criar um 

metodo para definicao dinamica de p; 

• Investigar os efeitos da insergao de formas de paralelizacao na busca dos vizinhos mais 

proximos no espago restrito; 

• Avaliar novas heuristicas de selegao dos usuarios; 

• Investigar o comportamento em cenarios para predigao de itens, com avaliagoes impli-

citas. 
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Resultados da solucao proposta com k = 30 

MovieLens 100K MovieLens 1M zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

# 
Preparagao 

(segundos) 

Realizacao 

(segundos) 
MAE 

Preparacao 

(segundos) 

Realizacao 

(segundos) 
MAE 

1 0.50 2.12 0.6978 38.65 65.66 0.6559 

2 0.69 2.04 0.6909 36.88 67.33 0.6555 

3 0.39 1.93 0.6937 35.93 66.02 0.6482 

4 0.69 1.90 0.6911 36.87 64.70 0.6555 

5 0.69 1.90 0.6989 39.33 65.94 0.6554 

6 0.53 1.90 0.6977 36.82 66.60 0.6584 

7 0.38 1.95 0.6930 36.56 65.05 0.6555 

8 0.44 1.95 0.6853 35.72 63.56 0.6546 

9 0.48 1.95 0.6898 35.14 65.42 0.6552 

10 0.39 1.92 0.6991 36.29 65.41 0.6524 

11 0.44 1.93 0.6969 36.74 65.08 0.6553 

12 0.67 1.90 0.7008 35.77 64.28 0.6554 

13 0.59 1.98 0.6965 36.32 66.77 0.6530 

14 0.50 1.94 0.6988 37.80 65.09 0.6566 

15 0.39 1.93 0.6861 36.36 65.60 0.6553 

16 0.37 1.92 0.6800 37.85 65.53 0.6534 

17 0.37 1.90 0.6871 35.89 65.74 0.6562 

18 0.67 1.93 0.6970 37.07 67.09 0.6560 

19 0.58 1.97 0.6955 36.00 63.99 0.6506 

20 0.61 1.93 0.6916 35.53 63.91 0.6569 

21 0.58 1.92 0.6922 35.87 64.50 0.6560 

22 0.45 1.95 0.6924 36.18 64.41 0.6537 

23 0.58 1.90 0.7004 36.07 64.23 0.6535 

24 0.58 1.94 0.6857 35.58 63.43 0.6562 

25 0.39 1.92 0.6994 35.60 63.70 0.6546 

26 0.56 1.89 0.6903 36.20 64.43 0.6518 

27 0.39 1.89 0.7007 35.79 64.26 0.6537 

28 0.56 1.92 0.6940 35.58 64.07 0.6538 

29 0.55 1.93 0.6904 36.07 64.63 0.6535 

30 0.58 1.93 0.6970 35.74 64.33 0.6575 

31 0.52 1.93 0.6939 35.93 64.20 0.6543 

32 0.56 1.95 0.7018 35.63 64.20 0.6543 

33 0.53 1.94 0.6961 35.83 64.48 0.6565 

34 0.41 1.92 0.6991 35.63 64.22 0.6553 

35 0.55 1.92 0.6992 35.97 64.21 0.6517 

36 0.61 1.93 0.6888 35.97 64.24 0.6553 

37 0.56 1.92 0.6895 36.11 64.40 0.6528 

38 0.45 1.95 0.6871 35.58 64.24 0.6560 

39 0.61 1.95 0.6888 35.62 64.14 0.6528 

40 0.55 1.92 0.6899 35.87 64.40 0.6560 

41 0.56 1.93 0.6995 [ 35.49 63.93 0.6563 

42 0.53 1.92 0.6880 35.51 64.10 0.6533 

43 0.53 1.94 0.6957 35.39 63.95 0.6533 

44 0.52 1.92 0.7028 36.09 64.76 0.6542 

45 0.56 1.92 0.6914 35.60 64.30 0.6534 

46 0.50 1.98 0.6895 35.66 64.55 0.6564 

47 0.56 1.95 0.6954 36.00 64.32 0.6544 

48 0.55 1.90 0.6882 35.72 64.04 0.6571 

49 0.51 1.95 0.6965 35.77 64.41 0.6531 

50 0.47 1.98 0.6952 35.96 64.77 0.6565 



Resultados do kNN tradicional com k = 30 

MovieLens 100K MovieLens 1M zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

n 
Preparagao 

(segundos) 

Realizagao 

(segundos) 
MAE 

Preparagao 

(segundos) 

Realizagao 

(segundos) 
MAE zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1 1.48 3.34 0.6851 96.65 153.34 0.6505 

2 1.33 3.06 0.6802 92.66 156.46 0.6500 

3 1.53 3.03 0.6783 93.38 155.73 0.6438 

4 1.42 3.04 0.6804 93.59 152.18 0.6511 

5 1.28 3.03 0.6816 92.88 155.57 0.6504 

6 1.26 3.04 0.6780 93.50 152.35 0.6534 

7 1.31 3.01 0.6850 93.36 157.67 0.6519 

8 1.26 [ 3.04 0.6711 94.33 153.68 0.6528 

9 1.31 3.03 0.6855 91.25 149.12 0.6509 

10 1.31 3.03 0.6885 91.29 152.72 0.6470 

11 1.26 3.04 0.6874 90.03 151.94 0.6492 

12 1.28 3.04 0.6918 91.35 146.39 0.6514 

13 1.26 3.07 0.6819 90.54 150.63 0.6476 

14 1.25 3.01 0.6887 91.60 148.28 0.6519 

15 1.26 3.07 0.6764 91.15 145.58 0.6509 

16 1.30 3.07 0.6747 90.51 146.20 0.6491 

17 1.26 3.03 0.6757 90.59 150.96 0.6517 

18 1.26 3.04 0.6883 90.45 146.78 0.6514 

19 1.28 3.04 0.6849 91.03 148.92 0.6463 

20 1.28 3.04 0.6826 90.43 148.70 0.6513 

21 1.36 3.10 0.6839 91.18 151.04 0.6507 

22 1.25 3.03 0.6847 91.29 148.97 0.6486 

23 1.45 3.01 0.6889 90.84 144.69 0.6505 

24 1.33 3.04 0.6738 90.99 145.07 0.6521 

25 1.26 3.04 0.6838 91.03 147.02 0.6503 

26 1.31 3.03 0.6815 90.62 152.82 0.6477 

27 1.26 3.01 0.6848 89.87 149.37 0.6506 

28 1.26 3.03 0.6836 91.17 149.28 0.6479 

29 1.37 3.09 0.6796 91.34 151.59 0.6494 

30 1.26 3.04 0.6863 91.15 150.51 0.6534 

31 1.25 3.04 0.6831 90.45 151.23 0.6499 

32 1.26 3.07 0.6967 91.73 150.70 0.6486 

33 1.31 3.07 0.6915 90.40 152.38 0.6513 

34 1.26 3.04 0.6811 90.51 150.91 0.6516 

35 1.28 3.03 0.6840 90.68 151.41 0.6473 

36 1.28 3.07 0.6852 90.31 148.54 0.6503 

37 1.31 3.07 [ 0.6788 90.98 152.41 0.6481 

38 1.26 3.04 0.6741 90.45 150.60 0.6526 

39 1.26 3.03 0.6736 90.98 151.24 0.6477 

40 1.40 3.04 0.6788 91.29 150.62 0.6493 

41 1.28 3.06 0.6827 91.48 150.81 0.6520 

42 1.28 3.04 0.6754 90.15 152.52 0.6484 

43 1.26 3.06 0.6789 90.65 150.76 0.6485 

44 1.30 3.11 0.6965 91.03 149.36 0.6503 

45 1.34 3.04 0.6825 91.10 152.29 0.6484 

46 1.28 3.04 0.6883 91.14 150.23 0.6507 

47 1.26 3.07 0.6801 91.01 150.96 0.6503 

48 1.26 3.07 0.6761 91.54 151.52 0.6526 

49 1.26 3.06 0.6834 91.21 153.01 0.6483 

50 1.29 3.04 0.6857 91.54 153.24 0.6512 



Resultados do kd-tree com k = 30 

MovieLens 100K MovieLens 1M zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

# 
Preparacao Realizacao 

MAE 
Preparagao Realizagao 

MAE 
(segundos) (segundos) (segundos) (segundos) 

MAE 

1 0.67 22.51 0.8253 10.42 1563.51 0.7866 
2 0.70 21.64 0.8375 9.69 1559.71 0.7895 
3 0.62 21.70 0.8322 9.55 1566.71 0.7833 
4 0.64 21.62 0.8345 9.17 1564.98 0.7914 

5 0.66 21.43 0.8461 9.24 1568.54 0.7894 

6 0.55 21.61 0.8357 9.53 1558.38 0.7934 
7 0.64 21.28 0.8349 9.27 1570.86 0.7876 
8 0.66 21.81 0.8181 9.22 1571.31 0.7867 

9 0.62 21.75 0.8395 9.17 1569.75 0.7897 

10 0.69 21.72 0.8410 9.25 1571.57 0.7865 

11 0.64 21.64 0.8297 9.25 1565.10 0.7896 

12 0.64 21.68 0.8330 9.31 1567.44 0.7907 

13 0.62 21.68 0.8275 9.25 1566.56 0.7861 

14 0.69 21.64 0.8391 9.25 1569.68 0.7851 

15 0.64 21.65 0.8351 9.25 1569.10 0.7861 

16 0.64 21.58 0.8243 9.25 1572.17 0.7865 

17 0.64 21.59 0.8330 9.45 1561.56 0.7866 

18 0.67 21.67 0.8348 9.20 1569.21 0.7892 

19 0.64 21.72 0.8364 9.14 1567.04 0.7853 

20 0.62 21.47 0.8213 9.20 1567.09 0.7880 

21 0.51 21.58 0.8311 9.17 1557.01 0.7862 

22 0.64 21.68 0.8358 9.42 1556.23 0.7878 

23 0.66 21.54 0.8374 9.17 1567.38 0.7924 

24 0.62 21.75 0.8285 9.16 1566.99 0.7873 

25 0.50 21.56 0.8439 9.19 1567.60 0.7897 

26 0.55 21.58 0.8441 9.19 1570.44 0.7847 

27 0.64 21.54 0.8397 9.19 1571.22 0.7879 

28 0.53 21.61 0.8340 9.10 1564.93 0.7831 

29 0.64 21.79 0.8389 9.10 1567.26 0.7894 

30 0.50 21.82 0.8451 9.13 1569.46 0.7901 

31 0.64 21.67 0.8319 9.08 1566.93 0.7882 

32 0.64 21.51 0.8424 9.11 1566.70 0.7847 

33 0.67 21.56 0.8376 9.16 1568.79 0.7926 

34 0.51 21.58 0.8294 9.36 1557.65 0.7837 

35 0.64 21.48 0.8505 9.16 1567.79 0.7873 

36 0.53 21.65 0.8315 9.11 1563.68 0.7866 

37 0.64 21.59 0.8210 9.13 1563.39 0.7845 

38 0.67 21.56 0.8174 9.16 1566.80 0.7886 

39 0.50 21.48 0.8300 9.16 1568.77 0.7871 

40 0.64 21.54 0.8222 9.14 1570.31 0.7894 

41 0.64 21.59 0.8281 9.14 1568.40 0.7901 

42 0.50 21.72 0.8394 9.16 1567.02 0.7863 

43 0.67 21.61 0.8254 9.17 1564.75 0.7828 

44 0.64 21.58 0.8323 9.16 1561.58 0.7862 

45 0.50 21.56 0.8390 9.16 1566.91 0.7851 

46 0.64 21.51 0.8351 9.16 1572.41 0.7877 

47 0.64 21.68 0.8221 9.19 1562.31 0.7899 

48 0.53 21.58 0.8283 9.17 1570.92 0.7872 

49 0.62 21.65 0.8284 9.16 1573.12 0.7853 

50 0.64 21.72 0.8383 9.17 1571.78 0.7886 



Resultados do LSH com k = 30 

MovieLens 100K MovieLens 1M zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

# 
Preparagao 

(segundos) 

Realizagao 

(segundos) 
MAE 

Preparagao 

(segundos) 

Realizagao 

(segundos) 
MAE 

1 0.13 11.77 0.7527 0.53 456.56 0.7025 

2 0.17 11.73 0.7523 0.34 510.59 0.7010 

3 0.04 11.71 0.7562 0.36 508.80 0.6966 

4 0.04 10.97 0.7510 0.33 485.65 0.7029 

5 0.17 12.71 0.7522 0.33 448.45 0.7039 

6 0.17 12.22 0.7528 0.33 552.49 0.7054 

7 0.17 13.61 0.7602 0.33 504.97 0.7032 

8 0.03 10.00 0.7488 0.33 408.47 0.7006 

9 0.17 11.71 0.7535 0.33 380.39 0.7017 

10 0.04 12.40 0.7609 0.33 417.55 0.6982 

11 0.07 12.40 0.7559 0.33 413.14 0.7003 

12 0.17 10.46 0.7687 0.33 389.74 0.7036 

13 0.17 11.73 0.7495 0.33 379.17 0.6992 

14 0.04 11.75 0.7615 0.33 386.29 0.7013 

15 0.18 11.18 0.7490 0.33 486.11 0.7031 

16 0.03 12.36 0.7335 0.33 395.20 0.6998 

17 0.17 12.46 0.7443 0.33 503.41 0.7028 

18 0.17 8.62 0.7638 0.33 449.80 0.7024 

19 0.13 11.94 0.7581 j 0.33 487.31 0.6998 

20 0.17 8.32 0.7562 0.33 445.46 0.7027 

21 0.17 12.97 0.7455 0.33 460.31 0.7012 

22 0.13 12.75 0.7535 0.33 493.02 0.7011 

23 0.03 11.70 0.7631 0.33 484.94 0.7050 

24 0.05 11.41 0.7379 0.33 431.15 0.7003 

25 0.04 9.89 0.7504 0.33 469.62 0.7026 

26 0.04 8.25 0.7530 0.33 489.55 0.7007 

27 0.03 11.03 0.7645 0.33 428.77 0.6997 

28 0.04 11.54 0.7405 0.33 495.36 0.6984 

29 0.04 11.11 0.7573 0.33 408.33 0.7010 

30 0.03 11.20 0.7522 0.33 463.74 0.7041 

31 0.03 12.76 0.7441 0.33 440.83 0.7030 

32 0.04 12.63 0.7607 0.33 459.76 0.6982 

33 0.03 10.38 0.7655 0.33 452.01 0.7034 

34 0.03 12.51 0.7520 0.33 442.84 0.7026 

35 0.04 10.70 0.7589 0.33 434.93 0.6975 

36 0.03 11.52 0.7561 0.33 504.77 0.7030 

37 0.04 12.51 0.7522 0.33 355.18 0.6995 

38 0.03 11.65 0.7464 0.33 412.09 0.7021 

39 0.04 11.22 0.7532 0.34 432.45 0.7007 

40 0.04 11.56 0.7430 0.33 464.04 0.7012 

41 0.04 11.59 0.7489 0.33 536.59 0.7030 

42 0.06 11.72 0.7553 0.34 403.45 0.7010 

43 0.03 13.65 0.7506 0.33 537.59 0.7014 

44 0.04 12.19 0.7556 0.33 439.34 0.7027 

45 0.11 11.29 0.7459 0.34 455.91 0.7009 

46 0.05 11.11 0.7574 0.34 505.43 0.7030 

47 0.04 12.01 0.7448 0.33 402.31 0.7005 

48 0.04 13.04 0.7576 0.34 518.53 0.7026 

49 0.04 13.04 0.7468 0.33 426.29 0.7002 

50 0.04 11.22 0.7470 0.33 446.32 0.7022 



Resultados do ILS kNN com k = 30 

MovieLens 100K MovieLens 1M zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

n 
Preparagao 

(segundos) 

Realizagao 

(segundos) 
MAE 

Preparagao 

(segundos) 

Realizagao 

(segundos) 
MAE 

1 1235.34 1.78 0.7125 2376.16 69.44 0.6592 

2 1235.79 1.72 0.7097 1375.33 67.00 0.6594 

3 1238.07 1.67 0.7107 16869.84 67.88 0.6520 
4 1254.94 1.69 0.7053 1291.95 65.02 0.6609 

5 1234.90 1.66 0.7131 4293.68 65.24 0.6603 

6 1226.09 1.65 0.7058 1391.29 67.21 0.6640 

7 1223.37 1.70 0.7062 1284.88 65.27 0.6605 

8 1246.94 1.70 0.6958 1373.85 67.07 0.6602 

9 1227.30 1.72 0.7066 4707.59 66.94 0.6592 

10 1231.97 1.70 0.7102 1396.08 67.55 0.6578 

11 1227.04 1.72 0.7073 1371.79 66.82 0.6595 

12 1266.36 1.72 0.7123 3536.35 64.80 0.6610 

13 1220.91 1.69 0.7136 3839.49 66.66 0.6584 

14 1245.43 1.67 0.7133 1290.01 65.41 0.6624 

15 1217.58 1.73 0.7036 3789.28 66.93 0.6585 

16 1222.92 1.70 0.6992 34594.80 68.77 0.6576 

17 1221.90 1.67 0.7021 3129.80 67.74 0.6597 

18 1220.23 1.72 0.7134 4610.42 66.83 0.6599 

19 1227.10 1.70 0.7122 1391.68 67.30 0.6555 

20 1273.37 1.70 0.7114 1388.59 66.89 0.6602 

21 1215.54 1.70 0.7058 2050.45 65.30 0.6602 

22 1225.40 1.69 0.7094 2851.48 64.91 0.6588 

23 1229.69 1.67 0.7190 5031.88 65.30 0.6600 

24 1232.03 1.65 0.6988 34773.93 68.49 0.6591 

25 1221.75 1.70 0.7078 1400.70 67.53 0.6598 

26 1216.82 1.69 0.7003 1283.12 64.85 0.6573 

27 1210.73 1.65 0.7151 2248.92 67.13 0.6583 

28 1207.47 1.67 0.7075 2935.58 65.71 0.6577 

29 1232.93 1.70 0.7052 2290.05 67.74 0.6575 

30 1252.32 1.67 0.7063 1367.51 66.85 0.6623 

31 1224.81 1.70 0.7060 5398.53 66.57 0.6595 

32 1250.51 1.69 0.7237 3012.49 66.94 0.6583 

33 1215.90 1.67 0.7147 3620.70 65.69 0.6608 

34 1247.63 1.67 0.7073 1394.38 67.19 0.6591 

35 1263.84 1.67 0.7167 31185.59 68.25 0.6547 

36 1231.54 1.72 0.7097 33775.88 66.66 0.6598 J 

37 1211.51 1.73 0.7050 34855.11 70.28 0.6578 

38 1219.88 1.72 0.6979 3192.62 70.76 0.6607 

39 1223.20 1.67 0.7009 2327.93 70.49 0.6582 

40 1222.26 1.67 0.7027 1480.09 69.45 0.6611 

41 1221.33 1.72 0.7156 1460.66 70.76 0.6613 

42 1220.20 1.69 0.7022 37154.90 70.70 0.6564 

43 1243.03 1.70 0.7059 1417.14 69.15 0.6573 

44 1243.01 1.67 0.7102 37038.55 71.16 0.6571 

45 1220.20 1.72 0.7045 1429.75 69.71 0.6556 

46 1208.53 1.69 0.7154 3188.60 69.71 0.6598 

47 1262.40 1.66 0.7059 32009.89 67.39 0.6602 

48 1238.44 1.66 0.7070 1343.86 66.74 0.6633 

49 1240.58 1.72 0.7122 1390.09 67.53 0.6588 

50 1222.45 1.66 0.7137 3098.79 67.60 0.6616 



Apendice B 

Avaliacao das Heuristicas zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

74 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

UFC(  OI ECA/ BC 



Avaliacao da Heurist icas - M ovieLens 100K 

Usuarios mais At ivos M edia de Simila ridade zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

n 
Tempo 

( segundos)  
M AE n 

Tempo 

( segundos)  
M AE zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA0 .013 0.6978 I 1.529 0.7096 

2 0.000 0.6909 2 1.419 0.7042 

3 0.000 0.6937 3 1 .911 0.7024 

4 0.000 0 . 6 9 1 1 4 1.754 0.7022 

5 0.000 0.6989 5 1.405 0.7154 

6 0.000 0.6977 6 1.666 0.7096 

7 0.000 0.6930 7 1.651 0.7042 

8 0.000 0.6853 8 1.652 0 . 6 9 1 1 

9 0.000 0.6898 9 1.577 0.7069 

1 0 0 .000 0 .6991 1 0 1.780 0.7126 

1 1 0 .001 0.6969 1 1 1.795 0.7056 

1 2 0.000 0.7008 1 2 1.499 0.7123 

13 0.000 0.6965 13 1.493 0.7086 

1 4 0.000 0.6988 1 4 1.982 0.7036 

15 0 .001 0 .6861 15 1.684 0.6969 

1 6 0.000 0.6800 1 6 1.386 0.6977 

1 7 0 .001 0 .6871 1 7 1.902 0 .6971 

1 8 0.000 0.6970 1 8 1.519 0.7098 

1 9 0 .001 0.6955 1 9 1.747 0.7060 

20 0 .001 0 .6916 20 1.807 0.7050 

21 0.000 0.6922 2 1 1.740 0.7022 

22 0 .001 0.6924 22 1.396 0.7070 

23 0.000 0.7004 23 1.572 0.7103 

24 0.000 0.6857 24 1.741 0 .6941 

25 0 .001 0.6994 25 1.607 0.7108 

26 0.000 0.6903 26 1.882 0 .6991 

27 0.000 0.7007 27 1.403 0.7125 

28 0.000 0.6940 28 1.692 0.7093 

29 0.000 0.6904 29 1.543 0 .7019 

30 0 .001 0.6970 30 1.683 0.7028 

3 1 0 .001 0.6939 3 1 1.603 0 . 7 0 1 1 

32 0.000 0 .7018 32 
L 1 .611 0.7199 

33 0.000 0 .6961 33 1.607 0.7093 

34 0.000 0 .6991 34 1.413 0 .7113 

35 0 .000 0.6992 35 1.627 0 .7121 

36 0 .001 0.6888 36 1.547 0.7075 

37 0.000 0.6895 37 1.575 0.7026 

38 0.000 0 .6871 38 1.392 0.6956 

39 0.000 0.6888 39 1.389 0 .6971 

40 0.000 0.6899 40 1 .511 0 .7018 

4 1 0.000 0.6995 4 1 1.401 0.7085 

42 0.000 0.6880 42 1.638 0 .6981 

43 0 .001 0.6957 43 1.659 0.7066 

44 0 .001 0.7028 44 1.674 0.7126 

45 0 .001 0 .6914 45 1.440 0.7034 

46 0.000 0.6895 46 1.674 0.7120 

47 0 .001 0.6954 47 1.489 0.7008 

48 0.000 0.6882 48 1.661 0.7003 

49 0 .001 0.6965 49 1.434 0.7048 

50 0.000 0.6952 50 1.437 0.7094 

M edia 0 . 0 0 1 0 .6 9 3 7 M edia 1 .604 0 .7 0 5 3 



Avaliacao da Heurist icas - M ovieLens 100K 

Numero de Conexoes Vizinhos mais Recorrentes 

#  
Tempo 

( segundos)  
M AE zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAn 

Tempo 

( segundos)  
M AE zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1 1.487 0.7066 I 1.663 0.7004 j 

2 1.410 0.7067 2 1.770 0.6986 

3 1.878 0.7039 3 1.790 0.6966 

4 1.744 0.7011 4 1.479 0.6947 

5 1.554 0.7118 5 1.722 0.7125 

6 1.495 0.7019 6 1.713 0.7007 

7 1.516 0.7021 7 1.758 0.6960 

8 1.490 0.6923 8 1.499zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA _ j 0.6908 

9 1.647 0.7045 9 1.522 0.6998 

10 1.587 0.7097 10 1.766 0.7026 

11 1.475 0.7022 11 1.639 0.7061 

12 1.716 0.7136 12 1.646 0.7076 

13 1.492 0.7110 13 1.692 0.7046 

14 1.836 0.7058 14 1.806 0.7003 

15 1.459 0.6959 15 1.789 0.6920 

16 1.759 0.6946 16 1.494 0.6903 

17 1.870 0.6966 17 1.474 0.6905 

18 1.473 0.7106 18 1.474 0.7087 

19 1.702 0.7072 19 1.508 0.6987 

20 1.804 0.7047 20 1.704 0.6963 

21 1.520 0.7080 21 1.777 0.6938 

22 1.637 0.7079 22 1.718 0.7046 

23 1.477 0.7098 23 1.475 0.7018 

24 1.790 0.6950 24 1.513 0.6917 

25 1.464 0.7132 25 1.667 0.7032 

26 1.688 0.6999 26 1.762 0.6928 

27 1.486 0.7146 27 1.817 0.7046 

28 1.550 0.7078 28 1.784 0.6967 

29 1.456 0.7013 29 1.504 0.6945 

30 1.481 0.7060 u 30 1.758 0.7019 

31 1.480 0.7043 31 1.739 0.6928 

32 1.487 0.7172 32 1.478 0.7149 

33 1.481 0.7079 33 1.506 0.7059 

34 1.458 0.7027 34 1.475 0.7009 

35 1.516 0.7111 35 1.796 0.7063 

36 1.479 0.7054 36 1.501 0.7009 

37 1.620 0.7034 37 1.709 0.6954 

38 1.505 0.6936 38 1.656 0.6908 

39 1.767 0.6958 39 1.479 0.6948 

40 1.780 0.6989 40 1.522 0.6962 

41 1.531 0.7079 41 [ 1.730 0.7027 

42 1.529 0.6970 42 1.696 0.6907 

43 1.711 0.7021 43 1.533 0.7005 

44 1.681 0.7096 44 1.484 0.7036 

45 1.541 0.7006 45 1.483 0.6974 

46 1.738 0.7127 46 1.648 0.7066 

47 1.483 0.7023 47 1.782 0.6937 

48 1.682 0.6944 48 1.681 0.6933 

49 ^ 1.533 0.7081 49 1.478 0.7019 

50 1.613 0.7069 50 1.485 0.7052 

M edia 1 .5 9 1 0 .7 0 4 6 M edia 1 .6 3 1 0 .6 9 9 4 



Avaliacao da Heurfst icas - M ovieLens 100K 

I tens dist int os zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

n 
Tempo 

( segundos)  
M AE zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1 0.086 0.7027 

2 0.069 0.6901 

3 0.093 0.6925 

4 0.071 0.6924 

5 0.070 0.6994 

6 0.070 0.6972 

7 0.069 0.6935 

8 0.065 0.6885 

9 0.075 0.6923 

10 0.086 0.7009 

11 0.083 0.7009 

12 0.076 0.7017 

13 0.061 0.7000 

14 0.079 0.7049 

15 0.072 0.6917 

16 0.076 0.6790 

17 0.080 0.6882 

18 0.076 0.6991 

19 0.060 0.6949 

20 0.077 0.6992 

21 0.059 0.6901 

22 0.069 0.6952 

23 0.077 0.6991 

24 0.076 0.6886 

25 0.064 0.6955 

26 0.075 0.6917 

27 0.059 0.7000 

28 0.078 0.6928 

29 0.076 0.6924 

30 0.076 0.7001 

31 0.074 0.6927 

32 0.082 0.7052 

33 0.059 0.6995 

34 0.059 0.6985 

35 0.061 0.6980 

36 0.068 0.6950 

37 0.075 0.6916 

38 0.076 0.6886 

39 0.076 0.6908 

40 0.070 0.6928 

41 0.076 0.7013 

42 0.075 0.6922 

43 0.075 0.6945 

44 0.059 0.7063 

45 0.068 0.6933 

46 0.075 0.6940 

47 0.074 0.6968 

48 0.059 0.6881 

49 0.075 0.6956 

50 0.075 0.6985 

M edia 0 .0 7 2 0 .6 9 5 4 



Avaliacao da Heurist icas - M ovieLens 1 M  

Usuarios mais At ivos M edia de Simila ridade zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

n 
Tempo 

( segundos)  
M AE U 

Tempo 

( segundos)  
M AE zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

i zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA0.020 0.6559 1 94.367 0.6593 
2 0.001 0.6555 2 93.178 0.6586 

3 0.002 0.6482 3 92.976 0.6524 

4 0.002 0.6555 4 93.023 0.6591 

5 0.001 0.6554 5 92.851 0.6593 

6 0.001 0.6584 6 92.649 0.6618 

7 0.001 0.6555 7 96.174 0.6606 

8 0.001 0.6546 8 96.236 0.6595 

9 0.001 0.6552 9 92.726 0.6597 

10 0.002 0.6524 10 91.759 0.6567 

11 0.001 0.6553 11 92.103 0.6594 

12 0.001 0.6554 12 92.508 0.6601 

13 0.002 0.6530 13 92.196 0.6571 

14 0.001 0.6566 14 92.305 0.6613 

15 0.002 0.6553 15 92.476 0.6595 

16 0.001 0.6534 16 92.212 0.6578 

17 0.002 0.6562 17 92.555 0.6608 

18 0.001 0.6560 18 91.822 0.6594 

19 0.001 0.6506 19 91.853 0.6554 

20 0.002 0.6569 20 92.290 0.6600 

21 0.001 0.6560 21 92.258 0.6604 

22 0.001 j 0.6537 22 92.164 0.6576 

23 0.002 0.6535 23 92.118 0.6589 

24 0.002 0.6562 24 92.430 0.6600 

25 0.002 0.6546 25 92.836 0.6596 

26 0.001 0.6518 26 92.353 0.6557 

27 0.001 0.6537 27 92.477 0.6588 

28 0.001 0.6538 28 92.134 0.6568 

29 0.002 0.6535 29 91.978 0.6576 

30 0.001 0.6575 30 92.353 0.6623 

31 0.001 0.6543 31 92.524 0.6585 

32 0.001 0.6543 32 92.696 0.6577 

33 0.001 0.6565 33 92.633 0.6593 

34 0.001 0.6553 34 92.742 0.6597 

35 0.001 0.6517 35 92.773 0.6562 

36 0.001 0.6553 36 92.383 0.6606 

37 0.001 0.6528 37 92.789 0.6567 

38 0.001 0.6560 38 92.181 0.6610 

39 0.001 0.6528 39 91.993 0.6574 

40 0.001 0.6560 40 92.430 0.6597 

41 0.001 0.6563 41 92.337 0.6608 

42 0.002 0.6533 42 92.711 0.6567 

43 0.001 0.6533 43 92.367 0.6567 

44 0.002 0.6542 44 92.976 0.6575 

45 0.001 0.6534 45 93.132 0.6563 

46 0.001 0.6564 46 92.867 0.6599 

47 0.002 0.6544 47 92.181 0.6597 

48 0.001 0.6571 48 92.758 0.6622 

49 0.001 0.6531 49 92.618 0.6582 

50 0.001 0.6565 50 95.191 0.6601 

M edia 0 .0 0 2 0 .6 5 4 6 M edia 9 2 .7 1 3 0 .6 5 8 8 



Avaliacao da Heurist icas - M ovieLens 1 M  

Numero de Conexoes Vizinhos mais Recorrentes zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

n 
Tempo 

( segundos)  
M AE n 

Tempo 

( segundos)  
M AE zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

i 94.115 0.6595 i 101.142 0.6562 

2 92.961 0.6576 2 101.091 0.6556 

3 93.319 0.6517 3 101.666 0.6483 

4 93.039 0.6588 4 100.561 0.6560 

5 93.257 0.6587 5 100.474 0.6556 

6 92.586 0.6616 6 100.690 0.6589 

7 92.695 0.6597 7 100.641 0.6567 

8 92.383 0.6594 8 101.667 0.6564 

9 92.882 0.6589 9 101.758 0.6561 

10 92.727 0.6558 10 99.590 0.6533 

11 92.602 0.6580 11 101.602 0.6552 

12 92.212 0.6587 12 100.348 0.6565 

13 94.879 0.6557 13 99.499 0.6542 

14 96.861 0.6609 14 99.439 0.6579 

15 93.928 0.6583 15 100.258 0.6564 

16 92.103 0.6566 16 100.394 0.6537 

17 92.133 0.6585 17 100.771 0.6573 

18 91.806 0.6594 18 100.485 0.6561 

19 92.150 0.6535 19 100.097 0.6514 

20 91.759 0.6592 20 111.618 0.6564 

21 91.993 0.6591 21 99.239 0.6564 

22 92.228 0.6571 22 100.261 0.6541 

23 92.711 0.6578 23 100.153 0.6554 

24 92.227 0.6590 24 100.354 0.6569 

25 92.321 0.6588 25 99.389 0.6558 

26 92.586 0.6542 26 99.738 0.6525 

27 92.305 0.6576 27 126.641 0.6546 

28 92.665 0.6569 28 101.903 0.6537 

29 92.866 0.6559 29 100.392 0.6545 

30 92.680 0.6609 30 101.783 0.6593 

31 92.805 0.6584 31 102.398 0.6554 

32 92.367 0.6571 32 102.279 0.6529 

33 92.243 0.6595 33 102.619 0.6561 

34 92.446 0.6595 34 97.080 0.6565 

35 92.290 0.6556 35 97.230 0.6527 

36 92.321 0.6599 36 96.880 0.6573 

37 92.196 0.6550 37 96.820 0.6538 

38 92.258 0.6591 38 97.070 0.6577 

39 92.742 0.6567 39 97.343 0.6529 

40 92.789 0.6589 40 102.640 0.6555 

41 92.228 0.6599 41 102.300 0.6566 

42 92.602 0.6563 42 96.780 0.6539 

43 92.305 0.6555 43 96.832 0.6537 

44 92.289 0.6564 44 97.230 0.6537 

45 92.414 0.6548 45 96.770 0.6522 

46 92.181 0.6590 46 96.750 0.6557 

47 92.196 0.6588 47 96.712 0.6560 

48 92.836 0.6618 48 96.791 0.6585 

49 92.056 0.6577 49 96.670 0.6542 

50 92.071 0.6594 50 96.650 0.6563 

M edia 9 2 .6 5 2 0 .6 5 7 9 M edia 1 0 0 .3 9 0 0 .6 5 5 3 



f zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Avaliacao da Heurist icas - M ovieLens 1 M  

I tens dist int os zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

# 
Tempo 

( segundos)  
M AE zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1 2.254 0.6554 

2 1.118 0.6553 

3 1.148 0.6490 

4 1.111 0.6555 

5 1.098 0.6547 

6 1.099 0.6581 

7 1.125 0.6558 

8 1.088 0.6559 

9 1.102 0.6554 

10 1.093 0.6529 

11 1.095 0.6551 

12 1.090 0.6557 

13 1.070 0.6532 

14 1.060 0.6569 

15 1.070 0.6553 

16 1.070 0.6539 

17 1.070 0.6565 

18 1.070 0.6563 

19 1.050 0.6518 

20 1.060 0.6564 

21 1.070 0.6559 

22 1.070 0.6538 

23 1.060 0.6539 

24 1.060 0.6565 

25 1.040 0.6553 

26 1.050 0.6521 

27 1.050 0.6546 

28 1.100 0.6542 

29 1.090 0.6545 

30 1.100 0.6579 

31 1.110 0.6548 

32 1.090 0.6543 

33 1.060 0.6554 

34 1.050 0.6560 

35 1.060 0.6523 

36 1.050 0.6564 

37 1.060 0.6529 

38 1.060 0.6566 

39 1.060 0.6526 

40 1.050 0.6561 

41 1.060 0.6567 

42 1.060 0.6537 

43 1.060 0.6529 

44 1.060 0.6545 

45 1.060 0.6538 

46 1.070 0.6564 

47 1.060 0.6545 

48 1.060 0.6573 

49 1.050 0.6533 

50 1.050 0.6560 

M edia 1.097 0 .6 5 4 9 


