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Resumo

Um dos desafios para o uso de redes Bayesianas refere-se a construgao das Tabelas de Prob-
abilidade dos No6s (TPN). Dado que a complexidade para definicao de TPN cresce exponen-
cialmente, para redes Bayesianas de larga escala torna-se impraticdvel a definicdo manual
das TPN. Existem diversas técnicas que abordam este problema, dentre elas, métodos de
constru¢do semiautomadtica de TPN. O objetivo deste trabalho € mensurar e comparar a ca-
pacidade de modelagem de TPN e acurécia de alguns destes métodos: Weighted Sum Algo-
rithm (WSA), Ranked Nodes Method (RNM), uma adaptacao do Analytic Hierarchy Process
(AHP) para o contexto de redes Bayesianas, ¢ uma combina¢do do WSA com o AHP. Dessa
forma, um estudo de caso com duas unidades de analise e um experimento controlado foram
realizados. No estudo de caso participaram quatro especialistas de dominio e foram con-
struidas quatro redes Bayesianas para estimativa de valor com os métodos WSA e RNM.
A acuricia dos métodos foi avaliada com dados historicos e cendrios simulados. No que
se refere ao experimento controlado, foi adotado um Delineamento em Blocos Casualiza-
dos Completo (DBC). Participaram do experimento dez desenvolvedores de software que
aplicaram os métodos para quantificar incertezas em uma rede Bayesiana. Estes mesmos
desenvolvedores definiram manualmente TPN que serviram como referéncia para medir a
capacidade de modelagem e acurdcia dos métodos semiautomdticos. Foram utilizadas as
seguintes medidas de similaridade para medir a capacidade de modelagem dos métodos:
Brier Score (BS), Distancia Euclidiana (ED) e Erro Médio Absoluto (EM). Para medir a
acurécia foi utilizado a Propor¢do de Acertos (PA) dos métodos. A principal limitacdo deste
estudo foi o escopo reduzido para quatro métodos, decorrente dos altos custos envolvidos na
aplicacdo dos mesmos. A partir dos resultados obtidos, foi possivel concluir que ha difer-
encas estatisticamente significativas entre os métodos e o método de melhor desempenho é

o RNM, seguido do WSA, WSA-AHP e AHP.



Abstract

One of the challenges for the use of Bayesian networks is the construction of the Node
Probability Tables (NPT). The complexity for defining NPT is exponential, for large-scale
Bayesian networks, it is not feasible to manually define NPT. There are several techniques
that address this problem, among them, semiautomatic methods for the construction of NPT.
The objective of this work is to measure and compare the modelling capability and accuracy
of some of these methods: Weighted Sum Algorithm (WSA), Ranked Nodes Method (RNM),
an adaptation of the Analytic Hierarchy Process (AHP) to the context of Bayesian networks,
and a combination of WSA and AHP. Therefore, a case study with two units of analysis and
a controlled experiment was performed. The accuracy of the methods was evaluated using
historical data and simulated scenarios. Regarding the controlled experiment, a Randomized
Complete Block Design (RCBD) was adopted. Ten software developers participated in the
experiment and applied the methods to quantify uncertainties in a Bayesian network. These
same developers manually defined NPT that served as a reference to measure the modelling
capabilities and accuracy of the methods. The following measures of similarity were used to
measure the modelling capacity of the methods: Brier Score (BS), Euclidean Distance (ED)
and Mean Absolute Error (MAE). In order to measure the accuracy, the Accuracy Ratio
(AR) of the methods was used. The main limitation of this study is its reduced scope of
four methods due to the high costs involved in their application. According to the results
obtained, it is possible to conclude that there are statistically significant differences between
the methods. The method that presented the best result was the RNM, followed by the WSA,
WSA-AHP and AHP.
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Capitulo 1

Introducao

Redes Bayesianas sdo modelos matemadticos que representam as relacdes probabilisticas de
varidveis aleatdrias de forma grafica e numérica por meio do teorema de Bayes. Atualmente,
devido a evoluc¢ao da capacidade computacional que possibilita o cdlculo de redes Bayesia-
nas complexas, esta técnica estd se tornando popular para auxilio na tomada de decisdes [12].
Alguns exemplos de areas de aplicag@o de redes Bayesianas sdo: gerenciamento de projetos
de desenvolvimento de software [41,42], projetos de engenharia de larga escala [27], andlise
de novos produtos [5], planejamento estratégico de marketing [6] e estimativa de sucesso de
projetos de inovagao [9].

Redes Bayesianas sdo usadas para representar conhecimento em dominios com incerteza
[12]. Este conhecimento € representado em duas partes, uma qualitativa e outra quantita-
tiva. A parte qualitativa refere-se a representacdo grafica das varidveis e suas relacdes (i.e.,
relagdes de dependéncia e independéncia entre varidveis) por meio de um Grafo Aciclico
Dirigido (DAG) que constitui a estrutura da rede Bayesiana. A parte quantitativa, por sua
vez, quantifica probabilisticamente as relagdes causais identificadas na parte qualitativa, por
meio de Tabelas de Probabilidade de N6s (TPN).

Um exemplo de rede Bayesiana € apresentado na Figura 1.1, no qual elipses represen-
tam nés e setas representam arcos. As fungdes de probabilidade sdo representadas pelas
TPN. Embora os arcos representem a direcao da conexdo causal entre as varidveis, a infor-
macdo pode se propagar em qualquer direcdo [39] de acordo com as regras de d-separacao.
No exemplo da Figura 1.1, a probabilidade de uma pessoa contrair cancer ¢ calculada de

acordo com duas varidveis: “Cancer na Familia” e “Fumante”. A dire¢ao das setas dos arcos



indica a relacdo de dependéncia para definir as funcdes de probabilidade. Neste exemplo,
assume-se que todas as varidveis sao booleanas. Como o n6 “Céncer de Pulmao” é apontado
por “Cancer na Familia” e “Fumante”, a TPN é composta de probabilidades para todas as

combinacdes de estados de “Céncer na Familia” e “Fumante”.

Cancer
na Familia Y1: Céncer Fumante
vV IF o VI F
na Familia
0.1 ] 09 0.6 | 0.4

Cancer de Pulmao
F F 0.1 ] 09
_Cancer de F Vv | 04 | 06
Pulmao V F 0.2 0.8
Vv \' 0.6 | 0.4

Figura 1.1: Exemplo de rede Bayesiana

Apesar dos avangos, a construcao de redes Bayesianas ainda apresenta desafios praticos,
estes podem ser subdivididos em dois subproblemas: (i) construir o DAG; (ii) definir as TPN.
O foco de interesse deste trabalho é o subproblema (ii). Nos casos em que ha um banco de
dados com informacdes suficientes acerca do dominio a ser modelado, € possivel automatizar
o processo de construcdo das TPN através de batch learning [21] ou usando o algoritmo
Expectation Maximization que € capaz de lidar com a falta de dados [20]. Infelizmente, na
pratica, na maioria dos casos, ndo ha dados suficientes [14]. Ou seja, € necessdrio coletar
dados de especialistas e, manualmente, definir as TPN.

H4 na literatura propostas de processos para construcao de redes Bayesianas com conhe-
cimento de especialistas. Uma destas propostas € o processo de Engenharia de Conhecimento
de Rede Bayesiana (KEBN) apresentado em [30] . Este processo € dividido em trés etapas:
constru¢do da estrutura, quantificacdo das incertezas e validacao do modelo. Estes etapas sao
executadas em um processo iterativo até que uma rede Bayesiana completa seja construida e
validada com o conhecimento de especialistas de dominio.

Por outro lado, a complexidade de definir TPN cresce exponencialmente com o nimero
de nés pais [3,7,52], o que torna o processo de definicio manual caro e propenso a erros. O
KEBN pode reduzir a incidéncia destes erros, mas ndo elimina-los por completo. No que se
refere a redes Bayesianas de larga escala, torna-se impraticdvel a definicdo manual de todas

as combinacdes possiveis das TPN [12]. Além disso, especialistas geralmente possuem res-



tricdes de tempo e raramente apresentam interesse em definir manualmente uma TPN, visto
que consiste em trabalhar com uma grande quantidade de distribui¢cdes de probabilidade,
independente do tempo e esforco que cada distribui¢do possa exigir [8].

Ademais, uma série de outros fatores podem comprometer o processo de extracao de
probabilidades e dificilmente o especialista consegue manter as distribuicdes mutuamente
consistentes durante a definicdo manual de uma TPN. Em um estudo de caso realizado por
Fenton, Neil e Caballero [12], descobriu-se que, para manter a consisténcia entre as distri-
buigdes, os especialistas revisitam partes da TPN jé elicitadas, alterando-as. Néao obstante,
ao invés de melhorar, mais frequentemente este tipo de alteracdo degrada a TPN, gerando
retrabalho. Além disso, fatores como tédio e fadiga sdo suficientes para fazer com que os cri-
térios usados para descobrir as distribui¢cdes ndo sejam aplicados de forma uniforme durante
0 processo [8].

Dessa forma, um impasse surge na constru¢do de redes Bayesianas. De um lado, para
a definicdo automatica de TPN em redes de larga escala sdo necessdrios dados suficientes
para aplicar os algoritmos de aprendizagem, e geralmente, este ndo € o caso para a maioria
dos dominios. Do outro, a definigdo manual de TPN torna-se invidvel a medida em que a
complexidade das redes Bayesianas aumenta. Uma solug@o para este impasse € o uso de
métodos semiautométicos, que combinam o conhecimento de especialistas e algoritmos para
criar as TPN, e podem inclusive, serem incorporados ao KEBN.

Dois métodos semiautomaticos populares sdo o Noisy-OR e Noisy-MAX. No entanto, o
Noisy-OR tem seu uso limitado a nds booleanos e o Noisy-MAX, por sua vez, ndo é capaz
de modelar a extensdo dos relacionamentos necessarios para uma rede Bayesiana de larga
escala [14]. Contudo, hd métodos semiautomadticos aplicdveis a uma faixa maior de redes
Bayesianas.

Em Das e Balaram [8], foi apresentado o método Weighted Sum Algorithm (WSA). Este
método € baseado na heuristica da disponibilidade [48] e heuristica da simulacao [23]. Seu
foco principal € montar um subconjunto da TPN a partir do conhecimento de especialistas,
com perguntas que englobam casos que sdo de ficil visualizacdo e simulag@o por parte dos
especialistas e, por conseguinte, estdo relacionados com probabilidades mais realistas. Uma
vez em posse do subconjunto da TPN e pesos relativos dos nds pais, a TPN completa € gerada

por meio de uma soma ponderada.
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Em Fenton et al. [12], é apresentado o método Ranked Nodes Method (RNM). Neste
trabalho, apresenta-se o conceito de nds ranqueados, varidveis aleatorias ordinais represen-
tadas em uma escala continua ordenada monotonamente. Uma caracteristica fundamental
deste método € que a TPN dos nds filhos € gerada a partir de expressdes matematicas. Es-
tas expressoes definem a tendéncia central do n6 filho para cada combinagao de estados dos
nos pais e ttm como pardmetros de entrada o peso de cada né pai, que denota a influéncia
exercida sobre o n6 filho, e o nivel de confiancga esperado nos resultados.

Em Chin et al. [5], € apresentada uma abordagem sistemdtica para gerar probabilidades
condicionais de nés com multiplos pais. Trata-se de uma adaptacdo do método Analytic Hie-
rarchy Process (AHP) para a tarefa de elicitacdo de probabilidade e geragdo semiautomaética
de TPN. Neste método, os especialistas fornecem probabilidades de forma indireta, condi-
cionadas a apenas um pai por vez. Nesta abordagem, as avaliagdes de probabilidades sdo
derivadas da comparagdo pareada de estados do n6 filho. A TPN € gerada através do produto
das probabilidades do n6 filho condicionado a cada um dos nds pais.

E neste contexto de construc¢io de redes Bayesianas com métodos hibridos, que com-
binam conhecimento de especialistas e algoritmos, que se insere este trabalho. Mais espe-
cificamente, na avaliagdo dos métodos semiautomdticos no que se refere a capacidade de

modelagem e acuridcia dos mesmo em relacdo a definicdo de TPN.

1.1 Problematica

A definicdo manual de TPN consiste em um dos maiores obstdculos para a aplicacdo de
redes Bayesianas em diversos dominios. Além do tempo necessdrio para construi-las, é
questionado até que ponto pode-se esperar que especialistas fornecam um grande nimero de
probabilidades de forma consistente durante o processo de constru¢do de uma rede Bayesi-
ana, haja vista as limitacdes humanas [49]. Os métodos semiautomaticos sao uma solucao
vidvel para este problema. A combina¢do do conhecimento de especialistas com algoritmos
para definicao de TPN completas viabiliza o uso de redes Bayesianas em variados dominios.

Alguns destes métodos ja foram avaliados na literatura. Em Mkrtchyan et al. [34], cinco
métodos de geragdo de TPN foram aplicados em uma base de conhecimento comum, hi-

poteticamente extraida de especialistas de dominio. Os critérios utilizados para avaliar os
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métodos foram os seguintes: influéncias e interagcdes de fatores; representacao de incertezas;
e carga de elicitacdo. A maior diferenca do trabalho de Mkrtchyan et al. [34] e esta pesquisa,
diz respeito a forma de aplicagdo dos métodos e os critérios utilizados para avalia-los.

Nesta pesquisa, os métodos sdo aplicados diretamente por especialistas de dominio e
medidas de similaridade entre TPN sao utilizadas para avaliar os métodos. Por outro lado,
aqui € também avaliado um dos métodos testados em Mkrtchyan et al. [34], 0 método RNM.
Acerca desta caracteristica em comum, as TPN criadas nesta pesquisa permitiram explorar
um pouco mais o método RNM (e.g., foi possivel a aplicagdo de mais de um tipo de expressao
ponderada).

Em Baker e Mendes [3], dois estudos empiricos foram realizados para avaliar o método
WSA em termos de eficiéncia e acuracia de estimativas, usando como referéncia TPN defi-
nidas manualmente por especialistas de dominio. A acurécia foi analisada a partir do calculo
do erro absoluto entre as células das TPN geradas e as células das TPN de referéncia. A efi-
ciéncia foi avaliada em termos de reducao do esfor¢o do especialista. A realizacdo da andlise
de eficiéncia se deu através da comparac¢do do nimero de parametros de entrada necessarios
ao algoritmo para construir as TPN e o tamanho das mesmas (i.e., 0 que seria necessario para
preencher as TPN de forma manual).

Embora o trabalho de Baker e Mendes [3] tenha fornecido evidéncias empiricas que
comprovam a eficiéncia e acurdcia do WSA - também objeto de interesse desta pesquisa -,
o escopo do trabalho foi limitado a avaliagdo de um dnico método. Além disso, uma das
ameacas elencadas pelos autores foi o uso de apenas um especialista de dominio, o que pode
ter influenciado na acuracia do WSA (o resultado poderia ser melhor, na visdo dos mesmos).
Assim como em Baker e Mendes [3], neste trabalho pretende-se usar o erro absoluto como
medida de similaridade para avaliar as TPN geradas pelos métodos.

Em Zagorecki e Druzdzel [51], o método Noisy-OR € avaliado por meio de um estudo
empirico em que TPN geradas com o método Noisy-OR sao comparadas com TPN elicitadas
manualmente por especialistas de dominio. Nesse estudo, a distancia euclidiana é utilizada
como medida para comparar as TPN. Embora Zagorecki e Druzdel [51] tenham considerado
a divergéncia de Kullback-leibler, esta nao foi utilizada devido as especificidades do con-
texto em que o método foi aplicado. Nesta pesquisa, a divergéncia de Kullbak-leibler foi

também considerada, contudo, foi rejeitada por causa de uma limitacdo: a divergéncia de
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Kullback-leibler ndo pode ser aplicada em casos em que a probabilidade estimada € zero e a
probabilidade real € diferente de zero [52].

Ao contrério do trabalho de Baker e Mendes [2] e Mkrtchyan ef al. [34], que avaliaram
métodos de interesse desta pesquisa, WSA e RNM, respectivamente, o método avaliado em
Zagorecki e Druzdzel [51] nao foi considerado nesta pesquisa porque € aplicavel somente
a nos binarios. No mais, o uso da distancia euclidiana como medida de similaridade € a
compara¢do de TPN geradas de forma semiautomatica com TPN de referéncia definidas
manualmente por especialistas de dominio € um ponto em comum entre o trabalho de Zago-
recki e Druzdzel [51] e esta pesquisa. A distancia euclidiana € uma medida de similaridade
comumente utilizada para comparar TPN [19,51,52].

Em relacdo a comparacdes entre métodos de geracdo de TPN, a literatura é limitada.
Até onde se sabe (a partir do estudo exploratdrio da literatura que foi realizado), nunca foi
realizado nenhum estudo empirico comparativo entre multiplos métodos semiautomaticos
de geracdo de TPN em que os resultados dos métodos sao comparados com TPN definidas
de forma manual por especialistas de dominio. O uUnico estudo encontrado que aborda este
problema € o trabalho de Mkrtchyan et al. [34], todavia, nesse estudo os métodos semiauto-
maticos ndo sdo utilizados diretamente por especialistas de dominio.

Desta forma, o problema em questio € a inexisténcia de pardmetros que possam ser uti-
lizados por especialistas em redes Bayesianas para avaliar e decidir qual o método semiau-
tomatico deve ser aplicado quando o dominio a ser modelado ndo dispde de dados histdricos
para a aplicacdo de batch learning e a definicdo manual de TPN € invidvel. De forma mais es-
pecifica, o problema em questdo € a inexisténcia de evidéncias empiricas da aplicacdo destes

métodos em um mesmo contexto, que possibilita a comparacao direta e justa dos mesmos.

1.2 Objetivo

O objetivo geral deste trabalho consiste em analisar a capacidade de métodos semiautométi-
cos no que se refere a constru¢do de TPN.

Os objetivos especificos sdo:

1. Medir e comparar a acurdcia dos métodos;

2. Medir e comparar a capacidade de modelagem dos métodos.
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Os métodos aqui considerados foram: WSA, RNM, AHP, e um método hibrido deno-
minado WSA-AHP, que combina o método WSA com o método AHP (adaptado para o
contexto de redes Bayesianas). Estes métodos foram identificados em uma revisdo explora-
toria da literatura. Os métodos WSA e RNM foram selecionados por terem sido aplicados
em diversos dominios e ja terem sido amplamente explorados na literatura.

O método AHP, por sua vez, foi selecionado devido a uma de suas caracteristicas mais
proeminentes: a capacidade de extracdo de probabilidades de forma indireta por meio de
comparagdes entre pares de estados. Esta caracteristica viabilizou a criacdo de um método
hibrido que combina os métodos AHP e WSA. Este método hibrido possibilitou a investi-
gacdo dos efeitos do uso de uma técnica indireta de extragdao de probabilidades em conjunto
com o conceito de configuracdes de pais compativeis e o algoritmo do método WSA.

Outros métodos foram considerados nesta pesquisa, como aqueles explorados em Mkrt-
chyan et al. [34], mas por uma questao pratica, foi necessario limitar o escopo desta pesquisa
para no maximo quatro métodos, haja vista o custo demasiadamente alto para incluir mais

métodos na pesquisa.

1.3 Metodologia

De acordo com o objetivo desta pesquisa, a mesma classifica-se como um estudo empirico
exploratério. Para responder as questdes de pesquisa foram realizados um estudo de caso
e um experimento controlado em um contexto de desenvolvimento de software e gerencia-
mento de projetos.

O estudo de caso foi realizado por meio de uma parceria com pesquisadores da Univer-
sidade de Oulu, vinculados ao projeto Value', e pesquisadores da Universidade Federal de
Campina Grande. Participaram do estudo de caso: gerentes de projetos e desenvolvedores.
Foram construidos dois modelos baseados em redes Bayesianas para estimativa de valor em
um contexto de Engenharia de Software Baseada em Valor (VBSE). A constru¢do destes
modelos esteve em alinhamento com os passos estabelecidos no processo KEBN.

Para alcangar o objetivo de pesquisa 1, estabelecido na Se¢do 1.2, foram utilizados dados

referentes a validacdo dos modelos. Estes dados foram utilizados para medir a acurdcia dos

Thttp://valueproject.fi/
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métodos.

Para validar os modelos, considerou-se a acurécia das estimativas, derivada da compara-
¢do das predi¢des dos modelos para com dados histdricos de projetos finalizados, e o passo
a passo cognitivo do modelo, que utiliza cendrios hipotéticos para avaliar se os modelos for-
necem saidas que fazem sentido a partir da 6tica dos especialistas de dominio. Estes dois
métodos sdo comumente utilizados para validar este tipo de modelo [30, 32].

Uma visdo geral da metodologia aplicada para alcangar os objetivos desta pesquisa €

apresentado na Figura 1.2.

modelagem similaridade
Dados Experimento
histéricos controlado
Estudo de Proporcao de
caso Acertos
Passo a passo
cognitivo

Figura 1.2: Visdo geral da metodologia aplicada

Com relagdo ao experimento controlado, seu intuito foi realizar os objetivos 1 e 2 desta
pesquisa. Para realizar o objetivo 2, especialistas de dominio aplicaram os métodos e de-
finiram TPN de forma manual, viabilizando a comparacdo das TPN geradas pelos métodos
com TPN de referéncia, que teoricamente, representam o conhecimento dos especialistas de
dominio.

A comparacio entre as TPN geradas de forma semiautomadtica e as TPN de referéncia se
deu através do uso de medidas de similaridade comumente utilizadas na literatura para este
fim. Dessa forma, para realizar a comparacdo entre as TPN geradas com os métodos semi-
automadticos e as TPN de referéncia, foram utilizadas as seguintes medidas de similaridade:
Erro Médio Absoluto (EM); Brier Score (BS); e Distancia Euclidiana (ED).

Para alcancar o objetivo de pesquisa 1, foram coletados dados acerca do niimero de acer-
tos obtidos com cada TPN gerada pelos métodos semiautométicos no que diz respeito a
moda dos vetores de probabilidade ou distribui¢cdes de probabilidade que compdem as TPN.
Este método de avaliacdo se assemelha ao passo a passo cognitivo do modelo, porém, os
valores que seriam esperados pelos especialistas de dominio em cada caso hipotético sdo ex-
traidos diretamente das TPN de referéncia e os cendrios sdo todas as combinacdes possiveis

de estados dos nds pais.
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Dessa forma, é definida a métrica: Propor¢ao de Acertos (PA), que representa a acuricia
dos métodos em relagdo a capacidade de estimar corretamente os estados de maior probabi-

lidade dos nés em uma rede Bayesiana.

1.4 Resultados e Contribuicoes

Neste trabalho, foi realizado uma andlise comparativa entre métodos de geracdo semiautoma-
tica de TPN através de dados coletados em um estudo de caso e um experimento controlado,
ambos realizados em um contexto de desenvolvimento de software.

A partir dos resultados, foi possivel obter evidéncias empiricas de que os métodos apre-
sentam diferencas significativas em relacdo a acuricia e capacidade de modelagem de TPN.
Os métodos de melhor desempenho em relacdo a acurdcia foram RNM e AHP. Em relacdo
a capacidade de modelagem, os métodos RNM, WSA e WSA-AHP obtiveram resultados
superiores aos do método AHP.

As contribuicdes deste trabalho sdo as seguintes:

e Evidéncias empiricas sobre a acuricia e capacidade de modelagem de conhecimento

de especialistas de dominio, dos métodos WSA, RNM, WSA-AHP e AHP;
e Uma extensdo ao método WSA para elicitacio de probabilidades de forma indireta;

e Uma nova abordagem para aplicagdo do método RNM que viabiliza seu uso sem que

seja necessdrio a presencga de um especialista em RNM;

e Disponibilizacao de uma ferramenta para construcao de redes Bayesianas com suporte
ao método RNM (protétipo que antecedeu o desenvolvimento da aplicacdo utilizada

no experimento controlado)?;

e Disponibilizacdo de um servico web que calcula TPN completas a partir de dados de

entrada do método WSA?3;

e Disponibilizagdo dos algoritmos necessarios para aplicar os métodos RNM* e WSAS.

Zhttps://github.com/joaonunes-copin/kaizen-prototype
3https://wsa-ws.herokuapp.com/
“https://github.com/joaonunes-copin/KaizenRNM
>https://github.com/joaonunes-copin/wsa-algorithm
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1.5 Estrutura da Dissertacao
O conteudo desta dissertagdo estd organizado da seguinte forma:

e Capitulo 2 - Neste capitulo, os principais conceitos relevantes para este trabalho sdo

apresentados, incluindo uma descri¢ao detalhada dos métodos de geracdo de TPN;

e Capitulo 3 - Neste capitulo, o estudo de caso que foi utilizado para comparar os mé-

todos RNM e WSA ¢ apresentado;

e Capitulo 4 - Neste capitulo, o experimento controlado para comparagdo dos métodos

RNM, WSA, WSA-AHP e AHP € apresentado;

e Capitulo 5 - Neste capitulo, é apresentada uma discussdo dos resultados obtidos no

estudo de caso e no experimento controlado;

e Capitulo 6 - Neste capitulo, é apresentada a conclusio deste estudo e trabalhos futuros.



Capitulo 2

Fundamentacao Teorica

Neste capitulo, sdo abordados os principais conceitos relacionados a redes Bayesianas no

contexto deste trabalho.

2.1 Rede Bayesiana

Formalmente, uma rede Bayesiana B € um gréafico aciclico direcionado que representa uma
distribui¢do conjunta de probabilidade sobre o conjunto de varidveis aleatdrias V' [18]. Dessa
forma, uma rede Bayesiana é definida pelo par B = {G, 0}, onde G = (V| E) é um grafo
aciclico direcionado em que os nds V1, ..., V,, representam varidveis aleatorias e os arcos £/
representam as relacdes de dependéncia entre essas varidveis. © representa o conjunto de
fung¢des de probabilidade. Este conjunto contém os pardmetros 0, ., = Pg(v;|m;) para cada
v; em V; condicionado por 7;, 0 conjunto parametros de V; em G. A equacdo 2.1 apresenta a

distribui¢do conjunta definida por B sobre V.

Ps(Vi,.... Vi) = [ Psvilmi) = [ ] 0viimi (2.1)
=1 i=1

Esta técnica constitui-se em uma ferramenta que pode lidar com problemas que podem
ser modelados em uma estrutura de rede, representando o conhecimento de especialistas em
dominios em que esse conhecimento € probabilistico. A maior vantagem desta técnica é a
possibilidade de atualizar os dados a medida que novas observacdes se tornam disponiveis.

Ou seja, com os algoritmos e softwares existentes, € possivel atualizar convenientemente

11
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os julgamentos anteriores quando novas evidéncias se tornam disponiveis. Isso € possivel

devido ao teorema de Bayes.

2.1.1 Teorema de Bayes

O teorema de Bayes € a base para o uso de redes Bayesianas. A equacdo 2.2 apresentada a

seguir representa o teorema de Bayes [30]:

p(Y[X)p(X)

p(X[|Y) = oY)

(2.2)

onde:

e p(X) é a distribui¢do de probabilidade a priori de X ou distribui¢do marginal de pro-
babilidade. Ela representa a distribuic@o de probabilidade de X sem levar em conside-

racdo o que se conhece de Y.

e p(X|Y) é a distribuicdo de probabilidade a posteriori de X quando seu valor depende

da evidéncia de Y. Representa a probabilidade condicional de X dado Y.
e p(Y|X) é a distribuicdo de probabilidade de Y dado X.

e p(Y) é a distribuicdo de probabilidade a priori da evidéncia de Y, e é utilizada como

uma constante normalizadora.

Para ilustrar o funcionamento do teorema de Bayes na pratica, considere a rede Bayesiana
apresentada na Figura 2.1a e suas respectivas TPN.

Este modelo apresenta a relacdo de dependéncia entre o nd “Cancer de Pulmao” e o n6
“Fumante”. A TPN do n6 “Céncer de Pulmao” mostra que a probabilidade de um dado indi-
viduo contrair cancer € de 25% quando o mesmo € fumante. Por outro lado, se o individuo
nao for fumante a probabilidade do mesmo contrair cancer é de 10%.

Digamos que o individuo tenha contraido cancer (i.e., hd evidéncia para o né “Céncer de
Pulmao”), para calcular a probabilidade dele ser fumante dado que ele tem cancer € utilizado
o teorema de Bayes:

~25-60

pXIY) = —— (2.3)
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] Fumante (] Fumante
v 60%[ I v 795 ]
F 40% 7 F 21% =
I
v | 06
F 04
Fumarte | v F
v | 05 01
|F 0.75 09
3 Céncer de Pulméo 3 Céncer de Pulméo
V15[ v 100% I
F 81% 7 F 0% =
(a) Sem evidéncia (b) Com evidéncia

Figura 2.1: Probabilidades calculadas usando o teorema de Bayes

Portanto, a probabilidade do individuo ser fumante € de 78,94% conforme apresentado

com valores arredondados na Figura 2.1b.

2.1.2 Custo da definicao de um TPN

Existe um consenso geral de que a parte mais delicada da construcdo de uma rede Bayesiana
¢ a definicao das TPN [10]. As TPN podem ser aprendidas a partir de dados ou construidas
manualmente com o uso de especialistas. Na pratica, € comum nao ter dados suficientes para
o aprendizado e a definicdo manual torna-se a inica opcao.

Para ilustrar o custo de definir manualmente uma TPN, considere o exemplo apresentado
na Figura 2.2. Nessa rede Bayesiana, o objetivo € avaliar a eficiéncia de uma equipe agil de
desenvolvimento de software. O trabalho em equipe é diretamente influenciado pela auto-
nomia (i.e., capacidade de autogestdo e lideranca compartilhada); Coesao (i.e., a capacidade
de estar em estreita concordancia e trabalhar bem em conjunto); e Colaboracao (i.e., a ca-
pacidade de comunicar e coordenar as atividades). Este exemplo serd usado ao longo deste
capitulo.

Para eliciar todas as probabilidades necessdrias para construir a TPN do n¢ filho “Tra-
balho em Equipe”, um facilitador (e.g., um especialista em redes Bayesianas) deve fazer 5°
perguntas ao especialista de dominio, uma pergunta para cada P(v;|m;). Generalizando este

célculo nés temos que a quantidade de probabilidades a serem elicitadas € igual a s*, onde
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Y::Autonomia Y2: Coesdo Y;:Colaboracao

Trabalho
X: .
em Equipe

Figura 2.2: Exemplo de rede Bayesiana com trés pais
Exemplo adaptado de [15] onde um n6 filho “Trabalho em Equipe” € influenciado por trés nés pais:
“Autonomia” (Y1), “Coesdo” (Y2) e “Colaboragdo” (Y3). Cada né tem cinco estados ordinais: muito baixo

(MB), baixo (B), mediano (M), alto (A), muito alto (MA)

s é o nimero de estados (supondo que todos os ndés possuem a mesma quantidade) e k£ é o
numero de pais. Ou seja, a complexidade da TPN aumenta em funcdo do nimero de pais de
um nod, de forma exponencial, tornando o processo de definicdo manual bastante custoso e

propenso a erros.

2.1.3 Propriedades de separacao direcional

Para definir o DAG € necesséario definir as relagdes de dependéncia entre as varidveis, apli-
cando as propriedades de separacao direcional (d-separacdo) [147]. Dado um grafo direcio-
nado, um caminho entre dois conjuntos de nés X e Y é qualquer sequéncia de nds entre um
membro de X e um membro de Y, tal que todos os pares adjacentes de nds sdo conectados
por um arco e cada né apenas aparece uma vez na sequéncia. Um caminho € bloqueado,
dado um conjunto de nés F, se existir um né Z no caminho para a qual uma das condi¢des

a seguir € verdadeira:

1. Z pertence a F e Z tem um arco no caminho apontando para Z e um arco apontando

de Z (i.e., corrente);
2. Z pertence a E e Z tem ambos os arcos apontando para fora (i.e., causa comum);

3. Nem Z e nenhum descendente de Z pertence a E, e ambos os arcos apontam para Z

(i.e., efeito comum).
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Para exemplificar a propriedade 1, considere a estrutura A — B — (. Nao se pode
afirmar que A L C. Por outro lado, pode-se afirmar que A 1. C|Be C L A|B. Paraa
propriedade 2, considere a configuracdo A — B < C. Pode-se afirmar que A | B, se
nao houver evidéncias nos nés. Por outro lado, caso haja evidéncia em B e um dos nds-pai
(e.g., A), o outro pai (e.g., B) é dependente. Para a propriedade 3, considere a configuragio
A < B — C. Essa configurag@o ¢ também conhecida como Classificador Néive Bayes,
onde os nés A e C' sdo considerados n6ds indicadores [66]. Nesse caso, ndo se pode afirmar

que A L C'. Por outro lado, pode-se afirmar que A L C|Be C 1L A|B.

2.1.4 Redes Bayesianas em VBSE

Em um contexto de Engenharia de Software Baseada em Valor, uma rede Bayesiana pode ser
utilizada para representar o conhecimento de especialistas em termos de fatores considerados
importantes a tomada de decisdes baseadas em valor. Estas decisdes estdo relacionados
ao gerenciamento e desenvolvimento de produtos de software. A Figura 2.3 apresenta um

exemplo simples de rede Bayesiana para estimativa de valor.

Retencao de Clientes Satisfacao do Cliente
Impacto Positivo 9.23f | | Impacto Postivo  40.0 i :
Impacto Neutro  33.1 Impacto Neutro  52.3
Impacto Negativo 57.7 Impacto Negativo 7.69

Valor Geral
Impacto Positivo 0
Impacto Neutro 100
Impacto Negativo 0

Figura 2.3: Exemplo de rede Bayesiana para estimativa de valor (adaptado de [33])

O fragmento de rede Bayesiana apresentado na Figura 2.3 representa um cendrio em que
diferentes stakeholders decidem sobre um conjunto de funcionalidades a serem selecionados
para implementacdo em determinada release de um produto de software [33], com base em
trés fatores: (i) “Valor Geral”, que representa o impacto geral associado a implementagdo de
uma funcionalidade especifica em um produto de software; (i1) “Reten¢do de Clientes”, que
representa o potencial de retencdo do cliente; e (iii) “Satisfagdo do Cliente”, que representa

o potencial de satisfazer o cliente. Estes fatores ajudam os stakeholders a decidir quais
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funcionalidades serdo selecionadas.

Podemos ainda observar duas setas na Figura 2.3, apontando dos fatores “Reten¢do de
Clientes” e “Satistagdo de Cliente” em direcdo ao fator “Valor Geral”. As setas representam
uma relagdo de causa e efeito entre os fatores de origem e de destino, respectivamente. Isso
significa que os valores dos fatores “Reten¢do de Cliente” e “Satisfacdao do Cliente” exercem
influéncia sobre o fator “Valor Geral”.

Conforme ja abordado, cada n6 de uma rede Bayesiana, aqui também chamado de fator,
estd associado a uma TPN que quantifica probabilisticamente todos os cendrios possiveis de
tomada de decisdes (exemplos sdo apresentados na Figura 2.4). As TPN relacionadas aos
fatores “Retencdo de Clientes” e “Satisfacdo do Cliente” representam as probabilidades a

priori, ou seja, as probabilidades mais provaveis para cada estado na auséncia de evidéncias.

TPN do nd Retencdo do Cliente TPN do nd Satisfagdo do Cliente

|' p Positivo Imp Neutro  Imp Negati ‘ |Impac10Poslivo Impacto Neutro  Impacto Nagativo!
I 10 30 | [es 10 25 |

TPN do no Valor Geral

Rentencao_de_Clientes  Satisfacac_do_Cliente Impacto Positive Imp Neutro

Impacto Positive Impacto Postivo 100

Impacto Positiva Impacto Neutro g5 7 o
Impacto Positivo Impacto Megativo 60 [ 40
Impacto Meutro Impacto Postiva 95 5 a
Impacto Neutro Impacto Meutro 50 50 a
Impacto Neutro Impacto Negativo 0 10 <0
Impacto Negativo Impacta Postivo 60 5 35
Impacto Negativo Impacto MNeutro 0 30 70
Impacto Negativo Impacto MNegativo 1 1 160

Figura 2.4: TPN dos fatores apresentados na Figura 2.3

De acordo com a Figura 2.3, podemos observar que 60% das funcionalidades discutidas
em reunides passadas foram consideradas de impacto positivo sobre a reten¢do de clientes,
65% foram consideradas de impacto positivo sobre a satisfacao do cliente, e assim por diante.
No que se refere ao fator “Valor Geral”, dado que este fator é influenciado pelos outros dois,
sua TPN estd condicionada a todas as combinagdes de estados possiveis dos outros fatores
(i.e., nds pais).

A Figura 2.4, por exemplo, mostra que o impacto geral (i.e., “Valor Geral”’) que uma
determinada funcionalidade trard para um produto existente serd 100% positivo se o impacto
desta funcionalidade sobre os fatores “Retencdo de Clientes” e “Satisfagdo do Cliente” forem
avaliados como positivo, e assim por diante. Essas probabilidades sdo os meios utilizados em
redes Bayesianas para a quantificagao probabilistica das incertezas relacionadas a tomada de

decisdoes em um dominio a ser modelado.
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2.2 Métodos de Geracao de TPN

Para a realizacdo dos estudos de caso e experimentos contidos neste trabalho, trés méto-
dos de geracdo semiautomdtica de TPN foram utilizados. Nesta secdo, estes métodos sao

apresentados em detalhes, tal como foram utilizados neste trabalho.

2.2.1 Método WSA

O método WSA foi proposto em Das [7]. Neste trabalho, € introduzido o conceito de con-
figuracdo de pais compativeis, baseado em duas heuristicas: disponibilidade e simulacio.
A heuristica da disponibilidade opera sob a suposi¢do de que quanto mais cognitivamente
acessivel € um evento, mais provavel € que ele ocorra. O que significa dizer que, uma pessoa
relaciona a probabilidade de um evento com a facilidade com que este evento € lembrado
ou retratado na sua mente. A heuristica de simulacdo, por sua vez, € utilizada quando nao
€ possivel usar a heuristica da disponibilidade (i.e., quando ndo h4 instancias do evento na
mente da pessoa). De acordo com esta heuristica, as pessoas determinam a probabilidade de
um evento com base em quao facil € simuld-lo mentalmente.

Para definir formalmente o conceito de configuragcdo de pais compativeis, é tomado como
base o trabalho de Mendes et al. [32]. Portanto, sobrescrito € usado para representar os
estados de um nd, e subscrito, para diferenciar os nds pais. Dessa forma, considere que
para Y; € atribuido um estado arbitrdrio y;, ou seja, Y; = v, ja que Y} € outro né pai, tal
que Y; € considerado compativel com Y; = y; somente quando Y; estd no estado y;’ que
€ mais provavel, de acordo com o conhecimento do especialista, coexistir com Y; = y;.
Portanto, é utilizada a notacdo Comp[Y; = y!| para representar o conjunto de estados que

sdo compativeis com Y; = y; para todos os nds pais.

ComplY; = y;] = {yj’, Vj # il e Pi i)} (2.4)

Para obter as configuracdes de pais compativeis, se faz necessdria escolher uma combi-
na¢do plausivel de estados para cada Comp|Y; = y?], que, teoricamente, sdo mais faceis de
simular e, portanto, propenso a probabilidades mais realistas. Por isso, € extraido de espe-

cialistas as distribui¢cdes de probabilidade para todas as configuracdes de pais compativeis e
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os pesos relativos dos nds pais. A TPN € calculada usando um algoritmo de soma ponde-
rada [7], que usa essas distribuicdes de probabilidade e pesos para gerar a TPN completa.

Portanto, os dados necessarios para aplicar o método WSA sao:

e Peso relativo (entre zero e um) de cada né pai, denotando seu grau de influéncia sobre

o noé filho wy, ..., wy,;

e Distribuicdes de probabilidade k; + . .. + k, de X para configuracdes de pais compa-

tiveis.

Py, us2, o) = D wip(a'|ComplY = y}7]) (2.5)
=1

Onde w € o peso relativo doné pai, [ = 0,1,...,mev; = 1,2,..., k;. Uma restricdo
deve ser observada: a soma de todos os pesos relativos (i.e., de todos os nds pais) deve ser
igual a 1. Um peso igual a 0 indica que o né pai nao tem influéncia sobre o n6 filho e,
portanto, pode ser omitido da relacao. Por outro lado, um peso relativo igual a 1 indica que
0 no pai € o Unico determinante das probabilidades condicionais no n6 filho.

Por exemplo, considerando a rede Bayesiana mostrada na Figura 2.2, onde o objetivo
€ avaliar o trabalho em equipe. Por uma questdo de simplicidade, digamos que todos os
pais possuem apenas os estados “Baixo”, “Médio” e “Alto” em vez dos cinco estados do
exemplo original. Com o método WSA, 3 x 3 distribuicdes probabilisticas sdo necessarias
para construir uma TPN completa ao invés de 32 no caso de definicio manual. Comegando
com o pai Y;, digamos que o especialista interprete subjetivamente as configuracdes de pais

compativeis como uma relacdo de equivaléncia da seguinte forma:

{Comp(Y: = )} = {Comp(Ys = )} = {Comp(Ys = )}, s € {bm,a}  (26)

Quando o especialista fornece 3 distribuicdes de probabilidade para o né Y;, todas as
distribui¢cdes das configuracdes de pais compativeis sdo obtidas, sendo necessdrias 3 pergun-
tas apenas, ao invés de 9. Para gerar a TPN, o especialista deve atribuir pesos relativos dos
pais. Digamos que o especialista interprete “Autonomia” e “Coesdo” como tendo a mesma
for¢a de influéncia sobre o n6 filho, e “Colaborag¢do” como trés vezes mais importante do que

“Coesdo” ou “Autonomia”. Assim, atribuindo os seguintes pesos: wy = 2, wy = 2, w3 = 6.
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Distribuicoes probabilisticas
Configuracoes de pais compativeis
s=b|s=m s=a
p(X = b|{Comp(Y1 = s)} 0.8 0.2 0.1
p(X =m|{Comp(Y1 = s)} 0.1 0.6 0.1
p(X = a|{Comp(Y; = s)} 0.1 0.2 0.8

Tabela 2.1: Distribui¢do probabilisticas para X para configuracdes de pais compativeis

{Comp(Y; = s)}

Com os pesos e 3 distribui¢des de probabilidade sobre o né Y; como entradas, o algoritmo
de soma ponderada calcula todas as 3% distribui¢des necessarias para preencher a TPN. Por
outro lado, digamos que a Eq. 2.7 ndo seja satisfeita, todas as distribui¢des de probabilidade
(i.e., 3 x 3) devem ser elicitadas, como mostrado na Tabela 2.2:

Neste caso, a probabilidade para “Trabalho em Equipe” = “baixo” condicionado a “Au-

tonomia” = “baixa”, “Coesdao” = “média” e “Colaboracao” = “alta” seria dada por:

p(X =0Y1 =b,Ys =m,Ys = a) = wip(X = b|{Comp(Y1 = b) }+
wop(X = b{Comp(Ys = m)}+ (2.7)
wsp(X = b|{Comp(Ys = a)}

Isto resume o método WSA, para uma descricao detalhada do método e sua validagdo
matematica consultar o trabalho de Das [7]. Infelizmente, em Das [7] ndo é descrito como
lidar com situacdes em que o especialista encontra mais de uma configuragcdo de pais com-
pativeis e ndo sabe qual escolher. Assim, uma extensdo para este método é proposta por
Baker e Mendes [2] para lidar com tais situag¢des, calculando a média das probabilidades de

configuracdes de pais compativeis validas que os especialistas possam selecionar.

2.2.2 Meétodo AHP

Embora a avaliacdo direta de probabilidades durante a definicdo manual de TPN seja via-
vel para redes Bayesianas simples, para redes de médio a grande porte, a complexidade e o

Onus para os especialistas crescem substancialmente. A medida em que o numero de pais e
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Distribuicoes probabilisticas
Configuracoes de pais compativeis

s=b|s=m s=a
p(X = b|{Comp(Y1 = s)} 0.8 0.2 0.1
p(X =m|{Comp(Y1 = s)} 0.1 0.6 0.1
p(X = al{Comp(Y; = s)} 0.1 0.2 0.8
p(X = b|{Comp(Ys = s)} 06 | 04 0.3
p(X =m|{Comp(Yz = s)} 0.4 0.5 0.4
p(X = al{Comp(Ys = s)} 0.0 0.1 0.3
p(X = b[{Comp(Y3 = s)} 0.4 0 0
p(X =m|{Comp(Ys = s)} 0.6 0.8 0.1
p(X = al{Comp(Y; = s)} 0 0.2 0.9

Tabela 2.2: Distribuicdo probabilisticas de X para configuragdes de pais compativeis

{Comp(Y; = s)}, parai € {1,2,3}

estados aumenta, mais dificil se torna para os especialistas raciocinarem sobre probabilida-
des condicionadas a multiplos pais e multiplas combinacdes de estados de uma vez, e mais
suscetivel se torna a vieses e imprecisoes [5].

Em Chin et al. [5] uma abordagem sistemdtica para gerar probabilidades condicionais
de nés com multiplos pais € proposta. Trata-se de uma adaptacdo do método AHP para a
tarefa de elicitacdo de probabilidade e geracdo semiautomatica de TPN. Neste método, os
especialista fornecem probabilidades de forma indireta condicionadas a apenas um pai por
vez. As avaliacdes de probabilidades sdo derivadas da comparacao de pares de estados. A
TPN € gerada através do produto das probabilidades do n6 filho condicionado a cada um dos
noés pais.

Antes de usar este método, no entanto, € necessdrio definir uma escala para realizar com-
paracdo dos estados do nd. A escala de Saaty [45] pode ser usada para este propdsito ou
uma escala pode ser criada. Um bom exemplo de como obter uma escala € apresentado no
trabalho de Renooij e Witteman [43], no qual quatro experimentos sucessivos foram realiza-
dos para gerar uma escala com ntimeros e palavras. Na Tabela 2.3 € apresentada a escala de

Saaty com nove valores, adaptada para um contexto de probabilidades.
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Escala Definicao Explicacao
1 Equal likely Event A and evet B are equal likely
2 Weak or slight
3 Moderate more likely Event A is moderate more likely than event B
4 Moderate plus
5 Strong more likely Event A is Strong more likely than event B
6 Strong plus
7 Very strong more likely | Event A is very strong more likely than event B
8 Very, very Strong

Tabela 2.3: Escala para realizar comparagdes pareadas (idioma original)

5 %2 xSt w

S
o ann a2 A, W
2 q a a w
21 G2 Q2 2

s
M an1 Qp2  QApp Wy

Tabela 2.4: Matriz de comparagao para elicitacao de probabilidade a priore de uma varidvel

X, adaptado de Chin et al. [5]

Para um melhor entendimento do método, a terminologia original usada no AHP € subs-
tituida por termos mais apropriados ao contexto de probabilidades. Assim, o termo atributo
€ substituido por evento e o termo importdncia € substituido por probabilidade. Para ob-
ter probabilidades a priore, comparacoes de pares de todos os estados do n6 sdo realizadas.
Como todos os estados sdo comparadas entre si, € possivel montar uma matriz de compara-
¢do. Na Tabela 2.4 é apresentado um exemplo de matriz de comparacao que pode ser usada
para definir as probabilidades a priore de um né.

Na matriz da Tabela 2.4, a,j(i = 1,2,...,n;7 = 1,2,...,n) é especificado pela per-
gunta “comparando o estado x* com z°/, qual é mais provavel e qudao mais provavel?”.
Depois de preencher os valores de a;;, € possivel encontrar os valores de aj; calculando a in-
versa de a;;, ou seja, 1 / a;j. O resultado final € uma matriz reciproca com todos os elementos

na diagonal igual a 1, isto €, a;; = 1 para todo .
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n|1[2] 3 4 5 6 7 8 9
RI|0[0]058 090 |1.12| 124 | 132|141 | 1.45

Tabela 2.5: Indice de consisténcia aleatéria onde n é o niimero de estados, adaptada de Chin

et al. [5]

r’t x2 I w,

S1

X 11 Q12 Aip Wiy

S
T agy G A2, Wy

s
r°" Gp1 Qp2  Apn Wnj

Tabela 2.6: Matriz de compara¢do de um né X condicionado a um né pai Y no estado y*/,

adaptada de Chin et al. [5]

A prioridade relativa de 2% € obtida a partir do autovetor maximo w = (wy,ws, . . . ,wy)?
da matriz (a;;),., € a consisténcia da matriz é a razdo de consisténcia CR = CI/RI, onde
C'1 é o indice de consisténcia, definido por (Apax—n) /(7 — 1) onde A,ax € 0 valor maximo
correspondente a w, e R/ é um indice aleatério dado pela tabela 2.5. Uma matriz de com-
parag¢do com C'R inferior a 0.10 é considerada aceitavel [5], embora Monti e Carenini [35]
tenham observado que esse limiar pode ser inadequado para o propoésito de avaliar as proba-
bilidades. Como a soma de todos os elementos em w € 1 e 0 i-ésimo elemento w; representa
a importancia relativa do estado x*, w; € agora interpretado como a probabilidade a priore
do estado =%, isto é, P(x*) = w;.

De forma similar, para obter as probabilidades de um né X com um tnico pai Y, estima-

mos P(z%

y®). Na Tabela 2.6 é possivel observar a matriz resultante quando o né Y = y*,
na qual a,,(p = 1,2,...,n;9 = 1,2,...,n) é especificada por questdes como “se 0 né Y’
estd no estado y*, comparando os estados x° e x* do nd filho X, qual é mais provdvel e

qudo mais provavel?". Depois de obter w;;(¢ = 1,...,n) temos P(X = 2%

Y =y¥) = wi.
O ntimero de matrizes necessdrias para obter w;;(i = 1,2,...,n;j = 1,2,...,m) é igual ao
numero de estados de Y. Os resultados obtidos compdem a TPN de um n6 filho X condici-
onado aos estados de um no6 pai Y, como mostrado na Tabela 2.7.

A abordagem para gerar as probabilidades condicionais para nés com multiplos pais é ba-
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Estados de Y

i x2 xfr w,

S1

x Wil Wiz Win Wiy

Estados de X x°* wy  wy Wi, Wy

Sn

x Wnl Wn2 Wpn Why J

Tabela 2.7: TPN de um n6 com um pai gerada com o método AHP, adaptado de Chin et
al. [5]

seada em Kim e Pearl [24], que afirma que quando um né A possui dois pais B e C, sua pro-
babilidade condicionada a B e C' pode ser aproximada por P(A|B,C) =x P(A|B)P(A|C)

onde  é um fator de normaliza¢do que assegura que < »_ _, P(a|B,C) = 1. Portanto,

acA

para gerar a TPN, a equacgdo 2.8 € aplicada:

k
Y1 :yfi7}/2:y§i""7yk:y2i) :OCHP(X:xSi

J=1

P(X = x*%

Y=y @28

O foco desta abordagem € a redugdo do esfor¢o dos especialistas, gerando automatica-
mente distribui¢cdes probabilisticas de nés com multiplos pais e, consequentemente, a TPN
completa através do calculo do produto das probabilidades condicionadas a cada pai. Assim,
o especialista avalia as probabilidades de um determinado n6 filho condicionado a cada um
de seus pais, de forma individual, considerando um né pai de cada vez, e essas probabilidades

sdo combinadas para obter as probabilidades condicionadas a todos os seus pais.

2.2.3 Método RNM

Em Fenton, Neil e Caballero [14] € apresentado o método RNM. Neste trabalho, € introdu-
zido o conceito de nds ranqueados, varidveis aleatdrias ordinais representadas em uma escala
continua ordenada monotonicamente no intervalo [0, 1]. Por exemplo, para a escala ordinal
[“Baixo”, “Médio”, “Alto”’], “Baixo” € representado pelo intervalo [0, 1/3], “Médio”, pelo
intervalo [1/3,2 /3], e “Alto”, pelo intervalo [2/3, 1]. Este conceito € baseado na distribuicao
Normal (TNormal) duplamente truncada.

Uma distribui¢dao normal € feita de quatro parametros: u, média (i.e., tendéncia central);

o?, variancia (i.e., incerteza sobre a tendéncia central); a, o limite inferior (i.e., 0); e, b,
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limite superior (i.e., 1). Com uma distribui¢do normal € possivel modelar uma variedade
de curvas (i.e., relacionamentos) como uma distribui¢ao uniforme, obtida quando 02 = oo,
e distribui¢des altamente distorcidas, obtidas quando o® = 0. A Figura 2.5 apresenta um

exemplo de TNormal com . igual e o2 diferente.

u=05 n=0.5
52=1 0?=0.01

i
0.8- 3.2
0.4 0.6
0.0 : 0.0

0.0 0.2 0.4 0.6 0.8 0.0 0.2 0.4 0.6 0.8

Figura 2.5: Exemplos de TNormal

Nesse método, p € definido por uma funcdo ponderada dos nds-pais. Existem quatro
tipos de fungdes: média ponderada (MEAN) Eq. (2.9), minimo ponderado (WMIN) Eq.
(2.10), maximo ponderado (WMAX) Eq. (2.11) e uma mistura das funcdes MIN e MAX
(MIXMINMAX) Eq. (2.12). Na pratica, essas fun¢des definem a tendéncia central do n6
filho para a combinac¢do de estados de nds pais. O peso de cada nd pai, que quantifica sua

influéncia sobre o né filho, deve ser definido por uma constante w em que w € N.

S w2, k
WMEAN (21, k, ..., 20, kywy, ... wy) = = (2.9)
> Wi
=1

(wi*zi,k‘%— ZZ]',]{?\
. 1#1
WMIN (k... 2 kywn, . w,) = min, wi+n]—7é1 (2.10)

\ J

(wi*Zi,k’—{—ZZj,k

WMAX (21, k, ..., 2, kw01, ..., w,) = max ha @.11)
\ Vs
WMINx min z;,k+WMAXx max z;k
MIXMINMAX (21, k, ..., 20, k, WMIN, WMAX) = T (2.12)

Em Fenton, Neil e Caballero [14] ndo sdo apresentados os detalhes para, na pratica,

implementar a solucdo. Apesar de apresentar as funcdes de mistura, ndo ha informacdes
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sobre os algoritmos usados para gerar e misturar a TNormal, definir o tamanho das amostras
e definir uma TPN convencional, considerando as TNormals calculadas. A difinicao de um
TPN convencional permite a integracdo de nds ranqueados com outros tipos de nds, como
booleanos e continuos, o que traz mais flexibilidade de modelagem.

Em Nunes et al. [38], € apresentado um algoritmo probabilistico para este fim, composto
de duas etapas principais: (i) gerar amostras para os nds pais e (ii) construir o TPN. Na etapa
(i1), para cada possivel combinacdo de valores dos nds pais (i.e., cada coluna do TPN), as
amostras definidas na etapa anterior sdo misturadas usando a funcao selecionada pelo espe-
cialista em RNM e uma TNormal € gerada a partir do resultado da mistura e uma variancia,
também definida pelo especialista em RNM. O algoritmo € limitado as fungdes WM EAN,

WMIN e WMAX. Uma visdo geral do algoritmo € apresentado na Figura 2.6.

- Geragéo de amostras R 4 Construgdo da TPN Y
<0 3 i<0 j
PBR fap j<m Armazena TPN do
fes no filho
i Civt il

I}

repositorio[]: conjunto
de amostras registradas

i€0

Atribui a
distribuicio
encontrada para
distribuicgo[i]

estados[i] esta
contido em
repositério[]?

i<10.000

pais[k]: conjunto de nés-
pai

Para cada no pai,
retira uma
amostra
equidistante

Aplica WMEAN

Adiciona o conjunto / Gera TNormal com ¢?
de amostras com as "
meta-informagdes em

i Converte para escala
repositério[] / \ ordinal /

estados[k]: quantidade
de estados dos nds-pai

Gera 100.000
amostras de uma

distribuigdo uniforme
funcdo de estados[i]
*

m: nimero de
combinacdes de estados
dos nds-pai

distribuigdo[k]: amostra
que representa o estado

Figura 2.6: Algoritmo para definicdo de TPN

Como ja mencionado, um né ranqueado € representado conceitualmente por uma escala
ordinal, que é mapeada para o intervalo continuo [0, 1]. Assim, é representado como um
conjunto de distribui¢des uniformes. Para uma escala ordinal com trés valores (e.g., “Ruim”,
“Moderado” e “Bom™): U (0,1) = pbad * U (0,1 / 3) U pmoderado * U (1 /3,2 /3) U pgood
* U (2/3,1), onde p é a densidade da distribuicao.

Para o exemplo apresentado na Figura 2.7 o conjunto de distribui¢cdes uniformes € com-
posto da unido de trés distribui¢des uniformes: U (0,1) =54,7 * U (0,1 /3) U 36,5 * U (1/3,2
/3) U 8,80 * U (2/3,1). Numericamente, essa unido é calculada usando amostras. Consi-

derando um tamanho de amostra de 10000, para representar a TPN do exemplo apresentado
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na Figura 2.7, € necessario coletar 5700 amostras aleatérias de U (0,1 / 3), 3650 amostras

aleatdrias de U (1 /3,2 /3 ) e 880 amostras aleatdrias de U (2 / 3,1).

Probabilidade

Baixo 54,7
Médio 36,5
Alto 8,80
Baixo
Médio
Alto
0 1/3 2/3 1

Figura 2.7: Conversdo de escala ordinal para continua

O algoritmo € composto por quatro colecdes, conforme podemos observar na Figura 2.6:
repositorio[], um vetor para armazenar as amostras dos estados base dos nés pais; pais[k],
um vetor para armazenar referéncias dos nés pais; estados[k], um vetor para armazenar os
estados do né filho, dado as combinagdes de estados dos seus pais; e distribui¢do[k], um
vetor para armazenar as distribui¢des de probabilidade.

O algoritmo aplica uma estratégia de cache com o intuito de otimizar sua execugdo.
Primeiro, sdo registradas na memoria (i.e., no repositorio[]) distribui¢des que representam os
estados base, que sdo estados com evidéncia (i.e., um n6 tem 100% de chance para um dado
estado). Por exemplo, para um né composto pelos estados [“Ruim”, “Moderado”, “Bom™],
sao registradas amostras para: 100% “Ruim”, 100% “Moderado” e 100% “Bom”, que tem
respectivamente 1 = 1/6, = 1/2 e = 5/6. Para este propdsito, amostras de uma distribui¢do
uniforme com os limites definidos de acordo com os limiares da escala sdo coletadas.

Assim, para 100% “Bom”, sdo coletadas amostras de uma distribuic@o uniforme limitada
no intervalo [2/3, 1]. Em Nunes et al. [38] é empiricamente definido que usar um tamanho
de amostra de 10000 € suficiente para garantir uma margem de erro menor que 0,1%. Cada

amostra € registrada com metadados referentes a sua configuragao (i.e., nimero de estados e

1)
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Os dados no repositério[] sdo usados para gerar amostras para um nd, portanto, as amos-
tras para os estados base sdo geradas apenas uma vez e reutilizadas posteriormente. A pro-
xima etapa consiste em: para cada combinacdo dos nds pai, misturar a TNormal usando
amostras equidistantes, selecionadas aleatoriamente para cada n6 pai. As amostras sao mis-
turadas usando uma das fun¢des ponderadas (i.e., WM EAN, WMIN ou WMAX) e a
variancia definida.

Para misturar as distribui¢des, um elemento aleatério de cada amostra dos pais € remo-
vido e usado para calcular um elemento resultante usando uma das fung¢do ponderadas. Neste
sentido, considere o né A com dois pais, B e C, ao calcular as probabilidades de A para a
combinag@o “Ruim” - “Bom” com a fungdo W M E AN e pesos iguais (dos nds pais), consi-
derando que os valores coletados em uma iteracdo sao 0,1 e 0,7, o valor resultante serd 0,4.
Esse passo deve ser repetido até que as colecdes de amostras estejam vazias.

Depois, o conjunto de elementos calculados e a o sdo usados como entrada para gerar
uma TNormal. A distribui¢do resultante é convertida em uma escala ordinal e representa
uma coluna na TPN do né filho (no exemplo dado, a coluna para a combina¢do “Ruim” -
“Bom”). No final deste passo, todas as combina¢des possiveis de estados dos nds pais sdao
avaliadas e a TPN do no filho € concluida.

Assim, as entradas para gerar a TPN de um nd filho s@o: uma expressao ponderada capaz
de gerar curvas equivalentes as distribui¢des esperadas pelos especialistas; um conjunto de
pesos dos nds pai; e um valor para o2. Para determinar a expressio ponderada, pode-se pedir
aos especialistas que avaliem a moda do né filho para diferentes combinagdes de estados
extremos dos nds pais [26]. Consideremos a rede Bayesiana apresentada na Figura 2.2,
juntamente com moda das distribui¢des esperadas pelos especialistas apresentada na Tabela
2.8.

Primeiro, vamos considerar as linhas 1 e 8, em que todos os nds pais estdo nos estados
mais alto e mais baixo, respectivamente. Como pode ser visto na Tabela 2.8, quando todos
0s nds pais estdo nos estados mais baixo ou mais alto, a moda do né filho também esta no
estado mais baixo ou mais alto, sendo que tal distribuicdo de probabilidade pode ser obtida
por qualquer uma das expressdes ponderadas.

Agora, vamos considerar a linha 1 como o estado inicial, as linhas 2, 3 e 5 indicam que,

quando o estado de um tnico né pai muda do estado mais baixo para o mais alto, a moda do
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Casos Pais Trabalho em Equipe
Autonomia Coesao Colaboraciao | Muito Baixo | Baixo | Médio | Alto | Muito Alto
1 Muito Baixa | Muito Baixa | Muito Baixa *
2 Muito Baixa | Muito Baixa | Muito Alta *
3 Muito Baixa | Muito Alta | Muito Baixa *
4 Muito Baixa | Muito Alta Muito Alta *
5 Muito Alta | Muito Baixa | Muito Baixa *
6 Muito Alta | Muito Baixa | Muito Alta *
7 Muito Alta | Muito Alta | Muito Baixa *
8 Muito Alta | Muito Alta Muito Alta *

Tabela 2.8: Tabela verdade utilizada para descobrir a expressao ponderada
Tabela verdade contendo avaliacdo da moda da distribui¢do probabilistica esperada pelos especialistas para
diferentes combinacdes de estados de pais do né "Trabalho em Equipe". Estrela marca o estado que deve

apresentar a moda da distribuigao.

no filho muda em dire¢do ao estado mais alto. Da mesma forma, considere a linha 8 como o
estado inicial, as linhas 4, 6 e 7 indicam que quando o estado de um unico né pai muda do
estado mais alto para o mais baixo, a moda do n6 filho também muda em dire¢do ao estado
mais baixo.

No entanto, € bastante claro que o efeito de deslocamento € mais forte quando ocorre do
menor para o maior estado. Portanto, a Tabela 2.8 revela que a moda do n¢ filho tende a ir
mais para os estados mais altos do que os mais baixos, o que torna a funcdo W M AX mais
adequada para expressar a distribuicdo esperada pelos especialistas.

O processo para determinar os pesos dos nds pais € a varidncia nao € tdo simples quanto
determinar a expressdao ponderada. Nao ha nenhum método na literatura, até onde se sabe,
que ajude nessa tarefa. No entanto, pode-se usar as avaliacdes da moda (ver Tabela 2.8)
como ponto de partida para definir o peso dos nés pais. Considerando que WMAX ¢ a
fun¢do mais adequada para expressar a distribui¢do probabilistica, vamos examinar as linhas
nas quais os estados mudam do menor para o maior valor na Tabela 2.8.

Dessa forma, considerando a linha 1 como o estado inicial, as linhas 2, 3 ¢ 5 indicam
que os noés pais possuem diferentes forcas de influéncia sobre o né filho, ou seja, quando o
né pai “Autonomia” muda do estado mais baixo para o mais alto, a moda do né “Trabalho

em Equipe” ou “Colaboracdao” muda ligeiramente para os estados mais altos; no entanto,
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a mudanca € maior quando o estado muda no né pai “Coesdao”, como pode ser visto, se
compararmos as linhas 2, 3 e 5. Um efeito semelhante é observado ao comparar as linhas
4, 6 e 7. Portanto, é derivado da Tabela 2.8 a seguinte restricdo em relagdo ao nivel de
influéncia dos nés pais sobre o n6 filho: “Autonomia” < “Colaboragdo” < “Coesdao”. No
entanto, tentativas e erros ainda sdo necessarios para descobrir valores adequados para os
pesos e variancia.

Por fim, o método RNM resolve o problema de magnitude da construcio de TPN em
redes Bayesianas complexas. Por outro lado, uma desvantagem deste, é que o contexto do
dominio precisa se encaixar a um padrao que possa ser modelado por uma das expressdes
ponderadas. Este método ja foi validado através de estudos de caso em diferentes dominios
do mundo real, tais como gestio de recursos humanos em projetos de software [11], previsao
de qualidade de software [13], controle de trafego aéreo [37] e gerenciamento operacional

[36].



Capitulo 3

Estudo de Caso

Neste capitulo sdo apresentados os resultados da comparacao entre dois métodos de geracao

semiautomatica de TPN, RNM e WSA.

3.1 Visao Geral

Trata-se de um estudo de caso com unidades multiplas de andlise nas quais decisdes realiza-
das por stakeholders durante reunides de tomada de decisdo para sele¢do de funcionalidades
(i.e., Caso A) e selecdo de designs de interfaces de usudrio (i.e., Caso B) em um contexto de
VBSE, sio utilizadas para construir e validar modelos de estimativa de valor baseados em
redes Bayesianas.

O objetivo do estudo foi avaliar os métodos RNM e WSA aplicando-os em um cenério
real. Os métodos foram utilizados para quantificar as incertezas de dois modelos de estima-
tiva de valor. Para a realizacdo do mesmo foram seguidas as diretrizes propostas por Runeson
and Host [44]. Sendo realizadas as seguintes etapas: (i) preparacdo do estudo, (ii) selecdo
de cendrios, (iii) selecdo de especialistas participantes, (iv) coleta de dados, (v) sintese dos
dados, e (vi) apresentacio do resultados. As referidas etapas e uma visdo geral do estudo de
caso sdo apresentadas na Figura 3.1.

As atividades realizadas foram as seguintes:

1. Instrumentagdo do estudo de caso e preparacao do protocolo de coleta de dados;

2. Selecdo das unidades de andlise;

30
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Preparacéo do
i) (ii) cenario (iv)

Preparagao do Selegao de Construgao da Coleta de

estudo de caso unidades de analise (iii) estrutura do modelo dados
Selegao de l—‘—l
especialistas

Quantificagdo do Quantificagdo do
Verdadeiro modelo com RNM modelo com WSA
Validagao dos
(v) modelos com dados
histéricos
Apresentagao dos Unidades de analise Sintese dos Avaliagdo dos
Resultados Falso Gz dados métodos
Passo a passo
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Figura 3.1: Visdo geral do estudo de caso

3. Preparagdo dos cendrios (i.e., constru¢do do DAG base de cada unidade de andlise);
4. Selecdo de especialistas de dominio;

5. Construgdo das estruturas dos modelos usando o conhecimento dos especialistas de

dominio (i.e., incrementacdao do DAG base);

6. Quantificacdo das incertezas com os métodos semiautomadticos (i.e., constru¢ao das

TPN);
7. Validacdo dos modelos criados;
8. Compilagdo e andlise dos resultados;

9. Apresentagdo dos resultados.

A atividade 1 esté relacionada com a etapa (i); as atividades 2 e 3 estdo relacionadas com
as etapas (ii); a atividade 4 estd relacionada com a etapa (iii); a atividade 5 estd relacionada
com as etapas (ii) e (iii); as atividades 6 e 7 estdo relacionadas com a etapa (iv); a atividade
8 estd relacionada com a etapa (v); e a atividade 9 estd relacionada com a etapa (vi) que
converge na escrita deste Capitulo.

Para construgdo da estrutura das redes Bayesianas, quantificacdo e validagdo (atividades
5, 6 e 7), o processo de Engenharia de Conhecimento de Rede Bayesiana (KEBN) apresen-

tado em Mendes [30] foi adotado.
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3.2 Motivacao

Os processos de tomada de decisdo na industria de software relacionados ao desenvolvimento
e gerenciamento de produtos sdo, em parte, baseadas em um ambiente neutro de valor no qual
sdo considerados apenas fatores de curto prazo (e.g., custo, estimativa de esforco) [4,31] e
seus artefatos (e.g., requisitos, casos de uso) s@o tratados como igualmente importantes.

Além disso, muitas vezes os fatores representam apenas preocupacgdes técnicas, ou seja,
fatores de interesse de outros grupos de stakeholders (e.g., consumidores, marketing) sao
ignorados. Por outro lado, para que empresas de inovacdo se mantenham competitivas € pre-
ciso migrar de processos de tomada de decisao baseados apenas em fatores de curto prazo
para processos de tomada de decisdo baseados em fatores de curto e longo prazo, em con-
junto. Essa necessidade € o cerne do VBSE, idealizada por Barry Boehm [4].

Em Freitas et al. [17] foi apresentado um estudo de caso multiplo', realizado no Labora-
tério Embedded - um laboratdrio de desenvolvimento de software localizado na Universidade
Federal de Campina Grande, Brasil - em que os passos Al e A2 do framework VALUE foram
executados em trés projetos distintos (uma breve descri¢do deste framework é dada a seguir).
Neste trabalho investigou-se até que ponto uma ferramenta web pode apoiar stakeholders no
processo de tomada de decisdes em um contexto de VBSE.

O estudo de caso aqui descrito € classificado como um estudo de caso incorporado [46]
com multiplas unidades de andlise (i.e., Caso A e Caso B). Os dados coletados em Freitas et
al. [17] foram utilizados em conjunto com o conhecimento de especialistas de dominio para
construir e validar modelos de estimativa de valor, viabilizando a comparac¢do dos métodos
RNM e WSA, utilizados no processo de quantificacdo de incertezas (i.e., construcio das

TPN) dos modelos em um contexto de VBSE.

3.3 Metodologia

Participaram deste estudo de caso, trés especialistas de redes Bayesianas, dois especialistas
do método RNM e um especialista do método WSA. Participaram ainda, quatro especialistas

de dominio (e.g., gerentes de projetos e desenvolvedores). A criacdo da estrutura da rede

IReferenciado ao longo do texto como estudo de caso base.
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Bayesiana e sua quantifica¢do foi realizada usando uma combinag¢@o de dados histdricos e
conhecimento dos especialistas de dominio.

A metodologia aplicada para construir e validar as redes Bayesianas de estimativa de
valor estd em alinhamento com o framework VALUE [32]. Esse framework inclui uma
abordagem de métodos mistos, em que o conhecimento tacito de stakeholders em relagdo a
fatores usados durante um processo de tomada de decisdo sdo registrados e aplicados como
entrada em uma ferramenta web. Essa ferramenta € usada por esses mesmos stakeholders
para apoiar seus processos de tomada de decisdo. Uma breve descricdo do framework é dado
na préxima subsec¢ao.

O estudo de caso aqui descrito realiza os passos A3 e A4, dando continuidade a dois
dos trés casos (i.e., unidades de analise) do estudo de caso base. Os dados utilizados sdo
referentes aos fatores (ver Tabelas 3.1 e 3.2) e tomadas de decisdes extraidos do banco de
dados da ferramenta Value [17, 31, 32]. Estes dados sdo resultantes dos passos Al e A2
do estudo de caso base. Os passos A3 e A4 (detalhados em seguida) consistem na geracao

semiautomdtica de um modelo probabilistico e sua validacdo, respectivamente.

3.3.1 Framework VALUE

O framework VALUE foi proposto em Mendes et al. [32]. VALUE significa “improVing
decision-mAking reLating to software-intensive prodUcts and sErvices”. Seu objetivo prin-
cipal é apoiar empresas de software que adotam VBSE a melhorar seus processos de tomada
de decisdes baseada em valor, em relagdo ao gerenciamento e desenvolvimento de produtos

de software. Uma breve descri¢do dos passos que compoe o framework é dada a seguir:

e Al - Descobrir fatores de valor especificos da empresa: esse passo consiste na extragao
de proposi¢cdes de valor dos stakeholders (i.e., fatores de valor). Seu objetivo € tornar
explicito a todos os stakeholders um conjunto de fatores de valor, para que eles tenham
uma visdo mais ampla dos fatores considerados importantes pelos diversos perfis de

stakeholders envolvidos.

e A2 - Empregar Al (com suporte de uma ferramenta) em reunides de tomada de deci-
sd0: esse passo € caracterizado pelo uso de uma ferramenta Web, denominada Value,

para apoiar processos de tomada de decisdo, permitindo que diferentes stakeholders
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empreguem seus fatores de valor ao participarem de decisdes, e avaliem o impacto que
cada um dos itens que estdo sendo decididos (e.g., requisitos, funcionalidades) possa
ter sobre cada um dos fatores de valor previamente identificados. Mais detalhes sobre

a ferramenta Value sdo dados em [16, 17,32].

e A3 - Geracdo semiautomatica de um modelo probabilistico de estimativa de valor: esse
passo do framework compreende o uso de dados de decisdes passadas, armazenados no
banco de dados de decisoes da ferramenta Value, conhecimento dos stakeholders e um
algoritmo de geracao semiautomdtica de TPN para construir e validar um modelo (i.e.,
rede Bayesiana) especifico para a empresa. O uso do conhecimento dos stakeholders
para construir e quantificar o modelo estd em alinhamento com o processo KEBN

[29,32].

e A4 - Validagao do modelo de estimativa de valor: esse passo valida o modelo de
estimativa de valor resultante do passo A3, que determina a necessidade ou ndo de
refazer os passos anteriores. Dois métodos de validagcdo diferentes sdo geralmente
utilizados: Model Walkthrough (i.e., passo a passo do modelo) e Outcome Adequacy

(i.e., andlise da acurécia da predicao utilizando dados historicos) [32].

e A5 - O Modelo de estimativa de valor € aplicado em reunides de tomada de decisao:
esse passo constitui a ultima parte do framework e corresponde ao uso do modelo como
um componente adicional para a ferramenta Value, a ser empregado como parte de um

processo de tomada de decisao.

3.3.2 Contexto

O estudo de caso foi realizado no Laboratério Embedded. O laboratério possui aproximada-
mente 60 colaboradores. As equipes de desenvolvimento sdo compostas por desenvolvedores
junior (que trabalham em meio periodo) e gerentes de projetos com experiéncia anterior no
setor.

Os projetos sdo executados em parceria com outras empresas (seus clientes) para desen-
volver produtos de software ou protétipos. Os desenvolvedores seguem processos maduros

de desenvolvimento de software e os projetos sdo executados seguindo um processo baseado
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em Scrum [47]. As equipes possuem entre trés e cinco desenvolvedores e contam com o su-
porte de uma equipe de garantia da qualidade de software (SQA) e uma equipe de experiéncia
de usuario (UX).

A equipe de SQA € responsdvel por avaliar a qualidade dos processos e entregas das
equipes de desenvolvimento e executar testes independentes (e.g., desempenho, seguranca).
A equipe de experiéncia do usudrio € responsdvel por definir o design das interfaces de usua-
rio e fluxos de interacdo dos produtos. O laboratério produz softwares para plataforma web
e para dispositivos mdveis em diversos contextos, como embarcados, computacao pervasiva

e financas.

3.3.3 Pergunta de Pesquisa

O objetivo deste estudo de caso foi comparar os métodos WSA e RNM com o propdsito
de avaliar a acurdcia dos métodos no que se refere a tarefa de construcdo de TPN de redes
Bayesianas, do ponto de vista de especialistas de dominio em um contexto de VBSE. Este

objetivo levou as seguintes questdes de pesquisa:

1. Qual o método que apresenta maior acuricia na tarefa de constru¢do semiautomética

de TPN de redes Bayesianas para estimativa de valor em um contexto de VBSE?

3.3.4 Selecao de Casos

Os critérios utilizados na sele¢ao dos casos (i.e., unidades de anélise do caso base, que aplica-
ram os passos Al e A2 do framework VALUE) foram: 1) existéncia de dados suficientes para
aplicar os métodos de validacao planejados; ii) disponibilidade dos especialistas de dominio
que participaram do estudo de caso base. Dois desses casos preencheram esses critérios e
foram selecionados. Uma breve descri¢do do contexto desses casos e seus resultados € dada

a seguir.
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3.34.1 Caso A

Um grupo de trés stakeholders — dois gerentes de projeto e um product owner? usaram uma
ferramenta web, denominada Value?, para selecionar funcionalidades para a préxima sprint
em dois projetos de Internet das Coisas. Os dados foram coletados durante o desenvolvi-
mento de dois aplicativos, um para controlar remotamente a rega de plantas e outro para
monitorar e controlar o nivel e fluxo de 4gua em tanques. Os dois projetos foram desenvol-
vidos para a plataforma Android.

O resultado do passo Al foi a identificacdo de 13 proposi¢des de valor (fatores de valor
na ferramenta Value), apresentados em tom claro na Tabela 3.1. Trés stakeholders usaram a
ferramenta Value para selecionar funcionalidades para duas sprints, sprint 9 e sprint 10. Eles

avaliaram 10 funcionalidades para a sprint 9 e 7 para a sprint 10.

3.34.2 CasoB

Um grupo de cinco stakeholders — um product owner, trés desenvolvedores e um web desig-
ner usaram a ferramenta Value para selecionar designs de interface de usudrio para imple-
mentacdo. Os dados foram coletados durante o desenvolvimento de uma aplicagdo web para
o gerenciamento de projetos com apoio a melhoria continua do processo de desenvolvimento
de software de equipes ageis (e.g., Scrum).

O resultado do passo Al para o Caso B foram 10 proposi¢des de valor, apresentados
em tom claro na Tabela 3.2. Cinco stakeholders usaram a ferramenta Value para selecionar

designs de 18 telas para implementacdo, realizadas em trés reunides de decisao.

3.3.5 Selecao de Participantes

Os participantes deste estudo sdo especialistas de dominio que participaram dos estudos de
caso base. O critério utilizado na selecdo foi: disponibilidade de horario para participar
dos estudos de caso. No que se refere ao Caso A, dos trés especialistas de dominio que

participaram dos estudos de caso base, dois foram selecionados. Com relagdo ao Caso B,

2Product Owner é a pessoa que define os itens que compdem o Product Backlog e os prioriza nas reunides

de planejamento da Sprint.
3 Ao longo deste documento, referéncias ao termo VALUE dizem respeito ao framework, enquanto referén-

cias a Value dizem respeito a uma ferramenta web que compde o framework VALUE.



3.3 Metodologia

37

Grupo Fator de Valor Descricao
F1 Funcionalidade envolve a implementacdo de sensores
Aprendizagem F2 Curva de aprendizagem
F3 Motivagdo da equipe
F4 Funcionalidade faz parte do niicleo do software
F5 Importancia da funcionalidade para o cliente
Cliente
F6 Retorno sobre o investimento
F7 Viabilidade para se tornar um produto
F8 Conformidade com o cronograma do sprint
F9 Parte de uma funcionalidade j4 iniciada
F10 Artefatos existentes relacionados a interface do usudrio
Técnico
F11 Complexidade da funcionalidade
F12 Resultados da dltima sprint pendentes
F13 Funcionalidade faz parte do niicleo
F14 Perspectiva do desenvolvedor
Representacdo do Modelo F15 Sucesso da sprint
F16 Valor geral

Tabela 3.1: Fatores de valor do Caso A (adaptado de [17])
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Grupo Fator de Valor Descricao

Negdcios F1 Atende aos requisitos da interface de usudrio
F2 Complexidade de implementacdo

Técnico F3 Disponibilidade de bibliotecas de terceiros
F4 Potencial de reuso
F5 Cores correspondem a paleta de cores do projeto
F6 Nao possui muitos itens na interface do usudrio
F7 Segue o fluxo de navegacdo padrao

Experiéncia de Usudrio
F8 Numero de cliques para realizar a tarefa
F9 Interface de usudrio significativa
F10 Simplicidade da interface de usudrio
F11 Reducio de esforco
Representacao do Modelo F12 Usabilidade

F13 Valor geral

Tabela 3.2: Fatores de valor do Caso B (adaptado de [17])

dos cinco especialistas de dominio que participaram dos estudos de caso base, dois foram

selecionados.

3.3.5.1 Caso A

Os dados demograficos dos participantes sdo apresentados na Tabela 3.3. A idade média dos

participantes € de 28,3 (desvio padrdao = 1,53) anos. Eles possuem entre um e trés anos de

experiéncia profissional com atividades relacionadas ao desenvolvimento de software.

3.3.5.2 CasoB

Os dados demogréficos dos participantes sdo apresentados na Tabela 3.4. A idade média dos

participantes € de 28,3 (DP = 1,53) anos. Eles possuem entre um e trés anos de experiéncia

profissional com atividades relacionadas ao desenvolvimento de software.
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Categoria Demografica Resultados
Média 29
Idade
Desvio Padrao 2.8
Grau de Escolaridade | Doutorando 2
1-3 anos 1
Experiéncia Profissional
4-6 anos 1
Papel no Projeto Gerente de Projetos | 2

Tabela 3.3: Dados demograficos dos participantes do estudo de caso A

Categoria Demografica Resultados
Média 26
Idade
Desvio Padrao 4.24
Doutorando 1
Grau de Escolaridade
Graduando 1
1-3 anos 1
Experiéncia Profissional
4-6 anos 1

Gerente de Projetos | 1

Papel no Projeto

Desenvolvedor 1

Tabela 3.4: Dados demogréficos dos participantes do estudo de caso B
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3.3.6 Treinamento

Antes de comecar a construgdo da estrutura da rede Bayesiana, os especialistas participaram
de um treinamento no qual um exemplo simples foi utilizado para explicar os conceitos ba-
sicos sobre redes Bayesianas, o objetivo do estudo de caso, e qual a contribui¢do necessdria
dos especialistas. O exemplo utilizado no treinamento foi de um modelo simples de estima-
tiva de valor, que teve como objetivo fornecer uma exposi¢ao preliminar aos especialistas
de conceitos como “estrutura causal”, cendrios de “e se”, e pensamento probabilistico. O
exemplo utilizado no treinamento é apresentado na Figura 3.2. A duracdo do treinamento foi

fixada em 20 minutos para os participantes das duas unidades de anélise.

ilidade |
Impacto Postivo o| i i i
Impacto Neutro 100
Impacto Negativo of ¢

Retengao de Clientes
Impacto Positivo  40.0 i
Impacto Neutro 30.0 i
Processo de Negécio Qualidade da Arquitetura Impacto Negativo 30.0 umy
Impacto Postive  65.0 mimmim -t Impacto Postivo 100m
Impacto Neutro 10.0m Impacto Neutro 80.0
Impacto Negativo 25.0 i Impacto Negativo 10.0m
Perspectiva da Empresa Valor Geral Perspectiva do Cliente
Impacto Postivo  65.0 pismis | Impacto Positivo 100 ot Impacto Postivo
Impacto Neutro 10.0m Impacto Neutro 0| : Impacto Neutro
Impacto Negativo 25.0 mst Impacto Negativo 0 Impacto Negativo

J

Satisfagao do Cliente
Melhoria Continua Competitividade Impacto Postivo  65.0 jimmim

Impacto Postivo 0 Impacto Postivo 100 Impacto Neutrn_) 10.0pm
Impacto Neutro 100 Impacto Neutro 0 Impacto Negativo 25.0 m
Impacto Negativo 0 ‘ ii Impacto Negativo 0

Figura 3.2: Exemplo de rede Bayesiana para estimativa de valor

3.4 Coleta de Dados

A coleta de dados para responder a pergunta de pesquisa consiste na construcao e validagao
das redes Bayesianas. Sua execucdo estd em alinhamento com o framework VALUE, mais
especificamente, com os passos A3 e A4. No passo A3, os dados histéricos de tomadas
de decisdes e informacdes fornecidas diretamente pelos especialistas foram utilizados para

construir a estrutura da rede Bayesiana e quantificé-la.
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Os dados referentes a frequéncia de tomadas de decisdo registradas no banco de dados
da ferramenta Value foram utilizadas para obter as probabilidades a priori dos n6s folha (i.e.,
nds que nao possuem pais na rede Bayesiana). Os métodos de geracdo semiautomadtica de
TPN foram usados para gerar TPN de nés com mais de um pai.

No passo A4, as redes Bayesianas construidas foram validadas com dois métodos de
validagdo: passo a passo do modelo e acuricia de previsdo (i.e., acurdcia de predi¢cdo em
relacdo a dados histéricos). Os dados obtidos na etapa de validacdo foram utilizados para
comparar a acurdcia dos métodos de geracao de TPN. Em seguida, os métodos utilizados

para validar as redes Bayesianas construidas sdo detalhados.

3.4.0.1 Passo a passo do modelo

O método passo a passo do modelo tem como objetivo obter uma avaliacdo subjetiva da
rede Bayesiana. Os especialistas de dominio utilizam cendrios hipotéticos para checar se os
resultados calculados fazem sentido. O que significa dizer que com este método € possivel
medir o quao bom determinado modelo € no que diz respeito a sua capacidade de fornecer
ou medir o que supostamente deveria fornecer ou medir.

Na pratica, isso significa que se as saidas da rede Bayesiana para o fator “Valor Geral”
parecerem plausiveis aos olhos dos especialistas de dominio (i.e., o estado de maior probabi-
lidade do fator “Valor Geral” corresponde ao que os especialistas de dominio “sentem” que

deveria ser o caso) em diferentes cendrios hipotéticos, a rede Bayesiana é validada.

3.4.0.2 Acuricia de previsao

A avaliagdo da acurdcia de previsodes, por sua vez, usa dados histdricos de reunides passadas
para construir cendrios relacionadas a varios itens de decisdo (e.g., escolha de funcionalida-
des ou designs de tela para implementacdo) e confronta os resultados destes cendrios com
dados calculados no modelo.

Na pratica, a abordagem € similar a aplicada no passo a passo do modelo, de modo que
para cada cendrio (¢ explicado mais adiante como cada cendrio € construido), verifica-se se
o estado (e.g., “Alto”, “Médio”, “Baixo”) do fator “Valor Geral” com maior probabilidade
corresponde as decisdes finais tomadas pelos stakeholders em relagdo aos itens de decisdo.

De um modo geral, cada item de decisdo constitui um cendrio.
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3.4.1 Caso A

3.4.1.1 Construciao da Estrutura

Os especialistas de dominio usaram a ferramenta Netica 4 um sofware de redes Bayesiana,
que ja havia sido pré-carregado com nés representando todos os fatores de valor previamente
identificados (ver Tabela 3.1), para definir as relacdes causais que eles consideravam ade-
quadas. Essas relacdes sao apresentadas na Figura 3.3 como setas apontando de um né para
outro.

De acordo com Mendes [32], em quaisquer rede Bayesiana de estimativa de valor a ser
construida, é necessdrio incluir um né adicional chamado “Valor Geral”. Esse n6 representa
a saida da rede Bayesiana. No contexto deste estudo de caso, o “Valor Geral” exibe valo-
res (i.e., probabilidades) para os estados “Baixo”, “Médio” ou “Alto” de acordo com cada

funcionalidade avaliada para implementagcdo em determinada sprint.

A feature envolve a i dodes.. Feature faz parte do “"de" . ‘ da dltima sprint pendent ‘ Complexidade de Funcionalidade
Impacto Positivo :"‘p“:D :“S'l‘"’" :’”"“:9 E"S"““" ’Dg . Impacto Positivo
Impacto Neutro ] lmpac‘o Ne” rt“ & : I’"”“f Ne" 't" o i Impacto Neutro
Impacto Negativo: . HIRAEI0 NIy L WeaEig gy, ¢ S Impacto Negativo
\ /ngfatos existentes relacionados a |nter Motivagao da Equipe clifvade "
F faz parte do nucleo dos.. Impacto Positivo 64.1 impacto Positivo 25.5 mm— Impacto Posifivo 07 2 [mm—
Impacto Positivo Impacto Neutro 211 Impacto Neutro 145 Impacto Neutro 276
Impacto Neutro 50 0 negafive 8.76 Impacto Negativo 0 Impacto Negativo 0
impacto Negativo 50.0 .
Parte de uma i i ja iniciada ‘ s
Impacto Positivo E ’//
neutral Of i i i 5 C i com

negative o 1 i} do D ‘ Impacto Positivo o
Importancia da i i para o cli... Impacto Positivo 100 Impacto Neutro 20.0
Impacto Positivo 17.5 Impacto Neutro O & Impacto Negativo 80.0
Impacto Neutro 200 Impacto Negativo OjF Tl
Impacto Negativo 625 para se tornar produto

Impacto Positivo 346
Impacto Neutro 61.2
Impacto Negativo 421

Retorno de Investimento

Sucesso da Sprint
}mpactu EDSI{"VD gg ; Impacto Positivo 346 mm | |
mpacto Neutro Impacto Neutro 26m | |

Impacto Negativo 534 Impacto Negafivo 42,9

S

Valor Geral

Impacto Positive 320 mm ||
Impacto Neutro 214 m |
Impacto Negativo 457

Figura 3.3: Rede Bayesiana construida no Caso A

Dessa forma, ao decidir sobre as relagdes de causa e efeito, os especialistas de domi-
nio adicionaram o né “Valor Geral” e mais dois nés — “Perspectiva do Desenvolvedor” e
“Sucesso da Sprint”. Estes dois ultimos ndo sao fatores de valor em si, mas, nds que os es-

pecialistas julgaram importantes por melhorar a representagdao do proprio conhecimento no

“https://www.norsys.com/netica.html
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modelo.

3.4.1.2 Quantificacao da Rede Bayesiana

Nesta etapa, foram utilizados os dados da sprint 9, com 385 registros de decisoes referentes
a selecdo de 10 funcionalidades, para extrair as probabilidades a priore de seis nds pais:
“Funcionalidade envolve implementagao de sensores”; “Funcionalidade faz parte do nicleo
da aplicacao” (outras funcionalidades dependem dela); “Artefatos existentes relacionados a
interface do usudrio”; “Parte de uma funcionalidade ja em desenvolvimento”; “Pendente dos
resultados da dltima sprint”’; e “Complexidade da funcionalidade”.

As probabilidades a priore foram obtidas a partir da contabilizacdo da frequéncia de ava-
liagcdes de itens de decisdo em relagdo aos fatores. A Figura 3.4 apresenta um dos nos da rede
Bayesiana de estimativa de valor para exemplificar o processo de extracao das probabilidades
a priore. Com base nas avaliacdes realizadas para 10 funcionalidades que foram discutidas
na sprint 9, cada frequéncia (23%, 14%, 63%) representa, respectivamente, a porcentagem
total em que uma funcionalidade foi avaliada como de “Impacto Positivo”, “Impacto Neutro”
e “Impacto Negativo” em relacdo ao fator de valor “Complexidade da funcionalidade”. Essa
distribui¢do de frequéncia sugere que a maioria das funcionalidades que foram avaliados

para a sprint 9 aparentemente aumentaram a complexidade de desenvolvimento do produto.

Complexidade da Funcionalida
Impacto Positivo 23.0

Impacto Neutro 14.0
Impacto Negativo 63.0

Figura 3.4: N6 pai com frequéncia contabilizada

Os métodos automaticos de geracdo de TPN foram utilizados para construir as TPN dos
nos filhos. Por conseguinte, foram geradas duas versdes distintas do modelo. O primeiro,
construido com o método WSA e, o segundo, com 0 método RNM.

O principal desafio ao aplicar o método WSA estd relacionado a capacidade dos espe-
cialistas (neste caso, dois gerentes de projeto) de identificar, com algum nivel de confianca,
as configuracOes de pais compativeis (ver Figura 3.5) que sdo mais significativas na pratica.
Estudos anteriores usando o método WSA, onde as configuracdes de pais compativeis foram
obtidas de especialistas [1, 3], mostraram que a tarefa € vista como bastante simples pelos

especialistas.
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A Figura 3.5 apresenta a tela principal do plugin utilizado para aplicar o método WSA
na ferramenta Netica. Do lado esquerdo sao exibidos os nds da rede Bayesiana que possuem
dois ou mais pais. Do lado direito, as configuracdes de pais compativeis e probabilidades
do n6 selecionado: “Funcionalidade faz parte do nicleo do software”. Este n6 possui dois
pais: “A funcionalidade envolve a implementacao de sensores” e “Funcionalidade faz parte
do nucleo”. Na parte inferior da tela, sdo exibidos os campos referentes ao peso relativo de

cada um dos nods pais.

£ Weighted Sum Algorithm

File
BN Nodes: The functionality is part of the software's core
. -Funcl_parl_nf_cnre ] . . Paositive Newutral Megative
Viabil_become_prod Feature_has_implem_sensors  Feature_is_core Impact Impact Impact
el ¥ Positive Impact Pasitive Impact v 1 0 0
Developer_Perspective i 1
Sprint_Succsess Neutral Impact Neutral Impact | 0.1 .8‘3 0
Overall_Value Negative Impact Neutral Impact v |05 05 o
Neutral Impact ¥ | Positive Impact 08 02 a
Neutral Impact ¥ | Neutral Impact 01 09 0
Negalive Impact I Negative Impact 1
Feature_has_implem_sensors  Feature_is_core
» o7 03
Generate CPT
Last Saved: Never

Figura 3.5: Exemplo de dados de entrada para o método WSA (Caso A)

No caso dos nés pais “Funcionalidade envolve a implementacao de sensores” e “Funcio-
nalidade faz parte do nicleo”, os especialistas primeiro escolheram os estados mais provaveis
para o n6 “Funcionalidade faz parte do nicleo” quando o né “Funcionalidade envolve a im-
plementacdo de sensores’ estd nos estados “Impacto Positivo”, “Impacto Neutro” e “Impacto
Negativo” (estados em negrito na Figura 3.5).

O mesmo foi feito fixando-se os estados do né “Funcionalidade faz parte do nicleo”.
Neste caso, os especialistas escolheram os estados mais provaveis para o nd “Funcionali-
dade envolve a implementa¢do de sensores” quando o né “Funcionalidade faz parte do ni-
cleo” estd nos estados “Impacto positivo”, “Impacto neutro” e “Impacto negativo”. Depois
de identificar as configuragdes de pais compativeis, os especialistas forneceram as probabili-
dades de cada um dos estados do n¢ filho “Funcionalidade faz parte do nucleo do software”

para cada uma das configuracdes identificadas.
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Noé-Filho Minutos
Funcionalidade faz parte do nicleo do software 28
Viabilidade de se tornar um produto 24
Retorno do investimento 14
Perspectiva do desenvolvedor 9
Sucesso da Sprint 8
Valor Geral 10

Tabela 3.5: Tempo necessario para aplicar o método WSA (Caso A)

Um exemplo de configura¢do de pais compativeis € dado a seguir: “A funcionalidade
envolve a implementacdo de sensores” = “Impacto Positivo”, “Funcionalidade faz parte do
nucleo” = “Impacto Positivo”. Os especialistas também informaram um peso relativo para
cada um dos nés pais, indicando seu grau de influéncia sobre o né filho. Quanto ao peso, a
Unica restri¢cao existente € que a soma de todos os pesos sejaigual a 1, conforme observado na
secdo 2.2.1. Uma vez que todas as configuracdes de pais compativeis, pesos e distribuicdes
de probabilidade foram obtidas (i.e., na prética, um subconjunto da TPN), o algoritmo do
WSA calculou o restante da TPN.

Usando o método WSA, os especialistas tiveram que fornecer 15 (uma das configuragdes
de pais compativeis foi selecionada duas vezes) em vez de 27 probabilidades. Embora a
diferenca entre 15 e 27 ndo seja grande, hd muitas circunstancias em que as TPN dos nds
pais podem exigir a entrada de milhares de probabilidades e o uso de um algoritmo como o
WSA ajuda significativamente na reducdo desse esforco [1].

Os especialistas tiveram que preencher de forma manual as TPN de quatro nés filhos que
possuiam apenas um pai - eles forneceram 36 probabilidades no total, em um periodo de 31
minutos. Por outro lado, o tempo gasto para coletar os parametros necessarios para gerar as
TPN dos seis nds filhos foi de 93 minutos. Detalhes sdo apresentados na Tabela 3.5.

No que se refere ao método RNM, o primeiro passo foi coletar dos especialistas dominio
distribui¢des de probabilidade de combinac¢des de estados extremos dos nds pais. Planilhas
previamente preparadas foram utilizadas para este fim. Os especialistas preencheram as

planilhas com os resultados esperados para cada caso. As planilhas tinham o formato do
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N6 Filho
Nés Pais
Funcionalidade faz parte do nicleo do software
A funcionalidade envolve a | A funcionalidade faz parte o
Impacto Positivo
implementacdo de sensores do nicleo
Impacto Positivo Impacto Positivo 0 0 1
Impacto Positivo 0 0.3 0.7
Impacto Positivo 0 0.3 0.7
| 0 0

Tabela 3.6: Exemplo de tabela utilizada na coleta de dados dos especialistas para o método

RNM (Caso A)

exemplo mostrado na Tabela 3.6.

Ao contrario do método WSA, no método RNM o especialista em redes Bayesianas €
mais que um facilitador. E ele que define os pardmetros para o algoritmo do RNM. Dessa
forma, o maior desafio para aplicagdo do método RNM esté relacionado a capacidade do
especialista em redes Bayesianas de identificar corretamente os parametros de entrada do
algoritmo RNM (e.g., varidncia, pesos dos pais e expressdo ponderada) para que o algo-
ritmo do RNM possa gerar distribui¢cdes de probabilidade semelhantes as esperadas pelos
especialistas de dominio para cada uma das combinacdes de estados dos nds pais.

Os especialistas de dominio ainda sdo a fonte primdria de conhecimento, mas a experién-
cia do especialista em redes Bayesianas € um fator preponderante para a aplicacdo adequada
do método RNM. Sendo assim, o primeiro passo para identificar os parametros necessa-
rios para executar o RNM consiste, geralmente, em identificar a expressdo ponderada que
se encaixa com o padrdao do dominio a ser modelado. Para isso, pode ser utilizada uma ta-
bela verdade similar a apresentada na Tabela 3.6 para coletar os dados dos especialistas e
posteriormente inferir a expressdo ponderada, conforme detalhado na se¢do 2.2.3.

Uma vez identificada a expressdo ponderada, o segundo passo consiste em identificar
a variancia e os pesos dos nds pais para entdo executar o algoritmo do RNM. Nao ha na
literatura, até onde se sabe, um método bem definido para identificacdo da variancia e dos
pesos. Dessa forma, para descobrir os melhores pardmetros o especialista em redes Bayesi-
anas executa vdrias vezes o algoritmo do RNM variando os parametros, em outras palavras,

a estratégia aplicada € a de tentativa e erro. Portanto, a quantidade de tentativas e o quao
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acertada a escolha dos parametros €, depende da experiéncia do especialista em redes Baye-
sianas. Além disso, ndo € possivel garantir que os parametros identificados sejam os mais
adequados.

Por este motivo, neste trabalho foi utilizado uma abordagem denominada “Especialista
Simulado” para identificar os pesos dos nds pais e a variancia do né filho. Essa abordagem
consiste em um algoritmo que recebe como entrada uma expressao ponderada e distribui¢des
de probabilidade de referéncia, similar as apresentadas na Tabela 3.6 (i.e., na pratica, um
subconjunto da TPN) e gera como saida os parametros mais adequados para que o algoritmo
do RNM gere resultados semelhantes a entrada dada como referéncia. Essa abordagem foi
adotada para reduzir os efeitos que a experiéncia do especialista em redes Bayesianas poderia
ter no estudo de caso.

O funcionamento do algoritmo do “Especialista Simulado™ € simples, ele testa varias
combinacdes de peso e variancia que sao incrementados ou decrementados enquanto executa
o0 algoritmo do RNM e compara o resultado com as distribui¢cdes de probabilidade de entrada
até que a primeira seja capaz de representar a ultima da melhor forma possivel (i.e., sejam
similares). Para medir a similaridade, foi utilizado como métrica o Brier Score (BS) (Eq 3.1).
Um exemplo dos resultados obtidos com o “Especialista Simulado” € apresentado na Tabela
3.7. Na Tabela 3.8 s@o apresentados todos os parametros que foram utilizados na aplicacdo
do método RNM neste estudo de caso. Detalhes da métrica utilizada pelo algoritmo sdo

dados a seguir:

1 N S
= NZZ ftz Ot'L (31)

t=1 =1

Onde:

e N ¢ a quantidade de casos da TPN de referéncia;

e S € o numero de estados do no filho;

f € a probabilidade obtida com o algoritmo utilizado no RNM;

o € a probabilidade de referéncia (o valor real esperado).
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Nos Pais

No¢ Filho

Funcionalidade faz parte do nicleo do software

A funcionalidade envolve a

A funcionalidade faz parte

Impacto Positivo

implementacgdo de sensores do nicleo
Impacto Positivo Impacto Positivo 0 0.0033 0.9967
Impacto Positivo 0 0.2995 0.7005
Impacto Positivo 0 0.2995 0.7005
0.9965 0.0035 0

Tabela 3.7: TPN aproximada obtida com o “Especialista Simulado” (Caso A)

Resultado obtido com o “Especialista Simulado” para o né filho “Funcionalidade faz parte do niicleo do

software” usando a expressdo ponderada WMAX com os seguintes parametros: o2 = 0.062 (i.e., variancia); e

peso 4 para todos os nés pais. O melhor resultado obtido pelo algoritmo foi BS = 0.00000394.

N6 Filho | Expressao Ponderada | Variancia | Peso dos Nos Pais | Brier Score
F16 wmax 0.04 F06*4 + F15*4 0.005
F04 wmax 0.062 FO1*4 + F13*4 0.00000394
FO7 wmax 0.1005 F10*7 + FO9*5 | 0.00000659667
F06 wmax 0.0635 FO5*7 + FO7*4 0.000127617
F14 wmax 0.065 F03*5 + FO2*7 0.0000108683
F15 wmax 0.135 F14*9 + FO8*9 0.0143216

Tabela 3.8: Parametros utilizados com o método RNM (Caso A)

A primeira coluna identifica o n6 filho. A expressdo ponderada foi definida pelo especialista em redes Baye-

sianas. A varidncia e o peso dos nds pais foram obtidos com o “Especialista Simulado”. A ultima coluna da

tabela mostra o Brier Score obtido. Quanto menor for o BS, melhor o resultado final.
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3.4.1.3 Passo a Passo do Modelo

No contexto do Caso A, sete cendrios hipotéticos foram preparados pelos especialistas em
redes Bayesianas (ver Tabela 3.9). Cada cendrio incluiu uma avaliacdo subjetiva do estado
de maior probabilidade para o n6 “Valor Geral” de acordo com o que € esperado pelos es-
pecialistas. Os cendrios foram inseridos como evidéncia no modelo de estimativa de valor

resultante do passo A3 (ver Figura 3.6).
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0 i
0

Impacto Neutro Impacto Negativo
Impacto Negativo

para se tornar produto

Impacto Positivo 656
Impacto Neutro 865
Impacto Negativo 257

-1

Retorno de Investimento Sucesso da Sprint
Impacto Positivo 931 Impacto Positivo 950
Impacto Neutro 3.10 Impacto Neutro 5000 i @ |
Impacto Negativo 3.78 Impacto Negativo 0
Valor Geral

Impacto Positivo

Impacto Neutro 13 1

Impacto Negafivo 0.68

Figura 3.6: Rede Bayesiana alimentada com evidéncias (Caso A)

A Figura 3.6 apresenta um exemplo de cendrio aplicado a rede Bayesiana (i.e., alimen-
tada com um conjunto de evidéncias). Na Figura 3.6 evidéncia significa clicar, em um de-
terminado no6, sobre o estado (“Impacto Positivo”, “Impacto Neutro”, “Impacto Negativo™)
que corresponde a avaliacdo dos especialistas de dominio acerca do impacto esperado da
implementagdo de uma determinada funcionalidade sobre algum fator em particular (i.e., o
n6 que recebe a evidéncia). Uma vez clicado, a probabilidade relativa a esse estado muda
para 100%. Um conjunto de evidéncias dos fatores para uma funcionalidade em particular

constitui um cenario.

3.4.1.4 Acuracia de Previsao

Nesta etapa, cendrios de validacdo foram criados a partir de um subconjunto de tomadas

de decisdes extraido de dados de uma reunido que visava selecionar funcionalidades para
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Cenarios Simulados
Fatores de Valor

1 2 3 4 5 6 7
F1 Positivo | Negativo | Positivo | Negativo - Positivo | Negativo
F3 Positivo | Negativo - Negativo - - Negativo
F4 Positivo - Positivo | Negativo - Positivo | Negativo
F5 Positivo - Positivo - Positivo | Positivo -
F7 Positivo - Positivo | Positivo | Positivo | Positivo -
F8 Positivo | Negativo - - Positivo | Positivo -
F9 - - - - Positivo - -
F10 Positivo | Negativo | Positivo | Positivo | Positivo | Positivo -
F11 - - Positivo - - - Negativo
F12 - - Positivo - Positivo - -
F13 Positivo | Neutro | Positivo | Negativo - Positivo | Negativo
F14 Positivo - - - Neutro | Positivo | Positivo

Tabela 3.9: Cendrios simulados para validagao do modelo construido no Caso A

implementagdo na sprint 10, ou seja, foram utilizados dados histéricos de projetos finalizados

conforme recomendado por Mendes [30]. Os dados utilizados na construgao desses cendrios

nao foram usados na Parte A3 deste estudo de caso.

Neste método de avaliacdo, para cada cendrio criado verifica-se o estado (e.g., “Alto”,

“Médio”, “Baixo”) de maior probabilidade do n6é “Valor Geral” resultante da execugdo da

rede Bayesiana e compara-o com o estado que corresponde a decisao final dos especialistas.

O processo de construcio de cada cendrio € explicado adiante com a ajuda da Tabela 3.10.

Na Tabela 3.10, temos:

e N stakeholders, S,,, que anotamos: S, ..., Sy

e M Funcionalidades, F},,, que anotamos: F1, ...

e [ Fatores, V;, que anotamos: V..., V,

s

AO representa o resultado agregado de todos os fatores de valor, por funcionalidades,

para as avalia¢des de todos os stakeholders em relagdo a esta funcionalidade. A avaliagao
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Dados de uma Reunido de Tomada de Decisao
Sn | F Vi Vs Vi
S1 | Fi | k:positivo | k: positivo | ... | k : positivo
So | Fy | k:positivo | k:neutro | .. | Kk:negativo
Sy | F1 | k:positivo | k:neutro | .. | k:negativo
AO k' : positivo | k' : neutro | ... | k' : negativo
St | Fy |k :neutro k : neutro | .. | k:neutro
Sy | Fayr | k:neutro k :neutro | ... | k:negativo
Sy | Fi | k:positivo | k : negativo | ... | k : negativo
AO k' :meutro | k' :neutro | .. | k:negativo

Tabela 3.10: Matriz utilizada para criar cendrios a partir de dados histéricos

9 G

¢ definida como ““positivo”, “neutro” ou “negativo” de acordo com a maior frequéncia de k:
positivo/neutro/negativo, considerando todos os stakeholders e funcionalidades. Caso haja
um empate, k é definido como o estado menos otimista (negativo > neutro > positivo). Neste
estudo de caso, os fatores de valor possuem a mesma importancia.

A Tabela 3.11 mostra os cendrios extraidos das tomadas de decisdes relacionadas a sprint
10, dispostos de acordo com a Tabela 3.10. Na Tabela 3.11 as funcionalidades sombreadas
em tom escuro foram selecionadas para implementacdo na Sprint 10 e as funcionalidades
sombreadas em tom claro foram rejeitadas.

Para validar o modelo, e por conseguinte, os métodos, cada funcionalidade relacionada
na Tabela 3.11 constituiu um cenério, de forma que as evidéncias obtidas a partir do valor
de cada célula relacionando os fatores de valor com as funcionalidades foram utilizadas para
alimentar a rede Bayesiana. Na prética, no entanto, ao aplicar as propriedades de separacao
direcional (d-separagdo) [40] foi observada a existéncia de apenas 4 cendrios distintos dentre
os 7 existentes (i.e., os cendrios 2, 3, 4 e 5 sdo iguais). Os nds que se tornaram irrelevantes
nos cendrios extraidos sdo descritos em seguida.

Considerando os conjuntos de nés X = {F'1, F'13, F'4, F'5, F10, F9, F7},Y = {F16}
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Funcionalidades avaliadas na reunio de tomada de decisao para Sprint 10
Fatores de Valor
1 2 3 4 5 6 7

F2 Negativo | Negativo | Negativo | Negativo | Negativo | Negativo | Negativo
F3 Neutro | Negativo | Negativo | Negativo | Negativo | Negativo | Negativo
F6 Positivo | Negativo | Negativo | Negativo | Negativo | Neutro Positivo
F8 Positivo | Positivo | Positivo | Positivo | Positivo | Positivo | Positivo
F11 Negativo | Negativo | Negativo | Negativo | Negativo | Negativo | Negativo

Tabela 3.11: Dados de decisdes tomadas para a Sprint 10, dispostos em conformidade com

a Tabela 3.10

e £ = {F6}, X e Y sdo condicionalmente independentes em F. Em outras palavras, o
conjunto de nés £ d-separa os conjuntos de nés X e Y, haja vista que todos os caminhos
de um né pertencente a X para um né pertencente a Y sdo bloqueados dado £ (i.e., F'6
possui evidéncia em todos os cendrios). Dessa forma, os nds pertencentes ao conjunto X sdao
irrelevantes para o resultado final (i.e., resultado do né F'16). De forma anéloga, o né ['12 e
F'16 sdo condicionalmente independentes dado a existéncia de evidéncia no né F'3 em todos

os cenarios. Portanto, o n6 F'12, é também, irrelevante na execucdo dos cendrios.

3.4.2 CasoB

3.4.2.1 Construcao da Estrutura

Para criar a estrutura da rede Bayesiana do Caso B, foram realizados os mesmos passos do
Caso A. Dessa forma, os especialistas utilizaram a ferramenta Netica, que havia sido pré-
carregado com nos representando todos os fatores de valor previamente identificados (ver
Tabela 3.2), para definir as relagdes de causa e efeito.

Durante a defini¢@o das relacdes, foram acrescentados mais trés nds, assim como no caso
A. O primeiro n6 foi “Valor Geral”, que representa a saida do modelo. Neste estudo de caso,
o “Valor Geral” pode ser “Baixo”, “Médio” ou “Alto” e varia de acordo com o design de tela
avaliado para implementacdo. Mais dois nds foram adicionados — “Reducao de Esfor¢co” e
“Usabilidade”. O objetivo destes nds, assim como no Caso A, foi aumentar a capacidade de

representacao do modelo.
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Navegagdo Padrao Cliques para tarefa Nao ha muitos itens na Ul
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Figura 3.7: Rede Bayesiana construida no Caso B

3.4.2.2 Quantificacao da Rede Bayesiana

Para quantificar a rede Bayesiana do Caso B, foram utilizados 1037 registros de dados oriun-
dos de cinco reunides de tomada de decisdo. Dos 1037 registros, 744 registros foram utiliza-
dos para calibrar a rede Bayesiana e 293 para valida-la. Os registros utilizados para calibrar
a rede Bayesiana estdo relacionados as reunides de identificador 4, 18 e 20, nas quais foram
avaliados 18 itens. Os dados utilizados para validar a rede Bayesiana estio relacionados as
reunides de identificador 16 e 17, nas quais o objetivo foi selecionar o design para duas telas
do produto em desenvolvimento.

Uma vez finalizada a estrutura da rede Bayesiana, os dados de decisdo relacionados as
reunides 4, 18 e 20 foram utilizados para preencher as TPN dos nove nés folhas do modelo
(i.e., probabilidades a priori) — “Atende aos requisitos da interface do usudrio”, “Complexi-
dade de implementacdo”, “Disponibilidade de bibliotecas de terceiros”, “Potencial de reuso”,
“Cores correspondem a paleta de cores do projeto”, “Nao possui muitos itens na interface do
usudrio”, “Segue o fluxo de navegacao padrdao”, “Numero de cliques para realizar a tarefa” e
“Acessibilidade da interface de usudrio”.

A Figura 3.8 apresenta um dos nés da rede Bayesiana de estimativa de valor. Com base
em todas as avaliacOes feitas sobre os 18 designs de tela discutidos nas reunides 4, 18 e 20,

cada frequéncia (79%, 17%, 4%) representa, respectivamente, a porcentagem total em que
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designs de tela foram avaliados como de “Impacto Positivo”, “Impacto Neutro” e “Impacto
Negativo” em relagdo ao “Numero de clicks para realizar tarefa”. Essa frequéncia sugere que

a maioria dos designs avaliados ndo adicionaram complexidade indesejada ao produto.

Cliques para realizar tarefa

Impacto Positivo ~ 79.0
Impacto Neutro  17.0
Impacto Negativo 4.00

Figura 3.8: Exemplo de n6é com probabilidades a priori

Depois que todas as frequéncias foram inseridas nas TPN dos n6s folha, a préxima etapa
foi iniciar a construcao das TPN dos quatro n6s filhos. Nesta etapa, os métodos semiauto-
maticos de geragdo de TPN foram aplicados. Dessa forma, duas versdes da rede Bayesiana
foram geradas. A primeira versdo foi gerada com o método WSA, assim como no Caso A.

A Figura 3.9 apresenta a tela principal do plugin utilizado para aplicar o método WSA
neste estudo de caso. Dado os nés pais “Simplicidade da interface do usuério”, “Interface
de usudrio significativa” e “Cores correspondem a paleta de cores do projeto” o gerente de
projeto e o desenvolvedor escolheram os estados mais provdveis para os nos pais “Interface
de usudrio significativa” e “Cores correspondem a paleta de cores do projeto” quando o
no6 pai “Simplicidade da interface do usudrio” estd nos estados “Impacto Positivo™, “Impacto
Neutro” e “Impacto Negativo” (estados em negrito na Figura 3.9). O mesmo foi feito fixando
os estados dos demais nds pais e escolhendo os estados mais provaveis dos outros dois. Para
cada uma das combinacdes de pais compativeis identificadas, os especialistas inseriram as
probabilidades de cada um dos estados do no filho “Usabilidade”.

Dado os n6s pais “Funcionalidade envolve a implementagdo de sensores” e “Funcionali-
dade faz parte do nicleo”, os dois gerentes primeiro escolheram os estados mais provaveis
para o n6 pai “Funcionalidade faz parte do nucleo” quando o né-pai “A funcionalidade en-
volve a implementagdo de sensores” estd nos estados “Impacto Positivo”, “Impacto Neutro”
e “Impacto Negativo”. O mesmo foi feito para cada um dos estados do n6 pai “Funcionali-
dade faz parte do nuicleo”. Para cada uma das combinacdes de pais compativeis identificadas
os especialistas de dominio inseriram as probabilidades de cada um dos estados do n6 filho
“Funcionalidade faz parte do nicleo do software”.

Um exemplo de configuracdo de pais compativeis € “A funcionalidade envolve a im-

plementacio de sensores” = “Impacto Positivo”, “Funcionalidade faz parte do nicleo” =
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Figura 3.9: Exemplo de dados de entrada para o método WSA (Caso B)

Né-Filho Minutos
Simplicidade da interface do usudrio 19
Usabilidade 12
Reducao do esforco 3
Valor geral 7

Tabela 3.12: Tempo necessdrio para aplicar o método WSA (Caso B)

“Impacto Positivo”. Os stakeholders também escolheram um peso relativo para cada um dos
nos pais, indicando seu grau de influéncia sobre o n6 filho. Uma vez que ambos os passos
foram realizados, a TPN completa foi gerada usando o algoritmo WSA.

Usando o método WSA, os especialistas de dominio precisaram fornecer 27 em vez de
81 probabilidades. Observe que a diferenca agora € mais significativa do que a do exemplo
da Figura 3.9. Ou seja, quanto mais complexo for a TPN, maior serd o ganho do WSA em
relacdo a reducdo do esfor¢o necessario quantificéd-la.

O tempo gasto para identificar configuracdes de pais compativeis, inserir as probabili-
dades e pesos dos nés pais, para cada uma das quatro TPN dos n6s filhos foi 41 minutos.
Detalhes sao apresentados na Tabela 3.12.

No que se refere ao método RNM, foi utilizada a mesma abordagem aplicada no Caso

A. Um exemplo dos dados coletados € mostrado na Tabela 3.13. Um exemplo dos dados
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Né Filho
Nos Pais
Simplicidade da interface do usudrio
Niimero de cliques | N&o possui muitos itens | Segue o fluxo de o
Impacto Positivo
para realizar a tarefa | na interface do usudrio | navegagdo padrao
Impacto Positivo Impacto Positivo Impacto Positivo 0 0 1
Impacto Positivo Impacto Positivo 0.7 0.3 0
Impacto Positivo Impacto Positivo 0.7 0.3 0
Impacto Positivo 1 0 0
Impacto Positivo Impacto Positivo 0.7 0.3 0
Impacto Positivo 0.8 0.2 0
Impacto Positivo 0.8 0.2 0
0.1 0 0

Tabela 3.13: Exemplo de tabela utilizada na coleta de dados dos especialistas do Caso B

gerados pelo “Especialista Simulado” € apresentado na Tabela 3.14.

3.4.2.3 Passo a passo do modelo

A validag¢ao dos modelos criados no Caso B, com cendrios simulados, seguiu 0 mesmo pro-
tocolo do Caso A. Foram preparados oito cendrios hipotéticos (ver Tabela 3.16), um a mais

em relacdo ao Caso A.

3.4.2.4 Acuracia de Previsao

Nesta etapa, foi utilizado um subconjunto de casos reais extraidos de dados relacionados a
tomadas de decisdo das reunides de identificador 16 € 17, com os quais foram gerados os
cendrios de validacgao.

A Tabela 3.17 apresenta os dados coletados, dispostos de acordo com a Tabela 3.12.
Nas Tabelas 3.17 e 3.21 os itens de decisdo sombreadas em verde foram selecionados para
implementacgdo e os itens sombreadas em vermelho ndo foram selecionados.

Assim como no Caso A, alguns fatores de valor (i.e., F6, F7 e F8) se tornaram irrelevantes

devido a existéncia de evidéncia para o fator de valor F10.
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N6 Filho
Nés Pais
Simplicidade da interface do usudrio
Numero de cliques | Ndo possui muitos itens | Segue o fluxo de .
Impacto Positivo
para realizar a tarefa | na interface do usudrio | navegagdo padrdo
Impacto Positivo Impacto Positivo Impacto Positivo 0 0.0368 0.9632
Impacto Positivo Impacto Positivo 0.7291 0.2709 0
Impacto Positivo Impacto Positivo 0.6932 0.3068 0
Impacto Positivo 0.8874 0.1126 0
Impacto Positivo Impacto Positivo 0.6932 0.3068 0
Impacto Positivo 0.8874 0.1126 0
Impacto Positivo 0.8767 0.1233 0
0.9664 0.0336 0

Tabela 3.14: TPN aproximada obtida com o especialista simulado (Caso B)

Resultado obtido com o especialista simulado para o n6 filho “Simplicidade da interface do usudrio”. A expres-

sdo ponderada utilizada foi WMIN com os seguintes parametros: o2 = 0.0915 (i.e., variincia); e pesos 9-9-10.

O melhor resultado obtido pelo “Especialista Simulado” foi B.S' = 0.00246858.

N6 Filho | Expressdo Ponderada | Varidncia Nos Pais Brier Score
F13 wmin 0.0405 | FO1*10 + F12*10 + FO4*1 + F11*1 | 0.0255071
F11 wmax 0.026 F03*4 + F02*10 0.000000375
F12 wmin 0.072 F10*10 + F09*7 + FO5*5 0.00208559
F10 wmin 0.0915 FO08*9 + F06*9 + FO7*10 0.00246858

Tabela 3.15: Parametros utilizados com o método RNM (Caso B)

A primeira coluna identifica o n6 filho. A expressdo ponderada foi definida pelo especialista em redes Baye-

sianas. A variincia e o peso dos nds pais foram obtidos com o “Especialista Simulado”. A ultima coluna da

tabela mostra o BS obtido. Quanto menor for o BS, melhor o resultado final.
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Cenarios Simulados
Fatores de Valor
1 2 3 4 5 6 7 8
F1 Negativo | Neutro Neutro | Negativo | Positivo | Negativo | Positivo | Positivo
F2 Positivo | Negativo | Positivo | Negativo | Positivo | Negativo | Positivo | Negativo
F3 - Negativo - - - Negativo - Neutro
F4 - Negativo | Neutro | Negativo | Positivo | Negativo | Positivo | Negativo
F6 - - - - - Negativo - Positivo
F7 - - Neutro - - - - Neutro
F8 - - - - - - - Positivo
F9 - - Negativo - - Negativo - Positivo
F11 - Baixo - - - Baixo - -
Tabela 3.16: Cenarios simulados para validagdo do modelo construido no Caso B
Designs de tela avaliados nas reunides de tomada de decisao 16 e 17
Fatores de Valor
1 2 3 4 5 6 7 8 9
F1 Positivo = Positivo | Positivo | Positivo | Positivo  Positivo | Positivo | Positivo | Positivo
F2 Neutro ~ Neutro | Positivo | Negativo | Neutro  Negativo | Neutro | Negativo | Negativo
F3 Neutro = Neutro | Neutro | Negativo | Neutro Neutro | Neutro | Neutro Neutro
F6 Neutro  Positivo | Positivo | Positivo | Neutro Neutro | Positivo | Positivo | Neutro
F8 Positivo | Neutro | Neutro Neutro | Positivo  Positivo | Neutro | Positivo | Positivo
F7 Positivo = Positivo | Positivo | Negativo | Negativo Negativo | Positivo | Neutro Neutro
F4 Neutro  Positivo | Neutro | Positivo | Positivo  Positivo | Positivo | Positivo | Positivo
F9 Positivo = Positivo | Negativo | Positivo | Neutro  Positivo | Positivo | Positivo | Positivo
F10 Positivo = Positivo | Neutro | Positivo | Positivo  Neutro | Positivo | Positivo | Neutro

Tabela 3.17: Dados de decisdes tomadas para a Sprint 10, dispostos em conformidade com

a Tabela 3.10
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3.5 Resultados e Discussao

3.5.1 Caso A

No que se refere a validacdo com passo a passo do modelo (i.e., cendrios simulados), o
método WSA apresentou uma acurdcia superior ao método RNM. A Tabela 3.18 mostra os
resultados esperados pelos especialistas de dominio em cada um dos cendrios hipotéticos
criados para validar os modelos, bem como os resultados obtidos pelos métodos de geracao
de TPN.

Como € possivel observar na Tabela 3.18, dos sete cendrios criados, trés (i.e., cendrios
2, 4, 7) apresentaram conflito entre o estado de maior probabilidade esperado pelos especi-
alistas de dominio para o n6 “Valor Geral” e o estado de maior probabilidade do né “Valor
Geral” resultante do modelo construido com o método RNM, que apresentou uma precisao
de apenas 57,14%. Por outro lado, o modelo construido com o método WSA apresentou
uma acurécia de 100%, estimando corretamente o estado de maior probabilidade para o n6
“Valor Geral” em todos os cendrios considerados.

No que se refere a validacdo com dados histéricos (i.e., acurdcia da previsao), os métodos
foram considerados equivalentes. A tabela 3.19 mostra os resultados obtidos nos cendrios
construidos com dados referentes a decisdes tomadas na escolha de funcionalidades para a
sprint 10. Na Tabela 3.19 as linhas sombreadas em tom escuro indicam as funcionalidades
que foram selecionadas e as linhas sombreadas em tom claro representam as funcionalidades
rejeitadas. As funcionalidades 2, 3, 4 e 5 obtiveram resultados equivalentes, dado que, na
prética, as evidéncias dos nés que diferenciavam os cendrios se tornaram irrelevantes (i.e.,

ao aplicar as propriedades de d-separacao).

Estado de maior probabilidade em F15 / Cenarios Simulados >

Fonte g

1 2 3 4 5 6 7 =

(<]

Especialista | Positivo | Negativo | Positivo | Negativo | Positivo | Positivo | Negativo | ®
WSA Positivo | Negativo | Positivo | Negativo | Positivo | Positivo | Negativo | 7/7
RNM Positivo | Neutro | Positivo | Positivo | Positivo | Positivo | Positivo | 4/7

Tabela 3.18: Resultado da validagao com cendrios simulados (Caso A)
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Valor Geral
Funcionalidade WSA RNM
Baixo | Médio | Alto | Baixo | Médio | Alto
1 173% | 13,4% | 69,3% | 0% 0% 100%

38% 20% 42% 0% 39% | 61%
38% 20% 42% 0% 39% | 61%
38% 20% 42% 0% 39% | 61%
38% 20% 42% 0% 39% | 61%
25% 19% 56% 0% 25% | T5%
17% 13% 70% 0% 0% 100%

N QN0 B W N

Tabela 3.19: Resultado da validacao com dados histéricos da sprint 10 (Caso A)

De acordo com os resultados, as funcionalidades selecionadas foram, de fato, as que
apresentaram maior probabilidade para o estado “Alto” do n6 “Valor Geral”, com exce¢do da
funcionalidade 3 que, apesar de equivalente as funcionalidades 2, 3 e 4, ainda foi selecionada.
A selecdo da funcionalidade 3 talvez pudesse ser explicada por um fator ndo modelo na
rede Bayesiana ou talvez trate-se de uma decisdo de exce¢do. No entanto, dado que a rede
Bayesiana serve de suporte a tomada de decisdo, os resultados obtidos com os dois métodos
ainda sio considerados promissores. Um efeito observado que vale a pena mencionar neste
estudo € que o modelo construido com o método RNM foi mais otimista do que o modelo

construido com o método WSA em todos os casos em que a previsao foi acertada.

3.5.2 CasoB

A validacdo com passo a passo dos modelos criados no Caso B apresentaram um maior equi-
librio entre os métodos, apesar do modelo criado com o método WSA ainda ter apresentado
uma acurdcia superior ao modelo construido com o método RNM. Na Tabela 3.20 podemos
observar que, dos oito cendrios criados, quatro (i.e., cendrios 1, 2, 3 e 8) apresentaram con-
flito entre o estado de maior valor esperado pelos especialistas de dominio para o n6 “Valor
Geral” e o estado de maior valor obtido no modelo construido com o método RNM para o

mesmo nd, apresentando uma precisdao de 50%. Por outro lado, o método WSA apresentou
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Estado de maior probabilidade em F15 / Cenarios Simulados | -

Fonte g

1 2 3 4 5 6 7 8 I~y

(<]

Especialista | Baixo | Baixo | Baixo | Baixo | Alto | Baixo | Alto | Baixo | ®
WSA Baixo | Alto | Médio | Baixo | Alto | Baixo | Alto | Baixo | 6/8
RNM Médio | Médio | Médio | Baixo | Alto | Baixo | Alto | Médio | 4/8

Tabela 3.20: Resultado da valida¢ao com cenérios simulados (Caso B)

Valor Geral
Design de Tela WSA RNM

Baixo | Médio | Alto | Baixo | Médio | Alto
1 77% 3% 20% 0% 11% | 89%
2 21% 3% 76% 0% 6% | 94%
3 77% 14% 9% 0% 100% | 0%
4 3% 39% 58% 0% 11% | 89%
5 34% | 31,5% | 34,48% | 0% 46% | 54%
6 24% 6% 70% 0% 95% | 5%
7 21% 3% 76% 0% 6% | 94%
8 24% 4% 72% 0% 11% | 89%
9 24% 6% 70% 0% 95% | 5%

Tabela 3.21: Resultado da validacdo com dados histéricos (Caso B)

uma precisdo de 75%, estimando corretamente o estado de maior valor para o n6é “Valor

Geral” em seis dos oito cendrios criados (i.e., apresentou conflito nos cendrios 2 e 3).

No que se refere a validagdo com dados histéricos, os métodos foram considerados equi-

valentes. A Tabela 3.21 apresenta os resultados obtidos nos cendrios construidos com dados

de decisdes referentes a escolha de designs de tela para implementa¢do em determinado pro-

duto de software. Na Tabela 3.21, as linhas sombreadas em tom escuro indicam os designs

aprovados para implementacdo e as linhas sombreadas em tom claro representam os designs

rejeitados. Os dois designs de tela selecionadas tiveram a maior probabilidade para o estado

“Alto” em ambos os métodos.
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3.6 Ameacas a Validade

Uma das ameacas deste estudo de caso estd relacionada a medida escolhida para mensurar
valor, haja vista que ndo foi possivel utilizar uma escala numérica; ou seja, a escolha foi
entre uma escala nominal ou ordinal. Os especialistas de dominio escolheram medir o valor
como ‘“Valor de Impacto”, medido em uma escala ordinal de trés pontos. Nao obstante, o
processo que foi usado para construir e validar os modelos de estimativa de valor ja foram
empregados em outros estudos e obtiveram bons resultados [1,3,29]. Além disso, a validacao
dos modelos, e por conseguinte, dos métodos, foi baseada ndo apenas na entrada direta de
especialistas de dominio (i.e., passo a passo cognitivo do modelo), mas também usando
dados histdricos de reunides de tomada de decisdes.

Outra ameaca a validade estd relacionada a ndo homogeneidade do ambiente em que
foram aplicados os métodos. Embora o método WSA tenha sido aplicado com a presenga dos
especialistas em redes Bayesianas, que atuaram como facilitadores, os dados para aplicacao
do método RNM foram obtidos de forma remota, por meio de planilhas eletronicas que
foram utilizadas para coletar os dados de entrada para o “Especialista Simulado”, a partir do
qual foram gerados os parametros de entrada para o algoritmo do RNM. Por fim, o conjunto
de fatores de valor e os modelos de estimativa de valor sdo solugdes especificas da empresa.
Portanto, os resultados estio vinculados ao contexto da empresa para a qual eles foram feitos.
No entanto, eles talvez possam ser aplicdveis a outras empresas que desenvolvem aplicacdes

similares aquelas aqui detalhadas.



Capitulo 4

Experimento

Neste capitulo, sdo apresentados os resultados de um estudo empirico comparativo entre
métodos de geracdao semiautomdtica de TPN. Os métodos comparados foram: RNM, WSA,

AHP e uma combinagdo dos métodos WSA e AHP.

4.1 Definicao

O estudo realizado € do tipo experimental, e teve como objetivo analisar métodos de geracao
semiautomdtica de TPN com a inten¢ao de compara-los a respeito de acurdcia e capacidade
de modelagem de TPN do ponto de vista de especialistas em redes Bayesianas no contexto de
quantificacdo de incertezas na avaliacdo da coesdo de equipes dgeis de desenvolvimento de
software. Os dados foram coletados de especialistas de dominio que utilizaram os métodos

e definiram manualmente TPN de referéncia para comparar os resultados dos mesmos.

4.1.1 Objetivos especificos

1. Comparar a acurécia dos métodos semiautomaéticos de geracdo de TPN;

2. Comparar a capacidade de modelagem dos métodos semiautomaticos de geracdo de

TPN.

63
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4.2 Visao Geral

Este experimento foi realizado em quatro etapas para cumprir os objetivos definidos na Se¢do

4.1. A Figura 4.1 apresenta um diagrama com uma visdo geral das atividades realizadas.

Falso

() ! !
Verdadeiro
Preparagéo do Selegéo de Avaliagdo do Aprovado ou Selegéo de Treinamento e
experimento modelo modelo I especialistas motivacéo

(iv)

Apresentagédo dos Coleta das Desenvolvimento do Ainda ha Aprlrlféatgzgsos Coleta de
resultados métricas modelo de referéncia pétodes 5 dados
(casualizado)
(ii)
Verdadeiro

(i)

Sintese dos
dados

a
disponiveis Verdadeiro

Figura 4.1: Visao geral das atividades realizadas no experimento

As atividade realizadas foram:

1. Planejamento e instrumentag¢ao;

2. Selecao do modelo;

3. Avaliacdo do modelo;

4. Selecdo de especialistas;

5. Treinamento e motivacao;

6. Aplicacdo dos métodos;

7. Desenvolvimento do modelo de referéncia;

8. Coleta de métricas;

9. Andlise e interpretacdo dos dados;
10. Apresentacdo dos resultados.

As atividades 1, 2, 3 e 5 estd@o relacionadas com a etapa (i), as atividades 6, 7 e 8 estdo
relacionados com a etapa (ii), atividade 9 estd relacionada com a etapa (iii), e finalmente a

atividade 10 que estd relacionada com a etapa (iv) e converge na escrita deste capitulo.
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4.3 Contexto

Os métodos de geracdo semiautomdtica de TPN foram aplicados por alunos graduandos do
curso de Ciéncia da Computagdo, que atuam como desenvolvedores junior em projetos de de-
senvolvimento de software no Laboratério Embedded — um laboratério de desenvolvimento
de software localizado na Universidade Federal de Campina Grande, Brasil.

No Laboratério Embedded, os projetos sdo executados em parceria com outras empresas
para desenvolver produtos de software ou protétipos. Os desenvolvedores seguem processos
de desenvolvimento de software e os projetos sdo executados seguindo um processo baseado
em Scrum.

Os desenvolvedores participantes deste experimento utilizaram os métodos semiautoma-
ticos de geracdo de TPN para quantificar incertezas em uma rede Bayesiana destinada a
avaliacdo e melhoria da coesdo de equipes dgeis de desenvolvimento de software, adaptada

de Freire et al. [15].

4.4 Planejamento

Nesta secdo, as questdes de pesquisa e hipoteses, a rede Bayesiana utilizada, a selecdo de
participantes, o design do experimento e a instrumentacdo do mesmo sdo descritos em deta-

lhes.

4.4.1 Questoes de pesquisa e hipoteses

Conforme sugere a discussdo apresentada em Zagorecki e Druzdzel [52], ndo hd uma me-
dida padrio estabelecida para medir a similaridade de TPN. No entanto, hd um conjunto de
medidas que sdo geralmente utilizadas para este fim. Neste estudo sdo utilizadas trés des-
tas medidas de similaridade e uma medida de propor¢ao para comparar a acurdcia das TPN

geradas pelos métodos semiautomdticos. Dessa forma, as perguntas de pesquisa sao:
PI. A capacidade de modelagem de TPN dos métodos semiautomaéticos € diferente?

O que nos leva as seguintes hipéteses:
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H1y: A capacidade de modelagem de TPN dos métodos semiautométicos € a mesma

quando as TPN sao comparadas a partir do Brier Score;

H1y: A capacidade de modelagem de TPN dos métodos semiautomdticos € diferente

quando as TPN sdo comparadas a partir do Brier Score;

H?2y: A capacidade de modelagem de TPN dos métodos semiautomaticos ¢ a mesma

quando as TPN sdo comparadas usando a Distancia Euclidana;

H?2q: A capacidade de modelagem de TPN dos métodos semiautomaéticos € diferente

quando as TPN siao comparadas usando a Distancia Euclidana;

H3y: A capacidade de modelagem de TPN dos métodos semiautomaticos € a mesma

quando as TPN siao comparadas usando o Erro Médio Absoluto;

H3,: A capacidade de modelagem de TPN dos métodos semiautomaticos € diferente

quando as TPN sdo comparadas usando o Erro Médio Absoluto.

Caso a hipétese nula seja refutada - indicando que ha diferenca - as médias das medidas
de similaridade serdo analisadas para que se possa estabelecer o método que proporciona a

maior capacidade de modelagem de TPN.

P2. A acuracia dos métodos semiautomaticos € diferente?

O que nos leva as seguintes hipdteses:

H4y: A acuricia dos métodos semiautomaticos € a mesma quando consideramos a

propor¢do de acertos dos métodos;

H4,: A acuricia dos métodos semiautomaticos € diferente quando consideramos a

proporcao de acertos dos métodos.

No que se refere a acurdcia, caso a hipétese nula seja refutada - indicando que ha dife-
renca - a proporcdo de acertos serd analisada para que se possa estabelecer o método que

proporciona maior acurécia, de um ponto de vista prético.
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4.4.2 Definicao Formal das Hipdteses

Formalmente, as quatro hipéteses descritas anteriormente podem ser definidas conforme a

Tabela 4.1:

L Hipotese Nula Hipotese Alternativa
Hipotese
(I é o nimero de métodos) (para pelo menos um ¢)

Tabela 4.1: Hipéteses do experimento

4.4.3 Selecao do Modelo

A rede Bayesiana utilizada neste experimento trata-se de uma adaptacdo do modelo proposto
por Freire et al [15]. A mesma foi simplificada para adequar-se a este experimento (i.e., de
acordo com a andlise prévia do perfil dos possiveis participantes e do contexto do experi-
mento), a fim de fornecer um conjunto de etapas que sdo realizaveis e significativas para os
especialistas de dominio participantes do experimento.

A rede Bayesiana adaptada contém duas TPN com dois pais (baixa complexidade) e
uma com trés pais (média complexidade). Estas TPN sdo menos suscetiveis a vieses dos
especialistas de dominio quando comparadas a TPN de alta complexidade (i.e., no que diz
respeito a definicdo manual). Entretanto, apesar do tamanho, estas TPN sao consideradas nao
triviais. Uma TPN € considerada ndo trivial quando possui, pelo menos, dois nds pais [2,50].

A rede Bayesiana utilizada no experimento € apresentada na Figura 4.2.

4.4.4 KEstudo Piloto

Antes da execucdo do experimento, um estudo preliminar foi realizado. Este estudo teve os

seguintes objetivos:

1. Avaliar a rede Bayesiana adaptada de Freire et al. [15];
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Coeséao da Equipe
Baixa 6.80
Razoavel 28.4 mm Adaptabilidade
Alta 64.8 p—— Baixa 0

Razoavel 100
Alta 0

Autogerenciamento
Baixa 10.0

-
Razoavel 30.0
60.0 pt

Colaboragao
Baixa 0
Razoavel 10.0
Alta 90.0

AN /

Coordenagéo Orientagédo Conhecimento Lideranga Compartilhada
Baixa 0 Baixa 0 Baixo 0 Baixa 0
Razoavel 0 Razoavel 0 Razoavel 0 Razoavel 100
Alta 100 Alta 100 Alto 100 Alta 0

Figura 4.2: Rede Bayesiana utilizada no experimento

2. Validar a aplicacdo do método RNM sem especialista em redes Bayesianas (i.e., 0s
parametros de entrada do algoritmo do RNM sdo dados por um “Especialista Simu-

lado”).

Este estudo foi realizado com alunos da disciplina Projeto em Computacao I - que tiveram
seu primeiro contato com o trabalho em equipe em um contexto de desenvolvimento de

softwares. Os métodos aplicados foram RNM e WSA.

4.44.1 Metodologia

Os dados dos participantes foram coletados remotamente por meio de planilhas eletronicas.
Na primeira etapa, foi disponibilizado um formulario online para recrutar voluntarios, con-
tendo os seguintes campos: nome; e-mail; e projeto desenvolvido durante a disciplina. O
formulério foi divulgado ao término da disciplina no canal de comunicacao da disciplina.

Na segunda etapa, links individuais foram enviados via e-mail para cada um dos parti-
cipantes, promovendo acesso aos seguintes artefatos: planilha para preenchimento de pro-
babilidades de combinacdes de estados extremos (i.e., dados de entrada do “Especialista
Simulado”, que tem como saida os parametros do algoritmo do RNM); planilha para preen-
chimento de configuracdes de pais compativeis e pesos dos nds pais (i.e., dados de entrada
para o método WSA); video explicativo com informagdes e instru¢des sobre como os da-
dos deveriam ser preenchidos, bem como toda a semantica relacionada as varidveis da rede
Bayesiana; uma planilha com cendrios simulados para validacdo da rede Bayesiana.

A Figura 4.3a mostra a planilha utilizada para coletar os dados dos participantes, para,
entdo, aplicar o método RNM. Neste caso em especifico, o participante deveria raciocinar

acerca da influéncia da “Expertise” e da “Lideranca Compartilhada” na “Auto-Organizacao”
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da equipe. Na Figura 4.3b € possivel observar um exemplo de combinacdes de pais compati-

veis com distribui¢des de probabilidade e peso dos nds pais, denotando os dados de entrada

2
para o método WSA.
WSA Re:u:w;os Eéperﬁdas
= \uto-Organizagao STATUS
" ideranga i -
Expertise Compartilhada Baixa Média Alta
Baixa Alta M 0,5 0,25 0,25 valido
RNM Média Média ~ 033 033 034 valido
Auto-Organizaga STATUS Alta Baixa - 03 0,35| 0,35] vélido
fanga Compartil| Baixa Média Alta _ Expertise Lideranga Baixa Média Alta
Alta Alta 0,1 0,15| 0,75| valido Compartilhada
Alta Baixa 03] 0,45] 0,25] vélido Alta ~ |Baixa 0.3] 035 035 valido
Baixa Ata 0.25| 045 03 valido Média ~ [media 033 033 0,34 valido
Baixa Baixa 0.85] 0.1 005]  valido Baixa ML 05 0.25 0.25|WvAico
Pesos
A q Lideranga
(a) Dados de entrada para o método RNM Expertie | ¢ oideranea
05 05 valido |

(b) Dados de entrada para o método WSA

Figura 4.3: Planilhas utilizadas na coleta de dados no estudo piloto

Coeséao da Equipe
Baixa 7.70p
Razoavel 32.7 mmm

Alta 59.5 pmimmin
Colaboracao Autogerenciamento
n Baixa 10.0m
Baixa 0
Razoavel 10.0m xﬁ;oavel ggg [
Alta 90.0 / - pr—

Comunicagao Orientagao Expertise Lideranga Compartilhada
Baixa 0 Baixa 0 Baixo 0 Baixa 0
Razoavel 0 Razoavel 0 Razoavel 0 Razoavel 100
Alta 100 Alta 100 Alto 100 Alta 0

Figura 4.4: Rede Bayesiana utilizada no estudo piloto

Para validar as redes Bayesianas geradas a partir dos dados de entrada extraidos dos
participantes, foi utilizado o método de cendrios simulados (i.e., passo a passo do modelo).
Conforme podemos observar na Tabela 4.2, foram criados 10 cendrios hipotéticos. Estes
cendrios foram utilizados para comparar as estimativas calculadas por cada uma das redes

Bayesianas construidas e os resultados esperados por cada um dos participantes do estudo.

4.4.4.2 Resultados e Discussao

O experimento piloto contou com a participa¢do de cinco alunos, oriundos de quatro equipes
de desenvolvimento de software (i.e., Buzzticket; Alocca; Hipster; e Event Planner). Na
Tabela 4.3 € possivel observar os resultados dos tratamentos aplicados. A acurécia neste

estudo piloto é dado pelo numero de acertos dividido pelo nimero de cendrios. Para ilustrar
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Evidéncia dos nés pais Resultado Esperado
Cenario ' _ Lideranca _ Coesido da
Comunicagdo | Expertise Orientacdo
Compartilhada Equipe
1 Alta Alta Alta Alta ?
2 Alta Alta Baixa Alta ?
3 Alta Média Alta Baixa ?
4 Baixa Baixa Média Baixa ?
5 Alta Alta Média Média ?
6 Baixa Alta Média Média ?
7 Média Média Média Média ?
8 Alta Alta Baixa Baixa ?
9 Baixa Baixa Alta Média ?
10 Baixa Baixa Baixa Baixa ?

Tabela 4.2: Cenarios simulados (Estudo Piloto)

os resultados, tomemos como exemplo o participante nimero 1, na primeira linha da Tabela
4.3.

Diante dos resultados obtidos, é possivel observar que o tratamento com RNM produziu
um modelo que estimou corretamente 4 dos 10 cendrios hipotéticos, e portanto, alcangou
uma acurdcia de 40%. O segundo tratamento, com o método WSA, resultou em um modelo
com uma maior capacidade de representacdao do conhecimento do participante 1, alcan¢ando
um acuricia de 60%.

De forma geral, os resultados obtidos ajudaram a identificar mudangas necessdrias ao
modelo antes da realizacdo do experimento principal (e.g., necessidade de um né com trés
pais, alteragdes de nds e mudanga de nomenclatura). A Figura 4.2 ja reflete as alteracoes
aplicadas. Ademais, os resultados validaram o uso do modelo no experimento principal (i.e.,
com alteragdes), pois sdo similares aos resultados obtidos no estudo de caso apresentado no
Capitulo 3.

A abordagem com “Especialista Simulado” foi adotada no estudo de caso para desco-

brir a variincia e o pesos dos nds pais (i.e., ainda havia necessidade de um especialista em
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Numero de Acertos Precisao
Participantes

RNM WSA RNM | WSA
1 4 5 40% | 50%
2 8 6 80% | 60%
3 6 7 60% | 70%
4 8 6 80% | 60%
5 8 3 80% | 30%

Tabela 4.3: Resultado dos Cenarios Simulados (Estudo Piloto)

redes Bayesianas para definir a expressdo ponderada). Neste estudo piloto, o “Especialista
Simulado” também foi utilizado para descobrir a expressao ponderada (i.e., eliminando a

necessidade do especialista em redes Bayesianas). Os resultados validaram esta abordagem.

4.4.5 Selecao dos Participantes

Os participantes sao alunos do curso de Ciéncia da Computac¢ido da UFCG, que atuam como
desenvolvedores junior em projetos de desenvolvimento de software no Laboratério Embed-
ded. A participagc@o no experimento foi voluntdria. A tnica restricdo para participacio foi
possuir experiéncia minima de trés meses com a metodologia dgil de desenvolvimento de
software, Scrum. O tempo disponibilizado ao experimento por parte dos participantes, foi
convertido em horas de trabalho contabilizadas na carga hordria semanal dos mesmos no
Laboratério Embedded.

No contexto deste experimento, os desenvolvedores sdo caracterizados como especialis-
tas de dominio. Participaram deste experimento quatro especialistas de dominio. Na Tabela
4.4 ¢ apresentado os dados demogréficos dos participantes. Eles possuem entre 6 e 24 meses

de experiéncia com a metodologia 4gil, Scrum.

4.4.6 Delineamento do Experimento

Neste experimento, o fator de interesse F' sdo os métodos de geragdo semiautomdtica de
TPN com quatro niveis: WSA, RNM, AHP ¢ WSA-AHP. A acuricia e similaridade das

TPN geradas pelos métodos, medida com diferentes métricas, € a varidvel resposta (i.e.,
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Categoria Demografica Resultados
Média 22.2
Idade
Desvio Padrao | 1.6
Grau de Escolaridade | Graduando 10
6-12 meses 4
Experiéncia Profissional | 13-24 meses 4
25-36 meses 2
Desenvolvedor | 9

Papel no Projeto

Testador 1

Tabela 4.4: Dados demograficos dos participantes do experimento

varidvel dependente).

Toda e qualquer varidvel que possa interferir na varidvel resposta ou dependente deve
ser mantida constante ou ter seu efeito mitigado sempre que possivel. Neste experimento,
a variavel que poderia interferir na varidvel resposta € a experiéncia dos participantes em
redes Bayesianas. Em outras palavras, o fator-estorvo, ou fonte de variacao indesejada X, é
caracterizado como a experiéncia dos participantes em relacao a redes Bayesianas.

A blocagem € uma alternativa ttil para reduzir a influéncia de fontes de variagao sistema-
ticas e melhorar a eficiéncia de experimentos - por meio do arranjo de unidades experimentais
em grupos homogéneos. Portanto, para cancelar o efeito de X, foi adotado um delineamento
em blocos casualizados (DBC) com balanceamento. Dessa forma, o fator-estorvo X foi
blocado e o fator de interesse F' foi randomizado, ou seja, X teve uma chance igual de influ-
enciar todos os niveis do fator F'. Na Tabela 4.5 € apresentado o resultado da casualizagdo
dos niveis de F' entre blocos.

Para medir a capacidade de modelagem das TPN geradas pelos métodos € possivel cal-
cular a similaridade para cada uma das distribui¢cdes de probabilidade condicionais nas TPN
com alguma medida padrdo e, em seguida, usar a soma dos valores para descrever a simi-
laridade das TPN. Ou seja, € possivel medir a similaridade tratando as distribuicdes como
vetores nos quais sdo aplicadas fungdes geométricas (e.g., distancia euclidiana, distancia de

Manhattan) [28].
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No entanto, para Zagorecki e Druzdzel [52] os valores de similaridade relacionados a
diferentes distribui¢cdes de probabilidades ndo possuem igual importancia, e dependem do
quao provavel seja a combinacio correspondente de estados dos nés pais na vida real. Ou
seja, € preciso realizar uma soma ponderada das medidas de similaridade.

Dianto do exposto em Zagorecki e Druzdzel [52], para medir a capacidade de modela-
gem dos métodos semiautomaticos (i.e., 0 quao bem as TPN construidas com os métodos
semiautomdticos representam o conhecimento dos especialistas de dominio) foi tomada a
decisao de ndo medir a similaridade dos vetores de probabilidade, mas sim, de toda a TPN,
assim como em Laitila [25].

Dessa forma, a similaridade de duas TPN O e © com N combinacdes de estados dos nds
pais (i.e., distribui¢des de probabilidade ou vetores de probabilidade) é medida considerando
cada uma das células das TPN como pontos. Sobre qual medida de similaridade usar, a
discussdo apresentada em Zagorecki e Druzdzel [52] indica que ndo ha uma medida padrao
estabelecida para medir a similaridade de duas TPN.

Neste experimento foram adotadas as seguintes medidas de similaridade: Distancia Eu-
clidiana (ED) (Eq. 4.1), Brier Score (BS) (Eq. 4.2) e Erro Médio Absoluto (EM) (Eq. 4.3).
Estas medidas foram utilizadas para comparar os pontos (i.e., células) das TPN (i.e., ©;; e
(:)ij). A divergéncia de Kullback-leibler foi considerada mas sua limita¢do para lidar com
casos em que a probabilidade estimada € zero e a probabilidade esperada nao é zero [52]
fez com ela ndo fosse adotada '. As equacdes das medidas adotadas sdo apresentadas em

seguida:

N S
ED = ZZ ij)2 4.1)

N S
1 3
BS = > Y (04 - 6y)° (4.2)
i=1 j=1
1 N S ~
EM = ¥ ; Z 1©; — O] (4.3)

'Uma medida comumente adotada nesses casos é substituir zero por um nimero préximo de zero, mas na
pratica, foi observada uma puni¢do muito elevada para incidéncias desses casos no experimento (i.e., apesar de

terem ocorrido em apenas dois blocos)
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em que:

© € a TPN de referéncia;

e O ¢ aTPN gerada por um método semiautomatico;
e N é o nimero de combinac¢do de nds pais;
e S é o numero de estados do n6 filho;

e N ¢é o niimero de probabilidades de O e o.

Geralmente, modelos baseados em redes Bayesianas servem como suporte a tomada de
decisdes, de forma que, muitas vezes, o que importa para o especialista de dominio € o estado
mais provavel para um determinada varidvel do modelo (i.e., o estado com maior probabili-
dade em um n6). Um exemplo disso sdo os modelos de estimativa de valor desenvolvidos no
estudo de caso apresentado no Capitulo 3.

Dessa forma, a moda das distribui¢des de probabilidade se torna um critério relevante
para comparar os métodos. Em outras palavras, os métodos de geracdo semiautomatica de
TPN conseguem gerar TPN que expressam corretamente a moda de distribui¢cdes de proba-
bilidade relacionadas a combinagdes de estados dos nds pais assim como modelado nas TPN
de referéncia? Qudo bem eles conseguem realizar esta tarefa? Para responder a estas inda-
gacdes € considerada a Proporcao de Acertos (PA) dos métodos, conforme é apresentado na
Equacdo 4.4:

PA = (4.4)

S

em que:

e P A € a proporcio de acertos;

e A € o nimero de distribui¢des de probabilidade de O em que a moda das distribuicao

de probabilidade € equivalente a obtida em ©;

e N € o niimero de distribui¢des de probabilidades de © e S

Assim, PA torna-se uma métrica para medir a acurécia pratica dos métodos?, relevante

para este este experimento.

2Em alguns momentos no texto a Proporcdo de Acertos serd referenciada como acuricia e vice-versa.
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Desenvolvedores Niveis de F'
X1 WSA+AHP WSA AHP RNM
Xs WSA+AHP RNM WSA AHP
X3 WSA RNM WSA+AHP AHP
X4 RNM WSA+AHP WSA AHP
X5 WSA+AHP RNM WSA AHP
Xs WSA+AHP WSA AHP RNM
X7 RNM WSA AHP WSA+AHP
Xs WSA+AHP RNM AHP WSA
Xy AHP RNM WSA+AHP WSA
X190 WSA RNM WSA+AHP AHP

Tabela 4.5: Blocagem dos desenvolvedores com randomizagdo dos niveis de F’

4.4.7 Instrumentaciao

De acordo com Jedlitschka e Pfahl [22] ha dois tipos de instrumentos em experimentos con-
trolados em engenharia de software: manuais e instrumentos de medic¢ao (e.g., questiondrios,
ferramentas de coleta de dados). Nesta secdo, sdo apresentados os artefatos necessarios a

aplicacdo do experimento.

4.4.7.1 Manual do Participante

Uma animagdo em video, de cardter instrucional, foi desenvolvida para explicar as variaveis
da rede Bayesiana - fornecendo uma descricao inicial dos nds (i.e., varidveis) e seus possiveis
estados (i.e., valores). Um manual com informagdes acerca dos nds e seus possiveis estados
foi confeccionado. Este manual foi disponibilizado aos especialistas de dominio durante a

aplicacao de cada tratamento.

4.4.7.2 Planilhas Eletronicas

Planilhas eletronicas foram utilizadas para registrar informagdes referentes ao tempo de apli-
cacdo dos tratamentos, dados de entrada do método RNM e anotacdes diversas sobre os

elementos do experimento.
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4.4.7.3 Protétipo para calibragem do método RNM

Neste experimento, uma nova abordagem para elicitar conhecimento de especialistas e apli-
car o método RNM ¢ apresentada. Esta abordagem pode ser dividida em duas etapas: (i)
elicitacio das probabilidades, de forma direta ou indireta, dos especialistas de dominio; e (ii)
uso do “Especialista Simulado” para extragdo dos parametros de entrada necessdrios para
aplicar o método RNM (i.e., extraidos a partir dos dados obtidos em (i)). Em (i) os especia-
listas de dominio usam uma ferramenta grafica que permite raciocinar sobre as distribui¢des

de probabilidade em termos numéricos ou de propor¢ao.

RNM
(Calibragem)

Figura 4.5: Protétipo para calibragem do método RNM

Na Figura 4.5 € apresentado o protétipo utilizado para elicitar o conhecimento dos espe-
cialistas de dominio. Para cada combinagdo de casos extremos do nés pais, os especialistas
de dominio informam a distribuicdo de probabilidade esperada por meio de uma interface
gréfica (i.e., diretamente no prot6tipo).

Para informar cada distribuicdo de probabilidade esperada, os especialistas de dominio
podem usar o grafico de barra (1), disposto verticalmente, ou o grafico de barra (2), dis-
posto horizontalmente. Os especialistas de dominio interagem diretamente com as barras
do grafico de forma que, ao aumentar ou diminuir uma das barras, as demais se adéquam
automaticamente. Por exemplo, na Figura 4.5, ao ajustar a barra referente ao estado razoa-
vel (em amarelo), os demais estados sdo auto-ajustados. Em outras palavras, ao aumentar a
probabilidade de razodvel em 10%, o grafico diminui 5% dos demais estados.

Uma estratégia comumente empregada por especialistas de dominio consiste em, primei-
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ramente, ajustar a barra referente ao estado que ele tem uma maior seguranca em estimar
e adequar os demais estados de acordo. Caso o especialista de dominio queira aplicar esta
estratégia, o elemento (1) na Figura 4.5 permite travar o estado, de forma que as alteragdes
nos demais estados nao o modifiquem. Os especialistas podem fornecer os dados necessarios
ao “Especialista Simulado”, raciocinando em termos de propor¢ado, caso em que ele ignora
as informacdes numéricas do protétipo, ou de forma probabilistica, utilizando os indicativos

do elemento (2) e (3) na Figura 4.5.

4.4.7.4 Plugin para aplicar o método WSA

Para aplicagdo do tratamento com WSA, foi desenvolvido um plugin na ferramenta
BayesWeb?. A Figura 4.6 ilustra o uso do plugin por um dos participantes, no qual sio
identificadas as configuragdes de pais compativeis e as suas respectivas probabilidades. O
plugin tem como objetivo reduzir o esforco para aplicacdo do método WSA (i.e., esforco re-
lativo ao processo de elicitacdo de conhecimento dos especialista de dominio participantes).

Para reducao do esfor¢o, algumas estratégias foram empregadas ao plugin. Por exemplo,
¢ comum aos especialista de dominio identificar configuragcdes de pais compativeis equiva-
lentes - o que diminui a quantidade de parametros para execu¢ao do WSA. Na Figura 4.6 a
configuracio de pais compativeis do n6 “Coordenagdo” = “razodvel” € equivalente a configu-
racdo de pais compativeis do n6 “Orientacdo” = “razodvel”. Neste caso, a interface do plugin
fornece um feedback visual que indica relagdes de equivaléncia ao especialista de dominio,

e automaticamente realiza uma transposi¢ao das probabilidades para evitar inconsisténcias.

4.4.7.5 Plugin para aplicar o método AHP

Para aplicacdo dos tratamentos com o método AHP, foi desenvolvido um processo de elici-
tacdo de conhecimento que viabiliza o uso do método por especialistas de dominio, sem que
estes, necessariamente, possuam um conhecimento prévio acerca do funcionamento interno
do método (i.e., seus conceitos matematicos).

O processo de elicitacdo de conhecimento para uso do método AHP baseou-se em um

tipo de questiondrio, no formato de wizard*, em que o especialista de dominio responde a

3Uma ferramenta para construgio de redes Bayesianas desenvolvida no Laboratério Embedded.
4Um tipo de interface de usudrio que apresenta ao usudrio uma sequéncia de caixas de didlogo que levam
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Figura 4.6: Plugin para aplicacdo do método WSA

uma série de perguntas em sequéncia. O wizard serve para guiar os especialistas por todos
os passos até que o método seja completamente aplicado e uma TPN seja gerada.

Na Figura 4.7 sdao apresentadas duas telas do plugin para aplicacdo do método, imple-
mentado na ferramenta BayesWeb. Na Figura 4.7a € possivel observar uma descri¢cdo de um
cendrio especifico e uma pergunta. Nesta tela, o especialista de dominio participante deve
selecionar o estado mais provével, dado o cendrio apresentado, e informar qudao mais pro-
vavel este estado € em relacdo a outro estado. A comparagdo entre estados € feita através
do uso de uma escala dupla com nimeros e palavras. Nesta tela, ainda ha um indicador do
processo, que fornece feedback acerca do progresso da aplicacdo do método e botdes de agdao
para avangar, retroceder ou reiniciar o0 processo.

Na Figura 4.7b o especialista de dominio verifica o resultado de suas respostas. Nesta
tela, hd duas informacdes relevantes: a distribui¢do de probabilidade resultante das compa-
racOes pareadas entre estados do no filho e um indice de inconsisténcia, que serve como um

indicativo de qudo consistentes foram as respostas dadas pelo especialista de dominio.

4.4.8 Procedimento de Coleta de Dados

As TPN dos modelos criados foram coletadas diretamente do banco de dados da ferramenta

BayesWeb - utilizada na aplicacao dos tratamentos. Para realizar esta tarefa foi utilizada a

o usudrio por uma série de etapas bem definidas. Tarefas complexas, realizadas com pouca frequéncia ou

desconhecidas podem ser mais faceis de executar usando um wizard.
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Figura 4.7: Plugin para aplicacdo do método AHP

ferramenta Robo 3T°. Os dados extraidos do banco de dados foram convertidos em arquivos
no formato CSV®. A ferramenta R Studio’ foi utilizada durante a andlise dos dados.

Os inicio e término de cada tratamento foram registrados em planilhas eletronicas. A
interacao dos especialistas com os métodos foi registrada utilizando o software de captura de

video, Camtasia®.

4.4.9 Procedimento de Analise

Neste experimento € adotado um delineamento em blocos casualizados no qual hé v trata-
mentos dispostos em N = vb unidades experimentais dispostos em b blocos de tamanho v
no qual cada tratamento aparece uma vez em cada bloco.

Neste experimento, cada observacdo Y;; pode ser decomposta conforme o modelo mate-

matico descrito a seguir:

}/ij:,ul+7_i+ﬂj+6ij, Z':1,2,...,U;j:]_,2,...,b. (45)

em que:

e Y; é a observacdo (i.e., resposta) da i-ésima unidade experimental recebendo o trata-

mento no j-ésima bloco;

Shttps://www.robomongo.org/
®Arquivos de texto de formato regulamentado pelo RFC 4180, que faz uma ordenacio de bytes ou um

formato de terminador de linha, separando valores com virgulas.
https://www.rstudio.com/
8http://www.techsmith.com



4.5 Execucdo 80

e ;. é uma constante (i.e., estimativa da média geral);

T; € 0 efeito do 1-ésimo tratamento;

B; € o efeito do j-ésimo bloco;

€;; € 0 erro aleatorio na observagao.

O interesse aqui € testar a igualdade do efeito dos tratamentos. Em outras palavras, o
objetivo € testar a hipétese nula H : 7y = 75 = 73 = 74 contra a hipdtese alternativa H;: de
que pelo menos dois dos 7;’s tratamentos sdo diferentes. E importante salientar que, ao longo
do texto, sempre que houver uma mencgao a H, estardo sendo referenciadas na verdade, todas
as hipdteses nulas das hipéteses elencadas na Tabela 4.1. De forma equivalente, sempre que
houver uma mengdo a H, estardo sendo referenciadas todas as hipdteses alternativas deste
experimento.

Neste experimento as observagoes Y;; foram transformadas em In(Y;;) com o intuito de:
(1) deixar as distribui¢cdes mais préximas da normalidade; (ii) trazer outliers (i.e., valores
extremos) para mais perto do resto dos valores da populacdo. Contudo, os valores apresenta-
dos na anélise descritiva ndo estdo transformados, visto que o uso dos dados transformados

podem tornar a interpretacdo dos dados mais dificil.

4.5 Execucao

Nesta secdo € descrito o passo a passo para execugdo das atividades planejadas. Foram
definidas quatro reunides para cada um dos participantes. A primeira reunido foi reservada
para a realizacdo de um treinamento bdsico sobre redes Bayesianas, seguido de uma sessao
de motivacao, na qual o pesquisador explicou o objetivo do experimento e como este objetivo
seria alcangado (i.e., que tipo de colaboracdo era necessério dos especialistas de dominio).
Além disso, a motivagdo englobou a apresentacdo da rede Bayesiana que seria quantificada
com os métodos. O primeiro tratamento foi realizado ainda na primeira reuniao.

A animacgdo em video, descrita na se¢do 4.4.7.1, foi utilizada para apresentar os nds (i.e.,
varidveis) da rede Bayesiana e seus possiveis estados (i.e., valores). O objetivo do uso de

uma animag¢do em video foi apresentar uma descri¢ao completa do modelo, de forma didética
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e padronizada. Os participantes foram instruidos a pausar a animagao sempre que tivessem
davidas. Para alguns dos participantes, houve um momento de discussdao com o pesquisador,
enquanto outros se limitaram a ver o video por completo, pois se diziam preparados para
participar do treinamento sobre o método que seria aplicado em seguida. Evidentemente que
este comportamento variou de acordo com o nivel de familiaridade dos participantes para
com o dominio (i.e., experiéncia com métodos dgeis).

Além disso, o intuito da animacdo em video - e discussdo, com alguns participantes
- foi prover uma base de conhecimento comum a todos os especialistas de dominio que
participaram do experimento (i.e., entendimento comum acerca dos nds e seus possiveis
estados). Por exemplo, para o n6 “Colabora¢do”, o video apresentou uma descri¢do do que
€ colaboracdo em um contexto de equipes dgeis de desenvolvimento de software, bem como
o que significa uma colaboragao baixa, razoavel ou alta.

Contudo, é importante salientar que os especialistas de dominio foram instruidos a man-
ter sua interpretacdo acerca das varidveis do dominio, sempre que houvesse divergéncia com
o que foi exposto no video instrucional. Em outras palavras, a importancia do video instru-
cional foi, além de promover uma base de conhecimento comum, invocar diversos cendrios
e estimular os especialistas de dominio. Aqueles com opinides divergentes deveriam ape-
nas se manter consistentes durante o experimento (i.e., durante a aplicacdo dos métodos e
construcdao manual das TPN).

Ao término de cada reunido, a proxima era agendada de acordo com a disponibilidade
do especialista de dominio. Este foi o procedimento adotado até que todos os métodos
fossem aplicados. Foi estabelecido um intervalo minimo de trés dias e maximo de sete dias
entre reunides. Esta decisdo teve como objetivo evitar possiveis vieses que poderia afetar o
experimento caso o participante ficasse entediado ou fadigado, por exemplo.

Na dltima reunido, na qual o dltimo método foi aplicado, foram dadas instrucdes ao espe-
cialista acerca do ultimo passo do experimento. O dltimo passo do experimento consiste na
definicao manual das TPN, que serve como parametro de referéncia para as TPN geradas pe-
los métodos. Foi acertado com cada um dos especialistas o seguinte: eles teriam que definir
manualmente as TPN, mas este procedimento poderia ser realizado sem acompanhamento
do pesquisador, de preferéncia em um momento que o proprio especialista de dominio jul-

gasse adequado. Foi definido apenas um prazo limite. Esta decisdo em particular, teve como
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objetivo garantir que os especialistas de dominio definissem as TPN no momento em que
estivessem mais a vontade para tal, dado a importancia das TPN de referéncia.

Dessa forma, dias apds a aplicac@o do ultimo método, os especialistas receberam acesso
a uma planilha eletronica para definicdo manual das TPN. Esta planilha ndo foi enviada ime-
diatamente ap6s a aplicag¢do do dltimo método por dois motivos: o primeiro, foi evitar que o
cansaco ou outro fator externo, subjetivo, afetasse a definicdo manual das TPN; o segundo,
foi a necessidade de preparar as TPN para definicdo manual. Por exemplo, as combinagdes
de estados j4 utilizadas como entrada na aplicac@o do tratamento com o método WSA (i.e.,
probabilidades definidas manualmente) ndo precisaram ser elicitadas novamente. Portanto,
para evitar inconsisténcias e diminuir o esfor¢o dos participantes, estas probabilidades foram
transpostas para a TPN manual.

A duracdo do treinamento sobre redes Bayesianas, motivacao e aplicacdo dos métodos
foi registrada em planilhas eletronicas, bem como observagdes acerca do comportamento do
especialistas de dominio durante a aplicagdao dos métodos. Por outro lado, o treinamento
sobre cada método, que antecedeu sua aplicagdo de fato, ndo foi registrada. Em relacdo
a aplicacdo dos métodos, a Tabela 4.6 mostra o tempo transcorrido na aplicacdao de cada
tratamento, e o total geral. E importante salientar, no entanto, que a Tabela 4.6 nio reflete o
tempo total gasto na reunido, apenas o tempo gasto na aplicagdo dos métodos de fato.

Na prética, as reunides tiveram duracdo superior a exibida nas tabelas, devido a neces-
sidade de apresentar em mais detalhes (em comparacdo com a introducio do experimento
realizada na primeira reunido) os métodos aos especialistas. Na Tabela 4.6 é possivel ob-
servar que o método WSA-AHP foi o método de maior duragdo, com um tempo médio de
aplicacao de 34.9 minutos. Os métodos WSA e RNM foram ambos aplicados em um tempo
médio de 20.3 minutos. O método AHP foi aplicado em um tempo médio de 25.3 minutos.

Ap6s a realizacdo de todos estas atividades, os dados coletados foram compilados e pre-

parados para realizacdo da andlise, que € apresentada na se¢ao seguinte.
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o Meétodos ' .
Participante Treinamento Motivacdo Total

WSA | WSA-AHP ‘ AHP ‘ RNM ‘

X1 16 28 30 18 5 25 122
X2 25 81 28 18 7 9 168
X3 29 32 31 20 10 17 139
X4 27 41 27 30 16 12 153
X5 9 52 20 23 13 11 128
X6 41 25 35 22 6 10 139
X7 16 19 16 16 6 12 85

X8 14 24 22 27 0 10 97

X9 12 13 26 13 0 18 82

X10 14 34 18 16 9 19 110
Total 203 349 253 203 72 143 1223

Tabela 4.6: Registro de tempo da execucdo do experimento (em minutos)
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4.6 Analise dos Dados

Nesta secdo, sdo apresentados o resumo dos dados coletados no experimento e os procedi-

mentos realizados na analise de variancia.

4.6.1 Analise Descritiva

4.6.1.1 Brier Score

Uma breve andlise sob os dados apresentados nas Tabelas 4.7 e 4.8 sugere que, de acordo
com a medida de similaridade, Brier Score, o método RNM ¢é superior aos demais, seguido
pelos métodos WSA, WSA-AHP e AHP. Este ultimo, apresentando um desempenho inferior
em relacdo aos demais métodos.

O boxplot apresentado na Figura 4.8c reforca a ideia de que o método de menor capaci-
dade de modelagem de TPN seja o AHP. No entanto, ainda ndo ha evidéncias suficientes para
se chegar a esta conclusao. Somente o teste estatistico poderd confirmar se essas diferencas
possuem significincia estatistica e se 0 método AHP realmente possui a menor capacidade

de modelagem de TPN (i.e., considerando esta medida de similaridade).

Estatistica N Média Desvio Padrao Min Max
WSA 10  0.03209349 0.0160529 0.01785802  0.06077432
WSA-AHP 10 0.03368596 0.01563935 0.0162316 0.05885354
AHP 10  0.06875261 0.02416669 0.04533854 0.1052835
RNM 10  0.02855719 0.02279669 0.01118815 0.0898061

Tabela 4.7: Sumario dos dados (BS). Legenda: azul > verde > preto > vermelho

4.6.1.2 Distancia Euclidiana

Uma breve andlise sob os dados apresentados nas Tabelas 4.9 e 4.10 sugere que, de acordo

com a distancia euclidiana entre as TPN geradas pelos métodos e as TPN de referéncia, o
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WSA WSA-AHP AHP RNM
1 0.06077432  0.05541539  0.1042138  0.03268251
2 0.02719151  0.03145276  0.1052835  0.02450732
3 0.01786418  0.02025455 0.06162503  0.0171046
4 0.03234614  0.03385527  0.04533854  0.02061901
5 0.01785802  0.02431274 0.05193 0.02649935
6  0.02366031  0.02327819  0.04641398  0.03325619
7 0.03404023  0.02259454  0.08983505  0.01518141
8  0.02706509  0.05885354  0.05448695  0.01472725
9 0.06056257  0.05061101  0.08143015  0.0898061
10 0.01957253  0.0162316  0.04696904  0.01118815

Tabela 4.8: Dados brutos coletados (BS). Legenda: azul > verde > preto > vermelho

método RNM apresenta uma capacidade de modelagem de TPN superior aos demais, seguido
pelos métodos WSA, WSA-AHP e AHP. Este ultimo, apresentando, mais uma vez, o pior
desempenho entre os métodos.

O boxplot apresentado na Figura 4.8b reforga a ideia de que o método de menor capaci-
dade de modelagem de TPN seja o AHP. No entanto, ainda ndo ha evidéncias suficientes para
se chegar a esta conclusdao. Somente o teste estatistico poderd confirmar se essas diferencas
possuem significincia estatistica e se 0 método AHP realmente possui a menor capacidade

de modelagem de TPN.

4.6.1.3 Erro Médio Absoluto

Uma breve andlise sob os dados apresentados nas Tabelas 4.11 e 4.12 sugere que, de acordo
com a erro médio absoluto obtido ao comparar as TPN geradas pelos métodos e as TPN
de referéncia, o método RNM, mais uma vez,apresenta uma capacidade de modelagem de
TPN superior aos demais, seguido pelos métodos WSA, WSA-AHP e AHP. Este ultimo,

apresentando, pela terceira vez, o pior desempenho entre os métodos.
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Estatistica N Média Desvio Padrio Min Max

WSA 10 1.572655 0.3746541 1.202705 2.21872
WSA-AHP 10 1.613567 0.3726241 1.14663 2.183377
AHP 10 2.328319 0.4053683 1.916356 2.920268
RNM 10 1.44619 0.4962837 0.9519666 2.69709

Tabela 4.9: Sumario dos dados (ED). Legenda: azul > verde > preto > vermelho

WSA WSA-AHP AHP RNM
1 2.21872 2.118643 2.905395  1.627047
2 1.484086 1.596143 2.920268  1.408933
3 1.202913 1.280866 2.234195  1.177061
4  1.618653 1.655982 1.916356  1.292339
5  1.202705 1.403329 2.050934  1.465076
6  1.384372 1.373147 1.938951  1.641265
7 1.6605 1.352833 2.697525  1.108916
8  1.480632 2.183377 2.10082 1.092203
9 2214852 2.02472 2.568237 2.69709
10 1.259117 1.14663 1.950511  0.9519666

Tabela 4.10: Dados brutos coletados (ED). Legenda: azul > verde > preto > vermelho
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O boxplot apresentado na Figura 4.8a reforca a ideia de que o método de menor capa-
cidade de modelagem de TPN seja realmente o AHP. No entanto, ainda ndo ha evidéncias
suficientes para se chegar a esta conclusdao. Somente o teste estatistico poderd confirmar
se essas diferencas possuem significancia estatistica e se o método AHP realmente possui a

menor capacidade de modelagem de TPN.

Estatistica N Média Desvio Padrio Min Max

WSA 10  0.1219101 0.02966282 0.08987654 0.177679
WSA-AHP 10 0.1406646 0.03617692 0.09871852  0.1996077
AHP 10  0.1981249 0.03720482 0.1588691 02711122
RNM 10  0.1203499 0.03543112 0.08439753  0.2082568

Tabela 4.11: Sumadrio dos dados (EM). Legenda: azul > verde > preto > vermelho

WSA WSA.AHP AHP RNM

1 0.177679 0.1918825  0.2373654  0.1359062
2 0.1093933 0.1267867  0.2711122  0.1022783
3 0.09113595  0.1086308  0.1909127  0.1049482
4 0.127284 0.14224 0.1588691  0.1144667
5  0.08987654  0.1237383  0.1742296 0.122684

6 0.1063503 0.1168399  0.1607528  0.1374577
7 0.1277272 0.1199099 0.2326 0.09840617
8 0.118062 0.1996077  0.1853556  0.09469788
9 0.1672099 0.1782914  0.1979753  0.2082568
10 0.1043827  0.09871852  0.1720765  0.08439753

Tabela 4.12: Dados brutos coletados (EM). Legenda: azul > verde > preto > vermelho
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4.6.1.4 Proporcao de Acertos

Uma breve andlise sob os dados apresentados nas Tabelas 4.13 e 4.14 sugere que, de acordo
com a propor¢ao de acertos, o método RNM ¢ superior aos demais em relagdo a acurécia,
seguido pelos métodos AHP, WSA-AHP e WSA. O que € interessante neste resultado € o
resultado do método AHP, que até entdo vinha apresentando o pior desempenho acerca da
capacidade de modelagem, e agora apresenta o segundo melhor indice de acuracia. No en-
tanto, o boxplot apresentado na Figura 4.8d ndo apresenta evidéncias suficientes para chegar
a esta conclus@o. Somente o teste estatistico poderd confirmar se essas diferencas possuem

significincia estatistica.

Estatistica N Média Desvio Padrio Min Max

WSA 10 0,6312 0,1260719475  0,4444 0,7692
WSA-AHP 10 0,5977 0,1277322499  0,3478 0,7600
AHP 10 0,6583 0,08807105179 0,4615 0,7308
RNM 10 0,7579 0,1206166418  0,5769 0,9231

Tabela 4.13: Sumario dos dados (PA). Legenda: azul > verde > preto > vermelho

WSA WSA-AHP AHP RNM

1 04444 0,4074 0,5926 0,5926
20,5769 0,5769 0,5769 0,8462
3 0,6538 0,5769 0,4615 0,5769
40,7692 0,6538 0,7308 0,9231
5 0,7600 0,6800 0,6800 0,7200
6  0.6800 0,7600 0,6800 0,6800
70,4444 0,6667 0,7037 0,8519
8 10,5217 0,3478 0,6957 0,6957
9 10,7308 0,6538 0,7308 0,8462
10 0.7308 0,6538 0,7308 0,8462

Tabela 4.14: Dados brutos coletados (PA). Legenda: azul > verde > preto > vermelho
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Figura 4.8: Boxplot das medidas de similaridade e propor¢io
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4.6.2 Validacao do Modelo

Para realizar a anélise de variancia é preciso que as varidveis envolvidas no modelo matema-

tico adotado obedecam alguns pré-requisitos:

1. Independéncia dos erros;
2. Normalidade;

3. Homocedasticidade.

Nesta secdo serdo mostrados os resultados da andlise grafica e testes realizados nas va-
ridveis do modelo logaritmico natural °.

A normalidade refere-se ao formato da distribui¢do dos residuos do modelo estatistico
e sua correspondéncia a distribui¢do normal. Para descobrir se os residuos correspondem a
uma distribuicdo normal, € possivel realizar andlises gréficas ou testes de hip6teses. Neste
experimento, a andlise gréfica foi realizada utilizando histogramas dos residuos e graficos
quantil-quantil normal relativos a cada medida de similaridade.

A Figura 4.9 apresenta os graficos do histograma de cada uma das medidas de similari-
dade coletadas no experimento, incluindo a métrica de proporcao de acertos. No gréfico é
apresentado a curva esperada para uma distribuicao normal (em azul) e a curva obtida pela
distribui¢do dos residuos (em preto), considerando cada uma das medidas de similaridade.
A partir dos graficos, € possivel observar uma similaridade entre as curvas, o que sugere que
os residuos assumem uma distribui¢cdo normal.

Uma outra andlise gréafica que pode ser utilizada para refutar ou reforcar os resultados
obtidos € observar o grifico quantil-quantil normal. Este grafico possibilita a comparacdo de
duas distribui¢des. Neste caso, uma das distribui¢des seria a normal e a outra a da varidvel
em questdo. Para afirmar que a varidvel assume uma distribuicdo normal € preciso que os
pontos no gréfico referentes a distribui¢do da varidvel se aproximem da reta diagonal tracada

no gréfico, reta esta que representa a distribuicdo normal.

YEmbora a transformagio logaritmica tenha sido aplicada nas medidas de similaridade, ao se referir a estas
medidas nos grificos e ao longo do texto em nenhum momento serd apresentado explicitamente o uso da
transformada logaritmica (i.e. em vez de mencionar medida de similaridade In(BS) serd dito apenas medida de

similaridade BS)
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A Figura 4.10 apresenta os graficos quantil-quantil normal dos residuos obtidos na ané-
lise de variincia de cada uma das medida de similaridade. A partir dos graficos, os residuos
da anélise de variancia relacionadas a cada uma das medidas de similaridade assumem uma
distribui¢do normal.

Para apoiar ou refutar os resultados obtidos na andlise grafica, que sugere a normalidade
da distribui¢do dos residuos, foi realizado o teste de Shapiro-Wilk. Neste teste € avaliada a
hipétese nula de que os residuos da andlise de variancia tem uma distribui¢cdo normal, contra
a hipétese alternativa de que ela ndo tem uma distribui¢do normal. Se o p-valor estd abaixo
do limiar determinado (neste experimento « igual a 0.05), entdo a hipdtese nula € rejeitada e
a hipétese alternativa prevalece.

A Tabela 4.15 mostra o teste de Shapiro-Wilk aplicado aos residuos obtidos a partir
da andlise de variancia de cada medida de similaridade. Os resultados do teste apoiam os
resultados da andlise gréfica, e pode-se dizer que os residuos assumem uma distribui¢do
normal (i.e., a hipdtese nula prevalece), considerando as quatro medidas de similaridade.

O termo homocedasticidade designa a varidncia constante dos erros experimentais ¢;;
para observagdes distintas ou a suposi¢do de que a varidvel dependente exibe um mesmo
nivel de variancia ao longo dos valores assumidos pelas varidveis independentes. Uma forma
de andlise grafica que pode ser feita € observar o grafico dos residuos pelos valores ajustados
da varidvel resposta.

O grafico dos residuos versus valores ajustados € uma das principais técnicas utilizadas
para verificar as suposi¢Oes dos residuos. Além da deteccdo de heteroscedasticidade (i.e.,
auséncia de homoscedasticidade), esse grafico pode indicar que nao existe uma relacao linear
entra as varidveis explicativas com a varidvel resposta por meio de alguma tendéncia nos
pontos.

Para o diagndstico de heteroscedasticidade, tentamos encontrar alguma tendéncia no gréa-
fico. Por isso, se os pontos estao aleatoriamente distribuidos em torno da reta horizontal que
passa na origem do eixo das ordenadas, sem nenhum comportamento ou tendéncia, temos
indicios de que a variancia dos residuos é homosceddstica. Ja a presenca de “funil” ou “pa-
rabola” é um indicativo da presenca de heteroscedasticidade.

Este mesmo gréfico e comportamento também € esperado para o pré-requisito da inde-

pendéncia entre varidveis. Em outros termos, o grifico dos residuos pelos valores ajustados
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serve para analisar os pré-requisitos 1 e 3 a0 mesmo tempo.

A Figura 4.11 apresenta o grafico dos residuos pelos valores ajustados. A partir dele €
possivel observar que a dispersdo dos residuos nao apresenta um padrdo e portanto, pode-se
dizer que a varidvel dependente apresenta o0 mesmo nivel de varidncia ao longo dos valores
assumidos pelas varidveis independentes e ndo had interagcdo entre estas varidveis indepen-
dentes.

Desta maneira, o modelo matematico € validado através de uma analise residual. As
suposi¢des de normalidade; independéncia dos erros e variagdo constante dos residuos foram
verificadas para cada uma das varidveis resposta da pesquisa. Em seguida este modelo é
utilizado para testar estatisticamente as hipoteses do experimento através do método ANOVA

(andlise de variancia).

Medida de Similaridade W p-valor

Brier Score 0.95815 | 0.1447
Distancia Euclidiana 0.95815 | 0.1447
Erro Médio Absoluto 0.96468 | 0.2412

Proporg¢ado de Acertos 0.97931 | 0.6641

Tabela 4.15: Teste de normalidade dos residuos (Shapiro-Wilk)

4.6.3 Analise da Variancia

As hipéteses da investigacao cientifica foram testadas através da técnica de andlise de vari-

ancia (Analysis of Variance - ANOVA).

4.6.3.1 Alocacao de variacao

Conforme pode ser visto na Tabela 4.16, considerando a medida de similaridade BS e ED,
43% da variagao da saida é explicada pelo fator método semiautomatico de geracdo de TPN
(i.e., 7), os blocos explicam 36% da variacdo (i.e., 3, a diferenca entre os especialistas de
dominio que participaram do experimento) e o erro experimental (i.e., €) que sobra explica

21%.
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Em relacdo a medida de similaridade EM, 47% da variacdo da saida é explicada pelo fator
método semiautomadtico de geracdo de TPN, os blocos explicam 29% da variagdo e o erro
experimental explica 24%. Em relacdo a medida PS, 23% da variagdo da saida é explicada
pelo fator método semiautomaético de geracdo de TPN, os blocos explicam 44% da variagao
e o erro experimental explica 34%.

Em resumo, os fatores explicam 79% da variacao da saida usando a medida BS e ED,
76% usando a medida EM e 66% usando a propor¢do PS (os valores dessa tabela estdo
arredondados). Neste design espera-se que o fator de blocagem explique bastante variacao,
portanto se a média quadratica (MQ) do fator de blocagem for maior que a média quadrética
do erro conclui-se que a blocagem foi eficiente. Este foi o caso para todas as medidas de

similaridade e para a métrica de acuricia.

. Medidas de Similaridade / Acuracia
Beito Brier Score (BS) | Distancia Euclidiana (ED) | Erro Médio Absoluto (EM) | Acuracia (PA)
T 42.97% 42,97% 47,31% 43.91%
15} 35,99% 35,99% 28,73% 43,91%
€ 21,04% 21,04% 23,96% 33,55%

Tabela 4.16: Alocagdo de variagdo do experimento

4.6.3.2 Significancia dos efeitos

Para o fator de interesse (i.e., o efeito dos métodos) foi testada as hipdteses apresentadas
na Tabela 4.1. Realizando um teste F com nivel de significancia 0.05, a hipotese nula
¢ rejeitada para o efeito das alternativas dos métodos semiautomédticos de geracdo de TPN
(com todas as medidas de similaridade e propor¢do). Isto €, é possivel afirmar que ha uma
diferenca significante entre pelo menos dois métodos.

Exemplo (teste F): conforme podemos observar na Tabela 4.17, para verificar se existe
diferenca entre os efeitos das alternativas (i.e., linha destacada em negrito) dos métodos
semiautomdticos de geracdo de TPN, utilizando como medida de similaridade o Brier Score,
temos: F' > F critico. Assim, rejeitamos H1,. Logo, existe diferenca entre os efeitos das
alternativas dos métodos semiautométicos de geracao de TPN.

Os dados do teste F utilizando a medida de similaridade Distancia Euclidiana (i.e., H2)
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sao apresentados na Tabela 4.18. Os dados do teste F utilizando a medida de similaridade
Erro Médio Absoluto (i.e., H3) sdo apresentados na Tabela 4.19. Os dados do teste F utili-

zando a Propor¢do de Acertos (i.e., /14) sdo apresentados na Tabela 4.19.

Brier Score

Fonte da variacdo SQ gl MQ F valor-P F critico
Desenvolvedores  4,924213 9  0,547135 5,132507 0,000435 2,250131
Métodos 5,878199 3 1,959%4 18,38054 1,06E-06 2,960351
Erro 2,87825 27 0,106602

Tabela 4.17: Teste F com nivel de significancia 0.05 (Brier Score)

Distancia Euclidiana

Fonte da variagdo SQ gl MQ F valor-P F critico

Desenvolvedores  1,231053 9  0,136784 5,132507 0,000435 2,250131
Métodos 1,46955 3 0,48985 18,38054 1,06E-06 2,960351
Erro 0,719563 27 0,02665

Tabela 4.18: Teste F com nivel de significancia 0.05 (Distancia Euclidiana)

Erro Médio Absoluto

Fonte da variacdo SQ gl MQ F valor-P  F critico
Desenvolvedores  1,037852 9  0,115317 3,597507 0,004674 2,250131
Métodos 1,709014 3 0,569671 17,77186 1,43E-06 2,960351
Erro 0,865476 27 0,032055

Tabela 4.19: Teste F com nivel de significancia 0.05 (Erro Médio Absoluto)
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Acuracia

Fonte da variagdo SQ gl MQ F valor-P F critico
Desenvolvedores  0,278166 9  0,030907 3,925331 0,002732 2,250131
Métodos 0,142865 3 0,047622 6,048106 0,002745 2,960351
Erro 0,212593 27 0,007874

Tabela 4.20: Teste F com nivel de significancia 0.05 (Acurécia)

4.6.3.3 Verificacdo das Hipoteses

Sabendo que todos os fatores possuem significincia estatistica sobre as varidveis resposta,
€ simples verificar e tomar uma decisao sobre as hipoteses apresentadas na Tabela 4.1 que
motivaram o experimento:

O teste F citado na Sec¢do 4.6.3.2 indicou que existe diferenca nas medidas de similari-
dade e acurdcia em decorréncia das alternativas dos métodos semiautomaticos de geracdo de
TPN, e ndo devido ao acaso. Assim, rejeita-se Hj e conclui-se que a capacidade de modela-

gem e a acurdcia dos métodos € diferente.

4.6.3.4 Testes post-hoc

Ap6s a realizacdo da andlise de varidncia (ANOVA), testes post hoc podem ser realizados
para identificar quais dos pares de métodos diferem com relacdo a capacidade de modelagem
e acurdcia. Como o numero de observacdes sdo iguais entre os métodos, € possivel aplicar o
teste Tukey para avaliar a diferenca entre as médias das medidas de similaridade e as médias
de proporg¢ao de acertos dos métodos.

Na Tabela 4.21 sdo apresentados os resultados do teste Tukey para as diferencas de mé-
dias da medida de similaridade BS. Na Tabela 4.21 (olhando para a coluna “Diferenca de
Médias” e “Valor-P Ajustado”) podemos ver quais os métodos que possuem diferencas sig-

nificantes. Por exemplo, podemos concluir que:

e Nio hd diferengas significantes entre os métodos WSA-RNM (p-valor 0,502),
WSAAHP-RNM (p-valor 0,310) e WSAAHP-WSA (p-valor 0,984);
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e Ha diferencas significativas entre os métodos RNM-AHP, WSA-AHP e WSAAHP-
AHP. Todos com p-valor ajustado para multiplas comparacdes menor que o nivel de

significancia (0.05).

Olhando para a coluna “Diferenca de Médias” podemos ver a diferenca das médias e
olhando para a coluna “IC de 95% simultaneo” podemos ver que os métodos que apresen-
tam diferencas significativas na média sdo aqueles em que os intervalos de confianga nao
incluem o zero. Na Figura 4.12 podemos visualizar pares de métodos e analisar diferencas
significativas de forma mais rapida. Diferencgas significativas sao aquelas que nio cruzam o
valor zero (tracejado verde).

De modo geral, os resultados obtidos com as medidas de similaridade sdo equivalentes.
Na Figura 4.12 podemos observar que, considerando as medidas de similaridade BS (Figura
4.12a), ED (Figura 4.12b) e EM (Figura 4.12c) o método AHP apresenta uma capacidade de
modelagem inferir a todos os outros métodos. Os resultados detalhados para as medidas de
similaridade ED e EM sao apresentados nas Tabelas 4.22 e 4.23, respectivamente.

No que se refere a acurdcia dos métodos, no entanto, os resultados sio diferentes. Obser-

vando a Figura 4.24 e a Tabela 4.24 podemos concluir que:

e Nio ha diferencas significantes entre os métodos RNM-AHP (p-valor 0,081), WSA-
AHP (p-valor 0,903), WSAAHP-AHP (p-valor 0,436) e WSAAHP-WSA (p-valor
0,833);

e Ha diferencas significativas entre os métodos WSA-RNM e WSAAHP-RNM. Em am-

bos os casos 0 método RNM se sobressai aos demais.



4.6 Andlise dos Dados 100

Testes Simultaneos de Tukey para as Diferencas de Médias (Brier Score)

Diferenca Diferenca EP da IC de 95% Valor-P
Valor-T
de Niveis de Médias Diferenca simultaneo Ajustado
wsa - rnm 0,206 0,146 (-0,193; 0,606) 1,41 0,502
wsaahp - rnm 0,258 0,146 (-0,141; 0,658) 1,77 0,310
wsaahp - wsa 0,052 0,146 (-0,348; 0,451) 0,35 0,984

Nivel de confianca individual = 98,92%

Tabela 4.21: Testes simultaneos de Tukey para as diferencas de médias (BS)

Testes Simultineos de Tukey para as Diferencas de Médias (Distancia Euclidiana)

Diferenca Diferenca EP da IC de 95% Valor-P
Valor-T
de Niveis de Médias Diferenca simultaneo Ajustado
wsa - rnm 0,1032 0,073 (-0,0966; 0,3030) 1,41 0,502
wsaahp - rnm 0,1291 0,073 (-0,0707; 0,3288) 1,77 0,310
wsaahp - wsa 0,0259 0,073 (-0,1739; 0,2256) 0,35 0,984

Nivel de confianga individual = 98,92 %

Tabela 4.22: Testes simultaneos de Tukey para as diferencas de médias (ED)
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Testes Simultaneos de Tukey para as Diferencas de Médias (Erro Médio Absoluto)

Diferenca Diferenca EP da IC de 95% Valor-P
Valor-T
de Niveis de Médias Diferenca simultaneo Ajustado
wsa - rnm 0,0207 0,0801 (-0,1984; 0,2398) 0,26 0,994
wsaahp - rnm 0,1602 0,0801 (-0,0589; 0,3793) 2 0,213
wsaahp - wsa 0,1395 0,0801 (-0,0796; 0,3586) 1,74 0,322

Nivel de confianca individual = 98,92%

Tabela 4.23: Testes simultaneos de Tukey para as diferengas de médias (EM)

Testes Simultineos de Tukey para as Diferencas de Médias (Acuracia)

Diferenca Diferenca EP da IC de 95% Valor-P
Valor-T

de Niveis de Médias Diferenca simultaneo Ajustado

rnm - ahp 0,0996 0,0397 (-0,0090; 0,2082) 2,51 0,081

wsa - ahp -0,0271 0,0397 (-0,1357; 0,0815)  -0,68 0,903

wsaahp - ahp  -0,0606 0,0397  (-0,1692; 0,0480)  -1,53 0,436

wsaahp - wsa  -0,0335 0,0397  (-0,1421; 0,0751)  -0,84 0,833
Nivel de confianga individual = 98,92 %

Tabela 4.24: Testes simultaneos de Tukey para as diferencas de médias (PA)



4.7 Resultados e Discussdo 102

ICs Simultaneos de 95% de Tukey ICs Simultaneos de 95% de Tukey
Diferengas de Médias para Brier Scare Diferencas de Médias para Distancia Euclidiana
:
|
rmm -ahp e ' mm - ahp P H
| :
|
wsa - ahp e 1 wsa - ahp e —
i
_:g: wsaahp - ahp Y 'E wsaahp - ahp I |
2 | I 1
= wsa-mm et 2 wsa-mm e
| :
1
‘wsaahp - rnm e wsaahp - rmm A
]
1
wsaahp - wsa |—:ro—< wsaahp - wsa »—I-o—q
| H
15 1,0 0,5 0,0 05 08 06 04 02 0,0 02 0,4
. PN . . g
(a) Brier Score (b) Distancia Euclidiana
ICs Simultdneos de 95% de Tukey ICs Simultaneos de 95% de Tukey
Diferencas de Médias para Erro Médio Absoluto Diferencas de Médias para Acurdcia
.
mm-ahp| ———————— i mm - ahp e
1
| I
wsa - ahp e | wsa - ahp |—o—:—<
1
1 1
1 1
g wsaahp -ahp — E _E wsaahp - ahp N
2 : 2
S wsa - rnm ;—i—o—q = wsa-mm S —
| |
1
wsaahp - rnm At wsaahp - mm —_— |
| |
wsaahp - wsa ;—5—0—| wsaahp - wsa —_————
; |
0,75 0,50 0,25 0,00 0,25 0,50 0,3 0,2 0.1 0.0 01 02
z 1: 2 .
(c) Erro Médio Absoluto (d) Acuricia

Figura 4.12: Teste de Tukey (diferenca de médias entre métodos)

4.7 Resultados e Discussao

O objetivo desta secdo € interpretar as descobertas da andlise apresentada na se¢do anterior.

Isto inclui uma visao geral dos resultados e uma descri¢do das ameacas a validade.

4.7.1 Avaliacao dos Resultados e Implicacoes

No que diz respeito a capacidade de modelagem de TPN, os resultados obtidos mostram a
superioridade dos métodos WSA, WSA-AHP e RNM em relacdo ao método AHP. As duas
vantagens do método AHP sdo: a elicitagdo indireta de probabilidades e a reducao do esforco
cognitivo dos especialistas (i.e., as comparagOes pareadas dos estados sdo condicionadas a
um unico pai de cada vez).

Nao obstante, a derivacdo da TPN completa a partir do produto das probabilidades de
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nos filhos (i.e., estratégia aplicada pelo método AHP) apresentou um potencial inferior aos
outros métodos. Por outro lado, o uso de comparagdes pareadas entre estados para extragao
de probabilidades combinado com o método WSA se mostrou promissor, haja vista que nao
houve diferenca significativa entre WSA e WSA-AHP em nenhum dos teste F' aplicados.
Este achado € interessante, pois valida uma extensdao ao método WSA para elicitacdo de
probabilidades de forma indireta, ttil para situagdes em que os especialistas de dominio ndo
se sentem confortdveis em estimar probabilidades de forma direta.

De um ponto de vista pratico, ao observar as Tabelas 4.7, 4.9 e 4.11, é possivel notar
uma superioridade clara do método RNM em relagdo aos demais métodos. O método WSA
apresenta uma leve vantagem sobre o método WSA-AHP e fica claro a inferioridade do
método AHP. No que se refere a acurdcia dos métodos, € possivel observar a superioridade
do método RNM, que se sobressai aos métodos WSA e WSA-AHP (com diferenca estatistica
significativa). Contudo, curiosamente para este critério o método AHP se saiu melhor do
que os métodos WSA e WSA-AHP, pois ndo hé diferenca significativa entre o método AHP
e RNM. Este resultado chama atenc¢do, haja vista que o método AHP foi o pior em relagdo a
capacidade de modelagem de TPN.

Conclui-se que o método que apresenta o melhor resultado no geral € o RNM, seguido
dos métodos WSA e WSA-AHP. No entanto, diante dos resultados obtidos em relacdo a
acuracia, o método AHP ndo pode ser descartado, apesar de sua capacidade limitada de
modelar o conhecimento de especialistas de dominio. De um modo geral, os resultados
sugerem que apesar do método AHP gerar distribuicdes de probabilidades mais dispersas
daquelas esperadas pelos especialistas de dominio, ele ainda é capaz de modelar a tendéncia

central da moda das distribuicdes.

4.7.2 Ameacas a Validade

Uma das ameacas a validade presentes neste experimento esta intrinsecamente relacionada a
natureza do método WSA e ao meio de medicao da acurdcia, uma vez que as entradas para o
método WS A foram utilizadas na TPN manual com o propdsito de manter a consisténcia. Por
conseguinte, os vetores de probabilidade utilizados na aplicacio do WSA automaticamente
registraram acertos de 100%. Para minimizar este possivel viés, as TPN menores ndo foram

consideradas na andlise de acurdcia devido a acentuagao deste efeito. Isto posto, considera-se
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que a TPN utilizada € considera grande o suficiente para que este efeito tenha sido reduzido
a um patamar aceitavel.

Outra amecga estd relacionada ao contexto em que o experimento foi aplicado e ao perfil
de seus participantes, haja vista que este experimento contou com a participagao de alunos de
graduacao que atuam como desenvolvedores junior em um Laboratério de desenvolvimento
de software. Consequentemente, os resultados do mesmo estdo vinculados ao contexto em
que foi aplicado e ao tipo de especialistas de dominio, que ainda sdao estudantes. Por fim,
das quatro expressdes ponderadas disponiveis ao método RNM, foram consideradas apenas
trés, dado que a solugdo utilizada foi a proposta em Nunes et al. [38], que ainda ndo suporta

a expressao ponderada MIXMINMAX.



Capitulo 5

Discussao

Nesta secao sdo discutidos os resultados obtidos no estudo de caso e no experimento, tra-
cando assim um paralelo entre os resultados apresentados nos Capitulos 3 e 4. Na Secao
5.1 sdo discutidos os resultados acerca da acurdcia dos métodos, de acordo com o primeiro
objetivo de pesquisa. Na Sec¢do 5.2 sdo discutidos os resultados acerca da capacidade de

modelagem dos métodos, de acordo com o segundo objetivo de pesquisa.

5.1 Acuracia

O estudo de caso apresentado no Capitulo 3 contou com duas unidades de andlise, Caso A
e Caso B. Em relagdo aos resultados obtidos com o passo a passo cognitivo do modelo, no
Caso A o método WSA apresentou uma acuricia de 100% e o método RNM uma acurécia de
57,14%, no Caso B o método WSA apresentou uma acuricia de 75% e o método RNM uma
acuracia de 50%. Em relacdo a avaliagdo com dados historicos, os dois métodos alcangaram
resultados equivalentes em ambas unidades de andlise.

E importante salientar, no entanto, que neste caso, a ameaca a validade indicada na Se¢ao
3.6 do Capitulo 3, pode ter enviesado os resultados de alguma forma, de modo que ndo € pos-
sivel descartar completamente a possibilidade do método WSA ter tido uma leve vantagem,
haja vista que os especialistas de dominio foram acompanhados por especialistas em redes
Bayesianas durante o processo de defini¢do dos parametros para aplicacdo do método WSA,
e 0 mesmo ndo ocorreu com o método RNM, que devido a incompatibilidade de horario dos

participantes do estudo de caso, foi aplicado de forma remota.
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Em contrapartida, no estudo piloto descrito na Se¢do 4.4.4 do Capitulo 4, os dois métodos
foram aplicados em condi¢des homogéneas, na qual os especialistas de dominio forneceram
as probabilidade de entrada de ambos os métodos de forma remota, sem o acompanhamento
dos especialistas em redes Bayesianas. Dessa forma, os métodos foram comparados a partir
da aplicagc@o do passo a passo cognitivo (também de forma remota). Ao considerarmos os
resultados deste, 0 RNM foi superior ao WSA, apresentando uma acurécia de 68% contra
54% do WSA.

Isto posto, com os resultados expostos até o momento, ainda ndo seria possivel chegar a
uma conclusdo de qual dos métodos apresenta maior acurdcia, apenas que sao equivalentes,
haja vista que o método WSA foi melhor no estudo de caso e o método RNM foi melhor
no estudo piloto (considerando o passo a passo cognitivo dos modelos). Em relacdo aos
resultados obtidos com dados histdricos, no entanto, € possivel afirmar, diante dos resultados
apresentados, que os dois métodos sdo equivalentes.

Em relacdo aos resultados obtidos no experimento apresentado no Capitulo 4, por sua
vez, considerando o grafico das diferencas nas médias de acurécia apresentados na Figura
4.12d do Capitulo 4 é possivel observar que o intervalo de confianga entre os métodos WSA
e RNM se estende de -0.2353 a -0.0181. Este intervalo ndo inclui o zero, o que indica que a
diferenca entre as médias € estatisticamente significativa. Ademais, este resultado € favoravel
ao método RNM.

Dessa forma, € possivel afirmar com um nivel de confianca individual de 98,92% que
a diferenca média na acurdcia do método WSA em relacdo ao método RNM ¢€ de -12,67%.
Esta diferenca € equivalente aquela das médias obtidas no estudo piloto (-14% de diferenca
do método WSA em relacdao ao método RNM). Assim sendo, levando em consideracdo os
resultados obtidos no estudo de caso e no experimento controlado, conclui-se que o método
RNM foi superior ao método WSA em termos de acurécia quando aplicados diretamente por
especialistas de dominio.

Em relac@o aos métodos RNM e AHP, considerando as diferencas nas médias de acuricia
apresentados na Figura 4.12d no Capitulo 4, os intervalos de confianca para as diferencas
entre as médias dos mesmos incluem o zero, o que indica que as diferencas entre as médias
ndo sdo estatisticamente significativas. Em outras palavras, ndo € possivel afirmar que haja

diferengas entre os métodos RNM e AHP em relacdo a acurédcia. Entretanto, na prética, €
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possivel observar a superioridade do método RNM.

Por outro lado, considerando as diferencas nas médias de acurécia apresentados na Figura
4.12d no Capitulo 4 € possivel observar que o intervalo de confianca entre 0 método RNM e
os métodos WSA e WSA-AHP ndo incluem o valor zero, o que indica que a diferenca entre
essas médias € estatisticamente significativa. A diferenca entre os métodos RNM e WSA ja
foi discutida, por este motivo serd discutido em seguida os resultados referentes a diferenca
entre as médias do método RNM e WSA-AHP.

No grafico apresentado na Figura 4.12d do Capitulo 4 é possivel observar que o intervalo
de confianca entre o método WSA-AHP e RNM se estende de -0.2688 a -0.0516. Assim
como aconteceu na comparacdo entre WSA e RNM, este intervalo nao inclui o zero, o que
indica que a diferenca entre essas médias € estatisticamente significativa. Portanto, é possivel
afirmar com um nivel de confianca individual de 98,92% que a diferenca média na acuricia
entre os métodos WSA-AHP e RNM € de -16,02%. Essa diferenca € superior aquela relatada
para as médias obtidas entre WSA e RNM.

De um ponto de vista pratico, o método RNM obteve melhores resultados em relacdo aos
demais métodos, mas houve diferenca estatisticamente significante apenas entre este € 0s
métodos WSA e WSA-AHP. Por outro lado, apesar do método AHP ter sido o unico que ndo
obteve resultados significativamente diferentes do método RNM, também ndo teve diferenca
significativa quando comparado aos métodos WSA e WSA-AHP (assim como teve o método
RNM). Dessa forma, de modo geral o método RNM apresentou o melhor resultado, seguido

do método AHP, WSA e WSA-AHP.

5.2 Capacidade de modelagem

No que tange a capacidade de modelagem de TPN, os intervalos de confianca para as dife-
rencas entre as médias dos métodos WSA, WSA-AHP e RNM incluem o zero, o que indica
que as diferencas entre as médias ndo sdo estatisticamente significativas. Em outras pala-
vras, ndo € possivel afirmar que haja diferengas na capacidade de modelagem dos métodos
WSA, WSA-AHP e RNM. Por outro lado, o método AHP apresentou uma capacidade de
modelagem inferior com diferencas significativas em relacdo aos demais métodos.

Sob outra perspectiva, os resultados obtidos com os métodos WSA e WSA-AHP suge-
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rem que a extensdo proposta para o método WSA com a integracdo de elementos do método
AHP (i.e., elicitacdo de probabilidades de forma indireta) é capaz de alcangar resultados si-
milares aos resultados obtidos com 0 método WSA em sua forma original. Este resultado é
promissor, pois indica para a possibilidade do uso do método WSA em dominios em que os
especialistas de dominio nao se sentem confortaveis com a defini¢do direta de probabilida-
des.

De um modo geral, apesar de ndo haver diferenca estatisticamente significante entre os
métodos RNM, WSA e WSA-AHP, de um ponto de vista pratico o método RNM alcangou
melhores resultados, seguido dos métodos WSA, WSA-AHP e AHP. De acordo com os
resultados confrontantes do método AHP, que obteve uma maior acuricia em relagdo aos
métodos WSA e WSA-AHP mas apresentou capacidade inferior de modelagem de TPN,
observa-se que sua capacidade de definir corretamente a moda dos vetores de probabilidade é
comparavel a do método RNM, mas sua capacidade de expressar a incerteza dos especialistas

¢ limitada (e.g., no RNM o parAmetro o2 expressa o grau de incerteza).



Capitulo 6

Consideracoes Finais

Neste trabalho, foi realizado um estudo empirico comparativo entre métodos de geracao
semiautomdtica de TPN. O propdsito deste trabalho foi medir e comparar a capacidade de
modelagem e acurdcia dos métodos no que diz respeito a tarefa de geracao de TPN. Para isto,
foi realizado um estudo de caso com duas unidades de andlise, no qual os métodos RNM e
WSA foram comparados a partir de dados coletados na validagao dos modelos construidos,
e um experimento controlado, no qual TPN geradas pelos métodos RNM, WSA, WSA-AHP
e AHP foram comparadas com TPN de referéncia definidas pelos préprios especialistas de
dominio.

No estudo de caso, foram construidas duas redes Bayesianas para estimativa de valor em
um contexto de engenharia de software baseado em valor, utilizando conhecimento de espe-
cialistas de dominio. As redes Bayesianas construidas foram validadas com passo a passo
cognitivo do modelo e dados histéricos de projetos relacionados as redes desenvolvidas, dis-
poniveis em um banco de dados de uma ferramenta web. Participaram deste estudo de caso
trés gerentes de projetos e um desenvolvedor. Os dados obtidos com a validacdo dos modelos
foram utilizados como parametros para comparar os métodos RNM e WSA.

No experimento controlado, dez desenvolvedores de software aplicaram os métodos
RNM, WSA, WSA-AHP e AHP para quantificar incertezas em uma rede Bayesiana para
avaliacdo da coesdo de equipes dgeis de desenvolvimento de software. As redes Bayesianas
quantificadas pelos métodos foram entdo comparadas com redes Bayesianas de referéncia,
também construidas pelos desenvolvedores. A rede Bayesiana de referéncia teve suas TPN

definidas de forma manual.
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Os critérios utilizados para comparar os métodos foram: capacidade de modelagem de
TPN e acurdcia. Para comparar a capacidade de modelagem foram utilizadas as medidas
de similaridade: Brier Score; Distancia Euclidiana; e Erro Médio Absoluto. Para compa-
rar a acurdcia dos métodos foi utilizada a proporcao de acertos da moda de cada vetor de
probabilidade das TPN.

No que tange a capacidade de modelagem de TPN, nio houve diferengas estatisticamente
significantes entre os métodos RNM, WSA e WSA-AHP, mas houve entre o método AHP e
os demais (AHP apresentou capacidade inferior de modelagem de TPN). No que se se refere
a acurdcia, o método RNM apresentou diferengas estatisticamente significantes em relacdo
aos métodos WSA e WSA-AHP, mas nio com relagdo ao método AHP.

Para aplicagdao do método RNM foi adotada uma nova abordagem, denominada “Espe-
cialista Simulado”. Esta abordagem se mostrou promissora quando utilizada para identificar
os dados de entrada para o algoritmo do RNM, removendo assim a necessidade de um espe-
cialista em RNM para aplicar o método.

A combina¢do dos métodos WSA e AHP também apresentou bons resultados, mostrando
assim, a viabilidade do uso de métodos indiretos de elicitagao de probabilidades que podem
ser utilizados para estender o método WSA, viabilizando sua aplicagdo em dominios nos
quais os especialistas de dominio ndo se sentem confortdveis com a defini¢do direta de pro-
babilidades.

De um ponto de vista pratico, o método RNM sobressaiu-se aos demais. Talvez este
resultado possa ser explicado pelo menor nimero de pardmetros necessdrios para aplicar o
método, que reduz o nimero de interagdes necessdrias com os especialistas de dominio para
gerar as TPN. Além disso, é possivel que vieses dos especialistas possam ser ainda transfe-
ridos na forma de dados de entrada aos métodos semiautomaticos, de forma que um menor
nimero de pardmetros de entrada pode, neste caso, minimizar a incidéncia dos mesmos.

Isto posto, diante dos resultados aferidos ndo é possivel descartar a utilidade dos outros
métodos, que também podem ser utilizados na pratica. Todavia, é sugerido que antes de
escolher um método semiautomatico para quantificar incertezas durante o processo de cons-
trucdo de redes Bayesianas, seja feita uma andlise das especificidades de cada um deles, em
especial do método AHP.

A principal contribui¢do deste trabalho consiste na disponibilizacdo de evidéncias em-
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piricas acerca da capacidade de modelagem e acuricia de quatro métodos de geracdo se-
miautomdtica de TPN. Estes métodos foram comparados em um contexto comum, com-
partilhado por multiplos especialistas de dominio que participaram desta pesquisa. Dessa
forma, espera-se que os resultados obtidos sirvam como parametros tteis a tomada de deci-
sa0, especialmente de especialistas em redes Bayesianas, quando da escolha de um método
semiautomdtico para quantificacao de incertezas em redes Bayesianas.

Outras contribui¢des desta pesquisa sdo: uma nova abordagem para aplicagdo do mé-
todo RNM sem que seja necessdrio a presenca de um especialista em redes Bayesianas; uma
extensao ao método WSA para elicitagdo de probabilidades de forma indireta utilizando o
método AHP; a disponibilizacdo de uma ferramenta gratuita para criagdo de redes Bayesi-
anas com suporte ao método RNM; disponibilizacdo de um servico web para realizacio de
célculos do método WSA. De um modo geral, ¢ disponibilizado um arcabougo para aplicar
os métodos e replicar este estudo.

Como trabalho futuro, fica em aberto a possibilidade de avaliar os métodos usando redes
Bayesianas com informagdes sintéticas e sobre o mundo real, jd estabelecidas na literatura.
O desafio, neste caso, consiste em descobrir como aplicar o método WSA, especificamente,
como descobrir as configuracdes de pais compativeis a serem utilizadas. Tal abordagem
viabilizaria a avaliagdo de um nimero maior de métodos em variados contextos, haja vista

que nao seria necessdria a presenca de especialistas de dominio para a aplicacdo dos métodos.
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Autogerenciamento

Equipes que sdo adaptaveis, possuem lideranca compartilhada e redundancia.

Adaptabilidade

A adaptabilidade da equipe é sua habilidade de identificar mudangas no ambiente de trabalho
e ajustar-se as estratégias.

Baixa
A equipe ndo consegue ao
menos identificar mudancgas
necessarias ao ambiente de
trabalho.

Razoavel
A equipe consegue
identificar mudangas
necessarias ao ambiente de
trabalho.

Alta
A equipe consegue
identificar mudangas
necessarias ao ambiente de
trabalho.

A equipe n3o consegue
ajustar-se a novas
estratégias.

A equipe nem sempre
consegue ajustar-se a novas
estratégias.

A equipe consegue ajustar-
se a novas estratégias com
facilidade.

A soma de conhecimento dos individuos que formam a equipe (conhecimento); A capacidade
dos membros da equipe de realizar as tarefas de outros e substitui-los caso seja necessdrio
(redundancia); A equipe possui todas as competéncias necessarias para completar o trabalho

sem depender de outros que ndo fazem parte da equipe (multifuncional).

Baixa Razoavel

Alta

A equipe ndo é capaz de
substituir ou realizar as
atividades de um membro
ausente.

A equipe ndo é capaz de
substituir ou realizar as
atividades de um membro
ausente.

A equipe depende de
terceiros para completar o
trabalho.

A equipe nao depende de
terceiros para completar o
trabalho.

A equipe consegue realizar
todas as tarefas de um
membro ausente e se
necessario, substitui-lo.

A equipe nao depende de
terceiros para completar o
trabalho.

Lideranca compartilhada trata-se de compartilhar a autoridade para tomar decisdes.

Baixa Razoavel

Alta

As decisoes sao
centralizadas em uma Unica
pessoa.

As decisoes sao
centralizadas em uma unica
pessoa.

As opinides de membros da
equipe nao sao levadas em
consideracao.

As opinides dos membros da
equipe sao levadas em
consideragao.

As decisoes e a lideranga
sdo compartilhadas por toda
equipe.

Todos tém poder de decisdo
nas tarefas que lhes cabem.
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Coesado da Equipe

A coesdo da equipe refere-se a atragdo interpessoal dos membros da equipe, o comprometimento dos

mesmos com as atividades da equipe e o espirito de equipe.

Colaboragdo

Para uma equipe colaborar, a mesma deve ser coordenada. A coordenagdo da equipe refere-se aos
membros da equipe executarem suas atividades de forma sincronizada e integrada. Além disso, ela
deve ser orientada. A orientagdo trata-se do respeito mutuo entre os membros das equipes e
priorizacao dos objetivos da equipe sobre os objetivos individuais. Para uma equipe coordenar suas

atividades, é necessario se comunicar.

Baixa

Razoavel

Alta

A equipe nao realiza reunides
didrias para sincronizar as
atividades.

A equipe é distribuida.

A equipe nao possui canais de
comunicacgao.

Os membros da equipe nao se
respeitam.

Objetivos individuais
sobrep6em os objetivos
coletivos da equipe.

A equipe

A equipe trabalha no mesmo
local fisico.

A equipe ndo possui canais de
comunicagao.

Os membros da equipe se
respeitam.

Objetivos individuais
sobrep6em os objetivos

A equipe realiza reunides
didrias para sincronizar as
atividades.

A equipe trabalha no mesmo
local fisico.

A equipe possui canas de
comunicacao como o slack.

Os membros da equipe se
respeitam.

Objetivos da equipe
sobrep6em os objetivos

coletivos (da equipe). individuais.
Equipes que sdo adaptaveis, possuem lideranga compartilhada e redundancia.
Baixa Razoavel Alta

Dependem de terceiros para
completar o trabalho.

As decisdes sdo concentradas
em um unico membro da
equipe que nao considera as
opinides de outros.

A equipe nao consegue ao
menos identificar mudancgas
necessdrias ao ambiente de

trabalho.

A equipe nao consegue ajustar-
se a novas estratégias.

Os membros do time possuem
o conhecimento necessario
para completar o trabalho,
mas nao ha redundancia na

equipe.

As decisdes sdo concentradas
em um Unico membro que leva
em consideragdo a opinido de
outros.

A equipe consegue identificar
mudangas necessarias ao

ambiente de trabalho.

A equipe

Os membros da equipe tém o
conhecimento necessario para
completar o trabalho, com
redundancia.

As decisoes e a lideranga sdo
compartilhadas por toda
equipe.

A equipe consegue identificar
mudancgas necessarias ao
ambiente de trabalho.

A equipe consegue ajustar-se a
novas estratégias com
facilidade.
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Colaboracao

Para uma equipe colaborar, a mesma deve ser coordenada. A coordenacdo da equipe refere-se
aos membros da equipe executarem suas atividades de forma sincronizada e integrada. Além
disso, ela deve ser orientada. A orientacdo trata-se do respeito mutuo entre os membros das
equipes e priorizacdo dos objetivos da equipe sobre os individuais. Para uma equipe coordenar
suas atividades, é necessario se comunicar.

A coordenacédo da equipe refere-se aos membros da equipe executarem suas atividades de
forma sincronizada e integrada. Para uma equipe coordenar suas atividades, é necessario se
comunicar. A qualidade da comunicacdo da equipe depende dos canais de comunicagao e
distribuicdo da equipe.

Baixa Razoavel Alta
. - . A equipe A equipe realiza reunides
A equipe nao realiza auip .. q P . .
oo L. didrias para sincronizar as
reunides diarias para .
. . . . atividades.
sincronizar as atividades.
s A equipe trabalha no A equipe trabalha no
A equipe é distribuida. quip .. quip -
mesmo local fisico. mesmo local fisico.
A equipe nao possui canais . o~ . . . .
.. A equipe nao possui canais A equipe possui canas de
de comunicagdo. - L
de comunicagdo. comunicacdao como o slack.

A orientacdo trata-se do respeito mutuo entre os membros da equipe e priorizagdo dos
objetivos da equipe sobre os individuais [1].
Baixa Razodavel Alta
Os membros da equipe se
respeitam.

Os membros da equipe se
respeitam.

Os membros da equipe nao

se respeitam. . ~
P Os membros da equipe nao

possuem muitas

. Os membros da equipe
caracteristicas em comum

Os membros da equipe nao

possuem caracteristicas em possuem caracteristicas em
comum e apresentam comum e apresentam um
dificuldades de convivéncia. , 6timo relacionamento.
hd um
. e e ey membro conciliador Lo .
Objetivos individuais Objetivos da equipe

sobrepoem os objetivos
individuais.

sobrep6em os objetivos

. . Objetivos individuais
coletivos da equipe.

sobrep6em os objetivos
coletivos da equipe.
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