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Resumo 

0 Diagnostico Medico se insere numa categoria ampla de problemas, onde a tomada 

de decisao e realizada considerando-se as evidencias conhecidas e estas apresentando 

diferentes nfveis de confianca. Alem disso, nao e rara a ocorrencia de diferentes pa-

tologias com sintomas em comum. A particularidade deste cenario esta presente na 

Neurologia, onde patologias raras com sintomas semelhantes tornam a emissao do d i -

agnostico diferencial dificil e ate mesmo imprecisa. 

Com o objetivo de reduzir o grau de incertezas envolvido, utiliza-se geralmente 

ferramentas de aquisigao de novas evidencias, como exames clinicos e neurologicos. 

Acontece que esta obtengao geralmente nao reduz a complexidade da emissao de um 

diagnostico diferencial. Para isto, e necessario dispor de ferramentas computacionais 

que auxiliem na tomada de decisao. 

Neste trabalho e avaliado o desempenho da inferencia probabilistica em Redes 

Bayesianas no auxilio a tomada de decisoes medicas. 0 desempenho. dessa tecnica 

e analisado sob bases de dados com diferentes cenarios considerados. Alem disso, sao 

propostos novos algoritmos de redugao da complexidade computacional da inferencia 

probabilistica, os quais se baseiam em conceitos da Teoria da Informagao. Os resul-

tados obtidos mostram que a inferencia probabilistica em Redes Bayesianas pode ser 

promissora no auxilio a emissao do diagnostico medico. 

vi i 



Abstract 

Medical Diagnosis belongs to a wide category of problems, where decision making-

is accomplished considering the known evidences wi th different trust levels. Moreover, 

it is not rare the occurrence of different pathologies wi th common symptoms. The 

particularity of this scenario is present in Neurology, where rare pathologies wi th similar 

symptoms make differential diagnosis difficult and even imprecise. 

W i t h the objective of reducing the degree of uncertainties involved, acquisition tools 

of new evidences are usually used, like clinical and neurological exams. However, these 

new evidences usually do not reduce the complexity of the emission of one differential 

diagnosis. Thus, i t is necessary to make use of computational tools that help decision 

making. 

In this work the performance of probabilistic inference in Bayesian Networks is 

evaluated as an aid to medical decisions. The performance of this technique is evaluated 

under databases w i t h different scenarios. Moreover, new algorithms for reduction of 

the computational complexity of the probabilistic inference are considered, which use 

concepts of Information Theory. The results show that the probabilistic inference in 

Bayesian Networks can be promising as an aid to medical diagnosis. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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CapitulozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 1 

Introdugao 

Nos ult'imos anos, vem crescendo o numero de sistemas computacionais que uti l izam 

redes bayesianas para auxiliar a tomada de decisbes. AplicagSes correntes incluem 

diagnostico medico [5] e visao computacional [28]. Neste trabalho, as redes bayesianas 

sao utilizadas no desenvolvimento de um sistema computacional de auxilio a emissao 

do diagnostico medico de patologias neurologicas raras e que apresentam sintomas 

em comum. A complexidade presente neste cenario torna a emissao do diagnostico 

diferenciado por parte dos nao especialistas do dominio bastante dif ici l , nao sendo rara 

a ocorrencia de diagnosticos errados. 

As principals contribuigoes deste trabalho sao: 

1. Desenvolvimento de um sistema computacional de auxilio a tomada de decisao 

medica, o qual reduz significativamente a complexidade do cenario envolvido na 

tomada de decisao, assegurando ao usuario respostas consistentes; 

2. Desenvolvimento de metodos de supressao de arcos baseados em conceitos da 

Teoria da Informagao, os quais apresentam resultados bastante satisfatorios e, 

portanto, podem ser usados como novas abordagens no desenvolvimento de apli-

cagoes praticas baseadas em redes bayesianas; 

3. Desenvolvimento de metodos de ordenagao de variaveis aleatorias baseados em 

medidas da Teoria da Informagao. os quais proporcionaram um aumento de 

eficacia na realizagao de inferencias em redes bayesianas; 

4. Formagao da unica base de casos clinicos de Miastenia Gravis conhecida. 
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Na proxima secao sao apresentados as abordagens empregadas no desenvolvimento 

de sistemas de auxilio a tomada de decisao. Contudo, caso o leitor deseje verificar logo 

as propostas e os testes dos metodos de supressao de arcos apresentados no Capitulo 

2, podera faze-lo sem perda de continuidade ou de fundamentagao. 

1.1 Abordagens Usadas no Desenvolvimento de Sis-

temas de Auxilio a Tomada de Decisao 

Na decada de 60, os primeiros sistemas computacionais para dar suporte a tomada 

de decisao medica comegaram a surgir, sendo esses sistemas baseados no tratamen-

to da incerteza segundo a teoria probabilistica de Bayes. Em especial os sistemas 

para diagnostico requeriam que os conjuntos de possiveis doengas a diagnosticar fos-

sem mutuamente exclusivos, com casos clinicos plenamente coletados. As evidencias 

(sintomas observaveis) eram assumidas condicionalmente independentes entre si dada 

qualquer doenga possivel, podendo cada paciente possuir apenas uma unica patologia 

[29]. Os sistemas resultantes eram desenvolvidos para dominios com pequeno numero 

de hipoteses e de evidencia l imitada. O interesse no uso de probabilidades diminuiu 

em parte, devido a percepgao da epoca de que esta era uma tecnica intratavel e ina-

dequada para expressar a estrutura do conhecimento humano [22], e em parte, porque 

em dominios maiores as simplificagoes adotadas em geral produziam resultados mate-

maticamente incorretos, alem de nao existirem mecanismos de explicagao para os nao 

especialistas do dominio. 

Nos anos 70, surgem os sistemas especialistas. Eles util izavam uma linguagem 

para representar o conhecimento do especialista em uma forma analoga aos predica-

dos logicos, isto e, coerente com a aplicagao, empregando algum metodo de raciocinio 

heuristico. Para manipular incerteza util izavam metodoszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA ad hoc derivados da teoria de 

probabilidade, mas em desacordo com os axiomas da probabilidade. Eles podem mani-

pular com exito dominios de problemas maiores e mais complexos do que os anteriores, 

alem de proverem facilidades de explicagao, permitindo o seu uso por nao especialistas. 

0 M Y C I N [21] e um exemplo de sistema especialista que obteve grande sucesso. 

Contudo, no final dos anos 80, houve uma retomada no interesse por abordagens 

probabilisticas, sendo motivada pela descoberta de que se for considerado o relaciona-

mento causal e a independencia condicional entre variaveis do dominio, e necessario re-
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presentar apenas probabilidades conditionals entre variaveis diretamente dependentes. 

Essa retomada esta associada ao aparecimento de modelos baseados em representagoes 

graficas de dependencias probabilisticas conhecidas como redes probabilisticas. 0 uso 

dessas redes apresenta as seguintes vantagens com relagao as abordagens anteriores: 

a) permite representar e manipular a incerteza com base em principios matematicos 

fundamentados e b) modela o conhecimento do especialista do dominio de uma forma 

intui t iva. 

U m exemplo de rede probabilistica e a rede bayesiana. A decada de 90 marcou o 

in i t io da maior parte das pesquisas realizadas a respeito das redes bayesianas. Desde 

essa epoca, essas redes vem sendo utilizadas para a solugao de varios tipos de problemas 

em diversas areas, como por exemplo, diagnostico medico [23] e visao computacional 

[28]. A Figura 1.1 ilustra um exemplo de rede bayesiana formada por cinco nos. 

Uma rede bayesiana e uma grafo orientado aciclico, no qual os nos representam 

variaveis aleatorias e um arco unindo dois nos representa a dependencia probabilistica 

entre as variaveis associadas. Cada no armazena a fungao de distribuigao de probabili-

dades conditional dos valores que podem ser assumidos pela variavel aleatoria associado 

a ele, dado os valores de seus nos pais (isto e, aqueles diretamente ligados ao no em 

questao). Por meio de um formalismo grafico, uma rede bayesiana permite tanto repre-

sentar a fungao distribuigao de probabilidades conjuntazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA (DPC), quanto dependencias 

probabilisticas entre um conjunto de variaveis aleatorias. A DPC resume o conhe-

cimento sobre um dominio especifico, sendo a caracteristica principal a possibilidade 

para reduzir o calculo da DPC global a uma seria de calculos locais, utilizando somente 

a incerteza local com base no conhecimento dos estados das variaveis adjacentes. 

0 raciocinio probabilistico em redes bayesianas, a ser utilizado como suporte a to-

mada de decisoes, e baseado na realizagao de inferencias probabilisticas, isto e, calculos 

da probabilidade de um evento, dadas todas as evidencias disponiveis. Esse calculo e 

baseado em probabilidade condicional e no teorema de Bayes. A probabilidade condit i-

onal e vista como uma medida de crenga no evento dada todas as evidencias conhecidas. 

0 raciocinio probabilistico em redes bayesianas e, entao, entendido como um processo 

de atualizagao de crengas. As inferencias podem ser do t ipo causal, part indo das causas 

para relacionar os efeitos; de diagnosticos, dos efeitos parte-se para as causas; inter-

causal, quando diversas causas contribuem para um efeito comum; e misto, quando ha 

uma combinagao de dois ou mais tipos acima. 

A independencia condicional formaliza a nogao qualitativa de irrelevancia. A no-
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tagaozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA I ( A , B , C ) representa quezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA A e independente de C, dado B, ou seja, o conhecimento 

de C nao afeta a crenga sobre .4, quando j a se conhece B. A independencia condici-

onal e a dependencia fornecem a base para expressar a nogao direta e qualitativa de 

relevancia na forma grafica de rede bayesiana, antes de fazer-se qualquer atribuigao 

numerica de probabilidade. 

A representagao grafica de independencia condicional proposta por Pearl e relevante, 

mas a ideia de expressar informagao probabilistica atraves de representagoes graficas foi 

introduzida inicialmente pelo geneticista Sewal Wright (1921) que uti l izou um modelo 

causal (grafo aciclico orientado, DAG) "como uma ajuda na analise biometrica de certas 

classes de dados", o qual deu origem as redes bayesianas. Devemos a Pearl a introdugao 

do uso de redes bayesianas em sistemas inteligentes [33], atraves do artigo, de enorme 

repercussao, int i tulado Fusion, Propagation, and Structuring in Belief Networks [39]. 

Figura 1.1: Rede bayesiana com 5 nos com topologia em arvore 

Neste trabalho e seguida a abordagem adotada na decada de 90 no desenvolvimento 

de sistemas de auxilio a tomada de decisao. Assim, as redes bayesianas sao utilizadas 

na realizagao de inferencias de base probabilistica, as quais irao auxiliar a emissao do 

diagnostico medico de patologias neuromusculares raras. 
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1.2 Organizagao do trabalho 

Esta dissertacao esta organizada como segue: 

No Capitulo 2 e apresentada uma caracterizagao das redes bayesianas. Apresenta-

se os principals algoritmos de aprendizagem de redes bayesianas a part i r de bases de 

dados. Posteriormente, estes algoritmos sao avaliados e suas principals propriedades 

apresentadas. Ainda no Capitulo 2, alguns principios da Teoria da Informagao empre-

gados em redes bayesianas sao apresentados. Em seguida, sao propostos algoritmos 

para a simplificagao da rede, os quais se baseiam tambem em conceitos da Teoria da 

Informagao. O final do Capitulo 2 e dedicado a uma analise das redes aprendidas a 

partir de diferentes bases de dados e que tiveram seus arcos removidos de acordo com 

os algoritmos propostos. 

O Capitulo 3 apresenta os principals algoritmos utilizados na realizagao de in-

ferencias em redes probabilisticas. Este Capitulo tambem apresenta a Lei Distr ibut iva 

Generalizada e ilustra que uma importante tecnica de realizagao de inferencias em Re-

des Bayesianas e um caso particular desta Lei. O final do capitulo 3 e dedicado a 

avaliagao de desempenho da inferencia probabilistica nas redes que tiveram os arcos 

removidos de acordo com os algoritmos propostos para remogao de arcos e os efeitos da 

ordenagao de variaveis, de acordo com medidas de informagao, na eficacia do raciocinio 

probabilistico. 

O Capitulo 4 descreve as patologias neurologicas sob foco e apresenta as carac-

teristicas da base de casos clinicos formada para avaliar o desempenho da inferencia 

probabilistica em redes bayesianas no auxilio a emissao de diagnostico medico. 

No Capitulo 5 e apresentado o sistema desenvolvido para auxiliar a emissao do 

diagnostico diferenciado. 

0 trabalho termina com o Capitulo 6, um espago dedicado as consideragoes finais 

e as perspectivas para trabalhos futuros. 
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Capitulo 2 

Redes Bayesianas 

2.1 Introdugao 

Durante as ultimas duas decadas, o interesse no uso de tecnicas exatas de inferencia 

probabilistica para o desenvolvimento de sistemas de auxilio a tomada de decisao tem 

chamado bastante a atengao de pesquisadores em universidades e empresas. No entan-

to, o uso de tais tecnicas de inferencia pressupoe a disponibilidade de um modelo de 

conhecimento valido. Na ausencia deste modelo, surge a necessidade de se desenvol-

ver tecnicas capazes de combinar o conhecimento especialista com os dados, obtidos 

a partir de uma base de dados, de forma a serem usados no desenvolvimento e, mais 

adiante, no refinamento desses modelos de conhecimento. Esta abordagem apresenta 

algumas dificuldades como, por exemplo, a impossibilidade, em algumas vezes, de se 

contar com a presenga de um especialista do dominio do conhecimento. Sendo assim, a 

obtengao do modelo diretamente a part ir da base de dados se faz necessaria e permite 

uma aprendizagem automatica, livre da supervisao de especialistas e, portanto, agrega 

um interesse maior. 

Uma aproximagao promissora a este problema e tentar construir automaticamente, 

ou em outras palavras aprender, uma rede probabilistica que represente ou modele o 

conhecimento humano embutido nos dados. Especificada uma rede, e possivel utilizar-

se dela como um modelo probabilistico usual do dominio do problema. 

Na tentativa de representar o conhecimento humano, a motivagao para utilizagao 

de redes probabilisticas e que os seres humanos tem uma certa facilidade em moldar os 

fatos e fenomenos em forma de relacionamentos causais. Isto e, o que se busca e uma 

forma adequada de modelar o conhecimento humano, com respeito a um determinado zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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dominio do problema, no qual coloca-se a questao de realizar prognosticos a respeito de 

causas e a part i r de observacoes de indicadores probabilisticos relacionados com estas 

causas. Neste sentido, as redes probabilisticas, ou bayesianas constituem um modelo do 

dominio do problema e nao um modelo de raciocinio; como e comum quando se uti l iza 

outros esquemas como, por exemplo, Redes Neurais. Devido a isto, a abordagem 

Bayesiana j a tornou-se um importante paradigma para a representagao e tratamento 

com incertezas. 

2.2 Estrutura das Redes Bayesianas 

U m ponto de part ida adequado para se visualizar a montagem de uma representagao 

eficiente e considerar com atengao o mecanismo de inferencia humano, entendido como 

o meio pelo qual as pessoas integram dados de miil t iplas fontes e geram uma interpre-

tagao coerente destes dados. A analise deste mecanismo indica que a maneira como 

o ser humano armazena e uti l iza o seu conhecimento a respeito de um determinado 

dominio nao fica bem caracterizada por uma distribuigao conjunta mas sim atraves de 

distribuigoes marginais e distribuigoes condicionais envolvendo pequenos agrupamentos 

de variaveis [5]. 

Sendo assim, o conhecimento humano acerca de um problema de diagnostico pode 

ser adequadamente modelado utilizando um grafo no qual os nos estao associados 

as variaveis aleatorias envolvidas e cada no fica ligado a outros que julgamos serem 

diretamente relacionados. 

Escolhendo uma ordenagao arbitraria o rd das variaveiszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Xi,...,Xn, considera-se a 

fatoragao de sua distribuigao de probabilidade conjunta pela regra da cadeia, da forma 

P ( A 1 , A 2 , . . . , A n ) = P(Xn | Xn.l,...,X1)...P(X3 | X2,XX)P(X2 | XJPiXJ, em que 

cada fator contem somente uma variavel no lado esquerdo da barra de condicionamento. 

Essa fatoragao pode ser usada como uma prescrigao para quantificar consistente-

mente as dependencias entre os nos de um grafo arbitrario. Define-se Pcjj como o 

conjunto de variaveis que influenciam diretamente %i (i.e. P(Xi | Pa ; ) = P ( A j | 

X{-i, Xi-2,Xi), as quais serao doravante denominadaszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA pais da variavel aleatoria 

Xi. 

Representando P(XizyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA |  PG^) por uma fungao Fi(Xu P O J) t a l que 

Y^Fi(Xi,Pai) = l, 0<Fi(Xi,Pai)<l, 
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\ zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

entao a fatoragao acima pode ser reescrita como 

P(XuX2,...,Xn) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Y[Fl(XuPal). 

A distribuigao P{X\,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA A 2 , X n ) , jun to com a ordenagao o rd identifica univocamen-

te um conjunto de nos pais para cada variavel aleatoria Xi, que pode ser associada a 

um grafo direcionado aciclico que representa as relagoes de dependencia probabilistica 

entre as variaveis X\, X 2 , X n . Este grafo e a especifkagao das probabilidades condi-

tionals entre cada no e seus pais constituem uma rede bayesiana (RB) . Segue-se uma 

definigao formal. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Definigao 1 [3] Seja U um conjunto de variaveis {Xi,Xn}, n > 1. Cada variavel 

Xi € U assume um valor do conjunto {x^, ...,X(r}, r > 1, i = l , . . . , n . Uma rede 

bayesiana B sobre U e um par B = (Bs,Bp) sendo Bs a estrutura da rede que 

consiste de um grafo direcionado e aciclico, com um no para cada variavel em U; 

Bp e um conjunto de probabilidades condicionais associadas a B$.Para cada variavel 

Xi G U, Bp contem as probabilidades condicionadas P(xij \ Pat) que consiste nas 

probabilidades do no que representa a variavel Xi estar no estado dados valores das 

variaveis no conjunto de pais Pa, de Xi. 

Deve-se notar que a especificagao completa de uma rede bayesiana e determinada 

pela ordenagao o rd das variaveis Xi 6 U e pela fungao de distribuigao de probabilidade 

conjunta P (Xi,.... Xn). A topologia de uma rede bayesiana e fortemente sensivel a 

ordenagao o rd . sendo possivel que um grafo em arvore se transforme em um grafo 

completo pela modificagao da ordenagao das variaveis. A sensibilidade a ordenagao se 

deve a relagao entre causal idade e a estrutura da rede, ou seja, modificar a ordenagao 

significa modificar relagoes de causalidade, ainda que a medida global de probabilidade 

seja a mesma [41]. 

Em redes bayesianas, adota-se um criterio de separabilidade mais elaborado do que 

0 que 0 senso comum recomenda (ou seja, considerar separagao apenas como ausencia 

de ligagao entre dois nos). Para facilitar 0 entendimento, considere os tres tipos dis-

tintos de conexSes entre nos ilustrados na Figura 2.1, denominados por Charniak [20] 

como linear, convergente e divergente. O conceito de separabilidade em redes baye-

sianas, proposto por Pearl [39] esta intrinsicamente relacionado com as propriedades 

das conexoes entre os nos e e parte fundamental na identificagao das relagoes de inde-

pendencia estatistica. Para estabelecer esse criterio considere as definig5es: 

S 



0 0 0 
0 0 0 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

z ^ zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

(a) Linear (b) Convergente (c) Divergente 

Figura 2.1: Tipos Diferentes de Conexoes 

Definigao 2 ( E v i d e n c i a ) [37] zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• Evidencia em uma rede bayesiana e um conjunto de nos cujos valores sao conhe-

cidos 

Definigao 3 ( C a m i n h o d-conectado) [37] 

• Dado uma evidencia, E, o caminho entre dois nos X e Y e dito ser d-conectado 

(conexao de dependencia) em relagdo a E se uma das seguintes condigdes se 

verificarem: 

1. 0 caminho entre X e Y e linear ou divergente e nao possui nos em E. 

2. 0 caminho entre X e Y e convergente e os nos no interior do caminho ou 

um de seus descendentes esta contido em E. 

Definigao 4 (Nos d-separados) [37] 

• Dado uma evidencia, dois nos sao ditos ser d-separados (separagdo de dependencia) 

se nao existir nenhum caminho d-conectado que os una. 

Definigao 5 ( Independencia entre nos) [37] 

• Dado uma evidencia, E, diz-se que dois nos sao independentes em relagdo a E 

se forem d-separados. 

Definigao 6 (Grafo em A r v o r e ) [10] 

• Um grafo em arvore e um grafo onde todos os nos, exceto aquele denominado de 

no raiz, tem apenas um unico pai. 
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DefinigaozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 7 (Grafo em Arvore Multipla) [39] zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• Um grafo em arvore multipla e um grafo simplesmente conectado, isto e, um grafo 

onde nao existe mais que um unico caminho entre quaisquer dois nos. 

Os grafos cuja topologia e uma arvore multipla (no ingles e utilizada a expressao 

polytree), podem ser vistos como uma colecao de varias arvores unidas. Sendo assim, 

podem existir nos com mais de um pai, ou diversos nos raizes. Contudo, para quaisquer 

dois nos pertencentes ao grafo, existe um unico caminho que passa por eles. 

Definigao 8 (Grafo com Ciclo) [32] 

• Um grafo e dito ter ciclo se entre quaisquer dois nos existe mais de um caminho 

que os una. 

A Figura 2.2(a) ilustra um grafo em arvore. Na Figura 2.2(b) e mostrado um grafo 

em arvore multipla, ja a Figura 2.2(c) apresenta um grafo com ciclo. 

(c) 

Figura 2.2: Grafos com topologias diferentes 
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Para verificar se uma rede e bayesiana, basta que uma unica condigao seja satisfeita: 

cada no do grafo deve ser condicionalmente independente de todos os nos que nao sao 

seus descendentes, exceto seus pais [41]. Segundo Pearl [41], com base nesta condigao, 

pode-se derivar um procedimento recursivo para a construgao de uma rede bayesiana. 

Dada a distribuigao de probabilidade conjuntazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA P{XX, X2,Xn) e uma ordenagao ord 

destas variaveis, inicia-se a construgao do grafo escolhendo o no raiz A"i e atribuindo ele 

a probabilidade marginal P(XX). Em seguida, acrescenta-se mais um no X2 no grafo. 

Se X2 for dependente de Xx entao tragamos um arco ligando ambas as variaveis com 

a seta apontando para X2 e quantificando esta dependencia ponderando o arco com a 

medida'P(X 2\X X), caso contrario, mantem-se as variaveis desconectadas a atribui-se 

uma probabilidade a priori P(X2) a X2. Repete-se este procedimento para as demais 

variaveis e, entao, obtem-se uma rede bayesiana. 

Figura 2.3: Exemplo de rede bayesiana mostrando um dos nos (W) com dois pais 

A rede ilustrada pela Figura 2.3 representa a seguinte distribuigao presente nos 

dados: 

As relagdes de independencia apresentadas pela rede bayesiana reduzem o esforgo 

no calculo da distribuigao de probabilidade conjunta. A ordenagao das variaveis pode 

P{Z, X, Y, W, Q) = P(Q\Y)P(W\X, Y)P(Y\Z)P(X\Z)P(Z). (2.1) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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ser feita com base no conhecimento humano para identificar as relagSes de dependencia 

entre as variaveis, estabelecendo para isto, relagoes de causalidade entre estas e, para 

aquelas que influenciam diretamente outra, e necessario definir pai e filho, respectiva-

mente. 

Nem sempre se conhece as relagoes de causalidade que estabelecem a estrutura da 

redezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA (Bs), nem o conjunto de probabilidades condicionais (BP). Portanto, os principals 

problemas envolvendo redes bayesianas sao: 

1. Construir uma rede bayesiana a partir de uma base de dados. Isto e, aprender a 

estrutura, Bs. e identificar as probabilidades condicionais, BP, existentes entre 

os elementos constituintes, a partir de uma base de dados com amostras das 

variaveis aleatorias do dominio da aplicagao; 

2. Construir um metodo de atualizagao de crengas (do ingles, Belief) sobre o estado 

das variaveis a partir de evidencias apresentadas a rede. 

A proxima segao avalia os aspectos envolvidos na aprendizagem automatica de redes 

bayesianas a partir de bases de dados. 

2.3 Aprendizado de Redes Bayesianas a Partir de 

Bases de Dados 

O problema que se apresenta consiste em descobrir estruturas arbitrarias de rede a 

partir da base de dados sem a necessidade do conhecimento a priori da distribuigao de 

probabilidade que modela esses dados. No caso de Bs, pode-se levar ao aprendizado 

de redes com multiplas conexoes que sao mais expressivas do que redes de arvore, ja 

que na pratica fenomenos aleatorios podem ter mais de uma causa. 

Apesar das redes de multiplas conexoes nos permitirem uma precisao maior nes-

tes casos, as suas desvantagens sao numerosas. A complexidade temporal relacionada 

com o aprendizado da estrutura dessas redes e alto. Em adigao, essas redes tambem 

apresentam o problema da complexidade espacial, relacionada com o armazenamento 

dos parametros, que aumenta com a conectividade da rede [25]. Redes bayesianas com 

mais conexoes entre seus nos requerem um armazenamento de mais parametros de 

probabilidade, com o numero de parametros de probabilidade "armazenados" em cada 

no aumentando exponencialmente com o numero de arcos que chegam. Em adigao 
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as vantagens computacionais, redes com baixa conectividade tambem possuem vanta-

gens conceituais. A topologia de uma rede bayesiana expressa a informagao sobre o 

entendimento causal e assegura relagoes probabih'sticas do dominio. Redes com topo-

logias muito simples sao mais faceis de compreender. Isto pode ser particularmente 

importante ja que existe o desejo de explicar os resultados calculados utilizando a rede. 

Portanto, e preciso haver algum tipo de compromisso entre precisao e usabilidade. 

Redes mais conectadas permitem obter modelos mais precisos, contudo, ao mesmo 

tempo, sao computacionalmente e conceitualmente mais dificeis de usar. Redes mais 

simples, por sua vez, podem levar a perda de precisao no modelamento dos dados. 

Logo, deve-se adotar algum metodo que opte sempre por uma rede mais simples se 

esta rede e suficientemente precisa, mantendo a capacidade de escolher outra mais 

complexa se nenhuma rede mais simples possui a precisao desejada. 0 Exemplo 2.1 

[50] ilustra este ponto. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Exemplo 2.1 [50] : Considere as duas redes ilustradas na Figura 2.4, onde todos 

os nos assumem valores binarios. No grafo G l , o no C tem dois pais, A e B; enquanto 

em G2, C tem somente um pai, B. G2 e a rede mais simples envolvendo os nos A,B e 

C para a dada relagao de causalidade. Apesar disso, se forem examinados as proba-

bilidades condicionais associadas a C, no grafo G l , descobre-se que o valor de C tem 

uma dependencia maior com os valores de B e com pequena proporgao do valor de A. 

Entao, as relag5es de dependencia da distribuigao descrita por G l sao quase as mes-

mas daquelas obtidas pelo grafo G2. Portanto, estas duas redes bayesianas podem ser 

consideradas como estruturas aproximadamente equivalentes, muito embora tenham 

topologias diferentes. 

As redes bayesianas sao comumente usadas em problemas envolvendo inferencia 

probabilistica. as quais gerenciam atualizagoes na distribuigao de probabilidade azyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA pos-

teriori (DPP) quando alguns dos nos tornam-se instanciados a valores particulares. 

Considerando este aspecto, as duas redes podem ser consideradas como sendo apro-

ximadamente equivalentes se estas exibem resultados semelhantes apos a atualizagao 

na DPP. Admita agora que p(ax) = 0,3. Apos a execugao da atualizagao da DPP, 

ambas as redes apresentam praticamente o mesmo resultado: p(bx) = 0, 31, em ambas, 

p(ci) = 0, 356 em G l , e p(cx) = 0, 336 em G2. Neste caso, ha pouca perda de precisao 

no modelamento da distribuigao basica utilizando a rede mais simples G2 ao inves de 

G l . 0 

A negociagao envolvendo precisao e usabilidade pode ser feita utilizando um principio 
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G, 

p(a,) = 0,5 p(a0)=0,5 

pCbJa,)̂  0,8 p(b0la i) = 0,2 

pCb, 1̂ ,)= 0,1 p(b0 la0) = 0,9 

P(a,) = 0,5 

P(b,la1)=0,8 

P(b,la0)= 0,1 

P(a0)=0,5 

P(b0 la,) = 0,2 

p(Cl la, , b,) = 0,7 p(c0 la, ,b,) = 0,3 

p(c, la0, b,) = 0,8 p(c0 1^,5,) = 0,2 

p(c,la, ,b0) = 0,l p(c0la,,b0) = 0,9 

p(c,la0,b0) = 0,2 p(c0la0,b0) = 0,8 

p(c1lb1) = 0,75 p<c01 b,) = 0,25 
p(c,lb0) =0,15 p(c0lb0) = 0,85 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Figura 2.4: Redes Bayesianas Aproximadamente Equivalentes 

bem conhecido, denominado de Mfnimo Comprimento de Descrigao (MDL, do in-

gleszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Minimum Description Length) de Rissanen [47]. O princfpio MDL afirma que o 

melhor modelo de um conjunto de dados e aquele que minimiza a soma da codificagao 

do modelo e da codificagao dos dados dado o modelo. Contudo, tentar encontrar a 

rede (modelo) que minimiza a soma destas duas componentes e computacionalmente 

uma tarefa dificil, devido ao grande numero de redes presentes no espago de busca. 

Por exemplo, Robinson [45] utilizando o princfpio de inclusao e exclusao mostrou que 

a quantidade de redes que pode ser formada por um conjunto de n nos, G(n), e dada 

pela Equagao (2.2). 

com G(0) = 1. 

Assim, para um conjunto de 10 nos existe aproximadamente 4, 2 x 10 1 8 diferentes 

estruturas possiveis. Devido ao grande numero de combinagoes, o teste de todas as 

(2.2) 
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possibilidades e impraticavel e para tanto deve ser usado um algoritmo que elimine 

uma parte dessas estruturas. 

A proxima segao descreve algumas das diferentes abordagens utilizadas no apren-

dizado de redes bayesianas. 

2.3.1 Recuperagao de Redes a Partir de Suposigoes Sobre a 

Distribuigao dos Dados 

O trabalho mais simples que pode ser visualizado como modelo de aprendizagem de 

rede foi o de Chow e Liu em 1968 [10]. Suas aproximagSes foram capazes de recuperar 

a DPP em redes apresentando topologias em arvore, a partir de registros em banco de 

dados. Se o banco de dados foi gerado por uma distribuigao, cuja rede associada possui 

uma topologia em arvore, esta poderia ser recuperada com exatidao, desde que existam 

dados suficientes. Caso contrario, o metodo proposto garantia que a distribuigao de 

probabilidades da rede aprendida pela estrutura em arvore seria a mais proxima de 

todas as redes em arvore para a distribuigao dos dados. 0 criterio adotado neste caso 

para a "proximidade" foi a medida de entropia cruzada de Kullback-Leibler [36]. A 

principal restrigao a este trabalho era que o mesmo considerava no aprendizado apenas 

as redes com topologias em arvores. Logo, se os dados presentes na base foram obtidos 

segundo uma distribuigao que nao estivesse associada a uma estrutura em arvore, o 

aprendizado levaria a uma rede imprecisa. O trabalho subseqiiente de Rebane e Pearl 

[43] permitiu extender os metodos de Chow e Liu para a recuperagao de redes com a 

topologia de arvore multipla. Se a distribuigao basica tem uma rede associada com 

topologia de arvore multipla, esta poderia ser recuperada com exatidao. Contudo, 

novamente, se os dados sao oriundos de uma distribuigao que nao represente uma 

topologia de arvore multipla, a estrutura aprendida seria bastante imprecisa. 

Ambas as aproximagoes falham na recuperaragao de uma classe de redes que apre-

sentem multiplas conexoes, a qual e mais realistica do ponto de vista esperado para as 

aplicagoes praticas. Isto acontece porque tais metodos compartilham a desvantagem 

de se realizar suposigoes sobre a distribuigao basica. Acontece que na maioria das ve-

zes nao se conhece, azyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA priori, a distribuigao basica, a qual, conforme ja salientado no 

comego deste capftulo, e possivel obter a partir do conhecimento da estrutura da rede 

bayesiana aprendida, ou seja, o conhecimento da distribuigao leva ao conhecimento da 

estrutura. Tais metodos poderiam entao produzir modelos muito imprecisos se a distri-zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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buigao basica nao se encaixa nas categorias de distribuigoes com as quais tais metodos 

podem lidar. Apesar disto, estes trabalhos forneceram muita informagao relevante ao 

aprendizado de redes bayesianas. 

Uma aproximagao alternativa bastante interessante que permite tratar com redes 

de multiplas conexSes e a que foi sugerida por Cooper e Herskovits em 1991 [8]. Esta 

aproximagao tenta encontrar a rede mais provavel utilizando umazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA aproximagao baye-

siana, ou seja, assume-se uma distribuigao a priori sobre o espago contendo todas as 

possiveis estruturas de rede. Desta forma, foi considerado que a distribuigao a prio-

ri era uniforme. Lam e Baccus [50] sugerem que esta consideragao nao leva a escolha 

razoavel, ja que, neste caso, o metodo proposto por Cooper e Herskovits [8] sempre pre-

feriria a rede com maior precisao, mesmo nas situagoes onde uma rede muito complexa 

e so ligeiramente mais precisa. 

De forma a evitar que isto ocorra, pode-se adotar o princfpio MDL. Uma forma 

de visualizar o princfpio MDL e segundo uma aproximagao bayesiana, na qual a dis-

tribuigao a priori sobre os modelos e inversamente relacionada aos comprimentos de 

suas codificagSes, isto e, as suas complexidades. Por exemplo, seja Ti = {Hi, H2, ••} 

um espago de hipoteses a cerca da origem dos dados. Tendo em vista que nao se co-

nhece a lei de formagao que originou os dados, D. a MDL e obtida por uma busca em 

H, ou seja, procura-se obter de H o elemento mais provavel dado o conjunto D, que 

matematicamente pode ser expresso maximizando P(H\D). podendo ser expresso de 

acordo com o Teorema de Bayes, como: 

Aplicando o negativo do logaritmo na base 2 em ambos os lados, tem-se: 

- log 2 P(H\D) = - log 2 P(D\H) - log 2 P(H) + log, P(D). (2.4) 

sendo P(D) constante quando se varia H, a maximizagao na Equagao (2.3) pode ser 

feita minimizando-se apenas 

-\og2P(D\H)-\og2P{H), (2.5) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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Em Teoria da Informagao, a aplicagao do negativo do logaritmo na base 2 e interpretada 

como sendo o tamanho medio da palavra-codigo, em bits, necessaria para codificar o 

modelo,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA H, e os dados de posse do modelo,D\H. 

Portanto, o princfpio MDL guarda restrigoes quanto aos modelos de aprendizagens 

obtidos que sao tao simples quanto o possivel. Ja que se H for muito simples esta 

poderia ser descrita ou codificada necessitando de poucos bits; contudo, nao iria expli-

car satisfatoriamente os dados, levando a um maior erro na descrigao dos mesmo. Por 

outro lado, sendo H complexa os dados seriam explicados de forma mais precisa, mas 

tambem necessitaria de um espago maior para a codificagao da hipotese ou modelo. 

A MDL, como sera explicada a seguir e uma solugao de compromisso entre precisao e 

complexidade. 

Tanto o trabalho de Cooper e Herskovits [8], quanto o de Lam e Baccus [50] de-

senvolveram um metodo heurfstico que busca uma restrigao no conjunto de estruturas 

pertencentes ao espago de busca. No primeiro, a busca termina selecionando a estru-

tura com a mais alta probabilidade a posteriori e, no segundo, a rede com o mfnimo 

comprimento de descrigao. Alem disto, no primeiro e necessario uma ordenagao previa 

das variaveis, enquanto que no segundo tal ordenagao nao e necessaria, o que constitui 

uma vantagem em situagoes ctide nao existe informagao suficiente para promover tal 

ordenagao. A ordenagao constitui uma restrigao no tamanho do espago de busca, visto 

que, alem de ser formado pelas variaveis que pertencem ao domfnio do problema, este 

devera guardar uma relagao de causalidade entre estas, o que sem duvida diminui o 

numero de possiveis estruturas. 

A proxima secao discute em detalhes o princfpio do Mfnimo Comprimento de Des-

crigao de Rissanen (MDL). 

2.3.2 O Princfpio M D L 

O mfnimo comprimento de descrigao (MDL, do ingles Minimum Description Length) e 

um formalismo bastante estudado em Teoria da Informagao, sendo proposto na decada 

de 70 por Rissanen do Centro de Pesquisas da IBM em Almaden [47]. Assim, a descrigao 

de comprimento e uma medida, expressa na unidade de informagao - bit , de um 

conjunto de dados. O princfpio MDL e baseado na ideia que o melhor modelo de uma 

colegao de ftens e o que minimiza a soma do: 

1. Comprimento da codificagao do modelo e, 
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2.zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Comprimento da codificagao dos dados dado o modelo. 

Sendo ambos medidos em bits. 

0 proximo exemplo ilustra que o princfpio MDL tenta encontrar um compromisso 

entre a codificagao do modelo e a dos dados realizada utilizando-se o modelo. 

Exemplo 2.2 (Polinomios) [50]: Considere que os ftens de dados consistem 

dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA n pontos no piano, cada ponto especificado por um par de coordenadas reais de 

precisao fixada, (xi,yi), (x2, Jft). (xn,Vn)- Admita que e desejado encontrar uma 

fungao (modelo) que ajuste estes pontos. Neste sentido, um polinomio de grau n que 

passe precisamente atraves destes pontos necessitaria de n+ 1 numeros para especificar 

os coeficientes do polinomio (item 1). Contudo, para armazenar os dados dado o 

polinomio, seria necessario armazenar as coordenadas X, isto e, x 2 , x n (item 

2). Como e possfvel observar, nao e necessario armazenar as coordenadas Y, isto e, zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

2/27 -• -, Um ja que cada yt poderia ser precisamente calculado a partir do polinomio e 

da respectiva coordenada X, Logo, a soma dos comprimentos das descrigoes seria 

2n + 1 vezes o numero de bits necessarios para armazenar os numeros na precisao 

desejada. 

Na tentativa de minimizar esta soma, considere que seja usado um polinomio de 

ordem inferior, dito de ordem k. A concordancia com o item 1 exigiria apenas k + 1 

numeros para armazenar as coordenadas. Ja atendendo observagao do item 2, novamen-

te poderiamos armazenar os pontos de informagao pela especificagao das coordenadas 

X, o que implica em n numeros. Desta vez, contudo, nao poderiamos garantir que o 

nosso polinomio se "ajustaria" precisamente aos dados devendo, portanto, existir al-

gum erro Si entre o valor y avaliado em i ; e a coordenada Y do i-esimo ponto y;. Sendo 

assim, para codificar os pontos seria necessario armazenar estes fatores de erro conjun-

tamente com as coordenadas x. Entretanto, se o m a x ^ , 5 n ) e desprezivel, entao 

seria necessario menos bits para armazenar estes fatores de erro do que os numeros 

ordinarios da codificagao com o polinomio de ordem n. Portanto, podera existir algum 

polinomio de grau k < n que resulta na minima descrigao do comprimento.0 

0 principio MDL pode ser explicado tambem de forma intuitiva. Para isto, suponha, 

por exemplo, que em um grande conjunto de dados observou-se uma lei de formagao, o 

que leva a pressupor a existencia de uma maquina de Turing que modelaria tal conjunto. 

Sendo assim, a codificagao dos dados poderia ser feita atraves da codificagao de um 

algoritmo (modelo) e de alguns elementos do conjunto, ditos elementos representatives 

(ja que os demais podem ser obtidos a partir desta lei de formagao e dos elementos 
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representatives deste conjunto). Por outro lado, admita a existencia de um outro 

conjunto de dados com o mesmo numero de elementos do anterior, mas que neste 

caso nao foi observado qualquer padrao de regularidade, ou seja, nao foi encontrado 

qualquer lei de formagao que explique os dados. Desta forma, a ausencia do algoritmo 

leva a uma complexidade da descrigao, visto que esta implica na descrigao de todos os 

elementos do conjunto. Naturalmente, a medida da descrigao neste caso sera maior do 

que aquela realizada de posse do algoritmo e dos elementos representatives. 

A MDL associada ao problema de obtengao de uma rede bayesiana a partir dos 

dados, implica na codificagao de duas componentes: a rede propriamente dita e a ade-

quagao dos dados a rede proposta. Estas duas partes serao discutidas separadamente 

nas proximas segoes. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Codificando uma Rede Bayesiana 

Uma rede bayesiana e formada de duas partes: a estrutura,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA£5, e o conjunto de proba-

bilidades,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Bp. Portanto, para representar uma rede bayesiana particular, as seguintes 

informagoes sao necessarias e suficientes: 

• Uma lista dos pais de cada no, 

• Um conjunto de probabilidades condicionais associadas a cada um dos nos. 

Ambas sao requeridas para parametrizar a rede. 

De forma a facilitar 0 entendimento, estas duas partes serao codificadas separada-

mente. Na codificagao da estrutura, Bs, para cada no, X{, codifica-se a identificagao 

dos elementos que formam Pa; (em que Pat e o conjunto de pais de Xi em Bs), segui-

do da codificagao das probabilidades condicionais envolvendo A', e os nos em Pat. A 

codificagao de cada um dos elementos de Pat e dada simplesmente por k\d*, em que k, 

corresponde a identificagao do i-esimo elemento de Pai e d ao numero de bits usados 

na sua codificagao. 

Admita que existem n nos num dominio de um problema. Para um no Xt com 

cardinalidade do conjunto de pais dado por \Pdi\, sao necessarios A; | l 0 S 2 n ^ bits para 

listar cada um de seus pais. Naturalmente como \Pai\ < n, d pode ser limitado 

superiormente por log 2 n, implicando em: 

k{d) < f c0<*2»}. (2.6) 
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Agora, avalia-se a codificagao das probabilidades condicionais. Em uma rede baye-

siana, uma probabilidade condicional e necessaria para toda instanciagao distinta dos 

nos pais e do proprio no (exceto pelo fato que um das probabilidades condicionais pode 

ser calculada a partir de todas as outras, ja que a soma tem que ser 1). Assim em uma 

rede bayesiana, as probabilidades condicionais formam um conjunto cuja quantidade 

de elementos dependem do numero de instancias dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Xt, r,, e de Pau ql. Assim, para 

cada no Xi existe armazenada uma matriz de probabilidades condicionais ,[p(xir\pais)}, 

a qual representa a probabilidade do no Xi esta no estado X{r dado que seus pais sao 

instanciados a pa^. 

p(xii\pan), p(xii\pai2), ... p{xn\paiqi) 

p{xi2\pan), p(xi2\pai2), ... p{xi2\paiqi) 

p(xiri\patl), p(xiri\pai2), ... p(xiri\paiqt) 

com r = 1,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 2 , r * e s = 1 , 2 , $ 

[p{xir\paisj\ = 

Para representar as probabilidades condicionais, o comprimento da codificagao sera 

o produto do numero de bits requeridos para armazenar o valor numerico de cada 

probabilidade condicional pelo numero total de probabilidades condicionais que sao 

requeridas. Sendo assim, como cada no X\ em Pai possuizyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 77 diferentes instancias, o 

numero de elementos de Pai, ft, e dado por J"JX € P a . r j . Assim, em principio seria 

necessario realizar a descrigao de uma matriz com rj x flxieFoj r ' elementos. Contudo, 

ocorre que como o somatorio das probabilidades de (xik\Pa,ij) deve ser igual a unidade, 

entao um elemento nao precisa ser codificado a cada instancia de Pai, ja que poderia 

ser deduzido. Portanto, necessita-se codificar apenas: 

d(ri-l) J ]
 r ' ' ^

2 -
8 ) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

X{ePai 

em que d e o numero de bits usados na codificagao de P(x{k\PcLij)-

Por exemplo, se um no pode assumir 5 valores distintos e tem 4 pais, cada um dos 

quais pode assumir 3 valores distintos, seriam necessarios 34 x (5 - 1) probabilidades 

condicionais. 
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Assim, a descrigao minima usada para codificar a rede sera dada por: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

x zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA: ^
2 ( n ) }

+ r f ( r ! - i ) n n i . (2.9) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1=1 A',ePa, 

Analisando a Equagao (2.9), observa-se que redes altamente conectadas requerem 

codificagoes mais longas. Primeiro, para muitos nos a lista de seus pais tonar-se-

a grande e, desta forma, a lista de probabilidades condicionais, a qual e necessaria 

armazenar para cada um dos nos, tambem aumentara. Em adigao, redes nas quais os 

nos possuem um grande numero de valores e com os pais tendo um grande numero 

de possiveis instancias, requerem codificagoes ainda mais compridas. Desta forma, o 

principio MDL tendera a favorecer redes nas quais os nos tem o menor numero de pais 

(isto e, redes que sao pouco conectadas) e tambem redes nas quais os nos que assumem 

um grande numero de valores nao sao pais de outros nos que possuam grande numero 

de instancias. 

Codificando os dados utilizando o modelo 

Neste momento, e preciso definir melhor a forma da base de dados. A tarefa consis-

te em aprender a distribuigao conjunta de um conjunto de variaveis aleatoriaszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA U = 

{Xi,Xn}. Cada variavel Xi esta associada a uma colegao de valores {xn, . . . , £ j r i } , 

os quais definem as instancia que elas podem assumir. Toda escolha distinta de valores 

para todas as variaveis em U define um evento singular na distribuigao conjunta, sendo 

atribufdo a uma probabilidade particular por esta distribuigao. 

Por exemplo, admita que temos tres variaveis aleatorias XX,X2 e A"3, com X\ ad-

mitindo valores no conjunto {1 ,2} , X2 tendo como instancias valores em { 1 , 2, 3} e A3, 

tendo {1,2} como valores possiveis. Logo, existem 2 x 3 x 2 diferentes instanciagoes 

completas das variaveis. Cada uma destas e um evento singular na distribuigao con-

junta, tendo uma probabilidade particular de ocorrencia. Por exemplo, 0 evento no 

qual {X\ = 1, X2 = 3, X3 = 1} e um destes eventos singulares. 

Portanto, e possivel admitir que as linhas na matriz que forma o banco de dados 

sao eventos singulares. Isto e, cada linha especifica um valor para todas as variaveis 

em U. Alem do mais, e possivel admitir que as linhas sao resultados de experimentos 

aleatorios independentes. Entao, e possivel esperar, via a lei dos grandes numeros, que 

cada instanciagao particular das variaveis eventualmente aparece no banco de dados 

com uma freqiiencia relativa aproximadamente igual as suas probabilidades. 
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Dada uma matriz dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA N linhas, admita que e desejado codificar, ou armazenar, 

as linhas como cadeias binarias. Existem diversas formas de se fazer isto, mas aqui 

o interesse reside no comprimento da codificagao como uma metrica, via item 2 do 

principio MDL, para comparar o merito das redes bayesianas candidatas a modelo 

da distribuigao. Sendo assim, admita que para esta tarefa vamos utilizar codigos de 

caracteres. Com codigos de caracteres cada evento singular e atribuido a uma unica 

cadeia binaria. Cada uma das linha sao convertidas para seus codigos de caracteres 

e as TV linhas sao representados pela cadeia formada da concatenagao dos codigos de 

caracteres. Por exemplo, foi atribuido o codigo 0000 para o evento e m = {X\ = 

l,X2 = l,X3 — l } , ' e o codigo 1011 ao evento e 2 3 2 = {X% = 2,X2 = 3 ,A 3 = 2}. 

Portanto, se o base de dados consiste de seqiiencias de eventos singulares, e m , e l u ,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA e232 

seria entao codificado como a cadeia binaria 000000001011 utilizando-se codigos de 

caracteres. 

A Teoria da Informagao apresenta diversas formas para minimizar o comprimento 

medio da cadeia concatenada, levando-se em consideragao a freqiiencia de ocorrencia de 

diferentes eventos singulares. De fato, existem diversos algoritmos para a codificagao 

otima, isto e, comprimento minimo, para os codigos de caracteres. Exemplos destes 

sao o algoritmo de codificagao aritmetico [14] e o algoritmo de Huffman para a geragao 

do codigo de Huffman [6]. No caso do codigo de Huffman o que se faz e atribuir a 

eventos que ocorrem mais freqiientemente, palavras-codigos mais curtas, de tal forma 

que o comprimento medio da cadeia representante da informagao seja menor. Por 

exemplo, admita que existam 1000 linhas no banco de dados e os 12 eventos singulares 

especificados acima; entao, utilizando um codigo de comprimento fixo, este necessitaria 

de 4 bits para codificar cada linha e de 4000 bits para codificar toda a base de dados. 

Por outro lado, admita que o evento em ocorre 500 vezes, o evento e 2 3 2 , 300 vezes, e 

todos os outros 10 eventos ocorrem 20 vezes cada. Logo, se for atribuido a palavra-

codigo 0 a e m , 10 a e 2 3 2 e as palavras-codigo 11111, 11110, 11101, 11100, 110111, 

110110, 110101, 110100, 11001, 11000, para os 10 eventos restantes, seriam necessarios 

500 + 300 x 2 + 6 x (20 x 5) + 4 x (20 x 6) = 2180 bits para codificar todo a base de 

dados. 

O algoritmo de Huffman requer como entrada a freqiiencia de ocorrencia de cada 

evento no banco de dados. De fato, sua operagao depende somente das freqiiencias 

relativas de ocorrencia. Isto e, os numeros 500, 300 e 20 usados acima poderiam 

ter sido substituidos por 1/2, 3/10 e 2/100, onde o numero total de linhas acima foi zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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fatorado fora. 

Sendo assim, admita que na distribuigao cada evento singular e* tem probabili-

dadezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Pi. Entao, o algoritmo de Huffman atribuira a cada ê , uma palavra-codigo de 

comprimento aproximado — log 2(p ;). Admitindo N linhas, com N muito grande, pode-

se esperar Npi ocorrencias do evento ê . Entao, o comprimento da cadeia codificada 

representante do banco de dados sera aproximadamente: 

-N^2pilog2pi, (2.10) 

i 

considerando um banco de dados formados apenas de eventos singulares. 

E evidente que estas probabilidades p< nao sao conhecidas, ja que seu conhecimento 

implica na construgao de uma rede bayesiana diretamente a partir desta informagao. 

Ao contrario, e possivel construir uma rede bayesiana determinada pela base de dados, 

a partir de algum esquema de aprendizado. Esta rede bayesiana serve como modelo 

da distribuigao, atribuindo uma probabilidade qx a todo evento singular e*. Em geral, 

qi nao sera igual a p,-, ja que o esquema de aprendizado nao pode garantir que sera 

construida uma rede perfeitamente precisa. Sendo assim, a meta e tornar ft o mais 

proximo possivel de p* para obter um modelo suficientemente preciso. 

A aprendizagem de redes bayesianas e admitida como a representagao da melhor 

hipotese da distribuigao que originou os dados. Portanto, dado que as probabilidades 

ft determinadas pela rede sao as melhores suposigoes dos verdadeiros valores, pode-se 

projetar o nosso codigo de Huffman utilizando estas probabilidades. Isto significa dizer 

que sera atribuido a cada evento e,- uma palavra-codigo de comprimento — log 2(ft), 

ao inves do valor otimo — log2p*. A despeito do uso dos valores qt na atribuigao 

das palavras-codigo, a base de dados continuara a ser determinada pelas verdadeiras 

probabilidades p;. Isto e, espera-se que para N grande, teremos Npi ocorrencias do 

evento e;, sendo p, a probabilidade do evento e< ocorrer. Assim, quando e utilizado o 

aprendizado com redes bayesianas para codificar os dados, o comprimento da palavra-

codigo representante do banco de dados sera aproximadamente: 

- i V j > l o g 2 ( f t ) . (2.11) 

Neste ponto, surge a diivida da relagao entre este comprimento e aquele obtido 

do conhecimento das probabilidades verdadeiras, p ; . Para esclarecer isto, considere a zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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definigao de Distancia de Kullback-Leibler, tambem conhecida por entropia relativa 

[36]. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

DefinigaozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 9 (Distancia de Kullback-Leibler) [36] zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• A entropia relativa ou Distancia de Kullback-leibler entre duas fungoes massa de 

probabilidade p(x) e q(x) e definida como: 

« 9 ) = £ p ( * ) l o g ^ , (2.12) 

onde na definigao acima, foi usada a convengao 0 log 2 = 0 e plog £ = oc. A distancia 

de Kullback-Leibler e sempre nao-negativa e somente e nula se e somente se p = q. A 

entropia relativa pode ser pensada como uma "distancia entre distribuigoes". 

Agora, pode-se verificar o custo adicional em bits/simbolo por nao utilizar-se a 

verdadeira distribuigao p t . 

~^Pi l o

§ 2 Qi = ~z~^Pi l o

g 2 (vi • pzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAĴ 

= - Y^Pi^g2Pi + ^2zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAPZ iog 2 — 

Qi 

= H(p) + J2^°S2-

= H(p) + d(p\\q) 

Assim, a discriminagao pode ser interpretada como o custo adicional pelo uso de 

uma distribuigao diferente da verdadeira distribuigao para codificar o evento et. Em 

outras palavras, a codificagao deste evento pode ser idealmente realizada usando H(p) 

bits por simbolo. Contudo, se for utilizado uma distribuigao q ^ p para codificar este 

mesmo evento, o melhor resultado exigira pelo menos H(p) + d(p\\q) bits por simbolo. 

0 princfpio MDL afirma que deve-se escolher uma rede que minimize a soma das su-

as proprias codificagoes de comprimento (dependentes da complexidade da rede), com 

as codificagoes de comprimentos dos dados dado o modelo, os quais dependem da pro-

ximidade das probabilidades qi: determinadas pela rede, em relagao as probabilidades 

verdadeiras Pi, isto e, dependentes da precisao do modelo. 
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E possivel usar a Equagao (2.12) para avaliar o segundo item requerido pelo principio 

MDL. a codificagao dos dados utilizando o modelo. Contudo, existem dois problemas 

com a utilizagao direta desta equagao. 0 primeiro deles e o desconhecimento dos va-

loreszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA pi. Em alguns casos, apesar disto, este problema pode ser superado. Pela lei dos 

grandes numeros, espera-se que o evento et, aparecera no banco de dados de N pontos 

aproximadamente Npi vezes, no caso de A
r grande. Logo, pode-se usar o numero total 

de ocorrencias de e* dividido pelo numero de pontos de dados como uma estimagao de 

pl. O segundo problema e mais dificil de resolver. A Equagao (2.12) envolve uma soma 

sobre todos os eventos singulares, os quais sao exponenciais com o numero de variaveis. 

As limitagoes consideradas nesta Segao tornam o calculo da MDL ideal nao-realizavel, 

ja que o tamanho da base de dados pode nao ser grande. Assim, Bouckaert [2] propos 

uma solugao heuristica que proporciona uma aproximagao para a MDL ideal. Esta 

se fundamenta no Teorema 2. Segue-se uma definigao formal para o comprimento de 

descrigao. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

DefinigaozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 10 (Comprimento de Descrigao) [2] 

• Seja U um conjunto de nos {Xx, X2,.., Xn}, n > 1, em que cada Xi pode assumir 

valores em {xn, Xi2,XiTi}, r» > 1, » = 1,2, . . . ,n. Seja D uma base de dados de 

casos em U e para cada variavel Xi, seja Pai o conjunto de pais de Xi em Bs-

Alem disso, para cada conjunto Pai, seja pa^ sua j-esima instdncia em relagdo 

a D, j = 1, 2, ...,qi, qi > 0. Fazendo N^^ ser o numero de casos em D no qual a 

variavel Xi possui o valor Xik e Paj possui o valor pa^ e sendo Nij = Yll—i ^ijk> 

entao o comprimento de descrigao, L(BS,D), de uma estrutura Bs dado uma 

base D e definida como: 

L(Ba, D) = - log P(BS) + NH(B„ D) + l^-K. (2.13) 

Sendo 

mB„D) = ± ± ± - ^ f \ o i ^ , (2.14) 

1=1 j=l k=l 13 
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nzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA qi Ti i zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

t = l j = l fe=l yXj e P a , 

(2.15) 

No apendice A encontra-se parcialmente reproduzido o trabalho de Bouckaert [2], 

no qual e apresentado uma aproximagao para a MDL ideal. O leitor que desejar 

pode utilizar-se do apendice para avaliar as consideragoes realizadas por Bouckaert na 

obtengao da aproximagao para MDL ideal. 

O termo H(P>s, D) corresponde a entropia condicional da rede em relagao aos da-

dos e o termo K e uma constante em relagao a N. K diz respeito a complexidade 

da rede, quanto maior for o numero de conexoes entre os nos, maior sera seu valor. 

Pelo grafico da Figura 2.5, pode-se perceber que que a MDL estimada pela Equagao 

(2.13) procura selecionar uma solugao de compromisso entre os termos NH(P>s, D) e 

l-2^-K1 considerando — log P(BS) constante, ou seja, considerando que todas as redes 

tem igual probabilidade de ser selecionada. Na realidade, deseja-se a codificagao mais 

simples, mas nao uma que seja tao simples ao ponto de nao explicar adequadamente o 

comportamento dos dados. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

L(Bs,D) 

Figura 2.5: Medida de Descrigao de Comprimento versus complexidade da rede 
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A proxima definigao e util na apresentagao de uma propriedade importante da 

metrica de descrigao de comprimento, formalizada no TeoremazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 1. 

DefinigaozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 11 [2]zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Seja U um conjunto de variaveis, P uma distribuigao de probabilida-

de sobre U e Bs uma estrutura de uma rede probabilistica definida sobre U. Sejam A, B 

e C conjuntos de variaveis aleatorias em U. Diz-se que A e B sao condicionalmente 

independentes dado C, se 

P{A,BzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA | C) = P{A | C)-P(B | C) 

para todos os possiveis valores atribuidos as variaveis em A, B e C. Neste caso diz-se 

que A, B e C satisfazem uma relagao de independencia em Bs- Um modelo de 

independencia e o conjunto de todas as relagoes de independencia em Bs-

Uma propriedade importante da medida MDL, L(Bs, D), e que todas as estruturas 

de rede que representam um mesmo conjunto de relagoes de independencia entre as va-

riaveis aleatorias tem a mesma medida, ou seja, a qualidade dessas estruturas, segundo 

o criterio da medida MDL, e a mesma. Esta propriedade e formalmente estabelecida 

no seguinte teorema. 

Teorema 1 [2] 

Seja U um conjunto de variaveis, D uma base de dados sobre U e Bs uma estrutura 

de rede para U. Admita que a distribuigao de probabilidade a priori das estruturas de 

rede e uniforme. Entao, para toda estrutura da rede Bs, que representa o mesmo modelo 

de independencia tem-se 

L(Bs,D) = L(Bs„D) 

A proxima segao descreve a metrica bayesiana, que e uma medida utilizada por 

Bouckaert [2] para estabelecer a adequagao de um estrutura, Bs, na representagao dos 

dados D. 

2.3.3 Criterio Bayesiano para Determinar Bs 

O criterio bayesiano para determinar Bs, tambem conhecido por medida bayesiana, 

tem o objetivo de encontrar a estrutura de rede mais provavel dado um conjunto de 

dados D, isto e, maximizando a probabilidade P(BS\D). Para isto, Cooper e Herskovits 
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[8] derivaram uma formula para calcularzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA P(BS, D) baseado na suposigao que nenhum 

conjunto de fungoes de probabilidades condicionais Bp e preferido para uma estrutura 

antes da avaliagao do banco de dados. Esta suposigao implica que a distribuigao de 

probabilidades a priori sobre os valores das fung5es de probabilidade condicional e 

uniforme [3]. 

O criterio bayesiano e derivado da expressao: 

P(BSID) = ™*ff*>. P.16) 

Assim. se B$ e melhor representative que B$' deve-se ter 

^ B s , D ) - j ^ - ^ - p { D l B s t ) p { B s i ) > I - (2-17) 

Logo, a solugao, Bs para o problema de encontrar a estrutura da rede a partir dos 

dados pode ser expressa como: 

B*s = org max = {P(D\BS)P(BS)} (2.18) 
Bs zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

O U , 

B*s = arg max = {P(BS,D)}. (2.19) 
Bs 

Desta forma, a medida bayesiana pode ser utilizada para guiar a busca pela es-

trutura dentro do espago de estruturas de redes bayesianas definido pelas variaveis do 

dominio do problema. De fato, Herskovits [25] desenvolveu uma expressao que fornece 

o valor de P(BS, D) e um algoritmo denominado K2, o qual e um procedimento para 

maximiza-la. 0 proximo Teorema formaliza a medida bayesiana. 

Teorema 2 [25] 

Seja U um conjunto de nos {Xi, X2,.., Xn), n > 1, em que cada Xt pode assumir 

valores em [xn,Xa,xiTi), rt > 1, i = l , 2 , . . . , n . Seja D uma base de dados de casos 

em U e para cada variavel Xi; seja Pat o conjunto de pais de Xi em Bs- Alem disso, 

para cada conjunto Pai, seja pa^j sua j-esima instdncia em relagao a D, j = 1,2, ...,qi, 
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qxzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA > 0. Fazendo ser o numero de casos em D no qual a variavel Xi possui o valor 

Xik e Pai possui o valor pay. Fazendo Nij = Ylk=i Nijk, entao 

p ( B s , D)=P{BS)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA n fi J7;;.-!). n zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

i = l 7=1 v *3 1 >' k=l zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Prova 

A Prova deste Teorema foi obtida de [25] e encontra-se reproduzida no Apendice A 

caso o leitor deseje verifica-la. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• 
A Equagao (2.20) fornece uma medida para comparar a adequagao de uma estrutura 

aos dados. 0 algoritmo K2, proposto por Herskovits [25] descreve um procedimento pa-

ra a obtengao de B*s = argmaxss = {P(D\Bs)P{Bs)} baseado na metrica enunciada 

pelo Teorema 2. A ideia deste algoritmo sera ilustrada na Segao 2.3.4. 

O proximo Teorema, cuja prova foi omitida neste texto, relaciona a descrigao do 

comprimento com a medida bayesiana. 

Teorema 3 [2] 

Seja U um conjunto de variaveis aleatorias {Xi, X2,.., Xn}. Seja Bs a estrutura 

de uma rede bayesiana e D uma base de dados completa com N casos. Seja P(Bs, D) 

a medida bayesiana entre Bs e D e seja L(Bs,D) uma medida de descrigao de Bs e 

D. Entao: 

L(BS,D) = -\ogP(BS.D) + C (2.21) 

em que C e uma constante que nao depende de N. 

A proxima segao descreve as estrategias empregadas por alguns dos algoritmos de 

busca heuristica que, utilizando algum metodo de avaliagao da estrutura, procuram 

selecionar a estrutura mais "proxima" aos dados. 

2.3.4 Estrategias de Aprendizado 

Em principio as relagoes entre os diferentes nos e suas correspondentes distribuigoes de 

probabilidades condicionais poderiam ser obtidas dos dados por ensaio e erro, testando 
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todas as possiveis combinagoes dos nos com relagao a quern pode ser pai de quern. No 

entanto, devido ao grande numero de combinagoes, o teste de todas as possibilidades 

e impraticavel e para tanto deve ser usado um algoritmo que elimine uma parte desses 

nos. Em 92, Cooper e Herskovits demonstraram que o problema do aprendizado de 

redes bayesianas a partir de bases de dados e NP-completo [9]. 

Os algoritmos propostos com este objetivo podem ser separados em duas categorias: 

bayesianos e nao bayesianos. Estes ultimos usam testes estatisticos na base de dados 

para decidir a existencia de arcos na rede a ser construida. Por outro lado, os algorit-

mos bayesianos admitem a existencia de uma distribuigao de probabilidades azyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA priori 

sobre todas as possiveis redes, e calculam distribuigoes atualizadas usando a base de 

dados e escolhem a rede com a melhor distribuigao atualizada. Uma questao central 

nestes metodos bayesianos e o estabelecimento de um criterio de qualidade adequado 

para avaliagao das distribuigoes atualizadas das estruturas de rede ("distribuigoes a 

posteriori" )[2]. 

A abordagem bayesiana apresenta algumas vantagens bem conhecidas. Por exem-

plo, ela fornece criterios de parada naturais para os algoritmos, em lugar de com-

paragoes com limiares estabelecidos de forma arbitraria, usual em metodos nao bay-

esianos. Alem disto, a abordagem bayesiana permite incorporar de maneira facil o 

conhecimento a priori sobre o dominio de interesse. 

As proximas Segoes descrevem algumas das diferentes abordagens utilizadas para o 

aprendizado de redes bayesianas. Maiores detalhes podem ser encontrados no trabalho 

de Cristiane Koehler [35]. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Arvores de Chow-Liu 

0 metodo de Chow e Liu [10] foi a primeira estrategia desenvolvida para o aprendizado 

da estrutura de redes Bayesianas a partir de bases de dados. O metodo proposto 

considera a estrutura de arvore para n variaveis e apresenta complexidade de tempo 

0(n2) [24]. O algoritmo de Chow e Liu teve grande influencia na area de aprendizado de 

redes bayesianas. Ele necessita de uma distribuigao de probabilidade P como entrada 

e produz uma estrutura de arvore como saida. A ideia basica e comparar distribuigoes 

diferentes sobre duas variaveis no dominio que sao estimadas a partir de bancos de 

dados. Na primeira distribuigao, as duas variaveis sao consideradas dependentes. Na 

segunda, elas sao tomadas por independentes. Um grafo nao direcionado e formado 

iniciando com um grafo sem arcos e adicionando um arco entre dois nos com maxima 
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entropia cruzada [11], desde que nao crie um ciclo no grafo. Este processo e repetido 

ate que todas as variaveis tenham sido consideradas. 0 passo final consiste em associar 

diregoes aos arcos de maneira a formar uma arvore. Como somente redes bayesianas 

com topologia de arvore sao recuperadas por este metodo, a sua aplicagao e restrita 

[3]. 

A principal contribuigao do metodo de Chow e Liu nao foi propriamente o aprendiza-

do de redes bayesianas, mas sim o fato de aproximar uma distribuigao de probabilidade 

conjunta sobre um conjunto de variaveis pelo produto de distribuigSes (condicionais) 

sobre duas variaveis. Esta ideia foi generalizada de forma a permitir distribuigoes sobre 

qualquer numero de variaveis para aproximar a distribuigao de probabilidade conjunta 

sobre o dominio [3]. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Arvores Multiplas de Rebane-Pearl 

Este algoritmo e uma extensao direta do algoritmo de ChowLiu. Uma rede em arvore 

multipla (tambem chamada de grafo simplesmente conectado) e uma estrutura que 

nao contem ciclos, tal que exista no maximo um caminho entre dois nos quaisquer do 

grafo. Rebane e Pearl [43] provaram que quando a distribuigao de probabilidade que 

gera os dados e originado de uma estrutura em arvore multipla, o algoritmo proposto 

recupera esta com precisao. Eles tambem desenvolveram um metodo para encontrar a 

direcionalidade dos arcos no grafo, baseado no criteriozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA d - separagao. 

O algoritmo de Rebane e Pearl e baseado na avaliagao das relagoes de dependencia 

entre todos as triplas de variaveis presentes na arvore que e obtida pelo emprego do 

algoritmo de Chow e Liu. Assim, dada tres variaveis, existem tres casos possiveis: 

arcos formam uma estrutura serial, divergente ou convergente. Os dois primeiros casos 

sao de dificil distingao, mas o terceiro e mais facil, desde que as variaveis "pais" sao 

marginalmente independente. Observe que em um primeiro momento nao se utiliza 

relagdes de causalidade e o teste e estatfstico. 

0 algoritmo proposto baseia-se nas seguintes etapas: 

1. Gera-se o esbogo da arvore atraves do algoritmo Chow e Liu; 

2. Busca-se os nos internos da estrutura, saindo das camadas mais externas e ca-

minhando em diregao as camadas mais internas, ate que um no com mais de um 

pai seja encontrado (convergencia); 
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3. Determina-se a direcionalidade de cada um dos arcos existentes no no encontrado; 

4. Para todo no com pelo menos um arco de entrada, determinar a direcionalidade 

de todos os seus ramos adjacentes; 

5. Repetir os passos de 2 a 4 ate que nenhuma direcionalidade de arco possa mais 

ser determinada; 

6. Caso ainda haja algum arco sem direcao, utiliza-se algum conhecimento empirico 

de forma a direcionar o arco; 

7. A partir da distribuigao dos dados, calcula-se as probabilidades condicionais. 

O algoritmo esta restringido a arvores multiplas e naogarante obter todas as di-

regoes. Do ponto de vista pratico, o uso de um conhecimento empirico pode levar a 

obtengao de uma estrutura de rede imprecisa. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Kutato 

Em 90, Herskovits e Cooper desenvolveram um algoritmo que utiliza a medida de entro-

pia condicional [11]. O algoritmo Kutato requer uma ordenagao entre variaveis. Este 

aplica um algoritmo de busca que seleciona a rede de maxima verossimilhanga. Segun-

do a abordagem adotada, a maximizagao da medida de verossimilhanga e equivalente 

a minimizagao da entropia condicional do modelo dado os dados. 

K 2 

0 algoritmo K2 busca obter a estruturazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA B$ com complexidade de tempo polinomial, 

empregando para isto uma busca heuristica, associada a uma ordenagao previa das 

variaveis, cuja ideia e bastante simples. Para cada no, X j , um dos possiveis predeces-

sors, Xj, e acrescido ao conjunto Pai se {Xj} U Pat maximiza a metrica bayesiana, 

isto e, se maximiza P(Bs,D). 

A maior desvantagem do algoritmo K2 e que a ordenagao de variaveis influencia 

na complexidade da rede aprendida. Contudo, tal ordenagao constitui uma restrigao 

nas possiveis estruturas, reduzindo o espago de busca, ja que esta assegura que, dados 

dois nos Xi e Xj, se i < j , entao Xt pode ser pai de Xj, mas Xj nao pode ser pai de 

Xi. Por exemplo, considere o seguinte conjunto de nos U — {Xi,X2,X3} dispostos 
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segundo esta ordenagao. De acordo com este exemplo, os possiveis conjuntos dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Pai 

sao. 

Pa3 = {Xi,X2} Pa2 = {Xl} Pai = {} 

Pa 3 = { X i } Pa2 = {} 

Pa3 = {X2} 

Pa3 = {} 

Baseado neste exemplo, pode-se perceber que se fosse possivel realizar para cada no, 

Xi, a busca do conjunto Pai que maximizasse localmente P(P>s,D), seria necessario 

avaliar a Equagao (2.20) um total de 4 + 2 + 1 = 2
2 + 2

1 + 2° = 2
3 - 1 vezes. De 

um modo geral, pode-se perceber que para uma rede com n nos e uma ordenagao 

dos mesmos, a obtengao exata de Bs requereria a avaliagao da Equagao (2.20) 2
n — 1 

vezes, demandando um tempo de complexidade exponencial. Logo, a complexidade de 

tempo polinomial e garantida evitando-se a avaliagao de cada elemento do conjunto de 

estruturas individualmente de acordo com a medida bayesiana, onde, ao inves disso, 

busca-se a maximizagao desta metrica. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

K 3 

Bouckaert [2] propos um algoritmo denominado K3, o qual emprega a medida MDL 

em substituigao a metrica bayesiana utilizada no algoritmo K2. 

A ideia basica do algoritmo abaixo detalhado e buscar uma estrutura de rede que 

possibilite uma representagao da base de dados com a menor quantidade de simbolos 

possivel. Devido a sua simplicidade, esse algoritmo foi escolhido para ser implementado 

neste trabalho. 

O procedimento parte de uma ordenagao previa das variaveis, feita por um especia-

lista, e de uma rede chamada rede atual, que consiste de somente um no representando 

a primeira variavel. Em seguida e criada uma segunda rede chamada de rede nova na 

qual um novo no e inserido e os nos atuais sao avaliados um a um como candidatos 

a serem pai do novo no: para cada possibilidade e avaliada uma medida associada 

ao criterio MDL e a alternativa que fornega o menor valor e escolhida para compor a 

nova rede atual. O procedimento segue ate que todas as variaveis sejam incluidas na 

estrutura de rede. Segue-se a apresentagao de um algoritmo para a aprendizagem da 

rede bayesiana que utiliza a metrica MDL acima apresentada. 
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AlgoritmozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 1zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA K3[2 

EntradazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Um Conjunto de Nos, uma ordenagao e uma base de dados. 

SAIDA: Bs, um conjunto de pais de cada no. 

1: Bs <— 0 {Faz Bs uma estrutura com n nos e nenhum arco} 

2: m\i\MDLx <- MDL(BS, D) {calcula MDL(BS,D) utilizando a Equagao (2.13) } 

3: para to do no A'; faga 

4: repita 

5: para todo no Xi em Pat faga 

6: se Arco (Xi, Xi) £ Bs entao 

7: • Bs> <-BsU Aico(XhXi) 

8: mail f - MDL(BS', D) {Utilizando a Equagao (2.13)} 

se mdl < min MDL entao 

min MDL <- mdl 

Xlmin <— Xl 

9 

10 

11 

12 

13 

14 

15 

16 

17 

18 

19 

20 

Ajnin ^ Xi 

fim se 

fim se 

fim para 

se min MDL < MDL(BS,D) entao 

Bs <- BSU Arco(A / ,A i ) 

fim se 

ate min MDL > MDL(BS,D) 

fim para 

Apos obtida a estrutura da rede faz-se necessario calcular as probabilidades condici-

onadas, defmidas pelas relagoes de pais/filhos apresentada nessa estrutura. A proxima 

segao avalia este calculo. 

2.3.5 Obtengao das Probabilidades 

Uma vez obtida a estrutura Bs e necessario voltar ao conjunto de dados para es-

timar as probabilidades condicionais dessa rede, ou seja o conjunto BP. A aqui-

sigao de probabilidades consiste na determinagao de todas as instancias de um no, 

Xi - {xn,Xi2,Xi3, ...,xiri} e de seus pais, avaliando a freqiiencia de ocorrencia con-

dicional de uma instancia particular xir, dada a ocorrencia da j-esima instancia de 
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Pax. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Figura 2.6: Instancias avaliadas na aquisigao de probabilidades 

Considere inicialmente o desenvolvimento de uma solugao baseada em um conjunto 

de dados, do qual foi obtida a rede esbogada na Figura 2.6, a qual ilustra uma rede 

bayesiana formada por tres nos. Como X\ e X2 sao nos raizes, o conjunto dos pais 

de Xi e X2 sao vazios. Logo, as probabilidades condicionais se restringem ao no X3, 

isto e, aos valores P(x3\\pa3j), P(x32\pazj), P(^3r 3bo3j), em que pa3j pode ser 

qualquer uma das rx x r2 possiveis combinagoes de instancias dos nos X\ e X2, ou seja, 

pa3j £ {xnX2l,XnX22, ...,XiTlXir2}. 

Considere que a base de dados de observagoes das variaveis X\, X2 e X3 seja 

formada por um conjunto de tuplas com os valores instanciados de cada uma destas 

tres variaveis, isto e, V = {(x\ku, x]ku, x \ k i 3 ) , C a d a

 uma destas 

tuplas e denominada caso e a base de dados e dita ser completa se em cada caso existir 

observagoes (valores) sobre cada uma das n variaveis que compoem a rede. 

Considere o caso geral em que o conjunto V e obtido a partir de uma rede com n 

variaveis. Uma vez que Bp e o elemento desconhecido e que se conhece Bs, suponha de 

agora em diante que a base de dados possa ser reagrupada conforme a matriz abaixo: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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V 

N\n{xn, pan)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA, ^ 1 1 2 ( ^ 1 2 , ^ 1 1 ) , 

Ni2i(xn, pal2), Ni22(x12,pan), 

NiqizyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 1 (a: 11, paiqi), J V i w 2 p a i „ ) , 

Nnu{xni,pani), Nni2(xn2,pani), 

Nun {xin, pan) 

Nnri(xlri,pai2) 

Niqiri(xin,palqi) 

Nn\rn{xnTn,pani) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

(2.22) 

Nnqn\{XnliPanqn)i Nnqn2 (xn2, panqn ) , ••• NnqnrniKXnrn,p(lnqn) 

com iVjjfc denotando a quantidade de observagSes da tupla (a^pa^) . Utiliza-se 0 indice 

Ti para denotar a quantidade maxima de instancias de um no ^ . O indice a, denota 

a quantidade maxima de instancias do conjunto Pa;. Ao longo de toda esta segao as 

letras i, j e k serao usadas com o seguinte sentido: a letra i denota o indice do no, 0 

qual pode variar dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 1 ate n; a letra j denota 0 indice dos pais de um no e k, 0 indice 

de uma instancia de um no. 

Os desenvolvimentos realizados nesta Segao sao baseados nas seguintes suposigoes 

[25]: 

1. A distribuigao f{xik\paij) = P(xik\paij) e multinomial com parametros 9 = 

1, • • •, @ijri } • 

2. A distribuigao a priori de 9 e Dirichlet, com parametros i /yi , ...,viiTi. 

3. Os dados amostrados sao completos. 

Naturalmente, a obtengao de 9ijk consiste na estimagao das proporgoes 

que por hipotese possuem distribuigao a priori Dirichlet. Utilizando o metodo de 

inferencia bayesiana a estimagao de Oijk segue a partir da aplicagao do Teorema 10. 

P{xik\paij)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA = £fc(0 y| (x i 4,pay) ) [0ijA 
Vij + Nij 

(2.23) 

em que vl3 = YJkJ "ijk e NXJ = X3*=i Nv*-

A Equagao (2.23) pode ser empregada satisfatoriamente no calculo de E[9ijk] se 

existir um conhecimento a priori sobre a distribuigao de 9. Foi assumido que h{9) 
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e Dirichlet, mas nada foi sobre os valores dos parametros da distribuigao. Sem o 

conhecimento azyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA priori sobre estes parametros, Zabell[51] mostra que a Equagao (2.23) 

pode ser aproximada por: 

Em que K e uma constante tal que NijzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA + At* ^ 0. Existem alguns valores para K e as 

escolhas mais conhecidas sao fe = l , A: = ^eA; = ^ [25]. 

Assim, a probabilidade condicionada e obtida pelas freqiiencias relativas das ocorrencias 

dos nos e de seus pais. Para que essas probabilidades sejam confiaveis e necessario que 

a estatfstica fornecida pela freqiiencia relativa seja bem proxima da estatistica real 

e, como e sabido, para que isso ocorra e necessario que a quantidade de dados seja 

suficientemente grande. 

Dadas a estrutura da rede e suas relagoes de probabilidade condicionada, elas podem 

ser usadas para realizar as inferencias. O algoritmo para isto e descrito no proximo 

Capitulo. 

2.4 Redes Bayesianas Aproximadas 

Cada vez mais ferramentas computacionais que auxiliam a tomada de decisao estao 

surgindo de forma a facilitar a solugao de problemas complexos que tratam com incer-

tezas. Neste sentido, aplicagoes baseadas em redes bayesianas vem constituindo uma 

solugao promissora. Isto se deve ao fato de que estas permitem um tratamento adequa-

do da incerteza, possibilitam a extragao do conhecimento humano embutido na base 

de dados e permitem a inclusao do conhecimento especialista do dominio da aplicagao. 

Aplicagoes correntes incluem diagnostico medico [5] e visao computaconal [28]. 

Contudo, as aplicagoes praticas envolvem redes complexas, com topologias densas, 

devido ao grande numero de nos (multiplas causas) e o alto grau de conectividade 

(interagao para um mesmo efeito), contribuindo para um cenario em que o raciocinio 

probabilistico com complexidade de tempo polinomial seja inviabilizado. E importante 

notar que redes complexas, com topologias apresentando um alto grau de conectividade 

possuem um conjunto de nos em que, ignorando-se os sentidos dos arcos, existe um 

caminho fechado formado por esses nos. Esse caminho fechado e denominado lago. Por 
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exemplo, a rede apresentada na Figura 2.7 consiste de um lago e o nozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA C e denominado 

o no extremo desse lago. 

Figura 2.7: Exemplo de Rede Probabilistica com Lago. 

Assim, a questao abordada nesta segao pode ser sintetizada da seguinte forma: 

"apos o aprendizado da rede tem-se o modelo mais razoavel do problema. Contudo, 

normalmente este modelo e muito complexo e precisa ser aproximado". Ou seja, du-

rante a etapa do aprendizado desejamos obter a rede mais proxima dos dados, mas 

apos obte-la a preocupagao passa a ser reduzir a complexidade desta (o alto grau de 

conectividade), atraves de aproximagoes realizadas sobre o modelo, para efetivamente 

poder utiliza-la. Para isto, serao propostas tecnicas que irao nortear a simplificagao 

da rede pela minima perda de informagao proporcionada pela simplificagao do modelo, 

atraves da remogao criteriosa de arcos com objetivo de eliminar lagos [16] [17] [18]. 

2.4.1 Criterios para Remogao de Arcos 

Os dois primeiros criterios usam para o calculo da respectiva medida os parametros da 

rede como um todo e por isso proporciona uma otimizagao global. O terceiro e baseado 

em parametros de um conjunto de nos da rede, e por isso e dito ser local. 

Basicamente os tres criterios sao baseados no algoritmo apresentado a seguir. 0 

que diferencia um criterio do outro sera alterado no item 2.1 do algoritmo. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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Algoritmo 2zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Algoritmo para Remogao de Arcos 

ENTRADA: Uma rede Probabilistica 

SAIDA: Uma rede de arvore multipla 

ITERAgAO: 

1. ParazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA i = l...Nnos - 1 Faga 

2. Aplique o algoritmo com busca prioritaria em profundidade para verificar se existe 

um lago. 

2.1 Sera modificado de acordo com o criterio escolhido. 

2.2 Aplique o algoritmo com busca prioritaria em profundidade ao no i para determinar 

se ainda existe lagos 

2.2.1 Se nao existam mais lagos que o no i pertenga, entao i = i+1 e retorne para 2 

2.2.2 Se i = Nnos F I M . 

2.2.3 Se nao retorne para 2 

3. F i m do Algoritmo 

Criterio 1: Distribuigoes Conjuntas 

O procedimento proposto por Engelen em [19] consiste em, partindo da rede original, 

remover um dos arcos dessa rede e calcular a nova distribuigao conjunta assim obtida, 

para em seguida calcular a divergencia de informagao de Kullback-Leibler [11] entre es-

ta distribuigao e a distribuigao conjunta original. Os arcos cuja retirada proporcionam 

uma menor divergencia sao candidatos a serem removidos. Uma das desvantagens deste 

procedimento e que, para cada arco candidato a remogao, a distribuigao de probabili-

dades da nova rede sem esse arco deve ser obtida. Sendo assim, o metodo de remogao 

de arcos proposto em [19] requer, necessariamente, varias construgoes de distribuigoes 

de probabilidades. 

0 primeiro criterio aqui proposto e uma modificagao do metodo de Engelen. Para 

isto, optamos por remover apenas um dos arcos presentes no lago, justamente aquele 

que minimiza a distancia de Kullback-Leibler ou divergencia informacional entre dis-

tribuigoes p(x) e q(x), doravante chamada simplesmente de divergencia quando near 
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claro do contexto, cuja expressao encontra-se novamente reproduzida abaixo. 

sendozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA q(x) a distribuigao conjunta da rede original e p(x) a distribuigao conjunta da 

rede apos a remogao do arco. 

A identificagao de lagos presentes na rede pode ser feita usando o algoritmo depth-

first search [48]. Note que a remogao de um arco pode quebrar mais de um lago. Para se 

obter um procedimento eficiente (e sub-otimo) de busca dos lagos a serem quebrados, 

propoe-se o tratamento sequential e isolado de cada no, no sentido de identifigar e 

eliminar lagos. Desta forma, apos a retirada dos arcos necessarios para quebrar todos 

os lagos formados por um dado no, o no seguinte e testado quanto a existencia de lagos, 

e assim sucessivamente, ate que o penultimo no seja testado. 

0 procedimento completo para remogao de arco que aqui se propSe usa o algoritmo 

proposto no inicio dessa segao com a alteragao do item 2.1 pelo que se segue: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Algoritmo 3 DistribuigSes Conjuntas 

[2.1] Se existir, va ao no extremo desse lago e remova um dos arcos presentes neste lago 

e obtenha a distribuigao de probabilidades condicionais dessa nova rede, a partir da base 

de dados.De posse das probabilidades condicionais, obtenha a distribuigao conjunta da rede 

corrente. Em seguida calcule a divergencia entre essa distribuigao e a rede original e armazene 

o valor. A seguir, proceda da mesma forma para os outros arcos presentes no lago. Remova 

o arco que resulte na menor divergencia e obtenha a rede corrente. 

E possivel observar que esse metodo requer uma serie de avaliagoes de distribuigoes 

conjuntas e que, para cada novo lago encontrado, as distribuigoes tem que ser re-

calculadas. 

Criterio 2: Descricoes de Comprimento Minimo 

A escolha de determinada rede bayesiana para modelar uma base de dados normalmente 

e feita pela maximizagao de algum criterio de "proximidade" entre essa rede e a base de 

dados. Por exemplo, no algoritmo K3 [2], o parametro do comprimento de descrigao e 

usado. Nesse caso, a rede escolhida e a que apresenta a menor metrica do comprimento 

de descrigao (CD). Portanto, parece razoavel utilizar este mesmo parametro para medir 

a "proximidade" entre as redes obtidas pela remogao seqiienciada dos arcos presentes 

(2.25) 
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num lago. 0 arco escolhido para ser removido e aquele que altere menos essa medida 

de proximidade. 

Esse raciocinio pode ser usado para obter um algoritmo de eliminagao de lagos que 

dispense as construgoes de novas distribuigoes de probabilidades e, assim, produza uma 

redugao significativa de complexidade em relagao ao procedimento proposto em [19] e 

adaptado neste trabalho, resultando no criterio 1 acima descrito. Com base nesta ideia 

e na metrica CD propoe-se um segundo criterio e um outro algoritmo para a eliminagao 

de lagos. 

0 objetivo do algoritmo e buscar a rede sem lagos derivada da rede original por 

retirada de arcos cuja metrica CD mais se aproxima daquela calculada utilizando a rede 

original, considerada otima. Isto e, aplicando localmente este raciocinio a cada lago a 

ser quebrado, a escolha de um arco para ser removido com o objetivo de eliminar este 

lago deveria recair sobre o arco candidato cuja retirada produzisse a menor alteragao 

na medida CD da rede. A seguir, temos o item 2.1 correspondente a este criterio, que 

deve ser substituido no algoritmo proposto no initio da segao. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Algoritmo 4 DescrigSes de Comprimento Minimo 

[2zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA.1] Se existir, va ao no extremo desse lago e remova um dos arcos presentes neste lago 

e calcule o CD da rede obtida pela remogao do arco. Armazene o valor da DL corrente e, 

na rede atual, insira o arco removido. A seguir, proceda da mesma forma para cada um dos 

arcos presentes no lago. Remova o arco que resulte no CD mais proxima da rede original, 

obtendo a rede corrente. 

Criterio 3: Entropia Condicionada 

A entropia condicionadazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA H(X \ Y) entre duas variaveis discretas X e Y e dada pela 

Equagao (2.26) abaixo e pode ser vista como uma medida de incerteza sobre a primeira 

variavel quando se tem algum conhecimento da segunda [11]. Assim, quanto maior 

H(X | Y) maior a incerteza sobre X dado que se conhece Y. 

H(X | Y) = P(X, Y) log(P(A | Y)) (2.26) 

x y 

Dados dois arcos que chegam em um no Na provenientes dos nos Nb e Nc, propSe-

se usar para escolha do arco a ser eliminado o criterio de maior entropia condicionada. 

Isso se justifica pelo fato de que, se H(Na \ Nb) > H(Na \ Nc), o conhecimento de Nb 
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mantem a incerteza sobrezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Na em um nivel maior do que quando se tem conhecimento 

de Nc. Portanto, se for necessario eliminar um dos arcos que chegam a Na deve ser 

eliminado o que liga os nos Na e Nb. As distribuigoes de probabilidades necessarias 

para o calculo das entropias condicionadas podem ser obtidas dos dados. 

Para esse criterio, tem-se o item 2.1 do algoritmo inicial dado por zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Algoritmo 5 Entropia Condicionada 

[2.1] Se existir, va ao no extremo desse lago a encontre as entropias condicionadas entre 

esse no e os seus antecessores que pertencem ao lago. Retire o arco que liga os nos de maior 

entropia condicionada e volte para 2. 

Aplicagoes 

Para testar os criterios propostos foram usadas duas redes obtidas de bases de dados ob-

tidas na Internet em (http://www.cs.auc.dk/ fvj/BNIDpage/datamine.htm) a primeira 

base esta relacionada a ocorrencia de gravidez e a segunda a possibilidade do paciente 

ter angina, cada base de dados contem 10.000 casos. Para comparar os criterios foi es-

colhido o valor da medida comprimento de descrigao (CD) da rede final, ou seja, a rede 

final que apresentar o menor CD sera considerada a mais adequada para representar a 

base de dados. 

A primeira base de dados refere-se a um conjunto de quatro variaveis binarias. 

Aplicando o algoritmo K3 [2] obtivemos a rede apresentada na Figura 2.8, onde pode 

ser observada a ocorrencia de lagos. 

Figura 2.8: Rede que contem lagos aprendida da base de casos de gravidez. 

Aplicando os criterios propostos para a remogao de arcos a rede apresentada na 

Figura 2.8, obtem-se no primeiro e no segundo criterios a rede apresentada na Figura 2.9 

e para o terceiro criterio a rede apresentada na Figura 2.10. 
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NO )zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA tJL Nl ) ( N2 - I N3 

Figura 2.9: Rede obtida apos a quebra dos lagos da rede apresentada na Figura 2.8 

usando os Criterios 1 e 2. 

Figura 2.10: Rede obtida apos a quebra dos lagos da rede apresentada na Figura 2.8 

usando o Criterio 3. 

Figura 2.11: Rede que contem lagos aprendida da base de casos de angina. 

Os valores do CD para a rede original e para cada das redes obtidas sao os seguintes: 

a rede original tem CD = 25.741.332 bits, a rede obtida pelo primeiro e segundo 

criterios tem CD = 27.402.540 bits e pelo terceiro CD = 28.315, 210 bits. 

Como era de se esperar, a aplicagao dos 3 algoritmos de eliminagao de lagos aumenta 

a medida CD, refletindo o fato de que uma retirada de arcos da rede original implica 

uma descrigao menos precisa dos dados. 

Em termos de comparagao entre os diferentes criterios de eliminagao de lagos, 

observa-se que as redes obtidas aplicando os criterios 1 e 2 apresentam metrica CD 

menor. sendo portanto melhores sob este aspecto. 

Repetindo o procedimento acima para segunda base de dados, que refere-se a um 

conjunto de cinco variaveis, foi obtida a rede apresentada na Figura 2.11 pelo algoritmo 

K3, e as redes apresentadas nas Figuras 2.12, Figuras 2.13 e Figuras 2.14 para o 

primeiro, segundo e terceiro criterios respectivamente. 

Figura 2.12: Rede obtida apos a quebra dos lagos da rede apresentada na Figura 2.11 

usando o Criterio 1. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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Figura 2.13: Rede obtida apos a quebra dos lagos da rede apresentada na Figura 2.11 

usando o Criterio 2. 

Figura 2.14: Rede obtida apos a quebra dos lagos da rede apresentada na Figura 2.11 

usando o Criterio 3. 

A rede original temzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA CD = 12.605,085 bits, a rede obtida pelo primeiro criterio 

tem CD = 13.023.3517 bits, pelo segundo tem CD = 13.135,25 bits e pelo terceiro 

CD = 13,047,221 bits. 

Observou-se mais uma vez que todos os criterios aumentaram a medida CD, como 

esperado. Dos tres criterios, o primeiro forneceu uma rede mais "proxima" da rede 

original. O terceiro criterio apesar de ser aplicado localmente, forneceu uma rede 

melhor que o segundo que e global. 

Com relagao ao primeiro criterio, que apresentou melhores resultados nos dois expe-

rimentos realizados, cabe lembrar que ele requer um esforgo computacional bem maior 

que os demais, devido aos varios calculos de distribuigoes condicionais e conjuntas 

necessarios para sua aplicagao. 

Na obtengao da rede a partir dos dados foi usado o algoritmo K3, que e baseado 

na busca de uma rede que minimize a medida CD com relagao aos dados. Portanto, 

e natural questionar o por que de nao se incluir o criterio da remogao de arcos no 

algoritmo de construgao da rede, ou seja logo na construgao da rede ao detectar um 

lago usar o criterio de menor CD para quebra-lo. O algoritmo K3 faz a busca a partir do 

segundo no ate o ultimo de quais nos podem ser seus pais. Caso o criterio de remogao 

de lagos fosse incluido na obtengao da rede, ao detectar o lago em um determinado no, 

os nos seguintes a ele ainda nao tem sua relagao de parentesco estabelecida, e assim 

sua influencia na rede ainda nao esta estabelecida: sendo possivel que ao estabelecer a 

relagao de parentesco do nos seguintes, ao que foi detectado o lago, os valores do CD 

para os arcos que compoem o lago possam mudar. Portanto, para que a influencia de 

todos os nos possa ser levada em conta, deve-se construir a rede e, em seguida, usar o 

criterio desejado. 
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2.5 Conclusoes 

Este Capitulo apresentou uma breve descrigao das diferentes abordagens adotadas no 

desenvolvimento de sistemas de auxflio a tomada de decisao, mostrando que nas ultimas 

decadas vem crescendo o interesse no desenvolvimento de aplicagoes baseadas em redes 

bayesianas. Isto e devido a caracteristicas como, por exemplo, o fato de que estas per-

mitem um tratamento adequado da incerteza, com base em princfpio matematicos bem 

fundamentados (Teoria das Probabilidades); possibilitam a extragao do conhecimento 

humano embutido na base de dados (obtengao automatica do modelo) e permitem a 

inclusao do conhecimento especialista do dominio da aplicagao. 

Muitos dos principios utilizados na aprendizagem bayesiana sao baseados em con-

ceitos da Teoria da Informagao, os quais tambem sao empregados na obtengao de redes 

aproximadas por meio da remogao criteriosa de arcos. 

No proximo Capitulo, e descrito o mecanismo de inferencia em redes bayesianas, 

sendo este avaliado nas redes que tiveram seus arcos removidos de acordo com os 

criterios propostos nesta Segao. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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Capitulo 3 

Inferencia em Redes Bayesianas 

3.1 Introdugao 

O termo "inteligencia artificial" (IA) surgiu em 1956 durante o encontro de Marvin 

Minsky e John McCarthy nozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Dartmouth College em New Hampshire, EUA. Para John 

McCarthy, criador do termo, o conceito de IA deve ser compreendido como a ciencia e 

a engenharia aplicadas a elaboracao de maquinas inteligentes, em especial, programas 

de computadores inteligentes. 

Atualmente, estudos de IA podem ser divididos em duas grandes areas: o desenvol-

vimento de sistemas que facilitem o trabalho fisico humano (robos) e o desenvolvimento 

de sistemas que auxiliam a tomada de decisoes. Neste ultimo, duas abordagens sao 

utilizadas: o raciocinio logico e o raciocinio probabilistico. O raciocinio logico pondera 

sobre o conhecimento previo a respeito do problema e de acordo com este, obtem con-

clusoes. Esta abordagem pode nao ser util em situagoes onde o conhecimento previo 

possui diferentes niveis de confiabilidade. Para estes casos, o raciocinio probabilistico 

surge como uma solugao promissora. Assim, ao inves de tomar decisoes atraves da 

classificagao de evidencias utilizando valores booleanos como verdadeirozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA ( V ) ou fal-

so ( F ) , e possivel obter, atraves do raciocinio probabilistico, conclusoes mesmo em 

situagoes onde as informagoes envolvidas nao podem ser completamente classificadas 

como puramente verdadeiras, isto e, V ; ou puramente falsas, isto e, F . 

Na realidade, a grande dificuldade do processo de "tomar uma decisao" e devido 

a constante presenga de incertezas no dominio do problema. Assim, aplicagoes viaveis 

nao devem procurar eliminar as incertezas envolvidas, mas trata-las de forma rigorosa, 

procurando minimizar os riscos da tomada de decisoes erradas. 
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3.2 Inferencia Probabilistica 

A inferencia pode ser definida como a operagao mental pela qual extraimos uma propo-

sigao nova (conclusao) de uma ou mais proposigoes ja conhecidas (premissas). Existem 

varias formas de inferencia, das quais e possivel destacar, por exemplo, a dedugao e a 

indugao. E freqiiente que alguns destes tipos de inferencia aparegam associadas a uma 

dada forma de representagao do conhecimento. Por exemplo, e habitual usar dedugao, 

como forma de inferencia, quando trata-se conhecimento em logica. 

A motivagao para utilizagao de inferencia de base probabilistica e que os seres hu-

manos tem certa facilidade em moldar fatos e fenomenos na forma de relacionamentos 

causais. Assim, um ponto de partida adequado para a avaliagao de uma estrategia 

comum de IA e considerar com atengao o mecanismo de inferencia humano, entendido 

como o meio pelo qual as pessoas integram dados de multiplas fontes e geram uma 

interpretagao coerente destes dados. A analise deste mecanismo indica que a maneira 

como o ser humano armazena e utiliza o seu conhecimento a respeito de um determi-

nado dominio, nao fica bem caracterizada por uma distribuigao conjunta, mas atraves 

de distribuigoes marginais e condicionais envolvendo pequenos agrupamentos de va-

riaveis. Neste sentido, por exemplo, poderiamos analisar a abordagem que e utilizada 

em escolas de medicina para o desenvolvimento de uma aplicagao de IA: apresentagao 

de casos clinicos aos estudantes e enumeragao de hipoteses mais provaveis, ou seja, 

atraves de relacionamentos causais do tipo "dado que o paciente apresenta os sintomas 

"a", "/?",zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA "7" ezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
 US", e mais provavel ele ser portador da patologia 6". Evidentemente, 

poderiamos expressar estas dependencias atraves de relagoes de dependencia e inde-

pendencia condicional tal como definimos na abordagem bayesiana e os niveis de con-

fiabilidade (presenga de incertezas) por meio de probabilidades. Com isto, poderiamos 

desenvolver um sistema de auxilio ao diagnostico com resposta probabilistica, ou seja, 

a partir de entradas correspondendo a sintomas, este faria uma atualizagao das proba-

bilidades a posteriori em fungao dos valores observados, retornando as hipoteses mais 

provaveis ordenadas na ordem decrescente de probabilidades, auxiliando medicos a to-

marem uma decisao razoavel. Evidentemente, precisariamos de um modelo do dominio 

do problema baseado em relacionamentos causais, o qual permitiria a realizagao de 

inferencias. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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3.2.1 Mecanismo de Inferencia 

Admitindo que uma rede probabilistica esta especificada, ela pode ser usada para rea-

lizar interpretacoes a respeito de dados de entrada especificos. Isto e um processo que 

compreende instanciar um conjunto de variaveis, correspondentes aos dados de entra-

da, e calcular seu impacto nas probabilidades a"zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAposteriori" do conjunto de variaveis 

de saida, selecionando as hipoteses mais provaveis. 

A distribuigao de probabilidade a posteriori associada a cada no ao longo do pro-

cessamento iniciado para estabilizar a rede, isto e, apos a apresentagao de cada uma 

das evidencias a rede, sera doravante denominada "distribuigao induzida," "crenga" 

ou "convicgao" (em ingles e usado o termo belief). O Exemplo 3.1 ilustra o processo 

de tomada de decisao baseada na inferencia probabilistica, enquanto que o Exemplo 

3.2 apresenta a ideia explorada ao longo de todo este Capitulo: a atualizagao das 

probabilidades a posteriori por meio de mensagens enviadas aos nos adjacentes. 

Exemplo 3.1 [25]: Considere o modelo simplificado de representagao de proble-

mas visuais, ilustrado pela Figura 3.1 e pela Tabela 3.1, onde o no A e a variavel 

aleatoria associada a idade do paciente > 75 anos, G e a variavel aleatoria associada 

a necessidade do paciente de oculos, C modela a presenga de catarata, V e a variavel 

aleatoria associada a melhora da visao do paciente, enquanto que S modela a presenga 

da visao fraca. Por fim, R e a variavel aleatoria que acusa a presenga pelo paciente do 

reflexo retinal detectavel. 

Tabela 3.1: Probabilidades da rede bayesiana do Exemplo 3.1. Nesta Tabela, "T" 

significa verdadeiro e "F
:" falso. 

P(A = T) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 0.10 P(G = T\A = T) = 0.75 

P{C = T\A = T)= 0.40 P{V = T\G = T) = 0.80 

P(S = T\G = T,C = T) = 0.95 P(S = T\G = F,C = T) = 0,40 

P{R - T\C — T) — 0.25 P(G = T\A = F) = 0.15 

P(C = T\A = F) =0.01 P(V = T\G = F) = 0.05 

P(S = T\G = T, C = F) = 0.75 P(S = T\G = F,C = F) = 0.05 

P(R = T\C = F) =0.95 

Baseado neste modelo, pode-se realizar facilmente algumas inferencias simples, co-

mo obter a probabilidade de um individuo com mais de 75 anos nao usar oculos, que e 
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Figura 3zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA.1: Rede bayesiana associada ao modelo de representagao de problemas visuais. 

dada porzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA P(G = F\A = T) = 1 - P(G = T\A — T) = 0.25, ou obter a probabilidade 

de um individuo com mais de 75 anos possuir catarata e precisar usar oculos, que e 

dada pelo produto P(G = T\A = T)P(C = T\A = T) = 0.30. De um modo geral, 

conhecido o estado de um no, a probabilidade conjunta de seus descendentes imediatos 

e dada pelo produto de suas probabilidades individuals, isto e, sendo V e S filhos de G, 

entao V e S sao independentes dado o estado de V. O que e expresso matematicamente 

como: 

P(V, S\G) = P{V\G)P{S\G) (3.1) 

0 sentido fisico expresso nesta equagao pode ser ilustrado com os dados da figura 

3.1 como "dado que um individuo possui mais de 75 anos e usa oculos, nada se pode 

dizer sobre o fato dele possuir catarata". Isto significa que "precisar de oculos" (G) 

e "possuir catarata" (C) sao independentes em relagao a idade do paciente (A). 

Entretanto, uma relagao de dependencia entre G e C se verifica quando se conhece 

o estado da variavel S. Uma vez que ambos G e C tem influencia sobre 5, isto 

e, tanto a "necessidade de usar oculos" como "ter catarata" contribuem para que o 

paciente acuse "visao fraca", entao G e C nao sao independentes em relagao a S. 

Na pratica, sabendo-se que o paciente acusa visao fraca e sabendo-se que ele nao usa 

oculos, poderia-se inferir, baseado nos dados do modelo, que ele possui catarata.0 

Exemplo 3.2 [44]: Considere a rede bayesiana mostrada na Figura 3.2(a). As 
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probabilidades azyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA priori de todas as variaveis podem ser calculadas da seguinte forma: 

P(z,|y,)-0.7 
P(z,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA I y J - 0,4 

, P(z,) = 0,652 
*~ ' PzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA(Z;) = 0,348 

w • P(w,|z,)-0,5 
1 P(w,|zI)-0,6 

P(w,) = 0,5348 
P(w ) = 0,4652 

(a) (b) 

Figura 3.2: Uma rede bayesiana e mostrada em (a) e as probabilidades a priori nesta 

rede sao mostradas em (b). Cada variavel tem somente dois valores, um dos quais e 

apresentado em (a). 

P(yi) = + p{yx\x2)p{x2) = 0, 9 x 0, 4 + 0, 8 x 0, 6 = 0, 84 

p(zi) = p(zMp(y\) + P(*i |ya)p(2zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA/2) = 0, 7 x 0,84 + 0,4 x 0,16 = 0,652 

p(wi) = p(wx\zi)p{zi) + p{wi\z2)p{z2) = 0, 5 x 0, 652 + 0, 6 x 0, 348 = 0, 5348 

Estas probabilidades sao mostradas na Figura 3.2(b). Observe que o calculo para 

cada variavel requer informagao (probabilidade a priori) disponibilizada pelo seu pai. 

Admita que esta informagao possa ser passada atraves de "mensagens'" enviadas ao no 

sobre foco sempre que este desejar. Desta forma, podemos considerar este metodo de 
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calculo atraves de um algoritmo de passagem de mensagens. Neste, cada no envia ao 

seu no descendente, denominado de no filho, uma mensagem necessaria para calcular 

as probabilidades azyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA priori do seu filho. 

Admita agora que o n o l e instanciado para x\. Desde que numa rede bayesiana 

as relacdes de dependencia condicional existem apenas entre nos adjacentes diretos, e 

possivel calcular as probabilidades a posteriori das variaveis remanescentes atraves do 

envio de mensagens que se propagam abaixo do no X, isto e, "descendo na rede". zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

p{y\\x\)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA = 0zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA,9 

p (z i | xi) = p{zi\yx,xx)p{yx\xx) + p (z i| y 2, xl)p{y2\xl) 

= p (^ il2/ i)p (yik i) + p{z\\y2)p{y2\xi) 

= 0,7 x 0,9 + 0,4 x 0,1 = 0,67 

p(wi\xi) = p(wi\zi,xi)p(zi\xi) +p{wi\z2,xi)p(z2\xi) 

= p(wi\zi)p(zi\xi) + p(wi\z2)p(z2\xi) 

= 0, 5 x 0, 67 + 0, 6 x 0, 33 = 0, 533 

A Instanciagao precedente mostra como e possivel utilizar a propagagao de men-

sagens para baixo para calcular as probabilidades condicionais de variaveis abaixo da 

variavel instanciada. 

Admita agora que W foi instanciado para Wi (e nenhuma outra variavel e instanci-

ada). E possivel utilizar a propagagao de mensagens para acima de forma a calcular as 

probabilidades condicionais das variaveis remanescentes como segue. Primeiro utiliza-

se do Teorema de Bayes (Apendice A) para calcular p(z 1 |u; 1): 

, | v p(u>i\zi)p(zi) 0 ,5x0,652 
= p(Wl)

 = 0,5348
 = ° '

6 0 9 6 

Entao, para calcular P(yi\wi), novamente aplica-se o Teorema de Bayes como segue: 

p{wi\yi)p(yi) 
p ( y i K ) = 

p(wi) 
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Contudo. desta vez nao podemos completar este calculo porquezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA p(wi\yi) nao e 

conhecido. Entretanto, e possivel obter o seu valor da maneira mostrada quando apre-

sentamos a discussao da propagagao de mensagens abaixo da variavel instanciada (caso 

anterior). Ou seja, zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

p M l u ) = p ( w i zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA| 2 i ) p ( 2 i | y i ) + P{wi\z2)p(z2\yi) 

= 0,50 x 0, 7 + 0, 60 x 0. 3 = 0, 53 

Apos concluir este calculo, obtemos tambem p(uii\y2) (porque X ira precisar deste 

valor posteriormente), entao determinamos p{yi\wi) e passamos as mensagens p(w\\yi) 

e p(u>i\y2) para X. Entao, na sequencia calculamos p(wi\xi) e p(xi\wi). Isto e, 

p{wi\y2) = p(wi\zi)p(zi\y2) + p{wi\z2)p(z2\y2) 

= 0, 50 x 0, 4 + 0, 60 x 0, 6 = 0, 56 

P f a K ) = P ( " " ' f
) f l ) = ^ f ^ = 0.8325 

p(wi) 0,o348 

p{wi\xi) =p ( t «i| yi)p (yi| xi) + p{wx\y2)p(y2\xi) 

= 0, 53 x 0, 90 + 0, 56 x 0.1 = 0. 533 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

' / i n p{wi\xi)p(xi) 0,533 x 0,4 
P { X i M = p(Wl)

 =

 0,5348
 = ° "

3 9 8 6 

E evidente que este esquema de propagagao de mensagens se aplica a qualquer 

numero de variaveis e nao apenas as 4 consideradas neste exemplo. 0 

A partir de consideragSes sobre o modo humano de processamento de informagoes 

Pearl [41] sugere que os arcos entre os nos da rede devem ser tratados como os unicos 

caminhos e "centros de ativagoes" que comandam e propagam o fluxo de dados no 

processo de solicitagao e atualizagao das crengas. Por isso, interpreta-se cada no co-

mo sendo um processador em separado, que ao mesmo tempo em que mantem os 

parametros da distribuigao para a variavel a ele associada, gerencia as ligagoes aferen-

tes (que saem) e eferentes (que chegam) de nos vizinhos representantes de variaveis 

aleatorias conceitualmente relacionadas. 
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Cada processador pode interrogar a qualquer tempo a respeito da crenga associa-

da com os parametros dos seus vizinhos e compara-la em relagao aos seus proprios 

parametros. Se as quantidades comparadas satisfazem algumas restrigoes locais (as 

marginais somam 1), nenhuma atividade e iniciada, caso contrario o no responsavel e 

ativado para resolver a diferenga. Com isso, revisoes similares nos nos vizinhos serao 

ativadas e um processo de propagagao multi-dimensional sera iniciado ate que um pon-

to de equilibrio (uma distribuigao consistente) seja alcangado. Neste ponto, todos os 

nos da rede promoveram uma atualizagao de suas crengas. 

3.3 Estado da Arte 

Como ja foi dito, o raciocinio probabilistico em redes bayesianas e entendido como 

um processo de atualizagao de crengas, isto e, "diz respeito a fusao e propagagao do 

impacto de nova evidencia e crengas, atraves da rede bayesiana, de forma tal que a 

cada proposigao seja atribuida uma medida de certeza compativel com os axiomas da 

teoria da probabilidade" [41]. Doravante, o termo atualizagao de crengas e considerado 

sinonimo de inferencia probabilistica. As redes bayesianas sao utilizadas, em sistemas 

de apoio a decisao, com o objetivo de fornecer estimativas atuais da crengazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA P ( x | E ) , 

face a observagao da evidencia E , para eventos que nao sao diretamente observaveis 

ou observaveis a custo nao aceitavel [34]. A evidencia E pode ser especifica (valor 

observado que afeta a crenga nas outras variaveis) ou virtual (julgamento baseado em 

observagoes externas, mas que influenciam as variaveis na rede, por exemplo, um laudo 

de um laboratorio contendo os resultados possiveis e as probabilidades associadas a cada 

um deles). Em ambos os casos a evidencia representa variaveis com valores conhecidos. 

As inferencias no raciocinio probabilistico sao do tipo diagnostico, causal, inter-

causal (em inges e conhecido porzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA explaining away) ou misto (combinagao dos tipos 

acima). Todas podem ser realizadas em redes bayesianas e correspondem a calcular 

P ( x j | E ) , a partir da DPC ou utilizando um mecanismo que leva em conta as relagoes 

de independencia condicional no DAG, obtendo uma redugao da complexidade do pro-

blema, fungao da topologia do DAG. Um DAG pode conter ciclos (loops) se nao se 

levar em conta a orientagao dos arcos. Ao se propagar as evidencias atraves dos ciclos 

e necessario que o mecanismo de inferencia permita a realizagao de inferencias bidire-

cionais e garanta a prevengao a realimentagao e raciocinio circular do tipo: uma leve 

evidencia em favor de A influencia a crenga em favor de B, que por sua vez influencia 
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a crenga em favor dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA A e assim por diante. 

Em 1987, Gregory Cooper [7] demonstrou que o problema da inferencia proba-

bilistica exata em redes bayesianas e da classe NP completo para as redes com topologia 

multiconectada, isto e, aquelas que contem um par ou mais de variaveis conectadas por 

mais de um caminho nao orientado. Paul Dagum e Michael Luby [12] demonstraram 

que a inferencia probabilistica aproximada em redes bayesianas tambem e da classe 

NP completo. Para redes simplesmente conectadas existem algoritmos com tempo 

polinomial, como e o caso do metodo de passagem de mensagens [41]. 

A topologia de uma rede bayesiana representa um modelo probabilistico completo de 

um dominio, com representagao das informagoes qualitativas, relagoes de dependencias 

e quantitativas, fungao de distribuigao de probabilidades. Alem disto, a topologia da 

rede determina o tipo de metodo utilizado na atualizagao das crengas. Assim, nao 

adianta escolher um metodo especifico como, por exemplo, o algoritmo de Pearl para 

realizar inferencias, se o conhecimento envolvido no dominio do problema nao pode 

ser representado na topologia especificada pelo metodo escolhido para atualizagao das 

probabilidades a posteriori. Em muitos problemas reais o dominio requer uma repre-

sentagao com redes multiconectadas. Ao se obter uma evidencia, e preciso considerar 

se existe mais de um caminho entre o no, com a nova evidencia, e aquele cuja pro-

babilidade deve ser atualizada. Em redes multiconectadas, uma simples propagagao 

local nao e aplicavel porque tais algoritmos nao preveem a possibilidade de um no, ao 

receber evidencia de dois dos seus vizinhos, detectar se essa evidencia nao se origina 

na mesma fonte e, assim, evitar de considerar esta duas vezes. 

Figura 3.3: Rede bayesiana com topologia em arvore multipla 

0 metodo Pearl de passagem de mensagens nao e aplicavel porque foi desenvolvido zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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para a topologia especifica de arvore multipla. A Figura 3.3 ilustra um exemplo de rede 

bayesiana com esta topologia. Os metodos de agregado e condicionantes, propostos por 

Pearl para a avaliagao de redes multiconectadas, apresentam algumas dificuldades na 

transformagao desses DAGs em grafos na topologia de arvores multiplas. No primeiro 

caso, e necessario selecionar as variaveis que, ao serem substituidas por uma variavel 

composta, permitem quebrar as conexoes multiplas do DAG. Quanto maior for esse 

grupo, maior sera a dimensao da sua tabela de distribuigao de probabilidades condici-

onais e maior a dificuldade para explicar a variagao de crenga devida a cada uma das 

variaveis. O metodo de condicionantes esta baseado na habilidade de mudar a conecti-

vidade de uma rede, de forma a tornar esta simplesmente conectada, selecionando um 

conjunto adequado de variaveis a serem instanciadas. Nesses metodos, se a rede for 

muito conectada, pode ocorrer um grande numero de combinagoes, o qual e fungao do 

numero de nos e variaveis, a serem analisadas com o objetivo de quebrar os lagos. 

Lauritzen e Spiegelhalter [38] propuseram um metodo aplicavel as redes bayesia-

nas. 0 metodo tira partido da estrutura da rede original para propagar evidencias, 

calculando probabilidades locais (envolvendo um pequeno numero de variaveis) e evi-

tando expressoes globais (com grande numero de variaveis). O metodo realiza um 

agrupamento de forma a transformar a estrutura da rede original em uma estrutura 

com topologia de arvore multipla, mediante agrupamento de nos utilizando para isso 

a teoria de grafos. 

Para isto, partindo do grafo original, segue-se os seguintes passos: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1. Realiza-se a triangularizagao do grafo (introdugao de arcos em ciclos com mais 

de tres nos. Os arcos sao denominados cordas e o grafo resultante, grafo cordal ou 

triangular. Cada corda decompoe um ciclo em dois ciclos menores), adicionando-se nos 

em caso de necessidade, 

2. Identifica-se todos os conjuntos de nos totalmente conectados (cliques); 

3. Ordenam-se os cliques de forma que todos os nos comuns estejam em um clique 

anterior (seu pai) 

4. E construido um novo grafo de forma que cada clique e um novo no numa arvore 

multipla de cliques 

A realizagao de inferencia e feita nesta arvore multipla de cliques, obtendo a pro-

babilidade conjunta de cada clique. Desta, e possivel obter a probabilidade individual 

de cada variavel presente no clique. Devido a complexidade envolvida, esse algoritmo 

e considerado ineficiente por Jensen et al. [29] [30]. 
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A Tabela 3.1 apresenta as principals abordagens, com solugoes aproximadas (A) 

ou exatas (E), para o problema da atualizagao de crengas. Esta Tabela foi obtida 

do Laboratorio de IA do Instituto de Tecnologia da Forga Aerea dos EUA. [1], sendo 

reproduzida aqui com o objetivo de chamar a atengao do leitor as diferentes abordagens 

utilizadas para realizar inferencias, alem da que e empregada neste texto, a qual sera 

descrita na proxima Segao. 

Tabela 3.2: Resumo das abordagens para o problema da atualizagao de crengas. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Referencia Abordagens E / A 

Becker 94 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBACut set E 

Bouckaert 94 Simulagao estocastica A 

Castilo 95 Enumeragao A 

Cousins 91 Simualagao estocastica A 

DAmbrosio 94 Inferencia simbolica A 

Darwiche 95 Condicionante E/A 

Delcher 95 Mensagens E 

Diez 96 Condicionante E 

Draper 95 Agregado E 

Hulme 95 Amostragem de Markov A 

Horvitz 89 Condicionante com limitante E 

Jensen 95 Arvore de Jungao A 

Kanazawa 95 Simulagao estocastica A 

Kjaerulff 95 Arvore de Jungao A 

Lauritzen 88 Agregado E 

Li 94 Fatoragao E 

Pearl 88 Passagem de mensagens E 

Santos 94 Enumeragao E 

Shachter 89 Simulagao estocastica A 

Santos 94 Cut set E 
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3.4 Fusao de Influencias e Propagagao de Mensa-

gens numa Rede Bayesiana 

0 mecanismo utilizado no raciocinio probabilistico proposto por Pearl [39], ficou co-

nhecido como fusao de mensagens. No metodo proposto, o calculo dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA P(xi\E) para um 

no, X, e uma evidencia E, deve ser expresso como uma fungao envolvendo separada-

mente as probabilidades de X assumir um valor x;, dado o estado de seus ascendentes 

e a probabilidade de seus descendentes terem assumido os valores apresentados em E 

dado X[. Considerando a organizagao dos nos apresentados na Figura 3.4, deseja-se 

obter p(e\abcd) como fungao de p(e\ab) e p(cd\e). Esta forma precisa de expressar a 

crenga de um no e a origem do mecanismo de troca de mensagens. 

Figura 3.4: Rede bayesiana com 5 nos 

Tem-se pelo Teorema de Bayes que: 

p(abcd\e)p{e) 

P { e l a b c d ) = p(abcd) 

que pela regra da cadeia pode ser reescrito como 

p(e)p{ab\e)p{cd\abe) 

P ^ a b c d ) = pJaTcJ) 

Novamente, pela regra da cadeia, segue-se que zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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Em fungao da estrutura da rede, tem-se quezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA p(cd\abe) = p(cd\e). Assim, 

p(e\abcd) = 
p(e)p(ab\e) 

p{ab) 
p(cd\e) 

p(cd\ab) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1 

Novamente, pelo Teorema de Bayes, tem-se que 

p(e\abcd) = p(e\ab)p(cd\e) 
1 

p(cd\ab) 

Considerando que as probabilidades condicionais p(e\ab) e p(cd\e) possam ser atu-

alizadas atraves de mensagens enviadas pelos nos ascendentes e descendentes sempre 

que ocorre uma evidencia, pode-se dizer que a crenga de um no e obtida pela fusao 

destas mensagens e posterior produto das probabilidades condicionais por uma cons-

Fica entao mais claro como se processa o mecanismo de atualizagao de crengas pro-

posto. Ocorrido uma evidencia, propaga-se para os nos ascendentes uma revisao 

das probabilidades condicionais envolvendo este nos e aquele que recebeu a 

evidencia, esta probabilidade e chamada de mensagem A. Para os nos des-

cendentes propaga-se uma revisao das probabilidades condicionais denomi-

nada mensagem ir. Os demais nos por sua vez, ao receber uma mensagem executam 

um procedimento de "fusao" a fim de atualizar seu vetor de crengas e propagar novas 

mensagens A ezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA IT aos seus ascendentes e descendentes, respectivamente. 

3.4.1 Algori tmo de Passagem de Mensagens de Pearl 

Atraves da exploragao de relagSes de independencias entre variaveis, Pearl [39] [41], 

desenvolveu um algoritmo de passagem de mensagens para inferencia em redes bayesi-

anas. Dado um conjunto de valores, a, de um subconjunto de variaveis instanciadas, 

A, o algoritmo determina P(x\a) para todos os valores x de cada uma das variaveis 

nao instanciadas da rede. Este algoritmo comega enviando mensagens iniciadas em 

cada uma das variaveis instanciadas com diregao aos seus vizinhos. Estes vizinhos, por 

tante de normalizagao, 
p(ab\cd) 

, que assegura a geragao de probabilidades consistentes. 
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sua vez, passam mensagens aos seus proprios vizinhos. A atualizagao nao depende da 

ordem na qual e iniciado a instanciagao das variaveis, o qual significa que as variaveis 

podem ser instanciadas a medida que sao obtidas as evidencias. 

Admita inicialmente que a rede bayesiana possui topologia de arvore multipla, como 

mostrado na Figura 3.5, isto e, admita que a rede possui um unico no, denominado de 

no raiz o qual nao possui um no pai e qualquer outro no tem precisamente um unico 

pai, sendo descendente do no raiz. Normalmente, as diregoes dos arcos designamzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA X 

como o conjunto de hipoteses e Y como o conjunto de conseqiiencias ou manifestagSes 

da hipoteses. 

Figura 3.5: Rede bayesiana com um no raiz 

0 algoritmo e baseado no Teorema 4. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Teorema 4 [44] 

Seja B — Bs + Bp uma rede bayesiana com topologia de arvore multipla e seja A um 

subconjunto de variaveis aleatorias evidenciadas por valores pertencentes ao conjunto 

a. Para cada variavel X, defina as mensagens X, os valores X, as mensagenszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA TT e os 

valores n como segue: 

1. Definigao das mensagens X: 

Para cada filho Y de X, para todos os valores x, 
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2. Definigao dos valores \: 

Se XzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA G A e o valor de X e x, zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

X(x) = 1 

X(x) = 0, 

para todo x ^ x 

Se X £ A e X e uma folha, para todos os valores x, 

X(x) = 1 

Se X £ A e X nao e uma folha, para todos os valores x, 

Kx) = UueCHx

 Xu{x), 

onde CHX denota o conjunto de filhos de X. 

3. Definigao das mensagens IT: 

Se Z e o pai de X, entao para todos os valores z, 

7TX{z) = 7T{z) UueCHz-{X) X u ^ -

4- Definigao dos valores IT: 

Se X G A e o valor de X e x, 

TT(X) = 1 

TT(X) = 0, zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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para todo x ^ x 

SeX^AeXea raiz, para todos os valores x, 

ir(x) = P(x).zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA (3.7) 

Se X ^ A, X nao e a raiz e Z e pai de X, para todos os valores x, zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

*(x) = ZxP(x\z)*x(z). (3.8) 

5. Dada as definicdes precedentes, para cada variavel X, tem-se para todos os valores 

de x, 

P{x\a) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA aA(x)7r(x), (3.9) 

onde a e uma constante de normalizacao. 

Prova: 

A prova deste Teorema foi obtida de [44] e se encontra reproduzida no Apendice A 

caso o leitor deseje verifica-la. 

• 

A seguir, sao apresentados os algoritmos baseados neste Teorema. Claramente, os 

algoritmos podem ser implementados em um programa orientado a objetos, no qual 

cada no e um objeto que se comunica com outros nos passando mensagens A e 7r. 

Contudo, ao inves de discutir detalhes de implementagao, o melhor e mostrar os passos 

envolvidos nos algoritmos. Estes algoritmos sao apresentados utilizando um projeto na 

arquitetura top-down. 

Antes de apresentar os algoritmos, e importante observar como as rotinas pertencen-

tes a este sao chamadas. Por exemplo, a rotina i n i c i a r - a r v o r e e primeiro chamada 

como segue: 

iniciar-arvore((5s,Pp),A,a,P(x|a)) 
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Apos esta chamada,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA A e a sao ambos vazios e, para toda variaveiszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA X, para todo valor 

x, P(x\a) e a probabilidade condicional de x dado a e, sendo a = 0, e a probabilidade 

a priori de x. A cada vez, uma variavel V e instanciada para o valor v e a rotina 

a tua l izar -a rvore e chamada como segue: 

atualizar-arvore((55 ,Sp) ,A,a ,P(x |a)) 

Apos esta chamada, V foi adicionado a A, v foi adicionado a a e para toda variavel 

X, P(x\a) foi atualizado como sendo a probabilidade condicional de x dado um novo 

valor pertencente ao conjunto a. Segue o algoritmo. 
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Algoritmo 6zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Inferencia em Redes Bayesianas: Inicializar Rede[44] 

Entrada Uma rede bayesiana em arvore multipla, um subconjunto de variaveis a 

serem instanciadas, A, pelos valores pertencentes ao conjunto a. 

SAIDA: Uma rede bayesiana atualizada. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

void iniciar-arvore(rede bayesiana (Bs,Bp), um subconjunto de variaveis a serem 

instanciadas A, conjunto contendo as instancias das variaveis a) 

1: A = 0;a = 0; 

2: para (cada X e Bs) faga 

3: para (cada valor x de X) faga 

4: X(x) = 1; / / calcula os valores A 

5: fim para 

6: para (o pai Z de X) faga 

7: para (cada valor z de Z) faga 

8: Xx{z) = 1; / / calcula as mensagens A 

9: fim para 

10: fim para 

11: fim para 

12: para (cada valor r da raizzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA R) faga 

13: P(r |a ) = P ( r ) ; / / calcula P(r |a ) 

14: 7r(r) = P ( r ) ; / / calcula os valores IT de R 

15: fim para 

16: para (cada valor filho X de R) faga 

17: Envie - Msg - TT(R, X); 

18: fim para 
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AlgoritmozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 7 Inferencia em Redes Bayesianas: Atualizar Rede[44] 

Entrada Uma rede bayesiana em arvore multipla, um subconjunto de variaveis a 

serem instanciadas, A, pelos valores pertencentes ao conjunto a, a variavelzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA V € A e 

o seu valor v. 

void atualizar-arvore(i:ede bayesiana (Ps,Pp), um subconjunto de variaveis a serem 

instanciadas A, conjunto contendo as instancias das variaveis a, variavel V, valor 

da variavel v) 

1: A = A U {V}; j j adiciona V ao conjunto A 

2: a = a U {v}; 

3: A(v) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 1; TT(V) = 1; P(u|a) = 1; 

/ / Instancia V ao valor de v. 

4: para (cada valor de v ^ v) faga 

5: A(v) = 0; TT{V) = 0;P(u|a) = 0; 

6: fim para 

7: se ((V nao e raiz) E (o pai Z de V £ A)) entao 

8: Envie - Msg - \{V, Z) ; 

9: fim se 

10: para (cada filho X de V tal que X £ A) faga 

11: Envie - Msg - ir(V, X); 

12: fim para 
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AlgoritmozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 8 Inferencia em Redes Bayesianas:zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Envie — Msg — A(n6 Y, no X) [44] 

Entrada Uma rede bayesiana em arvore multipla, um subconjunto de variaveis a 

serem instanciadas, A, pelos valores pertencentes ao conjunto a, a variavel V € A e 

o seu valor v. 

void Envie-Msg-X(n6 Y, no X) 

1: para (cada valor de x) faga 

2: Xy(x) = P(y\x)X(y); / / Y envia a A' uma mensagem A 

3: X(x) = \~[UeCHx

 xu{x); I I calcula os valores A de A 

4: P{x\i) = o:A(xzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA)7r(a;); / / calcula os valores-P(x\a). 

5: fim para 

6: normalize P(x\a) ' ' 

7: se ((X nao e raiz) E (o pai Z de X £ A)) entao 

8: Envie-Msg - X(X,Z); 

9: fim se 

10: para (cada filho W de X tal que PU ^ Y E 1U g A) faga 

11: Envie - Msp - n(X, W); 

12: fim para 
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AlgoritmozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 9 Inferencia em Redes Bayesianas:zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Envie — Msg — it (no Z, no X) [44] 

Entrada Uma rede bayesiana em arvore multipla, um subconjunto de variaveis a 

serem instanciadas, A, pelos valores pertencentes ao conjunto a, a variavel V G A e 

o seu valor v. 

void Envie-Msg-it(no Z, no X) 

1: para (cada valor de z) faga 

2: Kx(z)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA — TT(Z) YlyeCHz-ix] x Y ( z ) ' zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAI 11 % envia a X uma mensagem 7r 

3: fim para 

4: para (cada valor de x) faga • 

5: ir(x) = ^ 2 P(x\z)irx(z); // calcula os valores 7r de X 

6: P(x\a) = a\(x)7r(x); // calcula os valores P(x\a). ' ' 

7: fim para 

8: normalize P(x\a) 

9: para (cada filho Y de X tal que Y £ A) faga 

10: Envie - Msg -zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 7r (A, Y); 

11: fim para 

3.4.2 Aplicagoes do Algoritmo de Passagem de Mensagens de 

Pearl 

0 objetivo desta segao e promover um melhor entendimento do algoritmo de atualizagao 

de crengas adotado no desenvolvimento da ferramenta de apoio a decisao medica que 

sera descrita no Capitulo 5. 

Exemplo 3.3 [44]: Considere a rede bayesiana mostrada na Figura 3.6(a). A 

seguir, sera mostrado os passos utilizados na inicializagao da rede. 

A chamada 

i n i c i a r - a r v o r e ( (#5,.Bp),A,a,_P(x|a)) 

Resulta nos seguintes passos: 

A = 0; 
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(b) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Figura 3.6: Em (b) e ilustrada a rede bayesiana de (a) inicializada. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

a = 0; 

/ / calcula os valores A 

/ / calcula as mensagens A 

= 1;A(M = 1 

A(6i) = 1; A(62) = 1: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

X(h) = l ;A( / 2 ) = 1; 

A ( C l ) = l ;A(c 2 ) = 1: 
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A zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAB ( M =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA l;XB(h2) = 1; 

A i(/ii) = l ;A i ( / i 2 ) = l ; 

Ac(/i) = l ; A c ( / 2 ) = l ; 

/ / calcula os valoreszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA p(/ i|0) 

p ( / i i | 0 ) =p ( / i i ) = O,2; 

p ( / i 2 | 0 ) =p ( / i 2 ) = O,8; 

/ / calcula os valores n dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA H 

7 r ( / i 1) = p ( ^ ) = 0,2; 

7r( / i 2) =p ( / i 2 ) = 0,8; 

£ n n e - Msg - n(H, B); 

Envie — MsgzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA — TT(H, L); 

A chamada 

Envie-Msg-7r (i7, B); 

Resulta nos seguintes passos: 

// H envia a B uma mensagem TT 

M M = M M - M / i i ) = (o,2)(i) = o,2 

7r B(/i2)=7r(/i 2)A L(/i 2) = (0,8)(l) = 0,8 

/ / calcula os valoreszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA TT de B 

ir(bi) = p(bi\hx)-KB{hi) + p ( &i | / i 2 )7r B( / i 2 ) 

= (0, 25)(0,2) + (0,05)(0,8) = 0,09; 
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7rzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA(6 2) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA p{b2\hi)irB(hi) + p(b2\h2)nB(h2) 

= (0,75)(0,2) + (0,95)(0,8) = 0,91; 

/ / calcula os valores p(6|0) 

p{bx\$) = aA(6zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA1)7r (6 1) = a(l)(0,09) = 0,09a; 

p(62|0) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA a\(b2)ir(b2) = a(l)(0,91) = 0,91a; 

A chamada 

Envie-Msg-7r (i7, L); 

Resulta nos seguintes passos: 

/1 H envia a L uma mensagem TX 

7TL(hl) = n(hl)XB(h1) = (0,2)(l) = 0,2 

KL(h2) = ir(h2)\B(h2) = (0, 8)(1) = 0, 8 

/ / calcula os valores ir de L 

•K(h) = p(/i | / i i)7r L (/ i i) + p{h\h2)-KL(h2) 

= (0,003)(0,2) + (0,00005)(0,8) = 0,00064; zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

T T ( / 2 )  = p{k\hi)irL{hi) +p(h\h2)TTL(h2) 

= (0,997)(0, 2) + (0,99995)(0,8) = 0,99936; 

/ / calcula os valores p(Z|0) 
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p(/i|0) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA aX(li)ir{h) = a(l)(0,00064) = 0,00064a; 

p(/2|0) = a AzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA( / 2 ) 7r ( / 2 ) = a(l)(0, 99936) = 0,99936a; 

nzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA lax 0,00064a 

" " •
| 9 ) =

 0.00064c, + 0 . 9 9 9 3 6 a

= 0

' °
0 0 6 4 i 

„ 0,99936a 
P ( W

° 0,00064a + 0,99936.
 =

 ° - "
9 3 6 ; 

£ m n e -zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Msg - n(L,C); 

A chamada 

Envie-Msg-7r(L, C); 

Resulta nos seguintes passos: 

/ / L envia a C uma mensagem 7r zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

T T C ^ X)  = 71(h) = 0,00064; 

7 r c ( / 2 ) = TX(12) = 0,99936; 

/ / calcula os valores TT de C 

7r (Ci) = p(Ci\li)7TC(h) + p(Ci\l2)TTc(h) 

= (0, 6)(0, 00064) + (0, 02)(0, 99936) = 0, 02037; 

7T(C 2) = p(c2\h)lTc(h) + P ( c 2 | / 2 ) 7 T C ( / 2 ) 

= (0,40)(0,00064) + (0,98)(0, 99936) = 0,97963; 

/ / calcula os valores p(c|0) 

p(ci|0) = aA(ci)7r(d) = a(l)(0,02037) = 0,02037a; 
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p(czyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA2| 0) = aA(c 2 ) 7 r (c 2 ) = a( l ) (0 ,97963) = 0,97963a; 

p( C l |0) = 
0,02037a 

= 0,02037; 
0,02037a + 0,97963a 

P('2|0) -
0,97963a 

= 0,97963; 
0, 02037a + 0,97963a 

A inicializagao esta completa. A rede inicializada e mostrada na Figura 3.6(b).0 

0 Exemplo 3.4 analisa os passos envolvidos na atualizagao de crengas quando uma 

variavel da rede e instanciada a um valor particular. 

E x e m p l ozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 3.4 [44]: Considere novamente a rede bayesiana mostrada na Figura 

3.6(a). A d m i t a quezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA B e instanciado a b\. A seguir, serao mostrados os passos no 

algoritmo quando os valores da rede sao atualizados de acordo com esta instanciagao. 

A chamada 

a t u a l i z a r - a r v o r e ( ( B 5 , 5 p ) , A , a , P ( a ; | a ) ) 

Resulta nos seguintes passos: 

A = 0 U {B} 

a = 0 U { M {^ i } ; 

X(b1) = l;ir(b1) i ; p ( & i l ( M ) 

A(6 2) = 0 ; 7 r ( 6 2 ) = 0 ; p ( 6 2 | { 6 i } ) 0: 

Envie - Msg - X(B, H); 

A chamada 

E n v i e - M s g - A ( 5 , i f ) ; 

Resulta nos seguintes passos: 
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X(h) = (0.25,0.05) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
n(h) = (0.2,  0.8) 

P(h| {b()) = (0.5556,0.4444;  zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

t XB(h) = (0 . 25 ,  0.05) 

I 7 t B(h) = (0.2 ,  0.8) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

TxL(h) = (1, l) 

I ;r L(h) = (0.05 ,  0.04) 

Mb) = ( 1 , 0 ) 

* (b) = ( 1 , 0 ) 

P(b| {b,}) = ( 1 , 0 ) 

>.(h) = (0.00544,  0.00100) 

:i(h) = (0.2 ,  0.8) 

P(h| {b, ,c, }) = (0.57672 ,  0.4328) 

t XB(h) = (0.25 ,  0.05) 

i rc_(h) = (0.2 ,  0.8) 

>.(l) = (1,1) 

7t(l) = (0 . 00015,  0.08985) 

P(l| {t>,}) = (0.00167 ,  0.99833) 

t X c ( l ) = (1,1) 

n c( l ) = (0 . 00015,  0.08985) 

X(c) = (1,1) 

ir(c) = (0 . 00189,  0.08811) 

P(c| {b, }) = (0.021 .  0.979) 

( a ) 

t X J h ) = (0. 02174,  0.02003) 

T L( h) = (0.05 ,  0.04) 

X(b) = ( 1 , 0 ) 

;t(b) = ( 1 , 0 ) 

P(b| {b, ,c, }) = ( 1 , 0 ) 

X(l) = (0.6 ,  0.02) 

ir(l) = (0.00015 .  0.08985) 

POKb^c, } ) = (0.04762,0.95238) 

t Xc( l) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA (0 .6 , 0 .02 ) 

4-TI c(I) = ( 0 . 0 0 0 1 5 , 0 . 0 8 9 8 5 ) " 

(b) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Mc)* (1 , 0 ) 

* (c) = ( 1 , 0 ) 

P(c| {b„c, }) = ( 1 , 0 ) 

Figura 3.7: Em (b) e ilustrada a rede bayesiana de (a) atualizada. 

I / B envia a H a mensagem A 

\B(hi)=p(bl\hl)\{b1)+p(b2\hi)\{b2) 

= (0 ,25) ( l ) + (0,75)(0) = 0,25 

XB(h2)=p{bl\h2)X(bl)+p{b2\h2)X(b2) 

= (0 ,05) ( l ) + (0,95)(0) = 0,05 

/ / calcula os valores A de H 
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A(/ i i ) - A B ( / n ) A L ( / i i ) = (0,25)(1) = 0,25; 

A( / i 2 ) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA XB(h2)XL(h2) = (0, 05)(1) = 0, 05; 

/ / calcula os valores 

p ( / i i | { M ) = aX(hi)7r(hi) = a(0,25)(0, 20) = 0,05a; 

= aX(h2)n(h2) = o(0,05)(0,8) = 0,04a; 

,, . ,, , . 0, 05a „ „ 

P ( f t l l ' 6 - } ) = 0 , 0 5 Q + 0 , 0 4 a
= 0 - M 5 6 ; 

0 04a 

p ( f c | { M ) = n n - ° = ° ' 4 4 4 4 ; 

0, Ooa + 0, 04a 

Envie — MsgzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA — TT(H, L ) ; 

A chamada 

Envie-Msg-7r( i f , L ) ; 

Resulta nos seguintes passos: 

// H envia a L uma mensagem 7r zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

T T l ( / » I ) = T T ^ O A B ^ I ) = (0, 2)(0, 25) = 0, 05; 

r r L ( / i 2 ) = ir(h2)XB(h2) = (0, 8)(0, 05) = 0, 04; 

/ / calcula os valoreszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 7r de L 

n(h) = p(h\hi)nL(hi) + p(li\h2)nL(h2) 

= (0,003)(0,05) + (0,00005)(0,04) = 0,00015; 

T T ( Z 2 ) = p{l2\hi)irL(hi) +p{l2\h2)ivL(h2) 

= (0,997) (0,05) + (0,99995) (0,04) = 0,08985; 
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/ / calcula os valoreszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA p(l\{bi}) 

P(h\{bi}) = aX(h)n(li) = a ( l ) ( 0 , 00015) = 0,00015a; 

P(h\{h}) = aX{l2)ir(l2) = a ( l ) ( 0 , 08985) = 0, 08985a; 

/, ir> 0,00015a 
p(h\{h}) = : = 0,00167; 
y y m u 1 0,00015a + 0,08985a zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

(i i r i i \ 0,08985a 
p(Z2 ( M ) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA •— = 0,99936; 
y y 2 1 1 u > 0, 00015a + 0.08985a 

Envie — MsgzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA — kzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA(L, C ) ; 

A chamada 

Envie-Msg-7r(L, C ) ; 

Resulta nos seguintes passos: 

11 L envia a C uma mensagem 7r 

* c(h) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA TT ( / I ) = 0,00015; 

7 r c ( / 2 ) = T T ( / 2 ) = 0,08985; 

/ / calcula os valores TT de C 

7T(Cx) = p ( c 1 | Z i )7T C ( / i ) + p ( C i | / 2 ) 7 r C ( / 2 ) 

= (0,6)(0,00015) + (0,02)(0,08985) = 0,00189; 

7 T ( C 2 ) = p ( c 2 | / 1 ) 7 T C ( / l ) + p ( c 2 | / 2 ) 7 T C ( / 2 ) 

= (0,40)(0,00015) + (0,98)(0,08985) = 0,08811; 

/ / calcula os valores p(c\{bi}) 

p ( C l | { 6 i } ) = a A ( c i )7r ( d ) = a( l ) (0 ,00189) = 0,00189a; 
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p(cft|{6i})zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA = Q A ( C 2 ) 7 T ( C 2 ) = a( l ) (0 ,08811) = 0,08811a; 

P(cx|{6i» 
0,00189a 

= 0,021; 
0, 00189a + 0,08811a 

0,08811a 
= 0,979; 

0,00189a + 0,08811a 

A rede foi atualizada na Figura 3.7(a). Observe que a agora podemos realizar 

inferencias de posse dos valores atualizados das probabilidades azyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA posteriori calculadas 

pelo algoritmo de passagem de mensagens de Pearl. O proximo exemplo ilustra uma 

nova instanciagao sobre uma outra variavel da rede e seu "impacto" nas probabilidades 

a posteriori. 0 

E x e m p l ozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 3.5 [44]: Considere novamente a rede bayesiana mostrada na Figura 

3.6(a). A d m i t a que B j a foi instanciado a b\, e agora C instanciado para C\. A seguir, 

serao mostrados os passos no algoritmo quando os valores da rede sao atualizados de 

acordo com a instanciagao. 

A chamada 

a t u a l i z a r - a r v o r e ( ( i ? 5 , B p ) , A , a , C , C i ) ; 

Resulta nos seguintes passos: 

A = { B } U { C } 

a = { d j U l c x } 

{ £ , C } ; 

{ & i , c i } ; 

A(c 1) = l ; 7 r ( c 1 ) = l ; p ( c 1 | { 6 i l c 1 } ) 

A(ca) =0 ;7r ( c 2 ) = 0 ; p ( c 2 | { 6 i , c 1 } ) 0: 

Envie — MsgzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA — X(C, L ) ; 

A chamada 

Envie-Msg-A(C,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA L)\ 
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Resulta nos seguintes passos: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

j I C envia a L a mensagem A 

\c{lx) =p(c1\ll)\(cl)+p(c2\li)X(c2) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

= (0,6)(l) + (0,4)(0)=0,60 

Xc(h) = p(ci\l2)X(cx) + p(c2\l2)X(c2) 

= (0 ,02) ( l ) + (0,98)(0) = 0,02 

/ / calcula os valores A de L 

A(*i) = A c ( / i ) = 0,60; 

A(/ 2 ) = A c ( / 2 ) = 0,02; 

/ / calcula os valores p{l\{b\.Ci}) 

p{l\\{b\,ci}) = aA(/ i )7r( / i ) = a(0, 60)(0, 00015) = 0, 00009a; 

p(.h\{bi,ci}) = a A ( / 2 ) 7 r ( / 2 ) = a(0,02)(0,08985) = 0,00180a; 

p & K f c , * } ) = ° ' O O 0 Q 9 Q = 0,04762; 

P\ i l l i , i / ; 0, 00009a + 0,00180a 

p f o H f c , * } ) = ° ' 0 0 1 8 0 Q = 0,95238: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

^ 2 i \ i , l / y 0, 00009a- f -0,00180a 

Envie — Msg — X(L, H); 

A chamada 

E n v i e - M s g - A ( L , # ) ; 

Resulta nos seguintes passos: 

// L envia a H uma mensagem A 

A L ( / i 1 )=p( / l |/ i 1 )A( / 1 )+p( / 2 |/» i )A( /2 ) 
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= (0,003)(0,6) + (0,997)(0, 02) = 0,02174 

A t ( / i 2 ) = p ( / 1 | / i 2 ) A ( Z 1 ) + p ( / 2 | / i 2 ) A ( / 2 ) 

= (0, 00005)(0, 6) + (0,99995)(0,02) = 0, 02003; 

/ / calcula os valores A de i f 

A(fri) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA XB(hi)XL(hi) = (0,25)(0, 02174) = 0,00544; 

X(h2) = XB(h2)XL(h2) - (0,05)(0, 02003) = 0, 00100; 

/ / calcula os valores p(h\{bi,ci}) • • 

p ( / i i| {6 i , c i } ) = aX(hi)ir{hi) = a(0,00544)(0, 2) = 0,00109a; 

p ( / i 2 |{ / j 1 , c 1 } ) = aX(h2)ir(h2) = a(0,00100)(0,8) = 0,00080a; 

, t . . . „ 0,00109a 

* * • ! { » . . « » = 0 , 0 0 0 8 0 a + 0,00109a ° ° ' 3 7 6 7 2 ; 

p ( M { ( , „ C l } ) . ° - ° ° 0 8 0 a = 0,42328; 
fvzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 2 i \ i , in o, 00080a + 0,00109a 

A rede foi atualizada na Figura 3.7(b). 0 

O objetivo da proxima Segao e localizar o algoritmo de propagagao de mensagens 

numa classe mais geral de algoritmos denominada classe dos algoritmos da Lei Dis t r i -

butiva Generalizada. A justificativa para esta discussao e melhorar a compreensao do 

algoritmo de Pearl. 

3.5 Lei D i s t r i b u t i v a Generalizada 

A Lei Distr ibut iva pr imi t iva , na sua forma mais simples, afirma que ab + ac = a(b + c). 

O lado esquerdo desta equagao envolve tres operagoes aritmeticas (uma adigao e duas 

multiplicagoes); contudo, o lado direito necessita de somente duas operagoes. Entao, 

a lei distr ibutiva fornece-nos um "algoritmo rapido" para calcular ab + ac. O objetivo 
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desta segao e demonstrar que a lei distributiva pode ser vastamente generalizada e que 

esta generalizagao nos leva a uma ampla familia de algoritmos rapidos, incluindo o 

algoritmo de Vi terb i e a transformada rapida de Fourier, alem do algoritmo de "propa-

gagao de probabilidade" de Pearl. Para fornecer uma ideia mais clara do potencial da 

Lei Distr ibut iva Generalizada e introduzir a perspective que sera adotada nesta segao, 

considere o seguinte exemplo [49]. 

E x e m p l ozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 3.6 [49]: SejazyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA f(x,y,w) e g(x, z) funcoes reais, onde x,y,z e w sao 

variaveis assumindo valores num conjunto finito A com q elementos. Admi ta a neces-

sidade da construgao de tabelas de valores a(x,w) {3(y), definidas como: 

a(x,w)=zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 2̂ f(x>V>w)9(x,z) . . (3-10) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

P(y)=zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Yl f(x>v>w)g(x,z) ( 3 . i i ) 
x,z,w£A 

Entao, pode ser dito que a(x,w) e obtido na Equagao (3.10) "marginalizando" as 

variaveis y e z a part ir do produto f(x,y,w) • g(x,z). De forma semelhante, (3(y) e 

obtido marginalizando x.z e w a partir da mesma fungao. Uma opgao pelo caminho 

obvio exigiria 2q4 operagoes para o calculo de a(x, w), pois para cada um dos q2 valores 

de (x, w) existem q2 termos na soma definindo a(x,w), com cada um deles requerendo 

uma adigao e uma multiplicagao. Tambem o calculo de (3(y) requer 2q4 operagoes, 

totalizando 4g 4 operagoes aritmeticas. 

Optando pelo uso da Lei Distr ibutiva, a soma definida na Equagao (3.10) pode ser 

fatorada de acordo com: 

a(x,w) = [ 53 / ( * l y ,w ) j (2 f f (* .* )J • (3-12) 

Utilizando este fato, e possivel simplificar o calculo de a(x,w). Para isto, e ne-

cessario a construgao de tabelas de valores das fungoes ai(x,w) e a2(x), definidas 

como: 

ai(x,w)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA ^2f{x,y,w) 
(3.13) 
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a2{x)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA = 5^p(x,2) , (3.14) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

zeA 

as quais requerem qz + g 2 adigoes. Logo, e possivel calcular os q2 valores de a(x,w) 

utilizando a formula: 

a(x,w) = a\(x,w) • a2(x), (3.15) 

a qual requer q2 multiplicagoes. Portanto, explorando a Lei Distr ibut iva , foi possivel 

reduzir o numero total das operagoes requeridas para o calculo de a(x, w) de 2q4 para 

q3 + 2q2. A Equagao (3.11) pode ser escrita como: 

P(v)= f(x>y>w) fes(*>*)) = EzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA / ( *, v. «»M*)- (3.16) 

x,w€A \z£A J x,w£A 

A vantagem de realizar primeiro a construgao da tabela de valores de a2(x) (q2 

operagoes), para depois utilizarmos (3.16) (2q3 operagoes adicionais) permite reduzir 

o numero de operagoes necessarias para ,8(y) de 2q4 operagoes iniciais para 2q3 + q2 

exigidas quando se aplica a Lei Distributiva. Adicionalmente, partindo-se de (3.15) e 

de (3.16) tanto a obtengao de a(x, w) quanto de fi(y) exige a construgao da tabela de 

valores de a2(x) uma unica vez, reduzindo o numero total de operagoes necessarias a 

obtengao de a(x, w) e de (3(y) para 3q3 + 2q2, o qual representa uma economia quando 

e comparado ao numero de operagoes requeridas na opgao do caminho 6bvio,4g 4. 0 

A simplificagao no Exemplo 3.6 era facil de acompanhar e os ganhos obtidos a partir 

das simplificagoes eram relativamente modestos. Contudo, em casos mais complicados, 

pode ser muito dif ic i l visualizar a melhor forma de organizar os calculos, mas a economia 

computacional pode ser alta. O objetivo desta segao e mostrar que os problemas do 

t ipo descrito no Exemplo 3.6 tern uma faixa larga de aplicabilidade, alem de descrever 

um procedimento geral, denominado de Lei Distributiva Generalizada (LDG) , para 

solucionar estes problemas eficientemente. A L D G executa estes objetivos atraves da 

passagem de mensagens em redes de comunicagdo cujo grafo bdsico e uma drvore. Para 

facilitar o entendimento da L D G , esta segao sera dividida em duas subsegoes. Assim, 

na Segao 3.5.1, sera posicionado o problema de calculo geral denominado de problema 

"Fungao Produto marginalizada" (FPM) , o qual inclui a inferencia probabilistica em 
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redes bayesianas. Na segao 3.5.2, sera fornecido uma algoritmo preciso para solucionar 

o problema F P M , denominado de Lei Distr ibutiva Generalizada que, em geral, oferece 

uma solugao eficiente. 

3.5.1 Fungao Produto Marginalizada 

A L D G pode reduzir em muito o numero de adigoes e multiplicagoes requeridas por 

uma certa classe de problemas computacionais. E relevante ressaltar que muito do 

potencial da L D G e devido ao fato que ela e aplicavel a situagoes nas quais as nogoes 

de adigao e multiplicagao sao, por elas mesmas, generalizadas. O arcabougo do trabalho 

para esta generalizagao e a estrutura algebrica denominada semi-anel comutativo. 

De f in i cao 12 (Semi -ane l C o m u t a t i v o ) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• Um semi-anel comutativo e um conjunto JC, associado a duas operagoes bindrias 

chamadas "+ " e "•", as quais satisfazem os tres axiomas seguintes: 

1. A operagdo "+" e associativa e comutativa e existe o elemento de identidade 

aditivo, chamado "0", tal que k+0 =k, para todo kzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA G K. Este axioma torna 

( k , + ) um monoide comutativo. 

2. A operagdo "•" tambem 6 associativa e comutativa e existe o elemento de 

identidade multiplicativo, chamado "1", tal que k • 1 = k, para todo k € AC 

Este axioma torna ( k, • ) um monoide comutativo. 

3. A Lei Distributiva esta assegurada, ou seja, (a • b) + (a • c) = a • (b+c), 

para todas as triplas (a,b,c) a partir de /C. 

A diferenga entre semi-anel e anel e que em um semi-anel, o inverso aditivo neces-

sariamente nao existe, isto e, ( k , + ) e apenas um monoide, nao um grupo. Portanto, 

todo anel comutativo e tambem um semi-anel comutativo. Sendo assim, por exemplo, o 

conjunto dos reais ou numeros complexos, com adigao e multiplicagao ordinaria, forma 

um semi-anel comutativo. Da mesma forma, o conjunto dos polinomios em uma ou 

mais variaveis sobre qualquer anel comutativo forma u m semi-anel comutativo. Con-

tudo, ha diversos outros semi-aneis, como os que estao resumidos na Tabela 3.3, onde 

foi assumido que nos semi-aneis 4-8, o conjunto K e um intervalo de numeros reais com 

a adigao possivel de ±o o . 
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Tabela 3,3: Alguns semi-aneis comutativos. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

K "(+,0)" "(•,1)" nome abreviado 

1. A (+,0) (•,1) 

2. A[x) (+ ,0) (•,1) 

3. -4[x,y,.„] (+,0) (•,1) 

4. [O.oo) (+ ,0) (•,1) soma-produto 

5. (0,oo] (min,co) (•,1) min-produto 

6. [0,oo) (max,0) (-,1) max-produto 

7. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA(—00,00] (min,oo) (+,0) min-soma 

8. [—00,00) (max,-00) (+,0) max-soma 

9. { 0 , 1 } (OR,0) (AND,1) booleano 

Aqui A denota um anel comutativo arbitrario; enquanto A[x] e «4[x,y,...] sao con-

juntos de polinomios nas variaveis x e x,y,com coeficientes em A. 

Por exemplo, considere o semi-anel min-soma na Tabela 3.3. Neste caso, /C e 0 

conjunto de numeros reais, mais 0 simbolo especial "00" . A operagao " + " e definida 

como a operagao de tomarzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 0 minimo, com o simbolo 00 correspondendo ao elemento 

identidade, isto e, min(A;, 00) = k para todo k £ K,. A operagao "•" e definida como 

sendo adigao ordindria, sendo 0 o elemento identidade, mas k + 00 = 00, para todo k. 

Ocasionalmente, esta combinagao forma um semi-anel, por causa da Lei Distributiva 

que e equivalente a min(a + b,a + c) = a + min(b, c). 

Tendo brevemente discutido os semi-aneis comutativos, sera agora descrita uma 

fungao produto marginalizada, que e o problema geral resolvido pela L D G . Ate 0 fim 

desta segao, serao fornecidos diversos exemplos de problema F P M , os quais demonstram 

como este pode ocorrer numa variedade larga de calculos. 

Seja xi,x2, ...,xn variaveis assumindo valores nos conjuntos finitos A\, A 2 , A n , 

com \A{\ — qu para i = 1 , 2 , n . Seja S = {11,^2, ir} um subconjunto de { 1 , 2 , n } , 

denote o produto Atl x Ail x ... x Air por As, a lista de variaveis ( x i n ...,xir) por xs 

e a cardinalidade de As, isto e, \AS\, por qs. Denote 0 produto A { l v . . , n } simplesmente 

por A e a lista de variaveis {xi, ...,xn} simplesmente por x. 

Seja agora S - {Si,...,SM} denotar M subconjuntos de { l , . . . , n } . Admi ta que 

para cada um dos i — 1,2, ...,M , existe uma fungao a* : As, -> R , onde R e um 

anel comutativo. As listas de variaveis xst sao denominadas de "dominios locais" e a 

lista de fungSes a< sao chamadas de "kernels locais". U m kernel global j3 : A -> R e zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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definido como segue: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

M zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

P(xl,x2,...,xn) = f j o r d s , ) - (3.17) 

7zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA=1 

Com este setup, o problema F P M e este: Para cada um ou mais indices i = 1 , M , 

calcule uma tabela de valores da marginalizagao-S; do kernel global fa o qual e uma 

fungao fa : Ast —> R , defmida por: 

fa{xSl)= ft*)- (3-18) 

Na Equagao (3.18), 5 2

c

 denota o complemento do conjunto Si relativo ao "universo" 

{ 1 , n } . Por exemplo, se n = 4 e se Si = { 1 , 4 } , entao: 

fa{xi,x4)= Y f3(xi,x2,x3,x4). (3.19) 

A fungao fa{xst) definida na Equagao (3.17) e denominada i-esima fungao objetiva 

ou fungao objetiva em S%. E possivel observar que o calculo da i-esima fungao objetiva 

na forma usual requer q\q\...qn adigoes e (MzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA — l)qiqi...qn multiplicagbes, totalizando 

M • q\q\...qn operagoes aritmeticas, sendo g< o tamanho do conjunto Ai. Na segao 

3.5.2, sera ilustrado que o algoritmo denominado "Lei Dist r ibut iva Generalizada" pode 

reduzir a complexidade deste cenario. O proximo Exemplo, avalia o problema F P M 

presente na inferencia em redes bayesianas. 

E x e m p l o 3.7 (Rede bayesiana v i s ta como u m a aplicagao da L D G ) [49]: 

Considera a rede bayesiana esbogada na Figura 3.8. Numa rede bayesiana, os "pais" de 

um no V sao aqueles vertices (se existirem), os quais estao posicionados imediatamente 

"acima" de V. Logo, na Figura 3.8 P a . 4 = {B,E} e P a B = 0. Lembrando que existe 

uma variavel aleatoria associada com cada um dos vertices, e assumindo que cada uma 

das variaveis aleatorias depende somente de seus "pais", temos a fatoragao da fungao 

densidade de probabilidade conjunta de acordo com: 

Pr{B = b,E = e,A = a,R = r,W = w} = Pr{B = b}Pr{E m e}-

•Pr{A = a\B = b,E = e}Pr{R = r\E = e}Pr{W = w\AzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA = a] 
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Figura 3.8: Rede Bayesiana no Exemplo 3.6 

Ou zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

p(b, e, a, r, w) = p(b)p(e)p(a\b, e)p(r\e)p(w\a). (3.20) 

A d m i t a que as duas variaveis aleatoriaszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA W e R sao observadas assumindo os va-

loreszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Wo e r 0 , respectivamente. O problema da inferencia probabilfstica, neste ca-

so, consiste em calcular as probabilidades condicionais de uma ou mais variaveis ale-

atorias restantes, ou seja, B , E e A , estando o condicionamento associado as evidencias 

{R = i*o, W = w0}. Agora, considere o problema F P M tendo dominios e kernels locais 

dados pela Tabela 3.4 

Entao, da Equagao (3.20) (utilizando o semi-anel 4 da Tabela 3.3, isto e, o conjunto 

dos numeros reais nao-negativos com adigao e multiplicagao ordinarias) o kernel glo-

bal F(b,e,a) e somente a fungao p(b,e,a,r,w), de forma que, por exemplo, a fungao 

objetiva no dominio local 1 e: 

(3.21) 

Aplicando a regra de Bayes: 
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Tabela 3.4: dominios ezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA kernels locais do Exemplo 2.4 

domfnio local kernel local 

1. {b} P(b) 

2. {e} p(c) 

3. {a,b,e} p(a\b, e) 

4. {a} p(w0\a) 

5. {e} p(ro\e) 

P{b\ro,w0) = — r . 3.22 

Sendo assim, a probabilidade de B, dada a "evidencia" (r0,w0), e: 

Pr{B = b\R = r 0 ) W = w0} • p(fe|r0, w 0 ) = <*Fi(&), (3.23) 

onde a constante de proporcionalidade a e dada por: 

(3.24) 

Da mesma forma, o calculo das probabilidades condicionais dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA A e E podem ser 

avaliado via analise das fungoes objetiva nos dominios locais 4 e 5, respectivamente. 

Desta forma, o problema da inferencia probabilfstica em redes bayesianas e um caso 

especial do problema F P M . Na segao 3.5.2 sera mostrado que a L D G quando aplicada a 

problemas deste t ipo, resulta num algoritmo equivalente ao algoritmo de "propagagao 

de probabilidade" de Pearl.0 

3.5.2 Solugao do Problema F P M : L D G 

Se os elementos de S guardam entre si um relacionamento especial, entao um algoritmo 

para solugao do problema F P M pode ser baseado na nogao de "passagem de mensa-

gens". O relacionamento requerido e que os dominios locais possam ser organizados 

dentro de uma arvore de jungao [34]. Isto significa que os elementos de S podem ser 

fixados como "etiquetas" nos vertices de um grafo teorico em arvore T, de tal forma 
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que para qualquer dois vertices, V* ezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Vj, a intersegao das etiquetas correspondentes, 

Si C\Sj, e um subconjunto da etiqueta posicionada sobre cada um dos vertices existen-

tes num caminho unico direcionado de Vi para Vj. Alternativamente, o subgrafo de T 

consistindo daqueles vertices cujas etiquetas incluem o elemento i jun to com os arcos 

conectando estes vertices, e conectado para i = 1, . . . ,n . 

Por exemplo, considere os seguintes dominios locais: 

Tabela 3.5: dominios locais organizados numa arvore de jungao 

dominio local 

1. { * i } 

2. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA{0:1,2:2} 

3. {xi,x3} 

4. { * 2 } 

5. {2:3,0:4} 

Os dominios locais mostrados na Tabela 3.5 podem ser organizados numa arvore de 

jungao, como ilustrado na Figura 3.9. Por exemplo, o unico caminho ligando 0 vertice 

2 ao vertice 3 e i>2zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA —•zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA v\ —• v3. e S^DSs C Si, como requisitado da condigao de arvore 

de jungao. 

Figura 3.9: Exemplo de arvore de jungao 

Por outro lado, o conjunto de dominios locais mostrados na Tabela 3.6 nao pode 

ser organizado em uma arvore de jungao, como pode ser facilmente verificado. 

85 



Tabela 3.6: dominios locais que nao podem ser organizados numa arvore de jungao 

dominio local 

1. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA{ xi,x 2}  

2. { X 2 ,X 3}  

3. { x 3, X 4 }  

4. { x 4,x 5}  

Entretanto, adicionando os seguintes dominios redundanteszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA {xi, x2,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA £ 4 } e {x2, x3, x^} 

e possivel projetar uma arvore de jungao, como mostrado na Figura 3.10. 

Figura 3.10: Arvore de Jungao formada pela adigao de dominios redundantes 

Num algoritmo "arvore de jungao", o qual e denominado de Lei Dist r ibut iva Gene-

ralizada - L D G , se ezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Vj estao conectados por um arco (indicado pela notagao \\ adj 

Vj), a "mensagem" direcionada de V\ para Vj e uma tabela contendo os valores de uma 

fungao ^ j : Astns- —> R- Inicialmente, todas estas fungoes sao definidas como identi-

camente iguais a 1 ( identidade mult ipl icat iva do semi-anel), e quando uma mensagem 

particular e atualizada, a seguinte regra e usada [49]: 
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IHj(xSinSi)=zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA J] Vk,i(xsknSi) (3.25) 

Uma boa forma de lembrar a Equagao (3.25) e pensar que a arvore de jungao e uma 

rede de comunicagao, na qual o caminho ligandozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Vi a Vj e uma "linha de transmissao" 

que "fil tra fora" as dependencias em todas as variaveis, menos naquelas comuns a Vi e 

Vj. ( A filtragem e realizada atraves da marginalizagao). Quando o vertice Vi deseja 

enviar uma mensagem a Vj ele forma o produto dos seus Kernels locais com todas as 

mensagens que ele recebeu dos outros vizinhos dele, alem de Vj, e transmite o produto 

para Vj sobre a linha de transmissao (VJ, Vj). 

De forma semelhante o "estado" de um vertice Vi e definido como sendo uma tabela 

contendo os valores de uma fungaozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA ctj : As{zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA —> R- Inicialmente, <7j e definido para ser 

o kernel local a , (x5 i ) , mas quando Oi e atualizado, a seguinte regra e usada [49]: 

Em outras palavras, o estado do vertice Vj e o produto dos seus Kernels locais com 

cada uma das mensagens que ele recebeu de seus vizinhos. A ideia basica e que apos 

uma quantidade suficiente de mensagens terem sido passadas, ffi{xst) sera a fungao 

objetiva em Si, como definido na Equagao (3.18). 

A questao restante se refere so percurso das mensagens sendo passadas e ao calculo 

do estado. Aqui , consideraremos somente dois casos especiais, o problema de um "unico 

vertice", no qual o objetivo e calcular a fungao objetiva em apenas um vertice VQ, e o 

problema de "todos os vertices", onde a meta e calcular a fungao objetiva em todos 

os vertices. Para o problema do vertice unico, o natural roteiro da aplicagao da L D G 

comega pelo direcionamento de cada um dos arcos com respeito ao vertice "sob alvo", 

v0, e cada uma das mensagens direcionadas e enviada apenas uma vez. U m vertice 

envia uma mensagem a seu vizinho quando, pela primeira vez, ele recebeu mensagens 

dos seus outros vizinhos. 0 vertice alvo v0 calcula o estado dele quando ele recebeu 

mensagens de cada um de seus vizinhos. Com este roteiro, as mensagens comegam nas 

extremidades e procedem na diregao de vQ. Quando v0 receber as mensagens de todos 

os seus vizinhos, este calcula seu estado e o algoritmo termina. 

fft{xsi) * ociixst) I I Pk,i(xsknSi) (3.26) 

vkadjvi 
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Por exemplo, se nos desejamos resolver o problema de um "vertice unico " para a 

arvore de jungao de Figura 3.9, e o vertice alvo e i>i, entao os arcos deveriam ser todos 

direcionados com respeito azyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA V\, como mostrado em Figura 3.11. Logo, uma possivel 

seqiiencia de mensagens e calculos de estados e mostrada na Tabela 3.7. 

Figura 3.11: Arvore de Jungao formada pela adigao de dominios redundantes 

Tabela 3.7: Roteiro para o calculo da L D G de um unico vertice para a arvore de jungao 

da Figura 3.9 com vertice alvo Vj. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

E t a p a Mensagem ou calculo do estado 

1- f*3,l(*l) = J^x^OsixuXt) 

2. ^4,2(2:2) = a 4 ( x 2 ) 

3. ^5,2(2:2) = J2x4

 a 5 ( z 2 , z 4 ) 

4. P2 ,l(£l) = E i 2 a2(xi,x2) • u4,2{x2) • V5,2(x2) 

5. o\{x\) = ai{x\) • / i2, i(^i) • M3,i(^i) 

Para problema de todos os vertices, a L D G pode ser conduzida de diversas formas. 

Estas sao apresentadas em [49]. Para fmalizar esta Segao, considere a arvore de jungao 

mostrada na Figura 3.12. Em [49] e mostrado que quando o algoritmo da L D G e apli-

cado a arvore de jungao da Figura 3.12, 0 resultado obtido e equivalente ao algoritmo 

de propagagao de crengas de Pearl [39] em redes bayesianas. 

3.6 Inferencia em Redes Bayesianas Aproximadas 

Os criterios de remogao de arcos apresentados na Segao 2.4.1 t iveram sua importancia 

ressaltada na redugao da complexidade computacional de redes aprendidas automa-

ticamente de bases de dados de aplicagoes praticas. Contudo, sua maior relevancia 
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Figura 3.12: Arvore de Jungao formada por cinco dominios locais 

vai muito alem disto. Conforme discutido nas Segoes 3.4.1, 3.4.2 e 3.5, o algoritmo de 

complexidade de tempo polinomial de Pearl [39] e especifico para redes que apresentam 

topologia em arvore mult ipla . Evidentemente, na maior parte dos casos, isto constitui 

uma forte restrigao de uso. Para avaliar os efeitos da presenga de lagos na propagagao 

de mensagens, considere e rede esbogada na Figura 3.13 abaixo. 

Figura 3.13: Lago com tres nos numa rede bayesiana. 

O algoritmo de fusao de influencias proposto por Pearl trabalha com a suposigao 

que a rede nao possui lagos, pois devido ao mecanismo de propagagao de mensagens 

(ao receber uma mensagem um no envia outras para os seus pais e para seus filhos), e 

possivel que uma mensagem enviada por um no que faz parte de um lago ao seu pai 

que esta dentro do lago e assim sucessivamente para os demais nos do lago circule e 

retorne ao no inicial , fazendo com que o processo de envio de mensagens reinicie, e 

se repita indefinidamente tornando a rede instavel. 0 mesmo vale para a mensagem 
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enviada para os filhos. 

Outros algoritmos tern sido propostos para avaliar a fusao de influencias em redes 

com lagos [41]. Em geral, esses algoritmos se caracterizam essencialmente por fazer 

alteragoes na estrutura da rede, seja atraves da fusao de nos ou do desdobramento de 

um no em dois ou mais, objetivando a propagagao de crengas mesmo com ciclos. 

Contudo, a abordagem adotada nesta Segao e analisar a inferencia probabilistica na 

rede Angina, a qual teve seus arcos removidos de acordo com os criterios anteriormente 

apresentados com o objetivo de quebrar os ciclos. Para tanto, a base de casos com 

10.000 casos foi dividida em duas bases, sendo uma de treinamento e outra de testes. 

A base de treinamento e cortstituida por 9.000 casos e a base de testes por 1.000 casos. 

A rede aprendida a part ir da base de dados formada por 9.000 casos e mostrada na 

Figura 3.14. A medida do comprimento de descrigab da rede original e de 11.345,13 

bits. A Tabela 3.8 relaciona os nos as variaveis aleatorias e suas instancias. Na Tabela 

3.9 sao mostrados os padroes de entradas e suas freqiiencias de ocorrencia na base de 

testes. 

Tabela 3.8: Rede Angina: Variaveis aleatorias e suas Instancias zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

No Variavel Aleatoria 

(sintoma) 0 

Instancias 

1 2 

NO Febre Ausente Baixa Alta 

X I Manchas Ausente Presente 

N2 Dor Ausente Presente 

N3 Angina Ausente Moderada Severa 

N4 Frio Ausente Presente 

Figura 3.14: Rede Angina aprendida da base de dados formada por 9.000 casos. 

Apos a aplicagao de cada um dos tres criterios de remogao de arcos apresentados 

na Segao 2.4.1, foram obtidas as seguintes redes apresentadas nas Figuras 3.15, 3.16 e 
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Tabela 3.9: Base de Testes Padroes Obse rvados e suas Quantidades zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Padrao Freqiiencia de Ocorrencia 

Febre Manchas Dor Angina Frio 

0 0 0 0 0 750 

1 0 0 0 0 170 

0 0 0 0 1 12 

0 0 1 0 0 36 

1 0 0 0 1 9 

0 0 1 0 1 6 

1 . 0 1 1 0 2 

1 0 1 0 0 6 

1 0 1 0 1 3 

1 1 1 2 0 1 

2 0 1 1 0 1 

2 0 0 0 0 1 

2 0 1 0 1 2 

2 0 0 0 1 1 

3.17, as quais apresentaram, respectivamente, as medidas do comprimento de descrigao 

de 11.747, 96 ,11.720,16 e 11.726,14 bits. 

Figura 3.15: Rede Angina obtida apos a aplicagao do criterio 1: Distribuigoes Conjun-

tas. 

A eficacia da inferencia probabilfstica nas redes bayesianas que tiveram seus arcos 

removidos atraves dos criterios propostos na Segao 2.4.1 pode ser analisada atraves 

da Tabela 3.10. Apesar do alto desempenho apresentado, o diagnostico da ocorrencia 

mais rara (presente em 0,17% dos casos), isto e angina severa, somente foi diagnosticado 

corretamente pela rede que teve seus arcos removidos atraves do criterio baseado no 

comprimento de descrigao. 
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Figura 3.16: Rede Angina obtida apos a aplicagao do criterio 2: Descrigoes de Com-

primento. 

Figura 3.17: Rede Angina obtida apos a aplicagao do criterio 3: Entropia Condicionada. 

3.6.1 Efeito da Ordenagao das Variaveis 

As redes bayesianas constituem um modelo do dominio do problema e expressam re-

lagoes causais entre as variaveis aleatorias presentes na base de dados. Conforme 

apresentado na Segao 2.3.4, o algoritmo K3 necessita de uma previa ordenagao entre 

as variaveis envolvidas no dominio do problema. Geralmente esta ordenagao traz dois 

grandes beneficios: 

1. Permite incorporar o conhecimento do especialista, traduzindo-se num modelo 

mais proximo do real, o que certamente facilita as explicagoes a cerca dos resul-

tados obtidos e, 

2. El imina do espago de busca as redes que nao atendem a esta previa ordenagao, 

o que permite um aprendizado mais rapido. 

Tabela 3.10: A eficacia da Inferencia Probabilfstica em Redes Aproximadas zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Criterio Taxa de Acerto Observagoes 

Distribuigoes Conjuntas 99,60% 

Descrigao do Comprimento 99, 70% Diagnostico da ocorrencia mais rara 

Entropia Condicionada 99,60% 
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isto, a termometria foi incorporada na atividade medica, embora o termometro fosse 

conhecido desde o seculo X V I I , seu emprego como instrumento para medir a tem-

peratura corporal teve ininio em 1852, quando Traube e, a seguir, Wunderlich, na 

Alemanha, introduziram o grafico de temperatura ou curva termica, que permit iu a 

caracterizagao dos varios tipos de febre. A medida indireta da pressao arterial so se 

tornou possivel a part ir de 1880, quando von Basch, na Alemanha, idealizou o primeiro 

aparelho, que nada mais era que uma bolsa de borracha cheia de agua e ligada a uma 

coluna de mercurio ou a um manometro. Comprimindo a bolsa de borracha sobre a 

arteria ate o desaparecimento do pulso obtinha-se a pressao sistolica. Em 1896, um 

medico italiano, Riva-Rocci, substituiu a bolsa por um mangueira de borracha e a agua 

pelo ar. A medida da pressao diastolica, contudo so foi possivel apos 9 anos, quando o 

medico russo, Nikolai Korotkov descobriu os sons produzidos durante a descompressao 

da arteria. No final do seculo X I X , o medico j a utilizava tres instrumentos basicos no 

exame do paciente. Alem desses tres instrumentos, outras ferramentas foram adicio-

nados na pratica medica, como o oftalmoscopio, retrator de lingua, martelo de reflexo, 

etc. O aperfeigoamento do microscopio, por sua vez, proporcionou o surgimento da 

microbiologia, permitindo identificar os agentes causadores de muitas doengas [27]. 

A tecnologia medica, propriamente di ta , so se desenvolveu no decorrer do seculo 

X X , com o diagnostico por imagens, endoscopia, metodos graficos, exames de labo-

ratorio e provas funcionais. Contudo, como marco inicial da era tecnologica podemos 

considerar a descoberta por Roentgen, dos raios-X, em 1895. No seu Laboratorio de 

Fisica, Roentgen obteve a primeira radiografia dos ossos da mao de sua esposa em 

dezembro de 1895 e em Janeiro de 1896 repetia a experiencia perante a Sociedade de 

Fisica de Wurzburg, radiografando a mao do Prof, de Anatomia Albert von K o l l i -

ker, que se achava presente. Kolliker propos que os raios-X fossem chamados de raios 

Roentgen, denominagao ainda usada em paises europeus. A descoberta dos raios-X pro-

porcionou a aquisigao de novas evidencias, que anteriormente eram coletadas atraves 

de tecnicas invasivas. A emissao de diagnostico baseada em imagens teve in i t i o com os 

raios-X. Contudo, outros metodos de obtengao de imagens foram desenvolvidos como, 

por exemplo, cintilografia, ultra-sonografia, tomografia computadorizada, ressonancia 

magnetica [27]. 

Como e possivel observar, todas as abordagens anteriores proporcionaram uma re-

dugao da complexidade do cenario de tomada de decisao atraves da aquisigao de novas 

evidencias. Contudo, a abordagem adotada no desenvolvimento do sistema de auxilio a 
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emissao do diagnostico de patologias neuromusculares raras e bem diferente. A preocu-

pagao aqui e desenvolver uma ferramenta de analise de evidencias, a qual proporcione 

ao usuario uma resposta que permita a este emit ir um diagnostico diferencial acerca 

de patologias que apresentam sintomas em comum. 

4.2 Neurologia 

A Neurologia e uma das especialidades medicas mais antigas e chegou a apresentar 

uma evolugao muito lenta no decorrer dos anos. A Neurologia e o ramo da medicina 

que se ocupa das doengas do sistema nervoso em todos os seus aspectos. Contudo. 

neste trabalho, somente serao consideradas as patologias neurologicas pertencentes ao 

grupo muscular. Estas serao discutidas na proxima Segao. 

4.2.1 Patologias Musculares 

As afecgoes musculares primitivas destroem a estrutura ou o funcionamento das fibras 

musculares independentemente de sua inervagao. As lesoes das fibras sao disseminadas 

de maneira anarquica e escapam a uma sistematizagao em unidades motoras. As 

alteragoes do tecido intersticial do musculo sao geralmente associadas as lesoes dos 

elementos contrateis. As distrofias musculares progressivas (miopatias) decorrem de um 

processo degenerativo, geneticamente determinado; as miosites estao sob a dependencia 

de um processo inflamatorio adquirido; algumas alteragoes metabolicas caracterizam-se 

por suas manifestagoes musculares predominantes e finalmente, a miastenia resulta de 

um funcionamento anormal da jungao neuromuscular. A Figura 4.1 mostra a regiao de 

ocorrencia de doengas neuromusculares [4]. 

Classif icagao 

As patologias neuromusculares sao classificadas de acordo com o local de ocorrencia. 

Assim, tem-se que [46]: 

• No Neuronio Motor Primario; 

• Na Raiz e nervos perifericos; 

• Na Jungao mioneural: Botulismo, Sindrome Miastenica Congenita, Miastenia 

Gravis; 



Figura 4.1: Doengas Neuromusculares decorrentes do acometimento primario da U n i -

dade Motora l-motoneuronio 2-raiz motora 3-nervo periferico 4-jungao mioneural 5-

musculo 

• Na Fibra muscular: Miopatias. 

Carac te r f s t i cas das Pato log ias N e u r o m u s c u l a r e s 

As patologias pertencentes ao grupo neuromuscular apresentam caracterfsticas em co-

mum, por exemplo, e comum aos portadores dessas patologias apresentarem [46]: 

• Fraqueza muscular proximal e as vezes atrofia; 

• Sensibilidade conservada; 

• Reflexos profundos conservados na fase inicial . 

Na proxima Segao e apresentado a patologia neuromuscular escolhida como foco do 

sistema de auxflio a emissao de diagnostico medico. 

4.3 Foco da Aplicagao: Miastenia Gravis 

A Miastenia Gravis e uma doenga caracterizada por fraqueza e fadiga anormal dos 

musculos estriados, presumivelmente devido a um defeito da transmissao do impulso 
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nervoso ao nivel da jungao mioneural, de origem auto-imune. Ela evolui por surtos e 

sua gravidade e devida ao risco de acidentes respiratorios [4]. 

Como toda doenga auto-imune, a Miastenia acontece em virtude da produgao de 

anticorpos contra elementos do proprio organismo, mais precisamente, contra uma 

estrutura do musculo chamada de receptor de acetilcolina, que e a regiao onde o nervo 

eferente se liga no musculo. As Figuras 4.2 - 4.3 i lustram a redugao do numero de 

receptores da acetilcolina em pacientes miastenicos quando comparado a pacientes 

normais [4]. 

Figura 4.2: Corte da jungao neuromuscular mostrando uma quantidade normal de 

receptores da acetilcolina 

0 pico de incidencia ocorre em adultos jovens (entre a segunda e quarta decadas), 

afetando mais o sexo feminino antes dos 40 anos. Porem, em idades mais avangadas, 

ambos os sexos sao igualmente afetados. Como ja discutido, o principal sintoma e a 

fadiga, a qual pode aparecer em qualquer musculo do corpo. Logo, a Miastenia pode: 

produzir sintomas tais como fraqueza nos bragos e pernas; e ocasionar dificuldades para 
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Figura 4.3: Corte da jungao neuromuscular mostrando uma quantidade reduzida de 

receptores da acetilcolina 

mastigar e para engolir (disfagia). Quando acomete os musculos do torax, a Miastenia 

provoca falta de ar (dispneia) e voz anasalada (disfonia). Na face, a Miastenia causa 

queda das palpebras (ptose palpebral) e visao dupla (diplopia). E m cerca de 50% dos 

pacientes, os olhos estao inicialmente envolvidos, seja pela ptose palpebral, geralmente 

assimetrica ou por diplopia, estrabismo decorrente da paralisia da musculatura ocular 

extrfnseca. Caracteristicamente, o comprometimento desta musculatura pode alternar 

de um lado para outro em exames sucessivos. Na Figura 4.4 e mostrada a presenga da 

Ptose palpebral em um paciente miastenico [4]. 

Outros sintomas comuns afetam os musculos faciais ou orofaringeos, ocasionando 

disartria (dificuldade para articular as palavras), disfagia (dificuldade para engolir) 

e limitagao dos movimentos faciais que determina o aspecto inexpressivo da mimica. 

Juntas, as fraquezas orofaringea e ocular causam sintomas em praticamente todos os 

pacientes portadores de miastenia. Tambem e comum a fraqueza dos membros e do 
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Figura 4.4: Presenca de ptose unilateral flutuante em paciente miastenico 

pescoco. Nos membros, a alteragao miastenica predomina sobre os musculos proximais, 

aparecendo somente durante um esforco mantido ou pertubando permanentemente a 

atividade do doente [4]. 

A incidencia de Miastenia Gravis na populagao brasileira e estimada em 4 casos 

para cada grupo de 100.000 habitantes. A nivel mundial, contudo, a baixa freqiiencia 

de ocorrencia de Miastenia pode variar de 1 a 11 casos para cada grupo de 100.000 

habitantes. Quanto as formas clinicas, tem-se [4]: 

• Miastenia ocular: so acomete os musculos oculares, podendo haver ptose e para-

lisia com diplopia. A debilidade dos musculos oculares pode acarretar paralisia 

ou fraqueza de musculos isolados, paralisia do olhar conjugado ou oftalmoplegia 

completa em um ou em ambos os olhos. Sua incidencia e de aproximadamente 

15%; 

• Miastenia generalizada - leve ou moderada e que corresponde a 85% dos casos; 

• Miastenia fulminante aguda com crise respiratoria. 

O diagnostico no in i t i o da doenga e por vezes dif ic i l , sendo os pacientes muitas 

vezes considerados neuroticos. O in i t io do quadro e geralmente insidioso e a fraque-

za muscular manifesta-se especialmente no fim do dia, quando o paciente esta mais 
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cansado, ou entao apos exercicio fisico nao comum ou mesmo apos quadro infeccioso, 

denotando assim sua natureza fiutuante. A historia clfnica do paciente e o principal 

dado para o diagnostico, juntamente com o exame fisico. Como exames complemen-

tares temos a eletroneuromiografia que revela a existencia de bloqueio miastenico, ou 

seja, uma diminuigao progressiva da amplitude dos potenciais demonstrando o numero 

crescente de jungoes neuromusculares ineficazes no interior de cada unidade motora; 

a dosagem de anticorpos anti-receptor de acetilcolina, que esta presente na regiao do 

receptor neuromuscular; e um teste com injegao de neostigmina ou edrofonio, apos o 

qual ha melhora imediata da forga [46]. 

• Aproximadamente 65 a 70% dos pacientes tern hiperplasia t imica e 15% tern T imo-

mas (idosos). Ou seja, cerca de 70% das glandulas t imo (localizada na parte superior 

do torax e que controla a produgao dos anticorpos), de pacientes adultos portadores de 

Miastenia Gravis nao involuiram e pesam mais que o normal. Sendo assim, na maioria 

das vezes se opta por realizar uma cirurgia para retirada do t imo [46]. 

4.4 Exemplo de Caso Clinico e Base de Dados para 

a Miastenia Gravis 

Nesta Segao, tem-se um exemplo de um caso clinico, como ele e fornecido pelo medico, 

e como os valores das variaveis de entrada para a base de dados sao retirados. Este 

procedimento foi adotado na formagao da base de dados formada por 74 casos clinicos 

apresentada no Apendice B. Assim, mantida a incidencia de 4 casos para cada 100.000 

habitantes, o sistema a ser desenvolvido para o auxilio ao diagnostico das variagoes 

de Miastenia, uti l iza um aprendizado equivalente a apresentagao de 1.850.000 casos ao 

cerebro do sistema que e a rede bayesiana apresentada no proximo Capitulo. 

4.4.1 Exemplo de Caso Clinico 

Normalmente, o medico descreve suas observagoes do paciente como apresentado no 

exemplo de caso abaixo. 

Caso 13zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Paciente do sexo masculino, 38 anos, queixa-se de p tose p a l p e b r a l e visao 

d u p l a , que se expressa no f i m do d i a , hd cerca de tres meses. Refere-se que a 

partir desta epoca tern sensagao permanente de cansago, que piora com os esforgos, 
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N l N2 N3 N4 N5 N6 XT N8 

2 2 1 2 2 2 1 3 

Tabela 4.1: Exemplo de um caso que compoe a base de dados. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

mais pronunciado no fim do dia, ou apos atividade fisica. Queixa-se de dificuldade 

para falar. Relata que possui uma motocicleta de 750cc e que agora, so com muita 

dificuldade, consegue manused-la. 

E x a m e N e u r o l o g i c o : observa-se ptose palpebral a esquerda, estrabismo conver-

gente no olho esquerdo. A forca muscular esta diminuida nos musculos proximais dos 

quatro membros (grau 4-) e normal nos musculos distais. Sensibilidade e reflexos nor-

mais. Coordenacdo normal. Em 29.09.98, submeteu-se a estimulacao repetitiva do 

nervo auxiliar direito, a 5Hz, com registro no musculo deltoide. Observa-se diminuigao 

da amplitude, aproximadamente 20% entre o 1° e o 5° potencial de agao muscular 

composto, o que sugere comportamento miastenico da jungao mioneural. Iniciou tra-

tamento com piridostigimina 60mg., quatro vezes ao dia, com melhora importante da 

forga muscular, do estrabismo e da ptose palpebral. Em outubro de 1998, o paciente 

realizou tomografia computadorizada no mediastino que evidenciou a presenga de timo-

na. Fez cirurgia para retirada do tumor. Atualmente, esta sob uso de piridostigmina 

assintomdtico. D i a g n o s t i c o : M i a s t e n i a G r a v i s - genera l i zada m o d e r a d a 

De posse desse caso deve-se extrair as variaveis de interesse e quais sao os seus 

respectivos valores associados. No caso apresentado acima, algumas variaveis estao em 

negrito no texto, isso foi feito aqui para exemplificar a montagem de um caso e nao e 

comum o medico fornecer o caso dessa forma. Os sintomas observados sao associados 

com os numeros da Tabela B . l apresentada no apendice B e, desta forma, monta-se o 

caso como esta mostrado na Tabela 4.1. 

4.5 Conclusoes 

Foi apresentado neste Capitulo uma breve descrigao da incorporagao de novas ferramen-

tas na Medicina, as quais proporcionaram uma melhoria efetiva da atividade medica. 

Tambem foram apresentadas algumas caracteristicas do grupo neuromuscular, ressal-

tando particularidades da Miastenia Gravis, que e uma das patologias pertencentes a 

esse grupo. 
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Tambem foi apresentado um caso clinico exemplificando o procedimento adotado 

na formagao da base utilizada no aprendizado da rede bayesiana. 

E importante perceber, que a abordagem bayesiana permite incorporar outras pa-

tologias do mesmo grupo neuromuscular com a vantagem de apenas ser exigido uma 

simples extensao na base de casos utilizada. Entretanto, isto nao foi possivel devido ao 

fato das outras patologias pertencentes ao grupo neuromuscular serem ainda mais ra-

ras, sendo difici l conseguir um niimero razoavel de casos que permitisse o aprendizado 

da rede. 

No Proximo Capitulo e apresentada a metodologia para o desenvolvimento do Sis-

tema de Auxi l io a Emissao do Diagnostico das VariagSes de Miastenia Gravis, alem do 

procedimento de validagao desse sistema. 
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Capitulo 5 

Sistema Desenvolvido 

5.1 Introdugao 

Ao longo das ultimas decadas, a medicina vem recebendo notaveis contribuigoes tec-

nologicas, as quais permit i ram um grande avango na atividade medica. Em geral, tais 

contribuigoes podem ser divididas em sistemas de aquisigao de dados (exames clinicos 

e laboratoriais) e sistemas de avaliagao dos dados observados, nos quais destacam-se 

os Sistemas Especialistas. 

Os sistemas especialistas constituem uma abordagem de apoio a tomada de decisao 

baseada em predicados logicos. Em geral, a obtengao das regras empregadas no t ra -

tamento dos dados observados e feita atraves de consultas a especialistas do domfnio 

do problema. A caracteristica principal destas regras e a classificagao dos dados de 

entrada no sistema em eventos mutualmente exclusivos, ou seja, a quantizagao dos 

dados em niveis previstos pelo especialista consultado. 0 problema e que em certas 

areas do conhecimento, como por exemplo na medicina, a avaliagao do especialista e 

feita de forma cognitiva, sendo difici l dizer que dois especialistas do mesmo dominio 

guardam regras identicas para a quantizagao necessaria. Por outro lado, a classificagao 

em eventos mutualmente exclusivos e di f ic i l , j a que e comum na medicina a ocorrencia 

de patologias que afetam as observagoes de maneiras opostas, ou mesmo o fato de 

diferentes patologias apresentarem sintomas em comum. Todas estas particularidades 

evidenciam a dificuldade do desenvolvimento de sistemas especialistas na area medica 

e a necessidade de se dispor de tecnicas capazes de permit ir o desenvolvimento de 

sistemas mais robustos ao cenario apresentado. 

Neste sentido, as redes bayesianas caracterizam-se pela realizagao de inferencias de 
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Nos Pais zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

No Nao tem pais 

Ni No 

N2 N0 e Ni 

N3 N0, iVi e N2 

iV 4 N0, N2e N3 

N5 No, N, e N3 

Ne N0, Nu N2, Nz, N4 e JV5 

N7 N0. - V i , N2. N3, -V,. N-3 e N6 

Tabela 5.1: Nos e conjunto da pais da rede bayesiana para a Miastenia Gravis 

base probabilistica, que e u t i l quando existe a possibilidades das doengas sob foco apre-

sentarem sintomas em comum e onde e necessario realizar um diagnostico diferencial. 

Assim como os sistemas especialistas, as redes bayesianas permitem a incorporagao 

do conhecimento especialista, mas sem que esta exclua a extragao do conhecimen-

to humano embutido na base de dados utilizada no aprendizado da rede. Logo, em 

situagoes onde e di f ic i l contar com a presenga de especialistas, ou mesmo quando exis-

tem divergencias de opinioes, isto constitui uma vantagem. E importante perceber 

que a abordagem probabilistica evita o uso de regras logicas, desprovidas de rigor 

matematico, o que pode levar a aplicagoes restritas a um domfnio especffico e cuja 

aplicagao a outro problema implica necessariamente na busca por um conjunto novo e 

adequado de regras, o que nao ocorre na abordagem bayesiana. 

5.2 Rede Miastenia Gravis 

A base de casos clfnicos apresentada no Apendice B foi utilizada no aprendizado da 

rede, utilizando para isto o algoritmo K3 e adotando inicialmente a ordem sugerida 

pelo Prof. Jovany Medeiros. A Tabela 5.1 i lustra os nos e conjuntos de pais da rede 

bayesiana obtida da base de casos clfnicos de Miastenia Gravis. Na Figura 5.1, tem-se 

uma representagao parcial dessa rede (nao sao mostradas todos os ramos), onde pode 

ser observada a ocorrencia de lagos. Nesta figura, as linhas tracejadas foram utilizadas 

de forma a nao sobrecarregar o esbogo parcial da rede. 

A rede obtida apresenta um alto grau de conectividade, inviabilizando a realizagao 
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Figura 5.1: Representagao parcial da Tabela 5.1 

de inferencias atraves do metodo de passagem de mensagens de Pearl. Como forma 

de reduzir a complexidade da rede obtida e possibilitar a realizagao de inferencias em 

tempo polinomial, serao os aplicados os criterios de remogao de arcos propostos, sendo 

as redes obtidas mostradas na proxima Segao. As redes obtidas serao analisadas de 

acordo com a medida do comprimento de descrigao e quanto a eficacia no auxilio a 

emissao de diagnostico medico. 

5.2.1 Aplicagao da Remogao de Lagos a Rede Miastenia Gra-

vis 

Aplicando os algoritmos propostos para a remogao de arcos a rede Miastenia Gravis, 

obtem-se as redes derivadas e apresentadas nas Figuras 5.2, 5.3 e 5.4 para o primeiro, 

segundo e terceiro criterios propostos. 

Figura 5.2: Rede obtida apos a quebra dos lagos da rede apresentada na Figura 5.1 

usando o primeiro criterio: Divergencia de Distribuigoes. 
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Figura 5.3: Rede obtida apos a quebra dos lagos da rede apresentada na Figura 5.1 

usando o segundo criterio: Descrigoes de Comprimento 

Figura 5.4: Rede obtida apos a quebra dos lagos da rede apresentada na Figura 5.1 

usando o terceiro criterio: Entropia Condicionada 

A medidas do comprimento de descrigao de comprimento para a rede original foi de 

306,46 bits; j a as redes obtidas do primeiro, do segundo e do terceiro criterio apresen-

taram a mesma medida do comprimento de descrigao: 437,19 bits. Esta coincidencia 

pode ser percebida na semelhanga entre as topologias apresentadas pelas redes. 

As redes foram testadas quanto a eficacia no apoio a tomada decisao medica. A 

primeira base de testes utilizada foi a propria base de treinamento constituida pelos 74 

casos de Miastenia, unicos existentes. Embora esta atitude nao seja correta em apli-

cagoes correntes na area de reconhecimento de padroes, como por exemplo em sistemas 

de reconhecimento de manuscritos, ela pode ser justificada pelo fato que observando 

atentamente a base de 74 casos, percebe-se que esta e formada por alguns padroes 

de valores de variaveis bem definidos, cujas freqiiencias de ocorrencia somam-se para 

compor o niimero de casos existentes. Na verdade, isto j a era esperado, visto que como 

se trata de uma classe de patologias com quatro variagoes, esta deve apresentar alguns 

padroes que corretamente a identifique e nao outra existente. Ja em sistemas de reco-

nhecimento de manuscritos, a variabilidade das formas de letras corridas existentes leva 

a bases de aprendizado e de testes realmente diferentes, as quais sao constituidas por 

elementos separados por classes, mas estes nao padronizados e onde suas freqiiencias 

de ocorrencia nao somam-se para formar a base de treinamento. 

Assim, testes iniciais de eficacia mostraram resultados satisfatorios, onde as re-

des obtidas dos criterios de remogao de arcos apresentaram taxas identicas de acerto, 
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R e d e o b t i d a T a x a de A c e r t o 

" 2 a " " l a " e u 2 a " 

Primeiro Criterio 60 ,81% 32,43% 93, 24% 

Segundo Criterio 60 ,81% 32, 43% 93, 24% 

Terceiro Criterio 60 ,81% 32, 43% 93, 24% 

Tabela 5.2: Teste de eficacia nas redes bayesianas para a Miastenia Gravis obtidas dos 

criterios de remogao de arcos utilizando como base de testes a base de aprendizagem 

conforme mostrada na Tabela 5.2. Nesta Tabela, " l a " significa que o sistema diag-

nosticou corretamente a variagao da patologia, retornando a resposta com a mais alta 

probabilidade, enquanto que " 2 a " a resposta retornada apresentava a segunda mais 

alta probabilidade, desde que a diferenga entre a primeira e a segunda nao fosse su-

perior aos 10%. Esta possibilidade de acerto atraves da observagao da segunda maior 

probabilidade e razoavel quando consideramos que o sistema final desenvolvido nao 

sera responsavel por emitir um diagnostico, mas ao inves disto, auxiliara clinicos a 

faze-lo. Por outro lado, esta diferenga de 10% adotada, pode levar a uma duvida na 

emissao do diagnostico, j a que do senso comum valores de resposta sao suficientemente 

proximos, desde que a diferenga entre eles seja inferior aos 10%. Logo, como existe a 

possibilidade durante a entrada de valores correspondendo a "nao observado" no sis-

tema, esta consideragao pode motivar clinicos a realizarem exames complementares, 

que proporcionarao um resposta mais precisa. Por outro lado, na ausencia de exames 

complementares, a opgao pela segunda mais alta probabilidade pode levar a corretude 

no diagnostico, se o medico julgar a resposta do sistema razoavel. Somente em 6, 76% 

dos casos o sistema erra no diagnostico, o que e razoavel quando e lembrado que apro-

ximadamente 20% dos casos clinicos obtidos durante a etapa de formagao da base de 

casos apresentavam o diagnostico medico errado. 

5.3 Ordenagao de Variaveis na Rede Miastenia Gra-

vis 

As medidas de informagao apresentadas no Capitulo 3 foram utilizadas para avaliar a 

ordenagao na rede Miastenia Gravis. A ordenagao predominante, na ordem decrescen-
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Nos Pais zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

N'0 = N3 Nao tern pais 

N[ = iV 6 N'o 

N2 = N4 N'o e N[ 

N'3 = Ny N'o, N[ e N'2 

K = No N'0, N[, N'2 e N'3 

NzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA'ozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA = N5 N'o, N'3 e iV; 

N'o = N2 

Nj = N7 iV 0 , iV i , N2, N'3, 1%, N'5 e i v ; 

Tabela 5.3: Nos ordenados e conjunto da pais da rede bayesiana para a Miastenia 

Gravis 

tes das medidas, e N3, iV 6 , N4, Ni, N0, N5, N2, N7. Sendo assim, de acordo com estas 

medidas, a variavel aleatoria "Fraqueza Muscular" na base de dados contribui com uma 

quantidade maior de informagao na composigao do estado de saida, do que a variavel 

"Ptose Palpebral". 

A Tabela 5.3 i lustra os nos e o conjunto de pais da rede bayesiana obtida utilizando zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

0 algoritmo K3 e esta nova ordenagao. U m esbogo parcial da rede e mostrada na 

Figura 5.5. Novamente a rede obtida apresenta um alto grau de conectividade. Assim, 

aplicando os criterios de remogao de arcos propostos, obtemos as redes apresentadas 

nas Figuras 5.6, 5.7 e 5.8. A medida do comprimento de descrigao (CD) da rede original 

e de 333,79 bits. Por sua vez, as medidas do CD para as redes obtidas do primeiro e 

segundo criterios sao iguais a 488,38 bits, enquanto a obtida do terceiro criterio tern 

um CD de 535.47 bits. A Tabela 5.4 apresenta os resultados do teste de eficacia, 

considerando esta nova ordenagao. 

Figura 5.6: Rede obtida apos a quebra dos lagos da rede apresentada na Figura 5.5 

usando 0 primeiro criterio: Divergencia de Distribuigoes. 
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Figura 5.5: Representagao parcial da Tabela 5.3 

Figura 5.7: Rede obtida apos a quebra dos lagos da rede apresentada na Figura 5.5 

usando o segundo criterio: Descrigoes de Comprimento 

Figura 5.8: Rede obtida apos a quebra dos lagos da rede apresentada na Figura 5.5 

usando o terceiro criterio: Entropia Condicionada 

Assim, de acordo com a Tabela 5.4 a ordenagao de variaveis continua afetando 

diretamente na eficacia do sistema. O grau de influencia observado neste caso e de 

±20%. A rede obtida pelo criterio da Entropia Condicionada apresentou um aumento 

significativo, chegando proximo aos 80,0%, que e razoavel para um sistema de auxilio 

a emissao de diagnostico medico. 
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Rede o b t i d a T a x a de A c e r t o 

" l a " e ' "2 a " 

Primeiro Criterio 37,84% 27, 02% 64, 86% 

Segundo Criterio 37,84% 27,02% 64,86% 

Terceiro Criterio 79, 73% 13,51% 93, 24% 

Tabela 5.4: Teste de eficacia nas redes bayesianas para a Miastenia Gravis obtidas dos 

criterios de remogao de arcos e que tiveram suas variaveis ordenadas de acordo com as 

medidas apresentadas no Capitulo 3 

5.4 Validagao do Sistema de Auxilio a Emissao do 

Diagnostico Medico 

Os testes de eficacia apresentados na Segao anterior serviram apenas para escolher a 

rede bayesiana que seria utilizada no desenvolvimento do sistema de auxilio a emissao 

do diagnostico medico. Como pode ser visto atraves das Tabelas 5.2 e 5.4, a rede 

bayesiana cujos a ordenagao dos nos foi feita de acordo com as medidas de informagao 

apresentadas no Capitulo 3 e onde os arcos foram removidos de acordo com o criterio 

baseado na Entropia Condicionada de Shannon, apresentou eficacia superior, o que nos 

permite seleciona-la para a proxima etapa de testes, cujo o objetivo agora e validar o 

sistema de auxilio proposto a tomada de decisao. 

A base de casos de miastenia adotada na composigao da validagao do sistema e 

formada por 30 casos clinicos pertencentes ao cenario considerado pelo especialista no 

diagnostico de Miastenia e Doutor em Neurologia, o Prof. Jovany Medeiros. Este 

cenario de testes avalia o diagnostico em cerca de 750.000 ocorrencias. Desta forma, 

temos uma base de testes que corresponde a 40% da base utilizada no aprendizado 

da rede. Nesta base, encontram-se as quatro variagoes da Miastenia Gravis: Ocular, 

Generalizada Leve, Generalizada Moderada e Grave, as quais estao representadas na 

base de testes atraves de 7, 8, 11, 4 casos, respectivamente. O numero de casos para 

cada uma das variagoes foi obtido de acordo com as probabilidades azyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA priori observadas 

na base util izada no aprendizado da rede original. 

A metodologia adotada para os testes consistiu de colocar na entrada do sistema 

os valores pertencentes ao caso sob foco e observar as respostas do sistema quanto a 

primeira e segunda maior probabilidades, as quais sao obtidas a part ir atualizagao das 
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crengas (probabilidades azyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA posteriori). 

As Tabelas 5.5 e 5.6 i lustram uma parte do procedimento e metodologia observadas 

na validagao do sistema desenvolvido para auxilio a tomada de decisao. Como pode 

ser observado, as respostas obtidas sao bastantes razoaveis, influenciando o usuario dos 

sistema para uma tomada de decisao segura e sensata. 

Analisando as respostas do sistema de acordo com o procedimento adotado para os 

testes de eficacia presentes na Segao anterior, encontramos que a Taxa de Acerto " l a " e 

de aproximadamente 86, 67%, enquanto que a " 2 a " e de 13, 33%. Desta forma, no teste 

de validagao o sistema nao apresentou nenhuma resposta que possa ser considerada 

como errada. 

114 



5.5 Produto Final 

O programa de realizagao de inferencias foi construido utilizando a linguagem de pro-

gramagao C, o qual permite gerar executaveis funcionado sobre o sistema operatio-

nal DOS. Acontece que o publico-alvo dos sistema e composto por usuarios da classe 

medica, uma interface funcional baseada em menus tipicos do DOS seria pouco atraen-

te. Assim, com o objetivo de dotar a interface humana com o sistema mais amigavel, 

um aplicativozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA windows foi construido utilizando a linguagem C+-1- . As entradas sao 

as observagoes dos sintomas e a saida e a atualizagao da crenga sobre o no de interesse: 

o da miastenia com suas quatro variagoes. As Figuras 5.9 e 5.10 i lustram a execugao 

do programa e um exemplo de consulta realizado no sistema, respectivamente. zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

SISTEMA DE AUXILIO A EMISSAO DE DIAGNOSTICO CLINICO 

PARA PACIENTES PORT ADORES DE MIASTENIA 

Miastenia Ocular 

Miastenia Gener. Leve 

Mtast. Gtener. Moderactt 

Miastenia Grave 

Figura 5.9: Interface do programa de realizagao de inferencias. 
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Diagnostico Sistema Desenvolvido 

Medico Resposta " A " Resposta " B " zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

N3 iV 4 AT, -V 5 p r o b ( " A " ) p r o b ( " B " ) 

5 2 2 2 2 2 1 Ocular Ocular 

79,12% 

leve 

12,50% 

5 2 2 2 4 2 1 Ocular Ocular 

79,12% 

leve 

12,50% 

5 2 2 2 2 1 1 Ocular Ocular 

79,12% 

leve 

12, 50% 

5 2 2 2 4 1 1 Ocular Ocular 

79,12% 

leve 

12, 50% 

5 2 2 3 2 1 1 Ocular Ocular 

79,12% 

leve 

12, 50% 

5 2 2 3 4 1 1 Ocular Ocular 

79,12% 

leve 

12, 50% 

5 2 2 3 4 2 1 Ocular Ocular 

79,12% 

leve 

12, 50% 

2 2 2 2 2 2 1 leve leve 

44, 74% 

moderada 

44, 74% 

2 2 2 3 2 2 1 leve leve 

44, 74% 

moderada 

44, 74% 

2 2 2 2 4 2 1 leve leve 

44, 74% 

moderada 

44, 74% 

2 2 2 3 4 2 2 leve leve 

44, 74% 

moderada 

44, 74% 

2 2 2 3 2 2 2 leve leve 

44, 74% 

moderada 

44, 74% 

2 2 2 2 2 1 1 leve leve 

44, 74% 

moderada 

44, 74% 

2 2 2 3 5 2 2 leve leve 

44, 74% 

moderada 

44, 74% 

2 2 2 2 2 2 1 leve leve 

44, 74% 

moderada 

44, 74% 

Tabela 5.5: Validagao do Sistema de Auxi l io a Emissao do Diagnostico Medico: Va-

riagoes Ocular e Leve.zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA \\q 



Diagnostico Sistema Desenvolvido 

Medico Resposta " A " Resposta " B " zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

N3 N6 N4 Ao N5 p r o b ( " A " ) p r o b ( " B " ) 

2 1 2 2 2 2 1 moderada moderada 

44, 74% 

leve 

44, 74% 

2 1 2 3 2 2 2 moderada moderada 

44, 74% 

leve 

44, 74% 

2 1 2 3 •5 2 2 moderada moderada 

44, 74% 

leve 

44, 74% 

2 1 2 2 2 2 1 moderada moderada 

44, 74% 

leve 

44, 74% 

2 1 2 2 2 2 2 moderada moderada 

44, 74% 

leve 

44, 74% 

4 1 2 2 2 2 1 moderada moderada 

41,67% 

leve 

37, 50% 

4 1 2 2 4 2 1 moderada moderada 

41,67% 

leve 

37, 50% 

4 1 2 3 4 2 2 moderada moderada 

41,67% 

leve 

37, 50% 

4 1 2 3 •5 2 2 moderada moderada 

41,67% 

leve 

37, 50% 

4 1 2 2 5 2 1 moderada moderada 

41,67% 

leve 

37, 50% 

4 1 2 3 5 2 2 moderada moderada 

41,67% 

leve 

37,50% 

4 1 1 2 4 2 1 grave grave 

37, 50% 

moderada 

41,67% 

4 1 1 3 4 2 2 grave grave 

37, 50% 

moderada 

41,67% 

4 1 1 2 2 2 1 grave grave 

37,50% 

moderada 

41,67% 

4 1 1 3 5 2 2 grave grave 

37, 50% 

moderada 

41,67% 

Tabela 5.6: Validagao do Sistema de Auxi l io a Emissao do Diagnostico Medico: Va-

riagoes Moderada e Grave.zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA HJ 



Preencha •  Formula*  Segundo Exatamente a ordem: M4, N7, N5, N2, NI , No, N3. Cudado para nab trocar os valores I !! " zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Figura 5.10: Interface do programa de realizagao de inferencias: exemplo de consulta. 

5.6 Conclusoes 

Este Capitulo apresentou a metodologia para o desenvolvimento do sistema de auxilio 

a emissao do diagnostico das variagoes de Miastenia Gravis, alem do procedimento 

de validagao do sistema. Os resultados obtidos com redes bayesianas sao bastante 

promissores, favorecendo esta abordagem quando comparada aquelas utilizadas no de-

senvolvimento de sistemas especialistas. 

0 proximo Capitulo e um espago dedicado as consideragoes finals e as perspectivas 

para trabalhos futuros. 

118 



Capitulo 6 

Conclusoes 

Neste trabalho e avaliado o desempenho da inferencia probabilistica em redes baye-

sianas. Esta abordagem foi utilizada no desenvolvimento de um sistema de auxilio a 

emissao do diagnostico medico, o qual proporcionou vantagens sobre as abordagens 

tradicionais dos sistemas especialistas. 

Neste sentido, aprender uma rede bayesiana consiste em escolher a hipotese que 

melhor modela os dados presentes na base. Esta abordagem e particularmente inte-

ressante quando nao e possivel contar com a presence de especialistas do dominio do 

problema, ou quando j a esta disponfvel um grande volume de dados coletados e, deseja-

se extrair o conhecimento humano embutido nesta base. Isto por sua vez, nao exclui 

a possibilidade de ser adicionado o conhecimento especialista na busca pela melhor 

rede e, ao contrario, sempre que este estiver disponivel deve ser utilizado pois isto pro-

porciona uma obtengao do modelo, dentro do espago de busca, de forma mais rapida, 

retornando tambem uma rede mais precisa. 

Por outro lado, especificada a rede, esta pode ser usada para a realizagao de i n -

ferencias. A inferencia probabilistica em redes bayesianas consiste na atualizagao das 

crengas segundo os valores observados. O metodo de inferencia a ser usado, contudo, 

e fungao da topologia da rede. Assim, quando a topologia obtida do aprendizado nao 

pertence a classe associada ao algoritmo de inferencia escolhido, deve-se realizar alte-

ragoes na rede obtida do aprendizado, com o objetivo de adequa-la a esta classe. Para 

isto, foram propostos criterios de remogao de arcos baseados em conceitos da Teoria 

da Informagao. 0 objetivo comum a estes criterios e avaliar o impacto das remogoes 

dos arcos na perda de informagao associada a simplificagao da rede. 

Bases de dados de tamanhos diferentes foram utilizadas, sendo as redes bayesianas 
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aproximadas pelos criterios de remogao de arcos analisadas de acordo com a eficacia ob-

t ida na realizagao de inferencias. Apesar da perda de informagao inerente ao processo, 

os resultados obtidos foram bastante satisfatorios. 

Com o objetivo de avaliar o comportamento da ordenagao dos nos na realizagao de 

inferencias, em redes bayesianas, foram utilizadas medidas de informagao presentes na 

Teoria da Informagao. Conforme esperado, a inferencia bayesiana e alterada de acordo 

com a ordenagao adotada para as variaveis presentes na rede. Os testes de eficacia 

ate este momento, foram realizados utilizando a mesma base de treinamento, j a que 

o objetivo e selecionar a rede de maior eficacia para o desenvolvimento do sistema 

de auxilio a emissao de diagnostico de pacientes portadores de variagoes de miastenia 

gravis. 

0 sistema desenvolvido possui uma interface amigavel e de facil manuseio, sendo 

validado utilizando uma base de testes diferente e que corresponde a 40% da base de 

treinamento. Os resultados obtidos sao promissores, possibilitando ao usuario uma 

tomada de decisao mais segura diante de um cenario de incertezas. 

6.1 Perspectivas para Trabalhos Futuros 

Como continuagao das atividades de pesquisa realizadas, podem ser citadas as seguin-

tes sugestoes as quais consideram as particularidade presentes em aplicagoes praticas 

que consistem no auxilio a tomada de decisao e as vantagens proporcionadas pelo de-

senvolvimento de um metodo que utilize algoritmos iterativos com grafos contendo 

ciclos 

• Desenvolver um metodo para utilizagao de algoritmos em grafos contendo ciclos, 

• Desenvolver um metodo de ordenagao de variaveis para aumentar a eficacia dos 

algoritmos envolvidos e 

• Aplicar estes metodos a problemas que envoivem a tomada de decisao, proporci-

onando um auxilio a emissao de diagnostico 
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Apendice A 

Fundamentagao Teorica 

Este Apendice foi inclufdo a fim de facilitar a leitura do texto, evitando o leitor buscar 

fontes externas. Apresenta-se aqui definigSes e conceitos elementares da Teoria das 

Probabilidades, extraidos parcialmente do Capitulo 2 do trabalho de Leonardo Matos 

[37], reproduzidos com o consentimento do autor. 

A . l Revisao de Matematica e Estatistica 

A definigao de probabilidade empregada na maioria dos livros texto em probabilidade 

e estatistica deve-se a Kolmogorov que define probabilidade como um numero satis-

fazendo a um conjunto de axiomas. Na formalizagao destes axiomas faz-se necessario 

apresentar algumas definigoes preliminares. 

De f in igao 14 (Espago A m o s t r a l ) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• Chama-se espago amostral, denotado por Q, o conjunto nao necessariamente fi-

nito de todos os resultados de um experimento aleatorio. 

Def in igao 15 ( E v e n t o ) 

• Um evento e um conjunto, denotado como E, contido no espago amostral, £ c f i . 

0 subconjunto E = Q e tambem referenciado como um evento certo. 

Para qualquer espago amostral, Q, define-se probabilidade de um evento E, E C ft, 

representado por P(E), um numero que satisfaz o seguinte grupo de axiomas 
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A x i o m a 1 0 <zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA P{E) < 1 

A x i o m a 2 P(Q) = 1 

A x i o m a 3 Se E i , E 2 , . . . e uma seqiiencia enumeravel de eventos mutuamente ex-

clusivos. isto e, E i n Ej = 0, Vz, j\i ^ j , entao zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

p(ur=1̂ ) = E
p

(^) ( A . I ) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
i=l 

A part ir destes axiomas, pode ser realizado uma serie de desenvolvimentos que 

fundamentam as disciplinas de probabilidade e estatistica ta l como sad conhecidas. 

Algumas desses desenvolvimentos serao abordados a seguir. 

De f in igao 16 ( P r o b a b i l i d a d e c o n d i c i o n a l ) 

• Seja B um evento nao vazio, o que implica em P(B) > 0, a probabilidade con-

dicional de um evento A em relacao a B, expressa como P{A\B), e definida 

como. 

p i m = ^ (A.2) 

Util izando a notagao produto para designar intercessao entre conjuntos, a expressao 

(A.2) pode ser escrita como 

P(A\B) = (A.3) 

A nogao intu i t iva de probabilidade condicional, P(A\B), esta relacionada com a 

medigao da probabilidade de ocorrencia de um evento A dado que um evento B j a 

tenha ocorrido. Esta nogao se estende para grupos de varios eventos, assim tem-se que zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

P[AMl,A,,^0M (A„ 
Os termos na Equagao (A.4) podem ser reagrupados e combinados com (A.3), 

conhecida como regra da cadeia, 
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P(A,,A2,A3) = P(Al)P(A2\Al)P(A3\A1,A2)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA (A.5) 

de um modo geral tem-se que 

P(AUA2,An) = P(Ax)P(A2\A1)...P(An\Al, A2,An_x) 

Def in igao 17 ( I n d e p e n d e n c i a E s t a t i s t i c a ) 

• Dois eventos A e B, nao vazios, sao ditos ser independentes se e somente se 

P(A\B) = P{A) 

Se P(A\B) = P{A) entao tambem e valido que 

P(B\A) = P(B). 

T e o r e m a 5 ( T e o r e m a de Bayes) ; Sejam Ai, A2, A3,... eventos mutuamente exclu-

sivos e coletivamente exaustivos, isto e, AiUAiUAi... = Q com AiDAj — 0, ^ j . 

Seja B um evento tal que P(B) > 0, entao 

P(Ai\B) = FMPW**) - P(Ai)P(B\Ai) 
P(B) ZP(Ai)P(B\Ai) 

0 Teorema de Bayes e particularmente importante por ser u m meio de relacionar 

probabilidades a priori, P(AA com probabilidades a posteriori, P(Ai\B). 

A . 1.1 Variaveis Aleatorias 

A apresentagao do Teorema de Bayes normalmente encerra as discussoes preliminares 

sobre calculo de probabilidades na maioria dos livros textos em Matematica Estatistica 

e probabilidade. Dentro desta seqiiencia logica comumente adotada, esta discussao 

encerra-se quando o leitor esta apto a ser apresentado a definigao de variaveis aleatorias. 

0 conceito de variaveis aleatorias e fundamental para o desenvolvimento da teoria sobre 

123 



fungoes de variaveis aleatorias ou fungoes de probabilidades. Particularmente, para os 

objetivos deste texto a apresentagao de algumas destas fungoes de probabilidade e 

uma parte muito importante, pois estas foram muito utilizadas nos desenvolvimentos 

realizados no Capitulo 2. 

De f in igao 18 ( V a r i a v e i s A l e a t o r i a s - v a . ) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• Chama-se variavel aleatoria uma fungao que mapeia o conjunto Q (espago amos-

tral) na reta real - R. 

Sao exemplos de variaveis aleatorias: 

• Numero de caras no langamento de uma moeda; 

• Peso dos recem-nascidos em uma maternidade m um dado periodo; 

• Valor em dinheiro na conta bancaria de um individuo em um dado periodo. 

As variaveis aleatorias sao caracterizadas quanto ao t ipo de mapeamento que re-

alizam como continua, se mapeiam em um subconjunto nao enumeravel da reta real, 

ou discreta, se o mapeamento e realizado sobre um conjunto enumeravel de R Nos 

exemplos acima, o primeiro e o ul t imo sao exemplos de variaveis aleatorias discretas, 

ao passo que o segundo item exemplifica uma variavel aleatoria continua. 

De f in igao 19 (Fungao de massa de p r o b a b i l i d a d e ) 

• Uma fungao f(x) : R —> [0,1] e chamada fungao de massa de probabilidade, ou 

distribuigao de probabilidade, se e somente se possuir as seguintes propriedades: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

i) f(x) > 0 

H) £ / ( * ) = 1 

Uma fungao de massa de probabilidade, f{x), modela a distribuigao de probabil i -

dade de uma va. discreta X se f(x) = P(X = x). 

Def in igao 20 (Fungao de densidade de p r o b a b i l i d a d e ) 
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• Uma fungao f(x)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA : R -> R e chamada fungao densidade de probabilidade, tambem 

referenciada como densidade ou distribuigao de probabilidade, se e somente se 

possuir as seguintes propriedades: 

Uma fungao densidade de probabilidade, f(x), modela a distribuigao de probabili-

dade de uma va. continua X se f(x) for definida como: 

O termo distribuigao e usado neste texto para denotar tanto massa como densidade 

de probabilidade. Essa ambigiiidade devera ser dir imida pelo contexto, que esclarecera 

qual dos conceitos o termo estara fazendo referenda. 

A.1.2 Distribuigoes de Probabi l idade 

Esta Segao apresenta algumas equagoes de referenda que serao muito uteis para os 

desenvolvimentos posteriores. 

De f in igao 21 ( D i s t r i b u i g a o b i n o m i a l ) 

• Uma va. discreta X e dita ter distribuigao binomial se e somente se possuir 

fungao de massa de probabilidade definida como 

para x = 0 , 1 , n . 

Os argumentos n e 9 sao chamados pardmetros da binomial. 0 pardmetro 9 

esta associado a uma proporgao, por conseguinte, 9 G [0,1] en corresponde ao 

valor mdximo que X pode assumir. A distribuigao binomial, em fungao de seus 

pardmetros, e denotada alternativamente como 

i) f(x) > 0 

{ i ) . C f(x)dx = 1 

f(x) = l i m P(x - e0 < X < x + e0) 

(A.6) 

f(x) = B(x;n,9) 
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Def in igao 22 ( D i s t r i b u i g a o m u l t i n o m i a l ) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

• Um conjunto de k de va. '& discretas X = {Xi,X2,Xk} e dito ter distribuigao 

multinomial se e somente se possuir fungao de massa de probabilidade conjunta 

definida como 

A distribuigao mult inomial desempenha um papel importante no estudo de redes 

bayesianas pois estas l idam com variaveis discretas cuja distribuigao pode ser modelada 

por uma distribuigao mult inomial . 

De f in igao 23 (Fungao gama) 

• A fungao gama, denotada como T(- ) , e definida pela expressao 

em que zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAi=\ X* 

para a > 0 

Algumas importantes propriedades da fungao gama sao: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1 . T(a) (a zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAl ) r ( a - l ) 

2. r ( i ) 1 

3. T(a ) 1 )! para a inteiro 

4. r ( i ) 

Def in igao 24 ( D i s t r i b u i g a o gama) 
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Uma va. continua X possui distribuigao gama se e somente se sua fungao de 

densidade for definida como zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

0 T { a ) (A.8) 
0, caso contrdrio 

em que a > 0 e ,5 > 0. 

U m caso particular da distribuigao gama e a distribuigao exponencial negativa que 

ocorre quando a — 1, cuja fungao de densidade e dada por 

, k _ x / / 3 , se x > 0 

/ ( * ; * ) = < ( A - 9 ) 

0, caso contrario 

em que 0 > 0. 

De f in igao 25 (Fungao b e t a ) 

• A fungao beta, denotada como B(-), e definida por 

B{a,0) = [ xa-l{l-x)p'ldx, 
Jo 

com a > 0 e P > 0. 

A fungao beta relaciona-se com a fungao gama atraves da expressao 

B { a - 8 ) = rJcT^j 

Def in igao 26 ( D i s t r i b u i g a o b e t a ) 

• Uma va. continua, X, possui distribuigao beta se e somente se sua fungao de 

densidade for definida como zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

{ •5rL^xa-1(l - x)0~\ P^a 0 < x < 1 t 

(A.10) 
0, caso contrdrio 

em que a > 0 e /3 > 0. 
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A distribuigao beta e particularmente importante por se tratar de uma distribuigao 

complementar da binomial. O sentido de complementariedade se origina do fato de 

que a distribuigao Beta modela o comportamento das proporgoeszyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA p e q = 1— p de uma 

binomial B(x;n,p), considerando n fixo. 

T e o r e m a 6 : Seja X uma va. com distribuigao Beta(a, ft). 0 valor esperado de X e 

dado por 

P r o v a : 

' :B(a + l,P) 
B(a,(3Y 

T{a + p) T(a + 1)T(P) 

r{a)T(P) T(a + P) + 1 

r ( a + l ) T{a + P) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

r (o) r{a + p) + i zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

a 

a + P 

U m caso particular da distribuigao beta e a distribuigao uniforme no intervalo [0,1], 

definida por f(x) = l, 0 < a; < 1, que ocorre quando os valores de a e (3 sao ambos 

iguais a 1. 

Def in igao 27 ( D i s t r i b u i g a o D i r i c h l e t ) 

• Um conjunto de k va. 's continuas 8 — 82,Ok) possui distribuigao de pro-

babilidade conjunta Dirichlet se sua fungao de distribuigao for expressa como 

f(6u 82,8k] vuzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA za>, vk, uk+x) = ( A . l l ) 
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- D(9i,d2,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA • • • > Ok)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Vl,"2, "k, "k+l) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

r ( i / ! + v2 + ••• + ^ + t/fc+i) 

r ( ^ ) r ( ^ 2 ) . . . r ( ^ ) r ( ^ + 1 ) 

com V\ = l . 

Pode-se constatar que a distribuigao beta e um caso particular da distribuigao 

Dirichlet, pois quando k = 1, D(9,1 — 9; vx,v2) iguala-se a Beta(x; vlt u2). 

A . 1.3 Inferencia Estatist ica 

Inferencia e a parte da estatistica que estuda metodos que procuram estabelecer o va-

lor de um parametro populacional com base em dados amostrais. Este texto apresenta 

dois dos principals metodos de inferencia estatistica que sao: metodo de maxima ve-

rossimilhanga e inferencia bayesiana. O segundo metodo e o mais importante para os 

propositos do estudo de redes bayesianas. 

M e t o d o da m a x i m a v e r o s s i m i l h a n g a 

0 metodo da maxima verossimilhanga proposto R. Fisher em 1922, forma a principal 

tecnica de estimagao de parametros da escola classica de estatistica. A ideia deste 

metodo possui um apelo intui t ivo bastante simples, o estimador, 9, do parametro po-

pulacional desconhecido, e aquele que maximiza a probabilidade de em uma amos-

tra {X\,Xn} as variaveis aleatorias terem sido obtidas de uma populagao com 

parametro 0 . 

No caso generico, o estimador 9 corresponde ao valor que maximiza a distribuigao 

f(x\,x„; 9). Esta fungao de distribuigao, representada por L(9; X \ , x n ) e denomi-

nada fungao de maxima verossimilhanga. Para manter coerencia com a notagao usada 

nas fungoes de distribuigao de probabilidade, a fungao de maxima verossimilhanga 

devera ser escrita como L(9;xx, ...,xn). O valor de L(9;x) e dado por 
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Usualmente,zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 9 e encontrado pela minimizagao da fungao logaritmo de L , dado que 

a fungao logaritmo e monotonicamente crescnte e sua derivada possui propriedades 

matematicas atraentes. Assim, o valor de 9 seria obtido pela solugao de 

••ir» : : ! ; . x { i j " J 9X(1 - 9)n~x} (A.13) 

A derivada de A.13 em relagao a 9 e dada por: 

L ( 0 ; s ) = log[| n \9I{1-9T-*] 
x 

d\og ' 

dL{9;x) \ x J dloge . , d l o g ( l - 0 ) 

- - d * r = d9 + x ^ r + { n - x ) ^ d W 

dL(9; x) x n — x 

^ d9 = 8 ~ 1-9 

Igualando d L ^ x ^ a zero, obtem-se 

x n — x 

9 1-9 

n 

Formalmente, define-se a fungao e estimador de maxima verossimilhanga como 

Def in igao 28 (Fungao de M a x i m a V e r o s s i m i l h a n g a ) 

• Dado uma amostra de tamanho n, X = {X\, ...,Xn}, define-se fungao de maxima 

verossimilhanga, denotadaporL(-), a distribuigao conjunta de~X. em relagao a um 

parametro 9, isto e, f(xi,...,xn;9). Como L e fungao de 9, utiliza-se a notagao 

L(9; X\,xn) para exprimir uma relagao de ordem que indica ser 9 uma variavel 

e {xi,...,xn} valores constantes. 

Def in igao 29 ( E s t i m a d o r de M a x i m a V e r o s s i m i l h a n g a ) 
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• Seja L{9)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA = L(9;X\, ...,xn) a fungao de maxima verossimilhanga para uma amos-

tra Xi,...,Xn. Define-se o estimador de maxima verossimilhanga de 6 para os 

valores amostrais obtidos, denotado por 9, como argumento que maximiza L{9), 

isto e, 

9zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA —zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA arg max{Z/(0)} 
6 

A.1.4 Inferencia Bayesiana 

A estimagao bayesiana difere da estimagao classica essencialmente pela interpretagao 

do parametro estimado, denotado como no caso anterior pela letra 9. A escola classica 

interpreta 9 como um valor constante, fixo, ao passo que a escola bayesiana interpreta 9 

como uma variavel aleatoria, assim, a crenga no verdadeiro valor do parametro popula-

cional estimado pode ser mudada em rodadas diferentes de um experimento aleatorio. 

As escolas classicas e bayesianas concordam no procedimento de levantamento de dados 

para realizar a estimagao, ambas ut i l izam um processo de amostragem, mas diferem 

quanto a interpretagao dos dados obtidos. A estimagao bayesiana objetiva determinar 

qual o valor que a variavel aleatoria 9 pode ter assumido ao ter sido obtida a amostra. 

Para d i r imir quaisquer duvidas quanto a discussao levantada no paragrafo anterior, 

um breve estudo de caso pode ser apresentado e analisado sob a luz do dissernimento 

entre as diferengas ligadas as escolas classica e bayesiana. Considere que um processo 

fabrico produz uma certa proporgao de pegas defeituosas. Coletado uma amostra, 

o metodo classico estimaria um determinado valor para a verdadeira proporgao de 

pegas defeituosas produzidas, acreditando ser esta valor fixo. O metodo bayesiano 

tambem uti l izaria os dados amostrais para realizar a estimagao, mas ao contrario da 

escola classica, assumiria que esta proporgao nao tern um valor fixo e que, portanto, 

deve sofrer variagoes com base em uma fungao de probabilidade. Com base nos dados 

amostrais, a escola bayesiana determinaria o valor da proporgao de pegas defeituosas 

que estaria sendo produzida no instante em que a amostra fora coletada. 

A ideia empregada na estimagao bayesiana pode ser descrita como segue. Parte-se 

de um conhecimento a prior i sobre a distribuigao de 9, este conhecimento a priori e vago. 

Com base nos dados amostrais, determina-se uma distribuigao / (#|x) , que concentra 

em uma regiao mais estreita do eixo horizontal grande parte da area da curva. A 

informagao oriunda de f{9zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA\x) e, portanto, mais especifica e restringe a um intervalo 
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pequeno os valores mais provaveis quezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 9 pode assumir. A estimagao do parametro 

populacional, 9, constitui o valor esperado de 9 com base na distribuigao f(9zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA\x). Este 

valor t a m b ' m possui uma interpretagao geometrica, 9 corresponde ao centro de massa 

da curva / (0|x) , que tambem pode ser interpretado como uma media ponderada infinita 

dos valores de 8, em que os pesos sao dados pelos valores de j - /(x|gjae • 

No caso geral, assume-se que 9 tenha uma distribuigao continua. Adicionalmente, 

se a variavel X possui distribuigao binomial a estimagao de 9 pode ser realizada rapi-

damnte com base nas propriedades enunciadas nos Teoremas 7 e 8, ambos apresentados 

sem prova. 

T e o r e m a 7 : Dado que X seja uma variavel aleatoria discreta com distribuigao bi-

nomial B(n,9), dado que a distribuigao h{9) seja Beta, com pardmetros a e j3, entao 

h(9) e beta com pardmetros a + x e f$ + x. 

T e o r e m a 8 : Dado que h{9) possui distribuigao Beta, com pardmetros a e j3, e dado 

que f(x) seja binomial, B{x;n,9), entao o valor esperado de Eh(e\x)[9] e> 

W = £ j k ( A - 1 4 ) 

Os Teoremas 7 e 8 sao particularmente uteis porque fornecem a fundamentagao ma-

tematica para estimagao das probabilidades condicionais P(X\Y) entre nos adjacentes 

em uma rede bayesiana com variaveis aleatorias binomiais. 

Os Teoremas 9 e 10, a seguir, generalizam os resultados anunciados nos Teoremas 

7 e 8. 

T e o r e m a 9 : Seja X = {Xx, ...,Xn} um conjunto de variaveis aleatorias discretas 

com distribuigao conjunta multinomial com pardmetros 0 = { © i , . . . , © „ } . Dado que 

h(9), a distribuigao conjunta de { Q i , 0 n } seja Dirichlet com pardmetros {vi,vn), 

entao /i(#|x) e Dirichlet com pardmetros {x\ + vx,x2 + v2, ...,xn + vn}. 

T e o r e m a 10 : Seja 0 = { © ! , . . . , 0 n } um conjunto de variaveis aleatorias continuas 

com distribuigao conjunta de Dirichlet com pardmetros {ux, ...,un}. Sendo ~K = {Xx,Xn] 

um conjunto de variaveis aleatorias discretas com distribuigao conjunta multinomial 

com pardmetros ®, entao o valor esperado de 9t dado x, isto e, Eh(e\x)[Qi] e ' dado por 

E h { e M ~ £ r « r + + n u * i ( A - 1 5 ) 
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No caso geral, quando as variaveis de uma rede bayesiana podem assumir mais de 

dois valores discretos, o calculo das probabilidades condicionais envolvendo nos adjacen-

tes e feita com base nas propriedades dos Teoremas 9 e 10, cujos resultados sao analogos 

quando considerando o par de distribuigoes complementares Mult inomia l /Dir i ch le t . 

0 objetivo deste Teorema e encontrar uma expressao que fornece o valor dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA P(E>s, D), 

entao, partindo-se da definigao de P(BS, D) tem-se que: 

A notagao acima e adequada, visto que a integral na expressao A. 16 pode ser 

analisada como uma soma ponderada infinita das probabilidades dos dados terem sido 

originados de uma rede B = {Bs,Bp}, mantendo-se fixo Bs e variando-se Bp, sendo 

esta variagao sobre todo o espago onde Bp e definido e os pesos sao dados pelo valor 

de f(Bp\Bs)dBp, que ser comparado a probabilidade de Bp dado Bs- Portanto, a 

integral corresponde ao valor esperado de P(D\Bs, Bp). Utiliza-se o valor esperado 

porque supoe-se que nao seja conhecido Bp dado Bs e, assim, calcula-se P(D\Bs) 

considerano-se todos os possiveis valores de Bp. 

O termo P(D\Bs, Bp) pode ser expandido. Suponha que o conjunto D seja com-

pleto, isto e, em cada caso existe observagoes sobre cada variavelzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Xi. Considere que os 

dados possam ser organizados da seguinte forma: admita que o conjunto de dados D e 

obtido a part ir de uma rede com n variaveis. Uma vez que Bp e o elemento desconhe-

cido e que se conhece Bs, suponha de agora em diante, que a base de dados possa ser 

reagrupada conforme o arranjo abaixo. 

A.2 Prova do Teorema 2: 

P{D\BS, Bp)f(Bp\Bs)d(Bp) (A.16) 
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Win (aru, p a n ) , zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAW m zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA( z i 2 , p a i i ) i 

A r i22(a:i2 ,pa i2 ), 

Mir , ( a p p a l l ) 

D = < 
Wi«i(a:ii,pai q.), zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBANiqi2(xi2, p a i q i ) Wigiri ( ^ l r i , p a i q i ) 

>-(A.17) 

Wnii(ar ni,pani), ^ n l 2 ( ^ n 2 , p a n l ) , zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBANnirn(xnrn,panl 

Nnqnl(xnl, p a n q n ) Nnqn2(Xn2, P a n q n ) , 

Utiliza-se o indice para denotar a quantidade maxima de instancias de um no 

Xi, enquanto qi denota a quantidade maxima de instancias do conjunto Pa;. Ao longo 

desta segao, as letras i, j e k serao usadas com o seguinte sentido: a letra i denota o 

indice do no, o qual pode variar de 1 ate n , a letra j denota o indice dos pais de um 

no e A;, o indice de uma instancia de um no. 

Admit indo que os dados em D possam ser organizados desta forma, e supondo que 

as tuplas que formam D sejam geradas independentemente umas das outras, tem-se 

que: 

P(BS,D) = / llll\](P(x«\paihBp))N^f(BP\Bs)d(BP). (A.19) 
J B P i= l j - l k=\ 

Fazendo 8ijk = P ^ l p a i j ) e supondo qu f{dij\,...,6ijri) seja marginalmente inde-

pendente de / ( f y j ' i , com i # i' e j ^ f. Isto e, 9ijk e independente de 6i>j>k> 

se i ^ i' ou j ^ f, assim, tem-se que: 

(A.18) 

i = i j = i k - \ 

Substituindo-se a Equagao(A.18) em Equagao(A.16), tem-se que: 

n 

(A.20) 

i= l j=l 
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Substituindo a Equagao (A.20) na Equagao (A. 19) resulta em: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

P(BS,D) = P(BS) t ... [ 

J0ijk J 

r r n zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

=P(BS)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA . . . / n i l 

y * ^ i= i 1=1 

n 9i r< 
AT, 

i = i j = i fc=i 

y* 

i = i j = i 

d # u l . . . dQnqnTn 

d0xu ... d6nqnTn (A. 

uma vez que % r J e marginalmente independente de f(9i'jn,0?yrO entao: 

p ( f l S , / } ) = p ( B 5 ) n i i l . . . / • 

i=l j=l - ^ j * ^ v.*=l 

d ^ y i . . . d6ijr{A.22) 

Supondo que para qualquer t e j , % r i ) seja uniforme, isto e, uma vez 

que nao existe conhecimento a priori sobre B p , supoe-se que as proporgoes sejam 

equiprovaveis. Entao tem-se que: 

P(Bs,D) = P(Bs)f[fl[ • [ 

i= i j = i •''y* ^ 

Cijd9\j\... d9ijTi, (A.23) 

em que CY, e uma constante. 

Como f(9iji,9ijTi) forma uma distribuigao uniforme e YH'=i ^ijk = 1 entao / ( © ) 

e dirichlet com parametros vl}\ = i ^ j 2 = ... = UijTl — 1, logo: 

Cij = f(9ij\,9{jTi\Vjji, Vij2, ^ijn) — 

Y{viji + ... + i/ljri) ^.-i ^ . j v . - i _ 

r ( i ^ ! ) . . . r ( i ^ ) ^ *•••• zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
r.ue ze s 

r ( i ) . . . r ( i ) 

= r ( r ) = (r - 1)! (A.24) 

Substituindo-se a Equagao (A.24) na Equagao (A.23), tem-se que 

P{Bs,D) = P{Bs) 

n q, ~ 

n n > . - w i n s 
.k=l 

d9xjl...d9ljri, (A.25) 
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A integral mul t ip la expressa na Equagao (A.25) e uma integral Dirichlet , portanto, 

tem-se que: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

L zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

fzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA r fo j l + ... + Uijr.) N m fpti'iMX rlf) _ 1 (K0R\ 

•Hjk J r(vijl)...r(vijri) l j x " i]r' d9w---d9vr, - i , (A.26) 

Logo Uijk = Nijk + l , o que implica em: 

T{Nm + l + Nii2 + l... + Nijri + 1) 

r(Nijl)T(Nij2)..T(Nijr 

• d9ijTi = 1 

k-l 
ijk d&iji • • • d9ijrn = 

Jeijk J 

T(Nijl)T(Ntj2)...T(Nljri+l) 

r(Nin + 1 + Nij2 + 1... + Nijr. + 1) 
(A.27) 

Como N^k e inteiro, usando a Propriedade I I I da fungao Gama, tem-se que 

Jeijk J k=l 

ijk 

ijk dOiu • • • d9nqnTn = 
(Nij + n-iy.1 

(A.28) 

com Nj = J Z l L i Nijk. 

Substituindo Equagao (A.28) em (A.25) e reagrupando os termos que nao variam 

com k, tem-se que 

n qi 

P(BS,D)=p(B,)nn »< (A.29) 

A.3 Demonstragao da Metrica M D L (Definigao 10): 

Baseado na Equagao (2.4), a medida de descrigao de Bs e D e obtida aplicando-se o ne-

gativo do logaritmo na base 2 de P(Bs, D)/P{D). Como j a mencionado anteriormente, 

interessa apenas conhecer uma expressao para P(Bs, D), j a que a busca para obter a 

medida de descrigao minima e realizada no espago de hipoteses, T-L, que portanto nao 

depende do termo P(D). 
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0 trabalho de Bouckaert se baseia em trabalhos anteriores de Cooper e Herskovits [9] 

[25] tomando como ponto de partida a expressao dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA P(BS, D) fornecida pelo Teorema 

2. Faz-se inicialmente: 

L(BS,D) = - log P(BS,D) = zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

n m 

= - logP(Bs) - Y, \ l o s ( n ~ ! ) ' - l ° g ( M i + r , - l ) ! + £ l o S ^ ! 

i=l j = l I fc=l 

(A.30) 

Considere inicialmente a contribuigao do termo l imitado a uma instancia de Xi e 

pay, isto e, considere a expressao em: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

logfa - 1)! - \og{Nl3 + n - 1)! + ] T \ o g N m \ (A.31) 

fc=i 

Expandindo o termo log(A^ + r$zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA — 1)! tem-se que: 

logfa - 1)! - log(Nij + r,- - 1)! + ^ogNijk\ = 

fc=i 

log(r t - 1)! - log(A^ + n - 1) - log(A^- + r« - 2) - ... - l og (A t J ) ! + £ log i % ! 

fc=i 

(A.32) 

Considerando apenas os dois ultimos termos da expressao acima e consideran-

do a aproximacao de Stir l ing para N\ quando N e suficientemente grande, A ! « 

V2nN(N/e)N, tem-se que: 
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- l o g A y + ^ l o g A V « 

fczyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA=l 

- log + 2 logzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA y/^N~k(^i!L)Niik 

fcasl 6 

= - - log 2zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAt t - ( M i +zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA i)  log M i + Jty log e 

+ E - log 2t t -zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Y Nijk log e + - Y l o S M i * + Y N i i k lo§ ^ 
jfe=i fc=l fc=i fc=i 

(A.33) 

Como Nj — J2k=i Njk entao os termos M i log e e — log e £ £ ' = 1 M i * s e anulam na 

expressao acima. O termo — A ^ l o g A ^ pode ser reescrito como £ £ = 1 — M i * log M i -

Reagrupando-os tem-se que: 

- l o g M i ! + J ^ l o g M i * ! ~ 
fc=i 

(r — 1) 1 1 r ' r ' 
K \ log 2t t - - log M i + - E log M i * + 2 ^ M i * log M i * 

k=l k-l 

(A.34) 

Para N suficientemente grande o termo ( r <~^ log 27r pode ser negligenciado em 

relagao ao restante da equagao. Realizando esta aproximagao, adiciona-se um erro de 

ordem 0 ( 1 ) . Tem-se assim que: 

- log M i * + E log M i * ! ~ 
* = i 

1 1 r < r < 

- - log M i + 5 22 l o S + 2 - i l o S M i * + 0 ( 1 ) 
* = i fc=i 

(A.35) 

Para A r suficientemente grande o valor de - l o g ^ ^ l M ? + 0 em (A.35) pode 

ser aproximada por - l o g A ^ - 1 . Esta aproximagao introduz um erro Yl?=i 1°S ~ N ~ • 

Ocorre que l o g ^ ^ < log / para I > 1. Como I e l imitado superiormente por rl - 1 

entao: 
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Nu +1 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

1=1  i V i ^' 1=1 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

Logo, o erro introduzido e de ordem 0 ( 1 ) , pois sendo l imitado superiormente por 

uma constante nao depende de N. Tem-se portanto que: 

r<-l 

- log H(Ntj +l) = - log A ^ + 0 ( 1 ) . zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

f=i 

Substituindo (A.36) e (A.37) em (A.35) tem-se que: 

(A.37) 

]og(n - 1)! - l o g ( M i +n - 1)! + £ log M i * ! 

fc=l 

- ( r , - 1) l o g M i -zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 1 log A t J + ^ l o g M i * + £ l 0 § T^T + °W 

* = i t = i l J ' 

- ( n - | ) l o g M i + i j > g N ^ k + E M i * l o g ^ + 0 ( 1 ) 
fc=l 

-(n - h log M i +1 log n  M i * + £ ^ l o § + 
* = i k = i i j 

fc=l *=1 
M . 

v 7 ^ 
f l M ^ I 

fc=i / 

+£ 
* = i 

V A' V n * u -

( f ) r ' i V " zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

N y N 

V J 

log 

log 

log 

1 . A M * 1 . AT, 

M , 

A", 

+ E M i * log ^ + 0 ( 1 ) 

*=i 

A', »j* 

* = i 
Ni 

y 

M -

2 " o l i JV 2 iV 
* = i *=i 

(A.38) 

Para A 7 suficientemente grande as proporcoes e ^ convergem respectivamente 

para as probabilidades P( :r i f c |pai j k ) e P (pay ) . Logo, os tres primeiros termos da ex-
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pressao anterior convergem para valores constantes que nao dependem dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA N, podendo 

ser eliminados pela introdugao de mais um erro de ordem 0 (1 ) . 

logfa - 1)! - \og{Nij + n - 1)! + j ^ l o g i f y * ! zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

fc=i 

( n - 1 ) 
l o g N + ] T A ^ l o g ^ + 0 ( l ) 

(A.39) 

Aplicando-se o somatorio sobre i e j , chega-se a expressao: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

n qi 

L(BS, D) = - logP(Bs)-££( ~ ^ V ^ log iV + £ log ^ ) + 0 (1 ) 
M i * 

jt=i 

(A.40) 

Como Q2 = f i x €Pai r J e ^"V^ 1°S W dependem de j , entao: 

L ( £ 5 , £ ) = - l o g P ( £ 5 ) -

n zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

-E 
i= i 

n ^ ^ . - ^ ^ EE^ ^ f
5 

j = i fc=i 

(A.41) 

A Expressao (A.41) pode ser reescrita como: 

loe N 
L{B„ D) = - log P ( B S ) + NH(B„ D) + -2—K + C. (A.42) 

Sendo 

H(B„D) = ± ± ± - ^ l c g ^ , (A.43) 

i= l j = l fc=l , J 

e, 
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nzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA qi n zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

* = E E E -

i= l j=l k=l zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

( nzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA rA t ^ - 1 ) -
(A.44) 

A.4 Demonstragao do Teorema 4: 

O Teorema e provado para o caso em que cada no tern precisamente 2 filhos. 0 caso 

de uma arvore arbitraria e entao uma genralizagao direta. Seja Dx o subconjunto de 

A contendo os membros de A que estao na sub-arvore enraizada em X (logo, inclui X 

se A" € A); denote Nx pelo subconjunto de A contendo todos os membros de A que nao 

descendem de X. Recorde que X nao descende de X; logo, este conjunto inclui X se 

X € A. Esta situagao e esbogada na Figura A . l . Logo, tem-se para cada valor de x, 

Figura A . l : Conjunto de Variaveis instanciadas .4 = Nx U Dx- Se A" € A, X esta 

tanto em Nx quanto Dx-
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P(x\a) = P(x\dx, nx) 

_ P(dx,nx\x)P(x) 

P{dx,nx) 

_ P{dx\x)P(nx\x)P{x) 

P(dx,nx) 

_ P(dx\x)P(x\nx)P{nx)P(x) 

P{x)P{dx,nx) 

= f3P{dx\x)P(x\nx), zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

(A.45) 

onde j3 e uma constante que nao depende do valor x. A segunda e a quarta igualdade 

sao obtidas da aplicagao do Teorema de Bayes. A terceira igualdade segue diretamente 

da d-separagao. 

E possivel desenvolver fungoes \{x)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA TT(X) tais que: 

A(ar) ss P(dx\x) 

e 

7r(x)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA SC P (x|n s ) , 

onde significa "proporcional a". Isto e, 7r(a;), por exemplo, pode nao igualar com 

P(x|n x ) , mas certamente ele iguala por uma constante vezes P(x\nx), sendo esta cons-

tante nao dependente de x. Uma vez procedendo desta forma, devido a igualdade 

mantida pela Equagao (A.45), tem-se que: 

P(x\a) = a\(x)ir(x) 

1. Desenvolvendo X(x) : 

E necessario mostrar que, 

\{x) s= P{dx\x) (A.46) 

Caso 1: X e A e o valor de AT e x. Desde que A € D x , 
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P{dx\x)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA = 0 

para todozyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA x ^ x. 

Desta forma, para encontrar a proporcionalidade expressa pela Equagao (A.46), 

e possivel ajustar: 

\{x) = 1 

A(x) = 0, 

para todo i / i . 

Caso 2: X ^ A e X e uma folha. Neste caso, dx = 0 e entao 

P(dx\x) = P(0|x) = 1, 

para todos os valores de x. 

Logo, para encontrar a proporcionalidade assegurada pela Equagao (A.46), e 

possivel ajustar: 

I 

A(x) = 1, j 
para todos os valores de x. 

Caso 3: X £ A e X nao e uma folha. Seja Y o filho esquerdo de X e W o filho 

direito de X. Entao, desde que X £ A, 

D A - = D r U D zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAw . 

Esta situagao e esbogada na Figura A.2. Tem-se que: 

P{dx\x) = P(dy,dw\x) 

= P{dy\x)P{dW\x) 

= J2 P(dy\y)P(y\x) Y P(dw\w)P(w\x) 

y 

- ^ P ( y | x ) A ( j / ) X ; ^ k ) A H 
y vj 

(A.48) 

(A.47) 
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Figura A.2:zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA Dx = Dy U Sw 

A segunda igualdade e devido a d-separagao e a terceira a lei da probabilidade 

to ta l . Logo, e possivel encontrar a proporcionalidade expressa pela Equagao 

(A.46) definindo para todos os valores de x, 

A y ( x ) = £ p ( y | x ) A ( y ) 

v 

e zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

\w{x) = P(w\x)\(w) 

e ajustando A(x) = Ay-(x)Aw(x). 

2. Desenvolvendo ir(x) : 

E necessario mostrar que, zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

T T ( X ) SC P(x|n x ) (A.49) 

Caso i : AT € A e o valor de AT e x. Devido ao fato de que X G A 7 * , 
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P(x\nx) = P(x\x) =zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA 1 

e 

P{x\nx) = P[x\x) = 0, 

para todo x ^ x. 

Logo, nos podemos encontrar a proporcionalidade expressa na Equagao (A.49) 

ajustando: 

ir(x) — 1 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

T T ( X ) = 0, 

para todo x ^ x. 

Caso 2: X $ A e X e raiz. Neste caso, nx = 0, entao: 

P{x\nx) = P(x\<b)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA = P(x), 

para todos os valores de x. 

Logo, nos podemos encontrar a proporcionalidade expressa na Equagao (A.49) 

ajustando: zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

7T(X) = P(X), 

para todos os valores de x. 

Caso 3: X £ A e X nao e raiz. Sem perda de generalidade assuma que A r e o 

filho da direita de Z e seja T o filho da esquerda de Z. Entao, Nx = Nz U DT-

Esta situagao e esbogada na Figura A.3. Tem-se que: 
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P(x\nx) = YzyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBAp(z\nx)P(x\z) 

z 

= YJ
P(x\nZ,dT)P{x\z) 

z 

~ Y W ) P(z)P(nz,dT) zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

= 7£P(a:|z),r(z)Ar(;?) 
z 

(A.50) 

Logo, e possivel encontrar a proporcionalidade expressa na Equagao (A.49), 

definindo-se para todos os valores de z, 

TTx(z)zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA =  TC(Z)XT(Z), 

e ajustando: 
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z zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA

para todos os valores dezyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA x. Isto completa a prova. 

A.5 Conclusoes 

Este apendice foi dedicado a uma revisao matematica, a qual encerra algumas impor-

tantes conclusoes: apesar dos modelos de inferencia classico e bavesiano diferirem em 

seus principios, um nao pode ser considerado mais correto que o outro, pois ambos sao 

matematicamente consistentes com suas premissas e com o calculo de probabilidades. 

Outra conclusao importante e que o modelo bavesiano sugere um processo de revisao 

de crenga, j a que a distribuigao a prior i e reajustada com base nos dados amostrais. 

Alem disso, o modelo bavesiano nao concebe um valor fixo, estavel, para o parametro 

estimado e baseia-se na prerrogativa de que este valor pode sofrer variagSes causai, 

mapeadas por uma distribuigao de probabilidade ais caracterfsticas do modelo bavesi-

ano sao atraentes em Inteligencia Art i f i c ia l por poder ser associadas a um processo de 

aprendizado. 
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Apendice B 

Base de Casos Clinicos 

Seguindo a orientagao do Prof. Jovany Medeiros, que e o componente do projeto 

especialista em Neurologia, foram escolhidos os sintomas e as variagoes da Miastenia 

apresentados na Tabela B . l como ponto de partida para o sistema a ser produzido. A 

ordem em que os sintomas aparecem na tabela reflete a escolha do especialista e sera 

a ordem dos nos na rede formada sem a avaliagao do efeito das ordenagoes dos nos, 

segundo as medidas de informagao apresentadas no Capitulo 3. 

Os casos para montar a base foram em parte fornecidos Prof. Jovany Medeiros e 

em parte obtidos por buscas na Internet e na literatura especializada. A base de dados 

com casos da Miastenia e formada ate o momento por 74 casos. Vale observar que 

essa pequena quantidade de casos se deve ao fato que essa doenga e rara. A seguir, 

temos a base formada e utilizada no desenvolvimento do sistema de apoio a emissao 

do diagnostico medico. 

74 

1 1 0 1 1 1 0 2 

1 1 0 1 1 1 0 2 

1 1 0 4 1 1 1 0 

3 2 0 1 1 1 1 1 

1 1 0 4 1 1 1 0 

3 1 0 1 1 3 0 1 

3 1 0 1 1 3 0 2 

3 1 0 1 1 1 1 1 

1 1 0 3 0 1 0 3 

3 1 0 3 0 1 0 3 
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Nos Valores 

N I - Ptose palpebral 1. Unilateral Permanente 

2. Unilateral Flutuante 

3. Bilateral Permanente 

4. Bilateral Flutuante 

5. Nao Observado 

N2 - Estrabismo 1. Permanente 

2. Flutuante 

3. Nao Observado 

N3 - Diplopia . . 1. Sim 

2. Nao 

N4 - Fraqueza Muscular 1. Proximal 

2. Proximal Flutuante 

3. Distal 

4. Generalizda 

5. Nao Observada 

N5 - Dificuldade Respiratoria 1. Sim 

2. Nao 

N6 - Estimulagao Repetitiva 1. Normal 

2. Com Diminuigao da Amplitude 

3. Com Aumento de Amplitude 

4. Nao Observado 

N7 - Envolvimento da Musculatura Bulbar 1. Sim 

2. Nao 

N8 - Miastenia Gravis 1. Ocular 

2. Generalizada Leve 

3. Generaliza moderada 

4. Grave 

Tabela B . l : Variaveis e seus valores para a montagem da base de casos da Miastenia 

Gravis. 
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3 2 1 3 1 1 0 2 

3 1 0 4 1 1 1 0 

4 1 0 3 0 1 0 2 

3 1 0 1 1 1 1 1 

1 1 0 4 1 3 1 0 

3 1 0 4 1 3 1 0 

1 1 0 1 1 1 0 2 

3 1 0 3 1 1 0 2 

1 1 0 4 1 0 1 0 

3 1- 0 1 0 1 0 2 

3 1 0 4 1 3 1 0 

1 2 1 4 1 3 1 0 

3 1 0 4 1 1 1 0 

4 2 1 3 0 1 0 3 

3 1 0 1 0 1 0 3 

1 1 0 4 1 0 1 0 

3 1 1 3 1 1 0 1 

3 1 0 1 1 1 0 2 

3 1 0 1 1 1 0 2 

4 1 1 3 0 1 0 2 

1 2 1 3 1 1 1 1 

2 1 1 4 1 3 1 0 

4 0 1 4 1 3 1 0 

4 2 1 3 0 0 0 2 

4 1 0 1 1 1 1 1 

3 2 1 1 1 1 1 1 

4 1 0 3 0 1 0 2 

4 2 1 1 1 1 1 1 

3 2 1 3 0 1 0 3 

3 1 0 1 1 1 1 1 

3 1 0 1 1 1 0 2 

3 1 0 1 1 1 1 1 

3 1 0 3 0 1 0 3 

3 1 0 1 1 1 1 1 



4 1 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA0 3 1 1 0 2 

3 2 1 1 0 1 0 3 

3 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA1 0 1 1 3 1 1 

1 1 0 1 0 3 1 1 

3 2 1 4 1 1 1 0 

3 1 0 1 1 1 1 1 

4 1 0 1 1 3 1 1 

3 1 0 1 1 1 0 2 

3 1 0 1 1 1 0 2 

3 1 0 1 1 1 0 1 

3 1 0 1 0 1 0 2 

4 1 0 4 1 3 1 0 

2 0 1 4 1 1 0 1 

3 1 0 3 1 3 0 2 

3 2 1 4 1 3 0 1 

4 2 1 3 0 3 0 3 

1 1 0 1 1 3 0 2 

4 1 0 4 1 3 1 0 

3 1 0 3 1 3 0 2 

3 1 0 1 1 3 0 2 

3 1 0 1 1 0 1 1 

3 1 0 3 0 3 0 3 

3 1 0 1 0 1 0 2 

3 1 0 3 1 1 1 1 

2 1 0 1 1 1 0 2 

1 1 0 4 1 1 1 0 

3 1 0 4 1 3 1 0 

2 2 1 4 1 1 1 0 

3 2 0 3 0 1 0 3 

3 1 0 1 1 1 0 2 zyxwvutsrqponmlkjihgfedcbaZYXWVUTSRQPONMLKJIHGFEDCBA
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