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Resumo 
0 problema de classificacao em reconhecimento de padroes pode ser interpretado como um 

problema de estimacao de uma distr ibuicao de probabilidade alvo. Trabalhos recentes apontam 

para sua modelagem como uma soma ponderada de distribuicoes, t ratando-se por tanto de uma 

abordagem p a r a m e t r i a , ja que pesos e parametros necessitam ser estimados. Neste t rabalho a 

distr ibuicao alvo e aproximada sem realizar estimacao de parametros de uma distr ibuicao mod-

elo. Admit indo-se que a safda dos classificadores possam ser t ratados como distribuicoes de 

probabilidades, uti l iza-se uma rede Bayesiana como instrumento para realizar a combinacao de 

classificadores locais e global. Em linhas gerais o objet ivo do t rabalho e apresentar uma metodolo-

gia que estabelece como realizar o part ic ionamento do espaco de atr ibutos originando um conjunto 

de classificadores e como agrupa-los em uma estrutura que combina suas safdas. 

Um estudo de caso foi desenvolvido para avaliar o desempenho do sistema proposto no re

conhecimento de imagens de dfgitos manuscritos, tendo sido obt ido resultados compet i t ivos com 

os mais recentes mencionados na l i teratura. 
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Abstract 
T h e classification problem in pattern recognition can be viewed as a probabil i ty distr ibut ion 

est imation task. Recent developments t r y t o model it as a weight sum of d istr ibut ions which 

is a parametric approach, since weights and parameters should be est imated. In th is work the 

target d ist r ibut ion is reached w i thou t the need to estimate parameters f rom a model d is t r ibut ion. 

Considering t ha t the ou tpu t of classifiers are probabil ity measurements, a Bayesian network is 

used t o combine local and global classifiers. Briefly, the main objective of this work is to present 

a methodology t ha t establishes how t o part i t ion the feature space in order to generate a set of 

classifiers and group them in a framework tha t combines their outputs. 

A case study was developed for a handwri t ten digit recognition appl icat ion. The results reveal 

tha t the proposed system is compet i t ive wi th the best classifiers pointed in the l i terature. 
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Capftulo 1 

Introducao 

Um dos grandes desafios da ciencia no inicio do seculo XX I e desenvolver maquinas que 

executem com habilidade tarefas que os seres humanos realizam corriqueiramente, tais como 

interpretar informacoes visuais e audit ivas. As maquinas tern sido util izadas com eficiencia para 

processar grandes volumes de informacao, como os computadores com sistemas de banco de 

dados, ou para processar em larga escala produtos manufaturados, como os robos em aplicacoes 

industrials, mas o sucesso de sua aplicacao em reconhecimento de padroes e ainda bastante 

incipiente se comparado com os seres humanos. Uma crianca em idade de alfabetizacao e capaz 

de identif icar letras e dfgitos isolados em diferentes texturas e variacoes de fo rmato e escala, 

como em rotulos comerciais e em livros infantis, melhor do que os mais sofisticados sistemas 

de reconhecimento de caracteres oticos disponfveis. Uma crianca ainda mui to cedo e capaz de 

atender a uma ligacao telefonica, o que so e realizado automat icamente quando o ser-humano 

fornece para a maquina codigos digitados no teclado do aparelho. A eficiencia dos computadores 

em aplicacoes tradicionais deve-se ao fa to de que as taxas de processamento sao mu i to elevadas e 

as condicoes de operacao bastante uniformes, a localizacao de um registro em um banco de dados, 

por exemplo, pode ser feita rapidamente porque a frequencia dos processadores e elevada e porque 

a representacao binaria da chave de busca e bastante uniforme, de tal modo que uma variacao no 

estado de um bit resulta em uma chave dist inta. Em princi'pio, para o computador recuperar uma 

imagem em uma base de dados com a mesma rapidez e precisao seria necessario que as imagens 

comparadas fossem capturadas com as mesmas condicoes de luminosidade e posicionamento da 

camera. Ao contrar io dos computadores, os sistemas naturais de reconhecimento de padroes 

nao sao baseados na rfgida arquitetura binaria nem executam operacoes de forma puramente 

sequencial, por esta razao, apesar das taxas de transferencia de dados na mente humana serem 

mui to menores, os seres humanos sao capazes de reconhecer padroes com mui to mais eficiencia. 

Desenvolver sistemas computacionais que imi tem a capacidade dos seres humanos de reconhecer 

padroes e por tanto um grande desafio. Este e o objeto de estudo de segmentos especi'ficos nos 

domfnios da Inteligencia Art i f ic ial ( IA ) , Processamento de Imagens e Estatfstica e const i tui uma 
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das principals motivacoes para realizacao desta tese. 

Ao longo deste caftulo sera apresentado em maiores detalhes o objeto de estudo da tese, 

apresentado na Secao 1.1, as c o n t r i b u t e s do trabalho, Secao 1.2, e a organizacao do texto 

como um todo , Secao 1.3. 

1.1 Objeto de estudo da tese 

Em reconhecimento de padroes, o problema de classificacao esta relacionado com a construcao 

de um modelo probabilistic© que relaciona um conjunto de atr ibutos, IR P C l R n (o espaco de 

atr ibutos) , e um conjunto discreto de m possfveis classes, f2 = {Wt}JLi- ^ e f ° r e m conhecidas 

informacoes estatfsticas completas sobre as distribuicoes de x G 1RP para cada classe i, i = 

1 . . . m, isto e, P(x\tul), entao, a um padrao de teste x de classe desconhecida pode ser atribuida 

a categoria que maximiza a distr ibuicao P(ut\x), obt ida pela formula de Bayes, isto e: 

u* = aigmax{P{ut\x)} x 6 ]R P (1.1) 
lift 

com 

P(x\ut)PM 
P M x ) = t ^ m m (L2) 

O valor de to* obt ido pelas Equacoes (1.1) e (1.2) minimiza o erro de classificacao, quando o 

custo associado a uma classificacao errada e igual para todas as classes. Portanto OJ* e considerado 

um valor o t imo (Webb [115]) . Na pratica, entretanto, como as probabilidades P(ut) e P(x\ut) 

nao sao conhecidas, o calculo de UJ* nao pode ser realizado exatamente. Uma grande variedade 

de solucoes para realizacao do calculo aproximado de (1.1) foram propostas desde finais dos anos 

1950. Algumas referencias realizam uma cobertura ampla, resumindo as diversas linhas nesta 

area, como em Jain et al. [60], Webb [115], Schalkoff [100] e Duda e Hart [33]. De um modo 

geral, a distr ibuicao alvo e aproximada atraves de um processo de t re inamento que consiste no 

aprendizado estatistico de P ( - ) a partir de um conjunto amostral. 

0 processo de t re inamento realiza um part ic ionamento do espaco de atr ibutos em segmentos 

chamados regioes de decisao. Uma maneira de estabelecer estas regioes pode ser atraves do 

emprego de funcoes discriminantes, denotadas por f(x\ 9) em que 9 corresponde a um conjunto 

de parametros aprendidos durante o t re inamento. Este aprendizado consiste de fa to em um 

processo de ot imizacao em 9 de uma funcao objet ivo que ajusta / ( • ) aos dados de t re inamento. 

Algumas funcoes objetivo mencionadas na l i teratura sao a minimizacao do erro medio quadrat ico, 

a maximizacao da funcao logarftmica de verossimilhanca e a minimizacao da entropia cruzada 

(Webb [115]). Quanto ao t i po da funcao discriminante, pode-se ter funcoes lineares e nao-lineares. 

Sendo / ( • ) linear, pode-se expressa-la como 
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/ ( x ; 0 ) = $ ^ 0 , + 0o (1.3) 

ou resumidamente como f(x:0) = x'T6,T, sendo x' e 0' os vetores aumentados x'T =< 

x T , 1 > T e 0 / T = < 0 T , 0 O > • Alguns metodos para obtencao de 0 sao popularmente conheci-

dos, dentre eles pode-se citar: redes neurais Perceptron (Haykin [55]), funcao discr iminante de 

Fischer (Cover e Hart [26]) e maquinas de vetores de suporte (Vapnik [112]). A f im de discretizar 

o resultado do produto interno, adaptando-o ao problema de classificacao e comum aplicar sobre 

ele a funcao logistica (logistic function) ou sigmoide, que tern o efeito de mapear a entrada para 

valores mui to proximos de uma sai'da binaria, conservando propriedades importantes como con-

t inuidade e diferenciabil idade. Part icularmente, em se t ratando de um problema de classificacao 

binaria, admi t indo que x seja normalmente distr ibufdo para as classes e w 2 e supondo que 

suas matrizes de covariancia sejam iguais, a distr ibuicao de ut dado x corresponde a aplicacao 

da funcao logistica sobre uma combinacao linear de x para um conjunto de pesos ot imos 9lt 

para cada classe ul (Jordan [64]). Embora esta seja uma propriedade de um caso particular, 

de um modo geral a funcao logistica tern sido usada heuristicamente como ferramenta de dis-

cretizacao em sistemas de classificacao. A contra-parte da funcao logistica para o problema de 

classificacao mul t inomial e a funcao softmax (Bridle [13], Bishop [7]) , que assim como a funcao 

logistica preserva propriedades de cont inuidade e diferenciabilidade aplicando-se a um problema 

de classificacao com m > 2 classes. A expressao da funcao softmax e dada pela equacao: 

Funcoes discriminantes nao linear, obtidas pela introducao de um termo nao linear em (1.3) , 

podem ser expressadas pela forma geral 

/ ( x ; 6 ^ ) = ^ 0 ^ ( z ; / x O + 0 ; O J « 1 , . . . , C (1.5) 
i 

em que 6 e JJL sao parametros de / ( • ) e d(-) e uma funcao nao-linear de x. Existem diferentes 

t ipos de funcoes discriminantes nao-linear, associadas a diferentes metodos citados na l i teratura, 

tais como: redes neurais mul t icamada (multilayer perceptron) funcoes de bases radiais, maquinas 

de vetores de suporte nao-lineares, dentre outros (Haykin [55], Webb [115]). De um modo geral 

estes metodos diferem entre si pelo t i po de funcao nao-linear e pelo procedimento de busca 

empregados para obtencao dos parametros. 

Uma outra categoria de metodos de reconhecimento de padroes procura estabelecer as regioes 

de decisao realizando um processo de divisao hierarquica do espaco de atr ibutos. Arvores de de

cisao (Classification and Regression Trees — CART) (Breiman et al. [11]) e M A R S (Multivariate 

Adaptive Regression Spline) (Friedman [39]) sao exemplos destes metodos. Arvores de decisao 
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realizam uma divisao recursiva do espaco 1R P em regioes disjuntas, que sao associadas as classes 

dos padroes. 0 metodo MARS tambem realiza um part ic ionamento recursivo de I R P , mas ao 

inves de estabelecer fronteiras rfgidas, a introducao de uma funcao de interpolacao permite que 

ocorra um entrelacamento entre estas regioes, suavizando as fronteiras de separacao. 

Uma abordagem natural para resolver o problema de classificacao consiste em realizar a esti

macao da probabilidade a posteriori P(x\u) a partir de um conjunto de observacoes, admitindo-se 

por hipotese que P(-) seja regida por uma distr ibuicao modelo, t ip icamente assumida como sendo 

a distribuicao Gaussiana ou Normal. Esta abordagem esta localizada em uma categoria de meto

dos estatfsticos conhecidos como metodos parametricos pois, com base em uma amostra de 

P('), realiza-se um t re inamento estatistico objetivando-se estimar os parametros da distribuicao 

modelo. A adocao desta l inha, entretanto, baseia-se em uma hipotese bastante restrit iva. Em 

uma aplicacao de reconhecimento de imagens de caracteres oticos, por exemplo, a distr ibuicao 

dos padroes associados a classe do dfgi to sete pode ter diferentes concentracoes no espaco de 

atr ibutos, relativas a grupos em que ocorre a escrita em estilo anglicano (imagens sem traco 

transversal) ou relativas a grupos que ut i l izam a escrita em estilo lat ino (imagens com traco 

transversal). Neste exemplo, P(x\u) possui mais de uma moda sendo, por tanto, pouco apropri-

ado que seja aproximada por uma distr ibuicao Gaussiana. 

A f im de minimizar as l imitacoes impostas pela hipotese de normalidade, pode-se admit i r 

que a distribuicao alvo seja resultante de um modelo de mistura gaussiana (Jordan e Jacobs 

[65]) ou que a regra de decisao apresentada na Equacao (1.1) possa ser realizada atraves de 

estimacoes nao-parametricas de P(u\x). 0 metodo dos k vizinhos mais proximos (/c-NN) e 

um exemplo conhecido de metodo nao-parametrico. Uma rede neural com funcao de ativacao 

softmax (Bridle [13]) e tambem um metodo nao-parametrico, ambos realizam a estimacao de 

P(u\x) sem requerer a hipotese de que esta se ajuste a uma distr ibuicao modelo. 

Este trabalho apresenta uma forma de implementar a regra de decisao expressa na Equacao 

(1.1) com base em um modelo de mistura, isto e, procura-se compor a distr ibuicao alvo como 

uma soma ponderada de um conjunto de outras distribuicoes. Estas distribuicoes sao, por sua vez, 

estimacao nao-parametrica de P(u\x) em regioes localmente definidas no espaco de atr ibutos. 

Uma vez que P(LJ\X) e de fa to a sai'da de um classificador, o modelo de mistura proposto 

compara-se a um metodo de combinacao de classificadores (K i t t le r et al. [69]). 

A l i teratura aponta duas abordagens para o modo como classificadores podem ser combinados: 

abordagem estatica e abordagem baseada em treinamento. Na abordagem estatica as regras 

de combinacao sao fixas e por tanto conhecidas a priori. As regras da soma, produto e voto 

major i tar io (K i t t le r et al. [69]) sao t ip icamente regras estaticas pois independentemente dos 

valores originados pelos classificadores elas se aplicam da mesma forma. Neste caso o combinador 

nao necessita ser t reinado para aprender a regra de combinacao. Na segunda abordagem o 

combinador e treinado com base nas safdas dos classificadores para encontrar uma regra de 
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combinacao o t ima. Se o espaco de saida dos classificadores fornece medicoes da probabilidade 

a posteriori de u dado x entao a construcao de um combinador que implementa a regra de 

decisao apresentada na Equacao (1.1) , realiza efet ivamente a composicao de uma distr ibuicao de 

probabilidade complexa e fatorada. 

A proposta deste t rabalho e apresentar um metodo de combinacao de classificadores baseado 

em tre inamento em que as saidas dos classificadores, tratadas como probabilidades, sao sucessi-

vamente refinadas e combinadas, culminando em uma unidade que resume as safdas produzidas 

em todas etapas anteriores, Figura 1.1. A regra de combinacao e implementada em uma rede 

Bayesiana (Jensen [61]). A motivacao em usar uma rede Bayesiana ocorreu em razao desta 

ser um metodo nao-parametr ico que realiza eficientemente a estimacao de uma distr ibuicao de 

probabilidade complexa, um problema em geral de complexidade nao-pol inomial . Seu uso como 

metodo de classificacao foi investigado em diversos trabalhos como em Friedman et al. [41], 

Sing e Provan [104], Ezawa e Schermann [35] e Frey [37]. Entretanto seu uso e mais desta-

cado em aplicacoes nas quais relacoes de causa e efeito sao bem caracterizadas, como aplicacoes 

medicas (Olesen et al. [66], Hami l ton et al. [52]) e analise financeira (Abramson [1]) . Do 

ponto-de-vista da comunidade de I A, uma rede Bayesiana e vista como um sistema especialista 

baseado em regras em que os valores verdade, quantif icados numa escala contmua entre 0 e 1, 

sao associados a probabilidades. Sob esta perspectiva o combinador proposto pode ser entendido 

como um sistema especialista, uma visao que simplif ica o entendimento do metodo. 

P3(cj|a:) 

P4(u>\x) 

mm mm 
P2{UJ\X) P2{UJ\X) 

j* = a r g max{ P(u\x)} 

Estimativa individual de P(LU\X] 

Figura 1.1: Diagrama de blocos do metodo proposto 
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1.2 Con t r i bu tes deste trabalho 

• U m metodo de c o m b i n a c a o de classif icadores construi'do de modo a des tacar as 

super ior idades individuais dos seus c o m p o n e n t e s Redes neurais do t i po Percep

tron mult i -camada sao aproximadores de funcoes que, quando concebidas com um numero 

suficientemente grande de neuronios na camada escondida, podem aproximar ao grau de 

precisao desejado qualquer funcao (Li [78], Leshno et al. [77]). Quando treinadas com 

funcao de ativacao softmax ou com um conjunto de t re inamento suficientemente grande po

dem aproximar satisfatoriamente uma distribuicao de probabilidade (Bridle [13], Gish [49], 

Ruck et al. [97]). Formam, portanto, uma solucao bastante apropriada para o problema 

de classificacao de padroes. Le Cun [75] aponta redes neurais como sendo o metodo de 

aprendizado baseado em gradiente mais bem sucedido para area de reconhecimento de 

padroes em espacos de grande dimensao, em particular para area de reconhecimento de 

manuscritos. Entretanto, estas redes tambem apresentam algumas l imitacoes. Por um 

lado, o processo de t re inamento e fortemente influenciado pela ocorrencia de regioes planas 

e mi'nimos locais na superfi'cie de erro. Alem disto, a escolha do numero de neuronios da 

camada escondida e crft ica, se muito pequeno resulta em baixa capacidade de predicao, se 

mu i to grande torna a rede instavel. Metodos de aprendizado local (Friedman [40], Peng and 

Bhanu [89]) procuram minimizar estas limitacoes pelo aprendizado da funcao de predicao 

em subconjuntos do espaco de atr ibutos. A aproximacao da funcao de predicao em uma 

pequena vizinhanca pode ser realizada por um pol inomio de baixa ordem, pois os termos 

de mais alta ordem podem ser truncados em sua expansao por uma serie de Taylor. Como 

conseqiiencia, em uma pequena vizinhanca o erro de aproximacao e reduzido. Exemplos 

de metodos de aprendizado local sao o metodo dos k vizinhos mais proximos e outros 

baseados em instancia (Aha et al. [3]) e regressao localmente ponderada (locally weight 

regression) (Atkeeson et al. [6]). Metodos de aprendizado local, por sua vez, apresentam 

desvantagens por requererem a realizacao de uma busca por k instancias mais proximas de 

um padrao de teste. Este procedimento tan to demanda um grande esforco computacional , 

uma vez que em ] R n - 2 nao existe nenhum procedimento de ordenacao conveniente e rapido, 

quanto demanda grande espaco de armazenamento, pois e necessario manter uma memoria 

de instancias usadas no t re inamento. 

Nesta tese e proposta uma estrategia original de geracao e combinacao de classificadores 

global e locais que reforca as superioridades individuais de cada um e minimiza suas l imi

tacoes. A geracao dos classificadores locais e orientada por um processo de part ic ionamento 

do espaco de atr ibutos que restringe o espaco em que os mesmos sao definidos a uma vizin

hanca em I R P , contr ibuindo desta forma para minimizar o esforco computacional envolvido 

com o procedimento de busca. As safdas dos classificadores, por sua vez, sao combinadas 
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atendendo um cri terio de ot imal idade, o que declina a contr ibuicao de predicoes com erro 

e reforca a de predicoes acertadas. 

• Uso de redes Bayes ianas em uma apl icacao de combinacao de c lassi f icadores 

Apesar do emprego de redes Bayesianas, para classificacao de padroes ter sido investigado 

em diversos trabalhos, seu uso como agrupador de classificadores e uma linha pouco ex-

plorada na l i teratura (Webb [115], pp 289 - 290). Esta tese explora a ut i l izacao de redes 

Bayesianas como agrupador de classificadores e propoe procedimentos de aprendizado da 

rede adaptados para o problema em foco. A uti l izacao do sistema em um problema de 

reconhecimento de imagens de digitos manuscritos produziu bons resultados numericos, 

demonstrando a viabil idade de construir um sistema complexo a part ir de classificadores 

simples, adequado para t re inamento com grandes bases de dados. 

• P r o p o s i c a o de u m s is tema conexionista cu ja arquitetura e a justave l e m funcao do 

problema 0 procedimento de part ic ionamento do espaco de atr ibutos define regioes que 

sao associadas a classificadores locais. Para realizar uma predicao unica os classificadores 

conectam-se entre si formando a rede Bayesiana, cuja arquitetura depende da complexidade 

do problema, quando maior a dif iculdade em aprender os dados de t re inamento mais com

plexa torna-se sua arquitetura. Esta abordagem l imita a interferencia de um especialista 

humano em configurar parametros livres associados aos classificadores, tais como a especi-

ficacao do numero de neuronios e a quantidade de camadas escondidas em uma rede MLP, 

possibil i tando a criacao de um sistema complexo a partir de classificadores simples como 

redes Perceptron e classificadores locais /c-NN. 

• A p r e s e n t a c a o de um procedimento para ext racao de caracten 'st icas de imagens 

de dfgitos manuscr i tos isolados No estudo de caso realizado no Capftulo 6 foi apresen

tado um algor i tmo de extracao de caracteristicas para processamento de imagens de digitos 

manuscritos inspirado no modelo biologico. 0 vetor de atr ibutos e construfdo levando-se 

em conta a imagem do contorno, admit indo-se que estes pontos possuam toda informacao 

necessaria para a tarefa de classificacao. A motivacao de se trabalhar com a imagem do 

contorno deve-se ao fa to de que o sistema visual humano e seletivo as componentes es-

paciais de alta freqiiencia (pontos de borda em uma imagem monocromat ica) , que sao 

fundamentals para reconhecimento de formas e do sentido de profundidade. Os resulta

dos obt idos nos experimentos foram competi t ivos quando comparados aos publicados na 

l i teratura especializada, o que revela a boa capacidade do extrator de caracteristicas em 

melhorar a separabilidade entre as classes. 
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1.3 Organizafao geral do trabalho 

Para abordar os assuntos t ratados, organizou-se o texto da seguinte forma: os Capitulos 2 e 

3 realizam uma revisao de l i teratura versando, respectivamente, sobre redes Bayesianas e com

binacao de classificadores; o Capi'tulo 4 apresenta o metodo proposto em um nfvel de abstracao 

mais elevado, abordando aspectos teoricos; o Capi'tulo 5 realiza uma abordagem pratica, faz-se 

experimentos com diversas bases de padroes, compara-se os resultados obt idos com outros meto

dos e procura-se identif icar pontos positivos e negativos da proposta; o Capi'tulo 6 realiza um 

estudo de caso em reconhecimento de imagens de digitos manuscritos e o Capi'tulo 7 contem 

consideracoes gerais sobre a tese e apresenta linhas para desenvolvimentos futuros. 
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Capi'tulo 2 

Redes Bayesianas 

Este capi'tulo apresenta uma revisao teorica sobre redes Bayesianas. Sao discutidos os princi

pals aspectos relacionados com o aprendizado e uso destas redes e apresenta-se o algor i tmo de 

inferencia usado posteriormente no metodo de combinacao de classificadores proposto. 0 capi'tulo 

esta organizado da seguinte forma: a Secao 2.1 apresenta definicoes e alguns conceitos basicos 

sobre teoria de probabilidades e grafos empregados ao longo das outras secoes; a Secao 2.1.2 ap

resenta o algor i tmo de inferencia usado no metodo proposto no Capi'tulo 4 e discute os principals 

aspectos relacionados com o aprendizado destas redes; a Secao 2.4 discute a ut i l izacao de redes 

Bayesianas como classificadores revisando alguns dos principals trabalhos na area; a Secao 2.5 

encerra o capi'tulo com conclusoes gerais sobre o conteudo apresentado. 

2,1 Fundamentos 

O formal ismo da teoria de probabilidades ta l como se conhece atualmente se deve a funda-

mentacao axiomatica de Kolmogorov (Kolmogorov [70]), baseada em teoria dos conjuntos. 0 

t rabalho de Kolmogorov, publicado originalmente em alemao no ini'cio do seculo X X , estendeu 

a nocao de probabil idade baseada numa interpretacao frequencista, permit indo associa-la a um 

numero que mede incerteza. Na abordagem frequencista, o conceito de probabil idade e inter-

pretado como o caso l imi te de uma frequencia relativa associada a um numero de observacoes 

inf in i tamente longo de um experimento aleatorio. Na abordagem axiomatica este conceito pode 

tambem ser relacionado com uma conjectura ou avaliacao subjetiva. Neste caso a probabil idade 

expressa uma nocao de chance que pode nao ter nenhuma associacao com um evento do qual se 

possa extrair uma frequencia relativa, por exemplo, a probabilidade de que Isaac Newton soubesse 

jogar xadrez. Esta segunda abordagem e estudada em Inteligencia Art i f ic ial em areas que procu-

ram reproduzir o modo como os seres-humanos realizam racioci'nio baseado em conhecimento 

incerto. Redes Bayesianas sao um t ipo de sistema especialista em que util iza-se probabilidades 

para quanti f icar a certeza ou valores verdade das assertivas. 0 sistema manipula fatos novos e 
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o conhecimento armazenado em sua base apoiado na teoria de probabilidades. Rede Bayesiana 

e um t ipo de sistema especialista que procura imitar o modo como os seres-humanos combinam 

conhecimentos novos e adquiridos para fazer novas conjecturas. A informacao, expressa como 

probabilidade, e util izada para atualizar o conhecimento existente atraves do Teorema de Bayes, 

apresentado abaixo. 

T e o r e m a 1 ( B a y e s ) Dados dois eventos E e F tais que P{E) / O e P(F) ^ 0, tem-se que: 

P(E\F) = ™ M (2.1) 

0 Teorema de Bayes e visto como um instrumento de atualizacao de conhecimento quando 

novos fatos sao apresentados ao sistema. Por relacionar probabilidades a priori, P(E), com 

probabilidades a posteriori, P(E\F), este teorema pode ser usado para atualizar o conhecimento 

sobre um determinado domfnio, representado pelo evento E, quando um novo conhecimento e 

aprendido, representado pelo evento F. 0 modo como a base de conhecimento e armazenada 

e como um conhecimento novo e usado para atualizar a base existente tambem se apoia em 

alguns conceitos de teoria dos grafos. Estes conceitos estao definidos na Secao 2 .1 .1 , que realiza 

uma rapida cobertura de teoria dos grafos voltada especificamente para o t ra tamen to de redes 

Bayesianas. 

2.1.1 Deftnif;oes 

Esta secao apresenta algumas definicoes que serao usadas posteriormente ao longo do capi'

tu lo. Considere inicialmente a terminologia empregada para descricao de grafos. Um grafo 

nao-direcionado 9 = {V, £ } e formado por um conjunto f in i to e nao vazio de vertices ou nos 

V, representando variaveis de um domfnio, e um conjunto de pares nao-ordenados de vertices 

£ , chamados arcos. Um grafo direcionado e tambem formado por um conjunto de vertices e 

arcos, entretanto, os arcos const i tuem pares ordenados de vertices. Na representacao grafica de 

um grafo ordenado os vertices sao representados como ci'rculos e os arcos como setas l igando os 

ci'rculos. A existencia de um arco (A, B) exprime o sentido de adjacencia entre os nos A e B, 

no diagrama deste grafo havera uma seta com origem no no A e terminacao no no B. 0 no 

na origem do arco e chamado pai e aquele na terminacao e chamado f i lho. A extensao destas 

relacSes originam outras mais abrangentes que definem os conceitos de ancestral e descendente. 

Dados dois nos distintos A e B, se A e pai de B ou se, recursivamente, A e pai do pai de B 

entao A e d i to ser ancestral de B e B descendente de A. Chama-se caminho entre dois nos A 

t-> u ^ ^ n ; , m t n Hp vertices adjacentes com origem em A e terminacao em B. Um ci'clo e 



Def in icao 1 ( D A G — Grafo Di rec ionado e Acfcl ico) Um grafo direcionado e acfclico, chamado 

DAG (do ingles Directed Acycl ic Graph J, e um grafo direcionado que nao contem ciclos. 

Definicao 2 (Pol iarvore (po ly t ree ) ) Chama-se poliarvore (do ingles po ly t ree j um DAG uni-

camente conectado, isto e, um DAG que, desconsiderando o sentido dos arcos, nao contem 

ciclos. 

Def in icao 3 ( C o n d i c a o de Markov ) Dado um grafo S = {V, £ } no qual V associa-se a var

iaveis aleatorias de um dado domfnio. 9 e dito satisfazer a condicao de Markov se, para um no Xlt 

chamando NDt o conjunto de nos nao-descendentes de Xu tem-se que Xx e condicionalmente 

independente de NDt dado o estado de seus pais, denotado por Pat. Isto e 

P(Xt\Pati NDt) = P(Xl\Pal) (2.2) 

A condicao de Markov e uti l izada para caracterizar o modelo grafico de uma distribuicao 

de probabilidade conjunta. Em Bunt ine [16] e realizada uma cobertura ampla sobre modelos 

graficos dentre os quais se inclui redes Bayesianas e cadeias de Markov. Em se t ra tando de 

redes Bayesianas, relacoes de independencia condicional podem ser estabelecidas considerando o 

conceito de d-separcao. Este conceito, dentre outros, serao abordados a seguir. Considere deste 

ponto em diante que os nos dos grafos tratados sejam associados a variaveis aleatorias discretas. 

Def in icao 4 ( E v i d e n c i a ) Dado um grafo 9 = {V, £ } , chama-se evidencia o conjunto de nos 

instanciados, isto e, nos em que se conhece o estado das variaveis. Uma evidencia e denotada 

por E C V, com E = {Xl\Xl = xtk}. 

(a) Linear (b) Convergente (c) Divergente 

Figura 2 . 1 : Caminhos possi'veis entre nos X e Z 
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Definicao 5 ( c a m i n h o d - c o n e c t a d o ) Dada uma evidencia, E, o caminho entre dois nos, X 

e Z, e dito ser d-conectado (conexao de dependencia) em relacao a E se uma das condicoes 

abaixo se verificarem 

1. 0 caminho entre X e Z e linear ou divergente (Figuras 2.1(a) e 2.1(c)) e nao possui nos 

em E. 

2. 0 caminho entre X e Z e convergente (Figura 2.1(b)) e os nos no interior do caminho ou 

um de seus descendentes esta contido em E. 

Definicao 6 (nos d -separados) Dada uma evidencia, dois nos sao ditos ser d-separados (sep-

aracao de dependencia) se nao existir nenhum caminho d-conectado que os una. 

0 conceito de separacao permite identif icar a existencia de independencia condicional entre 

variaveis aleatorias numa rede Bayesiana. Uma forma de independencia se verifica quando num 

caminho linear um dos nos em seu interior esta no conjunto de evidencia. Esta situacao, ilustrada 

na Figura 2.2, indica que independentemente do estado da variavel X, dado que seja conhecido o 

estado do ascendente imediato de Y, a probabilidade de Y nao e mais inflenciada por X e depende 

unicamente do valor de seu ascendente, assim X e Y sao independentes dado E. Posto desta 

forma, pode-se apresentar a definicao de independencia em redes Bayesianas como apresentado 

em Pearl [88]. 

Definicao 7 ( Independenc ia entre nos) Dado uma evidencia, E, diz-se que dois nos sao in

dependentes em relacao a E se forem d-separados. 

r ' o ) 

Figura 2.2: Indepencia entre nos num caminho linear 

2.1.2 Redes Bayesianas 

Uma rede Bayesiana, denotada como B, e um modelo grafico (Bunt ine [16]) para repre-

sentacao da probabil idade conjunta de um grupo de n variaveis aleatorias U = {X\,..., Xn). 

Embora estas variaveis possam ser continuas, este estudo aborda apenas o caso em que U contem 

somente variaveis aleatorias discretas, tendo em vista que no metodo proposto no Capi'tulo 4 a 
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rede util izada contem somente nos discretos. 0 modelo e composto por duas partes: uma es-

t ru tura, representada por Bs, e um conjunto de probabilidades, denotado como BP. A estrutura 

de uma rede Bayesiana consiste em um DAG no qual os nos representam variaveis aleatorias e 

os arcos relacoes de dependencia condicional entre eles. 0 sentido dos arcos denotam relacoes 

de causalidade. Assim, se um arco possui origem em Xx e terminacao em X2, admite-se que 

Xi e causa de X2 consequentemente X2 e efeito de X\. A outra parte que forma uma rede 

Byesiana, isto e, o conjunto de probabilidades, contem o conjunto de probabilidades a priori dos 

nos raizes e o conjunto de probabilidades condicionais dos eventos associados as ligacoes entre 

nos adjacentes. 

Alem das matrizes que formam o conjunto Bp, que sao probabilidades que nao sao alteradas 

se o estado da rede muda, cada no possui um vetor com as probabilidades a posteriori, que 

refletem o grau de certeza atr ibufdo a cada estado, face os estados das demais variaveis. Este 

vetor e denominado vetor de crenca, do ingles belief, definido como a seguir: 

Definicao 8 ( C r e n c a ) Chama-se crenca, denotada por BEL(-), a probabilidade de um no as-

sumir um valor, dados os valores de todos os demais nos instanciados. 

BEL(xl)=p(xl\E), (2.3) 

em que E e uma evidencia. 

Quando associada a um no, e nao a uma instancia, a notacao BEL(-) referenda o ve

tor de crencas do no, isto e, BEL(Xl) = (BEL(xli), BEL(xl2), • • • ,BEL(xxn)), em que 

£t2) • • • , xm sao os possfveis valores que o no Xt pode assumir. 

A ocorrencia de uma evidencia gera na rede um desequilibrio, que pode ser interpretado como a 

existencia de inconsistencias nos vetores de crencas de alguns nos. Para reintroduzir a rede em um 

novo estado de equilfbrio executa-se um algor i tmo denominado algor i tmo de inferencia (Lauritzen 

et al. [74], Jensen [61], Pearl [87]). 0 mecanismo de funcionamento das redes Bayesianas pode, 

portanto, ser entendido como a execucao do algor i tmo de inferencia em resposta a ocorrencia 

de evidencias. 0 problema de inferencia em redes Bayesianas e em geral da classe NP-HARD 

(Cooper [22]), ent retanto, quando o grafo que a compoe e uma poliarvore existem algori tmos de 

complexidade pol inomial . 

Os dois principals procedimentos envolvidos com redes Bayesianas sao a realizacao de infer

encia e a obtencao da rede a partir de um conjunto de observacoes, procedimento denominado 

aprendizado. 0 aprendizado de uma rede Bayesiana e um problema largamente estudado na lit

eratura (Bunt ine [15]). De um modo geral, este problema e colocado como sendo a obtencao de 

Bs e Bp a partir de um conjunto de observacoes ou casos, sendo que a maior dif iculdade reside, 

de fato, em obter a estrutura da rede - Bs- Nas secoes seguintes serao estudadas separadamente 
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estas duas partes. Na Secao 2.2 sera abordado um algor i tmo de inferencia proposto por Pearl 

[87], na Secao 2.3 sera discutido o problema de aprendizado em redes Bayesianas, isto e, como 

obter a rede a partir de um conjunto de casos, e na Secao 2.4 sera comentada a aplicacao de 

redes Bayesianas ao problema de classificacao. 

2.2 Inferencia em redes Bayesianas 

Esta secao descreve o algor i tmo de inferencia proposto por Pearl [87] e [88], que e uti l izado 

no metodo proposto apresentado no Capi'tulo 4. Este algor i tmo possui complexidade polinomial 

e se aplica a redes do t i po poliarvore. A ideia do metodo baseia-se em trocas de mensagens entre 

os nos, que ocorrem quando a rede recebe uma evidencia. Como mencionado anteriormente, o 

proposito do algor i tmo e reorganizar a rede em um novo estado no qual os vetores de crencas 

nao contem inconsistencia. 

No metodo proposto em Pearl, o computo de p{xt\e) para um no X, e uma evidencia E, 

deve ser expresso como uma funcao envolvendo separadamente as probabilidades de X assumir 

um valor xu dado o estado de seus ascendentes e a probabilidade de seus descendentes terem 

assumido os valores apresentados em E dado Xt. Este calculo baseia-se numa particao do conjunto 

de evidencias em relacao ao no Xt i lustrado na Figura 2.3. E = EXx = E~xt U E X i , em que 

Exx compreende o conjunto de nos formado pela intersecao entre E e o conjunto formado por 

Xt e todos os seus descendentes diretos e indiretos, e E% a intersecao entre E e o conjunto dos 

ascendentes de Xt. Obviamente, como E~Xx e E X i sao mutuamente exclusivos tem-se que 

higura 2.3: Particao de E em relacao a X 

BEL(Xl) = p(xt\eXt) = p{xx\e$ext) (2.4) 

Pearl mostra que (2.4) pode ser decomposto como 
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BEL(Xl) = a p ( e * > t ) p f o | e j t ) 

OIX(X1)TT(X1) 

sendo a uma constante de normalizacao e 

X(xt) 

7r(rct) 

(2.5) 

(2.6) 

0 vetor de crenca de X pode ser escrito com relacao a A e IT como 

BEL(Xl) = a\(Xl)Q7T{Xl) 

Com a operacao produto, denotado por 0 , representado a mult ipl icacao componente a compo

nente dos vetores A e TT definidos abaixo 

sendo r, o numero de instancias de X%. 

Cada no, por tanto, precisa manter um par de vetores auxiliares A e TT a f im de realizar a atual

izacao de seu vetor de crencas. A atualizacao destes vetores auxiliares pode ser realizada atraves 

de mensagens provenientes de nos adjacente. Estas mensagens recebem d e n o m i n a t e s mui to 

proximas aos nomes dos vetores auxiliares, o que pode trazer dificuldades para a compreensao do 

metodo. Vetores auxiliares e mensagens diferem na notacao apenas pela presenca de um fndice 

subscrito, conforme comentado a seguir. 

Considere um DAG, G, um no Xt que possui ot descendentes e pt ascendentes, ou pais, 

e uma particao de G em relacao a Xx. Sejam G j J_ 1 , . . . , Gx

Xt_ particoes de G formada por 

ascendentes de Xt, sejam G j f ^ i • • • , ^ x l + 0 particoes formadas por seus descendentes, como 

ilustrado na Figura 2.4, sejam E^_^... ,El£_^ e E*xx+1, • • •, E%xl+0z

 a P a r t e evidencia, 

contida nos respectivos sub-grafos, os vetores auxiliares X(xl) e ir(xl) usados na atualizacao 

de BEL(xl) e as mensagens A e TT enviadas de e para Xt e um no adjacente X3, como definidos 

X ( X t ) = (A(x t i ) ,A(x t 2 ) , - ' • 

ir(Xl) = {7r{xti),Tr{xl2), • • • 

A(x t r ,)) 

abaixo. 

Vetor A — X(xt) = p{eXt\xt) 

Vetor 7T — TT(X1) = p(xl\exJ 

15 



Figura 2.4: Part ic ionamento de um DAG 

0 algor i tmo proposto por Pearl e formado por duas etapas denominadas fusao e propagacao. 

A fusao descreve o procedimento desempenhado por um no para atualizar seu vetor de crencas 

ao receber mensagens provenientes de nos adjacentes. 0 procedimento de propagacao descreve 

como um no compoe uma mensagem a ser enviada para seus vizinhos apos ter sido realizada uma 

revisao de probabilidades referente a uma evidencia ocorrida na rede. Os procedimentos de fusao 

e propagacao serao apresentados em detalhes a seguir. 

F u s a o Da Definicao 8 tem-se que 

BEL(xt) = p(xt\e) 

Inicialmente separa-se BEL(-) em duas partes contendo as probabilidades envolvendo Xt e 

seus ascendentes e Xt e seus descendentes. Assim, tem-se que 

BEL{xt) = p{xl\exeXt) 

= V{xv\exelxt+x--.e%x^0x) 

Como Gt U . . . U G t e d-separado de Gy ,U...l)GZ dado Xt, entao e valido que 
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B E L ' ^ ) = Q P ( e x , + 1 l ^ ) - - P ( e x , + 0 , l ^ ) ? ( x , | e + ) 

A ( x t ) 7r(xz) 

= aA(o; , )7r(x l ) (2.7) 

Como X3(xt) = p(eXj\xt), j € {% + 1,* + 2 , . . . ,t + ot}, corresponde a mensagem A enviada 

por X ; a A t , tem-se que 

n^fo) t2-8) 

Expandindo o termo p ( £ t | e ^ t ) tem-se que 

^ t - i r i - p i 

p(xl\eXt) = ^ 2 " ^T'P(x*\xi-ihi •••xi-PthPl) 

hi=l hPt=l 
p { x l - l h l . . . x t - P t h p t \ e x % ) 

Como . . . xl-Pl sao marginalmente independentes em relacao a e X t , alem disso, como 

p ( x t _ / | e j j = p ( x t _ , | e £ ) entao 

r t - i r ,_ p , 

P ( x , | e £ m ) = ^ • • • ^ p ( x z | x l _ l h l ...Xt-PthPt) 
fei=i h P l =i (2.9) 

Uma vez que p(xjk\el

x) = Tfx(x3k) e a mensagem 7r que o ascendente X3 envia para Xlt 

entao, subst i tuindo ^ ( x ^ ) em (2.9) tem-se que 

r t - i T - , _ p , 

= Y l " ' 11, p ( x t \ x i - m • • • ^ - p t j P i K f e - u i ) - • - ^ ( z t - p i j j ( 2 - 1 0 ) 

=» BEL(xt) = 

ot \ / r t - i r»_P l x 2̂ ]_2) 

a ( Ot \ / ' t - I ' I - P i \ 

Propagacao As equacoes de propagacao descrevem como um no, Xt, elabora as mensagens A e 

TT enviadas aos seus ascendentes e descendentes, respectivamente, apos ter realizado a atualizacao 

em seu vetor de crencas. 
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A mensagem X%(xjk) enviada por Xx a um ascendente X3 referente ao seu /c-esimo estado e 

uma revisao da probabilidade de toda parte de Exx que envolve Xlt o que inclui seus descendentes 

e ascendentes exceto, logicamente, X3, dado xjk. De acordo com a notacao uti l izada Xl(xjk) e 

dado por 

K(xjk) =p{e3x3\x3k) 

Reescrevendo Xl(xjk) com base na particao de G em relacao a Xu tem-se que 

\{x

3k) = v((eXx\ex3)e~x^ • • • exx-l+0%

xi\x3k) (2.12) 

em que e j t \ e ^ corresponde a toda parte de EXx excluindo X3 e seus ascendentes e descendentes 

exceto Xx. 

Como nos desenvolvimentos anteriores, procura-se neste ponto t i rar proveito das relacoes de 

independencia que podem ser descobertas a partir do modelo grafico. Sabe-se que Xx origina 

uma separacao-d nas sub-redes formadas pelos seus descendentes o que origina a seguinte relacao 

P ( e * x . + 1 • • • e * , + „ > . ) = ftpMSJ*.) ( 2 1 3 ) 
1=1 

Por sua vez, cada um dos ascendentes diretos de Xt tambem origina separacoes-d, expressas 

como 

P ( e x + , . 1 . . . e y ; _ p J x , - 1 . . . x , _ p J = n P ( e ' + _ 1 | x 1 _ , ) (2.14) 
1 = 1 

Entao reescreve-se (2.12) como 

rt-i r i - p i r, 

hi-l hPl = l h=l 

v{eXl-x • • • e x x - P x

e x l + 1 • • • exx+0}xjkXlhxl-ihl • • • ^ - i h j 

p{xl.lhl ... Xl-PlhPlXih\xjk) para J ±1-1 

Substi tuindo as relacoes expressas em (2.13) e (2.14) em (2.15) obtem-se 

(2.15) 

hi = l hPl = l h = l 

^ x l + 1 l ^ ) . . . p ( e l x i + o J ^ ) (2.16) 

P ( e £ _ a N t - l / i , ) • • • P(eXx.Pl \xi-^hPl) 

p{xt-ihl... xl-Pthpxlh\xjk) para 
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Ocorre que p{eXi+l\xth) = Xi(xth) e a mensagem A recebida por Xx de seu /-esimo descen

dente. Alem disto, pode-se reescrever p{xl.Vll ... x l . P i h p x l h \ x j k ) como 

p{xlh\x3kx^lhl . . . x l . P i h J p ( x l . l h l . ..xt-Plhpt\x3k) (2.17) 

Mais uma vez, como as variaveis XJt X t _ i , . . . . Xt-Pl sao marginalmente independentes, entao 

p(Xi-lhl . ..xl_Pihpi\x3k) = p(xt-lhl).. .p(xl^PihJ (2.18) 

Subst i tu indo (2.17) e (2.18) em (2.16) e reagrupando os termos tem-se que 

* < * * ) - £ • • • £ £ 

A,+i(x,h). . . A t + 0 l ( x t / l ) 

P ( «SL , )p(xl-ihl ) • • • P ( « £ _ * I x * -p»*p . )P(*i-P.fcp, ) 

p (^ t / i |^ ; fc^ i - i /n • • • Xt-p./jp,) para j ^ i - I 

Usando o Teorema de Bayes, cada termo p(eXx_l\xl-ihl)p(xl-ihl) pode ser rearranjado como 

aip(xt-ihl\eXx_t) 

em que ai e uma constante. Finalmente, como p(xt-ihl\ex" ) = 7Tj(x,_//,(), tem-se que 

P(etxt.i\xt-ihi)p{xi-iht) = atir^Xr-th,) 

r t - p i r, 

=> A(x j f c) = a ^ • • • £ £ 
hi=l hP t =l/i=l 

A t + i ( x j / ! ) . . . A 1 + 0 j ( x t / l ) (2.19) 

fft(£s-»l*i) • • • 7 r t(x ,- p ,fc p i ) 

p(x l / l |x j f c 2 ; t _i / l l . . . x t - P t h p t ) para j ^ i - l 

em que a e uma constante de normalizacao e p(xlh\xjkxt-ih, . • • xi-PlhPl) e parte de Bp, portanto, 

conhecido. 

E impor tante destacar que no computo de (2.15) a (2.19), obviamente, nao esta incluida a 

contr ibuicao proveniente de X3, assim o somatorio se realiza sobre todos os ascendentes de Xx 

exceto aquele para o qual ele envia a mensagem A. 

A mensagem TT que Xx envia a um de seus descendentes, X3, dada por 
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TT3(X%) =p{xt\eXa) 

equivale ao calculo de BEL(xx) considerando que na evidencia seja excluida a parte relativa a 

Xj e seus descendentes e ascendentes, exceto Xt. Logo, a partir de (2.11) tem-se que 

ir3(xx) =p{xl\eXj) 

= a 

/ \ / 7 - 1 - 1 R ' ~ P ' 

K&3 J S i = l JP» = 1 
) ) 

(2.20) 

2.3 Aprendizado de redes Bayesianas 

Ao longo dos ul t imos 10 anos diversos autores propuseram e aperfeicoaram metodos para 

resolver o problema de obter uma rede Bayesiana a partir de um conjunto de observacoes. Refer-

encias importantes nesta area podem ser obtidas em Bunt ine [15], que realiza uma completa 

revisao de l i teratura sobre o assunto ate o ano de 1996, Heckerman [56], que descreve os funda-

mentos de varios metodos e assuntos correlatos e Krause [71] que realiza uma revisao abrangente 

e acessfvel procurando localizar-se entre as duas publicacoes anteriores, sendo mais profundo que 

Bunt ine [15] e menos tecnico que Heckerman [56]. 

0 maior problema ao obter uma rede Bayesiana a partir de dados e determinar sua estrutura, 

Bs, devido a enorme quant idade de redes que pode ser originada a partir de um pequeno conjunto 

de dados. Bouckaert [10] cita que a quantidade de redes, denotado como G(-), que pode ser 

formada por um conjunto de n nos e dada pela expressao 

Assim, para um conjunto com 10 nos existem aproximadamente 4, 2 x 10 diferentes estruturas 

possfveis. A maioria das solucoes propostas sao baseadas em heuristicas que ut i l izam uma medida 

de adequacao da estrutura aos dados (metr ica) e em uma estrategia de busca (search procedure). 

Estes metodos tambem sao denominados metodos de busca e pontuacao (Carneiro [17]). Alem 

destes, ha tambem algori tmos que procuram obter a estrutura da rede atraves de testes de 

independencia condicional que sucessivamente vao acrescentando arcos a uma rede inicialmente 

formada por nos nao interl igados. Estes sao denominados metodos baseados em analise de 

dependencia (Carneiro [17]). 

Ao longo desta secao serao abordados os problemas relacionados ao aprendizado de Bp e 

Bs- Inicialmente sera t ra tado o problema de aprendizado de Bp considerando os casos em que 

se dispoe de bases completa e incompleta. Em seguida sera t ra tado o problema de aprendizado 

de Bs considerando a abordagem baseada busca e pontuacao. 

G(n) = ^ = i ( - ^ ) l + l O G ( n - i ) , caso contrar io 

1 se n = 0 
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X\ = { X u , X i 2 , • • • , X l n } 

%2 = { x 2 l , X 2 2 , • ' • ,X2r2} 

{x31,x32; ' • * ,Z3r 3 } 

Figura 2.5: Configuracao de um conjunto de nos usado para modelar aquisicao de probabilidades 

2.3.1 Aprendizado de probabilidades condicionais 

0 problema de aprendizado de probabilidades consiste em determinar para todas as instancias 

de um no, Xx = { x t l , • • • , xlTl}, a probabilidade condicional da ocorrencia de xlT dada a ocorrencia 

da j -es ima instancia dos pais de Xu denotado por Pax. 

Considere inicialmente o desenvolvimento de uma solucao baseado nos dados da Figura 2.5, 

que apresenta uma rede Bayesiana bastante simples formada por apenas tres nos. Como X\ 

e X2 sao nos raizes entao o conjunto de pais de X\ e X2 sao vazios. 0 problema de obter 

probabilidades condicionais se restringe portanto ao no X3, entao, com base nos dados desta 

f igura, o problema de aquisicao de probabilidades pode ser colocado como encontrar os valores de 

p(x3i\pa3]),p{x32\pa3]),... ,p{x3r2\pa33), em que pa3j pode ser qualquer uma das rxr2 pos-

si'veis combinacoes de instancias dos nos X\ e X2, isto e pa3j € {2:11X21,2:11X22, • • • ,2:17.1X2^}-

Considere que a base de dados de observacoes das variaveis X\,X2 e X3 seja formada por 

um conjunto de tuplas com os valores instanciados de cada uma destas tres variaveis, isto e, 

D = { ( ^ U ' x 2 f c i 2 > x k 3 ) ' (xhkU'xhki2^hkJ}- C a d a u m a destas tuplas e chamada caso e 

a base de dados e dita ser completa se em cada caso existirem observacoes sobre cada uma das 

n variaveis que compoem a rede. 

Considere agora o caso geral em que o conjunto D e obt ido a partir de uma rede com n 

variaveis. Uma vez que Bp e 0 elemento desconhecido e que se conhece Bs, suponha que a base 

de dados possa ser reagrupada conforme o arranjo seguinte: 

D = { A r i i i ( x i i , p a n ) , 

Niqii{xu,palqi) 

Afnll(3nliPOnl)i 

Nnqni{xnupanqn), Nnqn2{xn2,panqn), N n q n r n ( x n r n , p a n q n ) } 

N u 2 { x l 2 , pan), N n r i ( x i r i , pan), 

Ni22(xi2,pa12), A ^ n n ( x i n , pa12), 

Niqi2(xi2> p a l q i ) , N l q i r i { x l r i , p a l q i ) , 

N n l 2 ( 2 : n 2 , P a n l ) , • • • , Nnirn (xnrn, p a n l ) , 
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com Ntjk denotando todas as observacoes da tupla (xlk,pal3). Utiliza-se o fndice rx para denotar 

a quantidade maxima de instancias de um no Xv 0 fndice qx denota a quantidade maxima de 

instancias do conjunto Pat. Ao iongo de toda esta secao as letras i j e k serao usadas com o 

seguinte sentido: a letra % denota o fndice do no, que pode variar de 1 ate n, a letra j denota o 

fndice dos pais de um no e k, o fndice de uma instancia. 

B a s e de c a s o s comple ta 

Considere as seguintes premissas: 

I- A distr ibuicao xx dado pal3 denotado por p{xlk\paXJ) e mul t inomial com parametros 0l3 = 

I I - A distr ibuicao a priori de 0l3 e Dirichlet, com parametros v„it..., i W i denotada como 

Dir(9X3i,...,9X3rt\vX3U...,vX3ri) 

I I I - Os dados amostrados sao completos. 

Naturalmente, a obtencao de 9X3k consiste na estimacao das proporcoes NXJk/ Sfc=i NX3k, que 

por hipotese possui distr ibuicao conjunta a priori Dirichlet. Ut i l izando o metodo de inferencia 

Bayesiana a estimacao de 9X3k e dada pelo valor esperado da distr ibuicao a posteriori de 9ljk dado 

as observacoes, isto e, Ep(dt3\D)[9ijk]- A distribuicao a posteriori de 9XJ e tambem Dir ichlet quando 

os dados possuem distr ibuicao mul t inomia l , por esta razao as distribuicoes Dir ichlet e mul t inomial 

sao chamadas complementares (Neapol i tan [85]). A l i teratura (Heckerman [56], Neapol i tan [85]) 

mostra que a distr ibuicao a posteriori de 9ij e dada por 

p(0%3\D) = Dir(9X3i,..., 9%jr%\vX3\ + NX3i,..., vXJTl + NX3r%) (2.22) 

Segue-se a partir da Equacao (2.22) que o valor esperado de9ljk, usado para estimar p{xxk\pat3) 

e dado por 

p(xxk\pat3) = Ep{0t3\D)[9X3k] = V%* j TT^~ (2-23) 
V%3 T i ' y 

em que i / t J = e NX3 = J2k=i Nvh-

A equacao (2.23) pode ser empregada satisfatoriamente no calculo de Ep(etJ\D)[9X3k] se existir 

um conhecimento a priori sobre a distr ibuicao de 0tJ. Foi assumido que p{0l3) e Dir ichlet, mas 

nada foi d i to sobre os valores dos parametros da distribuicao. Sem o conhecimento a priori sobre 

estes parametros, Zabell [106] mostra que a equacao (2.23) pode ser aproximada por 

Nl3k + K 
9 i * ~ N^TK^t

 ( Z 2 4 ) 
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em que Nljk e Nt} sao definidos como em (2.23) e K e uma constante, cujo valor sugerido e 1, 

\ ou \ (Herskovits [57]). 

B a s e de c a s o s incomple ta 

Na pratica, muitas vezes e necessario t ratar com bases de casos incompletas, isto e, bases em 

que, em algumas tuplas, ha valores nao observados de algumas variaveis. 0 t ra tamento de bases 

de dados incompletas tern sido largamente estudado na l i teratura dada a sua importancia pratica. 

Alguns trabalhos que resumem os principals desenvolvimentos nesta area devem-se a Singh [103] 

e Heckerman [56], que realizam uma abordagem considerando que os valores nao preenchidos 

obedecam o Princi'pio da Informacao Ausente (do ingles Missing Information Principle) (Ramoni 

e Sebastiani [91]) . Este princi'pio estabelece que os dados nao preenchidos tenham uma ocorrencia 

aleatoria na base de casos e que possam ser preenchidos art i f ic ialmente com base na informacao 

presente. 

Quando a ocorrencia dos valores ausentes obedece ao Princi'pio da Informacao Ausente, as 

solucoes de um modo geral consistem em realizar o preenchimento dos dados omissos. Este 

preenchimento pode ser fe i to de diversas formas, como pela atr ibuicao de um novo estado carac-

terizando um dado nao observado, ou pelo emprego de um metodo estati'stico. Devido a grande 

variedade de metodos estati'sticos, ha por conseguinte, muitas formas de estimar os dados nao 

observados. As duas formas mais populares sao pelo emprego do algor i tmo EM (Expectation and 

Maximization) (Depster et al. [29]) e pela amostragem de Gibbs (Neal [84], Andrieu et al. [4]). 

Quando os dados ausentes possuem um vies, isto e, ocorrem de uma forma sistematia, Ramoni e 

Sebastiani [91] mostraram que pode ser usado um algor i tmo determini'stico que, no caso medio, 

converge rapidamente para a solucao exata. 0 algor i tmo de Ramoni e Sebastiani, denominado 

Bound and Collapse, ao inves de realizar o preenchimento da base de casos, estabelece limites 

(bounds) para os intervalos em que os parametros da rede podem se localizar (no pior caso este 

intervalo e igual a [0 ,1 ] ) , estes intervalos sao i terat ivamente reduzidos (collapse) convergindo 

assintot icamente para o valor esperado do parametro estimado. 

Nesta secao a ideia dos algori tmos de preenchimento baseados nos algoritmos EM e amostragem 

de Gibbs sera explicada em maiores detalhes. 

Algor i tmo E x p e c t a t i o n Max imiza t ion 0 algori tmo EM e comumente empregado para max-

imizacao da funcao de verossimilhanca, que neste caso e a probabil idade condicional dos dados 

dado o vetor de parametros, 6, que pode ser denotada como 

m a x l(0\D) com l(0\D) = p(D\d) 
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sendo D a amostra. Num modelo de mistura, uma distribuicao p(x) e tida como o resultado de 

uma mistura ou combinacao linear de outras distribuicoes, podendo ser expressa como 

P(x) = ^ * " t P t ( s | 0 i ) 
i 

com TT1 > 0 sendo as proporcoes ou pesos da mistura, satisfazendo X^7rz = 1 e pt(x;9) as 

densidades que compoem o modelo. No caso da distribuicao p(D\0), pode-se reescreve-la como 

um modelo de mistura considerando uma particao do conjunto D = {D^°\D^}, em que 

refere-se as variaveis observaveis e Z ) ( e \ as variaveis escondidas ou nao observadas. Assim, tem-se 

que 

p(D\9) = Y , P ( D i o ) \ D i e ) : 0)p{D{e)\0) (2.25) 

Com base na notacao empregada na equacao (2.25), a ideia do algor i tmo EM pode ser apre-

sentada como a seguir. Inicializa-se o vetor 6 e, com base nestes valores, realiza-se a estimacao 

das variaveis escondidas, D^e\ que corresponde a fase E (expectation) do algor i tmo. A base 

completa resultante da fase E e entao empregada para a maximizacao de l(6\D), fase M (max

imization) do algor i tmo. Os novos valores de 0 resultantes da fase M sao por sua vez usados 

para iniciar uma nova fase E, dando im'cio a um processo i terat ivo que finaliza quando um dado 

cri terio de convergencia e at ingido. 

Na l i teratura e frequente a apresentacao da fase E do algor i tmo como uma etapa em que se 

obtem uma aproximacao da verdadeira funcao logantmica de verossimilhanca, com base no valor 

corrente de 6. Normalmente emprega-se o simbolo Q"> para denotar o valor de 0 na iteracao 

t, e denota-se a aproximacao de l(0\D) como Q(d\0'*'). Graficamente, o compor tamento do 

algor i tmo EM pode ser entendido com base na ilustracao da Figura 2.6, em que se apresentam 

duas iteracoes que seguem apos a atr ibuicao do valor inicial de 9 — 0 ( ° ' . 

Para uma dada classe de problemas, como o problema de classificacao com base em mis

tura Gaussiana, ha estudos realizados que tornam simples a implementacao do algor i tmo EM 

(Webb [115], Ghahramani e Jordan [47]). Para o problema de estimacao de parametros em redes 

Bayesianas, Lauritzen [73] mostrou que as etapas E e M podem ser realizadas como apresentadas 

a seguir: 

E t a p a E Dado que 

m 

1{9\D) = ]]_p(di\6) 

1 = 1 

em que m e a quant idade de casos e di, a /-esima tupla de D 

sobre o logar i tmo de (2.26) , segue-se que 
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Apl icando o operador E[] 



1{Q\D) 

Q(0\OW) 

6/(0) 0(D 6/(2) 

Figura 2.6: Evolucao do algoritmo EM 

n qi r, 
,.V. xjk 

ijk l(9\D) 
1=1 j = l fc=l 

Segundo Lauritzen, o valor de NtJk pode ser estimado como 

E[N,3k\D^,e] = J2E0lx',3k\ 
1 = 1 

com Ee[x[3k\di) dado por 

1 se Xx e P a , sao observados e ^ = ẑ . e Pat = pal3 

Eglx^di] = ^ 0 se X, e Pat sao observados e X , ^ ou Pa% ^ pa%3 

I p(xtjkPO>tj\(*i i&,Bs) caso contrario 

Podendo ser o valor p(xlJi:pal3\d\0\6, Bs) calculado por algoritmo de inferencia apos a 

instanciacao de d\ e propagacao das probabilidades na rede. 

Etapa M Na etapa M, utiliza-se os valores de NtJk, calculados na etapa E, fazendo 

9ml? 
E[Nt3k\D(°\0] 

l 3 k EkE[Nrjk\D^,0} 

Portanto o valor de 9%Jk e simplesmente aproximado pela proporcao que Nl3k ocupa em Nl3. 
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0 algoritmo EM aplicado ao problema de aprendizado de parametros em redes Bayesianas e, 

portanto, facil de implementar. Segundo Heckerman [56], o algoritmo possui rapida convergencia 

mas conduz a resultados sub-6timos. Por outro lado a amostragem de Gibbs, que sera detalhada 

a seguir, pode gerar resultados muito mais precisos, mas requer urn numero muito maior de 

iteracoes. 

Amostragem de Gibbs A amostragem de Gibbs e urn metodo de simulacao de Monte Carlo 

baseado em cadeia de Markov (MCMC — do ingles Markov chain Monte Carlo). Simulacao de 

Monte Carlo e urn procedimento de amostragem para obtencao de elementos de uma determinada 

densidade alvo. 0 sentido da palavra amostragem utilizada aqui e empregada nos textos que 

tratam deste assunto, difere daquele normalmente empregado nos livros de estatfstica. Entende-

se como amostrar urn elemento de uma dada distribuicao p(-) a realizacao de urn experimento 

aleatorio, simulado em computador, que produz como resultado um elemento x cuja distribuicao 

de probabilidade e regida por p(-). A simulacao de Monte Carlo pode ser usada para gerar 

seqiiencias de numeros aleatorios com distribuicoes bastante complexas que, ao contrario de 

distribuicoes conhecidas e bem exploradas como a normal, Cauchy ou uniforme, nao podem 

ser geradas a partir de expressoes conhecidas. Atraves deste procedimento e possfvel resolver 

problemas dificeis como o calculo do volume de um corpo convexo em d dimensoes em tempo 

polinomial (Andrieu et al. [4]). Simulacao MCMC e tambem uma ferramenta conhecida e 

largamente utilizada no computo de problemas de fisica, economia e em inferencia Bayesiana 

(Andrieu et al. [4], Webb [115]). 

A amostragem de Gibbs, introduzida por Geman e Geman [46], e um metodo de simulacao 

MCMC que gera amostras x de uma distribuicao multivalorada caracterizando-se por gerar cada 

componente xx sequencialmente, uma apos a outra. Presume-se portanto que seja mais facil 

simular a geracao dep(x t |x i , . . . , xt-i, x 2 + i , ...,£„) do que a geracao de x a partir da distribuicao 

conjunta de °p{xx\x\,..., xn). 

Para usar a amostragem de Gibbs na obtencao dos parametros de uma rede Bayesiana baseada 

em casos incompletos deve-se satisfazer a restricao de que para cada vetor amostrado x tenha-se 

p(x) > 0, denominado condicao de irredutibilidade, e que x possa ser amostrado teoricamente 

em um numero infinito de vezes, condicao denominada aperiodicidade. Heckerman [56] e Singh 

[103] apresentam o algoritmo como: 

1. Inicializa-se aleatoriamente os casos nao observados de modo a ser obtida uma aproximacao 

inicial de D completa — D ( 0 ) . 

2. Para cada valor omisso do conjunto De original - dxi (i-esima posicao da Z-esima tupla) -

reavalia-se seu estado com base na distribuicao p(dxi\D\dxi, Bs) ate ser obtida uma nova base 

completa D{t). 
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3. Executa-se o passo 2 repetidas vezes e, ao final, realiza-se a estimacao de p(0\D°,Bs) pela 

media das probabilidades p(da\D\dd, Bs) originadas no passo 2. 

Se um numero muito grande de iteracoes for empregado e se forem atendidas as restricoes 

de que para cada instancia x, tenha-se p(x) > 0 e que cada instancia possa ser amostrada 

teoricamente num numero infinito de vezes, a amostragem de Gibbs assegura uma estimacao 

acurada do verdadeiro valor de p(Q\D°, Bs). Apesar de ser mais preciso do que o algoritmo EM, 

a amostragem de Gibbs costuma ser preterida em razao de convergir mais lentamente. 

2.3.2 Aprendizado da estrutura da rede 

Esta secao aborda metodos de aprendizado da estrutura da rede (Bs) baseados em busca e 

pontuacao. Sao apresentadas as medidas de pontuacao, ou metricas, mais comuns e comentados 

alguns algoritmos de busca. 

metrica Bayesiana 

0 criterio referenciado por alguns autores (Bouckaert [10], Tian [109]) como medida Bayesiana 

e usado para estabelecer a adequacao de uma estrutura, Bs, na representacao dos dados D. A 

metrica Bayesiana e derivada da expressao 

p { B s l D ) = —W)— 
Assim, se Bs e melhor representative que Bs> deve-se ter que 

p(Bs\D) = p(D\Bs)p(Bs) 
p(Bs.\D) p(D\Bs>)p{Bs>) 

logo, a solucao, Bs para o problema de encontrar a estrutura da rede a partir dos dados pode ser 

expressa como 

B*s = argmax = {p(D\Bs)p(Bs)} 
Bs 

OU 

B*s = argmax = {p{Bs, D)} 
Bs 

Em seu projeto de doutorado Herskovits [57] desenvolveu uma expressao que fornece o valor 

dep{BsD) e um algoritmo, denominado K2 para maximiza-la. A metrica Bayesiana e o proced

imento para maximiza-la serao explorados nos paragrafos seguintes. 

Teorema 2 (Herskovits [57]) Seja U um conjunto de nos {Xi,X2,... ,Xn}, n > 1, em que 

cada Xx pode assumir valores em {a?,i,..., xlTl}, rt > 1, % = 1 , . . . , n . Seja D uma base de 

dados de casos em U e para cada variavel Xt, seja Pax o conjunto de pais de Xx em Bs- Alem 
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disso para cada conjunto PaZl seja paz sua j-esima instancia em relacao a D, j = 1, qu 

qz>0. Considere Nljk o numero de casos em D no qua I a variavel Xx possui o valor xlk e Pax 

possui o valor paXJ. Assumindo as seguintes hipoteses: 

1. 0 processo que gera os dados e modelado como uma rede Bayesiana que contem somente 
variaveis em U, que sao discretas. 

2. Os casos ocorrem independentemente, dado um modelo de rede. 

3. A base de casos e completa. 

4. As distribuicoes f ( 9 X ] 1 ) , . . . , f ( 9 W l ) e / ( 0 t y i ) , . . . , /(fl,^,), para 1 < n' < n, 1 < j < 

Qi, 1 < / < Qi' sao marginalmente independentes. 

5. As probabilidades de segunda ordem sao uniformes. 

Fazendo NtJ = J ^ l

= 1 A ^ , entao 

p(B„ D) = p(Bs) f[ ft J\~l):iV ft W (2-27) 

A expressao (2.27) fornece uma medida para comparar a adequacao de uma estrutura aos 

dados. 0 algoritmo K2, proposto em Herskovits [57] descreve um procedimento para obtencao 

de B$ = argmax = {p(D\Bs)p{Bs)} baseado na metrica enunciada no Teorema 2. A ideia 

deste algoritmo sera apresentada posteriormente. 

metrica MDL 

Chama-se comprimento do descritor (do ingles description length) uma medida (em unidade 

de informacao — bit) usada para descrever um conjunto de dados (Rissanen [94]). Se esta 

descricao puder ser realizada sem redundancias obtem-se um comprimento do descritor mfnimo 

(Minimum Description Length). Suponha por exemplo que em um grande conjunto de dados 

observa-se uma lei de formacao. Entao, existe uma maquina de Turing que modela tal conjunto. 

Logo, a descricao dos dados envolve a codificacao de um algoritmo e a codificacao de alguns 

elementos do conjunto, ja que os demais poderiam ser deduzidos a partir da lei de formacao. Em 

um caso extremo, suponha que em um conjunto de dados nao teria sido identificado nenhum 

padrao de regularidade entre seus elementos, isto e, os dados poderiam ter sido gerados de forma 

completamente aleatoria, neste exemplo sua descricao envolveria a de todos os elementos do 

conjunto. A medida de descricao de todos os elementos do conjunto e geralmente maior que a de 

uma lei de formacao seguida de alguns elementos representatives, sendo assim deve ser evitada. 
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Seja % = {Hi,H2,...} um espaco de hipoteses, ou de leis de formacao. Como nao se 

conhece a lei de formacao que originou os dados, D, a MDL e obtida por uma busca em IK. 

Mais precisamente busca-se obter de % o elemento mais provavel dado o conjunto D, isto e, 

procura-se maximizar 

p(H\D) 

que pelo Teorema de Bayes pode ser expresso como 

, pjDH) _ y(D\H)p(H) 
P { ' ' P(D) p(D) 

Aplicando o negativo do logaritmo em ambos os lados, tem-se 

- \ogp(H\D) = - logp(D\H) - logp(H) + log(p(D)) (2.28) 

Como p(D) e constante quando se varia H, entao, para maximizar (2.28) deve-se minimizar 

-\ogp(D\H)-logp(H) (2.29) 

Em Teoria da Informacao, tomando o logaritmo na base 2, — logp(x) e o numero de bits necessario 

para codificar a realizacao X = x de uma variavel aleatoria X. 0 codibo de Huffman (Lelewer 

e Hirschberg [76]) aproxima esse valor assintoticamente quando se considera n observacoes da 

variavel aleatoria X. Baseado na equacao (2.29), a definicao da MDL como descrito em Vitanyi 

e Li [113] e dada por 

Definicao 9 (Descritor de comprimento mfnimo (MDL)) Dado um conjunto de dados, e 

uma enumeracao efetiva de modelos, a MDL ideal seleciona o modelo que minimiza as seguinte 

somas: 

1- do tamanho, em bits, da descricao efetiva do modelo; e 

2- do tamanho, em bits, da descricao dos dados quando codificados com a ajuda do modelo. 

Intuitivamente, se H for muito simples poderia ser descrita ou codificada mais simplesmente, 

mas nao iria explicar satisfatoriamente os dados, o que acarretaria em maior erro na descricao 

dos mesmos. Sendo, por outro lado, H complexa os dados seriam explicados mais precisamente 

mas seria necessario maior espaco em sua codificacao. A MDL, como sera explicado a seguir, e 

uma solucao de compromisso que busca encontrar um balanco entre estas duas partes. 

A ideia empregada para a descricao dos dados e modelo e baseada na codificacao de Huffman, 

um codigo cujo valor esperado do tamanho e minimo (Cover e Thomas [27]). Ocorre que a 

quantidade de casos requeridos e uma funcao exponencial do numero de nos e do numero de 
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instancias de cada no (Lam e Bachus [72]). Esta limitacao faz com que o calculo ideal da MDL 

nao seja realizavel, obrigando a serem adotadas solucoes heuristicas. Algumas destas heuristicas 

foram propostas por Lam e Bachus [72] e Bouckaert [10], sendo a segunda mais utilizada em 

trabalhos subsequentes, como Suzuki [107], Tiam [109] e Friedman e Getor [42]. 

A solucao heuristica proposta por Bouckaert [10] se fundamenta no Teorema 3 

Teorema 3 (Boukaert [10]) 1 Seja U um conjunto de variaveis aleatorias U = {Xi} X2,..., Xn). 

Seja Bs a estrutura de uma rede Bayesiana e D uma base de dados completa com N casos. Seja 

p{Bs, D) a medida Bayesiana de Bs e D e seja L(BS, D) uma medida de descricao de Bs e D. 

Entao 

L(Bs,D) = -logp(Bs,D) + C 

em que C e uma constante que nao depende de N, sendo L dado pela expressao 

L(Bs,D) = -logp(Bs) + NH(D,Bs) + l-^-K (2.30) 

com 

i=l 3=l fc=l 1 3 

* = ZEE( n ••*)(*-1) 
;=i 3=1 k=i XjePaz 

0 termo H(D, Bs) corresponde a entropia condicional dos dados em relacao a rede e o termo 

K e uma constante em relacao a TV. K diz respeito a complexidade da rede, quanto maior for 

o numero de conexoes entre os nos, maior sera o seu valor. Pelo grafico da Figura 2.7, pode-se 

perceber que a MDL estimada por (2.30) procura selecionar uma solucao de compromisso entre 

os termos NH(Bs, D) e ]-^-K, considerando - logp(i?s) constante, ou seja, considerando que 

todas as redes tenham igual probabilidade de serem geradas. Na realidade procura-se redes mais 

simples, mas nao tao simples que nao expliquem satisfatoriamente o comportamento dos dados. 

Algoritmos de busca 

Como mencionado no initio da Secao 2.3, o numero de estruturas possfveis aumenta expo-

nencialmente com a quantidade de nos, portanto, a avaliacao de cada elemento do conjunto de 
J No artigo original Boukaert apresenta a medida de descricao, L ( B s , D ) , como sendo L ( B s - D ) = 

\ogp(Bs,D), que e uma medida negativa. Neste texto L ( B s , D ) difere daquela apresentada em Boukaert por 

um sinal, tornando L uma medida positiva 
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K 

Figura 2.7: Description Length em funcao da complexidade da rede 

estruturas individualmente com base em uma metrica estabelecida requer um tempo exponencial. 

Herskovits [57] apresentou uma heuristica gulosa, isto e, um metodo de busca que emprega um 

criterio de otimizacao local, que fornece uma solucao aproximada em tempo polinomial, como 

descrito a seguir. 

A fim de simplificar a dimensao do espaco de busca, estabelece-se uma ordenacao nos nos 

oriunda de conhecimento de especialistas. Esta ordenacao assegura que, dados dois nos Xx e X3, 

se i < j, entao Xt pode ser pai de X3 mas X3 nao pode ser pai de X%. Considere o conjunto de 

nos U = {XiiX2tX$} dispostos segundo esta ordenacao. Neste exemplo os possfveis conjuntos 

Par seriam 

Pa3 = {XuX2} Pa2 = {X1} Pai = {} 
Pa3 = {X,} Pa2 = {} 

Pa3 = {X2} 

Pa3 = {} 

Baseado nos dados deste exemplo, pode-se perceber que se fosse possivel realizar para cada 

no, Xx, a busca do conjunto Pat que seja otimo em relacao a metrica estabelecida seria necessario 

realizar um numero exponencial de avaliacoes de estruturas, de fato, a obtencao de requereria 

(") = 2n — I avaliacoes para um conjunto ordenado de nos. 

0 algoritmo K2, proposto por Herskovits, obtem Bg em tempo polinomial fazendo com que 

para cada no, Xu um dos possfveis predecessores, X3, e acrescido ao conjunto Pat se { X j u P a ^ 

maximiza metrica Bayesiana. 

Em Bouckaert [10] e proposto um algoritmo, denominado K3, em que se emprega a metrica 

MDL em substituicao a medida Bayesiana no algoritmo K2. 

Baseado no algoritmo K3, Suzuki [107] desenvolveu um metodo de busca em largura utilizando 

(Branch and Bound) que assegura a obtencao de uma solucao exata para (2.30). Tian [109] 
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meihorou o algoritmo de Suzuki utilizando limites (Bounds) mais precisos. Uma cobertura ampla 

dos algoritmos de busca foge a proposta deste trabalho, em Carneiro [17] pode-se encontrar uma 

revisao extensa de diversos algoritmos nesta area. 

2.4 Redes Bayesianas como classificadores 

A aplicacao mais comum de redes Bayesianas esta focada em problemas em que relacoes de 

causa e efeito sao bem definidas, ja que o sentido dos arcos no grafo subjacente denotam relacoes 

de causalidade. Por esta razao, embora redes Bayesianas sejam uma ferramenta apropriada para 

estimacao da densidade conjunta de um grupo de variaveis aleatorias, a estimacao da classe de 

um padrao dado o estado de seus atributos, tende a produzir resultados insatisfatorios (Friedman 

et al. [41]). Esta secao apresenta solucoes a este problema referenciadas na literatura bem 

como o classificador Bayesiano (Duda e Hart [33]) que, mesmo nao sendo propriamente uma 

rede Bayesiana adaptada ao problema de classificacao (ja que sua origem antecede ao das redes 

Bayesianas) e considerado uma rede Bayesiana simplificada (Naive Bayesian Network). 

2.4.1 Classificador Bayesiano (Naive Bayesian Network) (Duda e Hart 

[33]) 

Considere um conjunto de n variaveis aleatorias distintas associadas a medicoes sobre um 

determinado domfnio e uma variavel de decisao relacionada a classe a qual estes atributos se 

associam. Sejam X\,..., Xn as variaveis aleatorias associadas aos atributos e Y a variavel 

aleatoria associada a classe ou rotulo. Supondo, por hipotese, que as distribuicoes de Xt dado Y 

sejam independentes e conhecidas, usando a regra de Bayes pode-se obter uma expressao para 

fornecer a estimacao da distribuicao de Y dado Xi,...,Xn, Uma vez que se pode mensurar 

p(yl\x), atribui-se a um padrao de teste o rotulo da classe que maximiza esta distribuicao, 

considerando uma variacao sobre os valores de Y. 0 classificador assim definido e chamado 

classificador Bayesiano. Naturalmente, ha uma associacao direta entre este classificador e a 

rede Bayesiana ilustrada na Figura 2.8, por isto alguns autores o chamam de rede Bayesiana 

simplificada (Naive Bayesian Network). 

Na pratica, apesar de ter sido proposto ha varias decadas e de ser baseado em uma hipotese 

muito restritiva, pois nem sempre e valido que ocorrencias dos atributos sejam independentes 

dado a classe, o classificador Bayesiano e um metodo de classificacao competitivo comparado aos 

recentes avancos na area 

32 



Figura 2.8: Classificador Bayesiano (Naive Bayesian Network) 

2.4.2 Classificadores Bayesianos seletivos (Singh e Provan [104]) 

Singh e Provan [104] propoem um algoritmo composto por duas fases. Na primeira realiza-se 

uma selecao de caracteristicas, da qual se extrai do conjunto de atributos aqueles mais represen

tatives. Na segunda, utiliza-se uma variacao do algoritmo K2, denominada CB (Singh e Valtorta 

[105]), para criar uma rede Bayesiana com base nos casos observados. 0 algoritmo CB nao requer 

o fornecimento da ordenacao dos nos por um especialista, esta ordenacao e realizada com base em 

testes de independencia condicional e, uma vez conhecida tal ordenacao, e aplicado o algoritmo 

K2. No processo de selecao de caracteristicas os autores propoem uma estrategia gulosa baseada, 

tambem, no algoritmo CB. Partindo de uma rede que possui apenas um no, aquele associado a 

variavel de decisao — Y, adicionam-se sucessivamente novos atributos enquanto a medida de 

adequacao dos dados a rede (metrica Bayesiana) estiver aumentando, algoritmo denominado K2-

AS 2 , ou nao estiver diminumdo, algoritmo denominado K2-AS<. A rede Bayesiana obtida pelos 

algoritmos K2-AS e K2-AS< sao esperadamente mais complexas que o classificador Bayesiano. 

Alem disto, nao impoem restricoes quando a independencia estatfstica dos atributos. Em exper-

imentos realizados observou-se que as redes K2-AS e K2-AS< apresentam melhor desempenho 

que o classificador Bayesiano, especialmente quando os classificadores sao treinados com bases 

de casos mais numerosas. 

2.4.3 Classificadores Bayesianos explorados por Friedman et al. [41] 

Friedman et al. [41] tambem realizaram uma extensao do classificador Bayesiano, relaxando 

a hipotese de independencia dos atributos dado o valor da classe. 0 trabalho de Friedman 

et al. [41], assim como o de Singh e Provin [104], procura estabelecer regras de criacao de 

redes Bayesianas adaptadas ao problema de classificacao. Naturalmente, redes Bayesianas com 

estrutura mais complexa que o classificador Bayesiano eliminam, ou minimizam, o problema 

imposto pela hipotese de independencia dos atributos dado a classe. Por outro lado, redes 

obtidas a partir dos dados que buscam unicamente otimizar a funcao de escore (metrica Bayesiana 

2 0 nome do algoritmo significa K2 com selecao de atributos, do ingles K2 with Atribute Selection 
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ou MDL) tendem a desempenhar de maneira insatisfatoria quando aplicada ao problema de 

classificacao. Friedman et al. [41] prop5e uma modificacao da metrica MDL pela incorporacao 

de um termo que penaliza a geracao de redes que nao atendem a maximizacao da probabilidade 

condicional de w, dado x. A funcao de escore apresentada em seu trabalho e dada por 

N N 

^ l o g p ( c j > l ) + ^ l o g p ( ^ ) (2.31) 
i= i t=i 

Friedman et al. apresentam um procedimento de complexidade 0{n2N) que minimiza (2.31) 

construindo um tipo de rede Bayesiana denominada TAN (Tree Augmented Naive Bayes). Os au-

tores tambem utilizaram um procedimento para obtencao dos parametros da rede (Bp) diferente 

daquele apresentado na Secao 2.3, o qual referenciaram como metodo de suavizacao dos paramet

ros. Experimentalmente eles constataram que redes TAN com suavizacao de parametros de um 

modo geral tern um desempenho semelhante as redes TAN que nao empregam o procedimento 

de suavizacao e, em alguns casos, apresentaram desempenho superior. Tambem foi constatado 

experimentalmente que o erro obtido com redes TAN, com e sem suavizacao de parametros, na 

maioria das vezes e menor que aquele obtido com o ciassificador Bayesiano. 

Friedman et al. tambem investigaram outra categoria de redes Bayesianas aplicadas ao prob

lema de classificacao. Trata-se de uma combinacao de redes Bayesianas denominadas Bayesian 

mutinets (Geiger e Heckerman [44]). Nesta abordagem, a base de casos e dividida em n particoes 

disjuntas, cada uma associada a uma classe cul. Para cada um destes subconjuntos constroi-se 

uma TAN segundo o procedimento proposto e usado no caso anterior. Como cada uma destas 

redes fornece uma aproximacao da distribuicao P(X\LO1), aproximando p(io\) pela sua freqiiencia 

relativa, pode-se obter uma expressao que fornece a distribuicao p(ujl\x), usada efetivamente 

como criterio de decisao para classificar um padrao de teste. Em experimentos realizados os dois 

metodos (TAN e Bayesian multinets) mostraram-se equivalentes. 

2.4.4 Ciassificador Bayesiano explorado por Frey [37] 

Frey [37] desenvolve um estudo bastante amplo de aplicacoes de redes Bayesianas, nao se 

detendo apenas a seu uso como ciassificador, ele tambem a explora como ferramenta para com-

pressao de dados e codificacao de canais.3 A linha de pesquisa investigada em seu trabalho 

difere bastante daquela adotada nos trabalhos revisados nas Secoes 2.4.2 e 2.4.3, Frey estuda 

modelos de redes mais complexos, com muitos lacos, e que, portanto, nao podem ser utilizados 

por algoritmos de propagacao de probabilidades nem obtidos com base nos algoritmos estudados 

na Secao 2.3. Os classificadores abordados neste trabalho exploram fortemente a propriedade 

da rede Bayesiana em modelar uma distribuicao conjunta, sendo assim, ao inves de tomar a de-

3do ingles, channel coding. 



cisao com base na avaliacao de p(ut\x), a tomada de decisao e feita com base na avaliacao da 

distribuicao conjunta de x para um grupo de n redes Bayesianas, sendo n o total de classes do 

problema. Chamando px(x) a densidade de x calculada pela z-esima rede, classifica-se um padrao 

de teste atribuindo-lhe o mdice da rede que maximiza pl(x). Neste caso, o tipo de procedimento 

adotado esta mais proximo daquele utilizado pelo ciassificador modelos escondidos de Markov 

(Rabiner and Schafer [90]). 

Os tipos de redes estudados estao classificados em dois grupos denominados redes autore-

gressivas e redes de multiplas-causas, que serao revisados nas secoes seguintes. 

Redes autoregressivas 

Figura 2.9: Redes Bayesianas autoregressivas 

Redes autoregressivas sao na realidade uma cadeia de nos totalmente conectados no sentido 

esquerda/direita, como ilustrado na Figura 2.9. Para estas redes a probabilidade da ocorrencia 

conjunta de x e dada por 

p(x\0) = Y[p(xl\xli...,xl-ll0) (2.32) 
i 

sendo 9 um grupo de parametros da rede. 

Se as variaveis, por sua vez, forem binarias, tem-se um modelo de regressao logfstico (McCul-

lagh e Nelder [82]), podendo p(-) ser aproximado pela aplicacao da funcao iogfstica sobre uma 

projecao de x, como colocado abaixo 

(2.33) 

com f{x) = 1/(1 + e " 1 ) e x0 = 1. 

Frey [37] apresentou um procedimento de busca para obter os valores de 9 com base na apli

cacao do metodo do gradiente conjugado a maximizacao da funcao logantmica de verossimilhanca. 

Em experimentos realizados com reconhecimento de caracteres manuscritos Frey estabeleceu o 

sentido de ordenacao dos nos na cadeia com o mesmo sentido da varredura empregada na leitura 

de documentos, isto e, esquerda para direita e cima para baixo. Os resultados destes experi

mentos foram extremamente promissores quando comparado a outros metodos tradicionalmente 
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empregados nestas comparacoes, como o ciassificador Bayesiano, o metodo dos k vizinhos mais 

proximos e arvores de decisao. 

Redes de multiplas causas 

Nas redes de multiplas causas, presume-se que o estado das variaveis observadas — x — 

seja de fato conseqiiencia da influencia direta de um conjunto de variaveis nao-observadas ou 

escondidas — h — como ilustrado na Figura 2.10. Neste caso, em princfpio, o valor de p(x\0) 

e estimado como 

p(x\e) = Y^P(x\h.,0)p(h\0) (2.34) 
h 

Figura 2.10: Redes Bayesianas de multiplas causas 

Ocorre que a expansao do somatorio em (2.34) origina uma explosao combinatorial o que in-

viabiliza a realizacao de um calculo exato. Frey explora duas linhas para realizar uma aproximacao 

do calculo em (2.34), que sao: a amostragem de Gibbs e a estimacao de um limite inferior para a 

funcao de maxima verossimilhanca — MLB (Maximum likelihood-based estimation) — usando o 

algoritmo EM (Expectation Maximization). Neste segundo caso, sao realizadas experiencias com 

dois metodos empregados no algoritmo EM: estimacao da MLB por inferencia variacional (Saul et 

al. [99]) e estimacao da MLB usando uma maquina de Heimholts estocastica (Dayan et al. [28]). 

Nos estudos experimentais, Frey avaliou diversas variacoes dos algoritmos apresentados, como a 

utilizacao de mais de uma camada escondida e agrupamento de maquinas de Helmholtz. De um 

modo geral pode-se constatar que o uso de redes autoregressivas e o agrupamento de maquinas 

de Helmholtz tiveram os melhores desempenhos em testes com reconhecimento de imagens de 

caracteres manuscritos, sendo o erro originado por estes metodos muito proximos entre si. En-

tretanto na fase de treinamento, redes autoregressivas demandaram um tempo substancialmente 

menor (ate dez vezes menor) que o utilizado pelas maquinas de Helmholtz. 
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2,5 Conclusao 

Neste capftulo foi apresentada a teoria basica relacionada com redes Bayesianas que cobre 

duas linhas principals: como reaiizar inferencia com base em um algoritmo de propagacao de 

probabilidades e como obter a rede a partir de uma base de casos. Foi tambem realizado um estudo 

importante destas redes no contexto em que se localiza a proposta de tese, isto e, procurou-se 

investigar o uso de redes Bayesianas aplicadas ao problema de classificacao. Atraves deste estudo 

pode-se perceber que, apesar de ser uma ferramenta apropriada para estimacao de densidades, a 

aplicacao de redes Bayesianas ao problema de classificacao nao e uma extensao natural da teoria 

apresentada nas secoes iniciais do capftulo. Conforme pode ser observado nos trabalhos realizados 

por Friedman et al. [41] e Sing e Provan [104], e necessario reaiizar alguns ajustes de modo 

a adaptar as redes Bayesianas ao problema de classificacao tirando proveito do conhecimento 

existente na area. No trabalho desenvolvido por Frey [37], os algoritmos e a estrutura das redes 

estudados se distanciaram ainda mais das proposicoes que nortearam os trabalhos de Friedman et 

al. e de Singh e Provin. Neste ultimo, as redes Bayeianas concebidas possuiam uma estrutura tao 

complexa que nao pode ser empregado o mecanismo de inferencia estudado na Secao 2.2, o que 

demandou a investigacao de algoritmos de inferencia para realizacao de um calculo aproximado. 

Esta e uma linha que parece promissora mas que infelizmente nao aproveita desenvolvimentos 

bem consolidados na area abordados no infcio do capftulo. 0 metodo apresentado nesta proposta, 

assim como os revisados nas Secoes 2.4.3 e 2.4.2, tambem procura reaiizar adaptacoes para aplicar 

os algoritmos revisados nas Secoes 2.2 e 2.3 ao problema de classificacao. 

0 problema de classificacao sera estudado em maior profundidade no contexto de combinacao 

de classificadores no Capftulo 3 que, assim como redes Bayesianas, fornecem uma base teorica 

que apoia a proposicao do metodo apresentado no Capftulo 4. 
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Capftulo 3 

Combinacao de classificadores 

A combinacao de classificadores e uma linha de pesquisa cujos trabalhos mais importantes 

foram propostos a partir do ini'cio dos anos 90. Trata-se portanto de uma linha relativamente nova 

e potencialmente promissora. 0 objetivo deste capftulo e fornecer uma visao contextual do assunto 

a fim de que se que se possa compreender as motivacoes para construcao do metodo proposto. 0 

capftulo esta organizado da seguinte forma: na Secao 3.1 apresentam-se as dificuldades inerentes 

ao aprendizado de classificadores e uma justificativa teorica para utilizacao de combinacao de 

classificadores; na Secao 3.2 realiza-se uma revisao de literatura sobre os principals trabalhos na 

area; e a Secao 3.3 encerra o capftulo com conclusoes gerais sobre o conteudo apresentado. 

3ol Dificuldades relacionadas corn aprendizado de classifi

cadores 

Um ciassificador, segundo o ponto-de-vista estatfstico, e um modelo matematico que gener-

aliza o conhecimento adquirido a partir de um conjunto de treinamento para reaiizar predicoes 

sobre elementos nao vistos. De acordo com este enfoque, o termo aprendizado se aplica a criacao 

de um modelo estatfstico que, como tal, possui vantagens e limitacoes. Alguns dos principals 

problemas relacionados com a construcao deste modelo serao discutidos ao longo desta secao. 

Considere um problema hipotetico. Suponha serem conhecidas as distribuicoes dos padroes 

de tres classes bem como os valores a priori de cada uma delas, isto e, conhecem-se os valores de 

p(x\ut), i = 1,2, 3, cujas curvas de nfvel estao ilustradas na Figura 3.1, e p(u)x). Uma vez que as 

distribuicoes sao conhecidas, pode-se classificar um padrao de teste, x, atribuindo a ele o valor 

da classe que maximiza piu^x) usando o Teorema de Bayes 

p(x\ujx)p{u)x) 
P { ^ X ) = p(x) 

Sendo conhecidas informacoes estatfsticas completas sobrep(x\u>x) e p j w j , o ciassificador Bayesiano 
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- 2 1 4 7 

Figura 3.1: Curvas de nfvel de densidades conhecidas 

obtido e chamado ideal, denotado por h*(x). Eliminando-se o fator de escala p(x), h*(x), pode 

ser formalmente definido como 

h(x) : R p — > C = {ut} C Z 
h(x) = &rgmdux{p(x\uj1)p(ul)} 

i 

0 ciassificador Bayesiano ideal pode ser adotado como um referencial para indicar o quao 

eficiente e um ciassificador, pois o erro medio cometido por h*(x) e mi'nimo, sendo h*(x) otimo 

quando considera-se que o custo associado a uma predicao com erro seja igual para todas as 

classes (Webb [115]). Na pratica nem sempre e possfvel avaliar o quao proximo um ciassificador, 

h(x), esta de h*(x) mas, neste exemplo, pode-se reaiizar tais comparacoes usando h*(x) como 

referencial. 

Suponha que sejam extrafdas amostras aleatorias das distribuicoes p(x\ujl) para formar um 

conjunto 7 = {(xt, yt);x £ M p , y G C.i = 1 , . . . , n} usado no treinamento de um ciassificador 

1-NN, isto e, o ciassificador que atribui a um padrao de teste o rotulo de seu vizinho mais proximo 

encontrado no conjunto de treinamento, denotado por hij^^(x), cujas regioes de decisao estao 

apresentadas na Figura 3.2(a). 0 sfmbolo Q sera usado para denotar regioes de decisao, sendo 

Qt a regiao em que os padroes sao classificados como pertencentes a classe u v Em funcao de 

h\pjN(x) considerar apenas o rotulo do vizinho mais proximo, ele classifica corretamente todos os 

elementos do conjunto de treinamento, mas alguns elementos expurios ocorridos em T originam a 

formacao de fronteiras, tal como ilhas ou agrupamentos (clusters), que difirem significativamente 

daquelas tracadas por h*(x), Figura 3.2(c). Aumentando-se o numero de vizinhos visitados, 

por exemplo, considerando um ciassificador 5-NN, obtem-se regioes de decisao mais proximas 

daquelas geradas pelo ciassificador h*(x) (Figura 3.2(b)). Na realidade, sendo n suficientemente 

grande, aumentado-se o valor de k (numero de vizinhos visitados), o ciassificador resultante se 
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aproxima assintoticamente de h*(x) (Cover e Hart [26]), o que justifica o fato de hlNN{x) 

estar mais distante de h*(x) do que h5NN(x) neste exemplo. 0 ciassificador h5NN(x), tanto 

quanto h*(x), erram em reaiizar a predicao de alguns elementos do conjunto de treinamento mas 

na media, considerando um grande numero de testes, o erro cometido por JISNN(X) e inferior 

aquele cometido por hiNN(x). Diz-se neste caso que h1NN(x) tornou-se superespecializado1 

em classificar os elementos do conjunto de treinamento ao custo de ter perdido a capacidade de 

generalizacao. 

(a) hiNN{x) (b) h5NN(x) (c) h*(x) 

Figura 3.2: Regioes de decisao 

Com classificadores MLP (multilayer perceptron), o problema da superespecializacao ocorre 

quando se acrescentam novas camadas ou novos neuronios a camada escondida. Por outro 

lado, poucos neur5nios nesta camada podem redundar na incapacidade de construir um modelo 

eficiente, o que origina o dilema superespecializacao-generalizacao. Em se tratando de clas

sificadores neurais, algumas tecnicas de minimizar tal problema sao obtidas pelo emprego da 

validacao cruzada, parada brusca2 e regularizacao. A validacao cruzada, que e uma das formas 

mais popular, consiste em reaiizar um treinamento com base em dois conjuntos, um deles e uti-

lizado para treinamento efetivamente e outro para validacao. 0 processo de treinamento dura 

enquanto as curvas de erro obtidas nos conjuntos de validacao e treinamento estiverem em de-

clfnio. Sabe-se que a partir de uma determinada iteracao a curva do erro de validacao torna-se 

ascendente enquanto aquela do conjunto de treinamento continua em declfnio. Esta iteracao 

sinaliza o termino do processo de treinamento pois a partir deste ponto a rede comeca a tornar-se 

superespecializada. 

0 dilema superespecializacao-generalizacao pode ser apresentado de outra forma, com base 

no erro empfrico, isto e, o erro medio que o ciassificador comete em um conjunto de teste 

independente. Para faciiitar esta analise considere uma mudanca de enfoque quanto ao tipo de 

problema estudado. Considere um modelo de regressao, ao inves do modelo de classificacao, 

ldo ingles overfitting 
2do ingles early stop 
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como esta sendo tratado ao longo do texto. 0 modelo de regressao e um modelo probabilistic© 

que relaciona um conjunto de variaveis independentes ou preditoras e um conjunto de variaveis 

dependentes que, ao contrario do modelo de classificacao, sao contfnuas. Alem disto, para 

simplificar os desenvolvimentos considere que sejam tratados funcoes de uma unica variavel. As 

conciusoes tiradas desta analise podem ser estendidas para o tratamento de funcoes de mais de 

uma variavel e para o problema de classificacao sem perda de generalidade, a mudanca de enfoque 

e simplificacao adotadas atendem unicamente ao proposito de facilitar a apresentacao do assunto. 

Sejam X eY duas variaveis aleatorias. Sendo X, chamada preditor, e Y, chamada resposta. 

0 modelo de regressao e um modelo estatfstico que relaciona X eY como 

Y = f(X) +1 (3.1) 

em que / ( • ) e uma funcao determinfstica, possivelmente nao-linear, e e um erro aleatorio com 

valor esperado nulo e independente de / ( • ) . Um algoritmo de aprendizado e um procedimento 

que utiliza um conjunto de treinamento T = {(xu yt)\i = 1 , . . . , n } para atualizar os parametros 

w de uma aproximacao de / ( • ) , denotada como h(-:w). 

Na analise que se deseja fazer, procura-se avaliar a distribuicao do erro empfrico para diferentes 

metodos de aprendizado identificando sua tendencia, ou valor medio, e dispersao. 

Considere inicialmente que a funcao h(-,w) produzido pelo metodo de aprendizado seja sem-

pre a mesma independentemente do conjunto de treinamento, Figura 3.3(a). Neste caso, inde-

pendentemente do conjunto de treinamento empregado, o erro empfrico em um dado conjunto de 

teste sera sempre o mesmo, visto que h(x; w) e sempre o mesmo. Como nao existe dispersao na 

distribuicao do erro, ja que ele se concentra em um unico ponto, sua variancia e nula. Se um pro

cedimento mais complexo for utilizado, por exemplo, a aproximacao por um polinomio de segundo 

grau, obtem-se uma descricao melhor do conjunto de treinamento que implica no deslocamento 

do valor de tendencia, ou vies, do erro para mais proximo da origem, entretanto aumenta-se um 

pouco a variancia pois nem toda aproximacao por um polinomio de grau dois reproduz o mesmo 

erro em um conjunto de teste independente, Figura 3.3(b). Aumentando-se mais a complexidade 

do procedimento de aprendizado, por exemplo, utilizando-se uma aproximacao por um polinomio 

de grau dez, obtem-se um modelo bastante habil em descrever o conjunto de treinamento (su-

perespecializacao) que, no entanto, e bastante sensfvel ao conjunto de treinamento e tendera 

a possuir erro elevado quando testado com elementos nao-vistos (baixa generalizacao), caso os 

dados de treinamento nao sejam representatives, Figura 3.3(c). 

Considere que o erro empfrico seja fornecido pelo erro medio quadratico multiplicado pelo 

fator de escala 1/2, denotado por E(w). Tem-se que 

1 n 

E M = ^ ~ hi"*(*\ ™))2 (3-2) 
i=i 
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(a) h(x\ w) = linear (b) h(x\ w) = W2X2+wix+w0 (c) h(x; w) = Yll°=o wkXk 

Figura 3.3: Analise do vies e variancia do erro empfrico para tres metodos de regressao 

que abreviadamente pode ser expresso por 

^(w) = ^E7[{Y-hNN(X:w))2} (3.3) 

em que o operador E 7 representa uma expectancia calculada com base nos elementos de T. 

Somando-se e subtrafndo-se / ( • ) em (3.3) segue-se que 

£(«;) = ±E7[(Y-f(X) + (f(X)-hKN(X;w)))2} (3.4) 

= ^E7[(t + (f(X)-hNN(X;w)))2} (3.5) 

= \E7[e2} + l_E7[(f(X) - hNN(X;w))2} + E7[e(f(X) - hNN(X:w))} (3.6) 
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Como e tern valor esperado nulo e e independente de / ( • ) , por hipotese, e independente de 

JINNI • \w), por pertencerem a modelos distintos, entao o termo mais a direita de (3.6) tende a 

zero. 0 erro medio quadratico, portanto, pode ser aproximado por 

E(w) w l-E7[e2} + l-E7[(f(X) - hNN(X:w))2} (3.7) 

Sendo que E7[e2} e um termo que nao depende da rede, trata-se de um componente de erro 

intmseco do modelo e que portanto sempre existira, por melhor que seja a escolha de w adotada. 

Por conta disto, i?:r[e2] sera ignorado na analise seguinte que procura avaliar o comportamento 

do erro medio quadratico em funcao de uma escolha em w 

Geman et al. [45] mostram que o termo a direita em (3.7) pode ser decomposto como 

E7[(hNN(X- w) - f(X))2} = B2(w) + V{w) (3.8) 

com 

V{w) = E7[(hNN(X;w) - E7[hNN(X; w)})2} (3.9) 

e 

B\w) = (E7[hNN(X\ to)] - f(X))2 (3.10) 

0 termo V(w), pode-se observar, e a variancia do erro produzido por h(x;w). Na pratica 

indica um termo influenciado pela sensibilidade em relacao aos dados de treinamento. Pode-se 

portanto alterar a variancia alterando-se o conjunto de treinamento. 0 termo B(w), o quadrado 

do vies, por sua vez, e influenciado pela capacidade de h{-, w) em se ajustar a funcao de predicao, 

entao independe do conjunto de treinamento, naturalmente, desde que o conjunto seja represen

tative. A minimizacao de £(tw) requer a minimizacao simultanea de V(w) e B2(w). Ocorre 

que ao minimizar V(w) aumenta-se o valor de B(w), e vice-versa, o que origina o dilema vies-

variancia. Em outras palavras, ao tornar a safda desejada mais proxima dos dados de treinamento, 

aumenta-se a variancia. Por outro lado, ao procurar minimizar a variancia, tao somente, obtem-se 

uma aproximacao que ignora a funcao de predicao. 

Uma maneira de reduzir o erro de aproximacao, como sugerido na literatura (Haykin [55], 

Bishop [7]) pode ser realizado atraves da introducao de um conhecimento a priori sobre a funcao 

de predicao. Isto contribuiria naturalmente para reducao do vies e, tomando um conjunto de 

treinamento suficientemente grande, tambem poderia-se reduzir a variancia. Bishop [7] discute 

varias abordagens para solucionar este problema, uma delas e pela utilizacao de um agrupamento 

de redes neurais. Turner e Ghosh [111] demonstraram que ao tomar o valor medio de R clas

sificadores, a contribuicao da variancia e decrescida de 1/R. A combinacao de classificadores, 
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portanto, pode ser uma estrategia plausfvel para encontrar uma solucao de compromisso para o 

dilema vies-variancia. 

0 agrupamento de classificadores, entretanto, introduz novos problemas, tais como: como 

reaiizar a divisao do conjunto de treinamento e que estrategia usar para combinar as predicoes 

individuals. Para se ter uma ideia destes problemas considere o seguinte exemplo: suponha que a 

variavel dependente seja obtida pela adicao da funcao seno a um rufdo uniforme de valor esper-

ado nulo, definida no intervalo [0, 37r/2], Figura 3.4(a). Suponha que uma rede MLP totalmente 

conectada, com dois neuronios na camada escondida seja usada para reaiizar a aproximacao de 

f(x) = s in(x). Observe que, como a saida da rede e uma aplicacao de uma funcao monotoni-

camente crescente sobre uma combinacao linear duas funcoes sigmoides, ja que existem apenas 

dois neuronios na camada escondida, deslocada por um escalar, a rede possui uma dificuidade 

intrmseca de aproximar funcoes com mais de um ponto critico. Assim, independentemente de 

quantas iteracoes sejam utilizadas no treinamento, o erro empfrico tera um vies elevado ja que 

neste intervalo ha mais de um ponto-crftico. Entretanto, se o conjunto de treinamento for di-

vidido em duas partes como ilustrado na Figura 3.4, poderia-se obter um modelo seguramente 

mais representative Figura 3.4(c). 0 que nem sempre e uma tarefa simples, visto que uma ma 

escolha dos conjuntos de treinamento pode redundar em uma total falta de conhecimento de 

determinadas regioes do espaco de atributos, Figura 3.4(b). Estes problemas serao abordados ao 

longo da Secao 3.2, na qual se realiza um estudo sobre algumas solucoes propostas na literatura. 

I ; — ' 

_ 1 **' 
1 ! 1 

\ \ / ' '.\ 1 \ safda$ de redes heuj-ais 
/ ! 

TP. 

72 

•If—safdas de re<3es neutaisV; -

(a) Aproximacao original (b) Um agrupamento de 

RN 

(c) Outro agrupamento 

Figura 3.4: Exemplo de agrupamento de RN 

3.2 Combinacao de classificadores 

A ideia de combinar multiplos classificadores nao e nova, mas um grande numeros de con-

tribuicoes nesta area surgiu apenas a partir dos anos 90 com a renovacao das pesquisas em redes 
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neurais. De um modo geral, a vantagem em usar um combinador e que pode-se melhorar o de

sempenho do sistema fazendo com que as deficiencias de um ciassificador sejam suprimidas pelo 

bom desempenho de outros (Kittler et al. [69]). Em detalhes, algumas das principals vantagens 

em empregar uma estrategia de combinacao, como citado em Jain et al. [60] sao: 

i Poder lidar com predicoes de classificadores baseados em diferentes espacos de atributos. Uma 

pessoa, por exemplo, poderia ser identificada por sua voz, imagem da face, assinatura, etc. 

ii Poder lidar com tipos diferentes de classificadores baseados no mesmo espaco de atributos. 

Diferentes classificadores tern desempenhos locais diferentes, isto e, em dados intervalos do 

espaco de caracten'sticas, os classificadores possuem desempenhos distintos. Desta forma, o 

bom desempenho local de um ciassificador pode compensar as deficiencias locais de outros. 

iii Poder lidar com classificadores homogeneos baseados no mesmo espaco de caracten'sticas. 

Alguns classificadores, como redes neurais, mesmo quando treinados com os mesmos dados 

realizam predicoes distintas em funcao da aleatoriedade no processo de inicializacao. 

Um esquema de combinacao nao deve ser aplicado quando os classificadores componentes sao 

muito equivalentes. Se nao existir divergencia a utilizacao do combinador torna-se sem sentido. 

Tambem nao se deve usar um combinador quando o problema pode ser satisfatoriamente resolvido 

por um ciassificador isoladamente. 

Tipicamente, um esquema de classificacao e composto por um conjunto de classificadores or-

ganizados em uma arquitetura e uma regra de combinacao. Quanto a arquitetura estes esquemas 

sao classificados como lineares, paralelos e hierarquicos. Na abordagem linear, os classificadores 

sao invocados em serie. A safda de um ciassificador fornece uma classificacao a priori que e 

sucessivamente refinada por classificadores mais especializados em cadeia. Na abordagem em 

paraielo, as safdas dos diversos classificadores sao combinadas simultaneamente para realizacao 

de uma predicao unica pelo combinador. Na abordagem hierarquica, ocorre uma combinacao das 

arquiteturas mencionadas anteriormente, isto e, as predicoes dos classificadores sao combinadas 

tanto em serie como em paraielo. 

Quanto a regra de combinacao, os combinadores sao classificados como baseados em regras 

fixas ou estaticas e baseados em treinamento (Webb [115]). Uma analise mais detalhada a 

respeito da avaliacao do combinador quanto a regra de combinacao sera desenvolvida nas Secoes 

3.2.1 e 3.2.3. 

3.2 . 1 Combinadores baseados em regras fixas 

Regras de combinacao fixas realizam um procedimento pre-determinado. A forma como as 

entradas sao combinadas para gerar uma safda unica e estabelecida a priori, isto e, o conhecimento 
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Figura 3.5: Esquema de combinacao paraielo 

requerido para reaiizar a combinacao nao e adquirido atraves de um processo de treinamento. 

A fim de entender seu princfpio de funcionamento, considere a classificacao apresentada por Xu 

e Krzyzak [116] para categorizar um ciassificador. Xu e Krzyzak [116] avaliam combinacao de 

classificadores quanto ao que eles referem como nfveis de informacao. Segundo os autores ha tres 

tipos de nfveis de informacao, a saber: 

Tipo 1 Nfvel abstrato — sao classificadores que produzem como safda apenas o rotulo a qual o 

padrao apresentado fora classificado. Ex: ciassificador sintatico puro. 

Tipo 2 Nfvel de posto — sao classificadores que organizam os rotulos de safda em postos. Tal 

organizacao possibilita listar em uma dada ordem, da melhor para a pior opcao, os rotulos 

associados a um dado padrao. Ex: redes neurais. 

Tipo 3 Nfvel de medicao — sao classificadores que fornecem para cada rotulo uma medicao da 

probabilidade a posteriori p(ul\x). Ex: ciassificador Bayesiano, HMM (cadeias escondi-

das de Markov). 

A classificacao segundo nfveis de informacao e muito importante para o entendimento das 

regras de combinacao apresentadas a seguir. Nesta secao serao estudadas algumas das regras de 

combinacao mais populares mencionadas na literatura. 

Regra da media (Xu e Krzyzak [116]) 

Esta regra aplica-se a classificadores do tipo 3 organizados em um esquema de combinacao 

paraielo, como ilustrado na Figura 3.5. Xu e Krzyzak [116] consideram que a decisao tomada 

pelo combinador pode ser realizada com base numa estimacao 6ep(ujx\x). p(wi\x) e aproximado 

pelo valor medio de P ( L O I \ X ) , J = l , . . . , m , em que m e o numero de classificadores. Sendo 

assim, atribui-se a um padrao desconhecido x, o rotulo que maximiza o somatorio em j de 

•p(uj{\x). Portanto, 
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UJ* = argmax< ^ p ^ x ) > (3.11) 
1 ^ j=i > 

Regra do produto (Kittler et al. [69]) 

A regra do produto tambem e aplicada a classificadores do tipo 3 mas, ao contrario do esquema 

abordado anteriormente, admite-se neste caso que as entradas possam ser distintas. Tem-se assim 

m entradas, denotadas por xx, i = 1,... ,m, em que m representa o numero de classificadores 

que, por hipotese, sao independentes, isto e, admite-se que p(«i,... ,a!m|u/,) = IljPC ĵl**1*)* 
Como usual, considera-se como meta introdutoria a obtencao de uma expressao que forneca 

o valor de p(a/, |xi , . . . , xm). Assim, usando o Teorema de Bayes tem-se que 

p(a?i,...,xm|u;fc)p(a;t) 
Hb - iP(*li-..i*m|w*)P (^* ) 

p ( ^ i ) n ^ i P ( a j k ) 
SLIP(^)I1J!LIP(*JK) (3.12) 

Como p(a;j|cjt) e desconhecido, pode-se aplicar novamente o Teorema de Bayes para expressar 

a equacao (3.12) em funcao das distribuicoes de p(ujl\x]) que sao conhecidas, pois o metodo e 

aplicado a classificadores do tipo 3. Alem disto, como o denominador de (3.12) e constante 

para todo i, ele pode ser ignorado nos desenvolvimentos subsequentes. Assim, o valor de cul que 

maximiza p(cja |xi, . . . . xm), denotado por u)*, pode ser expresso como 

= argmax{p(a;t|aji,...,a;m)} 
V(ux\x3)p{x3] 

= argmax|p(w t)~ (m-1) f jp(c j I |x J )p(x J ) | 

Supondo que as ocorrencias de x3 sejam equiprovaveis, entao segue-se que 

w* = a r g m a x j p ^ ) - ^ - 1 5 [QP(UJW|»J)| (3-13) 

A expressao dada em (3.13) e bastante susceptfvel a problemas de instabilidade numerica, ja 

que algum dos fatores que a compoe pode ter valor muito proximo de zero. A fim de resolver 

este problema, Kittler et al. [69] propuseram a regra da soma, que consiste numa variacao da 

regra do produto pela introducao de uma nova hipotese. 
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Regra da soma (Kitt ler et al. 

A regra da soma consiste numa variacao da regra do produto, pela introducao da hipotese de 

que p(wt\x3) e proximo de p{ut). Admite-se que 

p(ut\x3)=p(ut)(l + 6l3) (3.14) 

com Sl3 1. 

Substituindo (3.14) em (3.13), tem-se que 

UJ = a n r g m a x j p ^ ) - ^ - 1 ) f[p(ut)(l + 5t3)\ 
1 3=1 ) 

= a x g m a x { p ( o ; t ) J^[(l + 6lJ)} 

j 

Como 6t3 <ti 1, pode-se aproximar { ^ ( 1 + 8l3) pela sua expansao de primeira ordem, o que 

implica em 

u* = a r g m a x { p ( u ; l ) ( l + ) StJ)} (3.15) 
3=1 

A fim de expressar Y23^3 e m funcao de termos conhecidos, pode-se aplicar o somatorio em 

j nos dois lados da igualdade em (3.14), obtendo 

m m 

Y^PMXJ) = ^ p ( w , ) ( i + < y 
3=1 3=1 

m m 

3=1 3=1 

= ^ p - 1 6 > 

Substituindo (3.16) em (3.15), tem-se que 

m 
LJ* = a r g m a x { ( l - m)p(iul) + ^ p ^ a ^ ) } (3-17) 

1 ' 3=1 

Considerando p{ujl) equiprovavel, a expressao (3.17) redunda em (3.11). 

Empiricamente, bons resultados em experimentos realizados por Kittler et al. [69], que 

avaliaram diversas regras de combinacao fixas, foram obtidos quando utilizaram a regra da soma. 

Nestes experimentos, a combinacao de classificadores baseada na regra da soma apresentou taxas 

de acerto superior aquelas obtidas por classificadores individuals. A regra do produto, por sua 

vez mostrou um desempenho geral inferior, tendo inclusive taxa de acerto menor que as obtidas 

por classificadores isolados. 
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Voto majoritario (Xu e Krzyzak [116]) 

Utiliza-se a regra do voto majoritario para classificadores do tipo 1, ou quando pode-se admitir 

as hipoteses de que 

P(Vi\Xj) = 
1 se = ujj 

0 se Uj 

e p(ut) equiprovavel. 

Assim, chamando freq(ut) a contagem ou freqiiencia absoluta do rotulo ut entre os resultados 

originados pelos classificadores, faz-se 

to* = a r g m a x { / r e g ( c j l ) } 
i 

Uma atitude conservadora propoe admitir que u* seja considerado desconhecido caso exista 

empate entre os rotulos vencedores neste processo de votacao. 

Regras do maximo, mi'nimo e mediana (Kitt ler et al. [69]) 

Estas regras sao na realidade extensoes das regras do produto (3.13) e da soma (3.17) que 

executam um procedimento diferente pela adocao de algumas simplificacoes. 

A regra do maximo, originada a partir de (3.17), e dada por 

y* = m a x { ( l - m)p(ujl) + mmaxp(ujl\x:i)} 

em que se utiliza m m a x ^ ( C J J X J ) para limitar superiormente YljPi^^j)- Naturalmente, ad-

mitindo iguais distribuicoes a priori de ult tem-se 

y* — m a x m a x p ( u ; j | c E , ) 
* 3 

A regra do mi'nimo e uma extensao de (3.13) na qual maximiza-se I l j P t ^ l ^ j ) por min jp tc j j l x j ) , 

obtendo-se 

= m a x { p - ( m - 1 } 

:m que, admitindo-se iguais valores de p ( u ; ; ) , tem-se 

y* = m a x { p ( m 1 ) ( c j J ) m i n p ( c j I | c c , ) } 
i 3 

y* = maxmmp(ujj\xj) 
i 3 

A regra da mediana e uma extensao da regra da soma quando se assume iguais distribuicoes a 

priori de ul. Neste caso a regra da soma torna-se a media de p^lxj), fazendo j variar para um 
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grupo de m classificadores. A regra da mediana aproxima a media de p{ut\x3) pela sua mediana. 

Tem-se portanto, 

y" = m a x m e d p ^ j j a ^ ) 

Outras regras fixas 

Alem das regras mencionadas ate entao, uma variedade de outras esta relacionada na literatura 

(Webb [115], Kittler et al. [69] e Xu e Krzyzak [116]). Foge ao proposito deste texto realizar uma 

cobertura exaustiva sobre este assunto. Sugere-se uma leitura das referencias supra citadas para 

aprofundamento em agrupamento de classificadores baseados em regras de combinacao fixas. 

3.2.2 Metodos de amostragem do conjunto de treinamento 

Um dos principals problemas envolvendo combinacao de classificadores e a existencia de de-

pendencia entre os mesmos. Como comentado na Secao 3.2.1 este e um problema particularmente 

influente quando se emprega a regra do produto. De fato, se os classificadores estiverem cor-

relacionados apenas se consegue reduzir a variancia do erro, enquanto que o vies mantem-se 

praticamente inalterado. Ocorre que mesmo classificadores distintos podem ser correlacionados 

se forem treinados com os mesmos dados. Uma maneira de efetivamente fazer os classificadores 

discordarem e treina-los com conjuntos de treinamento distintos. Esta e a ideia dos metodos de 

amostragem do conjunto de treinamento. Dois dos principals metodos nesta linha serao discutidos 

ao longo desta secao. 

Bagging (Breiman [12]) 

Bagging, contracao de bootstrap aggregating, e um metodo de geracao de conjuntos de 

treinamentos para um dado numero de classificadores previamente estabelecidos. A ideia consiste 

em gerar conjuntos de treinamento por um processo de amostragem aleatoria com reposicao. Os 

classificadores sao entao treinados e aplica-se no combinador a regra do voto majoritario. Como 

a amostragem e feita com reposicao, surgirao alguns elementos replicados nos novos conjuntos 

de treinamento. A probabilidade de um elemento ocorrer pelo menos uma vez em uma amostra 

de tamanho n, que corresponde a proporcao de elementos distintos na amostra, e dada por 

i - ( i - - ) n 

de tal modo que, no limite, quando n - * oc, espera-se encontrar 1 - e " 1 = 63% elementos 

distintos. 
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E importante observar que, se os classificadores que constituem o agrupamento forem in-

staveis, por exemplo, redes neurais e arvores de decisao, isto e, se respondem de forma bastante 

diferenciada quando treinados com dados ligeiramente distintos, entao o processo de amostragem 

proposto resultara em um conjunto de classificadores distintos, sendo portanto um procedimento 

valido. Se por outro lado, os classificadores forem estaveis, ex. /c-NN, entao a combinacao 

resultante teria pouco efeito, ja que os classificadores tenderiam a apresentar a mesma predicao. 

Boosting (Freund e Schapire [36]) 

0 metodo boosting tambem e aplicado a classificadores baseados no mesmo espaco de car-

acteristicas. Assim como o anterior, tambem trata-se de um metodo para geracao de conjuntos 

de treinamento e utiliza-se no combinador a regra do voto majoritario. Mas, diferentemente do 

metodo bagging, os conjuntos de treinamento nao sao gerados simultaneamente. Neste caso 

os conjuntos sao gerados em serie e para cada um deles atribui-se um peso usado no processo 

de combinacao. A regra do voto majoritario, portanto, e regida com base nas ponderacoes 

determinadas no treinamento. 

0 metodo foi concebido para combinar classificadores que podem tratar entradas com pesos. 

Considera-se a princfpio que os classificadores envolvidos sejam capazes de levar em consideracao 

alem do par ordenado padrao/rotulo - (xl,yl) - um peso associado a ele - wt. A ideia de 

um modo geral consiste em, dado um conjunto de treinamento 7 = {{xt,yl);i = l , . . . , n } 

e um conjunto de classificadores hj(x),j = l . . . . , m , iniciar um processo iterativo em que, a 

cada iteracao, sejam estabelecido pesos wl para os elementos do conjunto de treinamento, seja 

treinado um classificador h0(x) e seja estabelecido um peso associado ao classificador, denotado 

por e3. Os pesos wl sao estabelecidos de tal modo que seu somatorio e sempre igual a 1 em 

todas as iteracoes. 

0 algoritmo proposto por Freund e Schapire [36], denominado ADABOOST, para classificacao 

binaria, compreende os seguintes a seguir: 

• Inicializar wl com valores iguais — fazer w% = 

• Para j = 1 , . . . , m 

- Treinar hj(x) com os dados de 7 e pesos wl. 

- Calcular e1 como 

para os padroes classificados erradamente 

- Se e3 > 0.5 ou e3 = 0 finalizar o laco, senao 
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* Fazer wl = wt(-~l) para os padroes classificados erradamente. 

* Normalizar os pesos de modo que ')2lwl= 1 

• Classificar um padrao desconhecido, x, considerando que h3(x) = 1 para os padroes clas

sificados como pertencentes a classe uY e h3{x) = - 1 , no caso contrario, calcular h como 

^ = E 1 ° g ( 1 ^ ) ' i » 

e, sendo y a sai'da do combinado, fazer y = 1 se h > 0, ou y = 0, caso contrario. 

Uma extensao do algoritmo ADABOOST, denominado ADABOOST.MH, para classificacao 

de multiplas classes fora proposta por Schapire e Singer [101]. 

No caso geral, quando os classificadores nao sao capazes de treinar padroes com pesos, pode-

se elimina-los fazendo um processo de amostragem com reposicao, em que considera-se como 

pesos a proporcao ou probabilidade de se sortear um padrao a partir do conjunto de treinamento 

original. 

Segundo a literatura (Webb [115], Dietterich [30]) boosting e uma tecnica que permite com-

binar classificadores que isoladamente sao fracos, mas que em conjunto podem realizar uma boa 

predicao. Dietterich [30] apresenta resultados experimentais mostrando que, de um modo geral, 

a utilizacao de uma estrategia de combinacao, como bagging, resulta na obtencao de melhores 

taxas de acerto que aquelas produzidas pelos classificadores isoladamente. Nos seus experimentos, 

esta taxa de acerto e ainda ligeiramente maior nos casos em que fora empregado como estrategia 

de combinacao a tecnica boosting. 

3.2.3 Combinadores baseados treinamento 

As regras baseadas em treinamento formam um espectro muito amplo, especialmente pelas 

contribuicoes relativas a literatura que trata da combinacao de classificadores neurais (Rogova 

[95], Hansen e Salamon [53], Hashem e Schmeiser [54], Cho e Kim [19] e [20] ). Por se tratar 

de um assunto muito amplo, sera dada enfase apenas as tecnicas mais populares. Aos leitores 

mais interessados, recomenda-se a leitura das referencias anteriormente citadas e do Capi'tulo 8 

de Webb [115], bem como das referencias nele citadas. 

Mistura de especialistas (Jacobs et al. [59] e Jordan e Jacobs [65]) 

A mistura de especialistas, proposta por Jacobs et al. [59] e posteriormente melhorada 

em Jordan e Jacobs [65], consiste num agrupamento em paralelo de classificadores baseados 

no mesmo espaco de caracterfsticas. O processo de combinado emprega uma ideia semelhante 
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Figura 3.6: Mistura de Especialistas 

aquela do voto majoritario. Na realidade, trata-se de uma soma ponderada das safdas de um grupo 

de redes neurais (especialistas), sendo os pesos obtidos atraves de um processo de treinamento. 

Como pode ser observado pela ilustracao da Figura 3.6, os pesos, denotados por g3, sao as safdas 

de uma rede denominada gatering netvs/ork (GN). Observe que se os pesos tiverem a mesma 

ordem de grandeza, os especialistas agiriam como se cooperassem entre si. Neste caso, a regra 

de combinacao desempenharia um papel semelhante a do voto majoritario. Se, por outro lado, 

a ordem de grandeza de um unico classificador fosse demasiadamente maior que a de todos os 

demais, estes agiriam como se participassem de um processo de competicao. Esta e a ideia do 

metodo. Aplica-se um processo de segmentacao do espaco de caracteristicas e para cada uma 

destas regioes um unico especialista responde majoritariamente pela classificacao dos padroes nela 

inseridos. Ao contrario de outros metodos que realizam segmentacao do espaco de caracteristicas, 

como arvores de classificacao (Breiman et al. [11]), as fronteiras entre as regioes nao sao rigidas, 

sao suaves. Isto significa que nas regioes limi'trofes, especialistas vizinhos exercem influencia no 

processo de classificacao. 

0 processo de treinamento, que consiste na obtencao dos parametros (pesos) dos especialistas 

e da porta (gate), pode ser realizado com base em um enfoque estatfstico. Inicialmente considere 

que os especialistas e a porta sejam redes perceptron lineares. A fim de que se estabeleca o 

processo de competicao esperado, poderia ser aplicada sobre a saida da porta a regra vencedor 

leva tudo 3 fazendo com que o peso associado ao especialista vencedor tivesse valor unitario 

enquanto que todos os demais tivessem valor nulo. Esta regra, embora atenda ao requisito de 

estabelecer um processo de competicao, falha por nao possuir algumas propriedades matematicas 

desejaveis, tais como continuidade e diferenciabilidade. Sua suavizacao, dada pela expressao 

3do ingles winner takes all 
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9j(x) = 9j{x]v) (3.18) 

em que v refere-se aos parametros (pesos) do combinador, e mais adequada. Uma rede cuja saida 

e computada pela expressao dada em (3.18) realiza um procedimento conhecido pela comunidade 

de redes neurais como metodo softmax que, sob determinadas condicoes, aproxima a sai'da da 

rede as probabilidades a posteriori - p(ut\x) (Bishop [7], pp 212-222). Para a comunidade de 

logistica multipla (Webb [115]), um caso particular de um modelo de regressao mais amplo e 

largamente estudado pela comunidade de estatistica — o modelo linear generalizado (MacCullah 

e Nelder [82]). 

modelaram a mistutra de especialistas como uma mistura de densidades, cujo valor da predicao 

- y - dado um padrao de entrada - x - e dado por 

em que <fr refere-se a todos os padroes do modelo, incluindo os pesos dos especialistas - w - e 

da porta (gate) - v. Jordan e Jacobs estudaram a aplicacao do algoritmo EM para maximizar 

a funcao iogarftmica de verossimilhanca obtida a partir de (3.19) estabelecendo, desta forma, 

um procedimento estatistico para obtencao dos pesos, isto e, para realizacao do treinamento. 

Naturalmente, para ajustar o problema ao modelo dado em (3.19) e necessario admitir que as 

safdas dos especialistas possam ser regidas por distribuicoes conhecidas. Tipicamente se utiliza 

a distribuicao normal quando se trata de um problema de regressao, utiliza-se a distribuicao 

Bernoulli para problemas de classificacao com duas classes e a distribuicao multinomial para 

problemas de classificacao com multiplas classes. 

A fim de introduzir nao-linearidade ao modelo, uma vez que tanto os especialistas quanto 

a porta sao redes perceptron linear, Jordan e Jacobs [65] propuseram um metodo no qual cada 

especialista e, em si, uma mistura de especialistas. Este metodo e denominado mistura hierarquica 

de especialistas. Embora pudesse ter sido empregada uma estrategia diferente para introduzir a 

nao-linearidade desejada, como o emprego de redes MLP para realizar as tarefas dos especialistas 

e porta, a vantagem em usar a mistura hierarquica de especialistas e manter uma perspectiva 

uniforme do sistema de modo a poder ser empregada a mesma estrategia de treinamento, isto e, 

poder ser realizada a obtencao dos pesos atraves do algoritmo EM. 

Tanto a mistura hierarquica de especialistas quanto as redes MLP podem aproximar ao grau 

de precisao desejavel a distribuicao a posteriori de u, desde que se tenha um numero de amostras 

suficientemente grande e um modelo suficientemente complexo (Bishop [7], pg. 214), o que 

estatistica a expressao em (3.18) e vista como um modelo de regressao denominado regressao 

Considerando g(x) proporcoes oriundas de uma distribuicao multinomial, Jordan e Jacobs [65] 

(3.19) 
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sugere, na pratica, serem metodos com desempenho semelhantes. Uma das vantagens da mistura 

de especialistas mencionadas por Jordan e Jacobs e sua rapida convergencia, uma vez que pode 

ser empregado na fase M (maximizacao) um metodo de otimizacao de convergencia quadratica 

(metodo de Newton, por exemplo), comparativamente muito mais rapido que o algoritmo de 

descida na direcao do gradiente empregado no algoritmo backpropagation. 

Diversas extensoes a proposicao de Jordan e Jacobs foram propostas subsequentemente. Os 

principais desenvolvimentos nesta linha foram discutidos por Waterhouse [114] no seu trabalho 

de doutorado, que realiza uma apresentacao minusciosa e clara da mistura de especialistas, sua 

contextualizacao em relacao a outros metodos e as extensoes mais importantes. Dentre estas 

extensoes pode-se destacar a utilizacao de metodos Bayesianos para obtencao dos parametros do 

modelo, o desenvolvimento de metodos que dinamicamente realizam a expansao ou crescimento 

da estrutura hierarquica e o de metodos que estabelecem criterios de parada antecipada a fim de 

aumentar o poder de generalizacao do sistema. 

Regra baseada no formalismo Bayesiano (Xu e Krzyzak [116]) 

Este metodo se aplica a classificadores do tipo 1, baseados em um mesmo espaco de car

acteristicas e agrupados em um esquema paralelo. 0 metodo emprega valores de p(ur t |^ j ) . que 

correspondem a probabilidade do padrao de teste pertencer a classe cul dado que o fc-esimo 

classificador o tenha classificado como sendo da classe ur Como estas probabilidades sao de-

sconhecidas, a fim de estima-las, Xu e Krzyzak [116] sugerem que estes valores sejam estimados 

a partir de freqiiencias relativas calculadas da matriz de confusao dos classificadores. 0 calculo 

de pO^tly?) e realizado como 

P M t f ) - A (3-20) 

em que 77* corresponde a entrada da matriz de confusao do /c-esimo classificador. Isto e, 7jtJ 

e 0 numero de ocorrencias com que hk classificou um padrao da classe cj t como sendo da classe 

ur 

0 metodo Bayesiano procura determinar a classe ux que maximiza a distribuicao de ul dado 

o estado da entrada do combinador, que corresponde ao estado do espaco de safda dos classifi

cadores. Chamando yk a safda do /c-esimo classificador, tem-se que 

y* = a r g m a x { p ( a ; 1 | y 1
1 . . . 1 y m , 0 } ( 3 - 2 1 ) 

1 

em que f representa um conjunto de parametros desconhecidos da distribuicao. Assumindo a 

hipotese de independencia dos classificadores e aplicando 0 Teorema de Bayes sobre (3.21) tem-

se que 
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p{y\---,ym\$) 

= p(->,ionLiP(p*k,e) 

Aplicando novamente o Teorema de Bayes a fim de expressar (3.21) em fun?:ao de p(u>,\yh) 

tem-se que 

n l , . h - i ,-m n P W M S 1 ) p{^\ym)p(ym) P(QJ,) 

0 denominador em (3.22) e um fator de normalizacao, que assegura que Y^=i Pi^xlv^Pi^i) = 

1, logo, pode ser eliminado. Utilizando (3.20) como aproximacao de p(tJi\yk) e supondo ser p(ut) 

equiprovavel, define-se y* como 

m 

y* = a r g m a x { J | p ( ^ | y f c ) } 
fc=i 

BKS - Behavior-Knowledge Space (Huang e Suen [58]) 

0 metodo BKS e similar a abordagem proposta por Xu e Krzyzak [116] apresentada na Secao 

3.2.3, uma vez que ambos sao metodos que realizam combinacao de classificadores de tipo 1, 

organizados em um esquema em paralelo, e obtem uma base de conhecimento originada a partir 

da aplicacao dos classificadores sobre o conjunto de treinamento. 0 que os autores denominam 

behavior-knowledge space e na realidade um espaco que guarda informacoes sobre o desempenho 

dos classificadores. Considere, porexemplo, dois classificadores, h\(-) eh2{-), cujas safdas estejam 

associadas a um conjunto de n categorias. Para este exemplo o BKS associado seria uma matriz 

de dimensao n x n, em que cada linha estaria associada as predicoes do classificador h\ e cada 

coluna, as predicoes do classificador h2. Cada elemento ( z , j ) , denominado unidade focal (focal 

unit), contem as seguintes informacoes: 

nij(h) — corresponde ao numero de ocorrencias em que um padrao da classe foi classificado 

por h\ como sendo da classe u;, e como sendo da classe u)3 pelo classificador h2. 

Tij — corresponde ao numero de ocorrencias em que os padroes do conjunto de treinamento 

foram classificados por h\ como sendo da classe ut e por h2 como sendo da classe u3. Isto 

e, Tl3 = n y 
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Rl3 — corresponde ao elemento mais representative da unidade focal. E calculado como Rl3 = 

a r g m a x { n t J ( / c ) } 
k 

0 criterio de decisao baseia-se nestas informacoes. Se, por exemplo, hi(x) = % e h2(x) = j , 

consulta-se a unidade focal e realiza-se a seguinte decisao 

. = f R13 se T 1 ; > 0 e > A A G (0,1) 

[ desconhecido caso contrario 

Naturalmente o metodo pode ser aplicado a conjuntos com mais de dois classificadores sem 

perda de generalidade. A utilizacao de dois classificadores neste exemplo foi adotada para facilitar 

a exposicao da ideia. De um modo geral, considerando um conjunto de m classificadores, a regra 

adotada e 

, = f Ri m se T} m > 0 e W l - > A, A G (0,1) 

desconhecido caso contrario 

Ao propor o metodo, os autores ainda apresentam uma forma de obter o limiar (A) e realizam 

uma analise estatistica do criterio de decisao adotado. 

Redes Bayesianas como combinadores de classificadores (Garg et al. [43]) 

Os metodos desenvolvidos por Xu e Krzyzak [116] e Huang e Suen [58] empregam um metodo 

estati'stico para estimacao da densidade no espaco de safda dos classificadores. Segundo Webb 

[115], podem-se ser utilizadas novas abordagens para estimar esta densidade, dentre elas o em-

prego de redes Bayesianas. 0 trabalho desenvolvido por Garg et al. [43] segue esta linha. 

Os autores desenvolveram uma rede Bayesiana de classificadores com uma topologia bastante 

simples, trata-se de fato de um classificador Bayesiano puro (Capftulo 2). 

Em seu artigo, Garg et al. [43] provaram que a probabilidade da rede realizar um erro e 

sempre menor ou igual ao valor mi'nimo da probabilidade de algum classificador errar, o que 

matematicamente pode ser expresso como 

p{h*{xl) ^ yx) < imii{p(h3(xt) ^ yt} 

sendo que xt,yx correspondem respectivamente a entrada e safda desejada, h*(-) e h3(-), a 

classificacao gerada pela rede e pelo j-esimo classificador, respectivamente. 

Garg et al. [43] mostraram que o classificador Bayesiano puro possui uma arvore de decisao 

equivalents cujo numero de nos de decisao, nos folhas, cresce exponencialmente com a profundi-

dade da arvore. Para simlificar a estrutura do combinador, os autores propuseram um processo de 

poda baseado em uma ordenacao dos classificadores quanto ao erro de predicao. Este processo 
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origina a obtencao de arvores de decisao substancialmente mais simples que, embora nao se

jam otimas, por nao serem equivalentes a rede que as originou, experimentalmente apresentaram 

desempenho promissor quando aplicadas a classe de problemas investigado pelos autores. 

Outros metodos 

Alem das classes de metodos relacionados nesta secao, outras formas de combinacao baseadas 

em um processo de treinamento do combinador foram propostas ao longo dos ultimos dez anos, 

dentre estas vale salientar os metodos baseados em logica nebulosa (Cho e Kim [19] e [20] ) e 

metodos basedos no formalismo de Dempster e Shaffer (Xu e Krzyzak [116], Rogova [95] ). 

As discussoes e revisoes abordadas neste capitulo apresentam combinacao de classificadores 

como uma forma de melhorar a predicao geral de um sistema de classificacao. Os principals 

problemas relacionados com o aprendizado de classificadores foram apresentados na Secao 3.1. 

Mostrou-se que o aprendizado de classificadores obedece a um principio, denominado princfpio 

de Occam (Johannes [62]), o qua! diz que nao se deve introduzir complexidade extra alem do 

necessario, isto e, deve-se procurar um balanco entre a complexidade do problema e a do algoritmo 

para soluciona-lo. 0 algoritmo nao deve ser tao simples que nao seja capaz de lidar com a 

complexidade dos dados envolvidos (vies elevado), nem tao complexo a ponto de realizar uma 

superespecializacao dos dados de treinamento (variancia elevada), Figura 3.7. A combinacao 

de classificadores contribui para encontrar uma solucao de compromisso entre vies e variancia 

distribuindo a complexidade do metodo de aprendizado entre varios classificadores. 

3.3 Conclusao 

T o t a l 

Var iancia 

Complexidade 

Figura 3.7: Dilema vies-variancia (adaptado de Johannes [62]) 

No Capftulo 4 sera discutido em maior profundidade a ideia do metodo proposto, que con 
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siste em obter um agrupamento em que os classificadores sao adicionados progressivamente de 

acordo com a complexidade do problema. Desta forma procura-se encontrar um equilibrio entre 

a complexidade do problema e do sistema de classificacao. Os classificadores obtidos sao entao 

combinados por meio de uma rede Bayesiana. 
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Capftulo 4 

Metodo proposto - teoria 

Este capftulo apresenta o metodo de combinacao de classificadores util izando redes Bayesianas. 

Realiza-se uma abordagem de alto nivel focada nos aspectos teoricos envolvidos. A abordagem 

destes assuntos se desenvolve em duas partes principals: na descricao do metodo de particiona-

mento do espaco de atributos, que consiste na fase de criacao de novos classificadores, e na 

obtencao da rede Bayesiana, criada para combinar suas safdas a fim de gerar uma predicao unica. 

Apresenta-se urn metodo de obtencao da rede Bayesiana adaptado para o t ipo de problema em 

foco e discute-se duas diferentes variacoes dos algoritmos de inferencia e aprendizado, o que gera 

quatro diferentes variacoes do metodo de combinacao de classificadores proposto. 

0 capftulo esta organizado da seguinte forma: a Secao 4.1 discute o algoritmo de segmentacao 

do espaco de atr ibutos; a Secao 4 .2 discorre sobre o sistema de tomada de decisao, que consiste na 

uti l izacao de uma rede Bayesiana como urn combinador baseado em treinamento e na Secao 4 .3 

encerra-se o capftulo com conclusoes e discussoes gerais. 

4.1 Segmentacao do espaco de atributos 

Alguns metodos conhecidos como C A R T (Bre iman et a/. [11]) , M A R S (Fr iedman [39]) e 

mistura de especialistas ( Jordan and Jacobs [65]) sao baseados em um particionamento recursivo 

do espaco de atr ibutos. 0 princfpio comum que apoia estes metodos e o de dividir para conquistar. 

Dividir para conquistar e uma tecnica que procura resolver um problema complexo pela sua 

decomposicao em instancias menores, resolvendo-as sucessiva e independentemente e combinando 

adequadamente as solucoes parciais para obter a solucao do problema original. 

Este capftulo apresenta um metodo para particionar recursivamente o espaco de atributos 

que, tal como na mistura de especialistas, promove um particionamento suave (soft partition

ing), isto e, as particoes criadas possuem um pequeno entrelacamento de tal modo que um dado 

padrao pode pertencer a mais de uma particao. 0 esquema de particionamento pode ser de-

scrito brevemente como a seguir: primeiro um classificador e treinado com todo os elementos do 
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conjunto de treinamento; se os padroes sao aprendidos apropriadamente o processo se encerra; 

caso contrario, novos classificadore sao criados para reconhecer o espaco nas v iz inhancas dos 

padroes nao aprendidos. Se alguns dos conjuntos usados para treinar os novos classificadores 

nao sao aprendidos apropriadamente, os mesmos serao particionados. Este processo e repetido 

recursivamente ate que nenhum particionamento possa ser realizado. A Figura 4 .1 ilustra como 

este processo pode ser realizado, admitindo-se que o espaco de atributos seja um subconjunto de 

I R 2 e que o classificador global seja linear. 

Padr5es nao aprendidos 

1.0 

0.5 

0.0 

- 0 . 5 

- 1 . 0 
- 3 . 5 0 / -1 .75 0.00 1.75 

Part icao do espaco de atributos 

Fronteira estabele-

cida por classifi

cador linear 
3.50 

Padroes da classe Ui 

J Padroes da classe o>2 

Figura 4 .1 : S imulacao de particionamento em R p C I R 2 

O treinamento dos classificadores acima descrito assemelha-se ao realizado em metodos de 

reamostragem do conjunto de treinamento denominados "Arcing' (Adaptive Resampling and 

Reweighting) (Duda e Hart [33]) , que procuram fazer com que classificadores baseados no mesmo 

espaco de atributos difiram entre si treinando-os com subconjuntos diferentes. O metodo Boost

ing (Freund e Schapire [36] ) , por exemplo, tambem estabelece que novos classificadores sejam 

treinados com padroes nao aprendidos pelo classificador anterior. Entretanto, ao contrario deste, 

o metodo aqui proposto nao e l imitado a um numero pre-estabelecido de classificadores e, alem 

disto, define efetivamente um conjunto de particoes que caracterizam o espaco em que estes 

classificadores sao treinados e testados. 

Diferentemente do que ocorre em metodos como C A R T e M A R S , as particoes obtidas nao 

cobrem coletivamente todo o espaco de atributos mas apenas os volumes com maior erro de 
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ciassificacao, j a que elas sao vizinhancas em torno de padroes nao aprendidos. 

Por conveniencia, a notacao empregada neste texto aproveitara parte daquela empregada na 

literatura que descreve metodos que realizam particionamento de I R P , tal como Friedman [40] e 

Peng e Bhanu [89]) . 

Definicao 10 (Par t i cao) Uma particao, denotada por R^ c RP e uma regiao caracterizada 

por sua forma sm(a), expressa pela Equacao (4.1), e pelo seu centro u m . 

sm(a) = ave^R^a^x - u m ) | ) , (4 .1 ) 

sendo ex um vetor unitario em BP e ave(-) a funcao media. 

A expressao (4 .1 ) e uma representacao generica para a forma de uma particao. Sua forma e 

mais expandida ou mais contraida em uma direcao a se, na media, a projecao de x — u m nesta 

direcao for mais ou menos acentuada. 

No metodo proposto, a forma de R m deve ser regida pela funcao de predicao f(x), sendo mais 

larga onde f(x) e sua aproximacao h(x), gerada pelo classificador, discordam mais intensamente. 

A adocao deste prinefpio implica na criacao de novos classificadores especializados em resolver 

os casos nao aprendidos pelo classificador original. Por serem treinados em uma viz inhanca do 

espaco de atributos, o erro entre h(x) e f(x) para cada classificador local deve ser inferior aquele 

calculado para o classificador original. Nas secoes seguintes e apresentada em maiores detalhes 

a estrategia usada para criar particoes pequenas e que ao mesmo tempo favorecam a criacao de 

um combinador preciso e robusto, isto e, que possua uma elevada taxa de reconhecimento, e seja 

pouco sensfvel a variabilidade amostral existente no conjunto de treinamento. As secoes 4 .1 .1 e 

4 .1 .2 explicam respectivamente como obter u m e a forma de R m e a Secao 4 .1 .3 apresenta o 

algoritmo de particionamento proposto. 

4.1.1 Obtencao de i t m 

Como as particoes sao criadas sobre os padroes nao aprendidos pelo classificador original, u m 

deve escolhido em uma viz inhanca com a maior quantidade possi'vel destes padroes. Natural-

mente, qualquer procedimento de busca envolvendo uma contagem por padroes em uma dada 

vizinhanca implica em um elevado custo computacional , o que just i f ica a adocao de uma solucao 

heurfstica. Admitindo-se que as maiores concentracoes de padroes nao aprendidos estejam lo-

calizadas nas imediacoes das fronteiras entre as regioes discriminantes de cada classe, a escolha 

de u m deve favorecer a escolha de padroes proximos a uma fronteira. Como e requerido que as 

safdas dos classificadores sejam probabilidades, as regioes de fronteira, que sao regioes associadas 

a uma ciassif icacao dubia, sao bem caracterizadas pela entropia no espaco de saida dos classifi-
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cadores. Portanto, a obtencao de u m pode ser estabelecida pela seguinte regra de maximizacao 

da entropia: 

u m = a r g m a x { - h^x) Inh^x)} (4 .2 ) 
xeM ^ 

sendo M o conjunto de padroes nao aprendidos pelo classificador original. 

A escolha do elemento de maxima entropia pode ser executada rapidamente e tende a originar 

particoes com um numero elevado de padroes nao aprendidos pelo primeiro classificador, como 

avaliado experimentalmente em testes discutidos na Secao 5.3. Alternat ivamente, outro criterio, 

como o erro medio quadratico, pode ser usado ao inves da entropia, com a desvantagem de 

poder conduzir a selecao de elementos expurios (outliers). Um elemento expurio, caracterizado 

por ser uma ocorrencia isolada e deslocada do centro da classe a qual pertence, possui elevado 

erro medio quadratico. Entretanto , por estar distante da fronteira, tende a possuir baixa entropia. 

A entropia, por conseguinte, possui a propriedade desejavel de ser pouco suscetfvel a influencia de 

elementos expurios. Esta propriedade esta ilustrada nas Figuras 4 . 2 ( a ) e 4 . 2 ( b ) . Neste exemplo, 

construido com dados simulados, R p C I R 2 e h(x) e uma funcao discriminante linear. Observe 

que os elementos de mais alta entropia, por estarem localizados nas imediacoes das fronteiras de 

separacao, tendem a estar proximos a um numero maior de padroes nao aprendidos, o que nao 

se verifica com a superficie gerada pelo erro medio quadratico, que possui picos nas imediacoes 

de elementos expurios. 
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Elementos expurios 

Fronteira de f(x) 

(a) Isolinhas de distribuicao da entropia 

Elementos expurios 

Fronteira de h(x) I 

Fronteira de f{x) 

(b) Isolinhas de distribuicao do erro medio quadratico 

Figura 4 . 2 : Distribuicoes da entropia e do erro medio quadratico no espaco de atributos 
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4.1.2 Identificacao de sm(a) 

A forma de R m e tanto melhor quanto mais eficiente for em identificar os padroes em torno 

de u m que necessitem ser submetidos a um novo ciclo de treinamento. Em um espaco de 

grande dimensao mesmo que u m esteja localizado proximo a muitos padroes nao aprendidos, ele 

tambem pode se localizar proximo a muitos que tenham sido aprendidos, pois o espaco ao seu 

redor se prolonga em muitas direcoes. E desejavel que Sm(a) se estenda somente nas direcoes dos 

padroes nao-aprendidos. Para identificar estas direcoes utilizou-se o erro medio quadratico que, 

como demonstrado nos Lemas 1 e 2 a seguir, possui a propriedade de identificar se um padrao 

foi ou nao classificado corretamente quando a safda do classificador e uma aproximacao de uma 

distribuicao de probabilidades. 

Lema 1 Seja h(-) : R n —> l R m um classificador que aproxime uma distribuicao de probabilidades, 

seja y = h(x) a safda produzida, isto e, y = < j / i , . . . , ym > com yl > 0 e Y^Li V* = 1 e s e J a 

t € IR™ a safda desejada, entao, tem-se que um padrao x e corretamente classificado sempre 

que mse(x) < »£. 

P r o v a : 

Por conveniencia, assuma que a classe de x seja u m entao, como se trata de um problema 

de ciassif icacao, o vetor t possui todas as componentes nulas exceto a ult ima em que t m = 1, 

t =< 0, . . . , 0 , 1 > . Observe que ym > 0, 5 implica que x foi classificado corretamente pois 

por hipotese YZLiVi = c o m 2/i > 0, z = 1 , . . . , m . E m outras palavras, se ym < 0 , 5 o 

padrao x pode ter sido classificado corretamente ou nao, entretanto, se ym > 0 , 5 seguramente 

a ciassificacao tera sido correta. 

Considerando que x tenha sido corretamente classificado entao tem-se que 

1 m 

mse{x) = — - Ut)2 

- m—l 
= - T yl + (1 - Vm)\ com ym > 0, 5 (4 .3 ) 

m 

0 vetor y que maximiza (4 .3 ) possui a m-esima componente igual a 0, 5 pois para qualquer 

outro valor os dois termos somados em (4 .3 ) sao simultaneamente minimizados. Portanto, para 

obter uma expressao que maximize o erro medio quadratico quando x e classificado sem erro e 

necessario obter um vetor y tal que o primeiro termo em (4 .3 ) seja maximizado sujeito a restricao 

Y^J[l y% = 0, 5. Isto e, deve-se resolver: 
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m - 1 

max ̂ 2 Vi 
i=i 

s.a. 

2/* = ° > 5 

2 / > 0 

Observe que, como y > 0, entao £ j / , 2 < ( £ y 0 2 P o i s 

(4.4) 

(4.5) 
2 

> (4-6) 

Dado que 3/i) 2 = 0, 5 2 entao a igualdade em (4.6) ocorre somente se 3yt = 0, 5; i = 

1 . . . r a - 1, logo, o problema possui mais de uma solucao o t ima. Entretanto o valor maximo do 

erro medio quadrat ico para um padrao corretamente classificado e unico e igual a: 

max mse(x) = — 
{x\ds{x)=ujm} m 

\ o 1 0 

0 0 ,5 

0 0 

1 0 ,5 

2 ( 0 , 5 ) ; 

rn 

0 , 5 

m 
(4.7) 

em que cls(x) denota a classe de um padrao x e || • || a norma de um vetor. • 

L e m a 2 Sejah(-) : I R n —• I R m um classificador que aproxime uma distribuicao de probabilidades, 

seja y = h(x) a safda produzida, isto e, y =< y i , . . . , ym > com yx > 0 e Y1T=\ V* = * e s e J a 

t € IR 7 7 1 a sa/cfe desejada, entao, tem-se que um padrao x e classificado com erro sempre que 

mse(x) > —. 

P r o v a : Considerando a notacao empregada na prova do Lema 1, pode-se af irmar que x e classifi

cado com erro sempre que y m < 1 / ra. Entao, dado que x tenha sido classificado incorretamente, 

o erro medio quadrat ico obt ido e dado por 

mse 
i m 

= — Y ] y2
x + (1 - 2/m) 2 , com ym < 

771 L — ' 

1=1 

m - 1 

m 
(4.8) 



Observe que (4.8) e minimizado quando ym = 1/m pois, para qualquer out ro valor, os dois 

termos somados sao simultaneamente maximizados. Portanto as componentes do vetor y que 

minimizam o erro medio quadrat ico quando x e classificado incorretamente satisfaz 

m - l 

mm 
t = l 

s.a. 
m - l 

t= i 

y > 0 

(4.9) 

Considere que yt = k + e t I % = 1 , . . . , m - 1 , 0 < k < 1 constante e ^ e ^ O . Segue-se que 

E ^ 2 = (fc + e 1 ) 2 + . . . ( f c + e m . 1 ) 2 

= E f c 2 + E 2 ^ . + E < 2 

= E f c 2 + E ^ 

> E * 2 

(4.10) 

(4.11) 

(4.12) 

(4.13) 

Portanto a solucao que minimiza YLVi sujeito as restricoes do problema (4.9) e unica e dada 

por yi = . . . s b ym-i. Como as componentes y\...ym-\ sao iguais e ym = ^ e como por 

hipotese YlVi = 1 tem-se que y =< yx >, yx = ^ , z = 1 . . . m . Para este caso o de mse(x) e 

dado por 

min mse(x) = — 
{X\cls{x)fr>m} m 

\ 0 1 
_L "1 
m 

0 — 
J_ 
m 

0 J_ 
m 

1 l_ 1 
_ m _ 

1 m - l 

m 772 
(4.14) 

0 l imiar — pode ser adotado como caso l imite, isto e, l imm_»oo m i n mse(x) = -J-
7 7 1 {x\cls{x}*UIm} m 

• 
Com base na propriedade apresentada no Lema 1, a estrategia para delinear a forma de R,n 

pode ser estabelecida como: 

Rrn = {x\ \\x - UmW < r A mse(x) > —} 
77 

(4.15) 
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sendo r o raio de uma hiperesfera em I R P com centro em u m usada para definir uma vizinhanca. 

Nos experimentos realizados o valor de r foi estabelecido como sendo a distancia media de u m 

a x E M , em que M denota o conjunto de padroes nao aprendidos em R. Este procedimento 

favorece a ocorrencia de um entrelacamento entre fronteiras de particoes adjacentes. 

0 criterio do erro medio quadrat ico origina uma regra simples e eficiente para definir a forma 

de Rm, contr ibuindo para uma rapida convergencia do processo de t re inamento por isolar efe-

t ivamente os padroes que necessitam de um novo ciclo de tre inamento para serem aprendidos. 

Entretanto, o erro medio quadrat ico e bastante susceti'vel a presenca de elementos expurios, 

o que favorece a criacao de particoes com prolongamentos indesejaveis. Uma forma de mini -

mizar este problema consiste em relaxar o criterio de inclusao de um padrao em R^, dado pela 

Equacao (4.15), admit indo-se um numero maior de padroes ja aprendidos nas novas particoes 

criadas. 

4.1.3 A lgor i tmo de part ic ionamento 

0 algori tmo de part ic ionamento e apresentado como 

Algor i tmo 1 (Par t ic ionamento do espaco de atr ibutos) 

Particionar(R, h) 

R : Regiao 

h : Classificador (Hipotese) 

M : Conjunto de exemplos nao-aprendidos 

M <- {x\h{x) ± cls{x)} 

enquanto 

um = a r g m a x { - X ] t / i 1 ( a ; ) l n / i 1 ( a j ) } 

para todo x G R 

se (||JC - Um\\ < r A mse(x) > r) entao Rm «- R^ U {x} 

M*-M\Rm 

Observe que o part ic ionamento proposto origina uma arvore, de modo similar ao que ocorre 

com metodos como C A R T e mistura hierarquica de especialistas. Entretanto, diferentemente 

daqueles, o numero de fi lhos de cada no nao e uma constante. Na arvore originada deste part i 

c ionamento, Figura 4.3, chamada diagrama de classificadores, cada no corresponde a uma regiao 

e a um classificador dist intos. 0 classificador global associa-se ao no raiz e os classificadores 

locais associam-se aos nos descendentes. Na Secao 4.2 sera discutida a construcao do sistema 

de tomada de decisao a partir do diagrama de classificadores. 

68 



Figura 4.3: Diagrama de classificadores 

4.2 0 Sistema de tomada de decisao 
O sistema de tomada de decisao e de fa to um combinador de classificadores que funde as 

predicoes elaboradas por classificadores locais e global em uma predicao unica. Este combinador 

e uma rede Bayesiana obtida a partir do diagrama de classificadores originado pelo processo de 

part ic ionamento do espaco de atr ibutos. Nas Secoes 4 .2 .1 , 4.2.2 e 4.2.3 apresentam-se proced-

imentos para realizar o aprendizado da estrutura e parametros (probabilidades condicionais) e 

realizacao de inferencia de uma rede Bayesiana orientada em funcao do problema. 

4.2.1 Obten^ao da estrutura da rede 

Uma rede Bayesiana pode ser vista como um sistema especialista em que as regras da base de 

conhecimentos sao definidas no grafo subjacente. Uma implicacao do t ipo SE A A B ENTAO C 

pode ser associada a um grafo como o ilustrado na Figura 4.4. Neste caso, os valores verdade de A 

e B, quantif icados numa escala continua entre 0 e 1, contr ibuem para formacao do valor verdade 

de C. A intensidade com que estas quantidades se somam e ponderada pelas probabilidades 

condicionais envolvendo os nos pai e fi lhos. Esta analogia pode ser faci lmente transportada para o 

problema de combinacao de classificadores. Um no tomador de decisao combina as contribuicoes 

provenientes de nos folhas, representando classificadores, ponderando-as pelas probabilidades 

condicionais que sao aprendidas com base em um historico de casos observados. 
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Observacoes 

C A B 

1 1 1 

1 1 1 

0 0 0 

0 0 1 

0 1 0 

0 1 0 

0 0 1 

0 0 0 

0 0 0 

0 0 1 

0 1 0 

1 1 1 

Bel{C) = { 0 , 7 5 5 , 0 , 2 4 5 } 

• • • I 

t i 

i I 

P ( . ) = { 0 , 1 , 0 . 9 } P ( . ) = { 0 , 9 , 0 . 1 } 

(b) Inferencia 

Figura 4.4: Implementacao de uma regra de decisao em uma rede Bayesiana 

0 diagrama de classificadores gerado na etapa de part ic ionamento do espaco de atr ibutos 

orienta a aquisicao de Bs- Os classificadores, que fornecem uma estimativa individualizada sobre 

a classificacao de um padrao, sao associados a nos folha. Os nos de combinacao, que sumarizam 

os resultados de varios classificadores, sao associados a nos nao-terminais. A f im de preservar a 

estrutura hierarquica existente no diagrama de classificadores pode-se fazer a introducao de um 

no nao-terminal para cada m'vel do diagrama. Este procedimento leva a geracao de uma rede 

Bayesiana que e na realidade uma arvore, formadada pela introducao de nos nao-terminais a cada 

Aprendizado 

Rede obtida 

BP 

BP 

( PCnini 
r-{u\\j) 

P(1|0) 

r-{u\\j) 

P(1|0) 
P(0|1) 

P ( 1 U ) P ( 1 U ) 

- — — — — 

A A B => C 

[a) Aprendizado 
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m'vel do diagrama de classificadores, Figura 4.5 

diagrama de classificadores 

t I 
x x 

rede bayesiana 

Figura 4.5: Construcao da rede Bayesiana 

4.2.2 Obtencao das probabilidades condicionais 

Uma vez obt ida a estrutura da rede, as relacoes de adjacencia passam a ser conhecidas, per-

mi t indo a estimacao das probabilidades condicionais. Estas probabilidades sao estimadas com 

base em valores observados em uma base de casos contendo ocorrencias simultaneas de instan

cias de nos f i lho e pai. Como o sistema e formado por um conjunto de classificadores localmente 

especializados, para um dado padrao de t re inamento apenas algumas observacoes sao realizadas, 

ja que o classificador nao avalia um padrao fora da particao em que esta definido. A base de 

observacoes, por tanto, e incompleta. Os metodos estuados no Capftulo 2 para t ra tar com incom-

pietude sao caros computacionalmente e por esta razao nao se aplicam ao problema particular 

t ra tado neste t rabalho, pois a ocorrencia de valores nao observados e mui to frequente em todas 

as tuplas da base de casos. Adotou-se por tanto uma solucao heurfstica. Uma vez que os classi

ficadores mais especializados sao mais precisos, ja que foram criados para resolver os casos nao 

aprendidos pelo seu ancestral, ao realizar a classificacao de um padrao de teste, a contr ibuicao 

destes classificadores deve ser mais influente na tomada de decisao f inal. Na pratica este princi'pio 

e impiementado fazendo com que as matrizes de probabilidades condicionais dos nos mais espe

cializados possua baixa entropia. A f im de obter Bp com esta caracteristica, o preenchimento das 

observacoes tambem foi fei to com os valores dos objetivos. Esta estrategia certamente favorece a 

obtencao de Bp com baixa entropia nos nos mais especializados visto que a observacao associada 

ao no ancestral, que e necessariamente um no de decisao, tambem e atribufda ao objet ivo do 

padrao de t re inamento. 

Como apresentado no Capftulo 2, a estimacao de 9%3k = p f ^ - l p a ^ , D), tambem chamado 

parametro da rede Bayesiana, isto e, a probabilidade de que Xt = dado que o estado de seu 

ancestral seja Pat = pal0, quando ha disponfvel uma base de casos completa D e sob a hipotese 

de que 0 seja Dirichlet(9) com parametros V\%..., vn-\ e dada por 
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9vk = p{xlk\palJ, D) = 
Vk +sk 

sendo N = J2k vki e sk igual ao numero de ocorrencias de pa%3 entre M tuplas observaveis em 

D. 

A Equacao (4.16) e usada para calcular os parametros de uma rede Bayesiana qualquer. 

Neste t rabalho apresenta-se um procedimento ligeiramente diferente para calcular 9ljk quando xx 

e um no associado a um classificador, isto e um no folha, visto que neste caso pode-se tratar 

com valores amostrados d i retamente da distribuicao de 0 . Esta adaptacao do procedimento de 

aprendizado de Bp esta comentada a seguir. 

Sejam X\ e X2 variaveis aleatorias e Pa2 = X\. Para simplif icar a notacao, assuma sem 

perda de generalidade que X\ e X2 sejam variaveis binarias. Se X2 e um no folha, a base de casos 

contera observacoes sobre instancias de Xi e da probabilidade de X2 dado X\, ja que um no 

folha associa-se a um classificador. Considere a representacao para esta base de casos ilustrada 

na Figura 4.6. 

Rede Bayesiana 

Base de casos 

D = 

x\ pl(x2l\x\) pl(x22\x\) 

x\ p2(x2l\x\) p2{x22\x\) 

x f pM(x21\x™) pM(x22\x?) .M Mi 

[x 

Figura 4.6: Representacao matemat ica da base de casos de uma rede Bayesiana com dois nos 

Assumindo que 0 2 seja beta{9\vi) 1 e que 92jk seja o l imite de uma uma freqiiencia relativa 

com uma contagem inf in i tamente longa, isto e, chamando mc
kj a frequencia em que X2 — x2k e 

X\ = X\j na c-esima tupla da base de casos, entao 

pc{x2k\xij) = lim 
ml 

m—'oo 771 

com m = 777^ + 777^. De acordo com esta notacao a base de casos pode ser reescrita como 

(4.17) 

*A distribuicao beta e um caso particular da distribuicao Dirichlet, ocorre quando o numero de argumentos 

da distribuicao Dirichlet e igual a dois 
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Xu 
m 11 

m 11 

777 12 

m 12 

D = 

^12 m 

Mi 
11 

M i + 1 
21 

777 

777 

Mi 
12 

M i + 1 
22 

(4.18) 

Z l 2 777 M1+M2 
21 777 

Mi+M2 

22 

sendo o numero de tuplas em D em que X i = x ^ . 

De (4.16) segue-se que 

P(x2k\xi3) = l im 
m—oo 

^ + + 771? 

7V-r-771-r-771 + . . . + 771 

(4.19) 

A Equacao (4.19) , usada para calcular Bp nos nos terminals, mostra que o valor estimado de 

9ljk para estes nos pode ser aproximado pelo valor medio da frequencia relativa de xlk\pai:j em 

D. 

4.2.3 Calculo de inferencia 

Neste t rabalho, a estrutura da rede usada para realizar o agrupamento de classificadores e 

uma arvore, t ratando-se, por tanto, de um caso particular de um grafo unicamente conectado, o 

que torna possfvel a uti l izacao de um algor i tmo de inferencia exato. Foi ut i l izado o algor i tmo de 

propagacao de probabilidades apresentado no Capftulo 2. 

0 calculo da inferencia corresponde a realizacao de um teste, apos a fase de aprendizado ter 

sido concluida. Quando um padrao de teste e apresentado a rede, os nos associados as particoes 

em que ele se localiza propagam mensagens A que culminam na atualizacao do vetor de crenca 

do no raiz. 0 resultado de sua classificacao e obtida pela avalizacao deste vetor, visto que 0 no 

raiz e 0 no de decisao de mais al to m'vel. 

A int roducao de informacao na rede, que desencadeia o processo de inferencia, pode ocorrer de 

duas formas possi'veis: como valores discretos ou como probabilidades. No primeiro caso, a safda 

de um classificador e usada para modif icar 0 vetor A do no terminal associado tornando todas 

componentes nulas, exceto aquela associada a classe com maior probabilidade. Esta abordagem 

tern o efeito de tornar 0 estado do no conhecido, isto e Xx = xlk, Figura 4 .7(a) , pois pela 

Equacao (2.4) segue-se que 

A(X») = < 0 , . . . , 0 , 1 , 0 , . . . , 0 > BEL{XX) = \(XX) (4 .20) 
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No segundo caso, a saida do classificador e atribuida ao vetor A do no tal como ele e. 0 

estado do no, entao, nao passa a ser conhecido, entretanto, seu vetor de crencas e modif icado e 

tende a reproduzir a mesma distr ibuicao do vetor A, desde que seu vetor 77 assegure probabilidades 

aproximadamente iguais para cada possivel estado. Esta abordagem e equivalente a introducao 

de evidencia em um no vazio {dump node), Pearl [87]. Um no vazio e instanciado e propaga 

para seu unico ascendente uma mensagen A igual a safda de um classificador. Ao receber esta 

mensagem o no terminal recalcula seu vetor A pela Equacao (2.8) , o que equivale a torna-lo igual 

a saida do classificador, visto que um no terminal possui apenas um falso descendente: o no 

vazio, Figura 4 .7(b) . 

mensagem A 

— • >» 

no com estado 

conhecido \{Xl)=<0, . . . , 0 , 1 , 0 , . . . , 0 > 

BEL(XX) = \{Xl) 

'a) Modelo discreto 

mensagens A 

no vazio (dump 

node) 
- - >. 

no com estado 

conhecido 

(b) Modelo baseado em probabilidades 

Figura 4.7: Modelos de inferencia avaliados 

A segunda abordagem lida com informacao quant i tat iva do grau de confianca associado a 

cada um dos estados do no. Esta informacao e dominante quando a distr ibuicao de BP no no 
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raiz e aproximadamente uniforme pois, neste caso, as diferencas entre as componentes do vetor A 

contr ibuem fortemente para a formacao do vetor de crenca do no. Esta propriedade e explorada 

em diversas situacoes praticas no Capftulo 5. 

4.3 Conclusao 

Este capftulo apresentou as principals ideias relacionadas com o metodo proposto, que sao: 

o processo de part ic ionamento do espaco de atr ibutos e a combinacao de classificadores por 

meio de uma rede Bayesiana. Na etapa de part icionamento do espaco de atr ibutos procurou-se 

t irar proveito da bem conhecida premissa de dividir para conquistar, que tambem apoiou diversos 

outros metodos na area de classificacao de padroes. Um aspecto original da proposta esta no 

fato de que o numero de particoes criadas nao e estabelecido a priori, ele varia conforme o grau 

de dif iculdade existente em se tracar as fronteiras de separacao entre as classes. Ou t ro aspecto 

original, pelo que se pode observar no levantamento bibliografico realizado, esta na forma como 

se estabeleceu a forma das particoes, que se entrelacam e se extendem na direcao dos padroes 

nao-aprendidos. Metodos como boosting tambem sao voltados aos padroes nao-aprendidos mas, 

ao contrar io deste, o metodo aqui proposto lida com um conceito de vizinhanca de modo que se 

considera, aiem do resultado de uma classificacao anterior, a proximidade em relacao ao centro 

da particao. 

0 emprego de rede Bayesiana como agrupador de classificadores da forma como apresentada 

consti tue tambem contr ibuicao original do trabalho. 0 emprego do classificador Bayesiano, caso 

particular de uma rede Bayesiana, ja havia sido investigado em trabalhos anteriores, como em 

Garg et al. [43]. Diferentemente do classificador Bayesiano, a rede que forma o metodo proposto 

possui uma estrutura mais complexa e nao requer, por exemplo, que todos os nos associados a 

classificadores sejam instanciados, tendo em vista que as evidencias apresentadas variam de acordo 

com o padrao de teste. Padroes localizados proximo as fronteiras entre as classes sao passivos 

de serem classificados por mais de um classificador, logo instanciam mais de um no. Padroes 

localizados em regioes distantes das fronteiras geram evidencia em apenas um no da rede. 

Devido a estrutura particular da rede Bayesiana e ao t i po de problema abordado, os pro-

cedimentos de aprendizado e inferencia puderam ser adaptados a f im de t ra tar as safdas dos 

classificadores como probabilidades, gerando duas variacoes do procedimento de aprendizado e 

duas variacoes do procedimento de inferencia o que resulta em quatro variacoes do sistema de 

tomada de decisao como um todo . 



Capftulo 5 

Metodo proposto - avaliacao 

Este capftulo t rata de aspectos praticos relacionados com o metodo proposto. Procura-se 

avaliar experimentalmente seu compor tamento considerando diversos aspectos tais como: a ut i -

lizacao do erro medio quadrat ico ou da entropia como criterio para definicao de sm(a), quais 

classificadores util izar e como configurar seus parametros e a influencia das adaptacoes apresen-

tadas no Capftulo 4 sobre o procedimento de aprendizado e inferencia da rede Bayesiana. 

0 estudo experimental se apoiou em algumas bases de padroes do repositorio de aprendizado 

de maquina da Universidade da California em Irvine (Blake e Merz [8]). Estas bases sao t radi -

cionalmente util izadas pela comunidade de aprendizado de maquina, apresentam diferentes graus 

de complexidade e possuem especificidades, como ser ou nao uma base completa e guardar uma 

relacao hieraquica implfcita entre os atr ibutos (o que a torna apropriada para metodos baseados 

em segmentacao), dentre outras. Part icularmente, procurou-se realizar uma avaliacao do metodo 

proposto nao direcionada a uma aplicacao em particular. Esta avaliacao mais ampla, contemp-

lando um universo maior de aplicacoes, possibil itou identificar mais precisamente as vantagens e 

as l imitacoes deste metodo. 

0 capftulo esta organizado da seguinte forma: a Secao 5.1 descreve as bases de padroes 

util izadas, a Secao 5.2 discorre sobre os classificadores que compoem o metodo e os parametros 

usados em sua construcao, a Secao 5.3 avalia experimentalmente o processo de part ic ionamento 

proposto, a Secao 5.4 realiza uma avaliacao sobre o sistema de inferencia e a Secao 5.5 encerra 

o capftulo com discussoes e conclusoes gerais. 

5.1 As bases de padroes utilizadas 

0 repositorio de aprendizado de maquina da Universidade da California em Irvine possui 

dezenas de bases de padroes, a maior parte com permissao de acesso publica, coletadas a partir 

de diversas fontes sendo associadas a muitos problemas dist intos, tais como: reconhecimento de 

caracteres on-line e off-line, reconhecimento de casos clfnicos, analise de credito, jogos (como 
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Tabela 5 .1 : Dimensao das bases avaliadas 

Base de padroes Numero de casos ( x l O 3 ) Numero de atr ibutos — 
Numero de classes 

Adult 4 5 , 2 2 14 2 

Letter 20 16 26 

Musk 6,59 166 2 

Nursery 12,96 8 5 

Pageblocks 5 ,4 10 5 

Pen digits 10,99 16 10 

xadrez ou jogo-da-velha) etc. Mui tas destas bases sao bastante pequenas, com apenas algumas 

centenas de instancias para t re inamento e testes, enquato outras, maiores, sao incompletas. Os 

formatos adotados nao sao uniformes, ha atr ibutos nominais (ex. proper, less-proper, improper, 

t, f), atr ibutos contmuos e discretos com intervalos de variacao bastante irregulares. Apesar 

das disparidades existentes, todas contem padroes pre-processados e todos os atr ibutos e classes 

sao bem documentados, o que demanda apenas que seja realizada uma etapa preliminar para 

condicionar os dados ao formato de entrada do sistema. Portanto, nao e necessario realizar 

extracao de caracteristicas de modo a melhorar a separabilidade entre as classes ou minimizar o 

numero de atr ibutos, visto que neste capftulo objetiva-se realizar exclusivamente uma avaliacao do 

metodo de classificacao proposto sem que exista preocupacao com o pre-processamento do vetor 

de atr ibutos, mas e necessario converter as entradas nominais em numeros e l imitar a ampl i tude 

dos atr ibutos numericos a f im de serem util izados por uma rede neural sem introduzir problemas 

de instabilidade numerica. 

Ao selecionar as bases deste repositorio procurou-se identif icar aquelas com numero de in

stancias disponfveis maiores do que 4000 e menores do que 50000. A Tabela 5.1 apresenta as 

dimensoes das bases uti l izadas nos experimentos realizados neste capftulo, discutidas brevemente 

a seguir. 

Adul t Esta base contem dados demograficos extrafdos do Censo do governo dos Estados Unidos. 

Ha 45222 instancias sem valores ausentes, das quais 30162 sao usadas para t re inamento 

e 15060 usadas para teste. Os conjuntos de tre inamento e teste sao disponibil izados em 

separado. O objet ivo e classificar a renda anual de um indivfduo em uma das duas categorias: 

superior ou menor ou igual a US$ 50000,00. Os atr ibutos mensurados misturam valores 

nominais tais como sexo, estado civil, pais de origem, etc., com valores contmuos como 

numero de horas de trabalho por semana. A taxa de acerto relatada na documentacao 

desta base situa-se em torno de 86%. 
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Let ter Esta base e formada por 20000 vetores de caracterfsticas extra i das de imagens de carac-

teres manuscritos. Na documentacao que acompanha a base sugere-se que sejam usadas 

as primeiras 16000 amostras para t re inamento e as 4000 ul t imas para teste. As classes 

dos padroes associam-se as 26 letras do alfabeto ingles e os atr ibutos a 16 caracterfsticas 

extra fdas de imagens de varredura do caracter. Na documentacao desta base ha uma refer

enda a um artigo publicado em 1991 (Frey e Slate [38]) que obteve uma taxa de acerto 

um pouco acima de 80%. 

Musk Esta base contem 6598 padroes dos quais foram escolhidos aleatoriamente 8 0 % para 

t re inamento e 20% para teste. Os vetores de atr ibutos sao formados por 166 caracterfsticas 

relacionadas a mensuracoes de distancia (em centesimo de Angstron) usadas para medir 

moleculas. Os algori tmos de classificacao devem classificar as medidas que formam o 

vetor de atr ibutos em uma de duas classes possfveis, que sao: musco e nao-musco. Na 

documentacao que acompanha a base, reporta-se uma taxa de acerto de 9 1 % , em Singh 

[103] reporta-se uma taxa de reconhecimento de 93, 56%. 

Nursery Esta base foi obt ida a part ir de questionario de um modelo de decisao hierarquico. Ha 

oi to at r ibutos nominais, cinco classes e 12960 instancias das quais escolheu-se aleatoria

mente 10368 para t re inamento e 2592 para teste. Em Singh [103] cita-se uma taxa de 

reconhecimento de 94, 88%. 

Pageb iocks Base de padroes designada para testar diferentes metodos de simpii f icacao para 

arvores de decisao. O problema consiste em identif icar o conteudo de um bloco extrafdo de 

uma imagem de documento. O bloco pode ser classificado em uma das cinco categorias: 

texto, t raco vert ical , t raco horizontal , imagem ou grafico. O conjunto de at r ibutos envolve 

dez mensuracoes tais como al tura, largura, percentual de pontos pretos, area, dentre outras. 

Ha 5473 instancias das quais se uti l izou 4378 para t re inamento e 1095 para teste, escolhidas 

aleatoriamente. Em Singh [103], foi obt ido taxa de reconhecimento de 9 6 , 0 9 % para esta 

base. 

PendigSts Esta base e formada por 10992 padroes distribufdos em dois conjuntos separados: 

um con junto de t re inamento formado por 7498 elementos e um conjunto de teste com 

3498 elementos. O problema consiste em realizar a classificacao de uma padrao obt ido 

por mensuracoes da escrita on — line de dfgitos. Ha 16 atr ibutos inteiros variando na 

faixa 0 . . . 100 e 10 classes, correspondentes aos dfgitos 0 . . . 9. Na documentacao que 

acompanha a base reporta-se uma taxa de reconhecimento de 97, 7 4 % obtida pela uti l izacao 

do metodo 1 — NN uti l izando-se como medida de similaridade a distancia euclidiana. 

Verificou-se exper imentalmente que a distr ibuicao dos padroes por classes exerce alguma 

influencia no desempenho do metodo proposto, sendo assim, a f im de subsidiar a interpretacao dos 
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resuitados que serao apresentados ao longo deste capftulo, as d i s t r i b u t e s , em termos percentuais, 

dos padroes por classes em cada uma das bases avaliadas estao ilustradas na Figura 5 . 1 . 

0.12 
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1 0.04 

"i 1—i r 
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Classe 

[a) Adul t (b) Letter 

(c) Musk (d) Nursery 

~i r 

~ 0.8-u 
'2 
l 0 . 6 h 
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Pageblocks 

4 — r 2 3 4 
Classe 

[e) Pageblocks ( f ) Pendigits 

Figura 5 .1 : Distribuicao de padroes por classes (%) 
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5.2 Defini^ao dos classificadores 

Em razao do metodo proposto usar um combinador e diversos classificadores localmente 

especializados e razoavel que o classificador global seja fraco, isto e, seja capaz de distinguir 

apenas aproximadamente as fronteiras de separacao entre as regioes de decisao, bem como o 

ajuste fino seja realizado somente pelos classificadores localmente especializados. Sendo assim, 

a uti l izacao de uma rede Perceptron como classificador global torna-se apropriada, tan to pela 

simplicidade de codif icacao e baixo custo de tre inamento e teste quanto porque a nao-linearidade 

do metodo sera introduzida pelo combinador e pelos classificadores locais. 

A definicao dos classificadores locais e um problema mais complexo. Ha uma grande variedade 

de abordagens que podem ser adotadas dado que existe uma grande variedade de classificadores, 

alguns essencialmente locais tais como /c-NN e regressao logistica local. Igualmente existem 

classificadores de proposito geral que podem ser usados como metodos de aprendizado local, 

como redes neurais (Bo t tou e Vapnik [9]) . Alem disto alguns classificadores sao mais bem 

sucedidos do que outros para determinados t ipos de problema, o que introduz um grau maior de 

dif iculdade nesta tomada de decisao. Adotou-se uma linha que reduz a interferencia ou poder 

de decisao de um especialista, tornando o metodo mais automat ico. Assim foram util izados 

como classificadores locais redes perceptron ou classificadores fc-NN, independendentemente do 

problema a ser resolvido. 

Tendo sido estabelecidos os t ipos de classificadores global e locai a serem uti l izados, precisou-

se decidir qual classificador local deveria empregar nas particoes originadas. Esta decisao foi 

tomada considerando que uma rede neural deve ser preterida em funcao do /c-NN quando a quan-

t idade de instancias para treina-la nao e suficientemente grande. E dificil precisar objet ivamente 

um limiar de decisao para o que se considera grande ou pequeno neste contexto. Resolveu-se 

adotar para este f im o numero empfrico de instancias requeridas para treinar um classificador 

minimizando os efeitos da praga da dimensionalidade. A praga da dimensionalidade (curse of 

dimensionality - Jain et al. [60]) e um fenomeno ocasionado pela dimensao do espaco de atr ib

utos. A alta dimensao do vetor impoe dificuldades ao sistema de aprendizado tan to porque um 

numero grande de atr ibutos torna o processo computacionalmente mais caro, quanto porque re-

quer grandes conjuntos de t re inamento. Em Jain e ta / . [60] sugere-se que o numero de instancias 

para t re inamento seja pelo menos dez vezes superior ao tamanho do vetor de atr ibutos. Adotou-

se neste tex to uma solucao mais conservadora, estabelecendo o limiar como o maximo entre dez 

vezes a quantidade de atr ibutos e um decimo do tamanho do conjunto de t re inamento. Esta 

at i tude favorece a uti l izacao do classificador /c-NN em problemas em que o numero de atr ibutos e 

bastante reduzido, sem incorrer nas limitacoes inerentes ao custo de armazenamento e busca, ja 

que emprega-se no max imo dez por cento das instancias de t re inamento. Esse limiar tambem es-

tabelece a quantidade minima de amostras requeridas para iniciar o processo de part icionamento 
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pois, naturalmente, o metodo proposto se aplica somente quando o conjunto de t re inamento for 

suficientemente grande. 

5.2.1 A lgor i tmo de par t ic ionamento do espaco de at r ibutos e treina

mento dos classificadores 

As regras que orientam o processo de criacao dos classificadores estabelecem impl ic i tamente 

alguns passos do algor i tmo de part ic ionamento do espaco de atr ibutos que devem ser colocados 

mais claramente. Esta secao reapresenta o A lgor i tmo 1 em maior m'vel de detalhe, incorporando 

informacoes relativas aos classificadores. 

Tendo em vista a regra de amarracao que relaciona classificadores locais a particoes, pode-se 

definir objet ivamente o cri terio de parada do processo de part ic ionamento. Como uma particao 

associada a um classificador /c-NN nao pode ser segmentada em outras que ut i l izem um classifi

cador diferente, e como o cri terio de classificacao e baseado em uma contagem, torna-se pouco 

vantajoso realizar o part ic ionamento de uma regiao associada a este t i po de classificador, ja que 

muitas das instancias consultadas no processo de votacao seriam as mesmas reproduzindo, por

tan to , os mesmos erros anteriores. Sendo assim, a fixacao do /c-NN pode ser vista como um caso 

final para segmentacao de uma regiao do espaco de atr ibutos. 

Baseado no que fora mencionado ao longo desta secao, o aigor i tmo de part ic ionamento pode 

ser reescrito como 
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Algori tmo 2 (Par t ic ionamento do espaco de atr ibutos) 

Particionar(R, h) 

R : Regiao 

h : Classificador (Hipotese) 

m : Numero de classes 

3Vt : Conjunto de exemplos nao-aprendidos 

7 : Conjunto de treinamento original 

M <- {x\h(x) ^ cls(x)} 

se (h = kNN) entao retorne; 

enquanto 

um = a r g m a x { - h(xx) In h(xt)} 

para todo x G R 

se (\\x - um\\ < r A mse(x) > r) entao Rm <— { # } U 

M *-M\Rm 

se ( l i ^ l > 1 0 m ) A ( | f t n | > 0.1\7\) entao 

^~ Perceptron 

senao 
/ i n , < - /CiVTV 

Treinar(Rm, hm) 

Particionar(Rm, hm) m = 1 , . . . , M 

5.2.2 Fixacao do parametro k (/c-NN) 

Normalmente o valor do parametro k e escolhido por validacao cruzada no t re inamento de 

um classificador fc-NN (Friedman [40]). Nos testes realizados foram mensuradas taxas de recon

hecimento do metodo quando treinado com classificadores /c-NN empregando diferentes valores 

de k. Foram tambem implementadas diferentes variacoes do metodo empregando procedimentos 

de aprendizado e inferencia baseados em mecanismos para t ra tamento de evidencias e de casos 

observados como valores discretos ou como probabilidades, como sumarizado na Tabela 5.2 

Os resultados destes experimentos estao apresentados nos graficos das Figuras 5.2-5.7. Pode-

se observar que na maioria dos casos a taxa de reconhecimento e mais elevada quando k — 1 . 

Este fenomeno pode ser just i f icado pelo fato de que nas particoes criadas ha mui ta ambiguidade, 

aliado ao fa to de que em um espaco de grande dimensao, esparsamente povoado por instancias 

do conjunto de tre inamento, ao consultar um numero maior de vizinhos o resultado de uma classi

ficacao acertada fica di luido devido a contr ibuicao de elementos de outras classes. Teoricamente, 

embora um numero maior de vizinhos aproxime melhor a distr ibuicao alvo (Cover e Hart [26]), 

na pratica isto nao ocorre por ser l imi tado o numero de instancias disponiveis no conjunto de 
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Tabela 5.2: Descricao dos sistemas implementados 

Sistema Implementado Procedimento de treinamento Procedimento de inferencia 

Sistema 1 Cont inuo Contmuo 

Sistema II Cont inuo Discreto 

Sistema III Discreto Cont inuo 

Sistema IV Discreto Discreto 

t re inamento. Alem disto, existe o erro associado a construcao da rede Bayesiana. Para obter 

Bp util izou-se uma estrategia de preenchimento que favorece fortemente as c o n t r i b u t e s dos 

classificadores mais especializados. Portanto, desde que estes classificadores nao fornecam uma 

estimativa acurada da distr ibuicao alvo, o mecanismo de inferencia nao consegue realizar uma 

predicao precisa. 

Este fenomeno e mais acentuado nas saidas produzidas pelos sistemas I e I I , em que Bp e 

construi'do com base em uma aproximacao de uma distribuicao de probabilidades. Na pratica o 

/c-NN e bem empregado como classificador, mas nao revela bons resultados como aproximador 

de funcoes, em particular de uma funcao de distr ibuicao de probabilidades. Assim, a medida 

que aumenta-se o valor do parametro k, o classificador tende a ficar menos especi'fico sem, em 

contrapart ida, tornar-se suficientemente acurado como aproximador de funcao. Sem fornecer uma 

estimativa precisa das d i s t r i b u t e s subjacentes os classificadores nao fornecem suporte a tomada 

de decisao realizada pelo combinador. Enquanto que, para k = 1, embora nao seja realizada uma 

boa aproximacao de p(cu\x), a classe atribui'da ao padrao de teste, que em geral e acertada, e 

introduzida na rede Bayesiana com um peso bastante elevado, o que just i f ica o bom desempenho 

dos algori tmos para valores de k pequenos. 
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Os resultados tambem revelaram um comportamento aparentemente paradoxal dos sistemas 

implementados. Observa-se que o Sistema I, por empregar um t ra tamento suave na manipu-

iacao das safdas dos classificadores incorporando adaptacoes para construcao e uti l izacao da rede 

Bayesiana, apresenta taxas de reconhecimento muito baixas quando empregado com as bases 

adult e musk. Este compor tamento se justi f ica pelo fato destas bases, que t ra tam de problemas 

de classificacao binaria, possufrem distribuicao de classes extremamente assimetricas, ilustrados 

na Tabela 5.3. Esta distr ibuicao assimetrica origina matrizes de probabilidades dos nos impre-

cisas. Como ilustrado na Figura 5.8, em que sao apresentados os dois primeiros nos da rede 

Bayesiana associada a base adult, ha forte incerteza na associacao dos pares {X0 = 0, X\ = 0 } 

e { X q = 0. X\ = 1 } , assim, o valor de X0 nao e afetado signif icat ivamente quando alguma 

evidencia sobre o valor de X\ e fornecida. Se a rede admite probabilidades como entrada, entao, 

e necessario que exista forte evidencia de que X\ = 0, isto e P(Xi = 0) —» 1, para tornar o 

estado X0 = 0 mais provavel. Este t ipo de imposicao nao se faz necessaria quando a entrada de 

evidencias e tratada como valores discretos. 

Tabela 5.3: Distribuicao das classes na base adult 

Classe Quantidade de instancias 

0 22654 (75 ,1%) 

1 7508 (24, 89%) 

(0) 

( i ) 
— 

1 

f 

(00) (00) 

(01) 

(10) 

(11) 

(01) 

(10) 

(11) 

• 
(01) 

(10) 

(11) 

Figura 5.8: Nos da rede Bayesiana associada a base adult 

5.3 Avalia^ao do processo de particionamento 

Para avaliar o processo de part ic ionamento foi realizada uma comparacao entre os criterios 

de entropia e erro medio quadrat ico adotando-se a seguinte metodologia: selecionou-se um sub-
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conjunto de t re inamento com tres quartos das instancias disponiveis obt idas aleatoriamente, 

aplicou-se o algor i tmo de part ic ionamento e procedeu-se a contagem do numero de vetores ex-

istentes em cada uma das particoes originadas. Este processo foi repetido 30 vezes a f im de se 

obter uma curva i lustrando o comportamento dos valores medios do numero de instancias por 

particoes, considerando-se apenas o primeiro nivel do diagrama de classificadores. Uma extensao 

desta analise, considerando-se os demais nfveis do diagrama de classificadores, torna o experi

ment© mais caro, sem um correspondente ganho na qualidade da informacao obt ida, ja que o 

experimento se l imita a investigar essencialmente as diferencas resultantes da aplicacao do criterio 

da entropia ou do erro medio quadrat ico na definicao de sm(a). Uma vez que o classificador 

/c-NN e considerado um caso l imite para aplicacao do algori tmo de part ic ionamento, e ja que 

a investigacao esta restrita ao primeiro classificador, e desnecessario investigar a infiuencia do 

parametro k na analise realizada nesta secao. A rede neural usada como classificador global 

nestes experimentos foi uma rede perceptron treinada com criterio de parada igual ao maximo de 

100 ciclos ou erro medio quadrat ico inferior a 0 , 0 1 . 

A f im de estabelecer um valor de referenda, foram investigadas particoes originadas por um 

processo de busca exaustiva. Para realizar a busca exaustiva definiu-se uma hiperesfera % em I R P 

com os mesmos raios obt idos pelos criterios de entropia e erro medio quadrat ico. Selecionou-se 

dentre os elementos de M aquele que maximiza a quantidade de vizinhos contidos em Mf lCK. Este 

experimento foi repetido 32 vezes a f im de que se pudesse observar o compor tamento medio do 

numero de particoes geradas por cada um dos criterios investigados. A curva do numero mmimo, 

maximo e medio de elementos por particao obtidos por cada um dos criterios esta ilustrado nas 

Figuras 5.9 a 5.20. A curva originada pelo procedimento de busca exaustiva pode pode ser 

considerada um caso ideal, entretanto, em razao de requerer a realizacao de 0(N2) operacoes 

de calculo de distancia em I R P , sua aplicacao torna-se proibit iva em casos praticos. 

Observa-se que na maioria dos casos o criterio da entropia origina um maior numero de par

ticoes, especialmente para as bases com muitas instancias (Figuras 5.9 e 5.15, 5.10 e 5.16). Nas 

bases menores (Figuras 5.11 e 5.17, 5.12 e 5.18, 5.13 e 5.19, 5.14 e 5.20) as curvas obtidas 

pelos dois criterios sao proximas. A razao deste comportamento deve-se ao fa to de que o raio 

da hiperesfera que contem a particao e calculado com base no valor medio das distancias do seu 

centro as demais instancias de M . Como a entropia possui a propriedade de localizar melhor os 

elementos em uma vizinhanca de padoes nao aprendidos entao o raio da hiperesfera e menor, 

gerando, por tanto, um maior numero de pequenas particoes. O erro medio quadrat ico, por sua 

vez, origina poucas particoes com muitos elementos. Na pratica, e preferfvel usar o criterio da 

entropia tendo em vista que ele aproxima melhor a curva ideal obt ida pela adocao de um proced

imento de busca exaustiva. Se for desejavel diminuir o numero de particoes pode-se aumentar o 

tamanho do raio fazendo r = ( 1 + 6) ave {\xm - xt\} com S > 0. 
x t € M 
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Figura 5 .11 : Instancias x particao x entropia (base musk) 
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Figura 5.12: Instancias x particao x entropia (base nursery) 
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Figura 5.13: Instancias x particao x entropia (base pageblocks) 
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Figura 5.14: Instancias x particao x entropia (base pendigits) 
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Figura 5.15: Instancias x particao x MSE (base adult) 
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Figura 5.17: Instancias x particao x MSE (base musk) 
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Figura 5.18: Instancias x particao x MSE (base nursery) 

Valores observados 
Regressao polinomial (N=3) 

•-•Valores observados 
— Regressao polinomial (N=3) 

(b) Busca exaustiva 

Figura 5.19: Instancias x particao x MSE (base pageblocks) 
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5.4 Avaliacao do sistema de inferencia 

0 sistema de inferencia foi avaliado comparando-se as taxas de reconhecimento obtidas pela 

aplicacao de cada uma das quatro variacoes do sistema proposto com aquelas obt idas pela apli

cacao dos classificadores 1-NN, 3-NN e de redes Perceptron (PCPT) e M L P isoladamente. Os 

resultados destes experimentos estao apresentados na Tabela 5.4. Pode-se observar que, na 

maioria dos casos, a aplicacao do algori tmo de inferencia eleva a capacidade predit iva do sistema. 

Para algumas bases, como adult, a diferenca obtida e ainda mais proeminente. De um modo 

geral o processo de part ic ionamento realiza uma boa identificacao das instancias que precisam 

ser empregadas num novo ciclo de t re inamento. Nas bases em que o classificador linear tern 

um desempenho mui to baixo o resultado do fc-NN isoladamente supera o do combinador, como 

ocorr ido com a base letter. Quando as novas particoes sao treinadas tambem por classificadores 

neurais e estes se mostram efetivos, entao a predicao do combinador supera a dos classificadores 

componentes isoladamente. 

Tabela 5.4: Comparacao entre o metodo proposto e outros algoritmos de aprendizado de maquina 

Base de 

padroes 

Taxas de reconhecimento (%) Base de 

padroes 1-NN PCPT MLP S - I S - I I S - I I I S - IV 

adult 78,05 82 ,62 84 ,36 87 ,2 96 ,0 89 ,21 9 6 , 6 

letter 9 5 , 6 7 68,62 83.85 90,32 91,32 91,12 92 ,02 

musk 95 ,37 94 ,31 97 ,87 91 ,51 97,19 95 ,22 9 9 , 6 9 

nursery 8 0 , 4 91 ,89 92 ,66 96,33 9 7 , 6 8 96 ,41 97, 49 

pageblocks 93 ,05 93 ,42 93 ,79 91,23 95 ,79 92 .05 9 5 , 8 9 

pen digits 9 7 , 7 4 87 ,22 92 ,68 97 ,34 96,88 97 ,39 97, 34 

5.5 Conclusao 

A aplicacao do metodo proposto para os problemas abordados neste capi'tulo revelaram taxas 

de reconhecimento bastante elevadas, sendo compativeis com muitos metodos conhecidos na 

l i teratura de aprendizado de maquinas. Tais resultados demonstram que a estrategia usada para 

realizar o part ic ionamento do espaco de atr ibutos conciliada com a combinacao dos classificadores 

originados pode ser empregada em diversas situacoes praticas. O combinador obt ido com uma 

rede Bayesiana eleva a capacidade preditiva produzindo resultados que superam os obt idos com 

os classificadores const i tuintes isoladamente. Esta estrategia permite que possam ser empregados 
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classificadores f racos 1 na composicao do sistema e ainda assim obter taxas de reconhecimento 

compativeis com a de metodos mais competi t ivos. 

Os testes tambem revelaram que a eficiencia dos sitemas avaliados, considerando as quatro 

variacoes apresentadas na Tabela 5.2, e bastante diferenciada quando a distr ibuicao das classes e 

desigual ou assimetrica. Os sistemas que empregam probabilidades no t ra tamento de evidencias 

sao bastante afetados quando o numero de vizinhos consultados pelos classificadores iocais (fc-NN) 

aumenta, passando o sistema a depender mais fortemente da estimativa acurada da distribuicao 

p{u\x), que vai se tornando menos especifica em razao do conjunto de t re inamento ser f in i to, 

e menos do resultado da classificacao. Entretanto a capacidade preditiva do Sistema IV, que 

t ra ta as evidencias e os casos de aprendizado como valores discretos, nao e afetada a medida em 

que k aumenta. Isto demonstra que as ideias discutidas no Capftulo 4, que procuram suavizar 

o t ra tamento das entradas empregadas no aprendizado e inferencia da rede Bayesiana, nao se 

aplicam as bases em que o numero de instancias por classes nao e uniformemente distr ibuido. 

A proposta de criacao do sistema de classificacao de padroes apresentada procurou atender 

o requerimento de que o grau de intervencao de um especialista humano na configuracao dos 

classificadores fosse minimizada. A arquitetura do metodo proposto e modelada dinamicamente. 

Quanto mais complexa for a tarefa de discernir as fronteiras de decisao do espaco de atr ibutos, 

mais complexa sera a arquitetura do sistema, que cria sob demanda novos nos e conexoes a f im de 

suportar a complexidade do problema apresentado. Esta plasticidade dinamica entretanto pode 

nao ser aicancada se a natureza do problema for tao complexa que um discr iminante linear seja 

incapaz de realizar uma predicao acertada. Se a taxa de reconhecimento de um classificador linear 

for mui to proxima de zero o sistema jamais ira convergir, uma vez que fora estabelecido que o 

classificador global e uma rede perceptron. Sendo assim, as vantagens em se uti l izar o metodo 

proposto podem ser alcancadas para problemas em que: 

1. Um classificador linear, ou um outro classificador fraco, possa ser empregado como clas

sificador global (requisito de convergencia). E necessario, por tanto, que exista uma boa 

separabilidade entre as classes. Mesmo nao sendo possi'vel separa-las por hiperplanos, a 

transicao entre padroes de classes distintas no espaco de atr ibutos deve ser suave. Se 

os padroes forem demasiadamente misturados, o classificador global nao podera localizar, 

mesmo que aproximadamente, as fronteiras de separacao. 

2. Exista um grande numero de amostras de treinamento. Um numero elevado de instancias 

tambem implica num elevado numero de redundancias, sendo assim, o custo de treina

mento e minimizado ja que o balanco entre o numero de instancias usadas no t re inamento 

dos classificadores global e local fica melhor distribufdo: muitas instancias para treinar o 

classificador global (fraco) e poucas instancias para treinar os classificadores Iocais (fortes). 

1 do ingles weak classifier 
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3. Preferencialmente exista uma distribuicao de classes aproximadamente uniforme. Desta 

forma pode-se usar com seguranca os Sistemas I e III que fornecem como saida, alem da 

classe do padrao de testes, uma estimativa mais acurada da probabil idade p(uj\x). Esta 

probabil idade pode ser usada, por exemplo, como criterio de rejeicao. 
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Capftulo 6 

Estudo de caso - experimento com 

reconhecimento de dfgitos 

A f im de validar o metodo em um caso pratico, realizou-se sua comparacao com diversos 

metodos de aprendizado de maquina aplicados a um problema de reconhecimento de dfgitos 

manuscritos isolados. Foi empregada a base de caracteres manuscritos NIST (US National In

stitute of Stand arts and Technology) (Grother [51]). Esta base contem imagens de caracteres 

alfanumericos agrupados em varias bases menores formadas por imagens de letras maiusculas, 

minusculas, palavras, dfgitos isolados e cadeias de dfgitos (digit strings). A base de dfgitos iso

lados e formada por 341858 imagens binarias, com resolucao de 300 dpi, distribufdas em tres 

sub-conjuntos: hsL0123 (223123 imagens), hsL4 (58646 imagens) e hsL7 (60089 imagens). 0 

conjunto hsL0123 e normalmente uti l izado para treinamento e validacao, enquanto que os con-

juntos hsL4 e hsL7 sao usados para teste. Do conjunto hsL0123 emprega-se as primeiras 19500 

imagens de cada classe para t re inamento, resultando no part icionamento ilustrado na Tabela 6 .1 . 

Preferencialmente, uti l iza-se mais frequentemente a base de testes hsL7, por ser mais bem com-

portada, em detr imento da hsL4, que e mais ruidosa. Por conta disto, as taxas de acerto 

alcancadas sao mui to elevadas. A Tabela 6.2, ilustra alguns resultados citados na l i teratura. 

Naturaimente a comparacao direta destes numeros deve ser evitada. Isto e, deve-se evitar t irar 

conclusoes ju lgando um metodo como mais ou menos preciso que out ro pois, embora os testes 

tenham sido realizados com a mesma base, as imagens empregadas em treinamento e teste nao 

foram necessariamente as mesmas, assim como nao foram empregadas as mesmas operacoes de 

pre-processamento, nem foram usados criterios de rejeicao em todos os experimentos. Alem disto, 

as diferencas percentuais existentes precisariam ser comparadas sob a luz de um teste estatfstico 

a f im de que se possa ju lgar o quao significativa elas sao. Pela Tabela 6.2 pode-se perceber que as 

taxas de reconhecimento sao, de fato, bastante elevadas mas nao se pode antecipar informacoes 

qualitat ivas que indiquem se um metodo e mais ou menos preciso que outro. 

A f im de tornar as condicoes de realizacao dos testes mais homogeneas foram usadas as mes-
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Tabela 6 .1 : Distr ibuicao de amostras na base N1ST (adaptado de Correia [25]) 

Classe 
hsL0123 hsL4 hsL7 

Classe 
Amostras Treino Validacao Teste Teste 

0 22971 19500 3471 5560 5893 

1 24771 19500 3371 6655 6567 

2 22131 19500 2631 5888 5967 

3 23172 19500 3672 5819 6036 

4 21549 19500 2049 5722 5873 

5 19545 19500 45 5539 5684 

6 22128 19500 2628 5858 5900 

7 23208 19500 3708 6097 6254 

8 22029 19500 2529 5695 5889 

9 21619 19500 2119 5813 6026 

E 223123 195000 28123 58646 60089 

mas imagens para t re inamento e teste e o mesmo algori tmo de pre-processamento, apresentado 

detalhadamente na Secao 6 .1 . A Secao 6.2 realiza uma avaliacao do sistema de extracao de 

caracterfsticas ut i l izado quando aplicado ao algor i tmo de part ic ionamento do espaco de atr ibutos. 

A Secao 6.3 discorre sobre a metodologia de testes empregada, apresenta e analisa os resultados 

numericos obt idos. A Secao 6.4 realiza um fechamento do capftulo t racando consideracoes finals 

sobre o conteudo apresentado. 

6.1 Extracao de caracterfsticas 

Reconhecimento de caracteres oticos e uma linha de pesquisa com um longo historico na area 

de reconhecimento de padroes (Arica e Yarman-Vural [5]). A importancia das pesquisas nesta area 

se verifica tan to pelo potencial economico das aplicacoes de processamento automat ico de docu-

mentos, considerando um contexto mais amplo onde o reconhecimento de caracteres se localiza, 

como pela existencia de foruns especfficos de abrangencia internacional criados para discussao 

e veiculacao destas pesquisas a exemplo das conferencias IWFHR (International Workshop on 

Frontiers in Handwritten Recognition) e ICDAR (International Conference on Document Analysis 

and Recognition), alem de um grande volume de publicacoes veiculadas em periodicos cientfficos 

internacionalmente reconhecidos tais como: Pattern Recognition, IEEE Transactions on Pattern 

Analysis and Machine Intelligence e Pattern Recognition Letters. 

No resumo elaborado por Arica e Yarman-Vural [5], os autores si tuam os desenvolvimentos na 
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Tabela 6.2: Resultados obt idos com classificadores que operaram sobre a base NIST 

Referenda T ipo do 

classificador 

Numero de 

amostras 

Subconjunto Reconhe

cimento (%) 

Rejeicao 

(%) 

Erro 

(%) 

Bri t to Jr. [14] Estatistico 10000 hsL7 98.02 - 1.98 

Correia [24] Neural 58646 hsL7 98.25 - 5.51 

Kim et al. [67] Neural 10909 - 98.62 0.42 1.39 

Cheung e 

Yeung [18] Estatistico 11791 94.7 5.3 

Lin era / . [79] Neural 3000 - 98.24 - 1.76 

Teo e 

Shinghal [108] 

Hi'brido (neu-

ral /estrutural) 20000 93.21 3.47 3.26 

Zhang e ta / . [117] 

Similaridade 

e correlacao 10000 95.7 4.3 

Shi et al. [102] et al. Estatistico 58646 hsL7 98.25 1.75 

Oliveira [86] Hi'brido 68061 hsL7 99.13 0.87 

area de reconhecimento off-line de caracteres em tres momentos historicos: um tempo anterior 

aos anos 1980, em que a tecnologia existente para adquirir e processar imagem de caracteres oticos 

era bastante i imi tada, a decada de 1980 — 1990 em que os avancos em tecnologia da informacao 

propiciaram um rapido desenvolvimento de antigas metodologias e um tempo posterior aos anos 

1990 em que os autores apontam estar ocorrendo o verdadeiro progresso em reconhecimento de 

caracteres com o desenvolvimento de novas metodologias, tais como redes neurais mult i -camada 

e cadeias escondidas de Markov, aliadas com os contmuos avancos em tecnologia da informacao. 

Um grande desafio no tempo atual e realizar o reconhecimento de imagens de caracteres cursivos, 

que apresenta uma grande variabil idade de estilos por serem produzidos a mao. Em contraposicao 

a escrita cursiva, o reconhecimento de caracteres oticos impressos e uma linha cujo dommio esta 

consolidade e nao requer novos investimentos (Trier et al. [110], Arica e Yarman-Vural [5]). 

Imagens de caracteres cursivos t ip icamente estao associadas a vetores de um espaco de atr ib

utos de grande dimensao. E desejavel, por tanto, que o vetor de atr ibutos seja pre-processado a 

f im de reduzir sua dimensao. Se este processo e feito preservando a natureza ffsica dos atr ibutos, 

isto e, mantendo as caracterfsticas mais significativas e eliminando aquelas que sao redundantes, 

ele e denominado selecao de caracterfsticas. Se, por outro lado, o vetor de caracterfsticas e levado 

a outro de dimensao menor por uma operacao de transformacao espacial, em que os componentes 

nao preservam os mesmos valores existentes no vetor original, ocorre um processo de extracao 

de caracterfsticas. Um dos metodos mais populares de extracao de caracterfsticas e a analise de 

componentes principals (Johnson e Wichern [63]), largamente explorado em Analise Mult ivar iada, 

Reconhecimento de Padroes de um modo geral e em Processamento de Imagens. 
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A l i teratura contem vasta referenda a metodos de extracao de caracterfsticas para reconhec

imento de caracteres manuscritos, um resumo dos principals desenvolvimentos nesta area pode 

ser obt ido em Trier et al. [110], que t ra ta especificamente de extracao de caracterfsticas. Os 

trabalhos de Liu er al. [80] e Dong [32] avaliam diversos metodos de extracao de caracterfs

ticas mas realizam uma abordagem mais ampla estendendo sua analise tambem para metodos 

de classificacao. 0 trabalho de Dong [32] procura apresentar o estado da arte na area de re

conhecimento de caracteres comparando diversos metodos de extracao de caracterfsticas e de 

classificacao. Nesse art igo, Dong identif icou o metodo de histogramas direcionais de Shi et al. 

[102] como o mais bem-sucedido em seus experimentos. A descricao detalhada deste metodo 

esta apresentada na Secao 6.1.1 e uma variacao do metodo de histogramas direcionais, descrito 

na Secao 6.1.2, foi empregado nos experimentos apresentados neste capftulo. 

6.1 = 1 Me todo de histogramas direcionais (Shi et al. [102]) 

Um histograma direcional e um procedimento para realizar cruzamento de caracterfsticas 

pontuais de uma imagem atraves de uma distribuicao de frequencias. As caracterfsticas pontuais, 

isto e, pertencentes a um pixel isoladamente, exploradas por Shi et al. sao curvatura e gradiente. 

Sendo o gradiente um vetor, esta caracterfstica e por sua vez desmembrada em duas outras: a 

magnitude e a fase. Uma vez que a fase tern uma variacao l imitada ao intervalo 0 a 27T , ela pode 

ser usada para gerar intervalos de mesma ampl i tude empregados como classes para a distribuicao 

de freqiiencia, por este mot ivo o metodo e denominado direcional. 

Segundo Shi et al. [102] a geracao destes histogramas a partir de imagens binarias pode ser 

obt ido atraves da seqiiencia de passos listada a seguir: 

i Aplica-se um algor i tmo de normalizacao em escala a f im de padronizar a dimensao das imagens 

para um numero de linhas e colunas previamente estabelecido, Figura 6 . 1 . 

Figura 6 .1 : Normalizacao em escala 

ii Aplica-se o f i l t ro da media 2 x 2 (Dong [32] empregou um f i l t ro de dimensao 3 x 3) r 1 vezes 

los autores nao especificam o valor de 7- utilizado 
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a fim de obter uma imagem em nivel de c inza , Figura 6.2. 

Figura 6.2: Conversao de binario para nivel de cinza 

iii Aplica-se um algoritmo de normalizacao para limitar a variacao dos nfveis de c inza ao intervalo 

[0 ,1 ] 

iv Aplica-se o fi ltro de Roberts (Gonzales [50]) para obter a magnitude e fase do vetor gradiente, 

dado peias equacoes abaixo. 

- / ( * + I , ; ) - / ( M + I ) 
(Au\ 

= a r c t an - — 
\AvJ 

= VAu- 4- Av2 

(6 .1 ) 

(6 .2 ) 

(6 .3 ) 

(6 .4 ) 

Em que 9(i,j) e s(i.j) correspondem respectivamente as matrizes da fase e magnitude 

(F igura 6.3) da imagem em nivel de cinza f(i,j). 

Figura 6.3: Imagens da fase e magnitude 

Os passos listados acima formam uma etapa inicial que se aplica a construcao de qualquer tipo 

de histograma, seja o originado atraves do cruzamento da fase com a magnitude do gradiente, 

seja o originado pelo cruzamento da magnitude com a curvatura . Para realizar o calculo da 

curvatura Shi et al. [102] apresentam o procedimento descrito a seguir: 

i Seja F uma imagem e / , o valor de F no pixel i. Considere a representacao abaixo empregada 

para definir uma vizinhanca em F em torno de / 0 



A A A 
A A A 
A A A 

Obtem-se as seguintes aproximacoes das derivadas parciais de F(-) nas direcoes x (horizontal) 

e y (vert ica l ) : 

aio = ( / i - / s ) / 2 « 

a 2 o = ( / i + / b - 2 / 9 ) / 4 

ooi = ( / 3 - / 7 ) / 2 « 

a 0 2 = (/s + A - 2 / 0 ) / 4 

#2/ 

a 2 F 

<9x2 

a 2 F 

<%2 

a n = ( ( / 2 - / s ) - ( / 4 - / e ) ) / 4 « 

0 valor da curvatura em fo e estimado 

a 2 F 

dydx 

(6 .5 ) 

(6 .6 ) 

( 6 . 7 ) 

(6 .8 ) 

(6 .9 ) 

sendo y' e j / " definidos como 

c = (6 .10) 

y = 

y" = 

^ 0 1 

/ 2 ( Q 2 Q Q 0 2 ~ gOlglOgll + Q Q I Q 2 O ) \ 

A 0 1 

(6 .11 ) 

(6 .12 ) 

A etapa final consiste em montar os histogramas. Os passos seguintes descrevem como 

realizar a construcao dos histogramas relacionando fase com magnitude do vetor gradiente. 0 

mesmo procedimento pode ser usado para construir histogramas que relacionam intensidade do 

gradiente com curvatura , as ocorrencias em que se aplicam a contagem se mantem constante, isto 

e, conta-se sempre a magnitude ou intensidade do gradiente, muda-se apenas o conjunto no qual 

se realiza a estratif icacao das classes. Para fazer um histograma relacionando fase e magnitude, 

utiliza-se como classes sub-intervalos da faixa 0 . . . 2tt . Para fazer um histograma relacionando 

curvatura e magnitude as classes sugeridas pelos autores foram intervalos equispacados na faixa 

( — 3 , 3 ) , em principio como a curvatura pode ter magnitude infinita a faixa de variacao tern que 

ser aberta nas duas extremidades. 
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i Realiza-se a quantizacao do intervalo [0, 2TT] em 32 classes de amplitude n/16. 

ii Divide-se a imagem normalizada do caracter em 81 blocos (9 linhas por 9 colunas) e acumula-

se a intensidade do gradiente em cada uma das 32 classes. Obtendo-se desta forma 81 

histogramas direcionais, Figura 6.4. 

Figura 6.4: Histograma direcional calculado para um bloco da imagem 
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iii Aplica-se um filtro Gaussiano 5 x 5 que origina uma nova matr iz , cujos histogramas contem 

valores medios daqueles existentes na matr iz orignal. Nesta nova matriz realiza-se uma sub-

amostragem a cada duas linhas e duas colunas para reduzir sua dimensao de 9 x 9 para 5 x 5 , 

Figura 6.5. 

hi2 hi3 ki4 his hl6 hn his hi9 

h-23 h24 h-25 ri2Q h>28 h-29 

^31 h.32 ^33 ^34 h-35 ^36 ^37 h38 h-39 

h41 h42 h43 h44 h45 h4Q h47 ^48 h49 

h*i ^53 h-55 h-56 h-57 ^58 h59 

h<62 ̂ 63 h-64 ^65 ^66 riQ7 ̂ 68 h-69 

hn h72 ^73 h74 h-75 h-76 h77 ^78 h-79 

h-82 ^83 h&4 h-86 h>87 ̂ 88 hs9 

^91 fl92 fr-93 hg4 h-95 h-96 h-97 h-98 h-99 

/ i l l hi2 hi3 h14 his hi6 h17 his hio 

h-21 h22 h23 h24 h25 h26 h27 h28 h29 

h-31 h-32 h-33 ri34 h35 h36 h37 h38 h39 

h4i h42 h43 h44 h45 h4Q h47 h4s h49 

hsi h>52 h-53 h54 h55 h$6 h57 h58 h59 

/l61 h-62 h-63 HQ4 hes hee h67 hGs he9 

/ l 7 1 h72 h-73 h74 h75 h7e h77 h78 h79 

h-82 hs3 h84 h8s h8e h87 h88 h&9 

h-91 h>92 h-93 Hg4 h95 /l96 h97 hgs h99 

hn hi3 his hn hig 

h3i h33 h35 h37 h39 

hsi h53 hss h57 h59 

h7i h73 h75 h77 h79 

hgi h93 h95 hg7 h99 

Fi ltragem 

Sub-amostragem 

Figura 6.5 : Fi l tragem e sub-amostragem da matriz de histogramas 

iv Aplica-se sobre os histogramas resultantes um processo de sub-amostragem similiar ao real-

izado no passo anterior. Pr imeiro executa-se uma filtragem linear com uma mascara w = 

[1 4 6 4 1 ] T , para produzir um histograma de valores medios. E m seguida reduz-se a dimen-
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sao deste histograma amostrando uma a cada duas classes, produzindo um histograma de 16 

classes. 

v Compoe-se o vetor de atributos pela concatenacao dos 25 histogramas, cada um contendo 16 

classes. 0 vetor de atr ibutos, portanto, possui dimensao 400 x 1. Aplica-se sobre este vetor 

a transformacao y = x0A para torna-lo aproximadamente normal. 

Foram realizados experimentos com a base N I S T avaliando o desempenho de uma funcao 

discriminante pseudo-Bayesiana, definido em Kimura et al. [68]. 0 desempenho do classificador 

fora comparado quando util izando diversos vetores de atributos obtidos por histogramas de gra

diente e curvatura , calculados por diferentes abordagens, e por estrategias combinadas. As taxas 

de reconhecimento foram bastante elevadas, superiores a 9 9 % , quando util izando vetores que 

combinam histogramas de gradiente e curvatura . 

6.1.2 Histogramas direcionais com zoneamento 

Estudos na area de visao monstram que a percepcao visual humana e fortemente influenciada 

por caracteri'sticas espaciais e temporais de alta freqiiencia (Cormack [23]) . 0 contorno, onde se 

manifestam as contribuicoes das altas frequencias espaciais, desempenha um papel primordial no 

reconhecimento de formas e interpretacao do esti'mulo visual (Marr [81] ) , como na identificacao do 

sentido de profundidade, Figura 6.6 . Como imagens de caracteres manuscritos sao representacoes 

visuais de um tracado feito a mao, procurou-se trabalhar com imagens do contorno por se admitir 

que nele esteja localizado a informacao mais relevante para a realizacao do reconhecimento. 

hexagono (2D) cube- (3D) 

Figura 6.6 : l lustracao do sentido de profundidade introduzido pelo contorno 

A imagem do contorno, assim como a do esqueleto, esta t ipicamente relacionada com uma 

matriz de pixels esparsa. Estas matrizes, se consideradas como vetores em um espaco multi

dimensional, formam um espaco de atributos bastante diffcil de ser segmentado em regioes de 

decisao, dado ao fato de que o espaco de atributos e por sua vez muito esparso. Este fenomeno 

pode ser observado pela i lustracao da Figura 6 .7 . Neste exemplo uma imagem de esqueleto de um 

digito manuscrito e usada como referencial, Figura 6 .7 (a ) . A imagem de referenda e deslocada 

no sentido noroeste, Figura 6 .7 (b ) , e calcula-se a distancia entre as duas. Uma terceira imagem 
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binaria e gerada aleatoriamente com a restricao de que sua distancia com relacao ao referencial 

seja igual a da imagem deslocada, Figura 6 .7 ( c ) . Naturalmente, para um interpretador humano, 

as imagens das Figuras 6 .7 (a ) e 6 .7(b) possuem a mesma interpretacao. Ent retanto , para um 

algoritmo de aprendizado de maquina, que baseia-se na segmentacao do espaco de atributos em 

regioes de decisao, estas imagens podem estar tao distantes quanto aquelas das Figuras 6 .7 (a ) 

e 6 .7 ( c ) , portanto, podem se inserir em regioes de decisao distintas. Consequentemente, para 

classificacao de imagens de contorno, faz-se necessario proceder a um processo de extracao de 

caracteristicas que de suporte a tarefa do classificador, j a que a matriz de pixels usada como 

vetor de atributos nao assegura boa separabilidade entre as classes. 

• " l • "1 
1 ^ / 

(a) (b) (c) 

Figura 6.7: Imagens equidistantes: d(a,b) = d(a,c) 

Neste trabalho foi desenvolvido um metodo que utiliza histograma com algumas simplif icacoes. 

Uma vez que o metodo de histograma realiza uma contagem da intensidade do vetor gradiente por 

classe de variacoes da fase ou da curvatura , o procedimento de contagem torna-se mais simples ja 

que no contorno, por ser uma regiao de transicao, a intensidade do gradiente e max ima , podendo 

ser considerada igual em todos os pontos. 

Para evitar distorcoes geometricas introduzidas pela rotina de normalizacao em escala, optou-

se em trabalhar com zonas que sao independentes da resolucao espacial da imagem. As zonas 

nao possuem dimensao f ixa , elas mapeiam uma determinada regiao, como canto superior direito 

ou canto inferior esquerdo, etc. Naturalmente, para imagens de dimensoes distintas as zonas 

possuirao dimensoes distintas. Entretanto, e esperado que em cada uma delas as proporcoes de 

pixels com as mesmas intensidades de fase e curvatura sejam aproximadamente iguais desde que 

elas pertencam a mesma classe. Na imagem do digito dois, por exemplo, os pontos de curvatura 

costumam ocorrer nas mesmas posicoes, as maiores inflexoes ocorrem nos cantos superior direito 

e inferior esquerdo e nas extremidades do tracado, como ilustrado na Figura 6.8. A distribuicao 

dos angulos do vetor gradiente tambem possui alguma regularidade, ha um abaulamento na parte 

central e superior, um tracado aproximadamente reto entre o canto superior direito e o canto 

inferior esquerdo e um tracado reto na base da imagem. Como as zonas nao possuem dimensao 

f ixa entao a contagem do numero de ocorrencias de pixels por classe de angulo e curvatura em 
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cada uma delas e bastante variavel : imagens de area grande originam histogramas com frqiiencias 

elevadas e imagens de area pequena, histogramas com frequencias menores. Para caracterizar 

uma imagem sem introduzir variacoes nos histogramas decorrentes do tamanho, util izaram-se 

histogramas de frequencias relativas. 

Em funcao das imagens serem esparsas adotaram-se zonas que cobrem uma regiao maior, ao 

contrario daquelas usadas no trabalho de Shi et al. , que sao bastante refinadas. Os passos para 

extracao de caracterfsticas empregados neste trabalho estao listados a seguir. 

i Aplica-se a imagem binaria um algoritmo de extracao de bordas a fim de obter as posicoes 

dos pontos de contorno. Este passo nao requer o uso de um algoritmo sofisticado pois a 

imagem passara por uma fi ltragem passa-baixas, de modo que as caracterfsticas extrafdas 

destes pontos levara em conta valores medios calculados em uma v iz inhanca. 

ii Aplica-se o filtro da media 3 x 3 r vezes sobre a imagem original a fim de se obter uma imagem 

em nivel de cinza (nestes experimentos foi usado r = 4 ) . 

iii Aplica-se um algoritmo de normalizacao para limitar a variacao dos nfveis de cinza ao intervalo 

[0 ,1 ] 

iv Aplica-se o filtro de Roberts para obter a magnitude e fase do vetor gradiente. 

v Calcula-se a curvatura e fase nos pontos de contorno, Figura 6.8. 

(a) Imagem em (b) Fase (c) Curvatura 

nivel de cinza 

Figura 6.8: Caracterfsticas extra fd as do contorno da imagem 

A ultima etapa consiste na construcao dos histogramas direcionais e geracao do vetor de 

atr ibutos, que esta descrita na seqiiencia de passos a seguir: 

i Realiza-se a extrati f icacao da fase do gradiente em 10 classes de amplitude 7T/10. Angulos 

separados de 7r radianos sao considerados iguais, logo, considera-se apenas a direcao do vetor 

e ignora-se o sentido. 
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ii Realiza-se a extrati f icacao dos valores de curvatura em 5 classes. 

iii Aplica-se um procedimento de zoneamento dividindo uma imagem F r x c em 16 blocos (4 x 4) 

para imagens aproximadamente quadraticas. Nas imagens retangulares realiza-se uma divisao 

em 20 blocos, 4 blocos por linha e 5 por coluna caso a imagem tenha uma disposicao horizontal 

( r > 1 .25c) , ou 5 blocos por linha e 4 por coluna, caso tenha uma disposicao vertical (c > 

1 .25 r ) , F igura 6.9. 

(a) (b) 

Figura 6.9: Zoneamento aplicado a imagens retangulares 

iv Para cada bloco realiza-se a contagem do numero de ocorrencias de cada uma das classes da 

fase e curvatura originando histogramas com 15 classes. 

v Para cada um dos histogramas, normalizam-se os valores de modo que o numero de ocorrencias 

em cada classe fique l imitado ao intervalo [0 , 1 ] . 

vi Realiza-se a concatenacao dos histogramas obedecendo a seqiiencia apresentada abaixo: 

1 2 3 4 5 

6 7 8 9 10 

11 12 13 14 15 

16 17 18 19 20 

21 22 23 24 

6.2 Metodo proposto x caracterfsticas utilizadas 

Esta secao mostra o resultado de alguns experimentos que aval iam o comportamento do 

procedimento de particionamento quando aplicado aos vetores extrai'dos pela aplicacao do metodo 

do histograma com zoneamento. 
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6.2.1 Avaliacao do procedimento para obtencao de u m 

A obtencao de w m pelo criterio do elemento de maxima entropia foi avaliada experimental-

mente tomando-se um subconjunto de 10000 imagens escolhidas aleatoriamente dentre as 195000 

disponiveis para treinamento. 0 metodo foi treinado com 16 destes sub-conjuntos (N = 10000) . 

Procurou-se avaliar a quantidade de particoes originadas quando util izando os criterios de en

tropia, erro medio quadrat ico e busca exaustiva, tal como descrito na Secao 5.3 . A Tabela 6.3 

mostra a quantidade media e a variancia do numero de particoes obtida quando aplicando cada 

um destes criterios. Observe que, pelo criterio da entropia, a quantidade media de particoes 

originadas e menor que pelo criterio do erro medio quadratico, entretanto, a dispersao e maior. 

Ta l como ocorrido com as bases de padroes estudadas no Capftulo 5, aumento da variancia se 

justif ica pelo fato de que o raio da hiperesfera "K em que se localiza Rm e funcao de u m . Este 

raio, calculado como a distancia media entre u m e x E M tende a ser menor quando empregado 

o criterio da entropia, dai a necessidade de em alguns casos ser originado um numero maior de 

particoes para cobrir inteiramente o espaco definido por M . 

Tabela 6.3: Estat ist icas sobre o numero de particoes originadas por criterio de particionamento 

Criterio O'n-l 

Busca exaustiva 8.31 2.47 

Entropia 8.44 6.43 

Erro medio quadratico 12.25 1.81 

Outra forma de avaliar o criterio de definicao de u m e pela contagem do numero de padroes 

inseridos nas particoes que sao sucessivamente criadas. A contagem do numero de ocorrencias 

tende a diminuir a medida que novas particoes sao criadas. O criterio usado na definicao de 

Um e tanto melhor quanto mais acentuado for este decaimento porque tende a localizar mais 

precisamente o padrao que contem mais elementos de M em uma v iz inhanca. Observe pelo 

grafico da Figura 6.10 que o criterio da entropia aproxima melhor o grafico da busca exaust iva, 

em forma de uma exponencial decrescente, considerado como um modelo de referenda. 

6.2.2 Avaliacao do procedimento para definicao de s m ( a ) 

Na avaliacao de sm(a) procurou-se investigar a distribuicao dos padroes aprendidos e nao 

aprendidos na hiperesfera % em que se localiza a particao. A forma de uma particao e tanto 

melhor quanto maior for a quantidade de instancias nao aprendidas que ela contiver. Num espaco 

de atributos de grande dimensao, ha grande quantidade de instancias corretamente classificadas 

proximas de u m na hiperesfera % , pois ha muitas direcoes em que seu raio se prolonga. A 
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(c) MSE 

Figura 6 .10 : Curva da contagem de padroes por particao gerada 

forma da particao deve ser tal que consiga localizar a faixa na qual os padroes nao aprendidos se 

distribuam em "K. Para fazer esta avaliacao foi feito o seguinte experimento: 

1. Selecionou-se um conjunto com 10000 amostras obtidas aleatoriamente dentre as 195000 

disponfveis para formar um conjunto de treinamento T 

2. Treinou-se um classificador Perceptron com cinco ciclos. 

3. Calculou-se u m pelo criterio da entropia. 

4. Definiu-se a hiperesfera % fazendo seu raio igual a distancia media entre Um e os demais 

padroes em M . 

5. Calculou-se uma distribuicao de freqiiencia relacionando a quantidade de amostras por inter

v a l s do erro medio quadratico. 0 intervalo maximo de variacao do erro medio quadratico 

[0, 2/n] (n = 10) foi dividido em 16 particoes disjuntas para formar as classes da dis

tribuicao. 

108 



6. Repetiu-se os passos 1 a 5 16 vezes a fim de se obter uma media destas d i s t r i b u t e s de 

freqiiencia. 

0 graficos das distribuicoes medias dos padroes aprendidos e nao aprendidos estao ilustra-

dos na Figura 6.11. Como discutido na Secao 4 .1 .2 , os padroes nao aprendidos localizam-se 

acima do valor 0, 5/ra, como pode ser visto na Figura 6 .11 (b) . Observe tambem pelo grafico da 

Figura 6 .11 (a ) que a classe que define o limiar de inclusao inclui ainda alguns exemplos correta-

mente classificados mas ignora uma quantidade substancialmente maior. Esta e uma propriedade 

bastante atraente porque ignorando um grande numero de instancias que nao precisam ser sub-

metidas a um novo ciclo de treinamento reduze-se o custo computacional do metodo, por outro 

lado incluindo-se uma pequena quantidade de amostras aprendidas declina-se a influencia de 

elementos expurios na formacao de Bp. 
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Figura 6.11: Contagem do numero de padroes aprendidos e nao-aprendidos em 'K 

Deve-se ressaltar que as distribuicoes de freqiiencia apresentadas na Figura 6.11 sao especificas 

da base de padroes e do procedimento de extracao de caracterfsticas util izados. O formato de 

uma exponencial decrescente da Figura 6 .11(a ) mostra que a maioria dos padroes podem ser 

aprendidos satisfatoriamente por um classificador linear. 0 que se pode considerar um ajuste fino, 

o aprendizado dos elementos ambiguos localizados proximo as fronteiras entre as classes, depende 

de uma quantidade de exemplos substancialmente menor. Esta propriedade torna a aplicacao do 

metodo proposto apropriada pois utilizam-se poucas amostras no ciclo de treinamento seguinte, 

sem que com isto seja ignorado o conhecimento adquirido na etapa anterior. 

109 



6.3 Comparacao com outros metodos 

0 objetivo de muitos estudos na area de aprendizado de maquina e apresentar um novo algo

ritmo ou variacao de um existente que possua um desempenho superior a metodos tradicionais 

para um domi'nio especffico. Entretanto , a comparacao de algoritmos e classificadores realizada 

atraves de ensaios experimentais e uma tarefa complexa que, se nao for cuidadosamente elabo-

rada, pode conduzir a conclusoes estatist icamente incorretas. 0 surgimento de grande quantidade 

de artigos apontando a superioridade de um determinado algoritmo sobre outros, especialmente 

na literatura de redes neurais, fez surgir a preocupacao em se analisar cr it icamente a validade dos 

procedimentos estatisticos empregados (Salzberg [98]) e a se tentar estabelecer padroes para real-

izacao de comparacoes entre algoritmos e classificadores. Uma das primeiras iniciativas no sentido 

de fixar uma metodologia de testes a ser empregada em estudos comparativos desta natureza foi 

o projeto D E L V E (Data for Evaluating Learning in Valid Experiments) (Rasmussen et al. [92]) da 

Universidade de Toronto. Este projeto consiste de fato em um programa de computador, similar a 

um shell do sistema operacional UNIX , que organiza conjuntos de treinamento, val idacao e testes 

e metodos de aprendizado (incluindo tambem metodos de regressao) em uma estrutura propria e 

implementa facilidades para realizacao de ensaios experimentais. Apesar de sua existencia, diver-

sos pesquisadores realizam por conta propria os testes estatisticos necessarios. Uma importante 

fonte de apoio para identificacao do tipo de teste a ser empregado e um resumo apresentado por 

Dietterich [31], em que sao analisados cinco testes estatisticos, suas especificidades e situacoes 

em que devem ser empregados. 

Segundo a analise realizada por Dietter ich, deve-se, ao escolher um teste, identificar ini-

cialmente que t ipo de objeto procura-se comparar: se um classificador ou um algoritmo de 

aprendizado. Na l iteratura em lingua portuguesa, o termo algoritmo de aprendizado tambem 

e conhecido como indutor (Rezende [93]) . Um classificador pode ser interpretado como uma 

funcao matematica que dado um vetor de atributos retorna um rotulo ou classe. Um indutor, 

por sua vez, e um gerador de classificadores que dado um conjunto de treinamento produz uma 

hipotese ou classificador. A comparacao de classificadores leva em consideracao essencialmente 

a capacidade de predicao para elementos nao-vistos, isto e, procura-se comparar o quanto clas

sificadores ja treinados sao capazes de acertar em um conjunto com amostras nao-vistas. Neste 

caso, a fonte de variacao localiza-se no conjunto de testes. A comparacao de indutores procura 

avaliar a capacidade de um metodo em produzir um classificador avaliando-se o quanto estes sao 

capazes de acertar em um conjunto com amostras nao-vistas. Neste caso a fonte de variacao 

localiza-se tambem nos conjuntos de treinamento pois procura-se avaliar o quanto os metodos de 

aprendizado sao sensiveis a variabilidade amostral destes dados. 0 ju lgamento de dois indutores 

deve levar em consideracao nao somente o quanto os classificadores originados podem acertar 

mas tambem sua estabilidade em torno deste valor. 
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Em funcao do tempo disponivel para realizacao dos experimentos nao comportar a avaliacao 

de indutores, pois demandam a realizacao de varias etapas de treinamento, o estudo comparativo 

apresentado nesta secao restringe-se a aval iacao de classificadores. 

6.3.1 Metodologia de testes 

Para avaliar quantitat ivamente os classificadores estudados foi utilizado o coeficiente Kappa 

(Rossiter [96]) , largamente utilizado para comparar o grau de precisao de classificadores em 

reconhecimento de imagens (Moraes [83], Afonso [2], Giacinto e Roli [48]) . Este coeficiente mede 

o grau de concordancia entre observadores. Neste caso, compara-se o grau de concordancia entre 

a sai'da produzida por um classificador com o rotulo associado ao padrao de entrada. 0 valor 

nulo indica que as respostas do classificador nao se relacionam com as safdas desejadas, tendo 

sido geradas ao acaso, enquanto que o valor unitario indica total concordancia. 

Para calcular o coeficiente Kappa constroe-se uma matriz de erros, cuja notacao empregada 

para representar suas celulas esta apresentada na Tabela 6.4: 

Tabela 6.4: Notacao empregada para representar matriz de erros 

u2 • • E 

nu 7112 nim nio 

nni nio 
S n0\ n0i N 

0 coeficiente Kappa , k, e fornecido pela expressao: 

1-0 

com 

k = ( 6 .13 ) 

TV 

n E g l n i o n c 

A variancia deste coeficiente e dada pela expressao: 

(6 .14 ) 

(6 .15 ) 

a = n { J ^ W + ( T ^ y
 + — ( i - ^ ) (6'16) 

com 
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o3 

A'*3 

(6 .17 ) 

(6 .18 ) 

6.3.2 Algoritmos implementados 

No estudo comparativo foram testados redes neurais M L P , um classificador 5-NN, um agru-

pamento usando o metodo boosting e o Sistema / . As redes neurais e o agrupamento usando 

boosting foram implementadas a partir da biblioteca Torch (Collobert et al. [21] ) , cuja arquite-

tura e demais parametros livres estao listados na Tabela 6 .5 . Para o treinamento do sistema 

usando boosting foram usadas 5 redes neurais com estas mesmas configuracoes. 

Tabela 6 .5 : Parametros usados para construcao e treinamento das redes neurais 

Parametro Valor 

Numero de camadas 3 

Numero de neuronios por camada 375 - 256 - 10 

Camada de saida so ft max 

Funcao de transferencia tanh~l(-) 

Numero maximo de ciclos de treinamento 20 

0 sistema de agrupamento de classificadores com redes Bayesianas empregou classificadores 

Perceptron e 3-NN e utilizou probabilidades como entrada para o sistema de inferencia e no 

tratamento dos casos observados (S istema / ) . Para treinamento do classificador global util izou-

se apenas um unico ciclo e nas redes neurais originadas a partir do segundo nivel do diagrama de 

classificadores, realizou-se um treinamento com 50 ciclos. A arquitetura do sistema obtido com 

base neste experimento esta i lustrada na Figura 6.12. 
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Percept ron / 

35 nos fe-NN 

Figura 6 .12 : Diagrama de classificadores originado do treinamento 

Os classificadores fc-NN foram implementados usando como medida de dissimilaridade a dis-

tancia euclidiana. Util izou-se um algoritmo de busca exaustiva para localizacao dos k vizinhos 

mais proximos. 

6.3.3 Resultados com a base reduzida 

Os classificadores foram treinados com 60000 imagens obtidas aleatoriamente dos conjuntos 

hsLO, hsLl, hsL2 e hsL3 e testados com 60089 imagens do conjunto hsL7, isto e, todas imagens 

disponfveis no conjunto. As taxas de reconhecimento, bem como os valores dos coeficientes e 

variancia da estatistica Kappa , estao apresentadas na Tabela 6.6. 

Tabela 6.6: T a x a s de reconhecimento obtida com a base N I S T 

Classificador T a x a de reconhecimento (%) Kappa (%) Var iancia 

M L P 9 7 , 9 4 9 7 , 7 3 , 3 9 x 10~ 7 

Boosting 9 8 , 0 8 9 7 , 8 6 2 , 4 6 x 1 0 ~ 7 

5-NN 9 8 , 5 7 9 8 , 4 2 , 9 x 10~ 7 

Sistema / 9 8 , 8 9 9 8 , 7 2 2, 25 x 1 0 ~ 7 
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A fim de quantif icar numericamente as diferencas expressas na Tabela 6.6, as distancias entre 

os coeficientes foram tabulados em escores normalizados, calculados em funcao da quantidade 

de desvios-padrao associado a cada coeficiente, originando desta forma a matriz apresentada na 

Tabela 6.7. Esta matriz nao e simetrica, pois os desvios-padrao associados a cada classificador 

sao distintos. Cada celula dt1 desta matriz e calculada como: 

(6 .19) 

Tabela 6.7: Distancias normalizadas entre os coeficientes 

Mlp Boosting 5-NN Sistema / 

Mlp 0 2.43 10.72 1 6 . 2 9 

Boost ing 2.52 0 8.59 1 4 . 3 7 

5-NN 12.86 9.95 0 6 . 6 9 

Sistema / 2 2 . 2 7 1 8 . 9 5 7 . 6 2 0 

Os dados da Tabela 6.7 revelam que nao ha entrelacamento entre a classe em que se localiza o 

coeficiente do metodo proposto com as demais pois, pode-se observar na ultima linha e coluna da 

tabela , que as distancias normalizadas superam pelo menos 6 desvios-padrao. Embora em alguns 

textos (Evans [34], Afonso [2]) a analise do coeficiente Kappa seja realizada em conjugacao com 

um teste Z, a rigor nao se pode desenvolver uma analise a luz de um teste de significancia pois a 

distribuicao do coeficiente nao e Gaussiana. Apesar desta l imitacao, ainda assim e possi'vel admi-

tir que ha diferencas entre o coeficiente associado ao Sistema J e o s demais, face aos resultados 

apresentados na Tabela 6.7. Isto permite concluir que, no experimento realizado, o metodo pro

posto superou os demais metodos comparados. E importante destacar que nao se deve interpretar 

estes resultados como uma realidade estat ica, o que levaria ao julgamento de que as redes neu

rais M L P , e consequentemente o agrupamento com Boosting, sao pouco apropriados para serem 

utilizados com o metodo de extracao de caracterfsticas desenvolvido. Na cr iacao/tre inamento de 

uma rede neural ha diversos parametros livres que podem ser configurados de modo a melhorar 

seu desempenho, ta is como: o numero de camadas escondidas e a quantidade de neuronios em 

cada uma delas, a uti l izacao de decaimento de peso (weight decay), momentos, condicionamento 

dos dados de entrada, uti l izacao de arquitetura modular, etc. Certamente outra arquitetura neu

ral conduziria a um resultado mais acurado desde que devidamente configurado para a aplicacao 

alvo. Deve ser destacado que a principal vantagem do metodo proposto foi ter obtido resultados 

competitivos utilizando-se um treinamento que exige menor esforco computacional , j a que se 

trabalhou com classificadores lineares ou com /c-NN em regioes l imitadas do espaco de atribu

tos, e que requer pouca interferencia de um especialista humano, pois na configuracao destes 

I I 

(J-. 
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ciassificadores ha poucos parametros livres que precisem ser ajustados. 

6.3.4 Resultados com a base expandida 

Realizou-se um experimento em que se testou o Sistema I utilizando-se como classificador 

global uma rede perceptron e como classificadores locais redes percepton e 1-NN. Empregou-se 

no treinamento 180000 imagens dos conjuntos hsL012 e 3, o que representa 92 , 3 % das imagens 

disponiveis para treinamento. Os testes foram realizados com todas as imagens do conjunto 

hsL7. Os resultados deste experimento estao colocados na Tabela 6 .3 .4 , em que se apresenta a 

matriz de erros. 

Tabela 6.8: Matr iz de erros — Treinamento com 180000 amostras 

Said a 

desejada 

Safda produzida 

(%) 

Said a 

desejada 0 1 2 3 4 5 6 7 8 9 (%) 
0 5802 1 5 0 3 1 11 1 13 7 0.993 

1 0 6491 0 2 3 1 4 2 10 2 0.996 

2 6 31 5930 7 6 1 3 9 7 0 0.988 

3 4 12 5 5963 0 6 0 14 2 2 0.993 

4 12 7 5 0 5834 3 4 9 9 10 0.990 

5 7 3 0 19 1 5637 4 1 5 1 0.993 

6 17 2 2 0 8 3 5870 0 5 0 0.994 

7 1 15 7 19 3 3 0 6192 5 17 0.989 

8 27 1 10 9 9 10 3 2 5818 11 0.986 

9 17 4 3 17 6 19 1 24 14 5976 0.983 

99,04 

Comparando-se a taxa de reconhecimento obtida neste experimento com outras citadas na 

l iteratura, como apresentadas na Tabela 6 .2 , pode-se observar que o metodo proposto mostra-se 

competit ivo e revela uma boa adequacao para a tarefa de reconhecimento de di'gitos manuscritos. 

6.4 Conclusao 

Neste capftulo foi realizado um estudo de caso da aplicacao do metodo proposto a um prob-

lema de reconhecimento de imagens de di'gitos manuscritos. Para realizar este estudo desenvolveu-

se um metodo de extracao de caracterfsticas baseado na imagem do contorno do caracter, Esta 

abordagem tern uma inspiracao no modelo biologico. A visao dos seres-humanos e seletiva as 

componentes espaciais de alta freqiiencia, que sao fundamentals para reconhecimento de formas 

e do sentido de profundidade. Como estes componentes se manifestam nos pontos de contorno 
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admite-se que estes pontos contenham toda informacao necessaria para o reconhecimento deste 

tipo de imagem, que sao imagens monocromaticas portanto desprovidas de cor, textura ou outra 

caracterfstica relevante neste contexto. Procurou-se conciliar a informacao extrai'da do contorno 

com um procedimento de zoneamento, imitando desta forma os campos receptivos do sistema 

visual humano. Os vetores de atributos obtidos por este processo de extracao de caracterfsticas 

foram util izados pelo sistema de reconhecimento apresentado no Capftulo 4. Os resultados exper

imentais demonstraram que para este tipo de aplicacao o metodo proposto e bastante apropriado. 

Foi obtido uma taxa de reconhecimento competit iva tanto em relacao a outros metodos corn-

parados na Secao quanto em relacao ao que a literatura especializada apresenta. Estes resultados 

sao conseqiiencia da boa separacao inter-classes que o extrator de caracterfsticas propicia e da 

boa adequacao do sistema de reconhecimento aplicado ao problema em foco. 
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Capftulo 7 

Conclusoes e perspectivas futuras 

7.1 Conclusoes 

A proposta deste trabalho foi apresentar um metodo de classificacao de padroes que realizasse 

o particionamento do espaco de atributos em regioes entrelacadas associando a cada uma destas 

um classificador. Para realizar uma predicao unica, as saidas dos classificadores deveriam ser com-

binadas atendendo a um criterio de otimalidade. Propos-se usar uma rede Bayesiana como agru-

pador de classificadores. Apesar de potencialmente promissor como estimador nao-parametrico 

de uma distribuicao de probabilidade, ou como sistema especialista baseado em conhecimento 

incerto, o uso de redes Bayesianas e ainda insipiente na area de combinacao de classificadores, que 

tern experimentado intensa movimentacao desde infcio dos anos 2000, a exemplo do surgimento 

de uma conferencia internacional (International Workshop on Multiple Classifier Systems), em 

2000, e de uma revista especializada (Information Fusion), tambem em 2000. Deve-se ressaltar 

que em alguns artigos ha uti l izacao do classificador Bayesiano, que trata-se de um caso particular 

de uma rede Bayesiana como explicado no Capftulo 2, entretanto, a construcao de um sistema 

com varios nfveis de decisao como o proposto neste trabalho nao foi encontrada no levantamento 

bibliografico realizado. Explorou-se a perspectiva de que na area de combinacao de classifi

cadores, um combinador baseado em treinamento aprende a regra de combinacao atendendo a 

um criterio de otimalidade podendo ser a aproximacao de uma distribuicao de probabilidade, o 

que torna apropriado a util izacao da rede Bayesiana. O cerne do metodo proposto esta no pro-

cesso de particionamento do espaco de atributos. E atraves deste processo que se originam os 

classificadores locais, arranjados em uma estrutura chamada diagrama de classificadores da qual 

deriva-se a estrutura da rede Bayesiana. Nos ensaios experimentais realizados nos Capftulos 5 

e 6 demonstrou-se que a estrategia de particionamento adotada, conciliada com o combinador 

construfdo a partir desta, resulta num metodo de classificacao de padroes que realiza predicoes 

em geral mais precisas do que a dos classificadores constituintes. Esta propriedade foi usada 

para criar um sistema composto por classificadores fracos, que tanto demandavam menor esforco 
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computacional para serem treinados, quanto menor interferencia de um especialista humano na 

configuracao dos parametros livres. Para o treinamento de grandes bases de dados, como tratado 

no Capftulo 6, a adocao do metodo de combinacao proposto revelou vantagens tanto por ap-

resentar resultados competit ivos quanto por realizar uma distribuicao balanceada no numero de 

amostras necessarias para treinar cada classificador: muitas amostras empregadas no treinamento 

do classificador global, que requer menor esforco computacional , e poucas amostras empregadas 

no treinamento dos classificadores locais. 

No estudo de caso na area de reconhecimento de imagens de caracteres manuscritos foi apre-

sentado um algoritmo de extracao de caracterfsticas inspirado no modelo biologico. A util izacao 

deste algoritmo, bem como do metodo de agrupamento de classificadores proposto, foi avaliado 

experimentalmente no reconhecimento de di'gitos manuscritos da base N I S T . Os resultados destes 

experimentos revelaram-se competit ivos com relacao aos referenciados na l i teratura. 

7.2 Perspectivas futuras 

Um trabalho cientffico nunca e um produto acabado que se encerra em si mesmo. Ao contrario, 

ao se investigar um tema abrem-se perspectivas para novas exploracoes e desdobramentos que 

so se descobrem a partir da investigacao inicial . Este trabalho realizou a cobertura de varios 

aspectos de um problema complexo mas nao foi suficiente para cobrir alguns outros que tambem 

se mostram potencialmente promissores. Alguns destes estao comentados a seguir: 

Aprendizado incrementa l A arquitetura do sistema proposto como um todo e modelada di-

namicamente, isto e, novos nos e conexoes sao criados no diagrama de classificadores a 

fim de suportar a complexidade dos dados apresentados. Esta propriedade pode ser usada 

para realizar um treinamento incremental que viabilize o aprendizado de novos padroes 

sem perder o conhecimento j a adquirido. E m um sistema conexionista o conhecimento, 

armazenado nas conexoes, e perdido sempre que os valores das conexoes e alterado, en

tretanto, em um sistema modular o treinamento incremental pode ser feito iocalmente 

em unidades isoladas nao comprometendo, portanto, a manutencao do conhecimento ar

mazenado em outros nos. Alem disto, novos nos no diagrama de classificadores sao criados 

quando os padroes apresentados diferem significativamente dos modelos associados aos nos 

j a existentes. 

Na prat ica, a aquisicao de conhecimento incremental pode ser substituida por uma nova 

etapa de treinamento com base em um conjunto formado pela uniao dos conjuntos com 

antigas e novas instancias. Entretanto, ha situacoes em que esta estrategia possue um 

custo proibitivo, por exemplo, em um sistema em producao que precise aprender com os 
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erros deve-se evitar interromper uma execucao em andamento, pois o tempo necessario 

para treinar todas as amostras pode ser muito longo. 

Revogacao da hipdtese de independencia A fim de aproveitar o mecanismo de propagacao 

de mensagens, o procedimento de aquisicao de Bs cr ia , em cada nivel da rede, nos que 

nao possuem ligacoes entre si , sao portanto independentes dado o estado do no ancestral . 

A hipotese de independencia pode ser revogada em prol de um modelo um pouco mais 

complexo e preciso. Pode-se usar, por exemplo, um agrupamento de redes do tipo TAN 

(Tree Augmented Bayesian Network) ( [41] ) , Figura 7 .1 , que como citado na literatura 

sao modelos mais precisos da distribuicao subjacente e cuja complexidade do algoritmo de 

aquisicao possui complexidade polinomial. 

(a) Diagrama de elas- (b) Rede Bayesiana (c) Agrupamento de 

sificadores TAN's 

Figura 7 .1 : Redes Bayesianas construfdas a partir do diagrama de classificadores 

Uti l izacao de mensagens n Uma rede Bayesiana e um sistema de inferencia que possui algu-

mas semelhancas com o modelo empregado pelos seres-humanos. Vale destacar dois pontos 

importantes neste contexto. Primeiro, a dimensao do vetor de entrada nao possui tamanho 

f ixo, as evidencias fornecidas a rede podem ocorrer em qualquer no e em numero variavel , 

nao necessariamente em um conjunto de nos que formam uma camada de entrada. Ao tra-

balhar com entradas de dimensao fixa introduz-se distorcoes decorrentes da normalizacao 

em escala, o que pode ser evitado quando a entrada do sistema possui dimensao variavel. 

0 segundo ponto destacado e a potencial contribuicao que pode ser obtida com o con-

teudo das mensagens ir, que sao associadas a diagnosticos ou conclusoes. Na imagem da 

Figura 7.2 ve-se nos vazios entre os quadrados adjacentes uma formacao nebulosa ilusoria 

em tons de c inza . Es ta ilusao e causada pelo preenchimento dos espacos vazios pelos pro-

longamentos dos segmentos de reta dos quadrados vizinhos. Semelhantemente ao modelo 

biologico, mensagens 7r enviadas por nos ancestrais induzem os nos descendentes a atu-
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alizarem seus vetores de crenca, eventualmente mudando o valor do estado mais provavel. 

A retro-alimentacao destes valores leva os nos em nfveis superiores a gerar interpretacoes 

baseadas em evidencias imaginarias, semelhantes aquelas produzidas pelo sistema de in-

terpretacao humano. A construcao de um sistema de reconhecimento de imagens usando 

multiplos classificadores combinados com uma rede Bayesiana pode ser empregada de uma 

forma em que os classificadores sejam especializados em regioes da imagem ao inves de 

serem especializados em regioes do espaco de atributos. Neste contexto, as mensagens 

7r podem ser usadas para identificar as regioes que nao contribuem efetivamente para o 

processo de reconhecimento e que demandam a util izacao de classificadores mais especial

izados. 

• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • • 
• • • • • • • • • • • • • • • a 

Figura 7 .2 : llusao originada pelo prolongamento de segmentos de reta 

Invest igacao mais extensa do algoritmo de extracao de caracterfst icas 0 processo de ex

tracao de caracterfsticas proposto no Capftulo 6 mostrou-se promissor apesar de nao ser 

este o foco de atencao principal do trabalho desenvolvido. E m razao de ter se mostrado 

efetivo como ferramenta para melhorar a sperabilidade inter-classes uma investigacao mais 

extensa deve ser conduzida. Algumas investidas neste sentido podem ser iniciadas pelo 

estudo da quantidade e disposicao das zonas e pelo estudo de estrategia de composicao do 

vetor de atributos que produza resultados mais promissores do que o obtido pela simples 

concatenacao das caracterfsticas fase e curvatura. 
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