Resumo

Neste trabalho apresentamos como a inferéncia Bayesiana e a relagao entre regiao
H.P.D. e os testes de hipdteses, obtida através de algumas propriedades da distribuicao
t-Studente multivariada, podem ser aplicados no estudo de dados de um Modelo de
Covariancia Linear com e sem erros nas variaveis. Para o nosso trabalho, consideramos
um experimento planejado em k tratamentos, sendo cada um deles repetido em n;

unidades experimentais, ¢ = 1,2, ... k.



Abstract

In this work we present as the Bayesian inference and the relation between region
H.P.D. and the tests of hypothesis, gotten through some properties of the distribution
t-Student multivaried, they can to be applied in the study of data of a Model of Linear
Covariance with and without errors in the variables. For our work, we consider an
experiment planned in £ treatments, being each one of them repeated in n; experimental

units, 2 = 1,2,..., k.
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Introducao

Ao longo desse trabalho estudaremos o Modelo de Covariancia Linear, com e
sem erros nas variaveis, sob uma perspectiva Bayesiana. Para tanto, usaremos uma
informagao a priori do tipo nao informativa, proposta por Jeffreys, para que, de posse
dessa informagao adicional, tenhamos maior precisao nas inferéncias.

No Capitulo 1 faremos uma introducgao sobre a Inferéncia Bayesiana, seus princi-
pios e a sua versao para estimagao, intervalos de confianca e testes de hipoteses.
Veremos também que Jeffreys, no intuito de realizar uma anélise neutra, por causa
da subjetividade da priori, propds uma classe de priori nao informativa, baseadas na
informagao de Fisher. Neste capitulo ainda faremos um breve estudo sobre a analise
de covariancia que é uma técnica que aumenta a precisao em experimentos aleatorios.
Para isso seréd utilizado um termo chamado de soma de produto total para a anélise
dos dados.

No Capitulo 2 estudaremos o artigo da referéncia [7]. Consideramos um

experimento planejado com k tratamentos, onde cada um deles é repetido em n;

unidades experimentais, ¢ = 1,2,...,k, sendo que neste capitulo as variaveis ex-
plicativas z;; serao consideradas fixas e medidas sem erros, para j = 1,2,...,n;, ¢
1 =1,2,...,k. Um modelo estatistico adotado nesta situacao é

Yij = Ti + Biiy + ey,

onde y;; ¢ a observagao relativa a variavel resposta obtida na j-ésima unidade
experimental que recebeu o tratamento ¢ e e;; é o erro correspondente na medicao
de y;;. Vamos supor que e;; ~ N(0,0%) e sao independentes. Apos encontrarmos

a funcao de verossimilhanca associada ao modelo, usaremos uma densidade a priori



vii
proposta por Jeffreys, do tipo nao informativa, para encontrarmos a densidadde a pos-
teriori de (02,0), onde @ & o vetor de parametros do modelo ou parte deles, assim
como as densidades marginais a posteriori do vetor do efeito médio dos tratamentos
7' = (711,72, ...,7) e do vetor dos coeficientes da regressao 3" = (31, 2, . . ., Bx), usando
as propriedades da distribuicao t-Student multivariada encontradas no Apéndice B.
Usaremos a defini¢ao de regiao H.P.D., dada na segao 2.8, e sua relagao com os testes
de hipoteses, vistos na secao 2.8.1, para obtermos inferéncia sobre o efeito médio e
sobre o coeficiente angular da regressao de cada tratamento, assim como inferéncias
sobre combinacoes lineares destes.

No Capitulo 3 consideraremos o mesmo modelo proposto no Capitulo 2, sendo
que, neste caso, as variaveis explicativas x;; sao medidas com erros. Ja que nao existe
instrumento de medigao perfeito essa suposicao estd bem fundamentada. Dessa forma,

ao invés de observarmos o verdadeiro valor de x;; observamos a variavel
Xij = Tij + wij,

com j = 1,2,...,n; @ = 1,2,...,k, onde u;; ¢ o erro correspondente na medicao
de z;;. Esse fato aumentara a quantidade de parametros envolvidos no modelo. Para
diminuir esse nimero de parametros, iremos supor que a razao entre as variancias
Ae = Gee seja completamente conhecida. E ja que o nosso objetivo, em geral, é
obtermo:u inferéncias sobre os parametros de regressao, usaremos as suposicoes de
independéncia dos erros e;;, u;; e da varidvel nao observada xz;;, j = 1,2,...,n,,
1=1,2,...,k, e também a suposi¢ao de nao correlagao entre cada um deles para esse
fim. Apos encontrarmos a fungao de verossimilhanga do modelo, e usando as suposigoes
acima, estaremos nas hipoteses do Teorema 3.1 e do Corolario 3.1 que nos fornecerao,
respectivamente, a densidade a posteriori de (7,3, A\e,x) e a densidade a posteriori de
(1,8, A\e). Ainda encontramos a densidade preditiva do vetor nao observével x.

No Apéndice A encontramos alguns resultados referentes a distribuicao nor-
mal multivariada e alguns resultados de algebra linear para a inversao e calculo do
determinante de matrizes em blocos usados nos Capitulo 2 e Capitulo 3.

No Apéndice B encontramos algumas propriedades da distribuicao t-Student

multivariada usadas no Capitulo 2.



Capitulo 1

Preliminares

Neste capitulo faremos uma breve introducao a inferéncia Bayesiana, seus princi-
pios e a sua versao para estimacao, intervalos de confianca e testes de hipoteses. Fare-
mos também um breve estudo sobre a andlise de covariancia. As informagoes deste

capitulo sdo encontradas nas referéncias [2], [5] e [8].

1.1 Inferéncia Bayesiana

Sabemos que o objetivo da inferéncia matematica é reduzir a falta de conheci-
mento ou a incerteza sobre um determinado valor de interesse 6. Toda informacgao que
temos a respeito de 6 pode ser sumarizada, subjetivamente, em P(6|H), a distribuigao
a priort de #, onde H é a informacao inicial que dispomos. A distribuicao a priori
é o tnico elemento novo na abordagem Bayesiana com relacao a frequentista, e o seu
compromisso é representar todo o conhecimento que se tem sobre 6, antes de se realizar
o experimento, isto é, seu compromisso é descrever a incerteza sobre #, probabilistica-
mente.

O objetivo da inferéncia Bayesiana é estudar as formas pelas as quais os resul-
tados experimentais, adicionados a H, alteram P(A|H). Por causa da subjetividade
de H, diferentes pesquisadores podem possuir informacoes iniciais H; e Hy fortes, e
divergentes, sobre a quantidade desconhecida 6, de forma que ¢ inviavel conciliar essas
informacoes. Precisamos, portanto, produzir uma analise neutra gerando-se um refer-

encial. Usaremos a informacao a prior: do tipo nao-informativa proposta por Jeffreys
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que sera definida mais adiante. Assim, poderemos realizar a analise nos baseando no
minimo de informagcao subjetiva a priori, mesmo porque, esperamos que o experimento
seja mais informativo do que a propria priori.

A seguir daremos a definicao de parametro.

Definicao 1.1.1 Considere a observacao X. A quantidade 0 é chamada de pardmetro
para X se
P(X|H e 0) = P(X|0)

e nesse caso P(X|0) € denominado de seu modelo estatistico.

Ou seja, # ¢ um parametro para X se, no momento em que # fosse conhecido, sua
incerteza sobre X se tornaria independente de qualquer conhecimento anterior H. Isto
¢,

P(X|H) = ZPX|0 (0|H) = ZL@x (0|H),

onde L(6;x) é a fun¢do de verossimilhanga para 6.
A classe de prioris nao-informativas, propostas por Jeffreys, se baseia na medida
de informagao de Fisher. Primeiro, vejamos a definicao da informacao de Fisher e em

seguida a definicao da priori de Jeffreys.

Defini¢ao 1.1.2 Considere a observa¢io X com funcao de probabilidade p(X|0). A

medida de informacao esperada de Fisher sobre 0 através de X € definida por

32l(9;X)]
062 I

onde l(0;z) =log L(0;x), na base natural. Se @ for um vetor, entdo define-se a matriz

1(6) = Exg [— (1.1)

de informagao esperada de Fisher sobre 0 através de X, 1(0), com elementos 1;;(0)

dados por:

1;(6) = Exjo| -

82l(9;X)]‘ (1.2)

00,0,
Mostra-se que, sob as condi¢oes de regularidade, podemos também calcular a

medida de informacao esperada de Fisher sobre 6 através de X na forma abaixo.

8[(9;)()}2

16) = Ex| -5

(1.3)

como ja é conhecido.
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Defini¢ao 1.1.3 Considere a observa¢io X com funcao de probabilidade p(X|6). A

priori nao-informativa de Jeffreys tem densidade dada por
p(8) o [1(6)]'?, (1.4)
0 € O, onde © € o espaco paramétrico de 8. No caso multivariado temos

p(0) o |det 1()]Y/2. (1.5)

Seja X uma quantidade aleatoria que possui # como parametro. Considere um
experimento que observa o valor de X. Antes de observar X temos uma distribuigao
amostral de X dada por P(X|0 e H). Apos observar o valor de X = z a nossa quan-
tidade de informagao aumentou: antes s6 conheciamos H e depois do experimento
passamos a conhecer H; = H ({X = x}. Agora a informagao sobre 6 esta sumarizada
em P(f|x e H). Podemos passar da distribuigao a priori, P(A|H), para a distribuigao
a posteriori, P(0|x e H), usando uma versao do Teorema de Bayes

_ POIH)P(X =al9) _ POIH)L(0:x)
POz, H) = P(X = z|H) - P(X=2zlH)

Mas, P(X = z|H) nao depende de 0, dai, para a determinacao da quantidade de

interesse P(f|z, H) ela é apenas uma constante, logo podemos escrever
P#|x, H) < P(0|H)L(0;z). (1.6)

Para recuperar a constante, basta observar que p(0|z, H) = Wp(0|H)L(0;z),

onde

W = plalH) = / pl, 01 H)do = / p(2]0)p(6)db. (L.7)

0 0

Note que na ultima igualdade a dependéncia em H é removida para facilitar a notagao.

1.2 Estimacao, Intervalos de Confianca e Testes de

Hipoteses Bayesianos

Vejamos agora as versoes Bayesianas para a estimacao, intervalos de confianga e
testes de hipoteses.

Vamos supor que a quantidade desconhecida, 6, seja um nimero real.
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Definicao 1.2.1 O estimador de Bayes, para o pardmetro 0, € o valor esperado de 0

dados H e x, isto €,

E(f|H e X =x) =Y 0P(0]H e x),
0
se © for discreto.

J& que a distribuigao a posteriori de 6 é a expressao atualizada da sua incerteza,
o valor esperado de 6 dado H e x pode ser considerado como um estimador razoavel
de 6.

Os intervalos de credibilidade sao os correspondentes Bayesianos aos intervalos

de confianga na abordagem classica. Segue sua definicao.

Definicao 1.2.2 Intervalo ou conjunto de credibilidade de nivel o é um conjunto R,

contido no espago paramétrico de 0 tal que, para o« € (0,1) fizado,
(i) PO € RyJHex)=1—aouP(@ € RHezx)>1—aq;

(i) Para R, = (6o, 61) temos que p(6y|H e x) = p(61|H e z).

Na segao (2.8) falamos mais detalhadamente sobre essa defini¢ao, onde chamamos
R, de regiao H.P.D., que é a regiao em que seus pontos tem densidade a posterior: alta.
Para encontrarmos os pontos 6y e 6; das distribuicoes mais usuais e nao simétricas
usamos a tabela da referéncia [1].

Baseados nesse conjunto e fixando um nivel a;, podemos construir um método de
decisao: nao rejeitamos que 6y é um valor aceitavel para 6 se 8 € R,, caso contrario,
se by ¢ R,, entao rejeitamos que y seja um valor aceitavel para 6. Isso corresponde,
de certa forma, aos testes de hipoteses. Na segao (2.8.1) detalhamos como a regidao de

credibilidade nos ajuda a tomar decisoes sobre um determinado valor 6.

1.3 Analise de Covariancia

A anélise de covariancia é uma técnica de bastante interesse. Ela combina os
aspectos da analise de varidncia e da analise de regressao. A analise da covariancia
tem numerosas utilidades, a mais comum ¢ que ela aumenta a precisao em experimentos
aleatorios. Aqui supomos que cada unidade experimental também possui as medidas

das outras variaveis que estao linearmente relacionada com a variavel resposta.



O modelo de um delineamento completamente aleatorizado é

Yij = p+ B+ (i — 7)) + ey,

k
onde e;; ~ N(0,0?) e sao independentes, Zniﬁi =0,7=1,...,n5 1 =1,...,k,
i=1
L F k | ko
= N;niﬂia para N = ;nw Bi=p—pe. = N;;%; com f;, [ ey

assumindo valores reais, Vi=1,...,k.

As suposicoes acima também podem ser escritas da seguinte forma.

Yij ~ N(:u’ijao-z)u
pij = p+ B+ (@ —2.), (1.8)
k
com anﬁj = 0.
j=1

Os dados podem ser organizados na seguinte tabela.

Resumo dos Resultados para a Analise de Covariancia

num Planejamento em Blocos Aleatorios

Tratamentos
1 2 .. k
X y X y X y
Observagoes | x1 Y1 T12 Y12 T1k Y1k
Tnil Ynal | Tno2  Yno2 Tngk  Ynpk
Totais Ty, Ty, | 1o, Ty, T, Ty, |Te T,
Médias Ti Y1 | T2 Yo T Yk | T. Y.
de T, = Ty Vi=1 k
ondae T Z'IZ]7 Y.i Zyl]axl_ n; ey.z_ 7%7 t=1,..., R

Se a varlavel exphcatlva estiver estritamente relacionada com a variavel resposta,
é de se esperar que a reta de regressao desse modelo se ajuste melhor aos valores de
i, do que a reta do modelo original da anélise da variancia e os seus residuos deverao

ser menores, como pode ser visto na referéncia [5].
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Notamos que as suposi¢oes (1.8), para um delineamento completamente aleator-
izado, implica que os zj;s sao constantes, desde que nada seja manifestado sobre eles

terem uma distribuicao.

O objetivo da anélise de covariancia é diminuir a variabilidade dos erros, aumen-
tando assim nossas chances de rejeitar uma hipotese falsa. Para isso, usa-se um termo
chamado de soma total dos produtos e denotaremos por S Pr. Esse novo termo é dado
por

k n;
SPr = Z Z(% —Z.)(yi5 —U.)
i=1 j=1

Ao contrario da soma de quadrados, a soma de produtos nao tem que ser neces-
sariamente positiva.

Este novo termo sera dividido em duas parcelas, exatamente da mesma maneira

como a soma dos quadrados, como segue

SPr = 33 Ny — 7. — 1)

i=1 j=1

= SN M )+ (g — )@ — 5 + (s — 55)

i=1 j=1

= Z 2(53@ —T.)(y: —

= SPg+ SPg,

<
S~—
+
M-
—~
&
.
|
I
N
—~
=
.
|
<
N

onde, SPg é a soma de produto dos tratamentos e SPg é a soma de produto dos erros.

Ja sabemos que a soma de quadrados total pode ser decomposta em

SQr = SQr+ 5QE,

onde SQr ¢é a soma de quadrados dos tratamentos e SQg ¢ a soma de quadrados dos

erros. Vamos indexar em x e em y para facilitar a notacao. Logo,

SQTI = SQR:{: + SQEx

SQr, = SQry + SQEy,



onde cada parcela pode ser escrita de forma a simplificar os calculos, como segue

TR D) DT R 3) SR ) 30 9%

=1 j=1 =1 j=1 =1 j=1
k. n k T2, T2
=1 ]:1 =1

SQEQC = SQTI - SQRJ}

SQr, = Zk:i(yij— y. Z;yu __(Xk:;y”>

i=1 j=1 i=1 i=1

kor2 72

k. n;
SQny = YD (-t =y M-k

i=1 j=1 i=1

SQEy - SQTy_SQRy>

como ja é conhecido.

Podemos obter formas mais simples de calcular cada soma de produto, da mesma

forma como fazemos com a soma de quadrados:

SPT — ZZ xw yzg y)

=1 j=1
= DD s —E. ) Yy =) > wi+ NE.g.
i=1 j=1 i=1 j=1 i=1 j=1
1 v T
e in lnm BT
=1 j5=1 N N
= Z injyzj vl Ty
=1 j5=1
Analogamente,
"1 1
SPr = Z:; n—iTx‘iTy_i - 5T
E, por subtragao, obtemos
SPg = SPr — SPxg.
Um dos objetivos da analise é testar Hy : f3; = 0, ¢+ = 1,2,...,k contra

H; : existe ao menos um [; # 0.

Uma outra formulacao equivalente das hipoteses acima, em termos de
n;
pi= Y pij, & Hy: (ma—9Za) =+ = (ix — ¥Zx) contra Hy : nem todos jr; — Vi

sao iguais.
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Para fazermos a anélise do delineamento completamente aleatorizado precisare-

mos das fungoes abaixo:

SQr = SQr, —

SQ, = SQu
SQh, = SQ — SQp,

Assumindo que as suposigoes (1.8) sdo verdadeiras, entdo podemos mostrar que

(SQk,)/(k-1)  QMg,

b= (SQlEy)/(N —k—1) QMp, ~ Fyp 1 N-k-1, (1.9)

onde Fj_y y_;—1 ¢ a distribuicao F' com k — 1 graus de liberdade no numerador e
N — k —1 graus de liberdade no denominador. A razao F' é apropriada para testar Hy,
que sera rejeitada se F for grande, onde QM ]’%y e QM ﬁEy sao os respectivos quadrados
meédios.

Sumarizamos os resultados da anéalise na tabela abaixo.

Anélise da Covariancia para um Delineamento Aleatorizado

Fonte 5Q. SP  SQ, SQ, g.l. QM, F
QM},Zy
QM

Tratamentos | SQrr SPr SQgy SQ’Ry k—1 QMI’%y

Erro SQp: SPe SQp, SQ%F, N-k—-1 QMg,
Total SQr, SPr SQr, SQr, N =2 - }

Se Hj nao for rejeitada, entao assumimos todos os [3; sao iguais a zero. Logo,
pij = p+ (@ — ).

Existem outros métodos para a analise da covariancia que nao serao comentados

neste trabalho, mas que sao encontrados na referéncia [5].



Capitulo 2

Modelo de Covariancia Linear Sem

Erros nas Variaveis

Neste capitulo estudamos o artigo dado na referéncia |7]. Consideramos um ex-
perimento planejado com k tratamentos, sendo cada um deles repetido em n; unidades
experimentais, ¢ = 1,2, ..., k. Sob informagao a prior: do tipo nao informativa e usando
a definicao de regiao H.P.D. e as propriedades da distribui¢ao t-Student multivariada,
discutidas no Apéndice B, faremos inferéncias sobre o efeito médio e sobre o coefi-
ciente angular de cada tratamento, assim como também inferéncias sobre contrastes

lineares destes.

2.1 O Modelo Estatistico

Um modelo estatistico adequado a este experimento é:
Yij = Ti + Biij + ey (2.1)
g=1,2,....,n;,1=1,2,...,k, onde consideraremos:

(i) y;; = observacao relativa a variavel resposta obtida na j-ésima unidade experi-

mental que recebeu o tratamento 7,5 =1,2,...,n;, 1 =1,2,...,k;

(ii) 7 = efeito médio do tratamento i, = 1,2,...,k;



(iii)

(iv)

onde
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0B; = coeficiente angular da regressao covariante dentro do tratamento 1,

1=1,2,...,k;

x;; — observacao relativa a covaridvel obtida na j-ésima unidade experimental que

recebeu o tratamento ¢, j =1,2,...,n;, © =1,2,...,k, as quais, neste capitulo,

serao consideradas fixas e medidas sem erros;

ei; — erro experimental associado & observacao y;;, 7 =1,2,...,n;, i =

'7]{:7

que serao considerados independentes uns dos outros e normalmente distribuidos

com média zero e variancia comum 2.

Matricialmente podemos escrever

y=X0+e¢

y = (yllu"’ yYln, Y215 - - -5 Y2noy e oo s e o o5 YkLs - - -

k

variaveis aleatorias de dimensao n x 1, com n = E n;;

i=1

X = matriz de planejamento com dimensao n x 2k;

(2.2)

. Ykn,,) € 0 vetor de realizagoes de

0= (m1,72,..., Tk, 01,02, .., 0k) €0 vetor dos parametros com dimensao 2k X 1;

g = (611,... 3 €1ngy €215+ -3 €2ngy e v vy e o3 CETy -

mentais de dimensao n x 1.

Desta forma, a equagao (2.2) tem o seguinte aspecto:

| (10 0 a0
Yim 10 -+ 0 21p, O
Yo1 01 - 0 0 @y
Yonsy B 01 -+ 0 0 o,
. 00 -1 0 0
i | {00 1 00

Tk1

Tkny,

T1

Tk

B

B

€11

elnl

€21

€2n2

€1

€kny,

. €kn,)' € 0 vetor dos erros experi-
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Portanto, segue de (v) que:
Y ~ N,(X6,0°1,). (2.4)

O modelo definido ou por (2.1), ou (2.2) ou (2.3) e com as hipoteses (i)-(v) é
chamado de Modelo de Covariancia Linear Normal.

Vamos considerar ainda que a matriz de planejamento, X, tem posto 2k. Essa
restricao nao nos parece séria, pois se X nao tem posto méximo, entao existem re-
dundéancias na especificagao do modelo. Caso essas redundancias existam, precisamos
verificar se o modelo adotado é realmente o modelo adequado ao experimento.

Consideramos também que nao existe 1 = 1,2, ..., k, tal que 2;“:1 xy; = 0, e que

k < (n/2) — 2 para calcularmos o primeiro e o segundo momento de o?|y.

2.2 A Funcao de Verossimilhanca

A partir de (2.4) e usando o Teorema A.4 obtemos a fungao de verossimilhanga
de Y que é dada por
1
L(6,0%y) = (2n)*6L,| Y2 exp {_5(3’ - X0)(0’L,) (y — XO)}
1
= (2m0”) " exp {——(y - X0)'(y - XH)},
202
onde 6 = (14,79, ..., Tk, 01, 02, ..., Bk) € 0 espago paramétrico é
0 ={(0,0%);0*>0,—00 < T7; < +00,—00 < 3 < +00,i =1,2,...,k}.

Segue o lema que nos fornecera o estimador de méaxima verossimilhanca para 6 e

um estimador nao viciado para o?.
Lema 2.1 Seja a verossimilhanga de Y como dada em (2.5). Entao,
(i) O estimador de mdxima verossimilhancga para 6 €
0= (X'X)"'Xy;

(ii) Um estimador nao viciado para o* é

2 ne?  (y —X0)(y — X6)
- 1% o 1%

)
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2 2

onde ¢° € o estimador de mdxima verossimilhanca de 0 e v =n — 2k.

Prova. Para mostrarmos (i) note que segue de (2.5) que a funcdo de

log-verossimilhanca é

1
log L(0,0%y) = —g log(27) — glog(JQ) - ﬁ(y'y —-2y'X0+0'X'X0),
o

entao:

dlog L(6,5%y) 1
_ = - —(2(y'X) +2X'X =
00 =06 0 202( (Y Xy + ) 0=0 0

1 n R
= S Xy-X'X0)=0 = X'X0=Xy.
g

Mas ja supomos na segdo anterior que posto(X) = 2k e dessa forma, usando
o fato de que posto(X'X) = posto(X) = 2k, concluimos que (X'X )ogxor tem posto

completo e, portanto, sua inversa existe. Entao, obtemos
0= (X'X)"'Xy.

Para provarmos (ii) primeiro encontramos o estimador de méxima verossimil-

hanca para o fazendo

0log L(é,aQ;y)

802 02:&2_0
logo,
n 1 1 , .
513 (1) Xy X)) =0
— Ly x0y(y—x6) ="
954 Y y = 252
—X0)(y — X0
e X6y - Xx8)

n

Agora, observemos que podemos escrever

A

ne? = (y—X0)(y — X6)

(X)X (y — X(X'X)"Xy)

= YT~ X(XX)X(L — X(XX) X))y
(X'X)1X

Ny,
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onde a ultima igualdade ocorre porque

(I, - X(X'X)'X')? = I, - 2X(X'X)7'X' + X (X'X) X' X (X' X)X’
= I, —2X(X'X)7X 4+ X (X'X)1 X/
= I, — X(X'X)Lx',

Além disso,
(I, - X(X'X)'X") =1, - X(X'X)'X".

Ou seja, (I, — X(X'X)71X’) é uma matriz idempotente e simétrica.

Definindo a matriz A = (I, — X (X’X)71X")o~2, temos:

a) ACov(Y) = (I, - X(X'X)"'X")o2(c?1,)
= [,- X(X'X)'X",
B A = JEMIAEE)
= (X0)(I, - X(X'X)'X")o72(X6)
= 55 0'X'(I, - X(X'X)'X')X6
= #0'(X’X - X'X(X'X)"'X'X)0
= 5 0(X'X-X'X)0
= 0.
Pelo item a, usando a reciproca do Teorema A.7 item i, ja que A Cov(Y') é uma
matriz idempotente e simétrica, entao determinamos a distribuigao de U—; que é uma

qui-quadrado central, ja que A = 0 por b, e com o ntimero dos graus de liberdade igual

ao

posto(ACovY) = posto(l, — X(X'X) ' X")
= tr(l, — X(X'X)1X")
= tr(I,) — tr(X (X' X)X
= n—tr(X'’X(X'X)™)
= n—tr(lay)

= n—2k.

Observe que na primeira igualdade usamos o fato de que o posto de uma matriz

idempotente é igual ao seu trago e na quinta igualdade usamos a propriedade comuta-
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tiva de trago de uma matriz. Em sintese,

no?

2

onde v = n — 2k.

Porém, note que quando calculamos o valor esperado do estimador 62 encon-

tramos um vicio:

B = B(Z 26)= T (") = T2t < o®

n o2 n o2

levando-nos, assim, a subestimar 2.
Precisamos, portanto, encontrar um estimador para o que nao seja viciado.
Ora, esse problema ¢ de facil solugao se fizermos a corregao dos graus de liberdade do

estimador 2 definindo

Dessa forma,
2 2

B =< E(”U )_ o2,

v o2

Portanto, para estimarmos a variancia usaremos

, nd®  (y-—X6)(y—X6)
ST v ’

que é um estimador nao viciado, provando assim o Lema 3.1.
Nas proximas segoes iremos encontrar as densidades marginais a posterior: de
cada parametro, @ e 0. Para tornar esse calculo menos drduo, vamos agora reescrever

a funcao de verossimilhanca usando a seguinte decomposicao:

(y—X0)(y—X0) = (y—X60—X0+X0)(y—X0—X60+X0)

(
= (y—X6)—X(0-6))((y—X6)—X(6-9))
= ((y—X6)—(0-6)X')((y— X6)— X(6 —6))
= (y—X0)(y—X0)—20-0)X'(y — X0)+(6—0)X'X(6—0)
= (y—X0)(y — X6)—2(6 - 6)(X'y - X'X(X'X)'X'y)
+(0—-0)X'X(0—0)
= (y—X0)(y—X0)—2(6-06)(X'y — X'y)
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Assim, reescrevemos a fungao de verossimilhanga na forma abaixo.

L(8,0%y) = (2n0%) ™% exp {—2%‘2[1/82 +(0-0)X'X(0— @)]} (2.6)

Nas segoes (2.8), (2.10)e (2.11) iremos obter intervalos de credibilidade para cada

coordenada do vetor paramétrico, 6, faremos inferéncias para componentes do vetor

do efeito médio dos tratamentos, 7 = (71,72, ..., 7)’, e do vetor dos coeficientes da re-
gressao,
B = (61,02,...,0k) . Para que esses resultados sejam mais facilmente visualizados

¢ interessante encontrarmos a expressao numérica de cada coordenada do estimador

6= (X'X)'X'Y.

Ora,
n 0 - 0 D>ay 0 -0
j=1
na
0 Ny - 0 0 ) @y - 0
j=1
nk
0 0 Ny 0 0 Z%
X'X = - - 7=l
leﬂ 0 0 Zl’%j 0 0
j=1 j=1
ng n2
0 )y 0 0 ) aj, 0
j=1 j=1
Nk Nk
0 0 a0 0 >
L j=1 J=1 4ok x2k
o Akxk Bk:><k
L Bixre D 2k x 2k

onde A e D sdao matrizes simétricas e existe B~!. Entdo, usando o resultado A.9
teremos:
. AV + FE-'F —FE! E=D-BA'B
(X'X)" = , com :
. O E-! F=A"'B
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Apos efetuarmos os célculos, encontramos a matriz

B anxm + (L’% 0 X1, 0 T
n%Rx:vl ana:J:1
(X/X)il = T anmk 1 nkR.ILL‘k
1.
o ... 0 0
anmxl erl
1
0 R _L 0 ..
B nkRmxk va’vk = 2kx2k

2

2 i
onde x; = E Tijy Ryg, = E Ty — —.
Jj=1 Jj=1

n;
Fazendo y; = Z Y;j, temos também que
j=1

ni
E Y1j B 7]
j=1

Y.
ng
Z Yii Yk.
7=1

. nl
Xy = = Z?Jljﬂﬁlj
=1

ni
E Y1515
Jj=1

nE
"k E YkjLj
E Yk Lkj | =1 d2kx1
Jj=1

n;
. TilYi _ Z;. _ Yi. \, .
Consideremos agora R,,, = 5 TijYij— —— Ty = — e g = —Vi=1,... k.
— n; n; L
]:
Com essa notacao, a expressao numérica de cada coordenada do estimador de 8 pode

ser escrita por



_ -
) 9131.E T15Y14
yl-(anmﬂ + 331.) _ Jj=1
2
B . T anxxl anle
1
Nk
R ) Tk E TkjlYkj
o | ™| | k(B +ai) =
- 2
61 nkRIIk nkRIIk
ni
1 ( oy ZEl.yl.)
1915 —
sz1 - nq
A 7=1
Br
U3
1 ( oy il?k.l/k.)
kjYk; — ————
Rxxk j=1 ng

2kx1
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Agora, com esse resultado em maos ndés podemos escrever também a forma

numérica de vs?.

Notemos que

Entdo, dessa maneira, a expressao numérica de vs? é

71+ Bz

71+ 51%1n,

To + oo
Ty + BoTon,
T + BreTra

Tk + BeThn,

4 nx1



Vs =

A penitltima igualdade ocorre por causa das duas observagoes abaixo:

k

k k. n;
ZZ 12 _222%3 Tz‘i‘ﬁzxm +ZZ(%Z+BZ$ZJ)2
J=1

=1 j=1 i=1 i=1 j=1
k ng k k 9 A
SN u 2> [yz 52390901] +3 {i— n ﬁmei]
=1 j=1 i=1 i=1 [
k
Zzyw Zyl _ZBERMZ
=1 j=1

k  n; k ny
Z Z Vi (75 + Bzﬂ%) = Z Z Yij (T, — Bzﬂ_ﬁz + Bzxz])

i=1 j=1

i=1 j=1

1=

k-
E ] Il 7. 1. 5.
n; n; n;

i=1 L i i

= Z [Z YijYi. — Bz, Z Yij + 5; Z xz‘jyz‘j]
1 Lj=1 j=1 j=1
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(2.7)



kE  n;

b) D> (Fit Biwy)?

=1 j=1

kol

=22 @

ng

— Bix;. + 5z‘$ij)2

=1 j:l

2

[ n;
>
| j=1

(3

19

% 223/1 ﬁzﬂiz Bﬂ?m) Z(ﬁlxl @%)2]
j=1

g 2
;.
—5 — :v,] + ZE
n; n;
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2.3 A Distribuigao a Priori para (0, c?)

Supondo que este € um experimento inicial e nada é conhecido em relacao ao
comportamento probabilistico dos parametros, vamos considerar uma priori do tipo
nao informativa para (6, 0?), proposta por Jeffreys, associada ao procedimento proposto
por Bernardo, encontrado na referéncia [2|, para o caso multivariado.

Precisaremos, inicialmente, de algumas defini¢oes sobre modelo de locacao, mod-

elo de escala, e modelo de locagao-escala.

Definicao 2.3.1 Uma varidvel aleatoria Y tem modelo de locacao se existem uma

fungao f e uma quantidade 6 tal que a distribuicao de 'Y dado 6 satisfaz a

p(l0) = f(y —0).

Neste caso 0 € chamado de pardimetro de locagao.

Como exemplo, note que se Y é uma variavel aleatéria normalmente distribuida

com variancia conhecida, entao sua densidade é dada por

P(y16) = (2m0) 2 exp{ — 5y — )%}

que ¢é funcao de y — 6.

Note que se Y tem modelo de locagao, entao

Ologp(ylo) _Ologfly—0)  f'(y—0)

a0 90 fly—0)"

Portanto, por (1.3) temos

16) = Eve | (22 =0Y') 5 [(-52).

para u =y — 6. Logo, I() x constante, dai
p(0) o constante.

Para um vetor m-dimensional, o resultado ¢ analogo, ja que ;;(0) o constante,

Vi=12,...,m, Vj=1,2,... m. Entao,

| det/(0)| x constante = p(0) o constante. (2.8)
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Definicao 2.3.2 Uma varidvel aleatoria Y tem modelo de escala se existem uma fungao

f e uma quantidade o > 0 tal que a distribuicao de Y dado o satisfaz
L.y
plylo) = —f(2).
Neste caso, o € chamado de parametro de escala.

Como exemplo, note que se Y é uma variavel aleatéoria com distribuicao expo-

nencial de parametro A, entao sua densidade é dada por

py[A) = %eXp{—%},

portanto, A é o parametro de escala.

Observe que se Y tem modelo de escala, entao

Ologpiylo) _ Oloele” FWwlol) _ D105 4 10g fy/o)

v J??/ ) v f'y/o)
1 "(y/o 1 "(y/o
N f(;}/a) <_%>: _E[H % f(gjl/a)]'

Portanto, por (1.3) temos

to) = B[ (14 LA L (14050

para u = y/o. Como a distribui¢ao de U nao depende de o, entao I(0) o< 2, dai

p(o) x ot (2.9)

Definicao 2.3.3 Uma varidvel aleatoria Y tem modelo de locagao-escala se existem

uma func¢ao f e uma quantidade 0 e o > 0 tais que a distribuicao de Y dados 0 e o

p(ol0.0) = ~7(L=7).

o o

satisfaz a

Neste caso 0 € chamado de parametro de locacdo e o € chamado de pardmetro de escala.

Como exemplo, note que se Y é uma variavel aleatéria normalmente distribuida
com média 6 desconhecida e desvio padrao o desconhecido, entao sua densidade é dada

por

p(olt.o) = om) - ep{ 5 (10,

e portanto, # é o parametro de locacao e o é o pardmetro de escala.
Agora note que se Y tem modelo de locacao-escala, podemos determinar a prior:

de referéncia para (6,0) segundo o procedimento proposto por Bernardo, conforme
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encontrado na referéncia [2|. Dessa forma, obtemos inicialmente a priori de referéncia
para p(c|f). Ora, se 6 é conhecido, entao o modelo é de escala, logo, pelo que ja vimos

em (2.9) temos que p(c|f) oc o~ 1. Assim, podemos obter a distribui¢ao de y|6, pois

p(y|0) = /p(y,a|0)d0: /p(y|0, 0)p(c|0)do.

Agora podemos ver que como comecamos com um modelo de locacao-escala, entao a
dependéncia em y e 6 através da fungao f continuara sendo na forma f(y — #). Ou
seja, o modelo é de locacao e a prior: de referéncia marginal para #, como ja vimos em

(2.8), é da forma p(6)  constante. Portanto, a prior: de referéncia total e da forma
1
p(0.0) = p(O)p(old) o (2.10)

Note, portanto, que, no nosso caso, se queremos determinar uma priori do tipo

nao informativa para (6, 0?), usamos o Teorema de Bayes, dai, escrevemos
p(8,0°) = p(0)p(c’]6),

e a suposicao de que (0, log 0?) sao aproximadamente independentes e localmente uni-
formes, para que uma “idéia” a priori de @ nao seja influenciada por uma “idéia” a priori

sobre 02). Dessa forma, como 8 ¢ o parametro de locagao da normal multivariada, entao

s6 precisamos determinar p(c2|@) = p(o?) = [I1(c?)]/2. Logo,
dlog L(0,0%y) n 1 ,
ot T a2 g T XAy X0 =
0?log L(6,0%y) n 1 ,
0?log L(0,0%Y) 1/ 1 ,
5 (0?2 ) = B3 m(Y - X0/ (Y- x0))]

S EES 5 S Ie)

i=1 j=1
1 (n n02> 1
= —(=-— —)x—.
o+ \2 o2 ot
Portanto, vamos considerar para o nosso experimento uma priori para (6,0?%) do tipo

nao informativa na forma

%. (2.11)

p(6,0%) =p(O)p(s*16) x -
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2.4 A Distribuigao a Posteriori Conjunta de (6, 0?)

O Teorema a seguir nos forneceré a distribui¢ao a posteriori conjunta de (6, 0?).

Teorema 2.2 Sob a informagao a priori do tipo nao informativa para (6,0%), como

dada em (2.11), a posteriori para (8,0?) € dada por

n 1 A .
p(0,0%y) = W(2r)™%(c?) =G exp {—F[VSQ +(0—-6)X'X(0— 0)]}, (2.12)
o
onde W € a constante normalizadora, a qual é dada por
B ’X/X|1/2(2ﬂ.)l//2(y52)y/2
B [(v/2)2v/2 ’

com |B| denotando o determinante da matriz B.

Prova. Para encontrarmos a distribuigao a posteriori conjunta de (8, 0?) pre-
cisamos apenas combinar a verossimilhanga em (2.6) com a priori dada em (2.11)

usando o Teorema de Bayes:

p(8,0°ly) o< p(y|6,0°)p(8,0%)
n 1 A A
—n/2(, 2 —(5—}-1) o 2 . IRV .
< (2m)74(0”) exp{ 52 [vs®+ (0 —0)X'X(0 0)]}

com 0% >0, —oc0 < 0; < +oo, i =1,...,2k.
Para obtermos a igualdade precisamos encontrar a constante normalizadora W.

Isso é feito efetuando o seguite calculo:
+o0 n 1 ~ ~
Wt = / / (21) ™% (0?) =G+ exp {_ﬁ [vs* +(0 —0)X'X(0 — 9)]}d0 do?
0 e g

exp {—i(e —9)YX'X(0 - é)}de} do?

202

+o0 2
_ ~5(52)~(5+D) v % (52)- (%)
/0 2m) 50" F PV exp {275} /@ [(2m)7% (02"
exp {—%‘2(9 —9)YX'X(0 - é)}d@} do?
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+oo 2
= /0 (QW)_;(UQ)—(ZH)exp{—%}|X’X|_l/z/@[(27r)_22ka_2k|X’X|1/2><

exp {—i(e —0)X'X(0 — é)}d@} do?

202

+o0 1/82
= (2m) 720D exp § — == L XX |TY2 %
0 202

—ZE) 2y (1/2 _L AV v A
[/@E%T) o XXM exp {150~ 0Y XX (0~ 6) L o

-~

f.d.p. de um vetor aleatorio 6, onde 6 ~ Ny, (8,0-2(Xx'X))

+o0
_ (27)u/2‘X/X’1/2/ a*(”H)eXp{—%}d(ﬁ
0 o

vs?

— (27_‘_)—V/2|X1X|—1/2/
o0 2

2

= 0 pex e [ e e (- (%) oo
0

] do?

0 PWFD/2 oxpy {_(_>¢} <—%)d¢), para ¢ = 1/0?

— (2m) XX I'(v/2) /+°° (vs?)2)v/? gb("/Q)_lexp{—(V—SQ)gb} do
0

(vs2/2)"P I(v/2)

2

~~

f.d.p.deumav. a.¢, onde ¢~G(v/2,vs2/2)

[(v/2)2v/?
|X/X|l/2(27r)1//2(]/32)1//2

para 0 e o2 > 0.

|X/X‘1/2<27r)l//2(y$2)1//2

Logo, W =
oo T(v/2)2"72
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2.5 A Distribuicao a Posteriori Marginal de o?

O Teorema a seguir nos fornecera a distribuicao a posteriori marginal de 2.

Teorema 2.3 Sob a informagdao a priori do tipo nao informativa para (6,0?%), como

dada em (2.11), a posteriori marginal para o* é dada por

(vsH)™t 0?2 \-(5+D) vs?
PO = fommnte) | e galem@) @19)

Prova. Vamos obter a posteriori marginal de o? integrando a densidade conjunta

de (0,0?), dada em (2.12), em relagio a 6. Dali,

p(o’ly) = /@p(OJQIY)d@

—2k+42k
=

|X/X|1/2 o V/Q(VS )1//2 . 3
- [ BECN oo

exp{—ﬁ[l/s—l—(ﬁ 0)X'X(0 - 0)]}d9

(VSQ)V/2(02)7("722’“+1) U2
T(w/2)2wz P {_272} %

/ (27) 22|52 X" X )| V2 exp {—%(9 —0) (02X X)(6 — é)} 46

N J/
-~

f.d.p. de um vetor aleatorio o, onde 6 ~ Ny (8,0-2(X' X))

(vs?)~! ( o? >—(§+1) { vs? } 9
= —————(— —— ¢ :
['(v/2)2v/2 \vs? P T4 ©009(7)

Portanto, o resultado estd demonstrado.

2.5.1 Propriedades da Distribuicao a Posteriori Marginal de o

O Lema a seguir apresenta as principais caracteristicas numéricas da distribuicao a

posteriori marginal de o2 que sao a média, a variancia e a moda.

Lema 2.4 Seja a distribuicio a posteriori de o* como dada em (2.13). Entao,

vs

(i) E(o’ly) = ——;

2(vs?)?
(v—2)(v—4)

(ii) Var(c?ly) =

1/82

v+2

(iii) A moda € o ponto o2, tal que o2, =




Prova. Pela definicao de esperanca matematica temos

(i) E(oly) = / " % (?ly) do®

26

_ <y_52> F(% ; 1) /+oo (y52y/2)%—1 ¢(12, -1 exp{—¢(VS2
2 F(i) 0 F(§ - 1) 2
f.d.p.deumav. a. ¢>,Vonde p~G(%—1,vs%/2)

vt (5 -1)

2 T(3)
_owst T(E-1)

2 (g - I)F(g -1)
B vs?
oy =2

jd que v > 4;

(it) Var(o®ly) = E((o*)’ly) — [E(e*ly)]"

/J”X’( 2y2 (vs?)™1 < o? )—('5+1) . {
= — —_— X J—
0 ? ['(v/2)2v/2 \vs? P17 %0

_ (’/52/2)V/2 e 2\1—v/2 vs® 2 vs
L [ e {5

T(v/2)

vs2 /22 0, g2
- S [ oo () (-




(vs®/2)2T'(5 — 2) /+Oo (;‘9(22/2_);2)2 #5271 oxp {— s’ } d¢— ( /s

-~

f.d.p.dav.a.¢, onde p~G(%—2,%%)

B (vs?)’T'(% - 2) B vs? \2
2)22 (V — 2>

pois v > 4;

(i17) A moda, o ponto o2, tal que p (o?|y) < p(d?|y), Vo? € (0,+0), é o ponto que

maximiza a densidade de (0?%|y), e assim, também maximiza o logp (c?|y). Mas,

2\-1 2 _(Z41) 2
) o (vs?) ( o ) (5+ { Vs }[ )
= — | — _ 00 —
PW) = momenliE) P g0
1 2y) = Llog(vs?) = L5 log o2 —log T ]
og p(oily) = 5 log(vs®) — o5 — (1+v/2) logo® —logI(v/2) — § log2 =
Dlog p(o?ly) vt (L))
Jo? 0?=02, 2(02,)? o2,
vs? (14+v/2) ) vs?
[0} =
2(02))? o2, 42

A mediana é o ponto Md tal que

Md
/ p(o®ly)do® = 0,5.
0

Nao explicitaremos aqui o valor M d acima pela complexidade do calculo desta integral.




28

2.6 A Distribuicao a Posterior: Marginal de 6

O Teorema a seguir nos fornecera a distribuicao a posteriori marginal de 0, que
terd a forma de uma densidade t-student multivariada. Aqui to (9,32(X 'X )*1,1/)
representa a distribuicao t-Student 2k—variada com parametro de locacao 9, matriz

de dispersdo s*(X’X)~! e v graus de liberdade.

Teorema 2.5 Sob a informagdio a priori do tipo nao informativa para (6,0?), como

dada em (2.11), a posteriori marginal para @ € dada por

r ) ) X/xl/Q —2k . X'X L q —kt2k

vs?
ou seja,

Oly ~ tos, (é, SH(X'X), 1/).

2

Prova. Integrando a posteriori conjunta em (2.12) em relagdo a o® vamos obter

a densidade a posteriori marginal de 6. Dai,
+oo
poly) = [ ple.clyar
0

+o00 |X/X‘1/2(27T)V/2(V$2)V/2 1 ) . A ,
B / T2 ) ey P { o 5+ (0= O X'X (O - D)} do

do?

/+oo X7 X|V220 202 (1622 excp {_g [1 +(0—6)yXX(0— é)} }
0

F(V/2)21//20-n—2k+2k+2 (27’(’) (n—2k+2k)/2

do?

voo [ XX V2072 (152)/2 exp {_g [1 +(0—0)yXE (- é)] }
/0 U(v/2)o” (o)1 (2m)v/2 (2m)*

]X’X|1/27r”/27r_”/2 [/0 o 152N —(k+1)
: (Y

twerea | )L\
P {_g [1 +(6- é)/),i;i( (6 — é)] } (—VZ—S;) dz] , paraz = 2—822

_ | X' X |12 +OO(VSQ)—k—1+lz(u/2+k+1—2) %
L(v/2)202 k()R | fo

exp {—% [1 + (0 — é)'X/X (60— 9)] } dz]

vs?
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XX |2 () v+ 20)/2)
R T o ayxxe - 0))

T((v + 2k)/2)

[/+oo L+ ©O-0r5x0-0)]

ool 100700}

vs?

|X/X|1/227n/21"((y + 2k,)/2)2(u+2k)/21/7k872k

v+2k
2

D(v/2)(T(1/2))% |1+ (6 — 6y X3(6 - )]

vs?

D+ 20)/2)| X X[/ X e
= S rapEre s [ e-9) |

vs2

Note que a penultima igualdade ocorre porque o tdltimo integrando é a fungao

densidade de probabilidade de uma varidvel aleatéria Z, tal que

,X'X ~ } 1/+2k>

ZwG(%[lJr(O—é) 0-0)],7

vs?
Assim sendo, mostramos que O]y ~ to, (@, sH(X'X), 1/). Essa distribuicao tem
importantes propriedades destacadas no Apéndice B que nos serao de grande valia

para as inferéncias realizadas nas segoes (2.10) e (2.11) sobre o vetor 6.
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2.7 As Distribuicoes a Posteriori Marginais de T e 3

A distribuicao t-Student multivariada possui propriedades destacadas no Apéndice
B que nos permitirao determinar as distribui¢oes a posteriori marginais dos paramet-
ros T e 3, assim como fazer inferéncias sobre eles. Suas distribui¢oes sao dadas no

corolario abaixo do Teorema 2.5.

Corolario 2.1 Seja 8 um vetor aleatorio 2k-dimensional distribuido a posteriori como
em (2.14) e fagamos a sequinte particio: 0" = ('3, onde ' = (11,72,...,T%) €
B = (61,02, ...,0:). Entio T e B tem distribuicdes a posteriori marginais na forma

de uma t-Student multivariada como seque:

T|y ~ tk<+752D117V> <215)
Bly ~ ti (B, 5*Dan, v), (2.16)
onde D11 e Doy sao obtidas quando invertemos a matriz (X'X) na segao (2.2).

Prova. Encontramos as densidades a posteriori marginais de 7 e de B con-

siderando as particoes

6 = e (X'X) = P Dro
/6 D21 D22
com
Dy =d { T E }
1 188 N3 Rye, n2 Ry,
(§]
1 1
Dy, = di { }
2= B R Ry

obtidas quando invertemos a matriz (X’X) na segao (2.2).

A propriedade P.3 do Apéndice B nos garante que

T’y ~ tk:(%a 82D117 V)?

ou seja,
F(u;—k)|DH|—1/2s—k -1 _%k
— 1 S Y S Sy P
P(rY) = T Lt (T (=)
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IB’y ~ tk(/éu 82D227V)7

ou seja,

D(“55)| Dag| 1257 Doy 3]

POIY) = o L BB L5 (8- B)

Também podemos encontrar a distribuicao a posteriori de cada coordenada do

vetor 7 e do vetor B. O préximo Corolario nos da esse resultado.

Corolario 2.2 Para T e 3 distribuidos a posteriori como em (2.15) e (2.16), respec-

tivamente, entao ¥ 1 =1,2,...,k, teremos

1 i
Tz‘y ~ t1<7:i752<—+ < ),V)

¢ 2
~ S
ﬁl|y ~ tl(ﬁuR 7V>'
XTI,
Prova. As distribui¢oes marginais a posteriori de cada 7; e de cada (3;,
i =1,...,k sao facilmente determinadas se usarmos mais uma vez a propriedade P.3

do Apéndice B para T e para 3, ou usando a propriedade P.4 do mesmo Apéndice
para a matriz C; = [0---0 1 0---0];1xx, com 1 somente na i-ésima coluna, i = 1,... k.

Portanto,

1 52
Tz’y ~ t1|:7:i752<—+ v ),I/:|

2

Bily ~ t1 [Bu %Ii, V]-
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2.8 Regiao H.P.D.

A sigla H.P.D. vem da abreviacao da expressao Highest Posterior Density.
Depois que entendermos sua defini¢ao, perceberemos que cada um dos principios

abaixo sdo intuitivamente verificados:

(i) aregiao H.P.D. deve ser tal que a densidade de todo ponto dentro dela seja pelo

menos tao grande quanto a de qualquer ponto fora dela;

(i) e a regiao H.P.D. deve ser tal que para um dado contetido de probabilidade, este

ocupa o menor volume possivel no espaco paramétrico de 6.

Vejamos agora ssua definigao.

Defini¢ao 2.8.1 Sejam p (8|y) a funcao de densidade a posteriori de @ e a € (0, 1)
fixrado. A regiao R, C O, onde © € o espaco paramétrico de @, é chamada de regido
H.P.D. de conteido (1 — ) se

(i) P(6@ € R,ly) =1—q;

(it) V01 € Ry eV Oy & R, temos p(0:1]y) > p(6a]y).

Da defini¢ao de regiao H.P.D. podemos verificar que as propriedades abaixo sao
satisfeitas.

a. A regiao H.P.D. inclui a moda, pois se 8y é a moda entao p (0]y) < p(6oly),
VO e 0O

b. Segue da definigdo que, para um dado contetido de probabilidade (1 — «), a
regiao H.P.D. tem o “menor volume” no espago paramétrico de 6;

c. Se supusermos que p (8]y) é ndo uniforme em toda regido do espago paramétrico

de 6, entao a regiao H.P.D. de contetdo (1 — «) ¢ tnica.

2.8.1 A Regiao H.P.D. e os Testes de Hipéteses

Nessa secao mostraremos como usar a definicao de regiao H.P.D. e as propriedades
da distribui¢ao t-Student multivariada, vistas no Apéndice B, para decidir se um
determinado ponto paramétrico 8y é ou nao aceitavel para 6.

Pelas propriedades da secao 2.8 vimos que, se R, ¢ uma regiao H.P.D. de contetido

1—a, entao o evento 8 € R, é equivalente ao evento p (8|y) > ¢, onde ¢ € uma constante
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positiva, escolhida adequadamente. Segue-se dai que o ponto 8y € R, se, e somente
se,

P{p(Bly) >p(6oly)} <1—a.

Na expressao acima a fungao densidade de probabilidade p (8]y) ¢é tratada como

uma variavel aleatoéria. Entao, uma vez que pode ser determinada a distribuicao a

posteriori da quantidade p (@|y), ou alguma fun¢do monoténica dela (neste caso, us-

aremos a propriedade P.1 do Apéndice B), podemos verificar se um determinado
ponto paramétrico @, pertence ou nao pertence a regiao R,,.

Na densidade de 0|y encontrada em (2.14) ja vimos que a relagao para uma priori

nao informativa em 6 e o2 nos fornece uma distribui(;éo(a)posteriori de 6 na forma de

Qo

uma t-Student 2k-variada. Além disso, a quantidade Slea?
s

como uma F{y,), pela propriedade P.2 do Apéndice B.

é distribuida, a posteriort,

Supondo que estamos interessados em decidir se um determinado ponto paramétrico
0o = (bho,- .., 0@k0)" esta incluido ou nao na regidao R,, precisamos entao calcular a
probabilidade do evento p (8]y) > p (6oly).

Sabendo que p (0]y) é uma fungdo monotonicamente decrescente da quantidade

0
gk(: 2) , pela propriedade P.1 do Apéndice B, e escolhendo ¢ = Fio;,.4), entao um
s
particular ponto paramétrico 6, esta incluido na regiao R, se, e somente se,
Q(6o)
2k 52 <c= F(2k,u,a)7

ou seja, 8y € R, se e somente se a desigualdade abaixo ocorre

(80— 0) X' X (0 — 0) < 2ks*Fopra)- (2.17)
Ou equivalentemente,
~ X'X N
P{F(zk,u) > (6)—6) T (6o — 0)} (2.18)

nos da o conteudo da regiao H.P.D. que inclui justamente o ponto 6.
Os resultados (2.17) e (2.18) acima proporcionam uma justificativa Bayesiana

para a analise da variancia, pois:

(i) A regidao H.P.D. de contetido 1 — o é numericamente identificada como a menor

regiao de confianca 1 — «;
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(ii) A desigualdade (2.17) é apropriada para decidir se um dado ponto 8, esta ou nao

incluido na regiao de confianca;

(iii) A propabilidade complementar de (2.18) nos da o nivel de significancia associado
a hipotese nula Hy : @ = 6. Dai, rejeitamos Hy, ao nivel de significancia a, se
0y € R.. Ou seja, se R, ¢ a regiao H.P.D. de contetdo 1 — a, entao rejeitamos

Hy, ao nivel de significancia 100a% se 0y € R.,.
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2.9 Intervalo H.P.D. Para Parametros Individuais

Nesta secao encontramos intervalos de credibilidade a posteriori de contetido

(1 — a) para o2 e para cada coordenada do vetor 6.

2.9.1 Intervalo H.P.D. Para o2

Podemos encontrar intervalos de credibilidade a posteriori de contetdo (1 — «) para o>

2
definindo a varidvel aleatoria Z = —, ja que a distribuigao de Z ¢ dada por
o

vs?  no? 9

Z="53="73 ~Xw
pelo resultado (2.5).

Portanto, o intervalo de credibilidade a posteriori de contetido (1 — «) para o?

sera contruido fazendo:

2
S
l—a = P(X2<7<X2)
2 2
B )
X X

para 0 < x* < ¥* < +00, onde x* e ¥* sdo pontos da distribuicao X%V) tais que suas

densidades sao iguais e a area « é dada por

o= [ e X:""f<z>dz,

com f(z) denotando a fungao densidade de probabilidade da variavel aleatoria Z. Esses

pontos sao obtidos através da tabelas da distribuigao y2 encontadas na referéncia [1].

2.9.2 Intervalos H.P.D. Para Parametros Individuais de 6

J& sabemos que cada 7; e cada 3;, i = 1,..., k, é distribuido a posterior: segundo uma
t-Student. Sendo a distribuicao t-Student simétrica, os intervalos de credibilidade para
T; e (3; coincidem com os intervalos de confianca usuais. Entao intervalos H.P.D. para
cada 7; e para cada f3;, 7 = 1,...,k, podem ser construidos, bastando para isso fazer

uso das tabelas usuais da distribuicao t-Student como segue.
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G
| 1z
_ 2t 2( v . . o 2( ¢
1 - o P{TZ ti \/S <nz + szz> S TZ S TZ + tj \/s <n7, _l_ Rx:m) }
Analogamente,

. 2 ) 2
l—a = P{fi—ts 7 < Bi < Bi+ts [

onde ta & o ponto da distribuicdo t-Student tal que P(t, <ta) =1 —

SE

2.10 Inferéncias Conjuntas Sobre 7 e 3

Nessa secao vamos usar toda a anélise feita na secao anterior para decidir se
determinados pontos paramétricos T e B, sao ou nao aceitaveis para 7 e 3, respecti-
vamente.

Empregaremos a analise da se¢ao anterior para testarmos as hipoteses:
e dos efeitos de tratamento serem todos iguais a um determinado valor;
e dos coeficientes da regressao serem todos iguais a um determinado valor.

Do resultado (2.15) e das propriedades da distribui¢do t-Student multivariada

concluimos que:

(i) Tly ~ tx (‘f', 52Dy, 1/);

i) A~ Ry

(iii) p(7|y) é monotonicamente decrescente da forma quadratica
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Portanto, testar a hipotese da nao existéncia de efeito do tratamento, ou seja,
testar Hy : = --- = 7, = 0 contra H; : existe ao menos um 7; # 0, ao nivel de
. . N . L . . _ ! , . -,
significancia «, é equivalente a verificar se o ponto 7o = (0,...,0)" esta incluido na
regiao R,. Isso ocorrerd se, e somente se,
-1
Q(7o) - 11

L g2 - (TO - T)/W<T0 - 72) < F(k:,l/,a)'

Mas, para (di;)exk = D7y', temos

Q(Ty) = 7D+

i=1 j=1
k 2

_ Z (ﬂ 7 Ray, >2 n; Ry,

— i. — L. 2
i—1 wal anaca;l + x5

k A~
. Z (yz-. - ﬁixz‘.)szi
i1 TLZRQMZ + I? .

Dai, Ty esta na regiao R, se, e somente se,

k

(yz - Bzmz)2Rmxz 2\ —1
Z n:R + 1'2 (kS ) < F(k,l/,a)-
i=1 1= 2Ty 1.

Caso a desigualdade acima ocorra, isto é, caso o ponto T esteja na regiao R,,
entao nao rejeitamos a hipdtese nula, ou seja, nao existe efeito de tratamento. Assim,
os dados devem ser analisados via analise de regressao linear passando pela origem.

Para tanto, devemos adaptar a matriz de planejamento ao novo modelo:
vij = BiXiy + ey ou yi; = BXy; + ey,

dependendo se rejeitamos ou nao a hipotese de que todos os ; sao iguais a um deter-
minado valor conhecido 3,7 = 1,..., k. Em cada caso, respectivamente, a matriz de

planejamento ficaré na forma
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T11 0 0 T11
Tip1 O 0 Tinl
0 T21 0 T21
X = ou X =
0 l‘2n2 0 QTan
0 0 Tr1 Tr1
0 0 T T
ke nxk L e 4 nx1

Se nao houver efeito de tratamento, devemos agora fazer testes de hipoteses para
o vetor 3.
Assim, do resultado (2.16) e das propriedades da distribui¢ao t-Student multi-

variada concluimos que:

(i) Bly ~tx (B, 5° Do, V>§

0 e

~ F(k,u)7

(iii) p(Bly) é monotonicamente decrescente da forma quadratica

Entao, testar Hy : B; = --- = (B, = 0 contra H; : existe ao menos um [; # 0, ao
nivel de significAncia «, é equivalente a verificar se o ponto B, = (0, ...,0)" pertence a
regiao R,. Isso ocorrerd se, e somente se,

Q(BO) o (13 . B)/D2_21
ks2 70 ks?

Mas, para (d,)px; = Dy, , temos

(/60 - B) < F(k,u,a)-

k k k
i=1 j=1

=1
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Dai, 3, esté na regiao R, se, e somente se,

k
ZB’?RxIZ (k32)_1 S F(k,y,a)-

i=1

Caso o ponto 3, pertenga a regiao R, entao nao rejeitamos a hipotese nula e os
dados deverao ser analisados via ANOVA, sem trabalharmos com a informacao a priori
considerada na segao (2.3).

Caso contrario, se (3, nao pertencer a regiao R, deveremos verificar se os
coeficientes de regressao sao todos iguais a um determinado valor 3 conhecido. Isso

seré feito na segao (2.11), logo apos definirmos contrastes lineares.
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2.11 Inferéncia Conjunta e Marginal Sobre Combi-

nagoes Lineares de 7 e 3

E muito comum o investigador estar interessado e preocupado com a comparacao
dos valores dos parametros em vez dos seus valores absolutos. Nesta se¢ao veremos

como podemos efetuar tais comparagoes usando os resultados das se¢oes anteriores.

2.11.1 Escolha de Contrastes Lineares

Defini¢ao 2.11.1 Diremos que um conjunto de (2k-1) parametros ¢ = (¢1, - .., Pag—1)
mede o contraste entre os parametros 0;, 1 = 1,...,2k se eles sao funcoes lineares da

forma
2k
/
¢j = E aijei = ajO,
i=1

jg = 1,...,2k — 1, tais que (¢p1 = 0,...,¢9_1 = 0) implica necessariamente que
(

01=10,...,00 =0) para algum 6 conhecido.

A seguir enunciamos o Lema que facilitara a escolha dos contrastes lineares.

Lema 2.1 Para que as propriedades acima sejam vdlidas € necessdrio e suficiente que
os itens a e b abaizo sejam satisfeitos:

a) os vetores ay, ..., a1 sejam linearmente independentes, e
2k

b) @il =0, isto 6, Y a; =0,j=1,...,2k— L

i=1
Prova. Verificamos o resultado escrevendo A8 = ¢, onde A = [a;, ..., a5 1] €
uma matriz (2k — 1) x 2k. Para ¢ = (0,...,0)" temos que A@ = 0 define um sistema
de (2k — 1) equagdes em 2k “variaveis” desconhecidas.
Para mostrar a suficiéncia, suponha que as condicoes a, b sao satisfeitas e que o

posto A = 2k — 1, entao, notando que

!
a

2%k 2%k
/
Aly, = : 1y, = (Z @iy, ,Z ai(2k71)> =(0,...,0),
i—1 i—1
Ay,

segue-se que todas as solucoes da equacao AO = 0 sao da forma 6 = 01y, isto é,

0 =...=0y=0.
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Supondo que existe uma outra solugao para o sistema AO = 0 diferente de 8 =

015, ou seja, supondo que existe pelo menos um ¢, ¢ = 1,..., 2k, tal que ; # 6, entao,
- o i
Z a;10; _ - _ -
1;31 aiq 5]
a;20; 19 ago
2k i a1(2k—1) ] | A (2k—1) i
> aioe-nyb;
L =1 i

Como os @ sao linearmente independentes, entao todos os ¢; sao iguais a zero. Logo,
nao existe outra solucao para o sistema A0 = 0 além de 6 = 014.

Agora para mostrar a necessidade, vamos supor que 8 = 014 e dai,

2k

2k
¢; = g aijt =0 Qigs
i=1

i=1
j = 1,...,2k — 1. Ou seja, A0 = (¢1,...,¢02%_1) € igual ao vetor nulo, quando
(01,...,00) =(0,...,0), isto ¢, [a}0,...,a}, ,0] = AB = 0. E assim,

2k
E ai; =0,
i=1

jg=1,...,2k—1.
Para ver que os a; sao linearmente independentes, suponha, por absurdo, que eles

nao sejam, logo existiria uma outra escolha de 8, digamos,
0= (6,...,0%) =01y,

com 0* # 0, que satisfaz AQ = 0. Mas, isso nos levaria a afirmar que 015, = ¢ = 0*1y,
ou seja, 0* = 0, que ¢ um absurdo. Logo, os a; sao linearmente independentes.
Dessa forma, se temos 2k parametros @ = (61, ..., 60s) podemos definir 2k — 1

comparagoes nao redundantes como 2k — 1 func¢oes independentes

¢; = f;(0:),
g =1,...,2k— 1, i« = 1,...,2k, que sao todas iguais a zero se, e somente se,
0, = .-+ = b, deixando claro a grande extensao de classes de escolha para tais

funcoes.
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De forma andloga, se temos k parametros 7 = (1q,...,7) ou B = (61,...,0k)
podemos definir £ — 1 comparagoes nao redundantes como k — 1 fungoes independentes
;= fi(m),i=1,...,k, ou¢; = f;(5;),i=1,...,k, que sdo todas iguais a zero se, e
somente se, 71 = ... =T, 0u B = ... = Sg.

Consideremos agora 1|y = C't|y para estudo do efeito comparativo dos k paramet-
ros, onde C é um conjunto conveniente de k — 1 coeficientes de contrastes nao redun-
dantes de 7. Se os niveis 1,2,...,n; do fator tratamento i, ¢ = 1,..., k, forem quan-
titativos e se houver interesse em verificar o comportamento da variavel resposta em

relagao aos niveis do fator, entao a matriz C serd um conjunto conveniente de coefi-
k

cientes de polindbmios ortogonais, para que Z ¢;(x;)pr(x;) = 0, evitando dificuldades

i=1
na regressao.

1 -1 0 0 0
o 1 -1 -+ 0 0
Seja, portanto, Cix_1yxx = | o o , logo
0 0 O 1 -1
1 -1 0 --- 0 O T1 TI — T2
O — o 1 -1 -+ 0 0 T Ty — T3
0 0 0 1 -1 Tk Tk—1 — Tk

Assim, testar a hipotese da homogeneidade dos efeitos de tratamento, isto é, testar

Hy: 17 = ... =7, =7, com T conhecido, contra H; : existe pelo menos um 7; # 7 é
equivalente a testar Hy : ¥, = (0,...,0) contra H; : existe pelo menos um v; # 0,
j=1,...,k—1. Ou seja, precisamos verificar se o ponto ¥, = (0,...,0)’ esta na regiao
R,.

Na secdo (2.7) mostramos que 7|y ~ tj (‘?’, s*Dy, l/) e fazendo uso dos resultados

da distribuicao t-Student multivariada vistas no Apéndice B temos que
(i) ¢|y ~ 1 (Cé, S2CD110/, l/);

Q)

(ii) m ~ F(kfl,z/);
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(iii) p(vly) ¢ monotonicamente decrescente da forma quadratica
Q) = (% — ) (CDuC) (¢ — ).

Dai, o ponto ¥, = (0,...,0)" pertence a regidgo R, se, e somente se,

~ ., (CDy 0Nt .
(;{Llo); - (¢0 - 1#),%(1#0 - th) < F(kfl,u,a)-

Caso a desigualdade acima ocorra, entao nao rejeitamos a hipétese da homogenei-
dade dos efeitos de tratamento, e assim deveremos analisar os dados via regressao com

intercepto 71; e o modelo fica dado por
yij = 7+ i Xy + eij,

ou visto na forma matricial

Y11 I oy 0 s 0 €11
Yin, I zim 0 s 0 €1n,
Y21 1 0 x5 -~ O T €21
B
y2n2 1 0 x?ng e O . 62712
- ﬁk -
Yk1 I 0 0 - i €1
i yknk ] | 1 0 O e xknk i | eknk ]

Caso contrario, consideramos o modelo de covaridncia com um tnico coeficiente
angular ou com os coeficientes distintos, como jé foi comentado na secao 2.11.

Consideremos agora ¥|y = C 3|y para estudo do efeito comparativo dos k coefi-
cientes de regressao, onde C é como dada anteriomente. A partir dai, verificamos se os

coeficientes da regressao sao todos iguais a um determinado valor 3, conhecido.
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Temos que,
110 -0 0 |[a] [ s-s ]
S R 1 B
(00 0 - 1 =1 || B8] |Be1—5|
Assim, testar a hipotese nula Hy : 01 = --- = [, = 3, é equivalente a testar a
hipotese Hy : ¢1 = --- = ¢x_1 = 0. Logo, verificar se 31 = --- = [ = € equivalente

a verificar se o ponto ¢, = (0,...,0)" esta incluido na regidao R,. Usaremos mais uma

vez os resultados ja conhecidos da distribui¢ao t-Student multivariada:
(i) @ly ~ tr (037 s°C' Dy, V>§
L Qo)
(i) m ~ Flr-1,0);
(iii) p(¢|y) ¢ monotonicamente decrescente da forma quadratica
Q(¢) = (¢~ 9)(CDnC) (¢~ ¢).

Dessa forma, o ponto ¢, = (0,...,0)" esta incluido na regiao R, se, e somente se,

0 NS CDQQC/ -1 ~
% = (¢ — 9) (_—)2(¢0 — @) < Flcipa)-
(k—1)s (k—1)s

Agora, note que

1 1 1
Raay + Ryazy Ryzy 0 0 0
1 1 1 1
Rarg Rusg | Runy Rorg 0 0
0 - R1 Rl - Rl o 0 0
CDQZCI — TT3 TT3 TTY
1 1 1
0 0 0 R Roay
1 1 1
0 0 0 Rzzk_l R"Ezk—l + Rzzk

implicando, pelo Lema A.11, que



Racacl (Rxxg, ++Rx$k)

1 2 3 k

(CDypC ™t =

Assim,

¢ (CDaC')!

k k
ailr = <ZZI Rzm) Z
12 = <i Ra::m) B [Rmcl zk: Rxm (Bl - B@) + Rxm
=1 =3 ]

(Rocacl +"'+Rxmk)

= (Gna 12,

=2

k

)

(Rzzl +Rz:02 )Rzzk

(Racacl +"'+Racack)

xTT; 61

ai(k-1)), onde

a1(k—1) (Z le> [Riz, Rua, (61— Be) +

=

Logo,

Q(dy) = ¢ (CDypC)™!

kR .
= Y2 (X)) (X R
i=1 = i =1
Dessa maneira, o ponto ¢, = (0, ...,
se,
"R2, k 0y , K
> g () | (2 8e)

1
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Rzzl Rzzk
(Racazl +Rxac2 )Rxxk

(R;mcl +"'+Rmxk_1 )Rxack
(Rxarl +"'+Rxa:k)

+ Rxxkflewk (ﬁk—l - Bk)} :

0)" esté incluido na regido R, se, e somente
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Caso ¢, = (0, ...,0) esteja incluido na regido R, entdo nao rejeitamos a hipotese
da homogeneidade dos coeficientes angulares e deveremos proceder as anélises via
modelo de covaridncia linear com coeficiente angular, #, comum a todos os trata-
mentos. Dessa forma é preciso adaptar a matriz do modelo como ja foi comentado
anteriomente.

Caso contrario, nos rejeitamos a hipotese Hy : 61 = --- = B = 3, e o modelo a
ser utilizado é o apresentado em (2.1).

Supondo que queremos fazer inferéncia para apenas um contraste linear v; de
T, 7 =1,...,k, a inferéncia marginal sobre esse contraste de interesse deveré ser feita
conforme se segue.

Ja sabemos que
k k
L2
Y = E CijTi ~ tl(E CijTis S hjj;V)
i—1 i=1

k

onde i = 1,...,k, 5 = 1,...,n;, Zcij = 0 e h;; &€ o j-¢ésimo elemento da matriz
i=1

H = CD;C', e C é uma matriz escolhida de forma adequada. Portanto, a funcao

densidade de probabilidade marginal de qualquer contraste j seréd dada por:

D5 )(hy) s 1+ (W —))* 145
(D(1/2)L(v/2)v1/? vs?hy; )

p(Yily) = (2.19)

com —oo0 < 1p; < +o00.

Supondo que queremos verificar se esse contraste j é nulo, entao basta para isso
construir um intervalo com (1 — «) de credibilidade a posteriori e observar se este
contém o ponto zero. Entdo, pela distribuigdo de v; dada em (2.19), temos que o

intervalo com (1 — «) de credibilidade a posteriori sera dado por

by —tan/s?hj; < ayly < by 4 te\/5%hy;.
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Acabamos de mostrar, portanto, como empregamos a anélise Bayesiana, trabal-
hada com a informacao adicional e neutra, a informacao a priori do tipo nao informa-
tiva, para conseguirmos fazer inferéncias para todos os parametros do modelo usando
a definicao de regiao H.P.D. e suas propriedades.

Convém salientar ainda que o modelo definido em (2.1) generaliza aquele definido
em (2.7.7), pag. 114 dareferéncia [1], no sentido de que este tltimo leva em consideragao
apenas os efeitos médios dos tratamentos, nao fazendo nenhuma alusao as variéveis

explicativas do modelo.



Capitulo 3

Modelo de Covariancia com Erros nas

Variaveis

Neste capitulo, assim como no Capitulo 2, vamos considerar um experimento
planejado com k tratamentos, sendo cada um deles repetido em n; unidades experimen-
tais, © = 1,2, ..., k, sendo que aqui as varidveis explicativas x;; sao medidas com erros.
Sabemos que nao existem instrumentos de medicao que sejam perfeitos, entao esta
suposicao esta bem fundamentada. Dessa maneira, nao observamos o valor verdadeiro

da variavel z;;, mas sim um valor X;; tal que
Xij = Tij + wij,

onde u;; representa o erro correspondente, na medicao de z;;, com j = 1,2,...,n;,

i=1,2,... k.

3.1 O Modelo Estatistico

O modelo estatistico adequado a esta situacao descrita acima é

Yij = 7+ Biwij + e,
Xij = @i+ gy, (3.1)

onde j=1,2,....,n;,1=1,2,...,k.

Neste caso faremos as seguintes consideragoes:



49

(1) e;;]@ ~ N(0,0.) e sao independentes;
(ii) w;;|@ ~ N(0,04,) e sdo independentes;
(ili) ;|0 ~ N(py, 04y) € sdo independentes;

(iv) para cada j = 1,2,...,n;, e para cada i = 1,2,....k, €, u;; € z;; sdo nao

correlacionados.

Aqui 0 = (7,3, 0ce, 0uu)’ representa o vetor dos pardmetros envolvidos no mod-
elo, com 7' = (11,79, ...,7%) e B = (B, B2, - ., Br)-

Com as suposicoes i-iv o modelo 3.1 é chamado de Modelo de Covariancia com
Erros nas Variaveis.

Vamos supor ainda que a razao de variancias \, = Gee seja conhecida, para que

uu

assim possamos reduzir o numero de parametros envolvidos no modelo.

As conclusoes feitas nesse capitulo sao baseadas na analise feita no cap.3 da
referéncia [9], que trabalha com modelo de regressao linear simples com erros nas
variaveis quando estes erros pertencem a classe das distribuigoes elipticas. Por isso,

sempre que demonstrarmos qualquer resultado para o nosso modelo estaremos fazendo

uma analogia ao modelo de regressao linear simples.



3.2 A Funcao de Verossimilhanca

20

Com o objetivo de dar uma formulagao geral da fun¢ao de verossimilhanca, con-

sideramos a f.d.p. de (Z',x’)’, dado 8, por:

f(Z,x]0) =1(Z]0,x)h(x|0), (ver Zellner, 1971, p. 130)

(3.2)

onde [(Z|0,x) é a densidade condicional de Z dado os vetores 8 e x, e h(x|0) é a densi-

dade condicional de x dado o vetor 8. O vetor Z' = (Y, X") é o vetor das observagoes,

com

Y,: (Ylla"‘aY1n17Y217"'7)/27127"'7"'7}/14:17"'7Yknk)

/
X — (X117"'7X1n17X217'"7X2n27'"7“‘7Xk17"'7ank)7

e o vetor x é o vetor das variaveis nao observadas dado por

!
X = (T11, - s Tl s T21s -« o T2ngs v e vy e v o s Thls - -+ s Thny )

Observemos que Vj =1,2,....n;, eVi=1,2,... k,

E(Y;HO,X) =T; + ﬁll'w (& E(XZJ|0,X) = {L‘ij.

Dessa forma, para I,,, denotando a matriz identidade de ordem n;, i =1,...

se definirmos a matriz

G, 0 .- 0
B . O 621712 O
0 0 Bl
- <4 nXxXn
e a matriz ) )
,, O 0
B B 0
[0 0 oy | .
onde i,, representa um vetor n;-dimensional dado por i,, = (1,...,1), i =1,2,...
k
en= Z n;, entao, podemos escrever
i=1
E(Y|0,x) 1,7+ Bx
E(Z]6,x) = = = Hz|6,x)
E(X|0,x) X

2nx1

Kk
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Note ainda que, para j =1,2,...,n;, i =1,2,...,k, e VI # 1 ou VYm # j temos:

Var(Yi;10,x) = Var(e;;|0,x) = oc;

Cov(Yi;,Yim|0,x) = E(e;je1m|0,x) = 0;

Var(X;;|0,x) = Var(u;;|0,x) = oyu;

COU(Xija le|97x) - E<uijulm|0’x) = 0’

Cov(Xij, Yim|0,x) = E(u;e,]0,x) = 0;

CO'U(XZ' Yij]0, X) = E(uijeij|9, X) = O,

7

Logo, na forma matricial,

Cov(Y'|0,x) 0 Oeeln 0
Cov(Z10,x) = = = Xiz|(0.)
0 Cov(X10,x) 0 ouwln
Portanto,
Z)(8,x) ~ NQn(NZKe,x)a Xz10))> (3.3)

ou seja, usando o Teorema A.4 do Apéndice A temos

171
1(Z]10,x) = (27?)_”(aeeauu)_”/2 exp {—5 [—(Y -1, — Bx)(Y — 1,7 — Bx) +

0-66

+ L xS xx - x)} }

O—’U/LL

1 1
= (27)7"\"20, " exp {— [—(Y —1,7— Bx)(Y — 1,7 — Bx) +

QO—UU €

+(X —x)"(X — X)] }

1
= 2m) N e { =

uu

A(T, B, )\e,x]Z)} (3.4)

068
onde A\, =

e A(T,8, A\, X|Z) = )\i(Y—1nT—Bx)’(Y—1nT—BX)+(X—X)’(X—X).

uu €

Finalmente, f(Z,x|0) fica dada por

f(Z,x6)

[(Z]0,x)h(x|0)

1
= 2m) Ao exp { =3

uu

A(T,,@,)\e,x|Z)}h(x|0). (3.5)
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3.3 A Posteriori de (7,3, A¢, X)

Vamos agora enunciar o Teorema que nos dara a distribuicao a posterior: de
<T7 67 Ae) X)'

Teorema 3.1 Suponha que Z|(0,x) tem densidade dada por (3.4), que x10, isto é,
h(x]0) = w(x) sendo 7(x) qualquer priori arbitrdria para x, completamente especifi-

cada, e que @ = (T,[3, Oce, Ouy) tem densidade a priori dada na forma

L (. B),

7-[-(7-7 IBJ 0667 UUU) X
eeauu

onde (T, 3) € qualquer densidade a priori para (T,(3). Entao, tem-se que (T, 3, A, X)

tem distribui¢ao a posteriori dada por

(7, B, A\, X| Z) x )\:%[(Y—lnT—BX)’(Y—1nT—BX)—|—)\e(X—X)’(X—x)]*”W(X)W(T,,B).

Prova. Sabemos que
I(0,x|Z) o« 1(Z]0,x)h(x|0)7(0)
= 1(Z|0,x)r(x)7(0)

1
x A 20 Meap {—2 (7T, B)

e uu
uu

A(T, B, A, X|Z)}7r(x)

Ueeguu
onde a ultima expressao segue do resultado (3.4) e das hipoteses para a distribuicao a
priori de 6.

Considere a transformacao (7,3, e, Ouw) — (T, 8, Ae, Oun). Logo,

1

1
H(Taﬁakeaauuaxlz) X )\g"/20;fexp{—2
o

uu

A(T,ﬁ,)\e,x|Z)}JW (T, B)m(x)

eeauu

A(Tu ﬁ7 >\e; X|Z>}7T(T, ,B)W(X)

_n_1

= A\ 2 O.*(TL‘FI) exp {_2 1

uu
uu

Dessa forma,

H(T’ﬁ’AG’X|Z) = / H<T7/67)\eao'uuaX’Z)d0'uu

_ny2 [HOO 1
X Ae / 0;75”+1)exp{—
0 2

uu

A(T, B, A, X|Z)}dauu7r(7', B)m(x)

= )\;nTH[A(T, B, e, x|Z)] 72" /0+00 v texp{—v}dv (T, B)m(x)dv

n+2 1

x X 2 [+ -1,7—Bx)'(Y = 1,7 — Bx) + (X —x)'(X —x)] "

>\e
x7 (T, B)m(x)

n—2

= X2 [V -1,7— Bx)(Y = 1,7 — Bx) + \(X — x)"(X —x)]7" x

x7 (T, B)m(x),

X
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. - A(T, B, )\, x| 2)
onde a terceira equacao ocorre para v = 5 :
O-'U/lt

Esse resultado coincide com o resultado apresentado na referéncia [9].

3.4 A Posteriori de (1,3, )

Nessa secao enuciaremos o corolario que nos fornecera a distribuicao a posteri-
ori de (1,8, \.), mas antes provemos o seguinte Lema sobre o estimador de méxima
verossimilhanca do vetor nao observavel x.

Lema 3.2 Sob a verossimilhanga de (Z',x')" como dada em (3.5) o estimador de mdz-

1ma verossimilhanca para o vetor X, denotado por X, € dado por

X = (B'B+ A1) '[B(Y —1,7) + . X].

Prova. Note que com a hipétese m(x) o< constante teremos

d log f(z,x|0) _0 e — 1
0x x=% 20 u

2 2
—)\—B’(Y —-1,7) + )\—B’ch —-2X +2x

!/

B B'B
— X+)\—(Y—1nr):<)\ +In)§<

= AX+B(Y —1,7) = (BB+ A,k

< x=(B'B+\L)YB'(Y —1,7) + )\ X],
como queriamos demonstrar.
Esse resultado generaliza o estimador obtido no modelo de regressao linear simples

dado em (3.2), pois nesse caso,

BY — adp) + A X
B2+ Ae '

% =
Note agora que
(i) I, — B(BB+M.1,) 'B" = [(B(B'B+ AL, 'B)" —L][B(B'B+\I,) 'B]
= [(BYYB'B+\I,)B' - L)(BB)(B'B+AI,)"!
= [I,+ (B '(A\1)B™' = L](BB')(B'B+ \.I,)""
= \N(B)'BYBB)(B'B+ \I,)™"
= MN(B'B+ A1),
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L= X(B'B+MI,)' = (BB+AIL) [(B'B+Al,) — A1)
= (B'B+ A1, ' (B'B)
= B'(B'B+ )\, 'B
Assim, podemos reescrever a fungdo A = A(T, 3, A\, x|2) na forma abaixo:
MY - 1,7 - Bx)' (Y — 1,7 — Bx) + (X —x)'(X —x)
MY =1, 7)Y —1,7) = 2xX'\ 7 B(Y — 1,7) + A X] +
+x'\JHB'B + A\ 1,)x + X'X
Y =1, 7)(Y —1,7) —2X')\, 1B(Y—1n7')x—|— )\ (BB—l—)\ L)x+ X'X

e

Y —1,7) + XA\ [=2(B'B + A\ L)X + (B'B + A\1,,)x] + X'X

( )( )
( )'( )
WY = 1,7)(Y = 1,7) + XA\ UB'B + A\I,)(x — 2%) + X'X
( )'( )+ A x =X+ %) (BB 4 A\I,)(x — % — %) + X'X
WY = 1,7) (Y = 1,7) + A\ (x = X)(B'B + A1) (x — %) +
MK (B'B + N\ 1)x+ X'X
= MNNY —1,7) (Y = 1,7) + A\ 1 (x = X)(B'B + A1) (x — %) +
M H(B'B+ ML) B(Y —1,7) + A\ X]Y(B'B + A\, x
x{(B'B+ \1,) ' [B' (Y —1,7) + A\ X]} + X'X
= ANY =1L, 7) (Y = 1,7) + A (x = %) (BB + Ady)(x — %) +
DUBY = 1,7) + A X (BB + A1) Y B'(Y = 1,7) + A X] + X'X
= NNY —1,7) (Y = 1,7) + M\ Y (x = %) (B'B + A1) (x — %) +

e

MY -1, 7)YB(B'B+ A1) 'B'(Y —1,7) +
+2X(Y — 1, 7)B(B'B + A1) ' X + A\2X'(B'B + A1) ' X] + X'X

= NYY = 1,7)[l, - B(B'B+ )LL) 'B|(Y —1,7) +
AN x = %) (B B+ A1) (x—%) —2(Y — 1,7)B(B'B+ \1,) ' X +
+X'[I, = Me(B'B + )\ I,) 11X

= (Y =1,7)(BB+A\L) (Y - 1,7) + ' (x = %) (B'B+ A1) (x — %) +

—2(Y = 1,7)(B'B+ \1,) 'BX + X'B'(B'B + \.I,,) 'BX, por (i) e (i)
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= (Y = 1,7)(B'B+X\L) (Y —1,7) + \ M (x = %) (B'B + A1) (x — X) +
—2(Y = 1,7)(B'B+ A1) Y(BX) + (BX) (B'B + \I,) ' (BX)
= MY x—%)(B'B+\I,)(x—%)+
+(Y = 1,7 — BX)(B'B+ A\ I,) (Y — 1,7 — BX)
= MYx—=%)(B'B+ A1) (x — %)+

A (Y = 1,7 — BX)(B'B+ \I1,)"'(Y — 1,7 — BX)].
Logo,

MNA(T, B, Mo, X|2) = A(Y — 1,7 — BX)(B'B+\1,)" (Y — 1,7 — BX) +
+(x —x)(B'B+ \I,)(x — %). (3.6)
Esta nova forma de escrever a fungdo A(T, 3, A, X|2z) serd extremamente util na
demonstracao do colorario abaixo.
Corolario 3.1 Sob as hipdteses do Teorema 3.1, com a suposi¢cio de que
7(x) < constante,
e fazendo

= (MyAx) ALY

vs? = (Y — AxR) (B'B + \L) (Y — Ax7)

tem-se que (1,03, Ae) tem densidade a posteriori dada por:

NME

(7, B, Ae|Z) o< AT vs® + (n — ) Ay (B'B + L)~ Ax (n — )]
x|B'B + Ad,| 2w (T, B),

X

onden = (7' 3') e

1n1 0 0 Xl 0 O

0 i, 0 0 X 0
Ax = i o

0 0 1y, 0 0 Xk

para X; = (X, ..., X)), Vi=1,...,k e v=n-2k

Prova. Usando a suposi¢ao sob 7(x) e o resultado (3.6), podemos escrever a

distribuigao a posteriori de (7,3, A, X) na seguinte forma
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(7,8, 0, %X|Z) o Ae? [(x—X)(B'B+ A\, (x —X) +

XY = Axn) (B'B + Ad,) ' (Y — Axn)] (T, B)

R RS L R WA I I
e nA(Y — Axn) (B'B + Ael,) (Y — Axm)

X[Ae(Y — Axn) (B'B + A1) (Y — Axn)] "n (T, B)

pois,
(Y —1,7—BX) (B'B+\1L,) (Y -1,7—BX) = (Y —Axn) (B'B+\1,) (Y —Axn)

Agora podemos encontrar II(7, 3, A\.|Z), integrando II(7, B, \., x|Z) em relacao

a x. Logo,

(T, B, \|2) = /H(T,,B, e, X|Z)dx
x A? (Y = Axn) (BB + A1) (Y — Axm)] "x (7, B) X

/ n(x —x)(B'B + A1) (x — X)
X dx
x TL)\E(Y - AXTI)/(B/B + )‘eIn)il(Y - AXT’)

_nt2

= Ae 7 [(Y =Axn)(B'B+ AcLn)~ (Y — Axm)] "7 (T, B) x
—1/2
A-Y(B'B + Ady)n /

1+

O ZAxn) (BB + ML) LY —Axm)|
1/2
. / A YB'B + \I)n )
x (Y - AX")/(B/B + )\e]n>71<y - AXn)

—-n

n(x —x)(B'B + A\I,)(x — x) i

1
TN — M) (BB +AI,) (Y — Axn)

X

n+2
—nf2y
X Ae 2

w3

(Y = Axn) (BB + AcL,) (Y — Axm)] ™™ x
x[(Y = Axn) (B'B + A1) (Y — Axn)] "% x
x|B'B + A, |2 (T, B)

= AUV = Axm) (B'B+AL) " (Y — Axn)] 7% x

X|B'B + A1, (T, B).
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Note que a pentltima equagao ocorre porque o integrando é proporcional a funcao

densidade de probabilidade de um vetor aleatorio x tal que

(A (B'B + AIp) A )
X ~t,| X, y TV
n[(Y — Axn)' (B'B + A\1,) (Y — Axn)]~!

Mais uma vez, fazendo uma analogia ao modelo de regressao linear simples tere-

mos
(o, B, Ne|Z) o< ATY(Y —al, — BX) (B + X)) Y —al, — BX)]? x

X|(8° + A n|~E (@, )
= MY —al, — BX) (Y —al, — X)) 27(a, B).

€

Agora note que para M = B'B + \.I,, temos:
Y = Axn)M Y —Axn) = (Y —AxA+AxH)— Axn) M~ (Y — Ax) + Axf) — Axn)
= (Y = Ax) MY — Ax)) = 2(n — 7)) Ny M~H(Y — Axd) +
+(n =) Ay M~ Ax(n — 1)
= (Y = Ax) MY — Ax?) + (n — 0)' ANy M~ Ax(n — 1)

= v+ (n—A)NyM "Ax(n—n)

por que,
- )
Z(ﬁl + )\e>71(yrlj — 71 — i Xy)
i=1 -
0
ne R
Z(ﬁk +A) ' (Vaj — 7 — BeXij) 0
Ny MY — Axn) = S ) -
Zle(ﬁl "‘)‘e)_l(ylj -7 —51X1j) 0
Jj=1 :
0
"'k . L 7 (2kx1)
Z Xij(Br + Xe) ™ Yy — T — B Xij)
L j=1 i

jaque,Vi=1,... k,



a) Z(Y;j =T BiXij) = (Y. —nifi — B@Xz)

Y, X, R, R,
— (v, — o, A e xsz>

3

—

<

ng

b) Z XYy — 7 — BiXy) = <2 XYy — 21X — B ZZX?J
p j=1

Jj=1

o8

pois a matriz Ax € igual a matriz de planejamento X do capitulo 2 e, portanto, n = 6

com esse @ sendo o mesmo do capitulo 2.

Logo,

(7,8, Ae|Z) oc A Mvs® + (n — 7)) Ay M~ Ax(n — A)] 2 |B'B + AcL| (T, B),

como queriamos demonstrar.

Note que nesse caso, nao podemos afirmar que o vetor m tem distribuicao

t-Student 2k-variada, como ocorre na referéncia [9].

3.5 A Densidade Preditiva de x

Vejamos agora a densidade preditiva de x.
Corolario 3.2 Sob as hipdteses do Teorema 3.1, com a suposicao de que
7(7T,B) x constante,

temos que densidade a preditiva de x € dada por

k

fxi2) o 00— x (X -] T Pt

2

onde vs® € como no colordrio 3.1, mas com Xy, ...,X; substituindo X,

matriz Ax, agora denotada por Ay.

..., X na



29

Prova. Usando o resultado do Teorema 3.1 e a suposi¢ao 7(7,3) o« constante,
podemos reescrever II(7, 3, A., x| Z) como

Ae(X —x) (X —x) 17

v Ay (v —Aay) "

(A x7) o A (Y = M) (Y — A)] ™ [1+

Agora podemos encontrar I1(x|Z) integrando I1(n, ., x|Z) em relagao a (n, A¢),

portanto,
(x| 2) / / R Y Ay (V- )] [1 4 (Y(i( A_X;‘;gf - Xin) A] " w(x)ax, dn
= /[(Y —A)' (Y = Axm)| ™" [(Y(i(/\_xj;;:é)y( : Xi"?)] _n/2Beta(n/2, n/2)w(x)dn
j& que
+o00
/ N1 + bx) "*dr = b 'Beta(t, s — t).
Dai,

I(x2) o [(X —x)(X — %) " n(x) / (Y — M) (Y — Aeq)]™2dn

n

x [(X = %)/ (X — x)] "2n(x) / s+ (1 — AY N M Ax(n — 7)) 2dn

, . N M A, 172
(X = %)/ (X = %) 20| 2| x
AN M~TA —n/2) AL MTIAL |1/2
2\—n/2 S e X 5 X X
K R R R e I e
o sH[(X —x) (X —x)s2] 7 2m(x) |[ALM ALY (3.7)

Note que a tltima equagao ocorre porque o integrando é proporcional a funcao

densidade de probabilidade de um vetor aleatério n tal que

1~ b (0, [N M A ).
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(Br+Ae) Uy o 0
Agora observe que M~ = : : )
O (/Bk _I_ )\ ) nk (an)
entao,
B n1 X, 1
.. 0 0
B+ Ae B+ Ae
% Lk
0 0
_ ﬁk + >\e /816 + /\e
N M Ay = n . ni Ry, + 22 0
Bi+ A (B + Ae)
0 L. 0 o g Raa, + 27,
i Br + Ae Nk (Br + Ae)
Ou seja,
AN MTAL — Bi1 Bio
By Ba

onde cada B;; tem ordem k x k, i,7 = 1,2.

Como Bs, é nao singular entao, pelo Lema A.10 do Apéndice A, temos que
(AL M ™ Ax| = | Baal||Buy — Bia By Baa.

Ora,
[ (B1+ Ae) " 'naad
(n1Ryp, +22)
BBy, By = : : , e daf
(B + Ae) tnpzi
(nkRya, + 22)

i (B + Ae)iln%Rxm
(11 Ry, + JI%)

By — B12B§21321 = :
(B + A ) "n% Rog,
(nkacl‘k + xk)

Temos também que,

k

anm + :C b iRy, + x
|B22|:g(ﬁi+&) (P )= 11” (B +A\)
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e
k
L G e}
Logo,
AMAL = H (iR, + 73) n? R, _ H il
* AL (Bt A) (B M) (iR, +27) 1 (B A)?
Portanto, usando esse resultado em (3.7) temos
x12) o« [(X — % (X )5 Pr()s [ )
L (iR )2

como queriamos demonstrar.

Outros resultados podem ser obtidos ao supormos que tanto a verossimilhanga
de Z como o vetor x pertencem a classe das distribui¢oes normais bem como supondo
que o vetor W’ = (Y, X', 2’) é completamente normal. Resultados mais gerais podem
ser obtidos supondo que os erros pertencem a uma classe mais geral de distribuigoes

esféricas, por exemplo, as distribuicoes elipticas.



Apéndice A

Resultados da Distribuicao Normal

Multivariada

Neste apéndice enunciaremos alguns resultados que foram utilizados no capitulo

2 deste trabalho. Esses resultados sdo encontrados nas referéncias [3|, [4] e [6].

Definicao A.0.1 Um wvetor aleatorio X de dimensao m x 1 € dito ter distribui¢ao
normal m-variada se, e somente se, toda func¢ao linear de X tem distribui¢ao normal

univariada, ou seja, se Va € R™ tivermos o’ X normal univariada.

Teorema A.1 Se X é um wvetor aleatorio m-dimensional, entdo sua distribuicao €

unicamente determinada pela distribuicao de o’X, Va € R™.

Teorema A.2 Seja X um vetor aleatorio m-dimensional com distribui¢ao normal m-

variada. Entao, p = EX e X = CovX existem e determinam a distribuicao de X.
Lema A.3 Se X ~ N, (i, %), entdao a fungao caracteristica de X, px € dada por:
<! 1 / m
ox(t) = explip't — §t Yit}, vVt € R™

Teorema A.4 Se X ~ N, (u,X), onde ¥ é uma matriz positiva definida, entio a

densidade do vetor aleatorio X € dada por

(2m) P15 exp {5 (o — S w - )}

Teorema A.5 Sejam X = (X1,...,Xn) ~ Nn(p,X), B eb matrizes de ordem kxm
e k x 1, respectivamente. Entdo, Y = BX +b ~ Ny (Bu+ b, BLB’).
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Teorema A.6 Se X ~ N,,(0,%), onde ¥ € positiva definida de posto m, entao a

forma quadrdtica U = X'Y71X € distribuida como uma x%m).

Teorema A.7 Se X ~ N, (u,Y), onde ¥ tem posto m. Entao a forma quadrdtica
U= X'AX ¢ distribuido como uma X?p NE onde \ = %M’Au, se, e somente se, qualquer

uma das trés condigoes abaizo for satisfeita:
(i) AY € uma matriz idempotente de posto p;
(1) XA € uma matriz idempotente de posto p;

(111) 3 € inversa condicional de A, isto €, AL A = A, e A tem posto p.

Teorema A.8 Se X ~ N, (u,X), onde 3 é uma matriz positiva definida e tem posto
m. Se BYA =0, entao a forma quadrdtica Y'AY ¢ independente da forma linear BY),
onde B € uma matriz de ordem q X m.

Lema A.9 Se as matrizes A e D sdio simétricas e existe B™, entdo

A B
B" D

A'+ FE-'F" —FE-!
_Ele/ Efl

E=D-BA'B
, com
F=A"'B

Lema A.10 Seja B uma matriz de ordem n X n que € particionada como seque

Bll B12
BQl B22

B =

I

onde cada B;; € de ordem n; X nj, i, = 1,2 e com ny +ny = n. Se a matriz By € nao

singular, entao o determinante de B pode ser calculado por

|B| = | Ba2||B11 — 31232_21321|-

Lema A.11 Seja C' uma matriz na forma

1 1 1 T
ot as 0 0 0
1 1 1
as az + as 0
1 1 1
0 a ot w 0 0
. )
o, 1 _ 1
ag—2 ag—1 Ap—1
_1 11
L ak—1 ak—1 ag
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entdo C~1 ¢ dada por

a1(az+--+ag) a1(az+--+ag) . aiay
a1+--+ag a1t+-+ag a1+-+ag
ai(as+-+ar) (a1taz)(as+-+tar) (a1+az)ag
a1t+-—+ar a1t+-—tar a1 t++ar
ajay (a14a2)ay, . (a1+-~+ag_1)ak
a1+-+ag a1+--+ag a1+---+ag

Prova. Para verificarmos esse resultado, basta multiplicarmos as duas matrizes e o

resultado segue.



Apéndice B

Propriedades da t-Student

Multivariada

A distribuicao t-Student multivariada possui propriedades que nos ajudarao a
fazer inferéncias sobre os parametros 7 e 3. As propriedades abaixo sao consideradas
para o vetor aleatério 8, mas seus resultados sao analogos para a distribuicao t-Student
k-variada, como é o caso dos vetores aleatérios T e 3, conforme verificaremos na pro-
priedade P.3 e para combinacoes lineares desses parametros, conforme veremos na

proriedade P.4.
Vejamos antes a defini¢ao da distribuigao t-Student multivariada.

Definicao B.0.2 Um vetor aleatorio @ de dimensao 2k x 1 € dito ter distribuicao a
posteriort t-Student 2k-variada com pardmetro de locagao 9, de escala s*(X'X)™1 e

com v graus de liberdade, se sua densidade € dada por

T((v + 2k)/2)| X' X | /2572 - X'X N
P ON) = s [+ O o

vs2

Notagao: Oy ~ ty, (é, sH(X' X)L, V>~

Consideremos agora que @y é distribuido segundo uma to, (é, s2(X' X)L, V).

Propriedade P.1 A funcao densidade de probabilidade a posteriori de 0 é

monotonicamente decrescente da forma quadratica

Q(6) = (6 —6)X'X(6 - 6),
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pois
L((v+ 2k)/2)| X' X |V/2s72
(D(1/2))T (v /2)r*
e a funcao
- XX N
1 -0 -0
H(O-0)"5(60-0)

tem expoente negativo, ja que v+ 2k =n > 0 e é, portanto, monotonicamente decres-
cente.

Quando fizermos Q(0) = ¢, ¢ > 0 estaremos definindo os contornos da dis-
tribuicao no espago 2k-dimensional de 6 onde todo ponto interior a esse contorno
tem uma densidade a posteriori maior do que qualquer ponto fora do contorno. Partic-
ularmente, quando k = 1, estaremos trabalhando no espago bi-dimensional e Q(0) =

¢, ¢ > 0 define os contornos de uma elipse com centro em 0 = (71, 31).

Propriedade P.2 Observemos que:

a. podemos encontrar a distribuicao de

QO@ — (0 é)'%x(a - 0)
ja que
E0—-0) = E)-E(X'X)'XY)
= 60— (X'X)'X'E(Y)
= 60— (X'X)'X'(X6)
- 6-60=0,
Cov(@ —0) = Cov(0) =Cov((X'X)'X'Y)

= (X'X) ' X'Con(Y)((X'X)'X"Y
= (X'X)"'X'(ADX'(X'X)!

= A(X'X) e
N o= ng—éwama—mww—éﬂ
= %0/02(X/X)0 = 0.

Entao, pelo Teorema A.6 concluimos que

o2 o
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b. pelo resultado (2.5) temos que

vs? ne?

2
Q= 5 ™~ Xus
o2 o2 v

¢. no Teorema A.8 fazendo B = (X'X)'X', A= (I — X(X'X)'X')o~2 e vendo que

BCow(Y)A = (X'X)'X'(e*I)(I - X(X'X) ' X")o ™2
= (X'X) ' X' -X'X(X'X)'X)
= (X'X)" (X' -X")=0

2

concluimos que 6 = [(X'X)'X']Y = BY independe de % — Y'AY. Dessa forma,
o
2 oy A 0
% ¢ independente de S(6) = (0 — 0)'——(0 — 0) = Q(z )
o p o

Agora usemos a defini¢ao da distribuicao F-Snedecor e as observagoes destacadas

em a, b e ¢ para concluirmos que

Mas, simplificando o quociente acima teremos

(@§§>)/ 2k Qe)

vs?  2ks?’
(5= )1

resultando, portanto que

Q(0)
2ks? Fiatw)-
o _ . Q) _
Os contornos elipsoidais de p (8|y) serao definidos por ks Flokv,a), onde
s

Flokv,a) ¢ 0 ponto da distribuicao Fax,) tal que P{Fior,) < Flokpa)} =1 — .

Propriedade P.3 Consideremos as parti¢oes

0 A XX, XX Dy D
1 0 — X'X — 1431 1432 e (X,X)_l _ 11 12
02 02 XéXl XéXQ Dgl D22

0:

onde 64, 6, tém dimensao r x 1; X7 Xy, Dy; tém dimensao r x r; 65, 85 tém dimensao

(2k —r) x 1; e X, Xo, Doy tém dimensao (2k —r) x (2k —r).
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Se Bly ~ to (9,32(X’X)_1,1/>, entao

0.y ~ t, <é1, s*Dyy, V>~

Propriedade P.4 Suponha que ¢ = (¢1,--- ,dm), m < 2k, seja um conjunto de

combinagoes lineares tais que

¢ =C0
onde C' é uma matriz de ordem m x 2k de posto m. Entao,
dly ~ t, (C’é, SC(X'X) ', V).
Para vericarmos a validade dessa afirmacao consideremos

¢o = (¢1a e 7¢m7¢m+17 .. -a¢2k)/ = ((p/aqu—‘rl) cee 7¢2k)/

um conjunto de combinacoes lineares de @ tais que
d)o = 0007
onde ¢p,4; =0;, Vj=1,...,p, com m+ p = 2k. A matriz C, é particionada como

Co _ Om><2k
C(Qk—m)x2k 2% X2k
onde C* é de tal forma que a matriz C, tem posto 2k.
Dali,
ce
¢O = Coo e = d)
c*0 c*o

Sendo C', de posto completo, portanto inversivel, facamos
0=C'¢,=Bo,,

com B = (bij)2k><2k = C;l.

Encontramos a densidade da combinacao linear ¢, de € usando:

f(lﬁo((bla o 7¢m7 ¢m+17 s 7¢2k> = fG(Bd)o)lJ(ea ¢o)"

A matriz jacobiana de (0, ¢,) é
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86, .. 96 86 . 96
8@51 a(z)m a(15771-{»1 6¢2k
30 .. 00m 0, . 90m
_ 01 ¢ Obmi1 Bbo
J(0,9,) = " : 5
89m+1 e a‘9m+1 89m+1 . a9m+1
01 Opm OPm+1 Odak
0 .. 002 082y . 002
991 0pm  Odmi1 0ok
R -
g b1i®i
i=1
e,jaAque 8 = Bgp, = : entao, a matriz jacobiana é dada por

b1 bia -+ biaw
b b b
70, ¢,) = 21 22 2(.21:) _ B
| bekn bekz o beker |

Note também que

BBl = |B = 0 < |B| = |B"*|B'~.

Dai,
T (E2k )| X7 X |1/2g—2k  xix ew
f¢o(¢1, o ,¢2k) = (;(12/2))|)2kF(|V/28)Vk [1 + (qu — B¢)’ — (ng — B¢)} ]B ’2 ]B|2
_ TEE)IB' (X X) B2~ . BX'XB, K =~ . q-u
S TP RA R R L)

¢o ~ tQk[ésu CO(X/X)ilcéSa V]a

pois (B'X'XB)™' = B~Y(X'X)" (B! = C,(X'X)"'C".

Fazendo uso da particao

C(X'X)7IC C(X'X)H(CrY

Co(X'X)'Cl =
C*(X,X)_IC/ C*(Xlx>—1(cv*)/



e da propriedade P.3 concluimos que

Dly ~ tn (cé, SO(X' X)L, V).

70
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