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Resumo

O processo de inducdo automatica de modelos de classificagdo é composto de trés
etapas principais, pela ordem: amostragem, fragmentacdo e classificagdo. Devido a
diversidade de técnicas que podem ser utilizadas em cada uma destas etapas, os
resultados sdo muito instaveis — ndo existe a melhor técnica de amostragem, ou de
fragmentacdo, etc. Para resolver o problema da indugdo do melhor modelo de
classificagdo dentro de um espago de busca, uma alternativa ¢ arranjar todas as técnicas
de amostragem, fragmentacdo e classificagdo disponiveis e buscar exaustivamente o
melhor modelo de classificagdo. Entretanto, isto implicard em um alto custo
computacional. Neste trabalho, descrevemos como foi possivel descobrir heuristicas
que podem ajudar a reduzir substancialmente o espago de busca do melhor modelo de
classificagdo. Também, discutimos o projeto e a implementacdo de um "framework"
baseado nas heuristicas descobertas, objetivando guiar o minerador a escolher um
modelo de classificagdo que satisfaga seus requisitos de qualidade, traduzidos em

acuracia do modelo de classificagdo induzido, a um custo de processamento aceitavel.
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Abstract

The automated induction process of classification models is composed of the following
steps: sampling, splitting and classification. Due to the diversity of techniques that may
be used in each one of these steps, the results are much unstable — there is not the best
sampling technique or the best splitting technique and so on. In order to solve the
problem of inducing the best classification model within a search space, one way may
arrange all available techniques for sampling, splitting and classification to search
exhaustively the best classification model. However, this will imply in a high
computational cost. In this work, we describe how to discover heuristics that help to
reduce this computational cost. Also, we discuss the design and implementation of a
framework that was developed based on the heuristics discovered in order to guide the
miner in choosing a classification model which satisfies his or her quality requirements
translated in the accuracy of the classification model induced with acceptable

computational cost.
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Capitulo 1

Introducao

1.1 Contexto da pesquisa

Nos tltimos anos tem havido um amplo crescimento da capacidade de se gerar e
coletar dados. As consultas rotineiras dos usuérios estdo muito longe de esgotar todo o
potencial de informacdo para a tomada de decisdo (Fayyad et al., 1996). Para explorar a
informagdo ‘escondida’ nos bancos de dados tém surgido novas tecnologias capazes de
extrair automaticamente conhecimento de grandes massas de dados (Han & Micheline,
2001). Mineracdo de Dados (MD)' ¢ uma dessas novas tecnologias para a
transformag¢do de dados em conhecimento.

A principal meta da MD ¢ descobrir padroes — (modelos de) conhecimento —
de facil assimilagdo, nao-triviais e compreensiveis, de grandes quantidades de dados
(Fayyad et al, 1996). Algoritmos de MD induzem modelos formais de conhecimento.
Neste trabalho, tratamos somente de modelos de conhecimento do tipo classificagdo.
Um modelo de classificagdo mapeia um objeto de negocio em uma classe — um valor
de um atributo de classificagdo. Regras de classificacdo da forma se <condigao>
entdo <atributo-de-classificacdo> = <classe> ¢ arvores de decisao
sdo exemplos de modelos de classificagio (Han & Micheline, 2001; Weiss &
Indurkhya, 1998; Witten & Frank, 1999).

Para induzir conhecimento é necessario que o minerador” siga um processo, isto
¢, uma série de etapas igualmente importantes. O processo (de MD) tem como entrada
um banco de dados (em estado ‘bruto’) e como saida o conhecimento (modelo de
classificagdo) induzido. Processos de MD ¢ o tema desta dissertacao. Na proxima se¢ao,

definimos o processo de MD, no contexto do trabalho.

' O nome Mineracio de Dados é uma metafora da atividade de mineracdo: a ‘mina’ é a imensa massa de
dados e o conhecimento é o ‘minério’ extraido.
2 Agente da mineragdo



1.2 O processo de mineraciao de dados

O processo de MD — ilustrado na Figura 1.1 — em toda a sua abrangéncia, ¢
composto das seguintes etapas: Preparagdo de dados, Sele¢do de amostra de dados,
Fragmentagdao de amostra, Inducdo de conhecimento (modelo de classificacdo) e
Analise e Assimilagdo do conhecimento induzido (Brumen et al/, 2001; Han &
Micheline, 2001; Pyle, 1999; Cabena et al, 1997; Kohavi, 1996; Fayyad et al, 1996;

Witten & Frank, 1999). Para cada uma destas etapas, inimeras técnicas podem ser

aplicadas.
Banco Dados Amostra Amostra Padrées Conhecimento
de preparados fragmentada

dados
Preparacio Selecdio de Fragmentacio Inducdo do Anéliseﬁe
de dados amostra do conjunto conhecimento Avaliagao do

amostra conhecimento
inferido

Figura 1.1: Processo de Mineracio de Dados

Neste trabalho, adotamos um processo de MD simplificado, isto ¢, que exclui a
etapa de preparagdo de dados — consideramos ainda a etapa de Analise e Assimilagdo
como intrinseca a etapa de indu¢do do conhecimento, como discutiremos mais tarde. A
razdo da simplificacdo ¢ que as técnicas de preparacdo de dados se encontram muito
desenvolvidas, ndo despertando maiores polémicas. Nossa visdo de processo de MD
compreende entdo somente trés etapas: amostragem, fragmentagdo e indugdo. Também,
com relagdo a técnicas de indugdo, levamos em conta somente algoritmos
classificadores, ou algoritmos que induzem modelos de classificagdo. Com isto, ainda
cobrimos uma imensa gama de aplicagdes de MD, todas de carater classificatorio, como
perfil de clientes para concessdo de empréstimos bancarios, probabilidade (maior,

menor) de que algum tipo de evento venha a ocorrer, etc.



Formalmente, uma instancia do processo de MD* , ho contexto desta dissertagao,
¢ uma tripla <técnica de amostragem, técnica de fragmentacao,
algoritmo de classificacdo>. A analise ¢ assimilagdo do conhecimento
induzido ¢ tratada a parte do processo, uma vez que nao se trata aqui de aplicacao de
técnicas especificas, mas de abordagens “ad hoc” de se aferir a qualidade do modelo de
classificagdo induzido.

Na seqiiéncia, comentamos as etapas de amostragem, fragmentacao e inducao do
processo de MD, na nossa visao simplificada. Também, fazemos consideracdes sobre a

analise e assimilagdo do modelo de classificagdao induzido por um processo de MD.
1.2.1 Selecio de amostra

Para explicar a selegdo de amostras e as outras etapas do processo de MD,
fazemos uso de um caso ficticio de uma empresa de crediario. As instancias do banco de
dados s3o mostradas na Tabela 1.1, onde se vé informacdes de quatorze clientes. Cada

linha da tabela representa um cliente, ou um caso de mineragao.

Idade Escolaridade | Casa propria | Telefone fixo Pagador
jovem 1° grau sim nao mau
jovem 1° grau sim sim mau
maduro 1° grau sim nao bom
idoso 2° grau sim nao bom
1doso 3° grau nao nao bom
idoso 3° grau nao sim mau
maduro 3° grau nao sim bom
jovem 2° grau sim nao mau
jovem 3° grau nao nao bom
1doso 2° grau nao nao bom
jovem 2° grau nao sim bom
maduro 2° grau sim sim bom
maduro 1° grau nao nao bom
1doso 3° grau sim sim mau

Tabela 1.1: Banco de dados de uma empresa de crediario

De acordo com os valores respectivos dos atributos Idade, Escolaridade,
Casa prépria e Telefone fixo, um cliente pode ser considerado um bom ou

mau pagador — Pagador € o atributo de classificacdo, enquanto que bom e mau sdo

3 Sempre que ndo houver prejuizo a clareza, confundiremos ‘uma instancia do processo de MD’ com ‘o
processo de MD’.



as classes. O desafio ¢ identificar tendéncias de comportamento de clientes maus
pagadores que ocorrem com uma maior freqiiéncia. Assim, no futuro, a empresa podera
discernir pessoas potencialmente mas pagadoras e, conseqilientemente, ndo aceitar as
suas solicitacdes de crédito.

A extragdo de amostras (Brumen et al., 2001; Han & Micheline, 2001; Pyle,
1999) ¢ apropriada quando a quantidade de dados disponiveis ¢ muito grande. Optar por
ndo utilizar amostras nestes casos pode provocar um alto custo computacional ao
processo de MD. Portanto, a vantagem de utilizar técnicas de amostragem ¢ a
diminui¢do do custo do processo de MD. A Tabela 1.1 pode ser uma amostra de um
universo muito maior de dados.

As técnicas de amostragem usadas nos nossos experimentos sio Adaptive
Incremental Framework (AIF) (Brumen et al.,, 2001) e Convergéncia
(Conv) (Pyle, 1999). Uma questdo que fica por enquanto sem resposta ¢: qual a melhor

técnica de amostragem para a mineragao de um certo banco de dados?
1.2.2 Fragmentac¢io de amostra

Uma vez que uma amostra tenha sido escolhida, o préximo passo ¢ fragmenta-la
em dois subconjuntos distintos, denominados conjunto de treinamento e conjunto de
teste (Kohavi, 1996; Witten & Frank, 1999). Conjuntos de treinamento sao entradas
para os algoritmos de classificacdo — classificadores — induzir modelos de
classificagdo, enquanto que conjuntos de teste sao utilizados para avaliar os modelos de
classificagdo induzidos.

Uma forma de avaliar um modelo de classificagdo ¢ através de medidas
estatisticas como exatiddo, ou acurdacia (Witten & Frank, 1999). A acuracia de
treinamento (teste) ¢ a propor¢ao das instancias do conjunto de treinamento (teste)
classificadas corretamente por um modelo de classificacdo. A acurécia de treinamento ¢
valiosa para se ter uma descricdo aproximada dos dados minerados. Por exemplo,
supondo que a acuracia de treinamento seja 100%, entdo o modelo de classificagdo ¢é
uma sintese fiel dos dados minerados; isto muito provavelmente ¢ um conhecimento
novo sobre os dados disponiveis, desconhecidos em sua esséncia.

A acuricia de teste ¢ um indicador de confiabilidade de um modelo de

classificagdo para a classificacdo automatica de novos casos de mineracdo — predi¢do



(Witten & Frank, 1999). A conclusdo é que a acuracia de teste* ¢ ainda mais importante
que a acuracia de treinamento.

Retornando ao nosso exemplo, a Tabela 1.1 foi fragmentada — utilizando uma
técnica de fragmentacdo chamada Holdout (Kohavi, 1996) — em conjunto de

treinamento (Tabela 1.2) e conjunto de teste (Tabela 1.3).

Idade Escolaridade | Casa propria | Telefone fixo Pagador
jovem 1° grau sim nao mau
Jovem 1° grau sim sim mau
1doso 2° grau sim nao bom
idoso 3° grau nao nao bom
maduro 3° grau nao sim bom
jovem 3° grau nao nao bom
idoso 2° grau nao nao bom
jovem 2° grau nao sim bom
maduro 2° grau sim sim bom
1doso 3° grau sim sim mau

Tabela 1.2: Conjunto de treinamento

Idade Escolaridade | Casa propria | Telefone fixo Pagador
maduro 1° grau sim nao bom
idoso 3° grau nao sim mau
jovem 2° grau sim nao mau
maduro 1° grau nao nao bom

Tabela 1.3: Conjunto de teste

Segundo a técnica Holdout, as instancias do conjunto de treinamento foram
obtidas através da extracdo aleatoria de % dos dados da Tabela 1.1, enquanto que o
conjunto de teste foi formado pelos casos restantes — '3 das 14 instancias. Entretanto, o
conjunto de treinamento (teste) pode ndo ser representativo; por exemplo, uma classe
presente no conjunto de teste, pode ndo o estar no conjunto de treinamento. Uma forma
de se ter conjuntos de treinamento e teste representativos & repetir o processo de
fragmentacgdo diversas vezes, por exemplo, dez vezes ou iteragdes. A acurdcia entdo ¢
calculada pela média aritmética das acurdcias obtidas em cada iteragdo. A acurdcia
‘pessimista’ (‘otimista’) ¢ a média menos (mais) o desvio padrao.

Entre as técnicas de fragmentagdo que empregamos em nossos experimentos
destacamos, além de Holdout, BootStrap (BS) ¢ Cross Validation (CV)

(Kohavi, 1996). Encerramos esta subsecao deixando uma pergunta em aberto: qual a

* No restante do documento, a acurécia de teste sera referida apenas por ‘acuracia’.



melhor técnica de fragmentagdo a empregar em um problema especifico de mineragao?

Esta ¢ uma das preocupagdes dominantes, ao longo da dissertagao.
1.2.3 Inducio de modelos de classificacao

Na etapa de Indugdo de modelos de classificacao (Fayyad et al., 1996; Witten &
Frank, 1999) ¢ aplicado um algoritmo do tipo classificador, no intuito de induzir
conhecimento a partir do conjunto de treinamento, segundo modelos formais de
classificagdo. A Figura 1.2 mostra a arvore de decisdo induzida com o algoritmo J48

(Witten & Frank, 1999), para o conjunto de treinamento da Tabela 1.2.

bom escolaridade

19 grau 39 grau

mau bom mau

Figura 1.2: Modelo de classificacido induzido sob a forma de arvore de decisao

Outros exemplos de classificadores sdo Prism, Id3, OneR, NNge, Decision
Stump (DS), IBk, IB1, e Naive Bayes (NB).Como nas duas secdes anteriores,
a questdao ‘qual ¢ o melhor classificador para um problema especifico de mineracao?’

deve ser convenientemente respondida.

Analise e Assimilacao de modelos de classificacao

A andlise e assimilacdo de um modelo de classificacdo implica em aferir sua
qualidade, no sentido de ser aproveitavel ou ndo em situagdes praticas. Para isto, a
medi¢do da acuricia ¢ indispensavel: a acuracia medida pode ser considerada boa ou
aceitavel, ou entdo ruim ou inaceitavel; neste ultimo caso, o modelo de classificacao
concernente deve ser descartado.

Um outro critério de afericdo da qualidade de um modelo de classificagdo ¢ a

medida de sua concisdo (Ikizler & Giivenir, 2001; Silberschatz & Tuzhilin, 1996).



Considere uma arvore de decisdo: se ela € pouco concisa, isto ¢, com muitos ramos e
muito profunda, ela provavelmente ¢ muito dificil de ser interpretada ou assimilada,
devendo ser descartada. Até o presente, os algoritmos classificadores sdo muitas vezes
verborragicos.

Acuracia e concisdo sdo dois critérios ortogonais de analise e assimilacao de
modelos de classificacdo. Ressaltamos que a pesquisa em concisdo de modelos de
conhecimento ainda ¢ muito incipiente, e o tema esta fora do escopo desta dissertacao.

Voltemos ao exemplo dos clientes de um banco. A acurécia da arvore de decisdo
da Figura 1.2 ¢ de 25%. Ela ¢ certamente baixa, devido provavelmente aos poucos casos
existentes tanto no conjunto de treinamento quanto no conjunto de teste. De qualquer
modo, a qualidade de uma acurédcia ¢ relativa, dependendo das exigéncias de um
particular minerador, para seu problema especifico de mineragdo. Mais explicitamente,
uma acuracia de 90%, por exemplo, pode ser suficiente para um minerador, porém pode
ndo o ser para outro.

Neste trabalho, a afericdo das acuracias dos modelos de classificacao induzidos
em nossos experimentos serd muito importante — o outro critério € o tempo de resposta
dos processos de mineragdo para induzir modelos de classificagdo — para as decisdes

que serdo tomadas e devidamente explicadas, relativas a processos de MD.

1.3 O problema da instabilidade de processos de MD

Dado que existem diversas técnicas de amostragem, fragmentacdo e de inducao
de conhecimento, temos, portanto, para um mesmo problema de mineragdo, inumeros
processos de mineragdo possiveis — mais precisamente, inumeras instancias do
processo podem ser escolhidas. A conseqiiéncia de tudo isto é que, para um mesmo
banco de dados a minerar, pode ser induzido um grande ntimero de modelos de
classificagdo, um para cada instancia escolhida do processo de MD.

A Figura 1.3 exibe um modelo de classificacdo sob a forma de regras de
classificagdo, obtido com o classificador Prism (Witten & Frank, 1999), do conjunto
de treinamento da Tabela 1.2. Comparando este modelo de regras de classificagcdo e o
modelo de arvore de decisdo da Figura 1.2, percebe-se uma diferenca notavel de
semantica e sintaxe entre os conhecimentos induzidos. Outra forma de dizer é que os

dois processos de MD, o que induziu as regras de classificagdo da Figura 1.2 e o que



induziu a arvore de decisdo da Figura 1.3, produzem resultados altamente instaveis entre

si.

IF casa = sim THEN pagador = bom

IF 1dade = maduro THEN pagador = bom

IF idade = idoso AND telefone = sim THEN pagador = bom

IF escolaridade = 1 THEN pagador = mau

IFF casa = nao AND idade = idoso AND telefone = nao THEN pagador = mau

Figura 1.3: Conhecimento induzido sob a forma de regras de classificacao

Medindo-se a acuracia de ambos os modelos, pode-se escolher um dentre estes
dois modelos. Mas o que dizer de inimeros outros modelos que também podem ser
induzidos, com as diferentes triplas <amostragem, fragmentacdo,
classificacgdo>? Outrossim, deve ser lembrado que o tempo de execugdo das
triplas, ou dos processos de MD, ¢ outro critério a ser considerado na escolha de um
modelo de classificacao.

As questdes desta forma postas sdao: qual o melhor modelo de classificagao,
dentre as diferentes instancias do processo? Qual a instdncia do processo de MD que
induziu o melhor modelo? Estes questionamentos caracterizam o problema da
instabilidade dos processos de MD.

A rigor, usamos o termo instabilidade por simplificacdo no sentido de que, dado
um conjunto de arquivos de dados a minerar € um conjunto de processos de MD, um
processo P deste conjunto poderd ser o melhor (maior acurdcia) para um arquivo Aj,
porém P sera o terceiro melhor para A,, décimo melhor para A3, quinto melhor para A4,
etc. Sendo assim, a medida que muda o arquivo de dados, o desempenho de um
processo de MD qualquer pode variar bastante em relagdo a acuracia.

Para ilustrar ainda mais o problema da instabilidade dos processos de MD,
considere a inducdo de um modelo de classificagdo para o banco de dados splice
(Blake & Merz, 2002), contendo seqiiéncias de DNA. As técnicas de amostragem sao
ATIF e Conv; as de fragmentacdo, BS e CV; e os classificadores J48 e Prism.
Arranjamos estas técnicas de quatro formas como estdo apresentadas na Tabela 1.4.

Cada um dos trés primeiros processos de MD induz uma arvore de decisdao
distinta, e cada arvore de decisdo ¢ diferente sintaticamente e semanticamente do

modelo de classificacdo induzido pelo ultimo processo de MD. O problema ¢ agravado



pelo fato de que ha muitas outras técnicas de amostragem, fragmentacao e classificacao.
Em sintese, um minerador ndo tem como saber a priori qual € o melhor processo de MD

amostragem-fragmentacao-classifica¢do para os dados a minerar.

Técnica de Técnica de Classificador Modelo de
amostragem | fragmentacio classificaciao
induzido
Conv cv 748 I
decisdo 1
AIF cv 748 I
decisdo 2
Conv BS 148 rvore de
decisdo 3
Conv Cv Prism reg'ras de~
classificagdo

Tabela 1.4: Diferentes modelos de classificacio para o mesmo arquivo de dados

Para resolver o problema da instabilidade dos processos de MD, uma alternativa
seria arranjar todas as técnicas de amostragem, fragmentacdo e classificagdo
disponiveis, e buscar exaustivamente o melhor modelo de classifica¢do. Entretanto, isto
implica obviamente em um alto custo computacional.

Nesta dissertagdo, propomos uma solug¢do para o problema da instabilidade dos

processos de MD focada em heuristicas.

1.4 Objetivos

O objetivo central deste trabalho ¢ ajudar o minerador a contornar o problema da
instabilidade dos processos de MD, da seguinte forma: dado um arquivo de dados a
minerar, um sistema de apoio ao minerador o ajudara a encontrar um modelo de
classificagdo que podera resolver seu problema, tudo dentro de custos computacionais
aceitaveis pelo minerador. Com a finalidade de cumprir esta meta, estabelecemos os
seguintes dois grandes objetivos especificos:

» Descobrir heuristicas que reduzam o tempo de execugdo dos processos de

MD sem comprometer a qualidade (acuracia) do modelo de classificagdao
induzido. As heuristicas devem levar em conta caracteristicas dos bancos de
dados assim como a variedade de técnicas existentes para amostragem,

fragmentacdo e classificagdo. A melhor acuracia obtida por uma busca de



modelos de classificagdo apoiada em heuristicas deve ser similar a obtida por
uma busca exaustiva de modelos de classificagao;

» Desenvolver um “framework”, baseado nas heuristicas descobertas, que
ajude o minerador a encontrar, o mais cedo possivel, um modelo de
classificagdo com uma acuracia que lhe seja aceitavel;

= Elaborar e implementar um algoritmo que automatize a execu¢ao
de processos de MD;

= Este algoritmo deve permitir que o minerador interaja de modo a
influenciar no resultado final fazendo interferéncias ao longo da
sua execu¢do de duas formas: (i) intervindo na escolha de
heuristicas e (ii)) acompanhando o processo de MD a fim de
interrompé-lo assim que uma acuracia aceitavel for obtida. Tal
interacao pode reduzir ainda mais o tempo de obtengdo de um

modelo de classificagdo com uma ‘boa’ acuracia;

1.5 Contribuicoes

As principais contribui¢des deste trabalho sao:

» Descoberta de heuristicas que ajudem o minerador a limitar o escopo de
busca de processos de mineracao;

» Desenvolvimento de um “framework”, apoiado pelas heuristicas, para
encontrar, de maneira eficiente, um modelo de classificacao que satisfaca as

exigéncias de qualidade do minerador;

1.6 Estrutura da dissertacao

O restante desta dissertagdo estd estruturado em cinco capitulos.

Discutimos minuciosamente nosso processo de descoberta de heuristicas no
Capitulo 2.

O Capitulo 3 ¢ dedicado ao “framework”.

A avaliagdo experimental do “framework™ ¢ detalhada no Capitulo 4, na qual
comparamos os resultados obtidos pela busca exaustiva de processos de mineragdo e
pela busca baseada nas heuristicas descobertas. Tal avaliacdo visa a mostrar a eficacia

das heuristicas.
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A comparacao de nossa abordagem com outros trabalhos relevantes sobre o
problema da instabilidade dos processos de mineragao ¢ o tema do Capitulo 5.
Finalmente, concluimos o trabalho e tragamos dire¢des para sua continuagao no

Capitulo 6.
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Capitulo 2

O Processo de Descoberta de Heuristicas

Neste capitulo, apresentamos o nosso processo de descoberta de heuristicas e as
heuristicas assim descobertas, visando a ajudar na solugdo do problema da instabilidade
dos processos de MD, discutido no Capitulo 1. O proposito das heuristicas € explicado
como segue: dado um arquivo de dados’ a minerar, (1) que processos de MD podem ser
previamente descartados, porque dificilmente levariam a um modelo de classificagao
com a acurdcia minima desejada pelo minerador; e (2) que processos de mineragdo sao
os melhores candidatos a induzir modelos de classificagio com qualidade aceitavel.
Para os processos de MD, utilizamos trés técnicas de amostragem: Convergéncia
(Conv), Adaptive Incremental Framework (AIF) (Pyle, 1999; Brumen et
al., 2001) e a pseudo-técnica de amostragem Not Sample (NS), que € o proprio
arquivo de dados; trés técnicas de fragmentagdo (utilizando dez iteragdes):
Bootstrap (BS), Holdout (HO) e Cross Validation (CV) (Kohavi,
1996); e nove classificadores: Prism, Id3, J48, OneR, NNge, Decision Stump
(DS), IBk, IB1, e Naive Bayes (NB) (Witten & Frank, 1999). Os 81 processos
de MD (3 técnicas de amostragem x 3 técnicas de fragmentagcdo x 9 classificadores)
foram aplicados a 95 arquivos de dados — a grande maioria extraida do repositorio UCI
(Blake & Merz, 2002) — de uma grande diversidade de dominios, obtendo-se assim,
7.695 (81x95) modelos de classificagdo. O essencial desses modelos de classificagdo
veio a constituir uma base de conhecimento, construida assim:

» para cada arquivo de dados, informagdes sobre os desempenhos (acuracias

dos 81 modelos de classificacdo e tempos de execucdo dos 81 processos de
MD respectivos) foram ordenadas separadamente, da seguinte forma:
decrescentemente por acuracia — ranking das acuracias — e crescentemente

por tempo de execugdo — ranking do tempo. E importante assinalar que

> No documento, as expressdes ‘arquivo de dados’ e ‘banco de dados’ se confundem.



consideramos somente valores pessimistas para as acuracias, isto ¢, seu valor
médio das fragmentagdes com dez iteragdes menos o desvio padrdo. Esta
decisdo se deve ao fato de que o valor de uma acuracia pode variar muito em
cada iteracdo, dai nossa justificativa da escolha pelo pior caso (acuracia
menos o desvio padrio);

» cada arquivo de dados foi caracterizado por valores respectivos de trés meta-
atributos: nimero de atributos, numero de classes e numero
de instancias. Escolhemos estes trés pela simplicidade, e por serem
bastante utilizados. Veremos posteriormente que nossa escolha de meta-
atributos ficou validada pelo fato de que, apenas com os trés escolhidos, foi
possivel descobrir heuristicas interessantes.

A base de conhecimento assim obtida foi analisada de duas formas: por meio de

meta-mineragdo (Subse¢do 2.1) e por andlise do custo de processamento dos
classificadores (Subsecdo 2.2). O processo, em linhas gerais, e suas duas variantes estao

ilustrados na Figura 2.1.

Processos de Analise com
Mineracdo \ Meta-mineragio
Base de
Caracterizacao Conhecimento Analise do Custo de
dos Arguivos de / Processamentos dos
Dados Classificadores

Figura 2.1: Etapa inicial para descoberta de heuristicas

2.1 Meta-mineracido da base de conhecimento

A analise com meta-mineragdo (Figura 2.2) consistiu em utilizar classificadores
para induzir, a partir da base de conhecimento, classificacdes sobre acuracias e tempos

de execugdo — heuristicas de acuracia e heuristicas de tempo, respectivamente.
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Figura 2.2: Analise com meta-mineracio

As heuristicas de acurdcia foram induzidas através de classificacdo nao-
supervisionada enquanto que as heuristicas de tempo o foram através de classificacao
supervisionada. Na classificagdo supervisionada, o atributo de classificacdo e seus
valores possiveis (classes) sdo definidos previamente — este € o tipo de classificagdo
discutido até entdo. No que diz respeito a classificacao ndo-supervisionada, o atributo de
classificagdo ¢ induzido pelo classificador.

No intuito de facilitar as classificagdes ndo-supervisionada e supervisionada, a
base de conhecimento foi estruturada em diversos arquivos (de dados) intermediarios,
assim respectivamente:

» Heuristicas de acuracia. Para cada processo de MD, e para cada um dos

meta-atributos nimero de atributos (NA)e numero de classes
(NC), criamos um arquivo intermediario com dois atributos, NA (NC) e
posicao do processo de MD no ranking das acuracias — isso da um total
de 162 arquivos (81 processos de MD x 2 meta-atributos). Note que, cada
instancia deste arquivo intermedidrio representa um arquivo de dados dos 95
contidos na base de conhecimento; logo, cada arquivo intermediario assim
construido tem 95 instancias. A finalidade da meta-mineragdo com
classificagdo nao-supervisionada ¢ classificar processos de MD como
relativamente bom ou relativamente ruim no que concerne as acuricias
induzidas por eles: aqueles processos de MD com desempenho ruim para
determinadas faixas de valores de NA (NC) sdo entdo afastados do espago de
busca para novos arquivos de dados — isto ¢, arquivos de dados para minerar
que ndo sejam nenhum dos 95 arquivos de dados da base de conhecimento

—com NA (NC) dentro das respectivas faixas de valores;
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» Heuristicas de tempo. Criamos apenas um arquivo intermedidrio, com dois
atributos: NI (nimero de instancias de arquivo de dados) e Tempo_total
(a soma dos tempos de execugdo de todos os processos de MD, para cada
arquivo de dados — ¢ também o atributo para a classificacdo supervisionada
cujas classes sdo tempo_execucao > 60 min e tempo_execucao
< 60 min). Deve estar claro entdo que a cardinalidade deste arquivo
intermediario € 95 instancias (a quantidade de arquivos de dados minerados
na experimenta¢do). O objetivo da meta-mineragdo com classificacao
supervisionada ¢ chegar ao conceito de arquivo de dados ‘grande’, no sentido
de avaliar se amostragem propriamente dita ¢ fundamental ou ndo. Note que,
dentre NA, NC e NI, NI € o que contribui mais fortemente para o tempo de
execucao de um processo de MD.

Nas duas subsec¢des seguintes, detalhamos os processos de meta-mineragao nao-

supervisionada e supervisionada da base de conhecimento, respectivamente.
2.1.1 Meta-mineracao com classificacao nao-supervisionada

Para a classificagdo ndo-supervisionada, aplicamos a técnica de “clustering”
Simple k-Means (Witten & Frank, 1999) aos 162 arquivos intermedidrios (ver
Heuristicas de acuracia, se¢do anterior). Com esta técnica, mineradores especificam,
através do parametro k, em quantas classes — “clusters” — as instancias de um arquivo
devem ser agrupadas, por critérios induzidos pelo proprio algoritmo, baseado na nogao
de funcdo de similaridade.

Para os nossos experimentos, escolhemos k=4 porque este valor conduziu, por
tentativa e erro, a bons resultados — o principal critério utilizado para determinar o
valor de k foi o qudao compacto era cada “cluster” no sentido de maximizar o nimero de
pontos dentro de um “cluster” e minimizar a faixa de valores de NA (NC) abrangida
pelos “clusters”. Como exemplo de classificacdo em “clusters”, veja a Figura 2.3 que
ilustra os quatro “clusters” induzidos para o arquivo correspondendo ao processo ATF -
HO-Prism e ao meta-atributo NC. Mais precisamente: dado um dos 95 pontos no
gréfico, ele representa um dos 95 arquivos da base de conhecimento, que tem um certo
nimero de classes (valor da abscissa NC), e a posi¢cao do processo de MD AIF-HO-
Prism aplicado ao arquivo, no ranking das acuracias dos 81 processos de MD para o

respectivo arquivo (valor da ordenada posi¢ao).
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Figura 2.3: “Clusters” para o processo AIF-HO-Prism e 0 meta-atributo NC

Um conhecido problema com algoritmos de “clustering” ¢ que eles deixam ao
minerador a interpretacdo dos “clusters” induzidos. Considere, por exemplo, o
algoritmo Simple 4-Means: os “clusters” induzidos sao nomeados {0, 1,2, 3}
como pode ser visto na Figura 2.3, e isto ¢ tudo. A pergunta que deve ser feita em
seguida €: o que significa o “cluster” 0(1)(2)(3)? Para respondé-la, precisamos achar
uma defini¢do formal para cada “cluster”, e saber interpreta-la. Obtivemos estas
defini¢des com classificagdo supervisionada, da seguinte maneira: a cada um dos 162
arquivos intermedidrios foi adicionado o atributo de classificagdo cluster, com
valores € {0, 1, 2, 3}; assim, cada arquivo intermediario foi minerado com um
algoritmo de classificagdo supervisionada, e seu respectivo modelo de conhecimento
induzido foi usado como defini¢do. Mais precisamente, os processos de MD utilizados
para tal tarefa foram dois, da forma Not Sample — Sem fragmentac¢do — Um,
dentre dois classificadores. Nao faz sentido amostragem (ou Not
Sample) visto que os arquivos sdo muito pequenos (95 instancias). Ainda como
conseqiiéncia de os arquivos serem muito pequenos, eles ndo foram fragmentados — ou
cada arquivo intermedidrio inteiro ¢ o proprio conjunto de treinamento. Finalmente, os
classificadores aproveitados foram Naive Bayes e NNge, pois, dentre todos os
classificadores, eles foram os unicos em que, nas defini¢des das classes, os atributos
NA(NC) e Posigdo aparecem explicitamente, como convém para uma boa
interpretacdo dos “clusters”. Também, eles induziram modelos de classificagdao

completos, ou seja, em que aparecem regras de classificagdo para os quatro “clusters”.
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Para dar um contra-exemplo, considere as unicas duas regras de classificagao
induzidas pelo classificador OneR, para os “clusters ” 2 e 0 da Figura 2.3:

» se posicdo<b54 entdo “cluster”=2,e¢

» seposicdo>=54 entdo “cluster”=0.

Este modelo de classificagdo nao ¢ 1til por dois motivos: (1) ¢ incompleto, pois,
nada afirma sobre os “clusters” 1 e 3, e (2) quanto aos “clusters” 0 e 2, as regras nao
fazem referéncia a valores de NC. Defini¢gdes interessantes de “clusters” podem ser

visualizadas na Tabela 2.1.

Cluster Definicoes

0 class 0 IF: 2<=NC<=11 " 58<=posicao<=81

1 class 1 IF: 30<=NC<=39 " 46<=posicao<=70
2 class 2 IF: 2<=NC<=10 " 2<=posicao<=57

3 class 3 IF: 14<=NC<=24 " 53<=posicao<=75

Tabela 2.1: Definicoes dos “clusters” da Figura 2.3

A questdo que se pde agora ¢: como decidir se um valor do atributo posigao ¢
bom ou ruim? A finalidade ¢ estabelecer se um processo de MD tem desempenho bom
ou ruim a depender de sua posicdo no ranking das acurécias (valor do atributo
posicdo). A resposta foi baseada em tentativa e erro. Inicialmente, estabelecemos
arbitrariamente que um processo de MD ¢ bom para um arquivo de dados quando
posicdo <= 15; caso contrdrio (posigdo > 15), o processo ¢ ruim. Entretanto,
com este limiar de 15, para cada processo, o nimero de arquivo de dados cobertos pela
faixa com desempenho bom (posicdo <= 15) ¢ sempre muito baixo, ou seja, nao
existe um processo de MD que se destaque acentuadamente dos demais. Observando a
primeira linha da Tabela 2.2, nota-se que a faixa com desempenho correspondendo a
posicdo <= 15 indica que cada processo de MD cobre, em média, apenas 18,52%
das 95 instancias.

Tendo em vista este baixo valor, procuramos entdo um limiar maior, pois, desta
forma, encontrar-se-a mais facilmente processos de MD que se destaquem
comparativamente. Variando o limiar a partir de 15 com incrementos de 5, encontramos
que o limiar 40 ¢ o primeiro que pode ser considerado significativo. Isto ¢ mostrado na
Tabela 2.2: para cada processo de MD, a faixa com desempenho correspondendo a
posicdo <= 40 cobriu em média aproximadamente 50% dos 95 dos arquivos de

dados experimentados. O niamero 40 passou a ser o limiar de qualidade, isto ¢, posi¢des
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no ranking das acurécias abaixo ou igual a 40 sdo consideradas boas, enquanto que as
posi¢des além de 40 sdo ruins.

Tomando entdo como base o limiar de qualidade 40, processos de MD podem
ser rejeitados (ou podados) para uma determinada faixa de valores de NA (NC) a
depender de seus respectivos desempenhos em relacao a acuracia. Esta ¢ a idéia basica

do algoritmo de poda de processos de MD que apresentamos a seguir.

Desempenho de Processos de MD
Limiar (% de arquivos de dados cobertos)
Bom Ruim
15 18,52 81,48
20 24,69 75,31
25 30,86 69,14
30 37,04 62,96
35 43,21 56,79
40 49,38 50,62
45 55,56 44,44
50 61,73 38,27
55 67,89 32,11

Tabela 2.2: Simulacio de limiares

Algoritmo de Poda de Processos de MD

Para um processo de MD, seja um “cluster” C, com n pontos (arquivos de
dados), definido para um intervalo de NC (NA), e para uma faixa de posi¢des no
ranking das acurdcias: qual ¢ o minimo percentual de pontos do “cluster” com
posigcdo <= 40 para que o processo de MD ndo seja podado? O problema se
complica porque muitas vezes, como veremos, mais de um “cluster” deve ser analisado
ao mesmo tempo.

Para resolver o problema da poda de processos de MD, desenvolvemos um
algoritmo genérico chamado de Mining Process Prunning (Figura 2.4), com os
seguintes parametros de entrada:

» conjunto de “clusters”: sdo os “clusters” induzidos, ¢ sua quantidade pode
variar de acordo o nimero de arquivos de dados (quantidade de instancias do
arquivo de dados intermedidrio). Em nossos experimentos, trabalhamos com
quatro “clusters”, como foi discutido no inicio da Secdo 2.1.1;

» limiar de qualidade: discutido no final da Sec¢do 2.1.1, pode ser modificado a

depender do nimero de processos de MD sendo avaliados. Relembrando, nos
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nossos experimentos, o limiar de qualidade ¢ 40, levando em conta os 81
processos de MD usados;

» suporte minimo: isto ¢, a quantidade minima de arquivos de dados (pontos no
grafico da Figura 2.3) que devem ser cobertos pelos “clusters” na faixa de NA
(NC) em analise para que se tenha uma validade estatistica. Nos nossos
experimentos, julgamos que 10% dos 95 arquivos experimentados ¢ o

suporte minimo necessario.

void MiningProcessPruning(Clusters[], limiar, suporte)

Repita
Selecione o *“cluster” com maior faixa de NA(NC) em Clusters e
armazene na colegdao Clusters_em_analise;
Selecione todos os “clusters” que estdo na mesma faixa do
primeiro “cluster” selecionado, com maior faixa de NA(NC), e
adicione na colecao Clusters_em_analise;

Se (numero de pontos de Clusters_em_analise > suporte)
Contabilize quantos pontos de Clusters_em _analise tem
posicao > limiar e atribua a desempenho_ruim;

Contabilize quantos pontos de Clusters_em analise tem

posicao £ limiar e atribua a desempenho_bom;

Se (desempenho_ruim>desempenho_bom)
Descarte o processo P para a faixa de NA(NC) coberta
pelos “clusters” da colegao Clusters_em_analise;
fim_se
fim se

Remova todos os “clusters” selecionados até entdo da colecéao
Clusters;
Remova os “clusters” de Clusters_em_analise;

até a colecao Clusters nao ter mais elementos;

fim_MiningProcessPruning

Figura 2.4: Algoritmo para poda de processos de MD do espaco de busca

Para melhor compreender o algoritmo, considere que “clusters” candidatos sao
todos os “clusters” induzidos para um processo de MD P e o atributo NA (NC), como
ilustrado na Figura 2.5(a). Primeiramente, o “cluster” com a faixa mais larga de NA (NC)
¢ identificado pelo algoritmo — “cluster” majoritario — e, em seguida, sdo
selecionados os “clusters” que tém faixas de NA (NC) sobrepostas a ele, ou seja, mesma
faixa — “clusters” sobrepostos.

Para que dois “clusters” possam ser considerados sobrepostos, ¢ necessario que a

faixa de valores de NA (NC) em comum entre os dois “clusters” seja muito maior do que
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a faixa ndo comum do “cluster” sobreposto em relacdo ao majoritario. De uma maneira
formal, sejam CA e CB os conjuntos-faixas de valores de NA (NC) dos “clusters” A e B,
respectivamente. Supondo que A seja majoritario — |[CA|>|CB| —, entdo B ¢
considerado como “cluster” sobreposto a A se |CANCB| >> |CB-CA].
Experimentalmente, observamos que se pelo menos 75% de uma faixa do “cluster”
candidato ¢ coberta pelo “cluster” majoritario, entdo aquele ¢ considerado um “cluster”
sobreposto. A Figura 2.5(b) ¢ um exemplo de “clusters” sobrepostos, onde o “cluster”
majoritario ¢ destacado e os “clusters” sobrepostos a ele estdo dentro da faixa £1-£2 de

NA (NC).

S — i —
| |
1 I
P O > o] | O R —
® e |
2 (O | (OO
g gl :
g f
| ———— — 5| | —)
= s | !
O , o
S : < >
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: : i
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§ | i :D 8
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NA (NC) NA (NC)
© @

Figura 2.5: “Clusters” para um processo de MD P

Encontrados os “clusters” sobrepostos ao “cluster” majoritario, o préximo passo
¢ contar quantos foram os arquivos de dados da unido do “cluster” majoritdrio com os
“clusters”  sobrepostos, para os quais P  obteve posicéo <
limiar_de_qualidade (posigdo > limiar_de_qualidade). A decisdo
de podar ou ndo o processo de MD P para a faixa de NA (NC) abrangida pela unido do

“cluster” majoritario com os “clusters” sobrepostos ¢ por maioria simples: se a maioria
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de pontos da unido esta em posigdes acima do limiar de qualidade entdo P ¢ podado do
espago de busca para novos arquivos de dados, caso contrario P ndo ¢ podado. Em
sintese, se o processo P for (ndo for) podado, entdo ndo € (¢) indicado para arquivos a
ser minerados com a faixa de valores de NA (NC) dentro da faixa de valores de NA
(NC) da uniao dos “clusters”.

O algoritmo ¢ iterativo, com a iteragdo terminando quando ndo houver mais
“clusters” majoritarios. As Figura 2.5(c) e Figura 2.5(d) ilustram respectivamente as

unides de “clusters” majoritarios e sobrepostos para as segunda e terceira iteracdes.

Seguem-se alguns resultados de nossos experimentos com o algoritmo.

Exemplo 1

Primeiro, seguiremos o exemplo que vinha sendo usado. Para uma melhor
visualiza¢do, condensamos a Figura 2.3 e Tabela 2.1 na Tabela 2.3, adicionando mais
informagdes sobre a aplicacdo do algoritmo Mining Process Pruning aos
“clusters” induzidos para o processo de MD AIF-HO-Prism considerando NC — os
“clusters” majoritarios estdo discriminados pela marcagdo ‘*’ na coluna Cluster
enquanto os ‘“clusters” sobrepostos podem ser identificados pela coluna Faixa de
valores sobreposta; para cada defini¢do, as sub-colunas bom e ruim informam
o numero de arquivos de dados para os quais o processo AIF-HO-Prism indica
desempenho bom e ruim (em relagdo a acurécia), respectivamente.

Para os “clusters” indicados na Tabela 2.3, analisamos trés faixas de valores de
NC. A primeira faixa envolve os “clusters” 0 e 2. J& as duas faixas restantes abarcam os
“clusters” 3 e 1, respectivamente, porém ambas sdo descartas por o suporte minimo ser
baixo, isto é, suporte < 10.

Para a primeira faixa, que tem o “cluster” 0 como majoritario, contabilizamos o
numero de pontos (arquivos) com posig¢do > 40 e posigdo < 40: o nimero
com desempenho ruim (posig¢do > 40) ¢ maior do que o numero com desempenho

bom (posicdo < 40).
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ATIF-HO-Prism (NC)

5 Faixas de
2 | Definigdes Suporte valores

O Bom | Ruim | sobrepostas
0* | class 0 IF: 2<=NC<=11 " 58<=posicao<=81 0 57 2
1* | class 1 IF: 30<=NC<=39 " 46<=posicao<=70 0 3 -
2 class 2 IF: 2<=NC<=10 " 2<=posicao<=57 10 15 0
3* | class 3 IF: 14<=NC<=24 " 53<=posicao<=75 0 8 -

Grafico
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Heuristica

O processo AIF-HO-Prism deve ser descartado do espago de busca quando NC<11.

Tabela 2.3: Heuristica para o processo de MD AIF-HO-Prism considerando NC

Concluindo, o leitor pode perceber que chega-se a seguinte heuristica: o
processo de MD AIF-HO-Prism deve ser descartado do espago de busca de
processos de MD quando o numero de classes NC do arquivo a ser minerado estiver na

faixa NC<11 (note que a condi¢do ndo ficou 2<NC<11 uma vez que ndo existe arquivo

de dados com menos de duas classes).

Exemplo 2

Neste exemplo, abordamos o arquivo intermedidrio correspondendo ao processo

de MD ATIF-BS-DS e o atributo NA. Os quatro “clusters” induzidos e suas respectivas

defini¢des estao indicados na Tabela 2.4.

Considerando o desvio padrdo, obtivemos as seguintes faixas de NA para cada

“cluster” ao analisar o modelo de classificacdo induzido: “cluster” 0 = 7-22, “cluster” 1

=7-25, “cluster” 2 = 3-15, e “cluster” 3 = 34-55.
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Seguindo o algoritmo Mining Process Prunning, o primeiro “cluster”
majoritario selecionado ¢ o 3, porém o mesmo ndo tem nenhum “cluster” sobreposto —
observe que o grafico contido na tabela facilita de certa forma verificar se um “cluster”
¢ ou ndo sobreposto a outro. Entdo, passamos para a segunda iteragdo na qual o
(13 99 4 . . L L .

cluster” 1 ¢ selecionado como majoritdrio ¢ os outros dois restantes, 0 e 2, como
sobrepostos a ele. Desta forma, duas sdo as faixas de NA que serdo avaliadas: 7-25 e 34-
55. Ambas as faixas de NA a serem avaliadas tém suporte aceitdvel, com valores acima

de dez arquivos de dados.

AIF-BS-DS (NA)

= Faixas de
2 | Definigdes Suporte : valores
) Bom | Ruim | gobrepostas
0 NA: Mean=14,94 StandardDev = 7,61 0 40 1
posicao: Mean = 72,79 StandardDev = 5,0
1* NA: Mean = 16,43 StandardDev = 9,2981 11 0 0,2
posicao: Mean = 18,93 StandardDev = §,1052
5 | NA:Mean =9,66 StandardDev = 6,2063 0 25 1
posicao: Mean = 49,83 StandardDev = §,5075
3% NA: Mean = 44,72 StandardDev = 10,6181 0 16 _
posicao: Mean = 70,12 StandardDev = 6,3959
Grifico
Adaptivelncremental-BootStrap-DecisionStump
L .
=] o -
o g-uvo TE e ola R _
E B0 ‘l'_|_+_|_o ] S §> ° 8
= +1-'* 1, te -
£ 40 L +
s -2 o
Emog g
= [m]
E D T T T T T T
a 10 20 a0 40 a0 B0 70
nimero de atributos
@ Cluster 0 o Cluster 1 + Cluster 2 - Cluster 3
Heuristica

O processo de MD ATF-BS-DS deve ser descartado do espaco de busca quando 3<NA<25 ou
34<NAL55.

Tabela 2.4: Heuristica para o processo de MD AIF-BS-DS considerando NA

Avaliando o processo AIF-BS-DS quanto ao desempenho em relagdo a
acuracia, temos para a faixa 3-25 (resultante da unido das faixas dos “clusters” 0,1 e 2),

65 instancias com desempenho ruim e 11 com desempenho bom. Entdo: conclui-se que
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o processo de MD AIF-BS-DS deve ser descartado do espago de busca quando
3<NA<25. Analisando o “cluster” 3 da faixa 34-55, nota-se que o desempenho ¢
predominantemente ruim, findando, portanto, que o processo de MD ATF-BS-DS deve
ser descartado do espago de busca quando 34<NA<55. Unificando as conclusdes,

chegamos a heuristica descrita na Tabela 2.4.

Exemplo 3

Para o processo de MD AIF-HO-DS e o atributo NC obtivemos os “clusters”
cujas definicdes estdo apresentadas na Tabela 2.5. Aplicando o algoritmo Mining
Process Pruning a estes “clusters”, trés ¢ o nimero de faixas de NC selecionadas
para analise: (1) faixa 8-22 envolvendo o “cluster” 0, (2) faixa 24-39 coberta pelo
apenas “cluster” 1, e (3) faixa 2-10 abrangendo os “clusters” 2 e 3, em que este ultimo ¢

0 majoritario.

AIF-HO-DS (NC)
= Faixas de
‘g Definicoes Suporte valores
@) Bom | Ruim | sobrepostas
0* class 0 IF: 9<=NC<=22 " 62<=posicao<=81 0 24 )
class 0 IF: NC=8 " posicao=79
1* | class 1 IF: 24<=NC<=39 " 39<=posicao<=77 1 4 -
class 2 IF: 2<=NC<=7 " 51<=posicao<=§1
2 class 2 IF: NC=8 * 58<=posicao<=69 0 42 3
class 2 IF: NC=9 " posicao=59
3* | class 3 IF: 2<=NC<=10 " 1<=posicao<=5( 14 10 2
Grifico
Adaptivelncremental-Holdout-DecisionStump
£ a0 - x x .
3 g2 2 °8 x % -
= A0 et =
2 Go
= + -+ -+ -
a1
i
= + +
E D = T T T T
a 10 20 30 40
nimero de classes
| = Cluster O - Cluster 1 o Cluster 2+ Cluster 3
Heuristica
O processo de MD ATF-HO-DS deve ser descartado do espaco de busca quando NC<22

Tabela 2.5: Heuristica para o processo de MD AIF-HO-DS considerando NC
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Dentre as faixas selecionadas, a unica que nao dispde de suporte suficiente ¢ a
faixa 24-39, pois o “cluster” 1 detém apenas 5 instdncias do arquivo de dados
intermediario em foco.

Quanto ao desempenho, a faixa de valores abrangida pelos “clusters” 2 e 3 ¢
ruim na grande maioria — a soma dos pontos com desempenho ruim para os dois
“clusters” ¢ maior que a com desempenho bom. Por fim, para a faixa 8-22, o
desempenho ruim ¢ predomina.

No “cluster” 3, a regra de decisdo cobre 24 instincias que estdo dispostas entre
desempenho bom e ruim, porém aquele é prevalecente — para contabilizar quantas
instancias pertencem a cada caso, consultamos a base de conhecimento. Por fim, para a
faixa 8-2 o desempenho ruim predomina.

Desta forma, ap6s a avaliacdo, inferimos que: o processo de MD ATF-HO-DS

deve ser descartado do espago de busca quando NC<22.

Exemplo 4

Os “clusters” da Tabela 2.6 foram induzidos a partir do arquivo intermedidrio
contendo informagdes do processo de MD NS-BS-IBk e do atributo NC. Com o
algoritmo de poda de processos de MD, chegamos a trés faixas de NA a serem avaliadas:
faixa 22-39 cingida pelo “cluster” 1, faixa 7-19 coberta pelo “cluster” 0, e faixa 2-10
dos “clusters” 2 e 3.

Todas estas faixas tém o suporte minimo requerido e para todas elas o processo
NS-BS—-IBk apresenta um desempenho predominantemente bom. Por exemplo, para a
faixa 2-10, o referido processo apresentou desempenho bom em 46 casos € ruim, em
apenas 5 casos. Desta forma, para este processo de MD, ndo chegamos a nenhuma
heuristica.

Usando a mineragdo ndo-supervisionada, descobrimos ao todo 80 heuristicas de
acuracia, que estdo listadas no Apéndice A. Maiores detalhes sobre as mesmas poderdo
ser obtidos pelo Apéndice B (disponivel via CD anexo) através de tabelas como as
Tabela 2.3, Tabela 2.4, Tabela 2.5 e Tabela 2.6, que contém as informagdes necessarias

para chegar a cada uma destas heuristicas.
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NS-BS-IBk (NC)
5 Faixas de
‘g Defini¢oes Suporte valores
o Bom Ruim | sobrepostas
0* class 0 IF : 7.0<=NC<=19.0 " 1.0<=posicao<=5.0 (29) 37 0 )
class 0 IF : 8.0<=NC<=16.0 " 6.0<=posicao<=12.0 (8)
1* | class 1 IF : 22.0<=NC<=39.0 * 1.0<=posicao<=20.0 (6) 6 0 -
) class 2 IF : 2.0<=NC<=5.0 * 1.0<=posicao<=5.0 (12) 37 0 3
class 2 IF : 2.0<=NC<=7.0 " 6.0<=posicao<=22.0 (25)
3* | class 3 IF : 2.0<=NC<=10.0 " 26.0<=posicao<=75.0 (15) 9 5 2
Grifico
NS-BS-IBk
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| o Cluster 0 a Cluster 1 -Cluster 2 = Cluster 3 |

Tabela 2.6: Heuristica para o processo de MD NS—-BS—IBk considerando NA

2.1.2 Meta-mineracao com classificacao supervisionada

Com a classificagdo ndo-supervisionada utilizamos o critério acuracia para
avaliar processos de MD no intuito de afasta-los do espago de busca quando os mesmos
apresentam desempenho ruim em determinadas faixas de valores de NA ou NC. J4 com a
classificagdo supervisionada, o critério em foco ¢ tempo de execucdo com o fim de
descartar processos de MD que aplicam técnicas de amostragem para arquivos de dados
pequenos ou ndo as aplicam para arquivos de dados grandes. Para isto, teremos que
conceituar arquivos grandes € pequenos.

O objetivo de técnicas de amostragem ¢ reduzir o tempo de execucdo de
processos de MD através da extracdo de amostras de grandes conjuntos de dados.
Obviamente, se um arquivo de dados contém poucas instancias, ndo ¢ necessaria
amostragem. A questdo ¢: um arquivo de dados para mineragdo com 3000 instancias,

por exemplo, ¢ grande ou pequeno? Para responder a esta pergunta, utilizamos como
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critério a relagcdo entre soma do tempo de execucdo de todos os processos de MD para
um arquivo de dados, e o nimero de instancias do arquivo.

Dos 95 arquivos de dados usados na experimentacao, para 20 deles o tempo total
para executar todos os 81 processos de MD foi mais de uma hora; para 69, menos de
trinta minutos; finalmente, 6 despenderam um tempo entre 30 e 60 minutos. Diante
destes resultados, julgamos razoavel estabelecer o limiar 60 minutos para decidir se um
arquivo a minerar ¢ grande ou pequeno. Formalizando, seja uma fun¢do
tempo_execucao (Arquivo, {P,, n =1, ..., 81}), que retorna o tempo
de execucdo, em minutos, de todos os processos de MD P, aplicados ao arquivo de
dados Arquivo: se o valor retornado for maior que 60 entdo Arquivo € grande,
sendo Arquivo € pequeno. Para os experimentos, usamos um computador com
processador Pentium III 900 MHz e 512 MB de memoria RAM para rodar estes
experimentos.

Desta forma, o préximo passo ¢ mapear o tempo de execugao total para um
arquivo de dados em funcdo do niimero de instancias a fim de responder o seguinte
questionamento: a partir de quantas instancias um arquivo de dados ¢ classificado como
grande ou pequeno? Entdo, criamos o arquivo intermedidrio, descrito no inicio Se¢do
2.1, que contém os atributos: NI (numero de instancias dos arquivos experimentados) e
Tempo_total (soma dos tempos de execu¢do dos 81 processos de MD) — atributo
de classificagdo. Os valores deste atributo foram discretizados de acordo o limiar
estabelecido de 60 minutos; portanto, suas respectivas classes sdo <60 e >60 que
representam, respectivamente, um tempo de execugao total menor ou igual a uma hora e
maior do que uma hora.

Para minerar o arquivo intermedidrio, ndo empregamos amostragem e
fragmentagdo, pois 0 mesmo tem poucas instancias (apenas 95). Finalmente mineramo-
lo e, dentre todos os classificadores, o resultado mais significativo, ilustrado na Figura
2.6, foi obtido pelo classificador J48. Como contra-exemplo observe o modelo de
classificagdo induzido pelo classificador NNge na Figura 2.7: as regras de classificacao
sdo muitas e muito detalhistas ao contrdrio de J48, que conseguiu sintetizar as

informagdes do arquivo intermediario em apenas duas regras.
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NI <= 2567: ==60(71.0/1.0)
NI = 2567 =60 {24.0/3.0)

Figura 2.6: Modelo induzido pela classificacdo supervisionada via J48

class <=6l IF : 144, 0= number_instances<-1728.0 {64)
class <=6l IF : 2048 0=-number_instances<-2367.0 {6)
class <=6 IF : 3922 D=-number_instances<-3949.0 {2)

class <=6l IF : number_instances~ 139960 (1)

class =60 IF : number_instances— 17970 (1)

class =60 |F : 2644 0= number_instances<-3772.0 ()
class =60 1F : 4000.0=-number_instances<-8760.0 (13)
class =60 1F : 20000.0=-number_instances<-280356.,0 (2)

Figura 2.7: Modelo induzido pela classifica¢do supervisionada via NNge

Relembrando a fung¢do tempo_execucao (Arquivo, {P,, n = 1,

., 81}), mapeamo-la em fungdo no nimero de instancias, baseados no modelo de

classificagdo da Figura 2.6: se o valor retornado for maior que 60 (NI > 2567) entdo

Arquivo € grande; sendo (NI < 2567), Arquivo € pequeno. Assim, chegamos as
seguintes heuristicas de tempo:

H81 O uso de amostras deve ser dispensado, quando o arquivo de dados ¢

pequeno (NI<=2567);
H82 O uso de amostras deve ser empregado, quando o arquivo de dados ¢

grande (NI>2567).

2.2 Analise do Custo de Processamento dos Classificadores

Com a meta-mineragdo descobrimos padrdes (heuristicas) interessantes a
respeito de processos de MD, levando em conta os critérios acuracia e tempo de
execugdo. Com a Andlise do Custo de Processamento dos Classificadores pretendemos
dar continuidade a descoberta de heuristicas de tempo.

Para tanto, consultamos a base de conhecimento no intuito de identificar qual
classificador contribui para que um processo de MD <amostragem,
fragmentacdo,classificacdo> seja mais dispendioso que outros em relacdo
ao tempo de execucdo — nao analisamos o tempo focando técnicas de amostragem e
fragmentacdo porque estas sdo rapidas; a complexidade em termos de tempo de

processamento se detém nos algoritmos de inducao.
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O objetivo ¢ descartar apenas o classificador mais dispendioso, e, ndo, os dois
ou trés mais dispendiosos, por exemplo. Isto porque o descarte de um classificador
representa nove processos de MD fora do escopo de busca, o que ja pode comprometer
a acuracia devido ao problema da instabilidade — lembre que nesta anélise temos como
critério tempo de execugdo e, ndo, acuracia. Portanto, a eliminacdo de mais de um
classificador poderia significar um grande aumento na possibilidade de se ter uma perda
consideravel na qualidade da acuracia.

Entdo, contabilizamos a quantidade de arquivos de dados em que cada
classificador aparece entre as n ultimas posi¢cdes no ranking do tempo, onde n €
{1,2,3,4,5,6,7,8,9,10}. Em outras palavras, verificamos em quantos arquivos
de dados cada classificador esta entre os n processos de MD mais onerosos em termos

de tempo de execucdo. Os resultados desta contagem estdo na Tabela 2.7.

g Percentagem de arquivos de dados em que o classificador esta entre
§ os n processos de MD mais dispendiosos em termos de tempo de

P execucio

© 10 9 8 7 6 5 4 3 2 1
DS 26,32 | 2526 | 23,06 | 22,11 | 18,95 | 17,89 | 16,84 | 14,74 | 13,68 | 11,58
NNge 0,00| 000/ 000| 000| 000| 000| 000| 000]| 000 000
148 05| 105 105| 1,05] 105| 105 1,05 000 000 000
1d3 2421 | 22,11 | 21,05 | 21,05 | 17,89 | 16,84 | 13,68 | 10,53 | 947 | 842
1Bl 92,63 | 91,58 | 86,32 | 85,26 | 82,11 | 71,58 | 65,26 | 61,05 | 18,95 | 1,05
1Bk 0474 | 9474 | 9474 | 93.68 | 9053 | 90.53 | 87.37 | 7474 | 73.68 | 71.58
NB 1,05 | 1,05| 1,05] 000| 000| 000| 000]| 000]| 000/ 0,00
OneR 1,05 | 1,05| 000| 000] 000| 000]| 000]| 000]| 000/ 0,00
Prism 4421 | 40,00 | 31,58 | 2632 | 2421 | 1895| 737| 421| 2,11 2,11

Tabela 2.7: Avaliacao do tempo de execuciio despendido pelos classificadores

Para citar um exemplo da tabela, podemos dizer que o classificador Prism esté
entre os cinco processos de MD mais onerosos em 18% dos 95 arquivos de dados
contidos na base de conhecimento. Analisando-a minuciosamente, vemos que o0s
classificadores IBk e IB1 tém os valores mais altos, por exemplo, estdo entre os dez
processos mais dispendiosos em 94,74% e 92,63% dos 95 arquivos de dados,

respectivamente. Entretanto, a medida que o valor de n diminui, a diferenga aumenta:
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IBk passa a ter valores notavelmente maiores. Desta forma, concluimos que IBk ¢ o
classificador mais dispendioso, dentre os nove, findando entdo na seguinte heuristica:
H83 O classificador IBk deve ser descartado do espaco de busca, quando o
arquivo de dados ¢ grande (NI>2567).

2.3 Consideracoes finais

Neste capitulo, apresentamos as heuristicas descobertas concernentes aos
critérios acuricia e tempo de execucdo bem como O processo que seguimos para
descobri-las.

As 80 heuristicas de acuracia descobertas cobriram 43 processos de MD. Dentre
estes processos, 4 fazem referéncia somente ao atributo NA, enquanto 3 heuristicas
referem-se exclusivamente ao atributo NC. Logo, os 36 processos restantes, levaram em
conta tanto o atributo NA quanto o atributo NC. Fica claro entdo que, para 37 (81 — 43)
processos de MD nenhuma heuristica de acurécia foi descoberta. Lembramos que, dado
um arquivo de dados a minerar, ¢ necessario que o mesmo satisfaca as condigdes
impostas relativas aos atributos NA e NC para que os processos de MD cobertos pelas
heuristicas de acuracia sejam podados do escopo de busca.

No que concerne as heuristicas de tempo, os 9 processos de MD relativos ao
classificador IBk foram rejeitados; ou seja, definitivamente, o classificador IRk ndo se
revelou um bom classificador quanto ao tempo de execucdo, na comparagdo com 0s
demais classificadores. Também, 27 processos de MD devem ser descartados se o
arquivo para mineracao for grande; se o arquivo for pequeno, 54 processos de MD, ou o
dobro, devem ser rejeitados.

Quando a eficicia das heuristicas descobertas, ela s6 pode ser avaliada
unicamente por experimentacdo; isto ¢ da propria natureza de qualquer heuristica.
Entdo, para validar nossas heuristicas, construimos uma ferramenta que permite
comparar um modelo de classificagdo obtido de uma busca exaustiva dentre todos os
processos de MD possiveis, e um outro modelo de classificacdo dentre certos processos
de MD com a busca sendo guiada unicamente pelas heuristicas. O projeto e a
implementagdo da ferramenta ¢ o tema do capitulo seguinte. Finalmente, os testes com a

ferramenta sao analisados no Capitulo 4.
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Capitulo 3

Um “framework” baseado em heuristicas para

mineracao de dados

Neste capitulo, discutimos a analise e projeto de um “framework™ que tem como
objetivo geral propiciar um ambiente interativo que facilite a tarefa do minerador de
encontrar rapidamente um modelo de classificagdo com acurdcia aceitavel para seu
problema.

“Um framework prové uma solucio para uma familia de problemas semelhantes,
usando um conjunto de classes e interfaces que mostra como decompor a familia de
problemas. Como objetos dessas classes colaboram para cumprir suas
responsabilidades, o conjunto de classes deve ser flexivel e extensivel para permitir a
constru¢do de varias aplicagdes com pouco esfor¢o, especificando apenas as
particularidades de cada aplicacao” (Sauvé, 2005). Tendo em vista essas caracteristicas,
o uso da abordagem de “framework™ oferece inumeras vantagens como redugdo do
tempo de desenvolvimento e menos manutencdo, entre outras (Landin & Niklasson,
1995). Dai nossa justificativa para usar tal abordagem.

Na Secao 3.1 discorremos sobre os requisitos funcionais e nao-funcionais do

“framework”, e, na Secdo 3.2, apresentamos sua arquitetura.

3.1 Requisitos

Os principais requisitos funcionais (RF) da ferramenta sao:

RF1 Escolher o arquivo de dados a ser minerado: um arquivo de dados
classificado — isto é, com um atributo de classificacdo — deve ser
indicado pelo minerador a ferramenta;

RF2 Escolher técnicas de amostragem: o minerador deve poder determinar
quais técnicas de amostragem utilizar no processo de MD, baseado em sua

experiéncia com processos de mineracgao;



RF3

RF5

Escolher técnicas de fragmentacido: o minerador deve poder escolher as
técnicas de fragmentacao, de conformidade com a experiéncia adquirida
com outros problemas de mineragao;

Escolher classificadores: o minerador deve poder selecionar os
classificadores de acordo o modelo de classificacdo desejado (regras de
decisdo, arvore de decisdo, etc) e/ou conheca classificadores que produzam
resultados comparativamente melhores;

Definir os critérios de qualidade do modelo de classificacido a ser
induzido: deve ser permitido ao minerador ponderar entre os critérios
acuracia e tempo de execucdo antes de executar os processos de MD para a
obtencdo de modelos de classificagdo. Se optar pela melhor acurécia
possivel dentre as técnicas disponiveis, implicara em um tempo de
execucao alto, visto que o melhor modelo de classificagao sera obtido via o
emprego exaustivo de todos os processos de mineragao possiveis. Todavia,
o minerador pode optar ainda por uma acurdcia que ndo seja
necessariamente a melhor, mas que lhe seja plenamente aceitavel. Neste
caso, o tempo de execugdo podera ser (muito) menor quando comparado a
busca exaustiva;

Obter um modelo de classificacio de acordo com o RF5: ao executar o
“framework”, o minerador devera obter um modelo de classificacdo de

acordo com seus critérios de acuracia e/ou tempo de execucao.

Os requisitos ndo-funcionais do software sao:

RNF1 Interface grafica: o “framework” deve ser dotado de uma interface

grafica no intuito de facilitar a interagdo com o minerador;

RNF2 Extensibilidade: Possibilitar a adicdo facil de novas técnicas ao

software, sejam elas de amostragem, fragmentacdo, classificacdo ou

ainda algoritmos que automatizam a execu¢ao de processos de MD;

RNF3 Base de conhecimento heuristico: as heuristicas descobertas devem

ajudar na redugdo do espaco de busca de processos de mineragdo, no
intuito de induzir modelos de classificagdo com acurdcia e tempo de

execucao aceitaveis.
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3.2 Arquitetura

A arquitetura do “framework” é composta por trés camadas: persisténcia,
aplicagdo e apresentagao.

A camada de persisténcia mantém as informagdes acessadas pela aplicacdo, que
sdo as classes de objetos que representam a base de conhecimento heuristico e os
algoritmos de amostragem, fragmentagdo e indugao envolvidos.

A camada de aplicagdo diz respeito a logica envolvida ao escolher, dentre varios
processos de MD, aquele que induz um modelo de classificagdo de acordo os critérios
de qualidade desejados pelo minerador.

Por fim, a camada de apresentacdo ¢ responsavel por dispor de forma grafica a
interagdo com a camada de aplicagao.

Nas sub-secdes seguintes, detalhamos cada uma das camadas da arquitetura

descrita.
3.2.1 Camada de persisténcia

A estrutura de classes que tratam as técnicas de amostragem, fragmentacao e
classificagdo, esta ilustrada na Figura 3.1 através de um diagrama de classes, em
notagdo UML (Larman, 1998). Descrevemos analiticamente cada classe do diagrama da
Figura 3.1 nas Figura 3.2, Figura 3.3, Figura 3.4 e Figura 3.5, usando como notagdo
codigo-fonte JAVA. Para permitir uma maior compreensdo do leitor, em todas as
figuras h4 um comentario sucinto para cada atributo e assinatura de método.

Observando a Figura 3.1, note que uma nova técnica, seja de amostragem,
fragmentacdo ou indugdo, pode ser facilmente adicionada — requisito RNF2 —,
bastando apenas que estenda a respectiva classe abstrata, que tem como fung¢do fatorar o
codigo comum entre os respectivos tipos de técnicas. Esta facilidade é expressada no
diagrama pelas classes “?°.

A classe MiningProcess (Figura 3.2) exprime um processo de MD composto
pela tripla de interfaces (técnicas) <SamplingTechnique,

SplittingTechnique,ClassificationTechnique>.
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Figura 3.1: Diagrama de classes das técnicas para as etapas de amostragem,
fragmentacio e classificacao

class MiningProcess {

double elapsed_time; /*tempo despendido na execugdo do processo */
SamplingTechnique samplingTechnique;

/* técnica de amostragem que compde o processo */
SplittingTechnique splittingTechnique;

/* técnica de fragmentagdo que compde o processo */
ClassificationTechnique classificationTechnique;

/* técnica de classificacdo que compde o processo */

void calculateElapsedTime() ;

/* calcula o tempo gasto para executar o processo de MD composto pela tripla
<SamplingTechnique, SplittingTechnique, ClassificationTechnique> */

Figura 3.2: Descricdo JAVA da classe MiningProcess

A descri¢do das classes pertinentes as técnicas de amostragem estd na Figura

3.3. E através da interface SamplingTechnique que o minerador pode escolher

a(s) técnica(s) de amostragem a serem empregados nos processos de mineracao de seu

arquivo de dados. Ao implementar a interface SamplingTechnique, a classe
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abstrata SamplingTechniqueAbstract fatora o c6digo comum entre as técnicas
de amostragem. E o método abstrato extractSample (), implementado nas classes
AdaptivelIncremental, Convergence e Not Sample, € polimérfico, ou seja,
tem a mesma assinatura, mas implementagdes diferentes, de acordo a ldgica da
respectiva técnica. Tanto estas classes quanto as classes relativas as técnicas de

fragmentacdo foram reusadas de (Toebe, 2002).

interface SamplingTechnique {
String extractSample(); /* retorna a url da amostra extraida do arquivo de dados */
}

abstract class SamplingTechniqueAbstract implements SamplingTechnique{
String url_dataset; /*url do arquivo de dados a ser minerado */
String url_sample; /*url da amostra extraida*/

abstract String extractSample();
/* retorna a url da amostra extraida do arquivo de dados. A classe que estender este método, deve
implementa-lo segundo a logica de um algoritmo de amostragem */
}

class NotSample extends SamplingTechniqueAbstract {
String extractSample(); /* extrai a amostra segundo a técnica Not Sample */
}

class Convergence extends SamplingTechniqueAbstract {
String extractSample(); /* extrai a amostra segundo a técnica Convergence */
}

class AdaptiveIncremental extends SamplingTechniqueAbstract {
String extractSample();
/* extrai a amostra segundo a técnica Adaptive Incremental Framework */

Figura 3.3: Descricao JAVA das classes referentes as técnicas de amostragem

Como acontece com as técnicas de amostragem, para as técnicas de
fragmentacdo também existe uma interface (SplittingTechnique) implementada
por uma classe abstrata (SplittingTechniqueAbstract) que tem um método
polimoérfico (runSplittingTechnique ()). Tal método é redefinido pelas classes
Boostrap, CrossValidation e Holdout de acordo a respectiva logica de cada
técnica, como pode ser visto na Figura 3.4. E através da interface
SplittingTechnique que o minerador pode escolher a(s) técnica(s) de

fragmentacdo a serem empregadas nos processos de mineragdo de seu arquivo de dados.
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interface SplittingTechnique {
void setNumIterations (int num) ;
/* define quantas iteragdes a técnica de fragmentacdo fara */
void setClassificationTechnique (ClassificationTechnique classifier);
/* especifica qual classificador sera utilizado para induzir conhecimento do arquivo de dados */
void runSplittingTechnique () ;
/* pode em agdo a técnica de fragmentagdo. Primeiramente, o arquivo ¢ fragmentado de acordo
a logica da técnica de fragmentacdo implementada. Em seguida, com o conjunto de treinamento,
um modelo de classificacdo ¢ induzido utilizando o classificador especificado enquanto que, com
o conjunto de teste, o modelo de classificagdo ¢ avaliado. Todo este processo € repetido n vezes,
onde n é o nimero de itera¢des definido. * /
String getClassificationModel();
/* obtém o modelo de classifica¢do induzido*/
double getAverageAccuracy () ;
/* informa a acuracia média obtida das n itera¢Ges realizadas*/
double getStandardDeviation();
/* retorna o desvio padrdo da média das acuracias*/
}

abstract class SplittingTechniqueAbstract
implements SplittingTechnique({

int num_iterations; /*numero de iteragdes que a técnica € aplicada*/
String url_dataset; /*url do arquivo de dados a minerar */
String url_trainingSet; /*url do conjunto de treinamento */

String url_testSet; /*url do conjunto de teste */

String classification_model; /*modelo de classificagdo induzido*/

double accuracy; /*acuracia média do conjunto de teste™/
double standard_deviation; /*desvio padréo da acuracia média*/

ClassificationTechnique classifier;
/* classificador usado para induzir conhecimento*/

void setNumIterations (int num) ;

void setClassificationTechnique (ClassificationTechnique classifier);

void runSplittingTechnique();

String getClassificationModel();

double getAverageAccuracy () ;

double getStandardDeviation();

abstract void runSplittingTechnique () ;
/* pOe em agdo a técnica de fragmentacdo. A classe que estender este método, deve
implementa-lo segundo a logica de um algoritmo de amostragem */

}

class Holdout extends SplittingTechnigqueAbstract ({
void runSplittingTechnique() ;
/* implementagdo da etapa de fragmentag@o segundo a técnica Holdout * /

class Bootstrap extends SplittingTechniqueAbstract {
void runSplittingTechnique() ;
/* implementagdo da etapa de fragmentacdo segundo a técnica Bootstrap * /

}

class CrossValidation extends SplittingTechniqueAbstract ({
void runSplittingTechnique() ;
/* implementacdo da etapa de fragmentacdo segundo a técnica Cross Validation * /

Figura 3.4: Descricao JAVA das classes referentes as técnicas de fragmentacao
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interface ClassificationTechnique {
void buildClassificationModel (String url) ;
/* induz o modelo de classificagdo do arquivo de dados apontado por uma url */
String getClassificationModel () ;
/* obtém o modelo de classificagdo induzido*/
}

abstract class ClassificationTechniqueAbstract
implements ClassificationTechnique {
String url_dataset; /*url do arquivo de dados (conjunto-treinamento) a ser minerado */
String classification_model; /*modelo de classificagdo induzido*/

String getClassificationModel () ;
abstract void buildClassificationModel (String url);
/* induz um modelo de classificacdo do arquivo de dados apontado por uma url. A classe que estender este
método, deve implementa-lo segundo a logica de um algoritmo de classificagdo */
}

class J48 extends ClassificationTechniqueAbstract {

void buildClassificationModel (String url);

/* induz um modelo de classificagdo a partir do arquivo de dados indicado, segundo o classificador J48 * /
}

class DecisionStump extends ClassificationTechniqueAbstract {
void buildClassificationModel (String url) ;
/* induz um modelo de classificagdo a partir do arquivo de dados indicado, segundo o classificador Decision
Stump */
}

class IB1 extends ClassificationTechniqueAbstract {

void buildClassificationModel (String url);

/* induz um modelo de classifica¢do a partir do arquivo de dados indicado, segundo o classificador IB1 */
}

class IBk extends ClassificationTechniqueAbstract {

void buildClassificationModel (String url);

/* induz um modelo de classificagdo a partir do arquivo de dados indicado, segundo o classificador IBk */
}

class NaiveBayes extends ClassificationTechniqueAbstract {
void buildClassificationModel (String url) ;
/* induz um modelo de classificagdo a partir do arquivo de dados indicado, segundo o classificador Naive
Bayes */
}

class OneR extends ClassificationTechniqueAbstract {

void buildClassificationModel (String url);

/* induz um modelo de classifica¢do a partir do arquivo de dados indicado, segundo o classificador OneR* /
}

class Prism extends ClassificationTechniqueAbstract {

void buildClassificationModel (String url);

/* induz um modelo de classificagdo a partir do arquivo de dados indicado, segundo o classificador Prism */
}

class NNge extends ClassificationTechniqueAbstract {

void buildClassificationModel (String url) ;

/* induz um modelo de classificagdo a partir do arquivo de dados indicado, segundo o classificador NNge * /
}

class Id3 extends ClassificationTechniqueAbstract {

void buildClassificationModel (String url);

/* induz um modelo de classificagdo a partir do arquivo de dados indicado, segundo o classificador Id3 */
}

Figura 3.5: Descricio JAVA das classes referentes aos classificadores
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Por fim, nove classes redefinem 0 método abstrato
buildClassificationModel () da classe abstrata
ClassificationTechniqueAbstract (Figura 3.5), que por sua vez implementa
a interface ClassificationTechnique. Estas classes foram reusadas da
biblioteca WEKA (Witten & Frank, 1999).

A base de conhecimento heuristico representa as heuristicas descobertas, que
estdo todas armazenadas (estruturadas) em um arquivo XML. Cada heuristica ¢
mapeada para a classe Heuristic, ou seja, um objeto desta classe representa uma
heuristica. A especificacdo desta classe assim como a descri¢gdo para cada atributo e

assinatura de método esta na Figura 3.6, em cddigo JAVA.

class Heuristic {
String name;
/*nome da heuristica*/
int heuristic_type;
/*tipo da heuristica: acuracia (0) ou tempo (1) */
Collection dependencias;
/* se alguma heuristica desta lista estiver sido aplicada, entdo a heuristica representada pelo
objeto da classe ndo podera ser usada */
String sampling_technique;
/* aponta a técnica de amostragem coberta pela heuristica*/
String splitting_technique;
/* aponta a técnica de fragmentagdo coberta pela heuristica*/
String classification_technique;
/* aponta o classificador coberto pela heuristica*/
String feature;
/* indica qual meta-atributo esta sendo avaliado™*/
String operator;
/* indica o operador que compararé o valor do meta-atributo com o(s) valor(es) definido(s) pela
heuristica */
String valuel;
/* especifica o valor de comparago da condigdo */
String value?2;
/* especifica um segundo valor, caso seja uma faixa de valores */
String action;
/* estabelece a decisdo que sera tomada com a(s) técnica(s) definida(s) */

String getHeuristic();
/* retorna todas as especificagdes da heuristica no formato XML */

Figura 3.6: Descricio JAVA da classe Heuristic

Para ilustrar, a Figura 3.7(a) ¢ a saida do método getHeuristic () para o
objeto da classe Heuristic que instancia a heuristica H6, enquanto que a Figura

3.7(b) ¢ a saida para o objeto que instancia a heuristica H83.
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Observando a Figura 3.7(a), percebemos que trata-se da heuristica de acuracia
H6 porque os atributos NAME e TYPE discriminam, respectivamente, o nome da
heuristica e o tipo (heuristica de acuricia ou tempo). Portanto, da mesma forma, ¢
possivel identificar que a heuristica da Figura 3.7(b) ¢ uma heuristica de tempo
denominada H83.

A “tag” DEPENDS, contida no contexto da heuristica H6, determina que se a
heuristica H5 ja tiver sido aplicado, entdo aquela nao o sera. Diferentemente de H6, H83

nao contém nenhuma dependéncia.

(a)
<HEURISTIC NAME="H6" TYPE="ACCURACY">
<DEPENDS>H5</DEPENDS>
<ALGORITHMS TYPE="TRIPLE">
<SAMPLING>AdaptivelIncremental</SAMPLING>
<SPLITTING>Holdout</SPLITTING>
<INDUCER>DecisionStump</INDUCER>
</ALGORITHMS>
<CONDITION>
<FEATURE>class</FEATURE>
<OPERATOR>between</OPERATOR>
<VALUE1>2</VALUE1l>
<VALUE2>22</VALUE2>
</CONDITION>
<ACTION>reject</ACTION>
</HEURISTIC>

(b)
<HEURISTIC NAME="H83" TYPE="TIME">
<ALGORITHMS TYPE="SINGLE">
<INDUCER>IBk</INDUCER>
</ALGORITHMS>
<CONDITION>
<FEATURE>instance</FEATURE>
<OPERATOR>greaterequals</OPERATOR>
<VALUE1>2568</VALUE1>
</CONDITION>
<ACTION>reject</ACTION>
</HEURISTIC>

Figura 3.7: Trecho do arquivo XML que define as heuristicas

Através do conjunto de “tags” abrangida por ALGORITHMS, ¢ especificado o
escopo da heuristica, isto €, qual(is) técnica(s) €(sdo) coberta(s) pela mesma. Na Figura
3.7(a), nota-se que é coberto um processo de MD ou uma tripla de técnicas (atributo
TYPE=“TRIPLE”), a qual ¢ ATF-HO-DS. Ja na Figura 3.7(b), a heuristica refere-se a

apenas uma Unica técnica (atributo TYPE=*SINGLE"): o classificador IR1.
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Uma vez definido o escopo, agora ¢ estabelecida, através das “tags” abarcadas
por CONDITION, qual a condig¢do, para um certo meta-atributo (NA, NC ou NI), que
deve ser satisfeita a fim de aplicar a acdo determinada (“tag” ACTION). O meta-atributo
em foco ¢ apontado pela “tag” FEATURE. J4 a “tag” OPERATOR indica o operador
usado para fazer a comparagdo com o valor definido em VALUE1, ou faixa de valores
definida por VALUE1 e VALUEZ2. Na Figura 3.7(a), a condicdo especificada ¢é traduzida
por 2<NC<22, enquanto que, na Figura 3.7(b), a condi¢do ¢ NI=2568.

Finalmente, ambas as heuristicas indicam que se a condi¢ao for satisfeita, a(s)
técnica(s) especificada(s) deve(m) ser rejeitada(s) do espaco de busca, ja que o valor da
“tag” ACTION € reject.

E importante ressaltar que a estrutura do arquivo XML ¢ bastante flexivel no
sentido de especificar heuristicas para um algoritmo ou um par deles ou ainda um
processo de MD, além de permitir que as condigdes ¢ as agdes sejam facilmente
configuraveis. Por exemplo, ¢ possivel acrescentar sem dificuldades um novo meta-
atributo, bastando apenas que o mesmo seja especificado na “tag” FEATURE. O arquivo
XML, contendo todas as heuristicas descobertas, esta no Apéndice C.

Em suma, esta secdo descreveu todas as classes acessadas pela camada de

aplicagdo, que discutimos a seguir.
3.2.2 Camada de aplicacao

A camada de aplicacao, basicamente, compreende a logica do “framework™, ou
seja, dado um arquivo de dados a minerar e um conjunto de processos de mineracao, ¢
preciso escolher processos que possam induzir um modelo de classifica¢do de acordo os
critérios de qualidade estabelecidos pelo minerador — requisito RF5 discutido na Se¢ao
3.1. Portanto, oferecemos dois algoritmos para busca de modelos de classificagdo
(requisito RF6): um que faz investigacdo exaustiva, denominado Mining Process
Naive Executer — proposto por (Toebe, 2002) —, e outro, que os investiga
baseado nas heuristicas descobertas, chamado Mining Process Fast
Executer.

A classe abstrata MiningProcessesExecuterAbstract, que
implementa a interface MiningProcessesExecuter, ¢ o amago da estrutura das
classes da camada de aplicagdo (Figura 3.8), pois, dettm o método abstrato

startSearch (), responsavel por automatizar a execugdo de processos de MD. Este
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método também tem por fungdo propiciar o poliformismo: as classes
MiningProcessesNaiveExecuter e MiningProcessesFastExecuter, ao
estender a classe abstrata MiningProcessesExecuterAbstract, redefinem tal
método, implementando os seus devidos algoritmos. Detalhes a respeito dos atributos e

métodos destas classes estdo na Figura 3.9.

O

MiningProcessesExecuter

insertSamplingTechniquetechnigue © SamplingTechnique) : woid
insertClassifierftechnigue : Classifier) ;. woid
insertSplittingTechniguetechnigue : SplittingTechnique) : woid
setDataset(url : String) : woid
getFanking() - Caollection
calculateTotalElapsedTime() ;. float
startSearch() : String
stopSearch() : woid

MiningProcessesExecuierAbstract - MiningProcess

ur_dataset . String

calculateElapsedTime() : double

MiningProcessesMaveExecutor ? MiningProcessesFastExecutor Heuristica

Figura 3.8: Diagrama de classes da camada de negocio

Ainda destacamos que os requisitos RF1, RF2, RF3 ¢ RF4 s3o atendidos,
respectivamente, através da implementacdo dos métodos setDataset (),
insertSamplingTechnique (), insertSplittingTechnique () e
insertClassificationTechnique (), onde no primeiro ¢ designado o arquivo
de dados a minerar e nos demais ¢ possivel escolher as técnicas de amostragem,

fragmentacdo e classificagdo que serdo aplicadas.
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interface MiningProcessesExecuter

void insertSamplingTechnique (SamplingTechinque technique);
/* insere uma técnica de amostragem ao espago de busca */

void insertSplittingTechnique (SplittingTechingque technique);
/* insere uma técnica de fragmentagdo ao espago de busca */

void insertClassificationTechnique (
ClassificationTechnique classifier);
/* insere um classificador ao espago de busca */

void setDataset (String url);
/* indica a URL do arquivo de dados a minerar*/

Collection getRanking();
/*prové uma coleg¢do de objetos da classe MiningProcess, que representa a tripla de técnicas
<amostragem, fragmentagdo,classificagdo>, ordenada decrescentemente de acordo a acuricia
obtida por cada um dos processos */

double calculateTotalElapseTime () ;
/* calcula o tempo total gasto para executar todos os processos de MD */

void startSearch();
/* inicia a execugo de processos de MD */

void stopSearch();
/* interrompe a execugao de processos de MD*/

}

abstract class MiningProcessesExecuterAbstract
implements MiningProcessesExecuter ({
String url_dataset;
/*url do arquivo de dados a minerar */
Collection miningProcesses;
/* processos de MD que compdem o espago de busca */

abstract void startSearch();
/* inicia a execugdo dos processos de MD. A classe que estender este método, deve
implementa-lo segundo a logica de um algoritmo que automatiza a execugdo de processos de
MD */
}

class MiningProcessesNaiveExecuter
extends MiningProcessesExecuterAbstract {
void startSearch();
/* inicia a execucdo dos processos de MD de acordo o algoritmo Mining Processes Naive
Executer */

}

class MiningProcessesFastExecuter
extends MiningProcessesExecuterAbstract {
Collection heuristics;
/*conjunto de heuristicas usadas para selecionar processos de MD para execucdo */

void startSearch();
/* inicia a execucdo dos processos de MD de acordo o algoritmo Mining Processes Fast Executer
*/
}

Figura 3.9: Descricao JAVA das classes referentes aos algoritmos de execucio de
processos de MD

J& o requisito RNF3 ¢ satisfeito por meio do relacionamento entre a classe

MiningProcessesFastExecutor e Heuristic, pois o algoritmo Mining
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Processes Fast Executor, implementado pelo método startSearch () da
primeira classe, utiliza as heuristicas descobertas, que sdo mapeadas pela segunda
classe. Pormenores do algoritmo Mining Processes Fast Executer sio

discutidos a seguir.

O algoritmo Mining Process Fast Executer

O algoritmo Mining Process Fast Executer, que estd ilustrado em
pseudocddigo na Figura 3.10, automatiza a execugdo de processos de MD levando em
conta as etapas de amostragem, fragmentagdo e classificacdo, além de usar as
heuristicas descobertas para inferir um modelo de classificacao aceitavel pelo minerador

em um tempo menor, se comparado ao outro algoritmo, que faz busca exaustiva.

String startSearch (argquivo de dados A, inteiro tipo_heuristicas)
Colecao Processos;
enquanto (Minerador nado interrompe processo)
Processos = minerar (A, tipo_heuristicas);
fim_enquanto

retorna o melhor modelo de <classificagcao induzido da Colecao
Processos, em forma de String;
end Mining

Colecao minerar (arquivo de dados A, inteiro tipo_heuristica)
Selecione todas as heuristicas de acordo o tipo escolhido pelo
minerador (varidvel tipo_heuristica), e armazene-as na Colegéo
Heuristicas;
Selecione todos os processos possiveis inicialmente, e armazene-
os na Colegdo Processos;

Remova o0s processos descartados pelas heuristicas (Colecgao
Heuristicas) da Colecado Processos;
Para cada processo da Colecado Processos
Extraia uma amostra de A;
Fragmente a amostra;
Para cada par A.treinamento-A.teste
Induza um modelo de <classificagcao do conjunto
A.treinamento;
Compute a acurdcia do modelo de classificacdo usando
o cojunto A.teste;
fim para

Compute a média m e o desvio padrdo dv das acuréacias;
Selecione um dos modelos de classificacdo e atribua a ele
a acuréacia m-dv;
Armazene o processo na Colegao Resultado;
Notifique o valor da acurédcia ao minerador;

fim_para

Retorne a Colecao Resultado;

fim_FastMiningProcessExecuter

Figura 3.10: Algoritmo Fast Mining Processes Executer
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J4

A entrada do algoritmo ¢ o arquivo de dados a ser minerado e o tipo de
heuristica (acuracia/tempo) que sera aplicado para podar processos de MD do espago de
busca. O algoritmo pode ser interrompido em qualquer momento de sua execucao, caso
o minerador encontre uma acuracia que lhe agrade.

Note que o minerador tem uma participacao ativa e importante na mineragao do
arquivo: a escolha de qual tipo de heuristica usar € o acompanhamento dos resultados.
Estes dois aspectos constituem o modulo de interacdo “framework”-minerador que

apresentamos a seguir.

Interacao “framework”-minerador

Entendemos como interagdo o tipo de comunicagdo pela qual o minerador pode
interferir no resultado final da mineragdo de um arquivo de dados. Neste sentido,
disponibilizamos ao minerador duas formas de interagdo: (i) possibilidade de escolha do
tipo de heuristicas (de acurdcia e/ou tempo) a ser usado e (ii) acompanhamento da
execucao dos processos de MD.

O minerador podera decidir quais tipos de heuristicas aplicar, conforme sua
conveniéncia. Assim, ele podera fazer escolhas de acordo os recursos disponiveis
(tempo e hardware). Hé trés cendrios possiveis:

1. o minerador deseja a melhor acuridcia para um modelo de classificagdo
independentemente de tempo de execucdo: este cendrio se aplica a uma
investigacdo exaustiva, que usa todos os processos de MD possiveis,
representados na Figura 3.11 pelo conjunto E. Portanto, neste cenario nao sao
usadas heuristicas;

2. o minerador anseia por um modelo de classificagdo de acuracia aceitavel, mas
estd um pouco preocupado com o tempo: neste cenario ¢ empregada a busca
de modelos de classificagdo apoiada em heuristicas de acuricia, que pode
descartar alguns processos de MD, executando portanto os processos de MD
do subconjunto HA que estd contido no conjunto E;

3. o minerador quer um modelo de classificagdo de acurécia aceitavel no tempo
mais rapido possivel: neste caso, sdo utilizadas as heuristicas de acuracia e
tempo ao buscar modelos de classificagdo, entdo sdo aplicados os processos

de MD do subconjunto HANHT.
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Note que ndo colocamos um cendrio no qual sé sejam selecionadas as heuristicas
de tempo, pois se o minerador estd demasiadamente preocupado com o tempo, logo ele

também selecionara as heuristicas de acuracia.

Figura 3.11: Cenarios de selecio de heuristicas

A segunda forma de interagcdo, o acompanhamento da execucdo de processos de
MD da-se da seguinte forma: & medida que a acuracia de cada processo de MD ¢
computada, o valor da mesma ¢ informada ao minerador, e, se em algum momento este
valor lhe € aceitavel, entdo ele podera interromper o processo imediatamente, limitando
assim, o tempo de execugdo que seria despendido ao aplicar todos os processos de MD
previstos inicialmente.

Outro ponto positivo desta interagdo é que o minerador obtém o resultado parcial
enquanto o processo estd em execug¢ado, desta forma, ele tem um maior controle de como

estd o andamento do processo.
3.2.3 Camada de apresentacio

A camada de apresentagdo ¢ constituida por uma interface grafica a fim de
facilitar o uso da ferramenta por parte do minerador (requisito RNF1). Para apresenté-la,
simulamos a minera¢do de um arquivo de dados sendo acompanhada por um minerador.

A tela inicial da ferramenta, a aba PreProcess — reusada de (Witten &
Frank, 1999) —, pode ser vista na Figura 3.12. Nela, o minerador escolhe o arquivo de
dados a ser minerado, e tem a possibilidade de ver algumas informagdes a respeito do
mesmo como numero de instancias, nimero de atributos, distribui¢do das classes, dentre

outras.

45



& Environment to extract knowledge ;Iglﬁl
PreProcess E

| Openfile... || Open URL... I Open DB... I Undo Il Save... |
Filter
| Choose :Nnna | Apply |
Current relation Selected attribute
Relation: scpnrf3-v2-modified Name: a15 Type: Nominal
Instances: 217 Attributes: 15 Missing: 0 (0%) Distinct: 10 Unigue: 0 (0%)
Attributes Label | Count
No. N Y-inf-243.9]' 18
’ 1[31 e 1243.9-331.8] 24
2[az (331.8-418.7) |21
3[a3 '(419.7-507 6] |24
4lad Y507 B-595.5]' |21
5[as Y595.5-683.4)' 26
Blab (883.4-771.3) 20
7la7 (771.3-859.2] |20
8laB Y859.2-047.1)' 23
8/ag 947 1-inf)’ 19
10/a10
11|al1
12/a12 Colour: a15 (Nom) ~| wisualize Al
13/a13
14lald
15a15 28
i

Figura 3.12: Interface grafica para escolha do arquivo de dados

Em seguida, o minerador passa para a aba principal, denominada Mining
(Figura 3.13), que gerencia a execucdo de processos de MD. Do lado esquerdo, o
minerador seleciona o atributo de classificacao, o algoritmo que automatiza a execugao
de processos de MD, as técnicas de amostragem, fragmentacdo e classificacdo, e, por
fim, da inicio a busca de modelos de classificacdo. Os resultados sdao exibidos do lado
direito.

Ao iniciar a busca, o minerador ¢ interrogado sobre qual tipo de heuristica ele
deseja empregar. No exemplo da Figura 3.14, foi optado por ambos os tipos de

heuristicas.



i Environment to extract knowledge

Figura 3.13: Interface grafica para minerar o arquivo de dados selecionado

Heuristics

v/ NB

=l =l

Figura 3.14: Interface grafica para escolha do tipo de heuristica a ser empregado
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Consideraremos que a acurdcia minima desejada ¢ de 95%. Logo, na Figura
3.15, observamos que as acuracias induzidas pelos quatro primeiros processos de MD
ndo satisfaz ao minerador. Observe que eles sdo exibidos através de uma tabela que lista
0s processos ja executados e suas respectivas acuracias, ordenadas de forma
decrescente.

Tendo em vista as acuracias baixas induzidas até o presente momento, entao, o
minerador ndo faz nada, e o processamento continua. Mais processos sdo executados

como ¢ mostrado na Figura 3.16, porém ainda continua uma acuricia abaixo do

esperado.
£ Environment to extract knowledge 1B
- Class Attribute Result
- Details
-
s The Best Accuracy

Number of executed mining processes
Total elapsed time (in seconds)
(") Naive Mining Processes Executer | Executed Mining Processes

: Mining Processes Executer Algorithm

@ Fast Mining Processes Executer Sampling Technigue | Splitting Technigue | Classifier | Accuracy [
-S ling Techni MNotSample CrossValidation MNaiveBayes 92,39 -
NGRS G UES NotSample BootStrap NaiveBayes 91.49

vl Adaptive Incremental MNotSample CrossValidation NMNge 91.44

NotSarmple EootStrap NNge 90.58

[v] Convergéncia _ >

[v] Not Sample rtod
 Splitting Technigues

[v Cross Validation
[v] BootStrap
[¥] HoldOut

: Classifiers
[vINNge [viOneR [viNB
[v| DS [v] 1B1 [v] 1BK
[v] Prism  [v] 103 [v] Ja8

: Run and Stop the Process

Start Mining...

Stop Mining...

Figura 3.15: Exemplo 1 de interface grafica com resultado parcial da mineracio
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{5 Environment to extract knowledge =18 x|

. Mining |
r Class Attribute . rResult
 Details
b4
SRa s The Best Accuracy

Number of executed mining processes
Total elapsed time (in seconds)
(' Naive Mining Processes Executer  Executed Mining Processes

: Mining Processes Executer Algnrlthm.

® Fast Mining Processes Executer Sampling Technique | Splitting Technique | Classifier | Accuracy
: s ling Techni L [NotSample HoldOut NaiveBayes 93,42
SE UL BEHUES NotSample BootStrap IB1 93.03
vl Adaptive Incremental NotSample CrossValidation NaiveBayes 92,39
NotSample BootStrap NaiveBayes 91,49
[vl Convergéncia NotSample HoldQut NNge 90,65
[v| Not Sample Log
Splitting Techniques

[v] Cross Validation
[v] BootStrap
[¥] HoldOut

: Classifiers
[vINNge  [viOneR  [vINB
[vi DS [v] 1B1 v IBK
[vi Prism (v 1d3 [v] J48

: Run and Stop the Process

Start Mining...

Stop Mining...

Figura 3.16: Exemplo 2 de interface grafica com resultado parcial da mineracao

Finalmente, como ¢ visivel na Figura 3.17, o processo de MD NS-CV-J48
consegue a acuracia minima deseja, € a execugdao do algoritmo ¢ entdo interrompida
pelo minerador. Os resultados sdo mostrados do lado direito da tela que gerencia a
minera¢do dos dados. No topo, o minerador ¢ notificado da melhor acurécia, do nimero
de processos de MD executados e do tempo de execucao total gasto, em segundos, para
executar estes processos. O modelo de classificacao induzido por cada processo de MD
pode ser visto através de um clique de “mouse” em cima do processo desejado. O
modelo de classificagdo com maior acuracia pode ser visualizado na Figura 3.17,

enquanto que o modelo com a segunda maior acuracia, na Figura 3.18.
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((PreProcess | Mining

Class Attribute
(Nom) a15 «

Mining Processes Executer Algorithm
() Naive Mining Processes Executer
(® Fast Mining Processes Executer
Sampling Techniques

[v] Adaptive Incremental

[v] Comvergéncia

[¥] Not Sample

Splitting Techniques

[v] Cross Validation

<[5

Result

Details

The Best Accuracy a7.61

Number of mining pr 14

Total elapsed time (in seconds) 8.249

Executed Mining Processes

Sampling Technique | Splitting Technigue | Classifier | Accuracy [ ]
NotSample Cross\alidation |J48 |97.61 -
NotSample |BootStrap ld3 |95.02

NotSample |BootStrap IBk |93.77

Notsample [Holgout INaiveBayes |93.42

NotSample BootStrap IB1 93.03 -
Log

J48 pruned tree

ald = '(-inf-242.3]1': '(-inf-243.5]1' (1&§.0/1.0)

ald = '(242.3-329.6]': '(243.9-331.8]' (21.0)

ald = '(329.6-416.9]': '(331.8-415.7]' (19.0)

ald = '(416.5-504.2]': '(415.7-507.6]' (22.0)

al4g = '(504.2-591.5]'t '(507.6-595.5]' (20.0/1.0)

ald = '({5581.5-678.8]': '(555.5-683.4]' (21.0)

ald = '(678.8-766.1]": '(683.4-77L.3]' (19.0/1.0)

ald = '(766.1-853.4]1': '(771.3-855.2]' (17.0)

al4 = '(853.4-940.7]': '(859.2-947.1]' (21.0/1.0)

ald = '{940.7-inf)': ' (947.1-inf)' {(18.0/1.0)

Number of Leaves @ 10

Gize of the tree : 11

[v| BootStrap
[v] HoldOut
‘Classifiers -
[vINNge [/ OneR [ NB
[vi DS v 1B1 [l 1BK
[vi Prism vl 103 [¥l Jag
“Run and Stop the Process
Start Mining...
Stop Mining...

Figura 3.17: Exemplo 1 de interface grafica com o resultado final da mineracao

£ Environment to extract knowledge

| PreProcess | Mining |

Class Attribute
(Nom) a15 ¥

Mining Processes Executer Algorithm
() Naive Mining Processes Executer
® Fast Mining Processes Executer
Sampling Techniques

[v Adaptive Incremental

[vl Convergéncia

[v] Not Sample

~Splitting Techniques-

[ Cross Validation

[v] BootStrap
[¥] HoldOut
~Classifiers
[vINNge  [viOneR  [vINB
[vI DS [v] 1B1 [v] IBK
[vi Prism  [v] a3 [v] J48
~Run and Stop the Process
Start Mining...

Stop Mining...

=101x|
Result
Details
The Best Accuracy 97.61
Number of executed mining pri 14
Total elapsed time (in seconds) 8.29
Executed Mining Processes
Sampling Technique |_Splitting Technigue | Classifier | Accuracy I
NotSample CrossValidation J48 761 -
NotSample otétra 143 195.02
NotSample [BootStrap IBK 93.77
NotSample |HoldOut |NaiveBayes 9342
Notgample BootStrap IB1 93.03 -
'Lﬂu'
143
ald = '(-inf-242,.3]': '(-inf-243.9]'
ald = '(242.3-329.6]": '(243.9-331.6]"
ald = '(329.6-416.9]"': '(331.8-415.7]'
ald = '(416,9-504.2]": ' (419.7-507.6]"
ald = '(504.2-551.5]"': '(507.6-585.5]"
ald = '(591,5-678.8]": ' (595.5-663.4]"
ald = '(678.8-766.1]"
| al = '{-inf-189.8]': null
| al = '{189.58-275.6]": null
| al = '(275.6-361.4]': null
| al = '(361l.4-447.2]': null
| al = '(447.2-533]": null
| al = '({533-61l8.8]': '(595.5-663.4]"
| al = '({6l8.8-704.6]': '(663.4-771.3]"
| al = '({704.6-790.4]': '(683.4-771.3]"
| al = '"(790.4-876.2]"': null
| al = '"(876.2-inf)"': null
ald = '{766,1-853.4]": '{771.3-659.2]"

Figura 3.18: Exemplo 2 de interface grafica com o resultado final da mineracéo
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3.3 Consideracoes Finais

Neste capitulo, discutimos a confec¢do de uma ferramenta proposta para que um
minerador obtenha um modelo de classificacdo com acuracia que lhe seja aceitavel e de
forma rapida, quando comparada ao tempo despendido por uma busca exaustiva.

Infelizmente, apesar de usar uma abordagem de “framework”™, a ferramenta tem
uma limitag@o que ¢ a seguinte: ao incorporar uma nova técnica a ferramenta seja ela de
amostragem, fragmentagdo ou classificacdo, a base de heuristicas ndo cobre os
processos concernentes a tal técnica. Em outras palavras, os processos de MD
relacionados a uma nova técnica acrescentada ao “framework™ sempre fardo parte do
espago de busca seja do algoritmo Mining Process Naive Executer ou do

algoritmo Mining Process Fast Executer.
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Capitulo 4

Avaliacao Experimental

No intuito de avaliar a eficacia das heuristicas descobertas, realizamos uma
avaliacdo comparativa dos algoritmos Mining Processes Naive Executer
(Naive) — execug¢do de cada processo do universo disponivel de processos de MD —
,eMining Processes Fast Executer (Fast)— execug¢do seletiva, apoiada
nas heuristicas, de processos do universo. Os dois algoritmos procuram o modelo de
classificagdo com a melhor acuracia. Diferentemente do algoritmo Naive, o algoritmo
Fast procura atender também aos requisitos de tempo de resposta do minerador. Estas
expectativas relativas aos algoritmos devem ser confirmadas pela experimentagao.

Mais precisamente, uma vez que as heuristicas permitem afastar do espaco de
busca os ‘piores’ processos de MD, isto ¢, com desempenho ruim em relagdo a acuracia,
entdo sdo esperados dois resultados da avaliacdo experimental: (i) que as melhores
acuracias de ambos os algoritmos sejam equivalentes, e (i1) que a média das acuracias
obtidas com Naive seja menor do que a média obtida com Fast; todavia, note que,
para os nossos propositos, (i) tem muito mais significacdo do que (ii).

Para a avaliagdo, todos os arquivos de dados foram diferentes daqueles usados
para a descoberta de heuristicas. Empregamos trinta arquivos, com muita diversidade
em relagdo ao numero de atributos, instancias e classes; isto fica bastante claro na
Tabela 4.1.

Os processos de MD sdao os mesmos usados para a construgdo da base de
conhecimento, 81 ao todo (3 técnicas de amostragem x 3 técnicas de fragmentagdo x 9
técnicas de indu¢do de modelos de classificacdo). Além disso, executamos os
algoritmos em um computador com a mesma configuracdo usada anteriormente

(microprocessador Pentium III 900 MHze 512 MB de memoéria RAM).
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Arquivo de dados NA NI NC

assing500 13 4332 10
bqp2500 3 2340 10
cap 12 100 4
cnfp10 21 243 4
csp 6 401 10
dv320 3 617 10
dv80 3 5082 10
enstein 3 560 10
gcol 3 5779 10
genelist new 4 1711 3
indtrack 7 3605 7
ipums_census 52 4941 4
jap_vowels 12 4274 9
mdmkp 37 989 10
mknapct 6 815 10
robot_ef 7 1306 3
scpnrf3-v2 15 217 10
scpnrf3 15 1083 10
scpnrh4 15 1680 10
soluzione-fifo 9 835 10
statistiche-fifo 3 910 8
statistiche 4 1404 4
steine-v2 6 6320 10
steine 11 178 10
te 30 1167 8
elnino 9 782 5
tctodd1 21 3581 17
smni_eeg 3 7363 20
census_inc 41 2585 2
wtpack? 10 2000 10

Tabela 4.1: Valores dos meta-atributos dos arquivos de dados

4.1 Fast “versus” Naive

Devido ao fato de o algoritmo Fast estar apoiado em heuristicas, na avaliagdo ¢
esperada uma pequena perda da acuracia, relativamente a acuracia obtida com o
Naive. Levando isto em conta, estabelecemos que o melhor processo de MD (isto &,
aquele que induz um modelo de classificacdo com a maior acuracia) indicado por Fast
ndo precisa apresentar necessariamente uma acurdcia idéntica a acuracia obtida pelo
melhor processo apontado com Naive; basta que apresente uma que seja maior do que
aquela induzida pelo enésimo melhor processo de MD indicado por Naive. Analisando
os resultados dos experimentos, que discutiremos a seguir, observamos que na grande
maioria dos casos Fast consegue uma acuracia maior do que pelo menos a quarta

melhor de Naive. Tendo em vista esta andlise, ¢ importante ressaltar que a quarta
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melhor acuracia indicada por Naive, experimentalmente, ndo tem uma discrepancia
alta em relagdo a melhor, ou seja, tem um valor préximo da melhor. Sendo assim,
definimos entdo que a melhores acurdcias obtida com Naive e Fast sdo equivalentes
(ou similares) se a melhor acuracia deste € maior do que a melhor acuracia daquele.

Outro fator que contribui fortemente para que se tenha esta margem de aceita¢do
¢ a aleatoriedade utilizada pelas técnicas de amostragem e fragmentagdo. Por exemplo, a
técnica de fragmentacdo Holdout escolhe aleatoriamente as instdncias para os
conjuntos de teste e treinamento; logo, para cada (execu¢do de um) processo de MD, o
par de conjuntos treinamento-teste muito provavelmente sera distinto e,
consequentemente, as acuracias induzidas também.

Na avaliagdo dos algoritmos, primeiramente, comparamos o algoritmo Naive
com o algoritmo Fast apoiado somente pelas heuristicas de acuracia (cenario 1). Em
seguida, a comparacdo ¢ feita com Fast usando as heuristicas de acuracia e tempo

(cenario 2). Os resultados do primeiro cendrio sdo mostrados na Tabela 4.2.

Naive Fast
Arquivo de - DV da " bV da Hum de
dados Melhor Processo |AC-DV "Menor” AC re(ha tas Média das Tenpo f.le Mdhor Processo  |AC-DV edia das Media das Ten]nOf_le Processos
S ACs E xecugio Acs Ao E xecugio Exceutadoes
|a=sing500 MNE-B5-1B1 3450%] 34.11%]| 1350%] 1036%)| 11103 64|MS-BS5-1B1 34 A1%] 1865%] 1127%| 4327145 42
Jop2500 Cony-B5-1Bk 27 Bd%] 24 76%| 1031% 8.25%| 551,00)Conv-BS-1B1 2B 44%] 1143%] 559% 214 40 48
|cap MNE-B5-1Bk 45 18%] 4330%| 25580% 933% 36 85| NS-BS-NMge 43596%] 2932%| 1058%) 1505 42
cenzus inc AIF-HO- Mg e 100,00%] 100,00%| 9978% 1.45%)] 3005 87 |mS-Cy-ME 10000%] 100,00%| 000%] 1624 32 47
jcnifp1 0 AIF-BS-MMNoe B291%)] 5880%)| 4554% 942% 113,32 | Canv-BS-Moe B4 52%)] 4821%|) S909% 34 51 45
ME-CY-MB 6282%] B177%] 4674%] 1450% 95 91| Corv-B5-1Bk 63 30%] 5557%] 559% 3192 42
AIF-HO-0OneR B491%| B298%| 5204%]| 1048% 82 7| AIF-CV-MNMge 63 A1%] 5342%] 809% 2248 49
Conv-CV-Mige | 4014%] 3665%] 3089% 4.30%] 2537 32| Conv-BS-18K 3671%] 3170%] 389%| 1597 53 48
MNE-B5-1Bk B029%] 59.14%) 41.37% G94%] 262 00)NS-85-1Bk B0 42%) 4656%) 7 25% 9344 42
Conv-B5-1Bk 3215%] 26518%| 1360% 659 % 100 33| Corv-BS-181 2888%] 1497%] B34% 2429 49
Cony-CV-OneR | 99 14%] 9350%] 8099%| 2254%] 1442 45]Con-HO-OneR 97 83%| B880%| 1152% 74322 48
ME-CY-MNMge 7613%] 7529%| B9 00% 5590%| 369 77|AIF-BS-143 §275%] 7053%] 525% 1580 58 43
AIF-BS-J48 9573%] 9421%| 8524%| 1126%| 854 73|Corv-BS-1Bk 9430%] 9022%|) 3585% 593 b5 42
AIF-CY-148 94 17%] 9107 %] 8657% 3,82%] 36000 70)AIF-HO-J48 9400%] 8571%] 440%]| 1017935 51
NE-B5-1Bk B027%| 5925%)| 3430%| 1141%)| 8378,72|AIF-B5-1BK B002%] 4093%| 1024%| 372954 42
AIF-B5-181 66 94%] B4.40%] 4517%] 1519%] 1097 30|AIF-B5-1Bk 63 22%] 5281%] 967% 503 29 45
NE-B5-Prisrm 3542%] 3492%| 1651% 947 % 193 94 |AIF-BS-Mhge 37 BE7%] 2100%] 1075%) 7396 42
INE-B5-1Bk g07d4%| 7945%)| BE39%] 1073%| 225 28)AIF-BS-1BK g0F5%] 7273%| 724% 141 92 42
MNE-CY-148 90908%] 9871%| 79898%| 2608%| 273 19]AIF-CY-Nhge 10000%)] B8 44%| 1920% 112 37 42
NE-C-MMge 97 19%] 9528%| 7820%| 23593% 50 31| ME-CV-hM e 96, 79%] B3 23%| 17 66%) 2038 42
Cony-Cy-|d3 9539%] 9520%) §380%] 2405%] 515.55)Conv-BS-1d3 10000%) 9061%)|  &91% 45039 42
Cony-B5-1Bk 2962%] 2652%| 1282% 6.11%] 6140 21]Corv-BS-Prism 2030%] 1446%] B20%| 306742 a1
AIF-BS-1Bk 5106%| 4932%] 2977%| 1006%| 250 35|AIF-BS-1BK 5150%] 3614%] 932% 124 94 42
AIF-CY-1d3 4B F8%] A4 B4%] 307/5%)] 10,16% 94 81|AIF-BS-J48 4539%] 3788%| B5E% 5207 49
AIF-CV-DS 4997%| 48965%)| 42 50% 732%| 244 58] Conv-BS-143 8336%] 4491%| S503%) 113 BB 43
AIF-B5-181 3277%] 3119%] 1305%] 1057 % 85 71| MS-BS5-181 3328%] 1693%| 12 38% 2348 42
AIF-B5-Prism 3354%] 3341%| 1438% 9.72%]| 12358 22| MNS-BS-Prism 3352%| 1833%| 1120%| 505156 42
INE-B5-1Bk BI07%| BE7G%| 4453%] 17 30%| 7247 09]mS-B5-1Bk B9 45%| 4982%| 1526%| 320507 47
MNE-B5-1Bk 77 30%| 7495%| 4174%| 1855%| 1249 91|MS-BS-1B81 F753%| 4594%| 1881% 565 76 53
AIF-B5-Prism 34 68%] 3387%| 14,40%] 10.20%| 1390,70fAIF-BS-Prism 34587%] 1897%] 1115%) 581 80 42

Tabela 4.2: Avaliacio experimental das heuristicas de acuracia

As colunas Naive e Fast contém uma sintese dos resultados alcancados pelos
referidos algoritmos. As colunas AC—-DV apresentam a maior acuracia ‘pessimista’
obtida pelos algoritmos para o respectivo arquivo de dados indicado na coluna

r

Arquivo de dados. Recapitulando, a acuracia ‘pessimista’ ¢ o valor médio das
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acuracias obtidas nas fragmentagdes com dez iteracdes menos o desvio padrao. O
processo de MD que induziu a maior acuracia esta indicado através das colunas
Melhor Processo. As colunas Média das ACs indicam a média aritmética de
todas as acuricias obtidas com Naive e Fast, enquanto que as colunas DV da
Média das ACs apresentam o desvio padrao desta média. O tempo de execucdo
despendido pelos algoritmos para executar todos os processos de MD do espago de
busca, ¢ informado, em segundos, nas colunas Tempo de execucgdo.

A coluna ‘Menor’ AC informa a menor acuracia obtida com Naive, dentro
da margem de aceitagdo. Em outras palavras, ¢ a quarta melhor acurdcia de Naive. A
coluna Num de Processos Executados representa a quantidade de processos de
MD que foram selecionados por Fast para execugao.

Analisando a Tabela 4.2, inicialmente, consideramos o critério tempo de
execucdo. Ficou comprovado, em todos os casos, que o algoritmo Fast executou
menos processos do que os 81 processos de MD executados pelo algoritmo Naive;
consequentemente, o tempo de execugdo também foi, comparativamente, menor. O
nimero de processos de MD executados por Fast variou entre 42 e 53, ou seja,
aproximadamente, foram executados pouco mais da metade dos 81 processos
disponiveis. Falando em termos relativos de tempo, nos casos extremos, Fast foi
quatro vezes mais rapido que Naive para o arquivo enstein, enquanto que, para o
arquivo scpnrhd4, foi 14% mais rapido. Em média, Fast conseguiu reduzir pela
metade o tempo de execugdo, se comparado com Naive.

Quanto a acuracia, verificamos que os algoritmos Fast ¢ Naive apresentaram
acuracias similares — dentro da margem de aceitagdo esperada — em 100% dos
arquivos de dados. Por exemplo, para o arquivo cap, as maiores acuracias obtidas por
Naive e Fast foram 45,18% e 43,96%, respectivamente. Apesar de a segunda ser
menor do que a primeira, a acuracia indicada por Fast esta coberta pela margem de
aceitacdo, ou seja, ¢ maior que a quarta melhor acuracia de Naive — pela coluna
‘Menor’ Acurdcia, seu valor ¢ 43,30%. Note ainda que a diferenca de valores
entre a maior acuracia e a quarta maior de Naive tem uma variagdo muito pequena, €
isto ocorre para todos os outros arquivos de dados — em média, a diferenca ¢ de 1,65, e

no caso mais extremo ¢ de 5,97, para o arquivo enstein. Deste modo, fica evidente
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que o argumento usado para definir a margem de aceitacdo ¢ valido uma vez que o valor
entre a melhor e quarta melhor acuracia de Naive nao € tdo discrepante.

E essencial lembrar que mesmo que se tenha obtido o melhor modelo de
classificagdo para um arquivo de dados, o critério de melhor ¢ relativo. Em termos
absolutos, o ‘melhor’ modelo de conhecimento pode ndo ser bom — acuracia inferior a
90%, por exemplo. Entretanto, o modelo de conhecimento foi o melhor ao ser
comparado com os demais.

Avaliando agora as médias das acurdcias obtidas por ambos os algoritmos, fica
comprovado que as piores acuracias obtidas com Fast sd3o maiores do que as piores de
Naive. Exemplificando, as médias das acuracias para o arquivo mknapct sdo 16,81%
(Naive) e 21% (Fast). Este acontecimento ocorre para todos os arquivos de dados,
exceto para ipums_census, onde a média calculada para Naive ¢ 1,26 maior do que
a computada para Fast. Para este caso, a média de Fast ndo foi maior do que Naive
porque as heuristicas de acurdcia além de ndo ter podado muitos processos de MD com
piores desempenhos, também descartou alguns com desempenho bom. Resumindo esta
analise: as piores acuracias de Fast foram predominantemente melhores que Naive
em 96,7% dos 30 arquivos de dados.

E importante ressaltar ainda que, para ambos os algoritmos, os melhores
processos de MD obtidos foram iguais para seis arquivos de dados: assign500,
elnino, scpnrf3-v2, soluzione-fifo, tctoddl e wtpack?7. Todavia,
mesmo os processos de MD sendo iguais, a acuracia induzida por eles foi diferente. A
explicagdo para esta ocorréncia estd na aleatoriedade das técnicas de amostragem e
fragmentacdo, discutida no inicio desta se¢ao.

Também devido a este motivo, explicamos o fato de que, para alguns casos, o
melhor processo de MD indicado pelo algoritmo Fast ¢ diferente do melhor indicado
pelo algoritmo Naive, e, mesmo assim, a acuracia deste ser menor do que a acuracia
daquele. Em outras palavras, a melhor acuracia obtida por Fast superou até mesmo a
melhor acuracia obtida com Naive. Esta situagdo pode ser observada em onze arquivos
de dados: cnfpl0, csp, gcol, genenlist_new, mdmkp, mknapct, scpnrf3,
scpnrh4, statistiche, steinee te.

Por fim, avaliando acuracia e tempo de execucao simultaneamente, corroborou-
se que, para este cenario, em 100% dos arquivos, Fast atingiu sua finalidade principal

de obter acurdcia similar a Naive — dentro da margem de aceitagdo —, com um
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tempo de execucdo comparativamente reduzido. O objetivo secundario também foi
cumprido em quase a totalidade dos casos: a média das acuracias obtidas com Naive
foi menor do que a média obtida com Fast em 96,7% dos arquivos de dados.

No experimento seguinte — cendrio 2 —, comparamos de novo os dois
algoritmos, agora com Fast apoiado nos dois tipos de heuristicas — acuracia e tempo.
Os resultados estdo na Tabela 4.3. Note que as tabelas (Tabela 4.2 ¢ Tabela 4.3) sao
estruturalmente iguais, porém os contetidos para o algoritmo Fast diferem, visto que

as configura¢des mudaram.

Arauive d Naive Fast
Tquivo de - . - DV da . DV da Hum de
dados Melhor Processe [ACDV AI'E:'lmor :‘Ie(ha 435 focia das |12 %€ [nanor processo  [ac.ov fedia chs | pntia das | To™298 [orocessos
€S ACs Execugio Acs Aes Execugio Executados
|z=sings00 MNE-B5-181 J450%) 3411%] 1390%)| 1036%| 11103 64 |Com-BS-181 3562%| 2002%( 11594%| 2187 46 22
Jocp 2500 Caonv-B5-18k 27 BA%| 2476%| 1031%] 525% 551,00 NS-BS-NMge 1414%| 1028% 2 16% 207 40 18
cap NE-B5-1BkK 4518%| 4330%| 2680%| 933% 36 85| NS-BS-181 43 45%]| 29 B5% g ,86% 1.78 16
cenzus inc AIF-HO-Mrge  [10000%) 10000%| 9978%) 1.45%| 300587 |AIF-HO-Id3 100,00 %]100,00% 0,00% 147 28 25
jcrifo1 0 AIF-BS-NMNoe B291%)| 5980%| 4594%| 942% 113,32 |N5-BS-MMae B3 FG%| 46.92% 7 87% 10,68 17
NE-CV-NB B282%| B177%| 46 74%| 1450% 95 91|NS-CV-J48 B4 27 %] 5675% 6 73% 795 16
AlF-HO-CneR B4591%| B2958%| 5204%] 10458% 2,75 NS-CV-NNge B3 568%]| 55 68% B,04% 17,45 13
Cony-CW-NMoe | 4014%[ 3665%| 3089%] 430%| 2537 32|Conv-BS-1d3 39585%] 32.11% 4 86% 435 06 27
ME-BS-1BK B029%) 5914%| 4137%| 854% 262 00| MS-BS-1Bk B0S7 %| 47 40% 583% 3877 16
Conv-B5-18k J215%| 2618%] 1360%|] 659% 100 39| WS-BS-1Bk 2249%] 1494% 412% 1454 18
Cony-Cy-OneR | 9514%| 9390%/| 8099%| 2254%( 1442 45)AIF-HO-148 10000%)] 8238%] 1657% 27 B8 27
ME-CY-NMNDe TE13%| 7529%| B500%] 550% 368 77| WS- CY-NMge ToR5%| 72 558% 351% 7286 16
AIF-B5-J48 95 73%| 94 21%]| 8524%| 1126% 854 73|AIF-CV-J438 99.13%] 87 32% 4 56% 1553 22
AIF-Cy-J 48 9417 %) 9107%[ 8697 %] 382%| 36000 70JAIF-CY-Nhge 95.594%]| 87 10% 404%| 9967 54 29
NE-BS-1Bk G027 %) 5925%| 3430%| 1141%[ 8378 72|AIF-B5-181 5894%] 37 94% 967%| 205064 22
AIF-BS-181 B694%| 6440%| 4517%] 1519%[ 1097 30|NS-BS-1BK 66 56%] 96 23% §,89% 273,08 19
MNE-BS-Prism 35 42%| 3492%| 1681%| 947% 193 94 |NS-BS-NMoe 3553%| 2089%| 10891% 56,12 16
INE-B5-1BK G074%| 7945%| 66 39%| 1073% 225 28| MS-BS-1BK G137 %] 7590% 2 84% 71487 16
MNE-CY-J48 9398%| 9871%| 7993%| 2608% 273 19| NS-CY-NMge 9905%] 96.41% 5,39% 104 59 16
ME-Cy-NMNoe 97 19%| 9628%| 7820%| 23593% 5031 NS-HO-J48 96.71%] 9301% 2 90% 578 16
Conv-Ch-1d3 9339%| 9825%| 8380%| 2405% 518 85| NS-CY-NMge 9337 %] 97 18% 1.04% 436 57 16
Conv-B5-18k 29F2%| 2652%| 1282%] B.11%| B14021]Com-BS-Prism 27 A8%] 14 62% 734%| 1478 97 28
AIF-B5-1Bk S105%) 4932%)] 2977%] 1006% 250 35| WS-BS- 1Bk S057 %] 39.33% 6.16% 4876 16
AIF-CY-1d3 46B8%| 44B64%| 3075%] 10,16% 94 81|MS-Cy-NNge 45 70%] 3905% 6.34% 3084 18
AIF-CY-DS 49597 %) 4965%| 4290%] 732% 244 B8 |NS-CY-J48 4965%] 44 95% 4 75% 4802 16
AIF-BS-I1B1 3277%| 3119%] 1305%] 1057% 85 71| MS-BS-Prism 3312%| 1783%] 1169% 378 16
AIF-BS-Prism 3354%| 3341%] 1438%| 872%| 12358 22|AIF-B5-Prism 3350%| 186/0%[ 11.32%| 2485 37 22
MNE-BS-1Bk G907 %| B678%| A44563%| 17 30%[ 7247 09|AIF-B5-1d3 BEO0%| 47 20%| 1429%| 201801 25
NE-B5-1BkK 77 a0%| 7495%| 41 74%| 1855% 1249 91|NS-BS-1BK 7E80%| 51958%| 1658% 331,22 20
AIF-BS-Prism 34 E8%| 3387%| 1440%| 1020%| 1390,70|NS-BS-Prism 34651%] 18,89%] 11,33% 375,83 16

Tabela 4.3: Avaliacido experimental das heuristicas de acuracia e tempo

Como era esperado, o emprego do algoritmo Fast apoiado nas heuristicas de
acuracia e tempo diminuiu bastante o tempo de execucdo — foi, em média, dez vezes
mais rapido — em relagdo ao algoritmo Naive. No caso mais extremo, Fast foi,
aproximadamente, cinqiienta vezes mais rapido que Naive (arquivo indtrack),
enquanto que no outro extremo, foi 16% mais rapido (arquivo scpnrh4). Observe que
a quantidade de processos selecionados por Fast foi razoavelmente restringida. Dos 81
processos de MD, ndo foram executados mais do que 30, e, em média, foram
selecionados apenas 19 deles por arquivos de dados.

Avaliando as melhores acurécias, constatamos que, em 27 dos 30 arquivos, 0s

melhores modelos de classificacao induzidos com a utilizagdo de Fast tém acuracias
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dentro da margem de aceitagcdo. O motivo pelo qual Fast ndo alcangou acuracias
similares a Naive para dois dos trés arquivos restantes (arquivos bgp2500 e
enstein) estd no uso da heuristica H82. Relembrando, esta heuristica rejeita o uso de
amostras para arquivos pequenos (nimero de instancias menor ou igual que 2567), isto
¢, descarta do espaco de busca as técnicas de amostragem Conv e AIF. Foram
justamente os processos que continham na sua composi¢do uma das técnicas
descartadas, Conv, que levaram a indugdo de acuracias melhores que os processos
executados por Fast, compostos por a técnica de amostragem NotSample. Para os
arquivos bgp2500 e enstein, a diferenga entre a maior acuracia de Fast e a quarta
maior de Naive foi de fato eminente. Para o outro arquivo de dados, jap_vowels, a
acuracia ficou muito préxima: enquanto Fast conseguiu uma acurdcia de 58,94%,
Naive obteve 59,25% para a quarta melhor acuricia. Neste arquivo aconteceu o
contrario dos outros dois, ndo foi usado amostras (heuristica H81), e isto implicou em
uma perda da acuricia.

Quanto as médias das acuracias, em 29 dos 30 arquivos de dados, as médias
calculadas para Fast foram superiores do que as de Naive, evidenciando desta forma,
que as piores acuracias deste algoritmo sao maiores do que as daquele. Naive alcangou
uma média maior que Fast somente para o arquivo bgp2500, e, mesmo assim, a
diferenca entre as médias foi 0,03, ou seja, bastante pequena. E bastante compreensivel
que a média de Fast seja menor que Naive ja que a melhor acuracia obtida por este
algoritmo ¢ muito maior do que a melhor obtida por aquele.

Devido a aleatoriedade das técnicas de amostragem e fragmentacdao, neste
experimento também houve (cinco) arquivos de dados em que os melhores processos de
MD indicados por ambos os algoritmos foram iguais, mas com acuracias distintas. Sdo
eles: elnino, genelist_new, robot_ef, steine-v2ete.

Em outros arquivos de dados, mesmo os melhores processos de MD apontados
por Fast sendo diferentes de Naive, ainda assim, as acuracias obtidas pelo primeiro
foram maiores que o segundo. Isto ocorre para 9 dos 30 arquivos de dados:
assignb500, cnfplO, csp, gcol, indtrack, ipums_census, mknapct,
scpnrf3 e steine.

Finalmente, considerando ambos os critérios, acuracia e tempo de execucao, fica
confirmado que, em 90% dos arquivos, Fast cumpriu com a meta principal: alcangar

uma acurdcia similar a obtida por Naive — dentro da margem de aceitagdo —,
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despendendo um tempo de execucao comparativamente reduzido. A meta secundaria foi
atendida em 96,7% dos 30 arquivos de dados, isto ¢, a média das acurécias obtidas com

Fast foi maior do que a média obtida com Naive em 29 arquivos de dados.

4.2 Consideracoes Finais

Sintetizando os resultados dos experimentos, podemos afirmar que a meta
principal do nosso trabalho foi cumprida. Para todos os arquivos de dados minerados,
nos dois cendrios criados — cendrios 1 e 2 —, conseguimos, com as heuristicas,
desempenhos relativos a acuracia dos modelos de classificagao induzidos tdo bons
quanto os obtidos sem o auxilio das heuristicas. E importante também salientar que as
heuristicas também propiciaram um consideravel ganho de tempo para a inducdo dos
modelos de classificacdo, na comparagdo com a indu¢dao dos modelos sem as
heuristicas.

Mais precisamente, com o uso apenas das heuristicas de acuracia, em 100% dos
arquivos experimentados, o algoritmo Fast conseguiu (i) acurdcias proximas as
obtidas por Naive — dentro da margem de aceitacdo —, e (ii) reduzir pela metade, em
média, o tempo de execugdo gasto por Naive ao executar os processos do espaco de
busca. Ja com o apoio dos dois tipos de heuristicas, acuracia e tempo, Fast despendeu
um tempo ainda menor do que Naive — em média, dez vezes mais rapido —, porém
perdeu um pouco em relacdo a qualidade da acuracia: em 90% dos 30 arquivos de
dados, as melhores acurécias estavam dentro da margem de aceitacao.

Ressaltamos que ndo utilizamos da interacdo de acompanhar a execugdo dos
processos de MD, o que poderia deixa-la ainda mais rapida. Reiterando, nosso objetivo
foi validar experimentalmente as heuristicas.

Ainda avaliamos as piores acuracias obtidas por ambos os algoritmos, Naive e
Fast, através do célculo da média de todas as acuracias obtidas. A média computada
para Fast foi predominantemente maior do que a calculada para Naive em ambos os

cenarios.
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Capitulo 5

Trabalhos Relacionados

Neste capitulo, analisamos cinco trabalhos relacionados com o problema da
instabilidade do processo de mineracdo de dados, terminando por compara-los com o
Nosso.

Sdo apresentados 5 trabalhos, em 5 secdes respectivas. Na Secao 5.1, €
apresentada a ferramenta WEKA (Witten & Frank, 1999), a qual ndo trata o problema
da instabilidade, porém foi fundamental na confec¢do do “framework”, por isso
abordamo-la. “Zooming” Ranking (Brazdil ef al, 2002) — Seg¢do 5.2 — tenta resolver o
problema da instabilidade focando unicamente em algoritmos classificadores.

MiningMart (Morik & Scholz, 2004) — Seg¢do 5.3 —, ADI (Bernstein et al, 2002) —

Secdo 5.4 —, e 0 ambiente para mineracao de dados desenvolvido por (Toebe, 2002) —

Secdo 5.5 —, consideram varias etapas do processo de MD ao buscar resolver o
problema da instabilidade. Finalmente, na Se¢do 5.6, fazemos um resumo comparativo

entre nossa abordagem e os trabalhos descritos nas se¢des anteriores.

5.1 WEKA (Witten & Frank, 1999)

A biblioteca WEKA (Witten & Frank, 1999) agrega uma variedade de (42)
técnicas de pré-processamento, (2 de) amostragem, (2 de) fragmentacao e classificacao
(supervisionada) — ao todo sdo 38 classificadores disponiveis. Claramente, suas
principais contribuicdes sdo as técnicas de pré-processamento e classificacdo.
Recapitulando, as técnicas de pré-processamento sdo focadas na etapa de preparagdo
dos dados, que ndo esta no escopo desta dissertagao.

Sao disponibilizados também algoritmos para outros tipos de classifica¢do: nao-
supervisionada (técnicas de “clustering”) e de regras de associacdo — generaliza¢do da

classificacdo supervisionada, onde o modelo de conhecimento pode conter mais de um
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atributo de classificagdo, o(s) qual(is) é(sdo) definido(s) dinamicamente de acordo
critérios do proprio algoritmo.

Por ser desenvolvida usando a abordagem de “framework”, a biblioteca permite
o facil desenvolvimento de aplicagdes reusando seu cddigo. Dos 38 classificadores
disponiveis, reusamos 9 deles, além de uma das interfaces graficas de sua ferramenta.
Ainda devido ao fato de ser um “framework”, novas técnicas podem ser adicionadas a
biblioteca, sem muito esfor¢o. Por exemplo, como mostramos no Capitulo 3, para
adicionar um novo classificador, basta apenas estender a classe
ClassificationTechniqueAbstract, ou ainda implementar a interface

ClassificationTechnique.

5.2 “Zooming” Ranking (Brazdil ez al, 2002)

Em (Brazdil et al, 2002), ¢é proposto um ranking (ordenacdo) de execugdo dos
classificadores disponiveis para minerar um certo arquivo de dados. O ranking ¢
baseado no desempenho destes classificadores em arquivos de dados similares
anteriormente minerados. Mais precisamente, assume-se que o desempenho de um
algoritmo classificador, quando aplicado a arquivos de dados semelhantes, produz
resultado também semelhante.

A ferramenta ¢ processada em duas etapas distintas: “zooming” e ranking.

Na etapa “zooming”, sdo selecionados os arquivos de dados mais semelhantes ao
novo arquivo de dados a ser minerado. A similaridade de um arquivo de dados
processado em relacdo ao novo arquivo de dados de entrada ¢ mensurada através do
conjunto de meta-atributos extraidos.

Apos a selecdo dos arquivos de dados mais similares ao novo arquivo, as
informagdes sobre o desempenho dos classificadores para estes arquivos, sdo utilizadas
para gerar uma recomenda¢do em forma de ranking — etapa ranking —, indicando a
ordem em que deve ser executado cada classificador — o classificador com melhor
desempenho ¢é executado primeiro, enquanto que, o com pior desempenho, por ultimo.

Ao confeccionar o ranking, a ferramenta permite que o minerador escolha o
critério a ser utilizado: acuracia e/ou tempo. Desta forma, o ranking pode ser construido
baseado no desempenho passado dos classificadores quanto a acuricia, ou tempo de

execu¢do, ou considerando ainda ambos os critérios. Por fim, o minerador ainda
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seleciona os classificadores (primeiros do ranking) que deseja a serem executados para,
entdo, induzir o(s) modelo(s) de classificagdo.

Para verificar ¢ eficacia do ranking recomendado, ¢ necessario compara-lo com
o ranking real, isto ¢, o ranking como ele realmente foi executado. Por exemplo, na
Figura 5.1, dado um arquivo de dados, a ferramenta recomendou que os classificadores
disponiveis X, Y e Z fossem executados exatamente nesta ordem segundo o
desempenho em relagdo a acuracia nos arquivo de dados similares selecionados. Ao
término da execucdo, viu-se que o ranking recomendado errou em duas posi¢des: o
classificador X, recomendado como primeiro, ficou na segunda colocagdo, ¢ o
classificador Y, recomendado como segundo, ficou na primeira colocagao. Sendo assim,
o ranking ideal foi Y, X ¢ Z. A medida que o ranking recomendado se assemelha ao

ranking ideal, melhor aquele ¢ avaliado.

Classificadores | Ranking Acuracia apds a Execucao | Ranking
Disponiveis Recomendado Ideal

X 1 85% 2

Y 2 90% 1

Z 3 78% 3

Figura 5.1: Ranking Recomendado “versus” Ranking Ideal

Na avaliagdo experimental, os autores construiram o ranking recomendado, sem
usar a etapa “zooming” — considerando todos os arquivos ja processados — ¢ usando-
a, selecionando diferentes nimeros de arquivos similares (dois e quatro). Desta forma, o
ranking ideal foi comparado com trés diferentes rankings recomendados. Analisando os
resultados, foi validado que o uso de “zooming” apresenta melhor resultado quando
comparado a ndo aplicacdo desta técnica. No entanto, os resultados mostraram que o
ranking recomendado ainda fica um pouco aquém do esperado uma vez que ha pouca
correlagdo entre o mesmo e o ranking ideal, necessitando, portanto, de um
aperfeicoamento.

Além disto, esta abordagem foca-se apenas na etapa de classificagdo do processo
de MD, sem levar em conta a importancia e necessidade das etapas de amostragem e
fragmentacdo. Como ja discutimos, ¢ comprovado que o melhor classificador para um
arquivo de dados também depende das técnicas de amostragem e fragmentagdo

utilizadas.
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5.3 MiningMart (Morik & Scholz, 2004)

MiningMart (Morik & Scholz, 2004) ¢ baseado na idéia de que ¢ mais facil

resolver um caso — defini¢do de quais processos de MD devem ser aplicados aos dados

a serem minerados —, se a solucao de um caso similar ¢ conhecido; em outras palavras,

esta abordagem também ¢ baseada em casos. MiningMart oferece um ambiente para

desenvolver, documentar e compartilhar casos que vao desde a preparacao dos dados

‘brutos’ até o resultado final da mineragdo de dados. Os casos s3o modelados segundo o

meta-modelo MiningMart (M4), e podem ser publicados na Web para ser obtidos via

Internet e modificados por outros mineradores para suas proprias aplicagdes.

Banco de Dados MiningMart

Estatisticas

"\

Editor de
1 | Relagao

Modelo Relacional

Compilador

"

Tecnicas

™

B Editor de
o itos [ ™
‘/ ONCelos
Modelo Conceitual
| || | Editor de |,
¥ x/-”' Casos

= ] )

I

Editor de mmm
Casos

Figura 5.2: Arquitetura do meta-modelo MiningMart (Morik & Scholz, 2004)

O meta-modelo MiningMart (M4) é composto por trés modelos: modelo de

conceitos, modelo relacional e modelo de casos (Figura 5.2). Primeiramente, um

especialista no dominio define conceitualmente, através do Editor

de
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Conceitos, os dados a minerar segundo um modelo de entidades (conceitos) e
relacionamentos. Exemplos de conceitos sdo Cliente e Produto, € um possivel
relacionamento entre cles ¢ Compra. Todo este formalismo ¢ armazenado em
ontologias.

Em seguida, o modelo conceitual dos dados a minerar ¢ mapeado para relagdes
de um banco de dados relacional. A interface grafica usada para tal atividade ¢ o
Editor de Relacgdao, que também disponibiliza algumas estatisticas. Por exemplo,
para cada relagdo do banco de dados, sdo informados o nimero de tuplas ¢ a quantidade
de atributos categoricos e numéricos.

Dado o modelo relacional para o arquivo de dados, o passo seguinte ¢ selecionar
os processos de MD que o minerara. Através do Editor de Casos, o minerador
define quais técnicas compordo tais processos (modelo de casos). Por exemplo, a
técnica de amostragem Not Sample, juntamente com a técnica de fragmentacdo
Cross Validation e o classificador Prism, formam o processo NS—-CV—-Prism.
O ambiente checa se os processos de MD construidos sdo validos. Para ilustrar,
considere um arquivo de dados a minerar onde seus atributos sdo numéricos. O processo
NS-CV-Prism € invalido para minerar este arquivo visto que o classificador Prism
trata apenas atributos categoricos. Este processo passaria a ser valido se uma técnica de
discretizacdo fosse aplicada antes, para transformar os atributos numeéricos em discretos
(ou categoricos). Logo, note que técnicas de pré-processamento também fazem parte do
processo de MD no contexto da abordagem MiningMart.

Enfim, a fun¢do do componente Compilador ¢ aplicar os processos de MD
construidos aos dados.

Uma vez minerados os dados com sucesso, isto €, com bons resultados, a
proxima etapa ¢ compartilhar, através de publicacdo na Web, o caso descrito em meta-
nivel (M4). O objetivo esperado ¢ que o mesmo sirva como embasamento para outros
casos similares. Mais especificamente, o minerador tem que recuperar o caso da Web, e
redefinir o modelo de conceitos e, consequentemente, o modelo relacional, para entdo
reaproveitar os processos de MD para seu novo arquivo de dados.

Inicialmente, os autores oferecem quatro meta-modelos base para servir de
referéncia. Infelizmente, eles ndo reportam nada sobre a valida¢ao destes meta-modelos
base e do seu proprio ambiente. Além disso, ndo ¢ definido ‘sucesso’, que ¢ um conceito

subjetivo: o que pode ser bom para um minerador, pode ndo ser para outro.
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Uma desvantagem de MiningMart € que o proprio minerador ¢ o responsavel por
selecionar o caso que mais se assemelha ao seu novo caso. Outro ponto negativo ¢ que
na definicdo de um novo caso ndo ¢ oferecido ao minerador recurso algum (heuristicas,

por exemplo) na etapa de composicao (sele¢do) dos processos de MD.

5.4 ADI (Bernstein & Provost, 2001)

Em (Bernstein & Provost, 2001), os autores introduzem o conceito de
Assistente de Descoberta Inteligente (ADI), que oferece ao minerador
(1) uma enumeragdo sistematica de processos de MD vdlidos — técnicas de pré-
processamento também fazem parte dos processos —, e (ii) ordenagdo eficaz destes
processos — através de heuristicas de acuracia ou de tempo —, no intuito de facilitar a
escolha de quais dos processos de MD devem ser executados, para um determinado
arquivo de dados a minerar.

Assim como a abordagem anterior, este trabalho também usa o conceito de
processos validos. Um processo de MD valido nao viola nenhuma restri¢do das técnicas
que o compde. Por exemplo, aplicar diretamente o classificador Naive Bayes a um
arquivo de dados que contém atributos numéricos, ndo resultard em um processo valido
porque tal classificador manipula apenas atributos com valores discretos. Entretanto, se
uma técnica de pré-processamento discretiza os dados e, em seguida, o conjunto de
técnicas NS—-CV-NB ¢ usado para induzir o conhecimento, entdo este serd um processo
de MD valido.

ADIs usa ontologias ao compor os processos de MD validos. Elas definem as
técnicas usadas em um processo, e suas propriedades. Por exemplo, trés propriedades da
técnica de discretizagdo Discretize sdo (i) pré-condigdo: estabelece que os dados de
entrada sejam numéricos, (ii) efeito esperado: a saida do algoritmo sdo dados
discretizados (ou categoricos), e (iii) indicadores heuristicos: aqui sdo relatadas
informagdes a respeito do desempenho da técnica em relacdo a acuracia (heuristica de
acuracia) e ao tempo de execugdo (heuristica de tempo).

Infelizmente, detalhes sobre como as heuristicas foram descobertas, ou como sdo
usadas para a escolha de processos de MD, sdo vagamente reportados. Sobre a
descoberta das heuristicas, apenas ¢ dito que foram elaboradas subjetivamente, a partir

de leitura da literatura e experiéncia dos autores com as diferentes técnicas.

65



No contexto da abordagem ADI, as heuristicas de acuracia (tempo) sdo usadas
para ordenar a execucdo de processos de MD segundo o desempenho de cada técnica
em relacdo ao critério acurdcia (tempo de execu¢do). Por exemplo, ¢ designada uma
acuracia base para todos os classificadores disponiveis, ou seja, cada algoritmo de
classificagdo tem uma acurdcia “default”. Assim, os classificadores podem ser
ordenados de acordo o valor de sua respectiva acuracia base.

Todas as etapas seguidas por um ADI para minerar um arquivo de dados, estdo

ilustradas na Figura 5.3.

Especificagdo MD Process — Ranking — Execugéo de
— p-| baseado nas — = processos de
da Tarefa Planner — o —
= heuristicas — MD
Colegao de Colegdo
processas de ardenadas de
MD validos processos de
MD validos

Figura 5.3: Etapas seguidas por um ADI (Bernstein & Provost, 2001)

Na especificacdo da tarefa, o minerador determina qual arquivo de dados sera
minerado e qual critério priorizar: acuracia ou tempo de execu¢do. Uma vez tendo sido
definida a tarefa, a etapa seguinte ¢ feita pelo componente MD Process Planner,
que, baseado nas ontologias, busca por um conjunto de processos de MD validos. Em
seguida, os processos de MD validos sdo ordenados através das heuristicas de acuracia
ou tempo descritas nas ontologias — lembre que ¢ o minerador quem escolhe entre o
critério acuracia ou tempo na especificacio da tarefa. Depois de ordenados os processos,
¢ permitido ainda que o minerador selecione quais processos deverdo ser executados.
Por fim, os processos assinalados sdo enfim executados.

Os autores construiram um prototipo para demonstrar que um ADI pode de fato
oferecer enumeragoes uteis e ordenagdes eficazes de processos de MD. No entanto, os
testes com o prototipo evidenciaram que apenas a ordenacao por tempo de execucao
apresentou bons resultados, ao contrario da ordenagdo por acuricia, que s6 demonstrou
poucos casos de sucesso (ordenagdes eficazes).

Finalmente, dado que ADI utiliza ontologia para assistir ao minerador na
composi¢ao dos processos de MD validos, ndo esta claro como uma ontologia pode ser
adquirida e mantida. Por exemplo, como ja foi citado, uma ontologia determina uma

acuracia base para cada classificador: esta assertiva ndo ¢ puramente verdadeira, como
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nossos experimentos demonstraram (veja, por exemplo, os resultados de nossa avaliacao
experimental discutidos no Capitulo 4). A acuracia de um classificador varia bastante de
um arquivo de dados para outro — problema da instabilidade. Muito provavelmente,
este foi o fator que levou ao desempenho ruim quanto as ordenacdes de processos de

MD usando heuristicas de acuracia.

5.5 “Framework” para mineraciao de dados (Toebe, 2002)

Em (Toebe, 2002), ¢ proposto um “framework™ que tem como objetivo central a
automatizacao da execucgdo de processos de MD levando em conta véarias técnicas de
amostragem, fragmenta¢do, assim como diversos classificadores existentes. O
“framework” usa dois algoritmos de automacdo de processos de MD: Naive e
Expert.

O algoritmo Naive, apresentado no Capitulo 3, faz uma busca exaustiva do
melhor modelo de classificacdo. J& discutimos que tal algoritmo ¢ eficaz na indicagao,
porém implica em um alto custo de processamento. Entdo, a partir da anélise empirica
dos resultados de experimentos do algoritmo Naive, foram descobertas trés heuristicas
que resultaram na elaboragdo do algoritmo Expert. O objetivo deste algoritmo ¢é
apontar um processo de MD que induza uma acurécia equivalente a melhor de Naive,
mas com um tempo comparativamente reduzido.

A fim de avaliar o desempenho de ambos os algoritmos, usamo-los para minerar
os 30 arquivos de dados descritos em nossa avaliacdo experimental (Capitulo 4) com os
mesmos 81 processos de MD também apresentados. Os resultados da avaliagdo
experimental (Tabela 5.1) mostraram que o algoritmo Expert conseguiu um tempo
menor ao despendido por Naive. Entretanto, para treze arquivos de dados (assign,
bgp2500, elnino, enstein, gcol, indtrack, japanese, mknapct,
scpnrh4, smni, statistiche, statistiche-fifo, steine-v2), o
desempenho da acuracia fica a desejar, ou seja, a maior acuracia obtida por Expert foi
eminentemente discrepante em relagdo a maior acuracia obtida por Naive, mesmo
considerando a margem de aceitagdo que propomos anteriormente — a melhor acuracia
de Expert (Fast) deve ser maior do que pelo menos a quarta melhor de Naive.

Logo, nota-se uma deficiéncia nestas heuristicas.
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Naive Fast
Arquive L , L Humde
de dados |Melhor Processo  |AC-DV “Menor ac [MEdia das DV da MediafTenpo de pp prcacey AC-DV Media das DV da Media|Tenpo de 1, o0
Acs das ACs Execugio Acs das Acs Execugio Executados
|eesingsm0  |NE-BS-1B1 3450%] 3411%] 1390%| 1036%)] 11103 64)Cony-BS-NB 3155%] 2069%| 1034% 33,00 15
Jbcp2a00 Carr-B5-18k 2764%| 2476%| 1031% 5.25% 551,00 Cony-Cy-DS 11,80% 655% 383% 10,00 15
|c=p NS-B5-1Bk 4518%| 4330%| 2580% 9,33% 36,85 |AIF-BS-1B1 4351%] 31.29%| 1020% 1.00 15
census_jnc JAIF-HO-Mhge 100,00%] 100,00%] 99 78% 1.45%] 3005 87 JN3-HO-Frism 100.,00%] 100,00 % 0.00% 413,00 15
[eahaul] AIF-BS-NMge B291%| 5980%| 4594% 9,42 %) 113,32 |NS-BS-hNge B2 78%| 4978% B581% 2400 15
MNE-CY-MNE B252%| B1,77%| 4674%| 1450% 95,91 |NS-Cv-J48 B272%| 4820%| 1299% 15,00 15
AIF-HO-0neR BA91%| B2598%| 5204%| 10458% 82 75 |NS-Cy-0neR B318%| 5334%| 1180% 800 15
Cart- CW-MM e 40,14%| S6H5%| 3089% 4,30%) 2537 32 Cony-CY-MNMNge 3949%| 3189% 4 596% 12,00 15
MS-B5-| Bk B029%| 59.14%| 4137% 8,54 %| 262 00| hS- HO-1Bk 4646%| 37.83% 575% 3200 15
Carr-B5-18k 3215%| 2B18%| 1360% 5,59 %) 100 33 |AIF-CY-OneR 1534%| 1178% 2581% 2000 15
Cor-C\-OneR 9514%| 9390%)| B0O99%| 2254%)| 1442 A5)NS-BS-NE 9367%| 7279%| 3179%| 105700 15
MNE-CW-MMge 7613%| 7529%| 6900% 5 50 %] 369 77 | Conv-Cv-Mhge 78.39%| B962% 6 599% 20,00 15
AIF-B5-148 9573%| 9421%| 8524%| 1126% 854 73|nS-HO-J48 9364%| 87 76% 875% 182,00 15
|AIF-CY-148 9417%| 9107%| B8697% 3,62 %] 3600070 |AIF-Cy-anaR 97.12%] B8557% 554% 975,00 15
MNS-BS-| Bk BO27%| 59265%| 3430%| 1141%| 837872 N5-Cv-1Bk 4948%] 37 11% 873%| 158200 15
A IF-B5-181 BE694%| E440%] 4517%| 1519%| 1097 30)Ms-BS-181 BE09%| 5335%| 1497% 607 00 15
MS-B5-Prism 3542%|) S452%| 1681% 947 %) 193 84 | Conv-BS-1Bk 3382%| 2203%| 1059% 18,00 15
MS-B5-| Bk 8074%| 7945%| BE33%| 1073% 225 28|MS-B5-18k 8114%] 7237% 8.37% 198,00 15
MS-CY-J48 9890%| 9871%| 7998%| 2608% 273,18M3-B3-J48 9884%| 9006%| 2070% 168,00 15
MS-CY-NMNge 97 19%| 96208%| FO20%| 2393% 40,31 |NS-HO-Oneft A7 03%| 87 Fo%| 2175% 2100 15
Corm-CY-1d3 9839%| 9825%| 8380%| 2405% 518,85|NS-B5-0neR 98,08%| 591.10%| 2051% B53,00 15
Cart-BS-18k 2962%| 2B52%| 1282% 6,11%] B140.21 |ns-BS-NHge 1801%| 1445% 335%] 230700 15
A IF-BS-1BK 5105%| 4932%| 2877%| 1006% 250,35 nS- BS-1Bk 50558%] 3807% 9.29% 86,00 15
ifofAIF-CY-1d3 46 65%| A4FB4%] 3075%| 10,16% 94 81 ) Cony-B5-1Bk 40058%] 30,38% 7 E9% 17,00 15
AIF-CY-DE 4997%| 49p55%| 4230% 7,32 %] 244 88| Cony-Cy-MB 49 24%] 44.32% 3.38% 700 15
A IF-BS-151 3277%| 31.19%] 1505%| 1057% 85 71JMS-B35-18k 3294%] 2313%| 1026% 3700 15
A IF-BS-Pristm 3354%|) 3341%| 1438% 9,72%| 12358 22 | Cony-BS-NHge I22%| 1852%| 1031% 16,00 15
MNS-B5- Bk B907%| B678%| 4453%| 17.30%| 7247 03|MS-B5-18K 6996%| 5420%| 1600%| 408500 15
NS-B5-|Bk 77O0%| F4595%] A174%| 1855%)| 1249 91)N5-B5-1Bk 7783%| 5083%| 2283% 658,00 15
|4 IF-B5-Prism 34 68%| 33587%| 1440%] 10,20%] 1390,70JAIF-BS-Mhge 3513%] 21,32%] 1150% 540,00 15

Tabela 5.1: Avaliacao experimental entre os algoritmos Naive e Expert

Por ser “framework”, tanto o reuso do seu cdédigo como a adicdo de novas
técncias sdo facilitados. Por exemplo, as trés técnicas de amostragem e as trés técnicas
de fragmentagdo usados em nosso “framework” foram reusadas de (Toebe, 2002).
Como ja explicamos no capitulo 3, para que seja adicionada uma técnica de amostragem
(fragmentagao) basta apenas estender a classe abstrata
SamplingTechniqueAbstract (SplittingTechniqueAbstract) ou

implementar a interface SamplingTechnique (SplittingTechnique).

5.6 Consideracoes Finais

Uma sintese comparativa do nosso trabalho com os trabalhos correlatos (Witten
& Frank, 1999; Brazdil et al, 2000; Morik & Scholz, 2004; Bernstein et al, 2002;
Toebe, 2002) compde a Tabela 5.2.

Dentre as vérias caracteristicas listadas na tabela, as principais, face nossos
objetivos, ¢ ‘Desempenho bom em relagdo a acuracia’ e ‘Desempenho bom em relagdo
ao tempo de execugdo’. O primeiro item identifica se a abordagem em questdo propde
uma solucdo eficiente para o problema da instabilidade em relagdo a acurdcia, isto €, se
a melhor acurécia indicada pela abordagem ¢ similar a indicada pela busca exaustiva, na

grande maioria dos arquivos de dados avaliados em sua respectiva validagdo
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experimental. A segunda caracteristica citada diz respeito a eficacia da abordagem
proposta com relacdo ao tempo de execugdo, ou seja, se, na grande maioria dos casos
avaliados, o tempo para apontar a melhor acuracia ¢ menor que o tempo gasto pela

busca exaustiva.

Abordagens

Caracteristicas

Abordagem usando heuristicas

Abordagem usando similaridade

Uso de diversas técnicas de amostragem

Uso de diversas técnicas de fragmentagao

Automatizagao da execugdo de processos de MD

Validagao Experimental

Desempenho bom em relacdo a acuracia

Desempenho bom em relagdo ao tempo de execucao

Z| »| zZ| v Z| Z| Z| v Z| (Brazdil et al, 2002)
z| Z| Z| Zz| | »n «»n ©» Z| (Morik & Scholz, 2004)
Z| »| Z| v v «»n «» Z| «»| (Bernstein et al, 2002)

Reuso do codigo

w wn z z z ZzZ wv wn Z Z| (Witten & Frank, 1999)

w ©n »n z «»n oy v« z Yl (Toebe, 2002)
wn| v v vl v y vl »l Z| «»| Nossa abordagem

Z
wn
w

Facilitacdo da adicao de novas técnicas

Tabela 5.2: Sintese dos trabalhos correlatos (S=Sim; N=Nio)

Desta forma, ao analisar a tabela considerando essas duas caracteristicas,
podemos concluir que nosso trabalho ¢ a unica abordagem que, levando em conta a
diversidade de técnicas de amostragem, fragmentacdo e classificagdo, consegue
acuracias similares as obtidas pela pesquisa exaustiva de modelos de classificagdo, ao
mesmo tempo que reduz comparativamente o custo computacional. Em outras palavras,
¢ a Unica abordagem que apresenta bom desempenho em relagdo a ambos os critérios

acuracia e tempo de execugao.




E importante citar os trabalhos (Bensusan et a/, 2000; Lindner & Studer, 1999;
Peng et al, 2002; Todorovski et al, 2002; Pfahringer et al, 2000) que foram lidos no
intuito de contribuir para a defini¢do dos meta-atributos de arquivos de dados que
usamos em nossos experimentos. Outra literatura importante que nos ajudou a idealizar

o processo de analise de meta-mineragao foi (Kalousis & Hilario, 2001).

70



Capitulo 6

Conclusoes e Perspectivas

O foco da dissertacao foi a descoberta de heuristicas que podem ajudar a reduzir
substancialmente o escopo do espago de busca do melhor processo de MD, que ¢ aquele
que atende aos requisitos de desempenho do minerador, qual sejam: (1) o modelo de
classificagdo com a melhor acurécia, e (2) com custos de processamento aceitaveis.

Um processo de MD, no contexto da dissertagdo ¢ composto de 3 etapas —
amostragem, fragmentacao e indugdo, nesta ordem —; para cada uma destas etapas,
dispoe-se de uma variedade de técnicas. Por exemplo, nos nossos experimentos, usamos
3 técnicas de amostragem, 3 de fragmentacdo, e 9 técnicas de indugdo; isto resulta em
81 (3x3x9) possiveis processos de MD, que constituiram o nosso espago de busca. O
problema ¢ que, dado um arquivo de dados para minerar, cada um desses 81 processos
pode induzir um modelo de classificacao diferente. Este fato ¢ conhecido como o
problema da instabilidade de processos de MD. Uma outra maneira de caracterizar o
objetivo geral da dissertacdo ¢ o de encontrar uma solucdo para o problema da
instabilidade.

Propusemos uma abordagem baseada em heuristicas para a solu¢ao do problema,
A logica de tal enfoque baseia-se na seguinte observagdo: guiado por um conjunto de
heuristicas, pode-se descartar preventivamente alguns, ou até muitos, processos de MD
de um espago de busca, sem prejuizo da qualidade do modelo de classificagdo induzido;
como conseqiiéncia da reducdo do espago de busca, consegue-se também uma reducao
do tempo de indu¢do do modelo.

Descobrimos, ao todo, oitenta e trés heuristicas, assim tipificadas: (1) oitenta
delas sdo heuristicas de acurécia, isto €, heuristicas que podam processos de MD com
desempenho ruim em relagdo a acurécia; (2) as outras trés, sao heuristicas de tempo, que
tem como objetivo principal descartar processos de MD baseado no tamanho do arquivo
de dados a ser minerado (grande ou pequeno), para reduzir, comparativamente, ainda

mais o tempo de execugao.
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Como exemplo de heuristica de acuréacia, citemos uma das heuristicas
descobertas o processo Convergence—-CrossValidation—-DecisionStump
deve ser descartado para arquivos a minerar com um numero de classes entre 2 e 16.
Fica o6bvio, entdo, que uma ferramenta de mineracdo de dados, guiada por esta
heuristica, poderia descartar preventivamente o processo de MD referenciado, desta
forma reduzindo o espaco de busca de processos adequados ao caso especifico.

Para ilustrar heuristicas de tempo, seja esta outra nossa heuristica: o
classificador IBk deve ser descartado para arquivos a minerar grandes, isto é, com o
numero de instdncias maior que 2567. Ja uma ferramenta, apoiada por este heuristica,
poderia podar os processos que continham este classificador, que tem um alto custo
computacional, reduzindo assim, consideravelmente o tempo de execugao.

Para descobrir as heuristicas, planejamos e executamos um processo de
descoberta de heuristicas. O processo em si consistiu em analisar empiricamente o
desempenho de 81 processos de MD aplicados em 95 arquivos de dados, segundo os
critérios acuracia e tempo de execucdo. Para isto, armazenamos os resultados destas
mineracdes em uma base de conhecimento. Em seguida, primeiramente, criamos o
algoritmo de poda de processos de MD que descarta processos de MD com desempenho
ruim em relagdo a acurécia, e assim descobrimos as heuristicas de acuracia. Depois,
mineramos a base de conhecimento no intuito de conceituar arquivos grandes e
pequenos. Deste modo foi possivel: (1) determinar quando € necessario ou nao o uso de
amostras — se um arquivo € pequeno (grande), entdo ndo € (&) preciso usa-las —, e (2)
afastar do espago de busca os processos que tem o classificador com maior custo
computacional. Essas sdo as heuristicas de tempo.

Construimos uma ferramenta que disponibiliza dois algoritmos que automatizam
a execucdo de processos de MD: Mining Processes Naive Executer
(Naive) e Mining Processes Fast Executer (Fast). O primeiro executa
todos os processos de MD disponiveis (busca sem heuristica), enquanto que o segundo ¢
baseado nas heuristicas descobertas, selecionando assim, um conjunto daqueles
processos para execucdo. Visto que a area de mineracdo de dados ¢ dindmica e
frequentemente aparecem novos algoritmos, entdo resolvemos aplicar uma abordagem
de “framework™ a ferramenta, para, deste modo, possibilitar a adicdo de novas técnicas

de forma simples e rapida, além de prover o reuso de projeto e codigo.
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Na avalia¢do experimental, comparamos o algoritmo Fast com Naive em 30
novos arquivos de dados. O objetivo da validagdo ¢ que Fast obtenha uma acurécia
similar — dentro de margem de aceitagdo proposta — a obtida por Naive, porém com
um custo computacional reduzido comparativamente.

Para avaliar ambos os algoritmos, usamos dois cendrios. No primeiro,
comparamos Fast, apoiado apenas nas heuristicas de acuracia, com NaZve. Em 100%
dos arquivos de dados experimentados, Fast, obteve acuracias similares as obtidas via
Naive. No segundo cendrio, usamos tanto as heuristicas de acurdcias quanto as
heuristicas de tempo ao comparar Fast com Naive. Neste cenario, Fast expos um
tempo bastante reduzido em relagdo ao tempo despendido com Naive. Entretanto,
houve uma pequena perda em trés arquivos de dados em relacao a acurdcia. Em outras
palavras, em 27 (90%) dos 30 arquivos de dados, Fast apresentou acurécias similares
as obtidas com Naive.

Os resultados atingidos foram muitos satisfatorios, permitindo-nos concluir que
o algoritmo Fast consegue reduzir, comparativamente, o escopo do espaco de busca
do melhor modelo de classificagdo, a0 mesmo tempo que apresenta acuracias similares
as obtidos com Naive. Portanto, estes resultados confirmam a validade das heuristicas
usadas pelo algoritmo Fast.

Desta forma, baseados nos experimentos realizados ao longo do trabalho,
chegamos a uma conclusao a respeito das perguntas levantadas no Capitulo 1:

» dado um arquivo de dados, qual a melhor técnica de amostragem? E a melhor
de fragmenta¢do? E a melhor de classificagdo? A priori estas perguntas
continuam sem respostas ja que, como demonstramos, todas as etapas t€ém
uma importancia fundamental no resultado final da mineragao;

» dado um arquivo de dados, qual o melhor processo de MD? Apesar de
continuarmos sem saber qual ¢ o melhor processo, conseguimos identificar,
através das heuristicas de acuracias, aqueles que produzem os piores

resultados para o referido arquivo de dados.
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6.1 Perspectivas

Embora os objetivos de nosso trabalho tenham sido cumpridos, existem algumas
limitagdes que podem ser identificadas, no sentido de aperfeicoa-lo e estendé-lo. Entre
elas:

» No intuito de corrigir a limitagdo do “framework”, discutida na se¢do 3.3,
que ¢ a de ndo gerar heuristicas para uma nova técnica qualquer adicionada, ¢
interessante que o processo de descoberta de heuristicas de acuracia seja
automatizado ja que a mesma envolve tarefas manuais. Para isto,
primeiramente, ¢ necessario que os processos de MD compostos pela nova
técnica sejam automaticamente executados em todos os 95 arquivos de dados
usados. Em seguida, todos os resultados das mineragdes seriam armazenados
na base de conhecimento. Feita esta etapa inicial, o passo seguinte ¢
implementar o algoritmo de poda de processos de MD, que tem heuristicas
como saida. Uma atividade que deve ser realizada para tal fim ¢ fazer com
que os modelos de classificagdo induzidos sejam modelados em forma de
classes, pois, atualmente, a saida ¢ analitica. Enfim, deve ser automatizada a
conversao das heuristicas descobertas em XML para uso posterior. Sendo
assim, quando uma nova técnica for incorporada ao “framework”, um
processamento serd realizado uma unica vez, para que sejam geradas, se for o
caso, heuristicas que consideram processos de MD concernentes a técnica
acrescentada;

» Desenvolver uma interface grafica para visualizagdo do conhecimento
induzido que, em nossa ferramenta, ¢ apresentado de forma textual. Tendo os
modelos de classificagdo modelados em classe, como foi sugerido, facilitaria
esta atividade;

» Considerar outros critérios de avaliagdo do conhecimento induzido, além de
acuracia e tempo de execucdo. Legibilidade e concisdo sdo algumas
possibilidades a serem investigadas;

» Descobrir novas heuristicas para reduzir ainda mais o tempo de execugdo.
Para isto, um caminho possivel ¢ considerar novos meta-atributos, como

entropia de classe;



» Explorar técnicas de paralelismo no sentido de poder executar varios
processos de MD em paralelo. Assim, o tempo de execugdo diminuiria mais

ainda.
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Apéndice A

Lista das heuristicas de acuracia

H1

H2

H3

H4

HS

He6

H7

HS8

H9

H10

H11

H12

O processo de MD AIF-BS-DS deve ser descartado do espago de busca quando

3<NA<25 ou 34<NAX55

O processo de MD ATF-BS-DS deve ser descartado do espago de busca quando

NC<10 ou 16<NC=<30

O processo de MD ATF-CV-DS deve ser descartado do espago de busca quando

3<XNAL33 ou 355NAL62

O processo de MD ATF-CV-DS deve ser descartado do espago de busca quando

NC<16 ou 18<NC<39

O processo de MD ATF-HO-DS deve ser descartado do espago de busca quando

3<NA<62

O processo de MD AIF-HO-DS deve ser descartado do espago de busca quando

NC<22

O processo de MD Conv-BS-DS deve
quando 6<NA<20 ou 34<NA<56

O processo de MD Conv-BS-DS deve
quando NC<10 ou 13<NC=<28

O processo de MD Conv-CV-DS deve
quando 3<NA<28 ou 355<NA<62

O processo de MD Conv-CV-DS deve
quando NC<16

O processo de MD Conv-HO-DS deve
quando 3<NA<24 ou 34<NA<55

O processo de MD Conv-HO-DS deve

quando NC<39

ser descartado

ser descartado

ser descartado

ser descartado

ser descartado

ser descartado

do

do

do

do

do

do

espago

espago

espago

espago

espago

espago

de busca

de busca

de busca

de busca

de busca

de busca
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H13

H14

H15

H16

H17

H18

H19

H20

H21

H22

H23

H24

H2S

H26

H27

H28

O processo de MD NS—-BS-DS deve ser descartado do espago de busca quando
3<NA<28 ou 355NA<62

O processo de MD NS—-BS-DS deve ser descartado do espago de busca quando
NC<10 ou 16<NC<29

O processo de MD NS—-CV-DS deve ser descartado do espago de busca quando
4<NA<26 ou 34<NAL55

O processo de MD NS—-CV-DS deve ser descartado do espago de busca quando
NC<19

O processo de MD NS—-HO-DS deve ser descartado do espago de busca quando
3<NA<20 ou 33<NA<55

O processo de MD NS—-HO-DS deve ser descartado do espago de busca quando
NC<14

O processo de MD AIF-HO-IB1 deve ser descartado do espagco de busca
quando 4<NA<23

O processo de MD AIF-HO-IB1 deve ser descartado do espago de busca
quando NC<18

O processo de MD Conv-CV-IB1 deve ser descartado do espago de busca
quando 3<NA<61

O processo de MD Conv-CV-IB1 deve ser descartado do espago de busca
quando NC<15

O processo de MD Conv-HO-IB1 deve ser descartado do espago de busca
quando 3<NA<L62

O processo de MD Conv-HO-IB1 deve ser descartado do espago de busca
quando NC<9

O processo de MD NS-CV-IB1 deve ser descartado do espago de busca quando
3<NA<L28

O processo de MD NS—-HO-IB1 deve ser descartado do espago de busca quando
17<NA<31

O processo de MD Conv-CV-IBk deve ser descartado do espago de busca
quando 3<NA<61

O processo de MD Conv-CV-IBk deve ser descartado do espago de busca

quando NC<9
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H29

H30

H31

H32

H33

H34

H35

H36

H37

H38

H39

H40

H41

H42

H43

H44

O processo de MD Conv-HO-IBk deve ser descartado do
quando 3<NA<L62

O processo de MD Conv-HO-IBk deve ser descartado do
quando NC<15

O processo de MD AIF-CV-Id3 deve ser descartado do
quando 3<NA<56

O processo de MD AIF-CV-Id3 deve ser descartado do
quando NC<39

O processo de MD Conv-CV-Id3 deve ser descartado do
quando 3<NA<41

O processo de MD Conv-CV-Id3 deve ser descartado do
quando NC<19

O processo de MD Conv-HO-Id3 deve ser descartado do
quando 3<NA<41

O processo de MD Conv-HO-Id3 deve ser descartado do

quando NC<13

espaco de busca

espaco de busca

espaco de busca

espago de busca

espago de busca

espago de busca

espago de busca

espaco de busca

O processo de MD NS-CV-1d3 deve ser descartado do espago de busca quando

4<NA<35

O processo de MD NS—-HO—-Id3 deve ser descartado do espago de busca quando

3<NA<23 ou 33<NAX55

O processo de MD NS—-HO-Id3 deve ser descartado do espago de busca quando

NC<10 ou 16<NC<30

O processo de MD Conv-CV-J48 deve ser descartado do
quando 3<NA<28

O processo de MD Conv-CV-J48 deve ser descartado do
quando NC<18

O processo de MD Conv-HO-J48 deve ser descartado do
quando 4<NA<20

O processo de MD Conv-HO-J48 deve ser descartado do
quando NC<16

O processo de MD Conv-HO-NB deve ser descartado do

quando 4<NA<35

espaco de busca

espaco de busca

espaco de busca

espaco de busca

espaco de busca
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H45

H46

H47

H48

H49

HS0

HS1

HS2

HS3

H54

HSS

HS56

HS57

HS8

HS59

He60

O processo de MD Conv-HO-NB deve ser descartado do espaco de busca

quando NC<11
O processo de MD Conv-CV-NNge deve

quando 4<NAL16

ser descartado do

O processo de MD Conv-HO-NNge deve ser descartado do

quando 3<NA<28

O processo de MD Conv-HO-NNge deve
quando NC<18

O processo de MD AIF-BS-OneR deve
quando 3<NA<45

O processo de MD ATIF-BS—-OneR deve
quando NC<22

O processo de MD ATIF-CV-OneR deve
quando 3<NAL22 ou 32<NAL55

O processo de MD AIF-CV-OneR deve
quando NC<10 ou 1 7<NC<30

O processo de MD AIF-HO-OneR deve
quando 3<NA<62

O processo de MD AIF-HO-OneR deve
quando NC<10 ou 17<NC<Z30

O processo de MD Conv-BS-OneR deve
quando 3<NA<L62

O processo de MD Conv-BS-OneR deve
quando NC<15

O processo de MD Conv-CV-OneR deve
quando 3<NA<28 ou 33<NA<L62

O processo de MD Conv—-CV-0OneR deve
quando NC<16

O processo de MD Conv—-HO-OneR deve
quando 4<NA<24 ou 33<NA<54

O processo de MD Conv—-HO-OneR deve

quando NC<11

ser descartado do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

espaco de busca

espaco de busca

espago de busca

espago de busca

espago de busca

espago de busca

espaco de busca

espaco de busca

espaco de busca

espaco de busca

espaco de busca

espaco de busca

espago de busca

espaco de busca

espaco de busca
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Heé1

He62

He63

Heé4

He6S

He66

He67

He68

H69

H70

H71

H72

H73

H74

H75

H76

O processo de MD NS-BS-OneR deve ser descartado

quando 3<NA<28 ou 33<NA<62

O processo de MD NS-BS-OneR deve ser descartado

quando NC<22

O processo de MD NS-CV-OneR deve ser descartado

quando NC<11

O processo de MD NS-HO-OneR deve ser descartado

do

do

do

do

quando 4<NA<19 ou 23<NA<35 ou 38<NA<59

O processo de MD NS-HO-OneR deve ser descartado

quando NC<39

O processo de MD ATF-BS—-Prism deve
quando 26<NA<62

O processo de MD ATF-BS—-Prism deve
quando NC<12

O processo de MD AIF-CV-Prism deve
quando 3<NAZ23 ou 26<NAL62

O processo de MD ATIF-CV-Prism deve
quando NC<11

O processo de MD ATIF-HO-Prism deve
quando 3<NA<L62

O processo de MD ATF-HO-Prism deve

quando NC<11

do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

ser descartado do

espaco de busca

espaco de busca
espaco de busca
espago de busca
espago de busca
espago de busca
espago de busca
espaco de busca
espaco de busca

espaco de busca

espaco de busca

O processo de MD Conv-BS-Prism deve ser descartado do espago de busca

quando NC<14

O processo de MD Conv-CV-Prism deve ser descartado do espago de busca

quando 4<NA<60

O processo de MD Conv-CV-Prism deve ser descartado do espaco de busca

quando NC<19

O processo de MD Conv-HO-Prism deve ser descartado do espaco de busca

quando 3<NA<41

O processo de MD Conv-HO-Prism deve ser descartado do espaco de busca

quando NC<19
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H77

H78

H79

H80

O processo de MD NS-CV-Prism deve ser descartado do espago de busca
quando 3<NA<L62

O processo de MD NS-CV-Prism deve ser descartado do espago de busca
quando NC<22

O processo de MD NS-HO-Prism deve ser descartado do espago de busca
quando 3<NA<62

O processo de MD NS-HO-Prism deve ser descartado do espago de busca

quando NC<24
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Apéndice B

Lista detalhada das heuristicas de acuracia

A lista detalhada das heuristicas de acuracia estd no CD-ROM anexo a esta

dissertagao.
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Apéndice C

Lista das heuristicas de acuracia e tempo em XML

A lista detalhada das heuristicas de acuracia e tempo no formato XML est4d no

CD-ROM anexo a esta dissertacao.
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