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Resumo

Neste trabalho é abordado a representagao das baterias de ions de litio por
meio de cicuitos elétricos equivalentes, detalhando a forma de obter os pardmetros
do circuito por meio de ferramentas computacionais. Também sao apresentadas
andlises de metodologias de estimacdo de estado de carga de uma bateria de Lithium
Nickel Manganese Cobalt (NMC) de um veiculo elétrico comercial. O método de
estimacao Coulomb counting estima o estado de carga da bateria baseado na integral
da corrente elétrica no tempo, apesar de ser simples, por ser de malha aberta, possui
um erro acumulativo. As metodologias baseadas nos filtros de Kalman proporcionam
precisao a estimacao de estado de carga devido a sua capacidade de realizar ajustes
na estimacéo a partir da covariancia do sistema. Por fim, o método machine learning
proporciona automatizagdo do processo de estimacao do estado de carga de baterias
de litio a partir do histérico de dados. As metodologias foram comparadas entre si
em termos de precisdo, acuracidade por meio de ferramentas da MathWorks e da
linguagem de programacao Python.

Palavras-chave: Bateria de fons de litio, Estado de Carga (SoC), Baterry manage-
ment System (BMS), Filtro de Kalman, Machine Learning.



Abstract

This work addresses the representation of lithium-ion batteries through equivalent
electrical circuits, detailing how to obtain the parameters using computational tools.
Analysis of methodologies for estimating the state of charge of a Lithium Nickel
Manganese Cobalt (NMC) battery of an electric commercial vehicle is also presented.
The Coulomb counting estimation method estimates the battery’s state of charge
based on the integral of the electric current over time, despite being simple, as it
is open loop, it has an accumulative error. Methodologies based on Kalman filters
provide precision in the state of charge estimation due to their ability to adjust the
estimation based on the system covariance. Finally, the machine learning method
provides automation of estimating the state of charge of lithium batteries based on
historical data. The methodologies were compared with each other regarding precision
and accuracy using MathWorks tools and the Python programming language.

Keywords: Lithium-ion batteries, State of Charge, Battery Management System
(BMS), Kalman Filter, Machine Learning.
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1 Introducao

Os veiculos elétricos a baterias (do inglés, Battery FElectric Vehicles - BEVs) tém
assumido cada vez mais uma parcela maior do mercado automotivo devido a fatores como
poténcia instantanea do sistema tracionario e a sua capacidade de substituir veiculos
movidos a combustiveis fosseis. A disseminac¢do de BEVs no mercado de transportes é
uma solugdo atraente para diminuir a emissao de gases de efeito estufa e aumentar a
eficiéncia energética dos veiculos do setor automotivo. De acordo com o Global EV outlook
2018 (AGENCY, 2019), o mercado automobilistico mundial implantara com sucesso 117,6
milhoes de BEVs nas estradas até 2030, o que contribuird para reduzir 262 Mt de emissao
de C'Oy (SHRIVASTAVA et al., 2019).

No BEV, hé duas baterias, uma auxiliar, geralmente de chumbo acido e com baixa
capacidade, que fornece energia para as centrais elétricas de comunicacao do veiculo
quando cle se encontra desligado, ¢ outra, de ions de litio, com alta capacidade que
fornece energia, principamente, para o sistema tracionaria. A bateria de fons de litio é
a principal fonte de energia e, geralmente, é o componente mais caro e mais desafiador
devido a sua complexidade, pois a autonomia do veiculo ¢é afetada diretamente pelo seu
mau funcionamento, que na maioria das vezes, esta associada a erros na estimacao do
estado de carga, limitagoes de poténcia disponibilizada devido a temperatura de operagao
elevada e envelhecimento da bateria (CHEN; FU; MI, 2013).

Baterias sao sistemas que conseguem armazenar energia por meio de reac¢oes
eletroquimicas. As baterias de ions de litio (do inglés, Lithium ion batteries - LIBs) sao
atualmente usadas em uma ampla gama de aplicagoes além de veiculos elétricos, incluindo
eletronicos portateis e armazenamento elétrico em escala devido a sua densidade de

energia/poténcia, custo decrescente e vida 1til aceitavel (RUAN et al., 2022).

As principais caracteristicas das LIBs que viabilizam sua aplicacdo em BEVs sao
longa vida til, carregamento réapido e alta densidade de energia (LIPU et al., 2018).

Caracteristicas como confiabilidade e seguranca sao essencias para uma LIB, pois o sistema



de gerenciamento deve ser habil para prever e controlar possiveis problemas (SULAIMAN
et al., 2015). Devido as suas caracteristicas, diferentes tecnologias de baterias a base de
litio foram amplamente estendidas nos ultimos anos em todos os tipos de sistemas de

armazenamento de energia (RAMADAN; BECHERIF; CLAUDE, 2017).

Apesar das LIBs possuirem 6timas caracteristicas, a aplicacdo dessa tecnologia em
larga escala no setor automotivo se intensificou apenas nas duas tultimas décadas devido
a complexidade do processo produtivo das células de litio e ao alto custo de insumos,
como litio, manganés, cobalto e fosfato, que comecaram a diminuir apds os investimentos
realizados estimularem a produgao de veiculos elétricos (MOHAMMADI; SAIF, 2023).

Atualmente, nos sistemas automotivos, as LIBs possuem tensoes que variam apro-
ximadamente entre 400 V e 1000 V. Essa definicdo do nivel de tensao é uma escolha do
desenvolvedor, mas normalmente se encontram veiculos com tensao nominal de 400 V, 600
V e 800 V. Curiosamente, de acordo com a Comissao Economica das Nagdes Unidas para
a Europa (UNECE), quando a tensao de uma bateria ultrapassa um determinado limite,
frequentemente em torno de 60 volts, ela é considerada de alta tensdo. Essa classificacao
é feita com base em consideracoes de seguranca e padroes regulatorios, pois sistemas de
alta tensdo requerem precaugoes especiais de manuseio para evitar riscos elétricos. Essa
defini¢do pode causar confusdo, porque no Brasil, segundo a NR10, tensoes entre 150 V e
1500 V DC sao classificadas como baixa tensao. Entretanto, neste trabalho, sera adotada
a pratica de nomear as LIBs de baterias de alta tensao, haja vista que estamos tratando

de sistemas aplicados ao setor automotivo.

As quimicas das baterias de ions de litio sdo pouco tolerantes a condigoes abusivas
continuamente, como sobrecarga, descarga excessiva e temperaturas elevadas. O risco
de choque elétrico é inerente aos sistemas de alta tensao, bem como aos riscos térmicos
associados aos sistemas de bateria (WEICKER, 2013). O envelhecimento da bateria é
causado por varios fendomenos relacionados ao ciclo de operacao e ao tempo de uso. Sua
degradagao intensifica-se com o alto indice de profundidade de descarga (do inglés, depth
of discharge - DoD ), com a alta frequéncia de ciclagem, com o seu funcionamento em
temperaturas elevadas, entre outros fatores (SMITH et al., 2012). Nesse sentido, a abertura
de mercado da eletrificagdo veicular, além de impulsionar a exploragdo de recursos minerais,
também fomenta o desenvolvimento de softwares e hardwares para prover o gerenciamento
de baterias. Além disso, a utilizacdo de LIBs vai ao encontro das medidas ambientas do
Acordo de Paris, que estao sendo tomadas conjuntamente pelos paises participantes, e
como veiculos 100% elétricos nao emitem CO,, contribuem de forma significativa para
reduzir a elevagao da temperatura do planecta que ¢ impulsionada pela emissao de gases de

efeito estufa.



Alguns parametros das LIBs, como tensao e temperatura, podem ser medidos
diretamente a partir de sensores, enquanto outros parametros, como estado de carga e
estado de satde, precisam ser estimados por meio de algoritmos (SU et al., 2021). Essas
estimacgoes sdo muito importantes porque sdo cruciais para o adequado fornecimento de
energia da bateria. Neste trabalho serdo apresentadas formas de estimacao do estado
de carga de LIBs, comparando-as em termos de erros, e buscando gerar rotinas que
consigam realizar essa atividade com facilidade, com o objetivo de proporcionar solidez

nas estimacoes.

1.1 Objetivos

Neste trabalho, objetiva-se abordar a modelagem de baterias de ions de litio por
meio de circuitos elétricos equivalentes, destacando o processo de modelagem da bateria.
Serao detalhadas as varidaveis que influenciam no processo e os parametros que precisam ser
considerados para que o modelo possa representar de forma fidedigna o comportamento real
da bateria. Além disso, sera realizado um estudo comparativo entre os métodos de estimacao
de SoC mais aplicados na literatura, com um enfoque critico na analise dos métodos
existentes. O objetivo é fornecer uma visdo abrangente das diferentes abordagens existentes.
Neste trabalho também serao desenvolvidas metodologias automaticas de estimacao de
SoC, comegando por abordagens mais simples e abrangendo métodos mais complexos
posteriormente. Serao utilizados dados de ciclagem de campo de bateria de um veiculo
elétrico comercial disponibilizados na literatura, evitando a dependéncia exclusiva de dados
de laboratério. A inovacao neste trabalho esta na utilizacdo de técnicas de aprendizado de
maquina para a estimagao de SoC. Sera avaliado o impacto da implementacao de cada
tipo de metodologia, proporcionando insights sobre a eficacia e eficiéncia das abordagens
propostas. Finalmente, para consolidar o trabalho, sera realizada uma comparacao entre o
SoC estimado e o SoC de referéncia disponibilizado na literatura. Isso sera feito para os
ciclos de trabalho dos 8 meses de coleta de dados realizados em 2019 e 2020, proporcionando
uma avaliagao abrangente do desempenho das metodologias propostas em condigoes reais
de operagao. A escolha desses dados para treinamento deve-se ao fato desses dados serem o
maior banco de dados de ciclos de trabalho de veiculos elétricos encontrados na literatura

até o presente momento.

1.2 Organizacao do Trabalho

No capitulo 2, realiza-se uma revisao bibliografica sobre baterias de ions de litio,

métodos de estimagao de SoC e aplicagoes de métodos matematicos. Também realiza-se



uma abordagem dos circuitos elétricos equivalentes que podem representar dinamicamente
as LIBs, e abordam-se todas as variaveis envolvidas no processo. No capitulo 3, apresenta-se
a rotina de geracao de paramétros dos circuitos equivalentes que melhor representam a
célula/bateria de fons de litio, e abordam-se os métodos de estimacao de SoC contagem
coulombica e o filtro de Kalman estendido. No capitulo 4 abordam-se algumas metodologias
de machine learning e suas aplicagoes na estimacao de SoC de LIBs, também abordam-
se detalhes de sua implementagao utilizando Python. No capitulo 5, apresentam-se os
dados utilizados como entrada nas simulagoes, assim como os resultados obtidos das
simulagoes e realiza-se analise dos resultados obtidos. Por fim, no capitulo 6, apresentam-se
as consideragoes finais do trabalho e possiveis trabalhos futuros que podem ser realizados

a partir do que foi desenvolvido.



2 Baterias de ions de litio

2.1 Introducao

Uma LIB de um veiculo elétrico é constituida por pack de moédulos (conjunto
de células interligadas em série e/ou paralelo), conectores, sistemas de resfriamento e
aquecimento, cabos de distribuicao de poténcia, cabos de comunicacao e sensores, como
pode ser observado na imagem da bateria do Audi e-tron ilustrado na Figura 1. Além
desses itens, a bateria também possui um sistema de gerenciamento (Battery Management
System - BMS) que geralmente fica em um local estratégico no veiculo, de ficil acesso,

para OS casSOS cm que ele precise ser acessado.

Figura 1 — Representagéo da LIB do Audi e-tron 2019.

Audi e-tron
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Pack

Caixa de jungdo
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resfriamento A
Conexdo dos

médulos

Estrutura de protecdo Médulos
estrutural da bateria

Fonte: Adaptado de Audi (2019).

Na construcao da bateria, uma etapa que exige bastante atencao é a alocacgao



das células nos mdédulos ou packs, pois pode haver danificagdo das células por meio de
esmagamento ou prensamento, e com isso, o comprometimento do nivel de isolagdo minimo
requerido para o veiculo, além de poder acarretar outros problemas como curtos-circuitos

internos nas células.

As baterias sao projetadas para se adequarem aos espacos disponiveis nos veiculos
e sao dimensionadas para proporcionarem autonomias que atendam os requisitos dos
projetos. O dimensionamento de uma LIB para um BEV se inicia a partir da estimativa
de consumo energético do veiculo, cuja principal carga é o motor elétrico. A partir da
estimativa do consumo médio, calcula-se a quantidade de energia requerida da bateria
para atingir a autonomia desejada do veiculo. No desenvolvimento de uma LIB para um
projeto automotivo, varias normas precisam ser seguidas para atender requisitos especificos
das legislacoes vigentes. As baterias precisam possuir certifica¢oes para atender requisitos
de seguranga, como a ECE R100, que valida sua aplicabilidade para as mais diversas
situagoes rotineiras que os veiculos sdo submetidos (KUNAKRON-ONG; RUANGJIRAKIT;
JONGPRADIST, 2017).

Outro fator critico no projeto de uma LIB é o peso, pois quanto maior for a energia
da bateria, maior peso ela vai possuir e impactar a performance do veiculo, pois mais
energia sera gasta para movimentar o veiculo. Praticas adotadas quando se esté projetando

uma bateria é utilizar materiais leves no envélucro da bateria para otimizar sua densidade

gravimétrica (ZACKRISSON; AVELLAN; ORLENIUS, 2010).

As LIBs no veiculo precisam possuir graus de protecao IP67 e IP6K9K que garantem
protecao contra submersao e contra vapores pressurizados. As baterias precisam ficar em
pontos estratégicos nos veiculos para evitar que sejam danificadas por choques mecanicos
durante as viagens realizadas, pois caso uma célula seja danificada, se sua substituicao
nao for simples, toda a bateria precisa ser substituida devido a possiveis falhas de isolagao
do veiculo ou até mesmo comprometimento da estimacao do SoC devido a células com

baixo SoC, o que acaba onerando muito o usudrio (ZHANG et al., 2018).

2.2 Principais terminologias e definicoes envolvendo
LIBs

As LIBs sao repletas de terminologias essenciais que sdo indispensaveis para um

conhecimento abrangente do tema. Dentre essas terminologias, as principais sao:

« Estado de Carga (do inglés, State of Charge - SoC) - Se refere a quantidade de

energia que a bateria contém em relagdo a sua capacidade nominal (CHAOUI;



IBE-EKEOCHA, 2017).

» Estado de Satde (do inglés, State of Health - SoH) - Expressa a proporgao da capaci-
dade da bateria fornecer energia em relacao a sua condicao inicial de operacao. Esse
nivel de carga geralmente é afetado por certos fatores externos, como temperatura
ambiente e idade da bateria (KIM, 2010).

e C-rate - Taxa que expressa a velocidade com que um sistema de armazenamento ¢é
carregado ou descarregado (SAXENA et al., 2019). 1C em uma bateria de X Ah
implica em uma corrente de X A, o que significa que o sistema de armazenamento
pode ser totalmente carregado ou descarregado no intervalo de uma hora. Para a
mesma bateria 2C representa uma corrente de 2X A, dessa forma a bateria pode ser

totalmente carregada ou descarregada em meia hora.

« Tenséo de circuito aberto (do inglés, Open Circuit Voltage - OCV) - E a tenséo
que a bateria apresenta quando todas as células passam pelo periodo de relaxagao
apos carga ou descarga. Um teste tipico de OCV é realizado com correntes baixas
em relagdo & capacidade de bateria, como por exemplo 1/20 C a 1/25 C, o que
requer entre 20 a 25 horas (TIAN et al., 2021). A tensdo de circuito aberto (OCV)
das baterias é um parametro caracteristico crucial que reflete muitos aspectos do
desempenho de uma bateria, como capacidade, estado de carga (SOC) e estado de
saude. A OCV é mais amplamente utilizada para determinar o SOC quando a bateria
funciona em um estado de esgotamento de carga. No entanto, a aplicacao da OCV
a estimativa do SOC pode ser dificil devido a necessidade de um longo tempo de
descanso para relaxamento total (PEIL; LU; ZHU, 2013).

O SOH tem um comportamento nao linear no tempo. No inicio da vida da bateria
ele 6 100%, mas comeca a decair assim que a bateria comeca a ser utilizada, como pode ser
observado na Figura 2. Os fornecedores de baterias, geralmente garantem o funcionamento
da bateria para SOH de até 70%, pois abaixo desse valor, a capacidade de fornecimento
de poténcia da célula deixa de ser constante e pode ter decaimentos abruptos, o que

compromete o desempenho do veiculo em uma ultrapassagem, por exemplo.

2.3 Relacao da OCV com outros fatores

As relagoes da OCV com fatores internos e externos sao de extrema importancia
para o entendimento do funcionamento da bateria e de como ela pode ser afetada. As duas
principais influéncias sobre a OCV sao variagao de temperatura e o decaimento do SoH. O

decaimento do SoH da bateria esta atrelado diretamente ao aumento da resisténcia interna



Figura 2 — Representacdo da curva do SOH de uma célula de NMC.
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Fonte: Jenu et al. (2022).

das células por meio de dendritos de litio e pela degradacao da interface de eletrélito sélido
(do inglés, solid electrolyte interphase - SEI), que é a barreira criada entre o eletrélito
solido e o eletrodo negativo da bateria nas primeiras primeiras cargas. Dessa forma, com o
envelhecimento da bateria, a curva OCV tende a cair em relagdo ao inicio da vida 1til da

bateria.

Efeitos térmicos provocam variacdo dinamica na curva OCV, pois com a elevagao
da temperatura, a resisténcia interna da bateria diminui naturalmente porque os atomos
se agitam internamente, necessitando de menos energia para migrarem, isso faz com que
a OCV diminua com a clevagao da temperatura, como pode ser observado na Figura 3,
que representam testes performados em uma célula de NMC em diferentes temperaturas.
O oposto é valido para temperaturas menores, as moléculas estao menos agitadas e

necessitando de maior energia para poderem migrar entre os eletrodos.

Entretanto, mesmo a bateria sendo mais eficiente em temperaturas elevadas, essa
condicao ¢ prejudicial, porque a SEI é sensivel a elevacao de temperatura e aumenta sua taxa
de degradacao interna. Outros fendmenos como contaminagao interna ou danifica¢ao devido
a choques mecénicos afetam a curva OCV e a sua vida 1util que pode cair consideravelmente,
porque a depender da forma com que o SoC é estimado, uma célula com problemas ser
a referéncia inferior da estimacgao. Por isso, essa dinamicidade da curva OCV deve ser
levada em consideracao para que os resultados obtidos a partir de modelagens possam ser

representativos.



Figura 3 — Curva OCV em funcao da temperatura de uma célula de ions de litio.
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Fonte: Zhang et al. (2018)

2.4 Fendmenos internos das células

A célula de fons de litio foi desenvolvida por uma equipe liderada por John Bannister
Goodenough nos EUA. Comercialmente, a LIB foi lancado ao mercado pela Sony no inicio
dos anos 90 em produtos eletronicos de consumo, como cameras e filmadoras. Uma célula

de Li-ion, como a célula comercial pouch LGX N2.1 60AH da LG Chem, ilustrada na
Figura 4, consiste nos seguintes componentes (WEICKER, 2013):

Figura 4 — Foto da célula comercial LGX N2.1 60AH da LG Chem.

Fonte: LG Chem (2021).

« Eletrodo positivo (muitas vezes referido como catodo, embora o cétodo é, estritamente
falando, o eletrodo onde ocorre a redugao) - Geralmente formado por uma folha de
aluminio, cuja funcao é proporcionar as reagoes de oxidacao com acumulo de elétrons

e corrosao do eletrodo;
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« Eletrodo negativo (frequentemente referido como dnodo) - Normalmente constituido
por uma folha de cobre com uma cobertura de grafite, é onde ocorre as reacoes de

reducao, com deposicao de metal na placa e consumo de elétrons;

e Eletrolito - Meio que fornece condutividade elétrica entre as particulas do material
ativo e o coletor de corrente, bem como condutividade idnica entre o eletrélito e o

material ativo;

e Scparador - Filme de polimero poroso usado para separar os dois cletrodos enquanto
fornece uma barreira através da qual os fons de litio podem viajar. Os materiais mais
utilizados sao o polietileno e o polipropileno. O filme separador extremamente fino
deve manter efetivamente o anodo e o catodo separados para evitar curtos-circuitos,

proporcionando um caminho eficaz para os fons de litio viajarem entre os eletrodos;

« Invélucro - Recipiente isolado geralmente constituido de material plastico cuja
funcado é isolar a carcaca da célula, evitar perda de eletrdlitos e contaminacao.
Deve ser durdavel o suficiente para proteger o contetido relativamente delicado da
célula em condigbes adversas, como em impactos fisicos e em variagbes extremas de

temperaturas.

As substéancias adicionais nos materiais do eletrodo fornecem condutividade elétrica
entre as particulas do material ativo e o coletor de corrente. Nas células que utilizam um
eletrolito liquido, o eletrdlito é geralmente composto por solventes organicos nao aquosos
contendo um sal de litio dissolvido. Os materiais comuns para eletrolitos sdo carbonato
de etileno (EC), carbonato de dietileno (DEC) e carbonato de dimetilo (DMC). O sal de
litio é, frequentemente, hexafluorofosfato de litio (LiPFg). Em contraste com os eletrdlitos
aquosos, que geralmente sao solugoes fortemente acidas ou alcalinas, os eletrdlitos de ions
de litio nao sdo corrosivos, mas os solventes usados sao altamente inflamaveis e tém uma
pressao de vapor relativamente alta, levando a riscos de incéndio e explosdo se as células
forem ventiladas. A maioria das baterias de fon-litio ndo sao baterias do tipo imido em que
o interior do gabinete ¢ inundado com ecletrolito; a maior parte do eletrélito ¢ absorvida
no material ativo e no separador (WEICKER, 2013). Na Figura 5, pode-se observar uma

estrutura tipica de eletrélito, eletrodo e metal ativo.

A migragao dos elétrons e fons de litio desempenha um papel fundamental no
processo de carga e descarga de uma LIB (ARMAND; TARASCON, 2008). Durante a
descarga, que é o processo natural da bateria, os elétrons da superficie do eletrodo negativo
migram pelo circuito externo para o elétrodo positivo, assim como os ions de litio, mas
estes se movimentam pelo eletrélito (ETACHERI et al., 2011). Durante esse fenémeno

quimico, a reacao no eletrodo negativo pode ser descrita pela equagao 2.1, e a reagao no
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Figura 5 — Representagdo da estrutura da célula de LIBs.
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Fonte: Adaptado de Weicker (2013).

eletrodo positivo, apds elétrons e atomos de litio chegarem ao eletrodo positivo, pode ser
representada pela equacao 2.2:

Li= Li* + e (2.1)

Lit +e = Li (2.2)

Durante o processo de carga, a corrente elétrica é aplicada a bateria, induzindo
um fluxo de elétrons do eletrodo positivo para o eletrodo negativo (HU et al., 2017).
Simultaneamente, ions de litio sao liberados do eletrodo positivo e migram através do
eletrolito para o eletrodo negativo (GOODENOUGH; PARK, 2013). O eletrodo negativo

geralmente consiste em grafite, que serve como um reservatorio para os ions de litio durante
a carga.

A eficiéncia do processo de carga e descarga em uma bateria de fon de litio esta
intrinsecamente ligada a capacidade dos materiais utilizados nos eletrodos e ao desempenho
do eletrolito. Materiais de alta qualidade nos eletrodos e um eletrolito eficiente contribuem
para uma maior eficiéncia energética e uma vida util mais longa da bateria (SONG et
al., 2019). A migragao controlada dos fons de litio é critica para evitar problemas como a
formagao de dendritos de litio, que sao crescimentos de litio metalico que podem causar
curtos-circuitos internos e falhas na bateria. (LIN; LIU; CUI, 2017).
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2.5 Tecnologias adotadas nas células de ions de litio

Atualmente, as principais quimicas utilizadas nas LIBs para BEVs sao Lithium
Iron Phosphate (LEP), Lithium Nickel Manganese Cobalt Ozide (NMC) e Lithium Nickel
Cobalt Aluminum Ozxide (NCA) (FICHTNER, 2022). Entretanto, diversas outras estao em
desenvolvimento, com o objetivo de otimizar custos, densidade enérgética, quantidade de
ciclos e em aumentar a seguranca. Cada quimica possui caracteristicas especificas, como

pode ser observado na Figura 6.

Figura 6 — Representagao das quimicas consolidadas no mercado de LIBs.
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Fonte: Adaptado de University (2022).

Baseado na Figura 6, é possivel perceber que reunir todas as boas caracteristicas
de uma LIB em um tnico tipo de célula nao é simples. Nesse sentido, projetam-se as
baterias de acordo com as necessidades de projeto levando em consideracao capacidade
energética, seguranca, poténcia especifica, entre outros. Na Tabela 1, listam-se as principais
caracteristicas das principais tecnologias citadas nesse trabalho e na Tabela 2 listam-se as

principais aplicagoes das baterias de ions de litio.

A célula de MNC possui algumas topologias, como NMC111, NMC532 e NMC622,
em que os nimeros representam as proporgoes relativas de niquel (Ni), manganés (Mn) e
cobalto (Co) no eletrodo positivo. A quantidade de litio em uma bateria de fons de litio
é relativamente baixa, representando menos de 1% da massa total da bateria. A maior
concentracao de litio na bateria esta no catodo, em uma célula NMC622, por exemplo, a
quantidade de litio varia entre 5-10% do peso total do cdtodo. Entretanto, esses valores sao

estimativas, ndo ha nenhuma normatizacao que assegura a quantidade desses componentes
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Tabela 1 — Principais caracteristicas das células de ions de litio comercializadas atualmente.

Tecnologia| Tensao | Tensao de Densidade Densidade
nominal | operacao gravimétrica de volumétrica de
energia energia

LCO 36V 3,0-42V 150 - 240 Wh/kg 250 - 620 Wh/L
LMCO 3,7V 30-42V 100 - 150 Wh/kg 200 - 400 Wh/L
NMC 3,7V 30-42V 150 - 220 Wh /kg 400 - 700 Wh/L
LFP 3,3V 25-365V 90 - 150 Wh/kg 250 - 400 Wh/L
NCA 36V 30-42V 200 - 260 Wh/kg 450 - 650 Wh/L
LTO 24V 1,5-285V 35 - 90 Wh/kg 100 - 200 Wh/L

Fonte: Préprio autor.

Tabela 2 — Principais aplicacoes de LIBs de acordo com a tecnologia

Tecnologia Aplicagao
LCO Notebooks - Cameras digitais - Smartphones
LMCO Ferramentas portateis - UPS - Dispositivos médicos
NMC Armazenamento de energia - Ferramentas portateis - Veiculos elétricos
LFP Ferramentas portéteis - Veiculos elétricos (6nibus, veiculos de carga) -
UPS - Armazenamento de energia de grande porte
NCA Sistemas de armazenamento - Dispositivos médicos - Veiculos elétricos
LTO UPS - Veiculos elétricos - [luminacao publica solar

Fonte: Adaptado de University (2024).

em cada bateria.

2.6 Sistema de gerenciamento da bateria

O Sistema de Gerenciamento de Baterias (do inglés, Battery Management System -
BMS) ¢ um clemento chave para garantir a utilizagao scgura, confidvel ¢ cficiente da bateria
em BEVs. O BMS nao é usado apenas para controlar as condigoes de operacao da bateria
para prolongar sua vida util e garantir sua operacao segura, mas também para fornecer
uma estimativa precisa do SoC e do SoH. O SoC nao ¢ mensuravel diretamente, por isso,
sua estimativa instantanea é um dos principais desafios do BMS para evitar sobrecarga
e descargas excessivas. Além disso, o BMS é essencial em aplicagoes de BEVs para uma
operacao eficiente, em que enormes células de bateria sao conectadas em configuragdo em
série/paralelo para atender a alta poténcia e a tensao do veiculo (RAMADAN; BECHERIF;
CLAUDE, 2017). As principais atribuigbes de um BMS em uma LIB sao:

e Estimar o SoC;
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o Monitorar a corrente clétrica para garantir a protecao da bateria contra condi¢oes

abusivas, além de utilizar o valor medido no calculo do SoC;

o Monitorar as tensoes das célula, dos médulos e tensao de saida da bateria. A estimacao

do SoC também leva em consideracio as tensoes das células;

e Monitorar a temperatura: tem como principal objetivo garantir o funcionamento da
bateria nos limites operacionais permitidos, garantindo a integridade e a durabilidade

do sistema;
o Garantir o balanceamento das células;
o Conseguir comunicar com todas as células;
o Realizar o controle térmico da bateria;
e Realizar a protecao da bateria;
o Gerenciar o carregamento da bateria;

e Monitorar a bateria durante armazenamento.

O calculo do SoC é uma fun¢ao muito importante do BMS, pois fornece a carga
restante apresentada dentro de uma célula de bateria (LIPU et al., 2019). Estimativas mais
confidveis e precisas do SoC, uma das principais tarefas do Sistema de Gerenciamento de

Bateria (BMS), geralmente sdo esperadas em aplicagoes de alto nivel, como automotivas
(LIU et al., 2016).

A demanda pela estimacao de SoC faz com que cada vez mais estudos sejam
realizados para prover acurdcia na modelagem de LIBs, porque para certos tipos de
quimicas, as estimagoes de SoC conseguem ser representativas apenas por meio de circuitos
elétricos equivalentes, que conseguem ter seus parametros estimados com precisdao, para

representarem os comportamentos dindmicos das baterias.

A taxa de amostragem de corrente é uma variavel importante da estimagao de
SoC, pois o tempo de amostra precisa ser suficiente para captar as mudancas do sinal da
corrente elétrica do circuito. Grandes fabricantes de solugdes de baterias utilizam taxas de
amostragem de cerca de 0,01 s, pois é um periodo suficiente para observar com precisao a
variagdo da corrente elétrica (CHARKHGARD; FARROKHI, 2010).

A bateria pode funcionar de duas formas, realizando seu proprio gerenciamento
sem se comunicar com o veiculo ou funcionando conjuntamente com o veiculo. No modo

stand alone o BMS gerencia as grandezas independentemente, sem se comunicar com o
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veiculo. Na operagao integrada, ha comunicacao entre BMS e veiculo, e o gerenciamento
do conjunto é realizado na maioria das vezes pela Vehicle Control Unit (VCU), mas em

ambos os casos, os limites operacionais da bateria sao controlados similarmente.

2.6.1 Funcao de balanceamento das células

A funcao de balanceamento das células é estritamente importante porque o ba-
lanceamento esta diretamente relacionado & autonomia do veiculo. Assim como o SoH, o
desbalanceamento afeta diretamente o quanto de energia a bateria pode suprir, porque em
uma LIB, a anergia disponivel pelas células na faixa de tensao de desbalanceamento nao

consegue ser fornecida pela bateria para o veiculo.

As topologias de balanceamento de células podem ser amplamente classificadas em
duas categorias principais: balanceamento passivo (energia dissipativa) e ativo (energia nao
dissipativa). Os métodos de balanceamento passivo usam resisténcia para dissipar o excesso
de energia das células sobrecarregadas da bateria, enquanto no método de balanceamento
ativo, o excesso de energia é transferido para outra (s) célula (s) em vez de sua dissipacao.
Os sistemas de balanceamento passivo sao normalmente baratos e faceis de controlar, no

entanto, apresentam baixa eficiéncia de balanceamento e problemas de gerenciamento
térmico (SAMANTA; CHOWDHURI, 2021).

2.7 Funcionamento das LIBs

As LIBs funcionam associadas aos outros componentes do veiculo. Enquanto o
veiculo esta desligado, o BMS recebe fornecimento de energia da bateria auxiliar, que pode
ser de 12 V ou 24 V| e que normalmente é de chumbo ac¢ido, mas assim que o veiculo
¢ ligado ou colocado para carregar, os relés do sistema de alta tensao automotivo sao
fechados e a LIB passa a fornecer energia para todo o veiculo, inclusive para a bateria
auxiliar, que ¢é carregada por meio dos conversores abaixadores de tensao, que convertem
o nivel de tensao DC da bateria para 12 V ou 24 V DC.

A partir das medicoes de tensao, corrente e temperatura, e das estimagcoes realizadas,
o BMS habilita o fornecimento de energia para o veiculo, assim como permite o carregamento
da bateria por meio do fechamento de relés que energizam o circuito de alta tensao do

veiculo.
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2.8 Carregamento das LIBs

O carregamento das baterias dos BEVs pode ser considerado um limitador de
vendas de veiculos elétricos comerciais devido ao grande valor de dinheiro que precisa ser
investido nas estagoes de recarga. Os veiculos de passeio tém baterias menores do que os
veiculos comerciais e nao possuem demanda de disponibilidade alta porque podem ser
carregadas durante a noite e madrugada, dessa forma, as baterias podem ser carregados com
carregadores de baixa poténcia que sao mais baratos. Os veiculos comerciais, geralmente,
precisam ser carregados durante o seu funcionamento em um intervalo curto de tempo,
entdo, para isso, emprega-se carregadores de alta poténcia, que chegam a custar algumas
centenas de milhares de reais, o que pode chegar a representar facilmente cerca de 40% do
valor do veiculo (WASSILIADIS et al., 2021).

Baterias em desenvolvimento, como as de estado sélido, vao revolucionar as baterias
no quesito carregamento, pois com essa nova tecnologia, o carregamento rapido (do inglés,
fast charging), vai proporcionar recargas de oportunidade (carregamentos em alguns
minutos durante entrada ou saida de passageiros do veiculo ou enquanto o motorista vai
ao banheiro) com alta capacidade de transferécia de energia em poucos minutos. Para isso,
o sistema elétrico de poténcia precisa se tornar mais robusto para ter capacidade de suprir

altas demandas de poténcias em qualquer posto de carregamento (TEOH et al., 2018).

2.9 Seguranca, longevidade, performance e integracao

Ao se projetar uma LIB, deseja-se que ela seja segura, possua longa vida 1til, boa
performance e que seja de facil integracao com os outros sistemas. Essas caracteristicas
desafiadoras sao dificeis de serem alcancadas porque demandam esforcos no desenvolvimento

e oneram o valor da bateria.

A seguranca é um item muito prezado atualmente devido, principalmente, as
legislagoes vigentes que impoe regras com o objetivo de prezar pela integridade dos usuérios
dos veiculos. A norma geral que rege as regras sobre as minimas condi¢oes para liberar uma
LIB no mercado é a ECE R100, norma que impoe uma série de testes a serem performados
para garantir que a bateria pode ser submetida a diversas condi¢oes de operacgao sem haver
nenhum problema. Além da ECE R100 ((ECE), 2022), os paises estao normatizando seus
setores de baterias com o objetivo de agregar segurancga, impondo sistemas de supressao
de incéndio para os compartimentos dos sistemas de baterias tracionarias dos veiculos

elétricos destinados ao transporte coletivo.

A longevidade da bateria estd atrelada principalmente ao seu modo de uso e as

suas condigoes de exposi¢ao. Quanto menor o C-rate RMS médio da bateria, menos ela
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¢é exigida e maior é sua vida ttil para as mesmas condigoes. A temperatua é o principal
fator impactante da longevidade da bateria. Apesar do aumento da eficiéncia da bateria
atrelada a elevacao da temperatura, em altas temperaturas, as reagoes quimicas dentro
da bateria podem ocorrer mais rapidamente, levando a uma degradacao mais rapida dos
materiais ativos. Isso pode resultar em uma capacidade reduzida da bateria ao longo do
tempo. Além disso, altas temperaturas aumentam a taxa de autodescarga da bateria, o

que significa que ela pode descarregar rapidamente, mesmo quando nao estd em uso.

A performance das baterias de ions de litio é crucial na aplicacdo automotiva. A
bateria consegue fornecer a poténcia solicitada em qualquer ambiente natural do planeta, e
até em ambientes controlados com temperaturas inferiores a 0° C, devido ao gerenciamento
do sistema térmico da bateria e a estabilidade da tensdo de descarga. Além disso, com seu
ciclo de vida prolongado, e com altas C-rates de carregamento, aumenta a disponibilidade

do veiculo para o usuério.

A integracao eficiente das baterias com os diversos sistemas do veiculo proporcionam
a otimizacdao do desempenho e a maximizacao dos beneficios da tecnologia. A integracao
envolve toda a parte de comunicacao entre baterias e sistemas. O BMS deve disponibilizar,
na rede CAN, as mensagens de alertas e de falhas de forma eficiente para que as medidas

sejam adotadas a fim de garantir o funcionamento seguro do veiculo.

Em conclusao, as LIBs desempenham um papel fundamental nos BEVs. O entendi-
mento aprofundado dos conceitos da bateria como o SoC, bem como a escolha criteriosa
do tipo de bateria para a aplicacdo sdo essencias no projeto de um veiculo elétrico. No
proximo capitulo serdo abordados os meios necessarios para se conseguir representar uma
bateria por meio de circuitos elétricos equivalentes e algumas as metodologias utilzadas na

esimagao de SoC.
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3 Modelagem e estimacao
de SoC de baterias de ions
de litio

Neste capitulo, apresentam-se metodologias amplamente utilizadas na literatura
aplicadas na estimacao de SoC de baterias de ions de litio. Também se abordam as formas
de representar uma bateria por meio de um circuito elétrico equivalente que proporciona o
entendimento dindmico da bateria. Por fim, detalha-se uma forma de como se obter os

parametros desses circuitos.

3.1 Introducao

A estimacgao do SoC pode ser realizada por diversas formas, levando em consideracao
energia carregada ou descarregada, por meio da relagdo entre tensao, SoC e temperatura
de operacao ou por meio de outros algoritmos desenvovidos, exclusivamente, para essa
aplicacao. Algumas quimicas, como a NMC e NCA, possuem a curva OCV versus SoC
acentuada, o que proporciona facilidade na estimacgao fazendo uso da relagdo entre SoC e
tensao. Entretanto, algumas quimicas, como a LFP, nao possuem essa relagdo quase linear,
dessa forma, demandam-se mais esforcos matematicos para realizar a estimacao do SoC
desses tipos de baterias. A curva da tensao versus SoC, além de ser especifica de acordo
com o tipo de quimica utilizada, sofre alteragoes no decorrer da vida 1til da bateria, pois
fatores como o estado de saude da bateria (State of Health - SoH) influenciam na sua

performance.

Um método amplamente utilizado como base para estimar o SoC é a contagem
couléombica (do inglés, Coulomb Counting), abordagem que se resume a uma equagao
matematica que possui uma integral, levando em consideracao algumas condicoes iniciais.

No entanto, esse método possui algumas desvantagens em relacdo a outros métodos
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existentes, como necessidade de inserir no modelo o SoC inicial, e acumulo de erros de
estimagao devido ao fato de ser um método em malha aberta. Outros métodos que fazem
uso de inteligéncia artificial, como o aprendizado de maquina, sao capazes de simular a
complicada dindmica da bateria (LI et al., 2013). As principais metodologias aplicadas na

estimagao de SoC de LIBs podem ser observadas na Figura 7.

Figura 7 — Principais técnicas de estimagao de SoC.
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Fonte: Sidhu, Ronanki e Williamson (2019a).

A integracdo de varias abordagens individuais pode dar origem a um melhor
desempenho. Filtro de Kalman estendido é usado para estimar a tensao de circuito aberto
e, em seguida, o método de tensao de circuito aberto é usado para estimar o SoC (JUNPING;
JINGANG; LEI, 2009). Atualmente, métodos de estimagdo Coulomb Counting, fitros de
Kalman e Machine Learning possuem boa aplicabilidade nas medicoes e sao aplicados em
larga escala (CHARKHGARD; FARROKHI, 2010).

3.2 Estimacao de parametros do circuito equivalente

A estimagao de parametros do circuito equivalente, a depender do tipo de modelagem
realizada, ¢ uma das mais importantes atividades realizadas previamente a modelagem
elétrica de bateria, pois os parametros do ECM sao dados de entrada nas representacoes
dos circuitos. Uma das formas de obter os parametros é por meio do Matlab, ambiente de
programacao e linguagem de programacao de alto nivel, por meio de quatro etapas que usam

técnicas de otimizacao numérica para determinar o nimero de pares RC recomendados,
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fornecer estimativas iniciais para os parametros do circuito do modelo da bateria e estimar
os parametros para ajustar um modelo aos dados de descarga de pulso experimental. As
4 etapas sao: carregamento e pré-processamento dos dados; determinacao do nimero de
pares RC do circuito equivalente; estimacao de parametros e definicdo dos vetores das

variaveis em funcao do SoC.

3.2.1 Carregamento e pré-processamento dos dados

Nesta etapa, inserem-se no Matlab os dados de entrada de tensao, corrente e
temperatura da descarga pulsada que deve ser realizada na bateria com o SoC variando de
100% de SoC a 0% de SoC. Alguns requisitos devem ser adotados: temperatura constante,
taxa de amostragem de no minimo de 1 Hz, mudanca no SOC para cada pulso nao deve
ser superior a 5%, e o tempo de relaxamento suficiente apds cada pulso para garantir que

a bateria se aproxime da tensao de estado estacionario (MathWorks®, 2022).

Esse fenomeno faz com que a tensao retorne ao estado estaciondrio de circuito
aberto (OCV). Ocorre quando ha um gradiente de fons de litio através do eletrodo positivo,

atingindo um ecstado de energia minimo apds uma carga ou descarga parcial.

O relaxamento de tensao de circuito aberto em uma célula de Li-ion é um processo
eletroquimico que ocorre apods a interrupgao da corrente elétrica, resultando na diminuigao
da tensao devido a queda na resisténcia interna. A tensao relaxa de volta para uma tensao
de circuito aberto de estado estaciondrio (OCV). Este processo de relaxamento ocorre
uma vez que ha um gradiente de ions de litio através do eletrodo positivo que atinge um
estado minimo de energia estado apds um carga ou descarga parcial. Como a tensao é
determinada pela concentracao superficial de ions de litio em um eletrodo, esse gradiente,
através do eletrodo, se dispersa com o tempo e afeta a tensdo nos terminais da bateria
(THEUERKAUF; SWAN;, 2022).

O reconhecimento da sequéncia de pulsos de corrente é realizado por meio da
funcao Battery. Pulse, em que se carregam e processam os dados de descarga para a
bateria em estudo, usando os comandos Step1, Load and Preprocess Data, na adaptagao
do script Example_ DischargePulseEstimation. O modelo da bateria no Simulink em que

se implementa essa fungdo esta ilustrado na Figura 8.

Os dados de caracterizacao de pulso incluem uma sequéncia de pulsos de descarga,
seguidos por um periodo de relaxamento, como pode ser observado graficamente na Figura
9.

A identificagdo dos pulsos é um passo importante para a determinagao dos parame-

tros do modelo, tendo em vista que este processo identifica a por¢ao da curva referente
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Figura 8 — Modelo de geracao de dados de descarga pulsada
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Figura 9 — Dados de descarga pulsada
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a variacao instantanea da tensdo, que diz respeito a resisténcia interna da bateria, e a
porgao referente as constantes de tempo do modelo (LI et al., 2019). A identificacdo dos

pulsos pode ser observada na Figura 10.

A partir da geracao de descarga pulsada, observam-se o pulso e o relaxamento
referente a célula, como pode ser visualizado na Figura 11, que correspondem as estimativas

iniciais para a tensao de circuito aberto (OCV) e resisténcia em série.
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Figura 10 — Identificagdo dos pulsos de corrente
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Fonte: Préprio Autor.
Figura 11 — Curva de aproximacdo Ry e E,,
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Fonte: Préprio Autor.

Em que F,,(1) se refere a tensao de circuito aberto para o SoC(1), E,,(2) se refere
a tensao de circuito aberto para o SoC(2), Ry(1) se refere a queda resistiva devido ao
inicio do pulso de corrente entre o SoC(1) e SoC(2), Ry(2) se refere a queda resistiva
devido ao fim do pulso de corrente entre o SoC(1) e SoC(2), R123(1) e Cy23(1) s@o as

variaveis relacionadas ao comportamentos transitérios das curvas de tensao.

A Figura 11 esta estritamente relacionada com a resisténcia interna da bateria e
com a quantidade de pares de RC. A resisténcia interna pode ser encontrada via lei de
Ohm, mas a determinacdo dos valores dos parametros dos pares de RC demanda maiores
esforgos, pois circuitos equivalentes com dois pares RC ou mais, os parametros ndo podem

ser obtidos por meio de analise grafica, apenas por meio de anélise numérica.
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3.2.2 Determinacao do nimero de pares RC

Apbs o reconhecimento dos pulsos da descarga pulsada por meio de fungoes, o
Matlab plota curvas que representam as respostas do sistema para as opgoes de 1 a b
pares de RC. A escolha da topologia do circuito equivalente ¢ uma etapa importante no
processo de modelagem, pois a quantidade de pares de RC usados no circuito elétrico
equivalente influencia o comportamento dindmico da bateria nas respostas transitorias. A
automatizacao do processo de ajuste de curvas de equacoes de decaimento exponencial
para cada periodo de relaxamento permite uma anéalise eficiente da dindmica celular. Esta
analise envolve a tentativa de ajustes usando de 1 a 5 constantes de tempo exponenciais,

cada uma associada a pares RC no circuito, como pode ser observado na Figura 12.

Figura 12 — Simulagdo para definigdo do nimero de ramos RC do ECM
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Fonte: Préprio Autor.

Observa-se no grafico inferior direito da Figura 12 acima que as simulac¢oes que
representam os ECMs de um e dois pares de RC possuem mais ruidos de aproximacao
do que todas as outras op¢oes nos primeiros 60 segundos. Esse comportamento nos 60
segundos iniciais, que representa a dindmica mais rapida, deve-se a predominancia das
constantes lentas do sistema devido ao extenso periodo de repouso. Entretanto, observa-se
na posicao inferior esquerda da Figura 12 que quando o nimero de pares de RC aumenta,

a dindmica mais lenta do sistema torna-se mais significativa.
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3.2.3 Estimacao dos parametros

A estimagao dos parametros do modelo é a etapa 3 do algoritmo, na qual, inicial-
mente a tensao de circuito aberto E,, e a resisténcia em série Ry sdo determinadas. Para
isso, é necessario inspecionar a tensao imediatamente antes e apds a corrente ser aplicada
e removida no inicio e no fim de cada pulso. A técnica de estimacgao usa a tensao apds o

periodo de relaxagdo para estimar os parametros F,, e Rjy.

A partir dos dados gerados no Simulink pela simulagao de descarga pulsada, gera-se
um script no Matlab para inserir esses dados no bloco Estimation Equialent Circuit Battery,

ilustrado na Figura 13, para gerar os parametros do circuito equivalente.

Figura 13 — Bloco de determinacao dos paramétros dos circuitos equivalentes
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Fonte: Préprio Autor.

3.2.4 Definicao dos valores para cada parametro em funcao do
SoC

Os graficos com os parametros do ECM obtidos da simulacao podem ser observados
na Figura 14. Observa-se que a resisténcia interna da bateria é menor para valores
intermediarios de SoC, o que é esperado devido a sua natureza elétrica, que tende a
aumentar sua resisténcia interna quando todos os elétrons estdo no eletrodo positivo ou
quanto todos estdao no eletrodo negativo, quando a bateria esta carregada e descarregada,

respectivamente.

3.3 Modelagem de baterias

A modelagem de LIBs é um mecanismo utilizado para representar os comportamen-
tos que as baterias apresentam quando submetidas a condigoes de operacao, levando em
consideracao todas as varidveis que interferem em seu funcionamento. Para isso, realiza-se

o levantamento e a analise de dados experimentais com o auxilio de modelos matemaéticos,
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Figura 14 — Representacédo de parametros estimados correspondentes a uma célula de litio.
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que servem de base para obtencao das representagoes dos sistemas. Nesta sec¢ao, detalha-se

como obter circuitos elétricos equivalentes de LIBs.

Para garantir a seguranca e a robustez na utilizacao de LIBs, é necessario um
modelo preciso, preferencialmente de baixa complexidade, para descrever as caracteristicas
dinamicas e estaticas. A modelagem de LIBs desempenha um papel crucial na analise e
controle de sistemas de energia de veiculos elétricos. Os modelos de baterias de fons de
litio existentes se enquadram principalmente em trés categorias: modelos eletroquimicos,

modelos de caixa preta e modelos de circuito equivalente (HU et al., 2018).

O modelo de circuito equivalente de uma bateria consiste em uma fonte de tensao
referente & OCV, um resistor interno e pares de resisténcia-capacitancia (RC), que sao
capazes de descrever a relagao elétrica entre as entradas (corrente, SOC e temperatura) e a
tensao do terminal. Comparados aos modelos empiricos, os ECMs sao muito mais faceis para
o entendimento das caracteristicas elétricas da bateria. Além disso, devido a abundancia
de componentes do circuito e suas combinagoes, o ECM oferece ferramentas suficientes
para a predi¢ao dos comportamentos reais das baterias, o que ajuda na acertividade do

dimensionamento do projeto.
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3.3.1 Modelo RC de primeira ordem de uma bateria

O modelo representado por uma fonte de tensdo, uma resisténcia interna e um par
de RC ¢é o modelo de circuito equivalente mais simples e ¢é selecionado para aproximar o
desempenho elétrico da bateria como pode ser observado na Figura 15. Ao aplicar uma
tensdo ou corrente a um circuito que inclui uma bateria, o modelo RC de primeira ordem
é usado para prever como a tensao ou corrente ira variar ao longo do tempo. A constante
de tempo do circuito (7 = RC) é um pardmetro importante que determina a velocidade

com que a resposta transiente ocorre (Farag, 2013).

Figura 15 — Diagrama do circuito de primiera ordem.
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Fonte: Préprio Autor.

As equagoes de espaco de estado que representam esse cicuito estao detalhadas a

seguir:
SoC(k+1) | |1 0 , | SoC(k) At |
Uik +1) _[0 1—ng1] U (k) +[ e ]Z(k) (31)
y(k) = Uy(k) = OCV(SoC) — Uy (k) — Ry x i(k) (3.2)
Onde,

e SoC é o estado de carga da bateria;
e OCV ¢é a tensao de circuito aberto;

o C é a capacidade nominal da bateria;
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e Ry ¢ a resisténcia ohmica da bateria;

o R, se refere a dindmica de polarizacao;

o U; é um estado que representa a tensao no capacitor Cf;
o SoC(k) e U sao os estados do sistema;

« y(k) é a saida do sistema, a qual corresponde a tensao no terminal com a bateria

conectada a uma carga;
« i(k) é a corrente de entrada;

e 1; = 13600xCi , sendo i um indice para representar a variagado da capacidade em

relacao ao tempo;

o At é o periodo de amostragem.

3.3.2 Modelo RC de segunda ordem de uma bateria

O modelo de segunda ordem ¢ ilustrado na Figura 16. O modelo é capaz de
representar adequadamente o comportamento das constantes de tempo rapida (ramo

R1C1) e lenta (ramo R2C2) para recuperagao de tensao da bateria (Farag, 2013).

Figura 16 — Diagrama do circuito de segunda ordem.
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Fonte: Préprio Autor.

Baseado nesse tipo de circuito é possivel observar:
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SoC(k + 1) 1 0 0 SoC(k) —st
Ui(k+1) | =0 1-5& 0 « | Uy(k) |+ &b [ilk); (33)
Uy(k+1) 0 0 1-— ngz U, (k) %;f
y(k) = Ui(k) = OCV (S,C) — Ui (k) — Uz(k) — Ry x i(k) (3.4)
Onde,

o SoC é o estado de carga da bateria;

o OCV ¢ a tensao de circuito aberto;

e C é a capacidade nominal da bateria;

e Ry ¢é a resisténcia chmica da bateria;

o R C; é referente a constante de tempo rapida de polarizacido e de dupla camada;
o RyC5 é referente a constante de tempo lenta;

o U; e U, sdo estados que representam as tensdes em volta dos capacitores C; e Ca:
e SoC (k),U; e Uy sa0 os estados do sistema;

. k) é a saida do sistema, a qual corresponde a tensao no terminal com a bateria
9

conectada a uma carga,;
 i(k) é a corrente de entrada;

_ 1 . ’ . . ~ . ~
* i = 500G sendo ¢ um indice para representar a variacdo da capacidade em relagao

ao tempo;

o At é o periodo de amostragem.

3.3.3 Modelo RC de terceira ordem de uma bateria

O modelo de terceira ordem permite obter respostas de forma mais precisa do

comportamento do sistema, como pode ser observado na Figura 17.

As equacgoes de espacgo de estado que representam esse circuito sao:
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Figura 17 — Diagrama do circuito de terceira ordem.

R1 R2 ha
i . i V+1
C1 c2 C3
+ + - + -
- 1l i
C ocv
V-1
Fonte: Préprio Autor.
SoC(k +1) 1 0 0 0 SoC(k) —mat
Uy (k+1 01— At 0 0 U, (k ot
P O I RS I
Uy(k +1) 0 0 1- AL 0 Uy (k) o
Us(k+1) 0 0 0 1— 25 Us(k) o
(3.5)
y(k) = U(k) = OCV(S o C) — Uy (k) — Us(k) — Us(k) — Ro x i(k) (3.6)
Em que,

e SoC é o estado de carga da bateria;

e OCV ¢ a tensao de circuito aberto;

o C é a capacidade nominal da bateria;

e Ry é a resisténcia chmica da bateria;

o R;C; é referente a constante de tempo rapida de polarizacao e de dupla camada;
e R,y é referente a constante de tempo lenta;

o R3Cj3 é referente a constante de tempo mais lenta que o ramo anterior;
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e Uy, Uy e Us sao estados que representam as tensoes em volta dos capacitores Cq, Cy
e Cs;

o SoC(k), U, U, e U; s@o os estados do sistema;

« y(k) é a saida do sistema, a qual corresponde a tensao no terminal com a bateria

conectada a uma carga;

o i(k) é a corrente de entrada;

_ 1 . /7 . . ~ . ~
* 7 = 3500xe sendo ¢ um indice para representar a variacao da capacidade em relacao
ao tempo;

o At é o periodo de amostragem.

A complexidade ao utilizar 1, 2 ou 3 pares de RC para representar uma LIB aumenta
a medida que mais pares de RC sao adicionados. Cada par de RC corresponde um circuito
RC de primeira ordem, e a combinacao de miltiplos pares de RC visa representar mais
caracteristicas do comportamento da bateria. A escolha adequada do modelo depende das
caracteristicas especificas da bateria, dos requisitos da aplicacao e da disponibilidade de
dados experimentais para identificar os pardmetros do modelo. Além disso, modelos mais
complexos exigem maior esfor¢o computacional ¢ podem ser mais desafiadores de identificar
corretamente. Portanto, é necessario encontrar um equilibrio entre a complexidade do

modelo e a utilidade pratica para a finalidade desejada.

3.4 Meétodo Coulomb Counting aplicado na estimacao
de SoC

O método Coulomb Counting é usualmente utilizado como base na estimagao de
SoC devido a sua simplicidade, pois se resume ao calculo do SOC baseado no produto
da corrente elétrica com o tempo. A metodologia leva em consideragdo o Ampere hora
tanto da descarga como da recarga (Berecibar et al., 2016). Nessa metodologia, a partir
da energia que entra e que sai da bateria, o algoritmo utilizado estima a capacidade e o
SoC. No entanto, é um método de malha aberta e seu processo de estimacgao tende a se
desviar dos valores originais devido ao efeito cumulativo dos erros de medigao e ao calculo
pela fun¢ao de integracao. Além disso, é intrinseco ao método a necessidade de estimar o
valor inicial do SOC, o que pode gerar mais problemas na estimagao (SIDHU; RONANKI;
WILLIAMSON, 2019b).
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Além disso, essa metodologia possui limitagoes, pois a curva de correlaggo OCV-SoC
nao ¢é pratica para células que possuem histerese, uma vez que a célula da bateria leva
muito tempo para atingir um OCV de estado estacionario ap6s um pulso de corrente. O
problema ¢ agravado para as baterias LFP que também possuem uma curva de correlagao
OCV-SoC muito plana. Os modelos atuais de estimativa de SOC sao incapazes de cuidar
de todas essas complicacoes. Um algoritmo mais robusto é necessario para estimar a carga
total instantanea disponivel para trabalho dentro de uma célula LFP (HURIA et al., 2013).

O modelo matematico da equacao 3.7 explicita como o SoC é calculado, em que
Cy ¢ a capacidade nominal de uma bateria, SoC(ty) representa o SoC no tempo inicial %,
n é a eficiéncia de Coulomb e I(t) é a corrente positiva na descarga e negativa na carga,

com a corrente medida (Santos, 2019),

SoC(t) — SoC(tO)—; /ttnl(t)dt (3.7)

A implementacao do método pode ser realizada no Simulink por meio do bloco
SOC Estimator (Coulomb Counting). As varidveis de entrada sdo SoC inicial e corrente

elétrica, e a varidvel de saida é o SoC estimado. O bloco estd ilustrado na Figura 18.

Figura 18 — Bloco estimador de SoC utilizando Coulomb Counting.

Dados Discrete
L~ Current(A) u
L

: Ah
it JReset — yp———» )
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1 —P{x0

]

SOC inicial Integrador

Fonte: Préprio autor.

As entradas do sistema sao corrente elétrica e o SoC inicial. Utilizou-se o bloco de
ganho para converter os dados de corrente elétrica em Amperes-hora. O bloco integrador
utiliza a carga que entra e que sai da bateria, e o SoC inicial para realizar a etimacao do

SOC instantaneo na saida.
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3.5 Filtros de Kalman aplicados na previsao de siste-

mas dinamicos

O filtro de Kalman (do inglés, Kalman Filter - KF), desenvolvido por Rudolph E.
Kalman, é uma metodologia que fornece um método eficiente ao longo do tempo para
filtrar medigdes de entrada e saida do sistema para produzir uma estimativa inteligente do
estado de um sistema linear. E de uso comum em muitos campos, incluindo rastreamento
de alvos, navegagao e comunicacao (JUNPING; JINGANG; LEI, 2009). A representagao
mais simples dos modelos de espago de estados podem ser expressos com equagoes da
seguinte forma (TURNER, 2016):

rp = Ak_125—1 + Q-1 (3.8)

Yk = Hkl'k + 7k (39)

Onde,

e 1 € R" é 0 estado do sistema no tempo k.

e y; € R™ é a medicao no passo de tempo k.

e ¢r_1 ¢ o ruido do processo no intervalo de tempo £ - 1.

e 1 ¢ a medi¢do do ruido no intervalo de tempo k.

e Aj;_1 é amatriz de transicio do modelo dinamico.

e Hj é a medicao do modelo da matriz.

« A distribuicao a priori para o estado é xy ~ N(myg, Ip), em que os parametros mg e

Py sao definidos usando as informacoes conhecidas sobre o sistema em estudo.

O filtro de Kalman possui duas etapas: a etapa de previsao, em que o préximo
estado do sistema é previsto a partir das medi¢oes anteriores, e a etapa de atualizacdo, em
que o estado atual do sistema é estimado considerando a medigdo naquela etapa de tempo
(HARTIKAINEN; SOLIN; SARKKA, 2008)

e Previsao KF
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my, = Ap—1mk_1 (3.10)
Py = A 1 Pe AT+ Qi (3.11)
o Corregao KF
vk =y — Hymy, (3.12)
Sy = H Py H + Ry (3.13)
K, = P H!'S; (3.14)
mg = my, — Ky (3.15)
P, = P, — KiS. K} (3.16)

Em que:

« m, ¢ P_ sdo a média prevista ¢ a covariancia do estado, respectivamente, na ctapa

de tempo k antes de ver a medigao.

e my e P, sdo a média estimada e a covariancia do estado, respectivamente, na etapa

de tempo £ depois de ver a medicao.
e v é a inovacao ou o residuo de medicao no intervalo de tempo k.
o Sj ¢ a covariancia de previsao de medi¢ao no intervalo de tempo k.

o K} é o ganho do filtro, que informa quanto as predi¢ées devem ser corrigidas no

intervalo de tempo k.

Tratando-se da modelagem da estimagao de SoC de LIBs em que a relagao entre a
tensao de circuito aberto e o SoC é nao linear, realiza-se um processo de linearizagao que
ocorre a cada passo de tempo para aproximar o sistema nao linear de um sistema linear
variavel no tempo. Essa técnica, filtro de Kalman Extendido (do inglés, Extended Kalman
Filter - EKF), herda a habilidade do do filtro de Kalman para estimar os melhores valores
possiveis das entradas contendo ruido ndao medido. (TURNER, 2016).
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3.6 Filtros de Kalman estendido aplicados na estima-
c¢ao de SoC de LIBs

O filtro de Kalman Estendido amplia o escopo do filtro de Kalman para problemas
de filtragem de sistemas nao lineares ao utilizar o principio da linearizacao da fungao
nao linear que usa derivadas parciais e expansao em série de Taylor de primeira ordem,
formando uma aproximacao gaussiana para a distribuicdo conjunta do estado x e medigoes
y (PLETT, 2004). A linearizacdo permite propagar o estado e a covariancia de estado
em um formato aproximadamente linear e requer jacobianos da equacgao de estado e da
equagdo de medigdo (CHENG et al., 2014). O modelo de filtragem utilizado no EKF é

Thkt+1 = f(xk,uk) + wg (317)

Uk = g(zk, ug) + re (3.18)

Em que:

o 1 € R™ é o vetor de estado do sistema no indice de tempo discreto k.
ey € R™ ¢é a medicao do sistema.

o wp ~ N(0,Qk_1) é o ruido do processo.

o 1~ N(0, Rg) é o ruido da medigao.

e f ¢ a funcao de modelo dinamico.

e ¢ é a funcdo de modelo de medicao.

A cada indice de tempo, f(xg,ux) e g(xk, ux) com a linearizacdo por uma expansao

da série Taylor de primeira ordem, o modelo pode ser reescrito como:

Try1 = Ap X Tp + By X up + wy, (319)
Yrr1 = Crp X T + D X up + 13 (320)

em que,
A, = 2l (@) (3.21)

0 [y
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B, = 2 @n )] 8(:[2“;]”")] (3.22)
Cy = W (3.23)
Dy = W (3.24)

O espago de estados do modelo do circuito equivalente ilustrado na Figura 17 é
composto pelo SoC e pelas tensoes nos pares de RC, e a entrada do modelo é a corrente i.
Assim, o ECM dinamico pode ser descrito no espago de estados como resposta ao degrau

da seguinte forma:

SoC(k + 1) 1 0 0 0
Ui(k+1) | [0 eCTo/m 0 0
Us(k+1) 0 0 e(=Ts/m2) 0
Us(k+ 1) 0 0 0 e Ts/m)
. (3.25)
SoC(k) ron
UL (k) R, (1 _ 6(—Ts/7'1))
-+ I(k) + W
Us (k) Ry (1 c-1mn) | 109+ W
Us (k) R (1 — eTo/m))
(k) = Uy = Upe(SoC(k)) — Us(k) — Us(k) — Uy (k) — Ry x I(k) + Vi, (3.26)

Para obter as matrizes, deriva-se parcialmente em relagdo a tensao ¢ a corrente:

1 0 0 0
Sf 0 el=Ts/m) 0 0
Ay == = .
L 0 0 e(=Ts/72) 0 (3.27)
0 0 0 e/
nTs
( gy )
5f Rl 1 —el7is/m
By = = 3.28
FT ST | Ry (11— ) (3.28)
Rs (1 — e<-Ts/TS>)
g OUope
Ck == 5*)( - [M'SOC:SOCl — 1 — 1 - 1] (329)
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Dy = 28 = [Ry(k) (3:30)

O processo de previsao do EKF é dada por:

Ty = A Xz + By x I(k) (3.31)

A propagagao do erro de covaridncia é dado por:

Poy=Ayx PBF x AL + Qs (3.32)
Em que:

e Tyk—1 ¢ a estimativa a priori do estado no instante k;

e Tp_1k—1 ¢ a fungao de transicdo de estado que modela a dindmica do sistema;
e uy € o vetor de entrada;

e Ppp—1 € a covariancia a priori do erro de estimativa;

o Fj_; é a matriz jacobiana da funcao de transicao de estado;

e (Qr_1 € a matriz de covariancia do ruido do processo.

Na atualizacao, o célculo do ganho é dado por:

Ky =Py x CF X [Cy x Py x CF + Ry 7! (3.33)

O erro ¢ atualizado pela equacgao:

P];:.l:Pk__;.l_KkXCkXPk__H (334)

E a atualizagao do estado estimado é dada por:

why = 2 + Ki x [V (k) — Uy(k)] (3.35)

A implementacao do método EKF pode ser realizada no Simulink por meio do bloco
SoC Estimator (EKF), representado na Figura 19. As varidveis de entrada sao SoC inicial
e corrente elétrica, resisténcias e capacitancias e a varidvel de saida é o SoC estimado. A

partir desse bloco, implementou-se no Simulink a representagao da bateria para inserir os
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valores de entrada e realizar a estimagdo. A implementacao completa no Simulink para
a estimacao de SoC por meio de EKF pode ser observada na Figura 20. A simulagao foi
realizada inserindo os valores iniciais dos estados e os dados da matriz de covariancia
inicial.

Figura 19 — Bloco estimador de SoC utilizando EKF.
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Fonte: Préprio autor.

Figura 20 — Representacdo de uma bateria na estimacao de SoC utilizando EKF.
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Concluindo, por meio de ferramentas computacionais e métodos matematios é
possivel realizar a modelagem de uma LIB por meio de circuitos elétricos equivalentes, em
que seus parametros podem ser obtidos, dentre algumas formas, por meio de dados obtidos
em ensaios de laboratorio ou em condicoes reais de ciclos de trabalho. Utilizando o Matlab
é possivel implementar alguns métodos de estimagao de SoC, como o Coulomb Counting
e Extended Kalman Filters para realizar a estimagao de SoC. No préximo capitulo sera
detalhado sobre como também pode-se realizar a estimacao de SoC por meio de algumas

metodoogias de inteligéncia artificial utilizando open source.
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4 Machine learning

Exploram-se, neste capitulo, as caracteristicas fundamentais de alguns algoritmos
de Machine learning que podem ser aplicados na previsao de sistemas nao lineares. Além
disso, destacam-se as diferencas essenciais entre esses algoritmos, revelando os detalhes
que os tornam aptos para a aplicacdo em metodologias voltadas para a estimacao do SoC
de LIBs.

4.1 Introducao

Recentemente, com o avanco do desenvolvimento da ciéncia e da tecnologia,
alcangou-se a era da inteligéncia artificial. O reconhecimento e a classificacdo de ob-
jetos ja desempenham papel importante no comércio eletronico, na inteligéncia de negdcios
¢ em diversos sctores como tecnologia, satde, seguranca ¢ transporte. Muitas técnicas
utilizando inteligéncia artificial sao utilizadas em tarefas de estimagéo, reconhecimento e
classificac@o de objetos e padroes (FENGXIN et al., 2017).

Inteligéncia artificial (do inglés, Artificial Intelligence - Al) é a simulagao da
inteligéncia humana por meio de maquinas. E uma 4rea interdisciplinar que se concentra
em criar sistemas e tecnologias que possam realizar tarefas que normalmente requerem
inteligéncia humana, como tomar decisoes, resolver problemas e reconhecer padroes. A Al
pode ser implemenada por diversas formas, entre elas, aprendizado de maquina (do inglés,
Machine Learning - ML), processamento de linguagem natural, visdo computacional e
robotica. O objetivo da Al é desenvolver sistemas que possam ser autéonomos ou ampliar a
inteligéncia humana em tarefas especificas (TEJASWINI; SIVRAJ, 2020).

A Al pode ser dividida em grupos de algoritimos com base em sua aplicacdo e no
tipo de tecnologia empregada, como ML, processamento de linguagem natural, sistemas

especialistas, como pode ser observado na Figura 21.

ML é um ramo da inteligéncia artificial que apresenta boa aplicabilidade em
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Figura 21 — Divisao da Iteligéncia Artificial
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classificagao, regressao e outras tarefas relacionadas a dados de alta dimensao. Com o
objetivo de extrair conhecimento e obter percepgoes de grandes bancos de dados, o ML
aprende com calculos anteriores para produzir decisoes e resultados confidveis e repetiveis.
Com o rapido ritmo de desenvolvimento de abordagens baseadas em dados que combinam
a sabedoria de especialistas com poderosos modelos de ML, os cientistas estdo comegando
a integrar a intuigao humana na orientacao da pesquisa cientifica (BARRETT; HARUNA,
2020). Nao existe um tipo tnico de algoritmo que sirva para todos e que seja o melhor
para resolver um problema. O tipo de algoritmo empregado depende do tipo de problema
que se deseja resolver, do nimero de variaveis, do tipo de modelo que melhor se adequa a
ele e assim por diante (MAHESH, 2020).

ML pode ser dividido em trés metodologias: sistemas supervisionados, sistemas nao
supervisionados e aprendizado forgado (MAHESH, 2020). A aplicagao de metodologias de
sistemas supervisionados na estimagao de SoC de LIBs pode ser realizada de forma acurada
porque a metodologia é capaz de estimar as mudancas de SoC, devido aos carregamentos
e aos descarregamentos, a partir de dados de entrada, e também conseguir interpretar o

decaimento do SoC devido ao envelhecimento da bateria.

ML pode ser classificado com base na abordagem de aprendizado, com base na
tarefa, com base na tecnologia e com base na aplicacao. Tipos de métodos baseados na
abordagem do aprendizado sao sistemas supervisionados, sistemas nao supervisionados e

aprendizado forgado.
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4.2 Sistemas supervisionados

O aprendizado supervisionado é uma metodologia de ML que consegue aprender
uma fungdo que mapeia uma entrada para uma saida com base em pares de entrada-saida
de exemplo. Ele infere uma funcao a partir de dados de treinamento rotulados que consistem
em um conjunto de exemplos de treinamento. Os algoritmos de ML supervisionados sao
aqueles algoritmos que precisam de assisténcia externa. O conjunto de dados de entrada é
dividido em conjunto de dados de treinamento e de teste (MAHESH, 2020).

Alguns algoritmos de predicao de sistemas supervisionados que podem ser aplicados
na estimagao de SoC de LIBs sado arvores de decisao (do inglés, Decision Tree - DT) e

méquina de vetores de supote (do inglés, Support Vector Machine - SVM).

4.2.1 Arvore de decisio (DT)

A metodologia de DT por meio de ML é um processo que envolve a construcao de
uma estrutura hierarquica multidimensional em forma de arvore para tomar decisdes com
base em caracteristicas dos dados de entrada. A Figura 22 representa uma pequena parte
de uma dimensao de uma DT, em que os blocos verdes representam nés de decisao e os

blocos azuis, nos folhas.

Figura 22 — Representagdo de uma dimensao de uma arvore de decisdo
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Fonte: Préprio autor

Trata-se de um modelo que ndo possui nenhuma estrutura de &rvore prévia. A
estrutura da arvore depende da complexidade dos dados de treinamento durante o estagio

de aprendizado. A arvore de decisdo é composta por dois tipos de né: né de decisao e nod
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folha. Cada amostra de dados de treinamento ¢ avaliada pelos nds de decisdo e passada para
diferentes nds, dependendo do valor das caracteristicas da amostra (SIDHU; RONANKI;
WILLIAMSON, 2019a). A estrutura de uma arvore de decisao é uma semelhante a um
fluxograma em que cada né interno representa um teste em um atributo, cada ramificacao

representa o resultado do teste e cada né folha, um rétulo de classe (NIZAM et al., 2015).

As DTs aprendem com os dados para aproximar curvas por meio de conjuntos de
regras de decisao baseado em fungoes logicas do tipo if-then-else, como pode ser observado
na aproximacao da curva senoidal ilustrada na Figura 23. Quanto mais profunda a arvore,

mais complexas as regras de decisao e mais adequado o modelo.

Figura 23 — Representagdo da aproximagdo de uma curva senoidal por meio de DTs
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Fonte: scikit-learn (Acesso em 2023)

As princiais vantagens do métodos DTs sdo: simples de entender e interpretar,
capaz de lidar com problemas de multiplas saidas, requer pouca preparacao de dados,
possibilidade de validar um modelo usando testes estatisticos e apresenta bom desempenho
(mesmo que suas suposigoes sejam um pouco violadas pelo modelo verdadeiro a partir
do qual os dados foram gerados). A classifica¢do das instdncias comega no no raiz de
uma arvore de decisao ou em qualquer outro algoritmo de classificacao utilizado. Essas
instancias sao classificadas com base em seus valores de recurso, que sdo as caracteristicas
ou atributos que descrevem cada instancia (KOTSIANTIS et al., 2007). O objetivo é criar
um modelo que preveja o valor de uma variavel de destino aprendendo regras de decisao

simples inferidas dos recursos de dados.

A implementacao do método arvore de decisao pode ser realizado de diversas formas
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utilizando linguagens de programacao como python, C ou C++, por exemplo. Em python,
essa implementacao pode ser realizada por meio da biblioteca scikit-learn, que é uma
biblioteca para aprendizado de méquina de c6digo aberto. E possivel implementar em
python arvores de decisao por meio da classe DecisionTreeRegressor, que ¢ uma classe
capaz de realizar estimagoes por meio de regressao em um conjunto de dados. O fluxograma

ilustrado na Figura 24 representa o passo a passo da execucao do método.

Figura 24 — Representacao das etapas da estimacao de SoC por meio de arvores de decisdo.
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A biblioteca scikit-learn também disponibiliza a classe RandonForest para estimar
estimacao de sistemas nao lineares. Essa classe é utilizada para criar modelos de florestas
aleatorias, com o objetivo de encontrar a melhor quantidade de nés possiveis que possibili-
tem um resultado com menor erro possivel na estimacgao. Por padrao, essas classes utilizam
70% dos dados para treinamento e 30% para teste, mas esses valores podem ser ajustados
conforme necessidade de projeto. Caso se deseje maior acuracidade nas estimagoes, pode-se
aumentar a proporcionalidade dos dados de treinamento para o sistema se tornar mais

assertivo e possuir menor erro de estimagao.

4.2.2 Support Vector Machine - SVM

Support Vector Machine (SVM) sdo sistemas de aprendizagem de maquina treinados

com um algoritmo de otimizagdo matematica, que sao embasadas pela teoria do aprendizado
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estatistico. O desenvolvimento dessa teoria iniciou-se em 1992 por B. Boser, I. Guyon e V.
Vapnik ao desenvolverem um classificador de limite ideal, formando o primeiro protétipo
de SVM (GUO et al., 2014). Essa metodologia destaca-se por possuir sélida fundamentagao
tedrica e por poder alcancar alto desempenho em aplicagoes praticas. Trata-se de uma
entidade matematica, um algoritmo para maximizar uma fungdo matematica especifica

em rela¢do a uma determinada cole¢ao de dados (NOBLE, 2006a).

A teoria de aprendizagem de SVM identifica precisamente os fatores que devem
ser considerados para a aprendizagem ser bem sucedida e construir modelos complexos.
O treinamento de SVM envolve a otimizacao de uma funcao quadratica convexa, que
¢ um problema de otimizacdo mateméatica. SVM envolve poucos parametros livres que
precisam ser ajustados pelo usuario e nao héa uma dependéncia, pelos menos de uma
forma explicita, na dimensao do espago de entrada do problema, o que sugere que SVM
pode ser util em problemas com um grande niimero de entradas. Outro destaque é que a
arquitetura de SVM nao é encontrada por experimentacao. Essa técnica pode ser aplicada
ao reconhecimento de padroes (estimar fungoes indicadores), de regressao (estimar fungoes

de valores reais) e de extragao de caracteristicas (Santos, 2019).

Para o adequado funcionamento da SVM, principios devem ser seguidos na obtencao
de classificadores e estimadores com boa generalizacao, como a capacidade de prever
corretamente a classe de novos dados do mesmo dominio em que o aprendizado ocorreu
(LORENA; CARVALHO, 2007). Essa metodologia funciona com base no principio do
calculo de margem, desenhando margens entre as classes. As margens sao tracadas de
forma que a distancia entre a margem e as classes seja méxima e, portanto, minimizando
o erro de classificacao (MAHESH, 2020).

Em SVM, as classes se referem ao tipos de rotulos ou categorias em que as amostras
podem aprensentar, elas variam de acordo com o tipo de problema, e apresentam diferentes
niveis de complexidade. Nos casos mais simples, como os de classificacdo binaria, as
classes s@o representadas por zeros e uns, mas em casos mais complexos, a SVM lida

eficientemente com problemas nao linearmente separaveis de alta dimensao (CRISTIANINI;
SHAWE-TAYLOR, 2000).

Nas SVMs, as margens se referem a distancia entre a linha/plano separador e os
dados de treinamento/teste de cada classe. Os vetores de suporte sdo os pontos mais
préoximos do hiperplano separador. O calculo da margem é realizado a partir da distancia
perpendicular do hiperplano aos vetores de suporte (LORENA; CARVALHO, 2007). O
SVM busca definir um hiperplano separador que maximize as margens, com o objetivo de

garantir a maior distancia possivel entre o hiperplano e os pontos dos dados.

O SVM faz uso de uma fungao de kernel para mapear dados em um espago de alta
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dimensao, onde uma linha pode ser usada para ajustar os pontos de dados. A funcao de
perda do SVM permite que o modelo tenha um erro aceitavel para os dados de treinamento
(LIU et al., 2022a). A ideia é a implementagdo de um método de regressao, Support Vector
Regression, que encontra os pardmetros 6timos para fazer o desvio total de toda a amostra
(TIAN; LI; LI, 2021).

O diferencial da aplicacao de SVM pode ser observado na solugao de problemas de
sistemas nao lineramente separaveis, utilizando-se uma técnica chamda de kernel trick, que
é uma forma de calcular o produto interno entre os vetores no espaco de caracteristicas,
mapeando-os em um espago de maior dimensao (ZHANG et al., 2019). Para isso, calcula-se
o produto interno entre os vetores no espago de caracteristicas, transformado-o sem a
necessidade de calcular explicitamente as novas coordenadas. O produto interno resultante
é equivalente ao produto interno no espaco de caracteristicas original, mas os dados foram

implicitamente mapeados para um espac¢o de maior dimensionalidade.

SVM pode ser aplicado a previsao SoC de LIBs, com quatro parametros de ca-
racteristicas externas da bateria - tensdo terminal, corrente de descarga, temperatura da
bateria e o SoC de entrada - usadas como entradas para construir um modelo de méquina
vetorial de suporte. Por meio de SVM, o problema de previsao SoC é transformado em
um problema de regressao nao linear (LI et al., 2020). O diagrama representado na Figura

25 apresenta o modelo de predicao de SoC por meio de SVM.

Figura 25 — Representacéo do diagrama SVM na estimagdo de SoC de bateria de Li-ion.
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Fonte: Adaptado de Li et al. (2020).

Em que, z; é o vetor de suporte alvo, K (x;,x) é a fungao kernel. A fung¢do do kernel

pode inserir dados de baixa dimensao no espaco de alta dimensao.

As ideias basicas por tras do algoritmo SVM podem ser compreendidas sem a
necessidade de se aprofundar em equacgoes matematicas. Para compreender a esséncia
do método SVM, é preciso compreender quatro conceitos basicos: (i) o hiperplano de

separagdo, (ii) o hiperplano de margem maxima, (iii) a margem suave e (iv) o hiperplano
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de margem méaxima (NOBLE, 2006b).

4.2.2.1 Hiperplano separador

O hiperplano é uma generalizagao do conceito de um plano para espacos de
dimensoes superiores. Em SVM, um hiperplano é usado como uma fronteira de decisao
que separa dados de diferentes classes em um espago multidimensional, com o objetivo de

encontrar o hiperplano 6timo que maximiza as margens entre as classes (NOBLE, 2006b).

Em SVMs, o hiperplano é um subespaco de uma dimensao inferior aos espagos
de amostras, em sistemas de duas dimensoes, o hiperplano é uma linha; em sistemas de
trés dimensoes, o hiperplano é um plano; em sistemas de 4 dimensoes, é definido como

hiperplano. Sua funcao é ser fronteira de decisao entre as classes.

A classificac@o é realizada com base em qual hiperplano o conjunto de dados esta.
A capacidade do SVM em encontrar esse hiperplano 6timo torna-o eficaz em problemas
de classificacao, especialmente quando os dados nao sao linearmente separaveis. Métodos
como o truque do kernel sdo usados para lidar com casos em que um hiperplano linear nao
é suficiente. Os hiperplanos sao parametrizados por um vetor (w), e uma constante (b),

expressa na equagao:

w-x—b=0 (4.1)

Em que w é de fato o vetor ortogonal ao hiperplano, dado tal hiperplano (w,b) que
separa os dados. A equacao de um hiperplano é apresentada na Equacao 4.2, em que w - x
¢é o produto escalar entre os vetores w e x, w € X é o vetor normal ao hiperplano descrito,

ﬁ corresponde a distancia do hiperplano em relacao a origem, com b € R.

flx)=w-x+b (4.2)
Em que f(x) é a fungao de decisao, w é o vetor de pesos, = é o vetor de caracteristicas
do dado e b é o termo de polarizacao.
4.2.2.2 Hiperplano de margem maxima

A funcao de regressao por meio de SVM utilizada para estimar o SoC é dada por
(LORENA; CARVALHO, 2007):

L(ytrucw ypred) - maX<07 |ytrue - ypredl - 5) (43)

e a otimizacgao da regressao é expressa por:
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N
Minimizaré”w”z +C> Ly, f(x4)) (4.4)
i=1

O hiperplano de margem maxima ¢ um dos problemas mais simples de SVMs
lineares, em que as classes estao em um sistema bidimensional e apenas uma linha precisa
ser tracada para separar essas amostras, como ilustrado na Figura 25. Nesses casos, as
SVMs lineares com margens rigidas definem fronteiras lineares a partir de dados linearmente
separaveis. Seja T" um conjunto de treinamento com n dados x; € X e seus respectivos
rétulos y; € Y, em que X constitui o espago dos dados e Y = {-1, +1}. T é linearmente

separavel se for possivel separar os dados das classes +1 e -1 por um hiperplano (LORENA;

CARVALHO, 2007).

O conceito de tratar os objetos a serem classificados como pontos em um espago de
alta dimensao e de encontrar uma linha que os separe nao é exclusivo do SVM. O SVM,
entretanto, é diferente de outros classificadores baseados em hiperplanos em virtude de
como o hiperplano é selecionado (NOBLE, 2006b).

Na definicdo da distancia do hiperplano de separacdo ao vetor de expressao mais
proximo como a margem do hiperplano, o SVM seleciona a margem méaxima que separa
o hiperplano. A selecao deste hiperplano especifico maximiza a capacidade do SVM de

prever a classificagdo correta de novas amostras.

Este teorema é, em muitos aspectos, a chave para o sucesso de um SVM. Algumas
observagoes sao pertinentes sobre esse processo. Primeiro, o tcorema assume que os dados
utilizados para treinar e testar o SVM sdo extraidos da mesma distribui¢ao para garantir
um bom desempenho de generalizacao. Isso é razodvel, uma vez que nao podemos esperar,
por exemplo, que um SVM treinado em dados de microarranjos seja capaz de classificar
dados de espectrometria de massa. Mais relevante ainda, nao pode-se esperar que o SVM
tenha um bom desempenho se as amostras do conjunto de dados de treinamento foram
preparadas usando um protocolo diferente das amostras utilizadas para a realizacao do
testes. Por outro lado, o teorema nao assume que os dois conjuntos de dados foram
extraidos de uma classe particular de distribui¢oes. Por exemplo, um SVM nao assume que

os valores dos dados de treinamento seguem uma distribuicdo normal (NOBLE, 2006b).

4.2.2.3 Margem suave

Até agora, presumimos que os dados podem ser separados por meio de uma linha
reta e que existem dois hiperplanos separadores, H; e H,, sem dados entre eles, como

pode ser observado no item a da Figura 26. E claro que muitos conjuntos de dados reais
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nao podem ser separados de forma tao clara, em vez disso, eles se parecem com o item b

da Figura 26, onde o conjunto de dados contém um “erro”.

Figura 26 — Representagao de tipos de dados de SVM.
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Fonte: Adaptado de Noble (2006b).

Intuitivamente, seria interessante que o SVM fosse capaz de lidar com erros nos
dados, permitindo que alguns perfis de expressao anémalos caissem no “lado errado” do
hiperplano de separacao. Para lidar com casos como estes, o algoritmo SVM deve ser
modificado adicionando uma ‘margem suave’. Essencialmente, isso permite que alguns
pontos de dados atravessem a margem do hiperplano de separacao sem afetar o resultado
final. O item ¢ da Figura 26 apresenta a solugdo de margem suave para o problema
do item a. O tunico valor discrepante reside no mesmo lado da linha com membros da
classe oposta. E claro que néo se deseja que o SVM permita muitos erros de classificacio.
Consequentemente, a introdugdo da margem suave exige a introdug¢ao de um pardmetro
especificado pelo usuario que controla, aproximadamente, quantos exemplos podem violar
o hiperplano de separacao e até onde eles podem atravessar a linha. A definicdo deste
parametro é complicada pelo fato de que ainda se objetiva tentar obter uma grande margem
em relagdo aos exemplos corretamente classificados. Consequentemente, o parametro de
margem suave especifica uma compensagao entre as violagoes do hiperplano e o tamanho

da margem (NOBLE, 2006b).

Em situagoes reais, é dificil encontrar aplicagoes cujos dados sejam linearmente
separaveis. Isso se deve a diversos fatores, entre eles a presenca de ruidos e outliers (valores
que se diferenciam drasticamente da normalidade das amostras e que podem causar
anormalidade nos resultados) nos dados ou a prépria natureza do problema, que pode ser
nao linear. Para o entendimento dos sistemas nao lineares, as SVMs lineares de margens
rigidas sao estendidas para lidar com conjuntos de treinamento mais gerais. Isso ¢ feito
com a introdugao de variaveis de folga n;, para todo i = 1, ... , n. Essas varidveis relaxam

as restri¢coes impostas ao problema de otimizagao. A inequacao do SVM é dada por:
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Em que y; é o rotulo da classe do ponto de dados i, w - x; + b é o produto escalar
entre o vetor de pesos, w é o vetor de caracteristicas, x; mais o termo de polarizagao b
e & é a variavel de folga associada ao ponto de dados i. Esta inequacao é uma restri¢ao
do problema de otimizacao quadratica do SVM. A aplicacao desse procedimento suaviza
as margens do classificador linear, permitindo que alguns dados permanecam entre os
hiperplanos H; e Hy que ocorram alguns erros de classificagao. Por esse motivo, as SVMs

obtidas neste caso também podem ser referenciadas como SVMs com margens suaves.

4.2.2.4 Kernel

As técnicas SVMs evoluiram muito nos ultimos anos, dando origem a um novo
tipo de maquinas de aprendizagem que utilizam o conceito central de SVMs por meio de
uma poderosa ferramenta, o kernel, utilizada em uma série de tarefas de aprendizagem.
As méaquinas kernel fornecem uma estrutura modular que pode ser adaptada a diferentes
tarefas ¢ dominios usando diferentes fung¢oes do kernel como lineares, polinomiais, sigmoides

ou radiais, juntamente com o algoritmo base (ANTON et al., 2013).

Os Kernels sao fungoes matematicas que possibilitam o mapeamento dos dados
originais para espacos de caracteristicas de maior dimensao, em que a scparacao entre as
classes é facilitada, especialmente em situacoes em que a separacao linear nao é viavel no
espago original (SMITS; JORDAAN, 2002).

Em esséncia, a funcao kernel, K(x;,x,), ¢ um artificio matematico que permite ao
SVM realizar uma classificacao “bidimensional” de um conjunto de dados originalmente
unidimensional. Em geral, uma funcao kernel projeta dados de um espago de baixa
dimensao para um espaco de dimensao superior encontrando fronteiras de decisao mais
complexas (NOBLE, 2006b). Um Kernel é uma funcéo que recebe dois pontos z; e z; do
espaco de entradas e computa o produto escalar desses dados no espago de caracteristica
(HERBRICH, 2001):

K(i2;) = B(x,) - B(z;) (4.6)

Em resumo, o truque do kernel permite a aplicacio eficiente de func¢oes de ma-
peamento para espacos de caracteristicas de alta dimensao, melhorando a eficiéncia de
algoritmos que dependem apenas dos produtos escalares nesses espacgos. O kernel é a
medida da similaridade ou sobreposicao entre os pontos x; e x; no espago de caracteristicas

elevado.
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4.3 Redes Neurais Artificiais

Uma das técnicas de Aprendizado de Maquina que tem tido sucesso em resolver
muitos problemas sao as Redes Neurais Artificiais (RNA). RNA sdo modelos matematicos
que se inspiram nas estruturas neurais biolégicas e que tém a capacidade computacional
adquirida por meio de aprendizado. O processamento da informacao em RNA é feito
nos neurdnios artificiais, conhecidos como neurénio McCulloch e Pitts (ou modelo MCP)
(LUDERMIR, 2021).

A arquitetura basica de uma RNA ¢é divdida em 3 camadas: camada de entrada,
camada oculta e camada de saida, como pode ser observado na Figura 27. A camada
de entrada é a primeira camada de uma rede neural artificial que recebe as informagoes
de entrada nas formas mais variadas, como textos, nimeros, dudio e imagem. Apos a
camada de entrada, os dados sao direcionados para uma ou varias camadas ocultas, onde
sao executados varios tipos de calculos e reconhecimento de padroes desses dados. Cada
camada oculta analisa o resultado da camada anterior, processa-o mais um pouco e o
encaminha para a préxima camada. Na camada de saida obtém-se os cédlculos realizados
nas camadas ocultas (FREITAS; HORA, 2020).

Figura 27 — Representacdo da estrutura de RNA utilizada na estimacao de SoC de LIBs

camada de entrada camadas ocultas camada de saida

Fonte: Adaptado de Li et al. (2020).

RNA é um grupo de multiplos perceptrons (neurénios mateméaticos) em cada
camada que sao processadas apenas na direcao direta. Eles passam informacdes em uma
direcao, através de varios nés de entrada, até que cheguem ao né de saida. A rede pode ou
nao ter camadas de nds ocultas, tornando seu funcionamento mais interpretavel e possui as
vantagens de armazenar informagoes em toda a rede e possuir tolerdncia a falhas (DENG;
YU, 2014).

A camada de saida fornece o resultado final de todos os dados processados pela rede
neural artificial. Ela pode ter um ou varios nés. Por exemplo, se tivermos um problema de

classificagao bindria (sim/nao), a camada de saida terd um né de saida, o que fornecerd o
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resultado como 1 ou 0. Porém, se tivermos um problema de classificacao de varias classes,

a camada de saida podera ter mais de um no6 de saida.

A arquitetura da rede é uma parte importante de seu design, e o nimero e tipo de
camadas, bem como o nimero de neurénios em cada camada, podem afetar o desempenho
da rede. Além disso, as camadas ocultas podem ser adicionadas ou removidas para melhorar
o desempenho da rede (LECUN; BENGIO; HINTON, 2015).

Os trés principais tipos de RNA séo feedforward, backpropagation e convolucionais.
Em uma rede feedforward, cada camada se conecta a préxima camada, mas o procesamento
de dados ¢é unidirecional do n6 de entrada para o né de saida, nao ha caminho de volta
(RUELA, 2012). Dentre os principais tipos de redes feedforward, destaca-se o multilayer
perceptron (MLP). Redes MLP consistem de uma unica camada de nés de saida, que
sao alimentados diretamente por uma camada de entrada através de um conjunto de
pesos. Redes MLP consistem em miiltiplas camadas: uma camada de entrada, uma ou
mais camadas escondidas e uma camada de saida. Cada camada possui nés e cada nd

estd totalmente interligado por pesos com todos os nés da camada subsequente (TISSOT;

CAMARGO; POZO, 2012).

O método backpropagation é um procedimento de aprendizagem para redes feed-
forward MLP. Basicamente o procedimento de aprendizagem utiliza vetores que mapeiam
um conjunto de entradas para um conjunto de saidas. O aprendizado é realizado por ajuste

iterativo dos pesos da rede para minimizar as diferencas entre a saida atual e a saida

desejada (TISSOT; CAMARGO; POZO, 2012).

Na RNA, cada n6 tem um palpite sobre o préximo né do caminho. Ele verifica se
o palpite estava correto. Os nés atribuem valores mais altos aos caminhos que levam a
palpites mais precisos e valores de peso mais baixo para os caminhos do né que levam
a palpites incorretos. Para o proximo ponto de dados, os nés fazem uma nova previsao

usando caminhos de peso mais alto ¢, em seguida, repetem a etapa 1.

Métodos de estimagao de SoC de baterias de Li-ion baseados em RNA tém sido
utilizados na estimacao do SoC, bem como na estimativa de pardmetros de corrente
e temperatura. Esses métodos podem ser aplicados nas baterias comerciais utilizadas
atualmente e apresentam um excelente desempenho nesse tipo de aplicagdo nao linear
(LIU et al., 2022b).

No entanto, a estimativa de SoC por Redes Neurais Artificiais ¢ extremamente
dependente de um conjunto de dados robusto o suficiente para representar possiveis
condig¢oes de operagao. No caso em que as condi¢oes de operagao do sistema diferem do

conjunto de dados de treinamento, a rede neural artificial geralmente apresenta erros
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relevantes. A logica difusa, por outro lado, depende da arquitetura construida por um
especialista humano naquele dominio especifico. Se a arquitetura nao possui uma vasta

base de conhecimento sobre o dominio do problema, o sistema tende a apresentar erros.

O método RNA considera caracteristicas de comportamento nao lineares e melhora
gradualmente a precisao por meio dos dados coletados. Ele so precisa de dados de bateria em
vez de depender de modelos de bateria e estruturas eletroquimicas. Tem sido amplamente

utilizado para estimar o status da bateria recentemente (SUN; TSAI, 2022).

A implementagao de RNA na estimac¢ao de SoC de LIBs pode ser realizada de
algumas formas utilizando ferramentas computacionais como matlab e linguagens de
programacao. A aplicagdo de Machine learning na estimagao do SoC de baterias de Li-ion

consiste em trés etapas: pré-processamento de dados, treinamento e estimativa.

4.4 Aprendizado de maquina utilizando Python

Python é uma linguagem de programacao de alto nivel com grande capacidade de
processamento de dados e com alta capacidade de aprendizado. Trata-se de uma linguagem
interpretada e seus recursos podem ser utilizados por meio de diversas bibliotecas que
podem ser empregadas em diversos tipos de apliacagdes, como para resover problemas
matematicos, para resolver problemas de interpretacao grafica, assim como na classificagao
e estimacdo. Sua execugao pode ser feita em qualquer ambiente que possua interpretador
instalado ou até mesmo online (TRAN et al., 2022).

Para realizar as simulacoes em Python, pode-se utilizar a biblioteca scikit-learn,
pois ofercce recursos eficientes no suporte ao aprendizado supervisionado. Essa biblioteca ¢
baseada na interacdo com outras bibliotecas Python, numéricas e cientificas, como Pandas,
NumPy, Matplotlib e Tensorflow.

4.4.1 Scikit-learn

Scikit-learn, popularmete chamado de sklearn, é o pacote de aprendizado de maquina
mais abrangente e de codigo aberto em Python. Beneficiando-se da ampla gama de
aplicabilidade do Python, essa biblioteca se torna um pacote cada vez mais popular para
aplicagoes relacionadas ao aprendizado de maquina. O sklearn possui muitos recursos que
o diferenciam entre os softwares de aprendizado de maquina. A primeira é a cobertura
abrangente dos métodos de aprendizado de maquina. Existe um procedimento de revisao
da comunidade para identificar e decidir quais métodos de aprendizado de maquina
devem ser incluidos no pacote sklearn. Tal mecanismo garante um equilibrio entre a

ampla cobertura e a seletividade dos métodos de aprendizado de maquina contidos no
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pacote. A segunda é que a implementac¢ao do algoritmo dos métodos de aprendizado de
maquina no sklearn é otimizada para eficiéncia computacional. Apesar de Python ser
uma linguagem de programacao interpretada, a maioria dos métodos de aprendizado
de maquina no sklearn foram baseados em bibliotecas binarias compiladas que foram
originalmente programadas em Fortran, C ou C++. Essas implementagoes baseadas em
binario melhoram significativamente a eficiéncia da computacao. A terceira é que o sklearn
tem forte suporte da comunidade para documentacgao, rastreamento de bugs e garantia
de qualidade. Por 1ltimo, mas nao menos importante, o sklearn impoe uma convenc¢ao
unificada de dados de entrada/saida e possui um procedimento fixo de ajuste de modelo,
tornando a mudanca de um método para outro quase sem esfor¢co. Em resumo, o sklearn
inclui uma cole¢do de métodos de aprendizado de méaquina implementados de forma
eficiente e é bem documentado e mantido pela comunidade (KRAMER; KRAMER, 2016).

O pacote Scikit-learn cobre quatro tépicos principais relacionados ao aprendizado
de méaquina. Eles sao transformacao de dados, aprendizagem supervisionada, aprendizagem

nao supervisionada e avaliacao e sele¢io de modelos (KRAMER, 2016).

O Scikit-learn possui muitos recursos, como analise de algoritmos de aprendizado
supervisionado: partindo de modelos lineares generalizados (por exemplo, regressao linear),
SVM, arvores de decisdao e métodos baseados no teorema de Bayes, realiza diversos
exames; validacdo cruzada: Existem varios métodos para verificar a precisao de modelos
supervisionados em dados nao vistos usando esta biblioteca; algoritmos de aprendizado
nao supervisionado: ha uma grande variedade de algoritmos de aprendizado de méaquina,
comecando com agrupamento, analise de fator, andlise de componente principal e redes
neurais nao supervisionadas; extracao de recursos: ferramentas desta biblioteca sdo capazes
de extrair recursos de imagens e texto. (MODESTI, 2020).

4.4.2 Pandas

Pandas, é uma biblioteca de software escrita para a linguagem de programacao
Python para manipulagao e andlise de dados. Em particular, oferece estruturas de dados
e operagoes para manipular tabelas numéricas e séries temporais (PANDAS, 2018). O
Pandas disponibiliza estruturas de dados e ferramentas para tratar algoritmos que foram
idealizados para facilitar o processo de tratamento e analise de informacoes utilizando a
linguagem Python. No caso de bibliotecas de anélise como scikit-learn, o Pandas também

estara atuante no fornecimento de informagoes (MODESTI, 2020).
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4.4.3 NumPy

NumPy, é uma biblioteca Python que é usada principalmente para realizar calculos
em matrizes multidimensionais. O NumPy fornece um grande conjunto de fungoes e
operagoes de biblioteca que ajudam os programadores a executar facilmente diversos
célculos numéricos (NUMPY, 2019).

O pacote fornece um objeto de matriz multidimensional de alto desempenho e
ferramentas para trabalhar com essas matrizes. E o pacote fundamental para computacao
cientifica com Python. Além de seus usos cientificos 6bvios, o NumPy também pode ser

usado como um contéiner multidimensional eficiente de dados genéricos (MODESTTI, 2020).

Matriz em NumPy é uma tabela de elementos (geralmente niimeros), todos do
mesmo tipo, indexados por uma lista de inteiros positivos. Em NumPy, o nimero de
dimensoes da matriz é chamado de classificagdo da matriz (NUMPY, 2019). Podem ser
criadas matrizes utilizando a biblioteca NumPy de varias maneiras, como por exemplo a
partir de listas dados. O tipo de matriz resultante é deduzido do tipo dos elementos nas
sequéncias. Porem para apresentar o resultado de funcoes e operacoes entre matrizes é

preciso seguir regras e neste contexto utiliza-se a ferramenta Tensorflow (NUMPY, 2019).

4.4.4 Matplotlib

Matplotlib é uma biblioteca de fungdes graficas de visualizagdo de dados em Python
que possibilita a criagdo de gréaficos estaticos, interativos e dinamicos com qualidade de
publicacdo. E um dois meios de visualizacoes de dados mais usadas em bibliotecas de
Python. Matplotlib é uma biblioteca grafica para pacote de visualizacao de dados em Python
que abrange como um aspecto integral na pilha de ciéncia de dados Python e é facilmente
suportada com NumPy, Pandas e outras bibliotecas relevantes (SIAL; RASHDI; KHAN,
2021).

4.4.5 Tensorflow

Tensorflow (TF) é uma biblioteca de computagao numérica especializada para
aprendizado profundo. E a ferramenta preferida por vérios pesquisadores de aprendizagem
profunda e profissionais da industria para desenvolver modelos e arquiteturas de aprendi-
zagem profunda, bem como para servir modelos aprendidos em servidores de produgao e
produtos de software (CHEMALI et al., 2018).

Tensorflow é uma biblioteca de software de c6digo aberto para computagao numérica
usando grafos computacionais. Foi originalmente desenvolvido pelo Google Brain Team na

organizacao de pesquisa Machine Intelligence do Google para aprendizado de maquina e
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pesquisa de redes neurais profundas (Deep Learning). Mas esta biblioteca é abrangente
o suficiente para ser aplicada em uma grande variedade de outros dominios também.
Foi disponibilizada como open-source em 2015 e alcangou a versao 1.0 em 2017, com
um desenvolvimento e adogao incrivelmente rapidos e muitos colaboradores externos. O
TensorFlow vem se tornando a biblioteca padrao para desenvolvimento em aprendizagem
profunda e outras aplicagoes de AI (MODESTI, 2020)

Com o avanco na area de redes neurais e ML houve também um aprimoramento de
frameworks (abstragdo que une c6digos comuns entre softwares) e interface de programacao
de aplicacao (Application Programming Interface — API) que implementam redes cada vez
mais complexas de aprendizado em um nivel superior de programacao, exigindo menos
c6digo e menos conhecimento para a implementacao de algoritmos preditivos, por exemplo
(TENSORFLOW, 2019).

A ferramenta explorada neste trabalho foi o TensorFlow, uma API de cédigo
aberto em Python da Google (TENSORFLOW, 2019). A mesma j apresenta as principais
ferramentas de redes neurais (LSTM, manipulagdo de dados) implementadas, sendo
chamadas por meio de fungoes prontas, além de criar codigos portaveis entre diferentes
sistemas (MODESTI, 2020).

Em suma, a exploracao do aprendizado de maquina por meio de sistemas super-
visionados e por meio de RNA proporciona uma visao abrangente da aplicacao dessas
metodologias na estimacao de sistemas nao lineares, como na estimagdo de SoC de baterias
de litio. Mediante a utilizacdo de ferramentas como Scikit-learn, Pandas, NumPy, Mat-
plotlib e Tensorflow, destaca-se a importancia da utilizacao de bibliotecas para facilitar o
desenvolvimento de modelos. No proximo capitulo, realizaremos uma introdugao dos dados
utilizamos como input nas simulagoes e serdao apresentados os resultados das estimacoes

de cada método a fim de avaliar qualitativamente as medotologias.
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5 Resultados e analises

Neste capitulo, sao aprensentados os dados de entrada utilizados nas simulagoes de
estimagdes de SoC, os resultados obtidos das simulac¢oes utilizando todas metodologias de
estimacao de SoC estudadas nesse trabalho, e compara-os levando em consideracao o erro
médio absoluto (do inglés, Mean Absolute Error - MAE) e a raiz do erro médio quadratico
(do inglés, Root Mean Square Error - RMSE) encontrados entre os dados de entrada e os
estimados. Estimou-se o SoC referente a ciclos de trabalho de todos os meses de coleta de
dados, que correspondem a novembro e dezembro de 2019 e a janeiro, junho, julho, agosto,

setembro e outubro de 2020.

5.1 Dados de entrada das simulacgoes

Neste trabalho, utilizou-se como entrada, dados disponibilizados pela Universidade
de Stanford (POZZATO et al., 2023) em parceria com a Volkswagen. Os dados foram
coletados pelo BMS do veiculo Audi e-tron, um SUV elétrico de tamanho médio, via rede
CAN com amostragem de aproximadamente 10 ms. O objetivo do estudo foi entender
o comportamento do SoH da bateria para poder desenvolver algoritmos de estimacao e
previsao, pois os algoritmos de estimativa de SoH, assim como algoritmos de estimativa
de SoC, sao projetados e treinados a partir de dados coletados em laboratério durante
o ciclo de células sob condicoes de carga e temperaturas predefinidas. A metodologia
desenvolvida foi diferente das usuais, uma vez que utilizou-se dados de campo e o SoH foi
avaliado por meio de indicadores de desempenho online na forma de resisténcia durante a
condugao e na forma de impedancia durante o carregamento. A andlise realizada mostra
que a temperatura depende da sazonalidade e afeta fortemente os indicadores, além de
revelar a fragilidade dos dados coletados em testes laboratoriais a temperatura constante

no desenvolvimento de estimadores robustos de SoH.

Os dados fornecidos referem-se a dados de ciclos de trabalho coletados entre

novembro de 2019 e outubro de 2020, com cerca de 3750 horas de duracao. Foram
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fornecidos dados de tensdo, corrente, temperatura e SoC durante as cargas (modo de

carregamento) e descargas (modo de condugdo) da bateria do veiculo elétrico.

Dentre as 3750 horas de dados, destaca-se que 91% desse periodo refere-se a periodos
ociosos (idle time), nos quais o veiculo encontrava-se parado. Adicionalmente, em 7% do
tempo o veiculo estava em carregamento e em 2% o veiculo encontrava-se no modo de
conducgao. Os dados sao ciclicos, iniciando com carregamento do veiculo, na sequéncia
descarregamento, e assim continuam. Os 9% do tempo com o veiculo funcionando, excluindo
o tempo ocioso, representam representam 337,5 horas, dentre as quais, 59,7 horas foram
utilizadas como dados de entrada para cada método de estimacao de SoC por meio de
ML. As 59,7 horas se referem a 8 ciclos de recarga da bateria e 8 ciclos de descarga. A
justificativa para escolha dessas quase 60 horas especificas é devido a maior continuidade
nos dados, pois durante a coleta de dados, o veiculo ndo funcionou continuamente até o
SoC ficar proximo de zero, pois houveram vérias pausas. Dessa forma, foram escolhidas as

amostras que possuem mais informagoes em menos tempo.

Um trecho do perfil de corrente elétrica e tensdo versus tempo pode ser observado
na Figura 28. Observa-se que a corrente elétrica fornecida pela bateria ultrapassa 800 A na
descarga e -500 A na regeneracao, o que representam C-rates de 3,3C e 2C, respectivamente.
Atrelado aos picos de corrente, ha deltas de tensdo momentaneos associados devido as

ressisténcias internas da bateria.

Figura 28 — Representacao da tensao e corrente elétrica do veiculo e-tron em um ciclo de trabalho.
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Fonte: Préprio Autor.

A bateria do e-tron, ilustrada na Figura 1, possui NCA no seu eletrodo positivo,
com energia de 95 kWh, composta por 36 médulos conectados em série, cada modulo
contém 12 células que possuem capacidade nominal de 60 Ah com uma topologia elétrica
4P3S (3 conjuntos em série com 4 células em paralelo, cada). A tensao nominal da bateria

¢ 396 V. As caracteristicas da célula dessa bateria estdo detalhadas na Tabela 3.
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Tabela 3 — Detalhes da célula comercial pouch LGX N2.1 60AH da LG Chem

Especificagoes Valores
Fabricante LG Chem
Modelo LGX N2.1
Capacidade nominal da célula 60 Ah
Tensao nominal 3,67
Energia nominal 209,907 Wh
Dimensoes 16,5X100X330 mm
Volume 0,5445 L
Peso 820 g
Densidade volumétrica 403 Wh/L
Densidade gravimétrica 268 Wh/kg
Quimica NMC 622

Fonte: Proprio autor.

Devido a relagao nao linear entre a OCV e a temperatura, é racional supor que
deve existir uma curva OCV para cada temperatura, entretanto, essa observagao pode ser
dispensada no nosso caso porque o banco de dados utilizado nesse trabalho é extenso e
leva em consideragao todas as posiveis temperaturas que a bateria pode estar submetida,
pois o sistema de resfriamento da bateria trabalha para manter a temperatura da bateria

fixa na melhor condi¢do de operacao.

Diferentes temperaturas ambientes podem ser consideradas perturbacoes do sistema,
mas assim como essa variavel, a influéncia da temperatura devido a corrente elétrica da
condicdo de operacao da bateria também influencia na manutencao da temperatura. Essas
variagoes sao levadas em conta pelo sistema de resfriamento que tenta otimizar seu consumo

energético e ao mesmo tempo resfriar a bateria da forma mais eficiente.

5.1.1 Modelagem da bateria do e-tron

Conforme detalhado no capitulo 3, as 4 etapas para estimacao dos parametros do
circuito equivalente sao: carregamento e pré-processamento dos dados; determinagao do
nimero de pares RC do circuito equivalente; estimacao dos parametros e definicdo dos
parametros de bloco de bateria de circuito equivalente. Esses passos ajudam a determinar

os vaores de Ry e Ry da bateria.

Nos dados disponibilizados pela universidade de Stanford, o decaimento da tensao
nos pulsos de corrente nos momentos de aceleragdo do veiculo foram analizados para
estimacao dos valores da resisténcia interna e da resisténcia do par de RC do sistema. Os
valores obtidos ao longo do periodo de teste podem ser observados na Figura 29. Racc, a

esquerda, é a resisténcia interna da bateria e Rpg, a direita, do par RC do circuito elétrico
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equivalente.
Figura 29 — Valores das resisténcias obtidos da bateria.
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Fonte: Editado de Pozzato et al. (2023).

Devido a simplicidade dos usos dos dados disponibilizados, optou-se por utilizar
um ECM com um par de RC para modelar a bateria do e-tron. Essa escolha implica
na analise da relacao direta entre os pulsos de corrente e a resposta carateristica de um
circuito com comportamento capacitivo, pois para uso do ECM com mais de um par de RC
seria necessario realizar uma analise matemaica mais profunda, porque nao consegue-se
distinguir as influéncias de cada par de RC na curva da resposta ao degrau. Dessa forma,

inseriu-se esses dados no Matlab para simulacao do método EKF.

Teoricamente, baseado na segao 2.9, seria necessario um ECM para cada valor de
temperatura da bateria, haja vista que a sazolanalidade impacta diretamenta no valor
da temperatura ambiente, entretanto, para fins de analise e de simplificagao do modelo,
verificou-se a média mével das resisténcias em funcdo da temperatura para definir os

parametros no ECM.

5.2 Simulagcoes de modelos por meio de Coulomb

Counting

Os resultados obtidos utilizando o método de estimagao Coulomb Counting consi-
derando a taxa de amostragem de 0,01 s, podem ser observados nas Figuras 30, 31, 32,
33, 34, 35, 36 e 37 para os modos de conducio e de carregamento. A esquerda de cada
figura esta representado as estimacoes para o modo de carregamento, e a direita, as esti-
magcoes para o modo de conducao do veiculo, essa distribuicao deve-se ao sequenciamento
do descarregamento apos o carregamento do veiculo. Na parte inferior de cada imagem

observa-se o erro médio absoluto entre o SoC referéncia e o SoC estimado.
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Figura 30 — Estimacdo do SoC por meio de Coulomb Counting com dados do més de novembro de 2019.
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Figura 31 — Estimacao do SoC por meio de Coulomb Counting com dados do més de dezembro de 2019.
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Figura 32 — Estimacéo do SoC por meio de Coulomb Counting com dados do més de janeiro de 2020.
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Figura 33 — Estimagdo do SoC por meio de
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Coulomb Counting com dados do més de junho de 2020.
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Figura 35 — Estimacdo do SoC por meio de Coulomb Counting com dados do més de agosto de 2020.
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Figura 36 — Estimacgdo do SoC por meio de Coulomb Counting com dados do més de setembro de 2020.

< ~ [——S0C estimado
90 - - } 90- N ——SoC referéncia
80 e 8 80 \\., o
N
70F 70+ =
. 60 , __ 60 =
8 T & oy
g Bor 3 s0- N
o ZF o S8
1%2] sl 12}
40 - 40 e
30- //" a5l AN
; e
205" 1 20-
10 SoC estimado 10
SoC referéncia
d \ . . . o
4 4 :
9 3 S
w2r 0 3
<

0 1000 2000 3000 4000 5000 6000 7000 0 2000 4000 6000 8000 10000 12000
tempo (s) tempo (s)

Fonte: Préprio autor.

Figura 37 — Estimacdo do SoC por meio de Coulomb Counting com dados do més de outubro de 2020.
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A partir das simulagdes, observa-se o acimulo do erro entre o SoC referéncia e SoC
estimados ao longo dos ciclos de operagao do veiculo. Apds as 59,7 horas de operagao,
o erro acumulado é de +17,7% em relacao ao SoC referéncia. Erros de estimacio dessa
magnitude sdo inaceitaveis devido & imprecisido apresentada, pois um erro de 1% em um

sistema de malha aberta j& causa problemas.

5.3 Simulacoes de modelos por meio de filtros de

Kalman Extendido

As estimagoes de SoC realizadas por meio da metodologia de EKF foram realizadas
no Simulink por meio do bloco ilustrado na Figura 20, cujos resultados podem ser observados
nas Figuras 38, 39, 40, 41, 42, 43, 44 e 45 para as simulacoes rerefentes aos oito meses de

coleta de dados.
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Figura 38 — Estimacdo do SoC por meio de EKF utilizando dados do més de novembro de 2019.
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Figura 41 — Estimacéo do SoC por meio de EKF utilizando dados do més de junho de 2020.
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Figura 42 — Estimacao do SoC por meio de EKF utilizando dados do més de julho de 2020.
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Figura 43 — Estimacdo do SoC por meio de EKF utilizando dados do més de agosto de 2020.
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Figura 44 — Estimacao do SoC por meio
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Figura 45 — Estimacao do SoC por meio

de EKF utilizando dados do més de outubro de 2020.
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Utilizou-se SoC inicial de 90% na simula¢do do modo de condugao para observar

se a estimacao convergia para o valor real e qual seria o tempo necessario para isso. A

simulagdo convergiu em poucos minutos utilizando uma taxa de amostragem de 0,01 s. Os

MSA e RMSE obtidos foram 1,30% e 1,55%, respectivamente.

5.4 Simulacoes de modelos utilizando ML

Para a realizagao das simulagoes por meio de machine learning utilizando as

metodologias DT, RNA e SVM, utilizou-se c6digos em Python por meio do compilador

Visual Studio Code para obter os resultados. Por padrao, utilizou-se 70% dos dados de

entrada para treinamento e 30% dos dados de entrada para teste. Os ciclos de trabalho

em formatos de arquivos excel com extensao csv foram importados para o compilador com
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os dados de tempo, temperatura, corrente, tensao e SoC referéncia.

5.4.1 Simulag¢oes utilizando arvores de decisao

Os resultados obtidos para a estimagao de SoC para o driving mode ¢ para o

charging mode por meio de DT podem ser observados nas Figuras 46, 47, 48, 49, 50,

51, 52 e 53. A esquerda de cada figura estd representado as estimacdes para o modo

de carregamento, ¢ a direita as estimagoes para o modo de conducao, essa distribuicao

deve-se ao sequenciamento do descarregamento apos o carregamento do veiculo. Na parte

inferior de cada imagem observa-se o erro médio absoluto entre o SoC referéncia e o

SoC estimado. Nas simulag¢oes foram utilizadas algumas dezenas de milhares de folhas de

decisao e também algumas dezenas de milhares de ramos nas arvores de decisao. Essas

quantidades nao sao predefinidas, porque o método verifica qual a melhor combinacao de

ramos e folhas que resultam em um menor erro absoluto.
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Figura 46 — Estimagcdo do SoC por meio de DT com dados do més de novembro de 2019.
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Figura 47 — Estimagao do SoC por meio de DT com dados do més de dezembro de 2019.
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Figura 48 — Estimacdo do SoC por meio de DT com dados do més de janeiro de 2020.
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Figura 49 — Estimacao do SoC por meio de DT com dados do més de junho de 2020.
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Figura 50 — Estimagao do SoC por meio de DT utilizando dados do més de julho de 2020.
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Figura 51 — Estimagdo do SoC por meio de DT utilizando dados do més de agosto de 2020.
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Figura 52 — Estimacdo do SoC por meio de DT utilizando dados do més de setembro de 2020.
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Figura 53 — Estimagao do SoC por meio de DT utilizando dados do més de outubro de 2020.
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A metodologia demonstra robustez na estimacao, uma vez que os valores estimados
se distanciam muito pouco dos valores de referéncia. Os MAEs obtidos entre valores
referéncia e valores estimados foram 0,56% de 0,13% para os modos de carregamento
e de conducao, respectivamente. Observa-se que os maiores erros absolutos obtidos na
simulagao sao referentes aos afundamentos de tensao no momento em que houve elevacao
abrupta da corrente elétrica em momentos que o motorista acelerou o veiculo. Entretanto,
a metodologia nao esta se adaptando as mudancas abruptas de temperatura entre os
ultimos instantes de funcionamento e os instantes em que o veiculo ¢ ligado, fazendo com
que haja erros absolutos transitorios relativamente altos, mas isso pode ser corrigido de

algumas formas via codigo.

5.4.2 Simulag¢oes utilizando RN A

As simulacoes de RNA foram realizadas utilizando a metodologia Feedforward,
que é o tipo mais comum de rede neural. A arquitetura especifica do modelo é formada
por quatro camadas: camada de entrada, camada de saida e duas camadas ocultas. A
primeira camada oculta tem 64 unidades (neurdnios) e usa a fungdo de ativagdo ReLU. A
segunda camada oculta possui 32 unidades e também utiliza a funcdo de ativagdo ReLLU. Os
resultados obtidos para a estimagao de SoC para os modos de conducao e carregamento por
meio de RNA podem ser observados nas Figuras 54, 55, 56, 57, 58, 59, 60 e 61. A esquerda
de cada figura esta representado as estimacgoes para o modo de carregamento, e a direita
as estimagoes para o modo de conducao, essa distribuicdo deve-se ao sequenciamento
do descarregamento apos o carregamento do veiculo. Na parte inferior de cada imagem

observa-se o erro médio absoluto entre o SoC referéncia e o SoC estimado.

Figura 54 — Estimacgdo do SoC por meio de RNA com dados do més de novembro de 2019.
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Figura 55 — Estimacao do SoC por meio de RNA com dados do més de dezembro de 2019.
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Figura 56 — Estimagcio do SoC por meio de RNA com dados do més de janeiro de 2020.
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Figura 57 — Estimagao do SoC por meio de RNA com dados do més de junho de 2020.
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Figura 58 — Estimacao do SoC por meio de RNA com dados do més de julho de 2020.
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Figura 59 — Estimagcio do SoC por meio de RNA com dados do més de agosto de 2020.
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Figura 60 — Estimagao do SoC por meio de RNA com dados do més de setembro de 2020.
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Figura 61 — Estimagdo do SoC por meio de RNA com dados do més de outubro de 2020.
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Observa-se que nas simulagoes por meio de RNA, os erros de estimagao de SoC
obtidos foram pequenos comparados ao SoC referéncia, apenas na simulagao do més de
agosto houveram erros maiores que 1%, como pode ser observado na Figura 59. Essa
variacdo do erro na estimagdao do més de agosto tem como causa as pausas do veiculo
durante a coleta de dados, que fazia com que a temperatura da bateria baixasse, e a
nao total adaptabilidade do método para contornar essa situacao quando o veiculo era

inicializado com temperatura diferente antes de ser desligado.

Pode-se observar que a curva do SoC estimado é praticamente a mesma do SoC
referéncia. A média dos MAEs obtidos para os modos de carregamento e conducao e dos
RMSE também para os modos de carregamento e conducao foram 0,20%, 0,07%, 0,30% e

0,08%, respectivamente.

5.4.3 Simulacgoes utilizando SVM

Nessa metodologia, a divisao dos dados de entrada entre treino e teste ¢ uma etapa
critica. Conforme ja mencionado, 70% dos dados de entrada sao utilizados para treino e os
outros 30% dos dados sao utilizados para teste. O treinamento do modelo é realizado por
meio da biblioteca sklearn por meio do objeto do tipo SVR (do inglés, significa Support

Vector Regressor), que utiliza SVM para atividade de regressao.

Os resultados obtidos para a estimagao de SoC para os modos de condugéo e
carregamento por meio de SVM podem ser observados nas Figuras 62, 63, 64, 65, 67,
68 ¢ 69. A esquerda de cada figura estd representado as estimacoes para o modo de
carregamento, e a direita as estimagoes para o modo de condugao, essa distribui¢ao deve-se
ao sequenciamento do descarregamento apos o carregamento do veiculo. Na parte inferior

de cada imagem observa-se o erro médio absoluto entre o SoC referéncia ¢ o SoC estimado.
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Figura 62 — Estimagdo do SoC por meio de SVM com dados do més de novembro de 2019.
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Figura 63 — Estimnacdo do SoC por meio de SVM com dados do més de dezembro de 2019.
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Figura 64 — Estimacao do SoC por meio de SVM com dados do més de janeiro de 2020.
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Figura 65 — Estimacao do SoC por meio de SVM com dados do més de junho de 2020.
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Figura 66 — Estimacao do SoC por meio de SVM com dados do més de julho de 2020.
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Figura 67 — Estimagao do SoC por meio de SVM com dados do més de agosto de 2020.
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Figura 68 — Estimagdo do SoC por meio de SVM com dados do més de setembro de 2020.
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Figura 69 — Estimmacdo do SoC por meio de SVM com dados do més de outubro de 2020.
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Baseado nos resultados obtidos para SVM, o MAE médio obtido para o modo de
carregamento foi de 1,83% e 0,74% para o modo de conducdo. O RMSE médio médio
obtido para o modo de carregamento foi de 2,70% e 1,06% para o modo de conducao.
Observa-se que a metodologia SVM nao é tao eficaz quanto outras metodologias de ML.
Observa-se também que o SoC inicial nas estimagoes aprensentaram erros consideraveis
devido diferentes temperaturas de inicializagdo. A metodologia teve muita dificuldade em
estabilizar os valores estimados, fenomeno esse que se deve ao periodos em que o veiculo

nao estava ligado e teve grande mudancga da temperatura da bateria.
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5.5 Impacto do envelhecimento da bateria na estima-
¢ao do SoC

O mudanca do SoH impacta no cédlculo do SoC ao longo do tempo. A partir do
principio que a capacidade de retencao de carga da bateria cai no decorrer do tempo, é
racional imaginar que o maior impacto ocorre na autonomia do veiculo, porque a poténcia
demandada pelo sistema tracionario permance a mesma e a bateria consegue suprir. Dessa
forma, a autonomia do veiculo cai diretamente proporcional com o decaimento do SoH, e
para a leitura do SoC ser correta, é preciso realizar uma calibragao da energia da bateria.
Por exemplo, em uma bateria de 100 kWh de energia com o SoH de 100%, quando o SoH
cair para 90%, a energia da bateria referente a 100% de SoC passard a ser 90 kWh. Essa
calibragao é de extrema importancia para que a predi¢ao da autonomia do veiculo seja

feita correntamente.

Para adaptar os modelos levando em consideracao o decaimento do SoH, para os
métodos CC e EKF é necessério criar fungdes que representem o SoH em funcao do tempo
de uso, da energia total descarregada e da temperatura média da bateria durante seu
funcionamento. Com isso, adicionando essa fun¢ao no modelo, é possivel realizar a analise
do SoC ao longo da vida da bateria. Em relacdo aos métodos de ML usados para realizar
as estimagoes, o que precisa ser feito é adicionar a variavel SoH nos dados de entrada dos
modelos, pois a partir do banco de dados dessa varidvel o modelo se ajusta na realizacao

das estimacoes.

5.6 Erros na estimacao de SoC

As médias dos erros médios absolutos e das raizes dos erros médios quadraticos
obtidos nas estimacoes podem ser visualizados na Tabela 4.

Tabela 4 — Performance das estimagoes de SoC

X Charging Driving
Método \raT (%) T RMSE (%) | MAE (%) | RMSE (%)
cC 2,0128 2.2457 12764 15153
EKF 0,5572 0,6710 0,9319 1,1004
DT 0,5556 0,0755 0,1318 0,2947
RNA | 0,1980 0,3023 0,0687 0,0857
SVM 1,8306 2,7026 0,7398 10560

Fonte: Préprio autor.

Baseado dos valores obtido dos erros, observa-se que o método CC néo tem precisao

suficiente para ser utilizado sozinho, pois ao longo da simulagdo das 59,7 horas, a diferenca
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entre o SoC estimado e o SoC referéncia foi 17,7%. Os menores erros obtidos nas estimacoes

sao referentes aos métodos DT e RNA.

5.7 Implementacao pratica dos algoritmos em BMS

A implementacdo dos métodos de estimagao de SoC em BMS pode ser realizada de
diversas maneiras de acordo com o nivel de investimento que pode ser realizado no projeto,

pois quanto maior a capacidade de processamento, maior é o investimento a ser realizado.

As implementacaos dos métodos CC e EKF pode ser realizadas por meio de algumas

plataformas:

e Série CompactDAQ ou CompactRIO da National Instruments, que oferecem alta

precisao e taxa de amostragem suficiente para aquisicao de dados em tempo real.

e Microcontroladores como Raspberry Pi, ou BeagleBone Black, que podem ser usadas
para aplicagoes de controle em tempo real com taxas de amostragem adequadas para

estimativa de SoC de baterias.

o Existem também placas de desenvolvimento especificas para aplica¢oes de controle

em tempo real que podem ser compativeis com o Simulink Desktop Real-Time

As implementagoes dos métodos de Machine learning pode ser realizadas por meio

de algumas plataformas:

o NVIDIA Jetson TX2: Suporta Python e é capaz de executar codigos mais complexos,

incluindo modelos de aprendizado de maquina e processamento de arquivos CSV.

o NVIDIA Jetson Nano: Semelhante ao Jetson TX2, o Nano é projetado para aplicagoes

de aprendizado de maquina e suporta Python.

» Raspberry Pi (Raspberry Pi 4 Model B): Suporta Python e pode ser usado para

processar arquivos CSV.

o BeagleBone (BeagleBone Black): E compativel com Python e pode processar arquivos

CSV.

o STM32 Discovery (STM32F4 Discovery Board): Normalmente, o STM32 é progra-
mado em C/C++. Python nio é nativamente suportado, mas existem projetos que

exploram a execucao de Python em microcontroladores STM32.
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» Zynq UltraScale+ MPSoC (Xilinx): Pode executar Python em sistemas operacionais
incorporados, como o PetaLinux. Python pode ser usado para processamento de

arquivos CSV.

o Altera DE10-Nano (Intel/Altera): Assim como o Zynq, a DE10-Nano pode executar

Python em sistemas operacionais embarcados. Pode ser usado para processar arquivos
CSV.

5.8 Matriz de Pugh para avaliacao dos métodos

Com o intuito de avaliar esses erros, foi feito uma analise por meio da Matriz
de Pugh (CERVONE, 2009), também conhecida como Matriz de Decisao, que é uma
metodologia utilizada na avaliagdo e comparacao por meio de critérios classificatorios. Para
avaliar os resultados obtidos referentes as 5 metodologias de estimacao de SoC, os critérios

da avaliacao foram acuracia, complexidade computacional e adaptabilidade.

A acurécia refere-se a proximidade entre os valores estimados e os valores referéncia.
Em métodos de estimacao de SoC a acurécia é critica no processo devido ao grau de
precisao que as estimagoes precisam ter. A complexidade computacional refere-se ao poder
de processamento computacional necessario para executar as simulagoes, levando em
consideragao tempo de processamento e meméria encolvidos no processo. A relevancia da
complexidade computacional é alta porque trata-se de uma aplicacdo em tempo real. A
adaptabilidade refere-se a capacidade do sistema de entender as mudancas do que ocorrem

devido aos fendomenos do processo e se adaptarem a essa dinamicidade.

Para realizar esta avaliagao utilizou-se a seguinte escala de 5 pontos:

e 0: igual a, para RMSE < 0,1%;

e -1: ligeiramente pior que, para 0,1% < RMSE < 0, 5%;
« -2: pior que, para 0,5% < RMSE < 1%;

e -3: muito pior que, para 1% < RMSE < 2%;

e -4: extremamente pior que, para RMSE > 2%.

A classificagao das estimacoes por meio da Matriz de Pugh, na qual os dados de

entrada de SoC foram utilizados como referéncia pode ser observada na Tabela 5.
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Tabela 5 — Matriz de Pugh para Métodos de Estimacéo de SoC em Baterias de Litio

Critérios / Métodos CC | EKF | DT | RNA | SVM
Acuracia -5 -2 -1 -1 -3
Complexidade Computacional | -2 -3 -4 -4 -4
Adaptabilidade -5 -4 -1 -1 -2
Total das Pontuagoes -12 -9 -6 -6 -9

Fonte: Préprio autor.

A anélise da Matriz de Pugh proporciona percepgoes interessantes sobre os métodos
de estimagao de SoC de baterias de litio. Baseado nos resultados, observa-se que os métodos
DT e RNA possuem as melhores performances na estimacdo de SoC para a bateria do
veiculo e-tron modelo 2019. No capitulo seguinte serao realizadas as conclusoes finais

acerca deste trabalho.
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6 Conclusoes

Neste trabalho, foram apresentados os resultados referentes as estimacoes de SoC
utilizando contagem coulombica, filtros de Kalman estendido, Arvores de Decisdo, Redes
Neurais Artificiais e Maquinas de Vetores de Suporte. Para a contagem coulombica, os
resultados obtidos possuem um erro médio acumulado superior a 17%, o que impacta
negativamente o gerenciamento de um BMS, porque o erro acumulado ao longo dos ciclos
implica no desbalanceamento da bateria. Em contrapartida, esse modelo apresenta baixa

complexidade computacional para execucao.

Nas estimagoes com a metodologia EKF foram obtidos resultados melhores que os
obtidos por meio da contagem coulombica, mas mesmo assim, percebe-se pelos graficos
bastante variagoes abruptas nas estimgoes. Essas variagoes nas estimacgoes de SoC devem-se
ao problema de adaptabilidade do modelo, pois nos ciclos de trabalho, nos momentos
em que altas correntes eram transitoriamente fornecidas pela bateria, haviam variagoes
abruptas da tensao, que sdo um problema para o modelo, porque provoca um aumento do
erro de estimacao, e a corregao da estimacao por meio da mudanca do valor do ganho de

Kalman nao ocorria de forma instantanea.

Nas simulagoes utilizando métodos de aprendizado de maquina, foram obtidos
erros de estimagao relativamente baixos, inferiores a 1% para as metodologias DT e
RNA. Esses dois métodos apresentaram boa adapdabilidade para as variagoes abruptas de
corrente e tensdo. Apenas na simulagao do ciclo de trabalho referente a janeiro de 2020, o
método RNA apresentou erros de estimagao maiores, comparados as outras estimagoes,
por causa da diferenca de temperatura entre os momentos que o veiculo era desligado, com
a bateria quente, e ligado, apds algumas horas com a bateria mais fria, com variagoes de
temperatura de até 18°C. Em contrapartida, as simula¢oes por meio de SVM apresentaram
muita variacao no SoC estimado, como pode ser observado nos graficos. Os erros obtidos

ficaram acima de 1%. A metodologia demonstrou nao ser tao eficiente comparada com DT
e RNA.
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Os resultados obtidos possuem implicagdes significativas no contexto pratico de
estimacao de SoC de baterias de fons de litio, pois observou-se que dados de condigoes reais
de ciclos de trabalho podem ser usados com satisfagdo no treinamento de métodos de inte-
ligéncia artificial. Observou-se que os métodos arvore de decisdo de redes neurais artificiais
aprensentaram as menores médias de erro absoluto e raiz quadrada da média dos erros
quadraticos para os cenarios de carregamento e de conducao do veiculo. Essas consistentes
performances sugerem que os métodos DT e RNA podem ser escolhas promissoras para
aplicacgoes praticas que demandam precisdo na estimativa de SoC. No entanto, é crucial
considerar a complexidade computacional de cada método, bem como sua adaptabilidade
a diferentes condigoes operacionais. A selecdo do método mais adequado deve ser orientada

nao apenas pela acuracia, mas também por fatores praticos e operacionais.

Importante ressaltar que os resultados das estimacoes de SoC apresentados no
capitulo anterior nao foram refinados para se aproximarem ainda mais do SoC referéncia.
Todos se tratam de metodologias padrao de implementagao, sem maiores artificios compu-
tacionais para reduzir o erro absoluto de estimacao. Esse melhoramento dos resultados
pode ser realizado criando condigoes logicas para evitar a variagdo do SoC estimado em
condigoes ireais, como o exemplo de a bateria fornecer corrente elétrica para o veiculo, e
mesmo assim, o SoC aumentar. Além disso, nas simulagoes de aprendizado de maquina
foram utilizados 70% dos dados para treinamento e 30% de dados para teste, esses valores
podem ser ajustados para se tentar obter menores erros de estimacao. Essas melhorias
podem ser realizadas em trabalhos futuros assim como a realizacao da implementacao

pratica em hardware para controlar LIBs.

Em conclusao, é fundamental reconhecer que cada método possui suas proéprias
vantagens e limitagoes, e a escolha do método mais apropriado deve ser guiada pelas
necessidades especificas da aplicagdo. Este estudo contribui ndo apenas para o entendi-
mento da performance relativa desses métodos, mas também destaca a importancia de
considerar fatores praticos ao implementar solugoes de estimacdo de SoC em sistemas
de armazenamento de energia. Essas descobertas fornecem uma base sélida para futuras
pesquisas ¢ desenvolvimentos praticos no campo da gestao de baterias, visando aprimorar
a eficiéncia e a confiabilidade dos sistemas de armazenamento de energia alimentados por

baterias de ion de litio.
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