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Resumo

As Redes Sociais Baseadas em Localização (RSBL) surgiram com o propósito de permitir

que os usuários possam compartilhar com sua rede de amigos informações a respeito dos

pontos de interesse (POIs) que eles visitaram. Neste contexto, a capacidade de recomendar

novos lugares para que os usuários possam visitar é importante, pois pode, eventualmente,

melhorar a experiência destes usuários ao utilizar o sistema.

O contexto geográfico certamente influencia os usuários na hora de escolher os lo-

cais a serem visitados. Sendo assim, inicialmente analisamos este contexto de forma iso-

lada, através de recomendadores de POIs puramente baseados em informações geográficas.

Além disso, propomos um novo recomendador puramente geográfico baseado em Kernels

Gaussianos. Os resultados dos nossos experimentos demonstraram que o modelo proposto

consegue alcançar uma maior acurácia que os recomendadores puramente geográficos pre-

sentes no estado-da-arte na maioria dos casos avaliados. Porém, esta mesma análise demon-

strou que o contexto geográfico isoladamente não é capaz de gerar recomendações com alta

acurácia de forma geral.

Logo, ao modelar um recomendador de POIs é necessário combinar as informações ge-

ográficas com outros contextos a fim de melhorar sua acurácia. Sendo assim, também propo-

mos um novo recomendador de POIs que consegue capturar as preferências de usuários (de

forma similar às técnicas de filtragem colaborativa) e informações geográficas em um único

modelo baseado em difusão em grafos. Este recomendador visa aprender um ranking per-

sonalizado de lugares a serem recomendados para cada usuário levando em consideração os

lugares visitados por outros usuários com preferências similares, as distâncias entre os lu-

gares visitados e os lugares candidatos à recomendação, e as regiões as quais o usuário visita

mais frequentemente. Os nossos experimentos mostraram que este modelo consegue ser

mais eficiente que os modelos de recomendação de POIs presentes no estado-da-arte, além

de conseguir alcançar uma acurácia igual ou superior às abordagens comparadas. Todos os

experimentos foram realizados utilizando dados reais de umas das RSBL mais populares

atualmente: o Foursquare.
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Abstract

Location-Based Social Networks (LBSN) emerged with the purpose of allowing users to

share, with their friends, information about points of interest (POIs) they visited. In this

context, the ability to recommend new places for users to visit is important because it can

eventually improve the overall user experience while using the system.

The geographical context certainly influences the locations that the users choose to visit.

Therefore, initially we analyzed this context separately, through the recommenders of POIs

purely based on geographical information. Furthermore, we propose a new geographic-

aware recommender based on Gaussian Kernels. The results of our experiments demon-

strated that the proposed model can achieve higher accuracy than the state-of-the-art recom-

menders solely based on geographical information, in most of the cases evaluated. However,

this same analysis showed that the geographical context alone is not able to generate recom-

mendations with high accuracy.

So to model a new recommender of POIs, it is necessary to combine geographic in-

formation with other contexts in order to achieve high accuracy. Thus, we also propose a

new recommender of POIs that can capture the preferences of users (similar to collabora-

tive filtering techniques) and geographical information in a single model based on diffusion

on graphs. This recommender aims to learn a personalized ranking of places to be recom-

mended for each user taking into consideration the places visited by other users with similar

preferences, the distances between the places visited and places candidates for recommen-

dation, and the regions which the user visits more often. Our experiments showed that this

model can be more efficient than state-of-the-art recommenders of POIs, also achieving an

accuracy equal to or greater than the compared approaches. All experiments were conducted

using real data from one of the most popular RSBL nowadays: Foursquare.
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Capı́tulo 1

Introdução

1.1 Motivação

Os dispositivos equipados com GPS (Global Positioning System), tais como smartphones

e câmeras digitais, estão cada vez mais acessı́veis aos consumidores. Isso fez com que a

quantidade de dados georreferenciados, isto é, que contém metadados a respeito da posição

geográfica do dado, crescesse consideravelmente nos últimos anos. Podemos encontrar fotos

georreferenciadas em serviços como o Flickr 1 e microtextos georreferenciados em serviços

como o Twitter 2, por exemplo.

Dentro do contexto de dados georreferenciados, pudemos ver nos últimos anos o sur-

gimento e popularização das RSBL (Redes Sociais Baseadas em Localização) tais como o

Foursquare 3 e o Facebook places4. O principal tipo de dado compartilhado em uma RSBL

é chamado de check-in. Um usuário geralmente faz check-in em uma RSBL para com-

partilhar com seus amigos sua atual localização. Juntamente com o dado da localização,

os usuários geralmente podem incorporar texto ao check-in, permitindo assim que um dado

usuário compartilhe não apenas onde ele está, mas também comentários acerca do local onde

ele está. Além de ajudarem os usuários a descobrirem novos lugares a serem visitados, as

RSBL também auxiliam estes usuários a promoverem o encontro (fı́sico) com seus amigos

da rede, pois quando um usuário compartilha sua localização, seus amigos podem perceber

1https://www.flickr.com/
2https://twitter.com/
3https://foursquare.com/
4http://www.facebook.com/about/location
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1.1 Motivação 2

que ele se encontra perto, ou em algum local que eles gostam de ir, e optarem por irem se

encontrar com ele. Estes são alguns dos fatores que podem explicar a evidente popularização

das RSBL nos últimos anos. O Foursquare, por exemplo, foi lançado em 2009 e em 5 anos

atingiu as marcas de mais de 50 milhões de usuários e de 6 bilhões de check-ins 5.

Os sistemas de recomendação podem ser bastante úteis para melhorar a experiência dos

usuários das RSBL, sobretudo em grandes cidades, onde há uma grande variedade de POIs

(Pontos de Interesse) para visitar tais como restaurantes, museus, parques, cinemas, teatros,

entre tantos outros. Quando as opções de lugares a serem visitados é grande, os sistemas

de recomendação podem auxiliar os usuários a encontrarem informações relevantes, através

de recomendações personalizadas de locais que eles ainda não visitaram, mas que prova-

velmente teriam interesse de visitar. Desta forma, os usuários podem se surpreender posi-

tivamente com o sistema em torno da RSBL, o que pode levar a um aumento no grau de

satisfação e de fidelidade dos usuários.

Uma das abordagens mais utilizadas para a implementação de sistemas de recomendação

é a de filtragem colaborativa [KBV09], que assume que usuários que apresentaram compor-

tamentos similares no passado tendem a apresentar comportamentos similares no futuro.

Porém, um dos grandes desafios enfrentados pelos modelos de filtragem colaborativa, de

uma forma geral, é a esparsidade dos dados. Este problema diz respeito ao fato de que

apesar de existir uma quantidade muito grande de itens disponı́veis no sistema, os usuários

tendem a interagir ou avaliar apenas uma pequena parcela destes itens. Quanto mais espar-

sos são os dados, mais difı́cil é para o modelo de recomendação aprender as preferências dos

usuários do sistema. Logo, a esparsidade dos dados tem um impacto direto na acurácia do

recomendador.

Limitações geográficas tornam o problema de esparsidade dos dados ainda mais agra-

vante quando estamos no domı́nio das RSBL, pois um usuário nem sempre poderá visitar os

POIs que ele gostaria de visitar. Por exemplo, fica claro que mesmo que um dado usuário

tenha bastante interesse em visitar a Torre Eiffel em Paris, França; isso não implica que ele

irá fazê-lo, sobretudo se este usuário morar em outro paı́s. Afinal, viajar demanda tempo

e dinheiro. Em alguns outros domı́nios este problema é menos agravante pois não existem

razões óbvias que impeçam um usuário de assistir o filme Titanic caso ele tenha vontade, por

5https://foursquare.com/about
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exemplo. Logo, o histórico de visitas dos usuários das RSBL estarão geralmente limitados

por fatores geográficos, o que faz com que seja mais difı́cil para os modelos de recomendação

aprenderem o gosto pessoal de cada usuário.

Sendo assim, neste trabalho nós começamos isolando o fator geográfico dos POIs e

usuários e investigamos seu impacto nas recomendações de POIs. Pois na literatura revi-

sada não encontramos nenhum trabalho que realizasse tal investigação. Além de analisar os

recomendadores de POIs puramente baseados em fatores geográficos presentes no estado-

da-arte, nós propomos um novo recomendador puramente geográfico baseado em Kernels

Gaussianos. Os resultados desta análise mostraram que o recomendador de POIs proposto

baseado em Kernels Gaussianos alcançou uma maior acurácia que os demais recomendado-

res puramente geográficos na maioria das cidades avaliadas. Porém, esta análise também

demonstrou que isoladamente os recomendadores puramente geográficos, apesar de impor-

tantes, não apresentam alta acurácia. Logo, as informações geográficas devem ser exploradas

juntamente com outros contextos.

Esta pode ser uma das razões que levaram trabalhos anteriores a combinarem modelos

de filtragem colaborativa, modelos cientes de contexto geográfico e modelos cientes de con-

texto social para gerar recomendações de POIs [CYKL12; YYLL11; YSC+13]. Apesar do

fato de que a combinação destes modelos tende a elevar a acurácia das recomendações, esta

abordagem apresenta algumas desvantagens; dentre elas podemos citar o fato de que é ne-

cessário treinar e ajustar os parâmetros de mais de um modelo para que as recomendações

possam ser efetuadas. Além disso, pelo fato de cada modelo ser independente, esta aborda-

gem de combinação de modelos não permite explorar as correlações que podem existir entre

os diferentes aspectos do domı́nio.

Então, propomos um modelo unificado baseado em difusão em grafos que leva em

consideração as similaridades entre preferências de usuários, a influência geográfica através

das distâncias entre POIs (isto é, a preferência por locais fisicamente próximos) e a pre-

ferência de usuários por determinadas regiões. Para que fique mais claro a importância de

cada uma destas três relações para a recomendação de POIs, considere o exemplo de descrito

na figura 1.1. Nela podemos observar um conjunto de quatro usuários (u1, u2, u3 e u4). Cada

um destes usuários pode fazer check-ins em 8 localizações, que estão dispostas em duas

regiões distintas: a região verde (composta por l1, l2, l3 e l4) e a região azul (composta por l5,
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Figura 1.1: Check-ins de usuários

l6, l7 e l8). As setas indicam que um usuário fez check-in naquela localização, por exemplo

o usuário u1 fez check-in nas localizações l1 e l2.

Daı́, podemos observar que a preferência dos usuários pode ajudar a gerar recomendações

para os usuários u1 e u2, tendo em vista que eles visitaram uma mesma localização (l2). Se

assumirmos que pessoas que visitaram localizações similares no passado tendem a visitar

localizações similares no futuro, então podemos recomendar l5 e l3 para o usuário u1. Si-

milarmente, podemos recomendar l1 para o usuário u2. Já a preferência por locais mais

próximos pode nos ajudar a gerar recomendações para o usuário u3, que visitou apenas a

localização l4. Assumindo que usuários tendem a visitar locais próximos daqueles que ele

já visitou no passado, uma potencial recomendação para u3 seria l6, que é a localização

mais próxima de l4. Finalmente, utilizando as preferências por regiões seremos capazes de

recomendar l5 para u4, pois u4 visitou todas localizações da região azul, exceto l5. Se con-

siderarmos que cada região é, por exemplo, um bairro de uma dada cidade, o padrão de

check-ins de u4 demonstra que ele tem bastante interesse em visitar lugares daquele bairro,

justificando assim a recomendação de l5. No modelo proposto neste trabalho, utilizamos um

algoritmo de passeio aleatório para que possamos capturar, de forma transparente, o efeito

de cada um destes três tipos de preferências individualmente, bem como o efeito que elas

exercem umas sobre as outras.
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1.2 Objetivos

O objetivo geral deste trabalho é melhorar as recomendações de POIs no contexto de RSBL.

Mais especificamente, queremos definir um modelo baseado em difusão em grafos e avaliá-

lo, utilizando dados reais de RSBL, sob a hipótese de que este modelo proposto apresenta

uma melhor acurácia que os modelos de recomendação de POIs presentes no estado-da-arte.

1.3 Formalização do Problema

O cenário de recomendação que exploramos neste trabalho é aquele onde conhecemos com

precisão a cidade na qual o usuário está localizado atualmente, independente dele morar na-

quela cidade ou apenas estar visitando a mesma. Neste cenário, desconsideramos a possibili-

dade de recomendar POIs que não estão localizados na cidade atual do usuário. A relevância

deste cenário de recomendação reside no fato de que é mais viável para um usuário visitar

localizações próximas de onde ele está, isto é, provavelmente será de maior interesse para um

dado usuário que ele receba recomendações da cidade que ele mora (ou que está visitando)

do que receber recomendações de lugares totalmente distantes de sua atual localização.

Daı́, podemos definir formalmente o problema de recomendação de POIs dentro de uma

cidade da seguinte forma: Seja U o conjunto de usuários, L o conjunto de lugares (POIs) e

C o conjunto de cidades, então um check-in pode ser modelado através de uma tupla (u, l, c)

onde u ∈ U , l ∈ L e c ∈ C. Sendo assim, a tarefa do recomendador de POIs é definir uma

função ŝ : U × L × C → R que seja capaz de calcular a preferência de um dado usuário u

com relação a uma dada localização l, situada numa dada cidade c. Agora, podemos calcular

um ranking com as top-N localizações a serem recomendadas para um dado usuário u, em

uma dada cidade c, como descrito na equação 1.1.

topN(u, c) :=
n

argmax
l∈Lc\Lu

ŝ(u, l, c) (1.1)

onde n representa o número de POIs a serem recomendados, Lc é o conjunto de POIs

localizados dentro de uma cidade c e Lu é o conjunto de lugares onde o usuário u já fez

check-in.
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1.4 Contribuições

As principais contribuições deste trabalho estão sumarizadas a seguir:

• Um novo recomendador puramente geográfico baseado em Kernels Gaussianos.

• Uma análise comparativa entre vários modelos de recomendação baseados em

informações puramente geográficas a fim de avaliar o quão acurados são os mesmos.

• Um novo modelo de recomendações personalizadas de POIs que, a partir dos dados

de check-ins de usuários de RSBL, consegue capturar, em uma única estrutura, as pre-

ferências dos usuários por locais e regiões, além de levar em consideração as distâncias

entre os POIs já visitados pelo usuário e os POIs candidatos. Exploramos as influências

que cada um destes três tipos de informações exercem uns sobre os outros através de

um modelo de difusão em grafos: o passeio aleatório.

• A abordagem proposta foi avaliada utilizando dados reais de uma das RSBL mais

populares atualmente: o Foursquare. Os experimentos realizados mostraram que

os recomendadores propostos apresentam acurácia igual ou superior aos modelos de

recomendação de POIs presentes no estado-da-arte, além de apresentarem um melhor

custo computacional na geração das recomendações.

As duas primeiras contribuições listadas anteriormente, isto é, a definição de um novo

recomendador puramente geográfico baseado em Kernels Gaussianos bem como a análise

comparativa entre os modelos puramente geográficos, foram publicadas no artigo “A Gaus-

sian Kernel Approach for Location Recommendations”, que foi apresentado no simpósio

KDMILE (Symposium on Knowledge Discovery, Mining and Learning) do ano de 2013. As

demais contribuições geraram o artigo “A personalized geographic-based diffusion model for

location recommendations in LBSN”, que foi aceito para publicação no congresso LA-WEB

(Latin American Web Congress) do ano de 2014. Ambos os artigos tiveram como autores o

autor desta dissertação (Iury Nunes) e seu orientador (Leandro Marinho).
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1.5 Estrutura da Dissertação

O restante desta dissertação está estruturada como descrito a seguir. No capı́tulo 2 apre-

sentamos os trabalhos relacionados existentes na literatura e posicionamos este trabalho em

relação aos mesmos a fim de justificar sua inovação e relevância. Em seguida, no capı́tulo 3,

realizamos uma análise descritiva dos dados de check-ins a serem utilizados nos experimen-

tos, descrevemos o protocolo de avaliação e introduzimos as métricas que serão utilizadas

para medir a acurácia dos recomendadores. No capı́tulo 4, realizamos uma análise com-

parativa entre recomendadores puramente geográficos. No capı́tulo 5 propomos um novo

recomendador de POIs, que modela os dados de check-ins em um grafo cujo os nós que

representam três tipos distintos de entidades: usuários, lugares e regiões; e mostramos que

aplicando os princı́pios de difusão em grafos através do passeio aleatório somos capazes de

encontrar os lugares mais relevantes para recomendar aos usuários, levando em consideração

os relacionamentos entre estas três entidades. No capı́tulo 6 descrevemos como validamos

este modelo de difusão. Inicialmente detalhamos as técnicas de recomendação de POIs que

constituem o estado-da-arte e que, portanto, foram utilizadas nos nossos experimentos. Em

seguida, apresentamos e analisamos os resultados obtidos com os experimentos realizados,

que mostram que, na maioria dos casos, o modelo de difusão é mais acurado e mais efici-

ente computacionalmente que os modelos do estado-da-arte. Por fim, o capı́tulo 7 finaliza

a dissertação mostrando as principais conclusões alcançadas bem como apresentando idéias

para potenciais trabalhos futuros.



Capı́tulo 2

Trabalhos Relacionados

Neste capı́tulo iremos descrever os trabalhos que de alguma forma se relacionam com o

problema de melhorar as recomendações de POIs em RSBL. Estes trabalhos foram encon-

trados por meio de pesquisas nas principais conferências de Aprendizagem de Máquina

e Recuperação da Informação (AAAI, SIGIR, KDD, ICWSM, SIGKDD, RecSys, CIKM,

WSDM), além da bibliotecas digitais da IEEE e da ACM e sites de busca como Google

Acadêmico.

Entender os padrões de mobilidade humana é um problema que vem atraindo a atenção

de pesquisadores que atuam em diversas áreas, como mineração de dados espaciais e

computação pervasiva. Além da recomendação de lugares, que é o foco deste trabalho, a

compreensão dos padrões de mobilidade humana pode ter aplicação em diversas outras áreas,

tais como, predição de condições de trânsito, planejamento urbano e criação de modelos que

auxiliem o controle de doenças epidêmicas [CCLS11].

Com o surgimento e a popularização das RSBL, surgiram também bases de dados que

armazenam uma série de check-ins de diversos usuários ao longo do tempo. Isso fez com

que surgissem várias pesquisas que se utilizaram destes dados para analisar os padrões

de mobilidade humana [CML11; CCLS11; NSMP11; SdMA+14]. Apesar destes traba-

lhos não estarem diretamente relacionados a sistemas de recomendação, eles fornecem

informações importantes que podem ser utilizadas para ajudar na concepção de novos mo-

delos de recomendação.

Uma das conclusões destes trabalhos que foi levada em consideração para a construção

do nosso modelo de recomendação de POIs é que as distâncias entre os check-ins consecuti-
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vos dos usuários segue uma distribuição do tipo Lei de Potência [CCLS11; NSMP11]. Isso

implica que a grande maioria dos check-ins dos usuários são realizados em locais próximos

do check-in anterior. Mais especificamente, na análise feita por Noulas et al. [NSMP11]

verificou-se que a distância das localizações de 80% dos check-ins consecutivos a um check-

in prévio é menor que 10Km.

A distribuição de Lei de Potência também pode ser verificada quando comparamos as

distâncias das localizações de qualquer check-in do usuário com a localização de sua re-

sidência. Além disso, verificou-se que tipicamente os usuário de RSBL tem pelo menos

duas regiões onde a concentração de check-ins é maior: a primeira é a região ao redor de sua

residência e a segunda é a região ao redor de seu local de trabalho [CML11].

O domı́nio das RSBL é um domı́nio inerentemente multirrelacional, isto é, existem várias

entidades que possuem vários tipos de relações entre si. Como principais entidades, pode-

mos citar os usuários, os POIs e a Localização dos POIs. Neste trabalho, foram exploradas

dois tipos de relações encontradas neste domı́nio: a relação entre usuário e POIs, que é

dada através dos check-ins; e a relação espacial que existe entre os POIs e suas respectivas

posições geográficas. Porém, existem outras relações que são inerentes ao domı́nio e que

podem ser utilizadas para melhorar a acurácia dos recomendadores.

A relação temporal entre o check-in e o momento em que ele foi efetuado foi explorada

por Gao et al. [GTHL13] modelando a influência temporal sobre os check-ins dos usuários

a partir de duas hipóteses: a primeira é que as preferências dos usuários variam ao longo do

dia, por exemplo, usuários podem preferir locais mais calmos durante a manhã e locais mais

barulhentos durante a noite. A segunda hipótese é que as preferências dos usuários tendem a

ser mais similares em horas consecutivas do dia, ou seja, a mudança de gosto do usuário ao

longo do dia se dá de forma gradual e não de forma abrupta.

Uma outra relação explorada em trabalhos recentes foi a relação entre os POIs e suas ca-

tegorias [ZM12; LLAM13]. A relação de categorias dos POIs é útil para auxiliar os usuários

a filtrarem conteúdo durante pesquisas de lugares a serem visitados, por exemplo, em um

dado momento, um dado usuário pode estar interessado em visitar restaurantes. Parques,

Shoppings, Cinemas, Estádios, Lanchonetes são outros exemplos de categorias bastante po-

pulares. Descobrir a preferência dos usuários por categorias, isto é, descobrir que um dado

usuário prefere visitar shoppings enquanto um outro prefere visitar restaurantes japoneses (e
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assim sucessivamente) pode ajudar a incrementar a acurácia do recomendador.

Outra relação bastante explorada em modelos de recomendação de POIs é a relação de

amizade, que é dada explicitamente na Rede Social quando um usuário adiciona um outro

a sua lista de amigos [CYKL12; YYLL11]. Ye et al. [YYLL11] verificou através de seus

experimentos, por exemplo, que a amizade influencia check-ins de usuários em locais muito

distantes de sua residência. Logo, assim como a relação temporal e a relação de catego-

rias, um recomendador que explora a relação social de forma correta está mais propı́cio a

apresentar uma maior acurácia. Porém, estas três relações auxiliares estão fora do escopo

deste trabalho. Decidimos focar apenas nas relações entre usuários e seus check-ins e entre

check-ins e suas localizações, pois estas duas relações podem ser consideradas as principais

relações do domı́nio das RSBL. Entretanto, é importante destacar que o modelo apresentado

neste trabalho é robusto e flexı́vel de forma que estas outras relações auxiliares possam ser

facilmente incorporadas a ele em trabalhos futuros.

Neste sentido, os trabalhos presentes no estado-da-arte que utilizam informações destas

duas relações principais, os check-ins dos usuários e a localização geográfica dos POIs, para

gerar recomendação de POIs combinaram dois modelos especializados em cada uma das

relações para gerar o recomendador final. Cheng et al. [CYKL12] optaram por um modelo

baseado em fatoração de matrizes probabilı́sticas para lidar com os dados dos check-ins e por

um modelo capaz de encontrar múltiplos centros com distribuição Gaussiana para encontrar

as preferências geográficas dos usuários. A combinação destes modelos, porém, foi feita

através de uma simples multiplicação, isto é, cada modelo é capaz de gerar um ranking

atribuindo uma pontuação para cada POI, daı́ a pontuação de cada POI no ranking final

de recomendação é a multiplicação das pontuações dos POIs nos dois ranking gerados por

cada modelo. Já Ye et al. [YYLL11] utilizaram um modelo baseado nos K-Vizinhos Mais

Próximos utilizando a similaridade entre usuários para determinar a vizinhança como sendo o

modelo apropriado para lidar com os dados de check-in. Para lidar com os dados geográficos,

foi verificado que as distâncias entre os check-ins dos usuários seguiam aproximadamente

uma distribuição Lei de Potência, que pode ser aproximada por um modelo linear em escala

logarı́tmica. Daı́, foi aplicado uma regressão linear neste modelo (em escala logarı́tmica) a

fim de encontrar os valores dos parâmetros da distribuição Lei de Potência. A combinação

destes dois modelos foi feita utilizando uma combinação linear, o que implica que seria
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possı́vel dar mais peso a um modelo que a outro. Isso difere da combinação feita por Cheng

et al. [CYKL12], que decidiram atribuir os mesmos pesos aos dois modelos durante a fase de

combinação. A principal desvantagem de se combinar modelos através de uma combinação

linear é que ela introduz novos paramêtros a serem estimados no modelo final, que é o

peso de cada um dos modelos. Tendo em vista que geralmente cada modelo também tem

seus parâmetros para serem ajustados, encontrar os valores ideais de todos os parâmetros do

modelo final pode ser uma tarefa dispendiosa.

Diferentemente dos trabalhos mencionados anteriormente, o modelo de recomendação

que apresentamos neste trabalho é unificado. Isso implica que tanto as preferências dos

usuários (extraı́das a partir dos check-ins) quando a influência geográfica estarão combinadas

em um único modelo. E as correlações existentes entre estas duas relações distintas podem

ser capturadas de forma transparente. Além disso, dado que o modelo é único, podemos focar

em estimar apenas os parâmetros do modelo, sem se preocupar em depois ter que estimar

pesos para combinação com outros modelos.

É importante mencionar que recentemente têm surgido alguns trabalhos que utilizaram

os conceitos de modelos de tópicos probabilı́sticos para criar novos recomendadores de

POIs [HE13; KIH+13; YSC+13]. Porém, os experimentos utilizados para a validação dos

modelos propostos por [HE13] e [KIH+13] utilizaram dados de serviços como Twitter, Yelp1

e Flickr. Apesar de todos estes serviços disponibilizarem para o usuário a possibilidade de

serem postados dados georreferenciados, a qualidade dos dados para fins de recomendação

de POIs pode ser considerada inferior. Por exemplo, o fato de um dado usuário ter postado

uma foto no Flickr de uma dado lugar, digamos um restaurante, não quer dizer necessaria-

mente que ele quer compartilhar com seus amigos que ele esteve naquele lugar (talvez ele

tenha postado a foto por causa das pessoas que aparecem na foto). Já o trabalho desenvolvido

por Yin et al. [YSC+13], utilizou dados provindos tanto de RSBL quanto de RSBE (Redes

Sociais Baseadas em Eventos). Dos vários cenários explorados nesta pesquisa, existe um que

mais se assemelha com o problema que estamos abordando: aquele onde usamos dados de

RSBL para recomendar POIs na cidade-natal do usuário. Neste caso especı́fico, a diferença

do método de Yin et al. [YSC+13] foi bem pequena quando comparado com os resultados

de Ye et al. [YYLL11]. Por estas razões, neste trabalho, para fins de validação do nosso

1http://www.yelp.com/
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modelo, iremos comparar nosso recomendador com as abordagens definidas em [CYKL12]

e [YYLL11]. Mais detalhes sobre cada uma destas abordagens podem ser encontrados na

seção 6.1.

Os conceitos de difusão em grafos utilizando Passeio Aleatório já foram aplicados com

sucesso para diferentes domı́nios. O modelo de Jaschke et al. [JMH+08] gera recomendações

de Tags em serviços de bookmarking, já o modelo de Backstrom et al. [BL11] foi aplicado

para a recomendação de novos amigos em uma rede social, também temos o modelo de

Konstas et al. [KSJ09] que foi utilizado em recomendações musicais. Essa abordagem, de

Passeio Aleatório, aparece como uma escolha bastante adequada para a recomendação de

POIs pelo fato de que ela consegue facilmente explorar as diferentes relações que existem

entre as entidades do domı́nio das RSBL. Portanto, neste trabalho iremos mostrar como

podemos modelar um grafo, isto é, definir os nós, as arestas (bem como seus pesos) de forma

que, ao executar o Passeio Aleatório, o modelo gerado seja capaz de capturar ao mesmo

tempo, a influência definida a partir da filtragem colaborativa dos check-ins, a influência

geográfica das distâncias entre os POIs e a influência geográfica das regiões onde os POIs

estão situados exercidas sobre os check-ins dos usuários.



Capı́tulo 3

Metodologia

Neste capı́tulo iremos detalhar os dados que foram utilizados durante a realização dos nos-

sos experimentos, na seção 3.1. Em seguida na seção 3.2, descrevemos como particionamos

estes dados em conjuntos de treino e teste para validar os recomendadores, e também apre-

sentamos as métricas que foram utilizadas para medir a acurácia dos recomendadores.

3.1 Descrição dos Dados

Nossos experimentos foram conduzidos utilizando dados reais de uma das mais populares

RSBL atualmente: O Foursquare. Os dados do Foursquare foram coletados pelos autores de

[CCLS11] no perı́odo entre setembro de 2010 e (inclusive) janeiro de 2011, e esta base está

disponı́vel (sob requisição) através do seguinte link: http://infolab.tamu.edu/data/.

Seguindo um protocolo comum encontrado na literatura para a avaliação de sistemas

de recomendação, nós decidimos concentrar os experimentos em uma parte mais densa dos

dados. Isso implica que desconsideramos os dados de usuários que efetuaram check-ins em

menos de 10 localizações distintas, bem como desconsideramos os dados de localizações

que foram visitadas por menos de 10 usuários distintos.

Após esta filtragem, as posições dos check-ins restantes no mapa mundi estão apresenta-

das na figura 3.1. Como podemos observar, a grande maioria dos check-ins se concentra na

Europa e nos Estados Unidos. Isso pode ser explicado em parte por fatores econômicos, pois

o alto poder aquisitivo dos habitantes destas regiões faz com que mais pessoas consigam ter

acesso à internet móvel e a dispositivos equipados com GPS.
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Figura 3.1: Distribuição Global de Check-ins no Foursquare

Como descrito na seção 1.3, o cenário de recomendação que exploramos neste trabalho

é aquele onde conhecemos a cidade atual dos usuários. Logo, para validar os recomenda-

dores neste contexto, é necessário escolher algumas cidades para a avaliação. Ao analisar a

distribuição da quantidade de check-ins nas cidades com maior número de check-ins após a

filtragem dos dados, que está exibida na figura 3.2, pudemos perceber uma grande variação

na quantidade de check-ins nas 5 primeiras cidades e uma estabilização na quantidade de

check-ins a partir da sexta cidade (Filadélfia). Por esta razão, para os nossos experimentos,

iremos utilizar as 5 cidades com maior número de check-ins na base do foursquare após a

filtragem dos dados, que são: Nova York, Los Angeles, Chicago, San Francisco e Londres.

Como esperado, todas as cidades estão localizadas nos Estados Unidos ou na Europa.

3.2 Protocolo de Avaliação

Para validar os recomendadores, nós particionamos as bases de dados em dois conjuntos

distintos: um conjunto para treino e um para teste. Os recomendadores devem ser capazes

de estimar os itens a serem recomendados utilizando apenas os dados de treino. Caso es-

tas recomendações incluam os dados de teste, então podemos assumir que esta foi uma boa

recomendação. A proporção do particionamento foi de 90% dos check-ins dos usuários para

o conjunto de treino e os 10% restantes foram usados para teste. Sendo assim, os usuários

que efetuaram menos de 10 check-ins não foram considerados usuários de teste, porém todos

os usuários foram considerados para o treinamento. Para cada cidade, o processo de parti-
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Figura 3.2: Quantidade de Check-ins por Cidade

City # Check-ins # Usuários # POIs # Usuários de Teste Esparsidade

Nova York 184.760 12.005 3.073 4.204 99, 49%

Los Angeles 64.494 6.317 1.274 1.568 99, 19%

Chicago 54.600 5.268 1.090 1.161 99, 04%

San Francisco 41.148 4.877 918 939 99, 08%

Londres 29.992 2.861 474 794 97, 78%

Tabela 3.1: Caracterı́sticas das Bases das Cidades

cionamento de 90% para treino e 10% para teste foi repetido 10 vezes com a finalidade de

diminuir as chances de tirarmos conclusões de dados enviesados. A tabela 3.1 apresenta as

caracterı́sticas das bases de dados de cada uma das cidades selecionadas; onde a esparsidade

dos dados é calculada conforme descrito na equação 3.1.

Esparsidade = 1− # Check-ins

# Usuários ∗ # POIs
(3.1)

As métricas que utilizamos para medir a acurácia dos recomendadores foram o pre-

cision@5 e o recall@5. Estas métricas irão verificar a qualidade das 5 primeiras

recomendações da lista. O valor 5 pode parecer pequeno, mas na prática os usuários ten-

dem a dar uma importância muito maior para os itens recomendados no inı́cio da lista
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de recomendação. Além disso, os usuários tendem a não processar grandes listas de

recomendações, pois quanto maior a lista, maior o esforço cognitivo para escolher os items

de interesse. Por estes motivos, 5 e 10 também são valores de referência usados na literatura

[CYKL12; YYLL11; GTHL13]. Sendo assim, seja Tu o conjunto de localizações na base

de testes para um dado usuário u ∈ U e Ru as 5 primeiras recomendações da lista gerada

por um dado recomendador; então podemos definir precision@5 e recall@5 para um dado

usuário u ∈ U como descrito a seguir:

precision@5(u) =
|Tu ∩Ru|

|Ru|
, recall@5(u) =

|Tu ∩Ru|
|Tu|



Capı́tulo 4

Análise do Impacto do Contexto

Geográfico

Neste capı́tulo iremos realizar uma análise de comparação da acurácia de recomendado-

res puramente geográficos. Isto é, para cada usuário alvo (o usuário que está requi-

sitando a recomendação) as únicas informações acessı́veis aos recomendadores são as

localizações dos POIs já visitados por este usuário no passado, bem como as localizações

dos POIs que ele ainda não visitou. O que nos motivou a fazer esta análise foi o fato

de que alguns dos recomendadores de POIs mais sofisticados presentes no estado-da-

arte são, na verdade, uma combinação de modelos baseados em filtragem colaborativa,

modelos cientes de contexto geográfico e modelos cientes de contexto social [CYKL12;

YYLL11]. Um contexto é qualquer informação que possa ser utilizada para caracterizar a

situação de uma entidade [DA00]. Neste caso, o contexto geográfico é utilizado para ca-

racterizar a relação entre um dado usuário e um ponto de interesse. Já o contexto social é

utilizado para caracterizar as relações de amizades entre os usuários.

As validações dos recomendadores de POIs presentes no estado-da-arte foram efetuadas

utilizando apenas os recomendadores finais, isto é, a combinação de vários modelos. Além

disso, não encontramos na literatura revisada nenhum trabalho que investigasse o impacto

fator do componente geográfico na recomendação. Desta forma, não podı́amos afirmar que

a melhora na acurácia de um dado recomendador se deu porque o modelo ciente de contexto

geográfico era mais eficiente ou se isso se deu por causa do modelo de filtragem colabora-

tiva, por exemplo. Sendo assim, surgiu a necessidade de comparar apenas os componentes
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geográficos dos recomendadores a fim de descobrir qual dos recomendadores geográficos

presentes no estado-da-arte é mais acurado isoladamente.

Além disso, compararemos a acurácia destes recomendadores com um baseline bastante

simples que recomenda os locais de acordo com a quantidade de usuários distintos que visi-

taram os mesmo. Este modelo de recomendação geralmente é referenciado pela expressão de

recomendador “mais popular”. A comparação com este baseline será importante para avaliar

qual a real importância do fator geográfico em recomendadores hı́bridos que exploram este

fator nas recomendações. Os experimentos foram realizados utilizando a metodologia des-

crita no capı́tulo anterior e seus resultados mostraram que, isoladamente, os recomendadores

puramente geográficos não são capazes de alcançar alta acurácia.

O restante deste capı́tulo está organizado da seguinte forma: nas seções 4.1 e 4.2 apresen-

taremos dois recomendadores puramente geográficos baseados em heurı́sticas simples, tais

como, a proximidade dos POIs entre si e a proximidade dos POIs em relação às residências

dos usuários; nas seções 4.3 e 4.4 apresentaremos dois recomendadores de POIs, somente

baseados em localiazação, presentes no estado-da-arte; na seção 4.5 propomos um novo re-

comendador puramente geográfico que, apesar de simples, consegue apresentar a melhor

acurácia entre os recomendadores puramente geográficos na maioria das cidades avaliadas;

finalmente, na seção 4.6 apresentamos os resultados e análises destes experimentos.

4.1 Recomendação baseada em Proximidade de POIs

Assumindo que os usuários estão mais propı́cios a visitarem lugares geograficamente

próximos aos lugares que eles já visitaram no passado, então talvez o modelo de

recomendação mais simples e intuitivo seja o de recomendar POIs baseado apenas nas

distâncias entre eles. Isto é, recomendar os POIs mais próximos dos POIs já visitados por um

dado usuário alvo. Assim, seja u ∈ U o usuário alvo ao qual desejamos gerar recomendações

e l ∈ L um dado local candidato a recomendação, que está situado numa dada cidade c ∈ C,

então podemos computar o grau de preferência de u por l, levando em consideração apenas

as distâncias dos POIs, da forma descrita na equação 4.1.

ŝ(u, l, c) = −dist(closest(l, Lu), l) (4.1)
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Figura 4.1: Ilustração de POIs em uma cidade

onde a função dist calcula a distância (em kilômetros) entre dois lugares, e a função

closest(l, Lu) retorna o lugar mais próximo entre l e os POIs visitados pelo usuário u, isto é

Lu. É importante destacar que multiplicamos o resultado da função dist por −1 pelo fato de

que quanto maior for a distância, menor a chance do usuário u visitar o lugar l.

Para que fique mais claro o processo de recomendação de um modelo baseado em proxi-

midade de POIs, considere uma cidade que contém 5 POIs tais como descritos na figura 4.1.

Agora suponha que um dado usuário visitou os POIs b e d. Sendo assim, o recomendador

baseado em proximidade de POIs irá recomendar para este usuário os POIs a e e, pois eles

estão mais próximos dos POIs b ou d do que o POI c. Porém se analisarmos as localizações

de b e d conjuntamente, perceberemos que o POI c está localizado em uma área que é relati-

vamente próxima dos POIs b e d, portanto recomendar c não implicaria necessariamente em

uma má recomendação. Então, uma limitação do recomendador baseado em proximidade de

POIs é que ele analisa cada POI visitado individualmente, desconsiderando assim qualquer

interação que possa existir entre estes POIs.

4.2 Recomendação baseada na Localização da Residência

do Usuário

Trabalhos recentes demonstraram que usuários tendem a visitar lugares que estão localizados

próximos às suas residências [CML11]. Sendo assim, um outro recomendador puramente

geográfico bastante simples que poderı́amos implementar seria aquele que recomenda os

lugares mais próximos da residência de cada usuário. Então o grau de preferência de um

usário alvo u com relação a um POI candidato a recomendação l pode ser calculado como
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Figura 4.2: Exemplo de Cálculo da Localização da Residência de um Usuário

descrito na equação 4.2.

ŝ(u, l, c) = −dist(home(u), l) (4.2)

onde a função home(u) retorna a localização da residência dos usuários, em termos de

coordenadas de latitude e longitude. Apesar dos dados referentes à residência de cada usuário

não estarem explı́citos em nossas bases, nós podemos inferi-los utilizando a abordagem des-

crita em [CML11]. Segundo esta abordagem, ao particionar o mundo em células de 25km

por 25km, podemos inferir a localização de residência do usuário como sendo o centroide

dos check-ins da célula na qual o usuário efetuou o maior número de check-ins.

Para que fique mais claro como as localizações das residências dos usuários são compu-

tadas, considere um dado usuário que efetuou check-ins em quatro células distintas, tal como

descrito na figura 4.2. Os check-ins deste usuário estão representados pelos cı́rculos pretos.

Sendo assim, podemos perceber que a célula na qual o usuário efetuou o maior número

de check-ins foi a célula d. Logo, a localização hipotética da residência deste usuário é o

centroide de seus check-ins realizados na célula d, que está representado na figura 4.2 pelo

triângulo vermelho.

4.3 Recomendação baseada em Regressão Linear

Em análises feitas em trabalhos anteriores, verificou-se que a distribuição das distâncias en-

tre check-ins dos usuários é do tipo lei de potência [YYLL11], isto é, a maioria dos check-ins
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Figura 4.3: Distribuição das Distâncias entre Check-ins (escala logaritmica)

estão separados por uma distância pequena ao passo que poucos check-ins estão separados

por uma distância grande. Ao realizar análises similares para os nossos dados, conseguimos

chegar a conclusões semelhantes. No gráfico exibido na figura 4.3, podemos observar que

a quantidade de check-ins em uma dada distância diminui de forma linear a medida que o

valor da distância aumenta. Visto que a escala do gráfico está em escala logarı́tmica, então

podemos inferir que este comportamento se assemelha a uma distribuição de lei de potência.

Porém, é importante destacar que para grandes distâncias, podemos perceber uma maior ir-

regularidade na linha do gráfico. Isso pode ser explicado pelo fato de que eventualmente os

usuários viajam e passam a visitar locais muito distantes daqueles que eles visitam habitual-

mente [YYLL11].

Sabendo que a distribuição das distâncias entre check-ins segue uma distribuição de

lei de potência, então podemos encontrar os parâmetros desta distribuição aplicando uma

transformação logarı́tmica nos dados, conforme descrito na equação 4.3. Após esta

transformação ser aplicada nos dados, obtemos uma distribuição linear com parâmetros w0

e w1. Então, ao aplicar a técnica de regressão linear nesta nova distribuição, encontramos

facilmente os valores dos parâmetros w0 e w1, e através destes valores podemos encontrar os

valores dos parâmetros a e b da distribuição de lei de potência original.

P (dist(l, l′)) = a ∗ dist(l, l′)b

logP (dist(l, l′)) = w0 + w1 ∗ log dist(l, l′)

onde a = 2w0 e b = w1

(4.3)

Uma vez que computamos os parâmetros da distribuição de lei de potência, podemos



4.4 Recomendação baseada em Múltiplos Centros Gaussianos 22

utilizar as distâncias entre os POIs visitados por um dado usuário para calcular o grau de

preferência de um dado usuário u por uma localização l conforme descrito na equação 4.4.

ŝ(u, l, c) = P (l|Lu)

=
P (l ∩ Lu)

P (Lu)

=
P (Lu) ∗

∏

l′∈Lu
P (dist(l, l′))

P (Lu)

=
∏

l′∈Lu

P (dist(l, l′))

(4.4)

Observe que este recomendador baseado em regressão linear utiliza as localizações de

todos os POIs que o usuário já fez check-in para calcular seu grau de preferência. Esta abor-

dagem difere dos recomendadores descritos nas duas seções anteriores, pois o recomendador

descrito na seção 4.1, calcula o grau de preferência baseado apenas em um POI (que é jus-

tamente o mais próximo), enquanto o recomendador descrito na seção 4.2 calcula o grau de

satisfação baseado apenas na localização da residência do usuário.

4.4 Recomendação baseada em Múltiplos Centros Gaussi-

anos

De acordo com o trabalho apresentado em [CML11], existem algumas regiões que os

usuários tendem a visitar mais do que outras. No recomendador descrito na seção 4.2, con-

seguimos explorar uma destas regiões: a região ao redor da residência do usuário. Porém,

a idéia de que cada usuário tem apenas uma região de interesse é muito restritiva, pois po-

dem haver outras regiões que despertem interesse no usuário, como por exemplo, a região ao

redor de seu local de trabalho.

Para as várias regiões de interesse dos usuários, o modelo de múltiplos centros gaussia-

nos, definido em [CYKL12], propõe aplicar um algoritmo de clusterização que utiliza uma

abordagem gulosa. Inicialmente, ordenamos de forma decrescente os POIs de acordo com

seu número de visitas. Em seguida, iteramos sobre os POIs e combinamos todos os ou-

tros POIs localizados a uma distância menor que d kilômetros do POI da atual iteração, e

então esta é uma região candidata. Daı́, verificamos se a proporção de check-ins do usuário
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nesta região candidata é maior que o threshold θ. Caso isso seja verificado, calculamos o

centroide da região candidata e assinalamos o mesmo como sendo um centro de interesse

para o usuário em questão. Então, seja Cu o conjunto de centros de interesse para um dado

usuário u, podemos calcular o grau de preferência de u por uma dada localização l, conforme

descrito na equação 4.5.

ŝ(u, l, c) =
∑

cu∈Cu

1

dist(l, cu)

freq(cu)
α

∑

ci∈Cu
freq(ci)α

δ(l|µcu , σcu)
∑

ci∈Cu
δ(l|µci , σci)

(4.5)

onde a função freq(cu) retorna o número de check-ins que o usuário u efetuou na região

representada pelo centro cu; α ∈ (0, 1] é um parâmetro para regular o peso que daremos para

a função de frequência; δ(l|µcu , σcu) é a função de densidade de probabilidade da distribuição

gaussiana; e µcu e σcu correspondem à média e à variância da região ao redor do centro cu,

respectivamente.

4.5 Recomendação baseada em Kernels Gaussianos

Na seção anterior, apresentamos um modelo que infere as regiões de interesse através de uma

técnica de clusterização gulosa. Sobretudo para grandes bases de dados, aplicar estes tipos

de técnicas pode ser bastante custoso computacionalmente. Na área de aprendizagem de

máquina, métodos de aprendizagem baseados em kernels podem ser utilizados para identifi-

car padrões nos dados [STC04]. Sendo assim, nesta seção iremos propor um recomendador

baseado em kernels gaussianos que consegue inferir as regiões de interesse dos usuários

através de kernels que geramos ao redor de cada check-in.

Para gerar os kernels, utilizamos uma distribuição half-normal, que é um caso especial

da distribuição normal onde a média é zero e apenas valores não-negativos são considerados.

Julgamos que esta distribuição seria apropriada para gerar recomendações de acordo com as

distâncias entre as localizações pelo fato de que o valor máximo da distribuição half-normal

é obtido em sua média (zero). Isso implica que se duas localizações forem próximas, ou seja,

a distância entre elas é próxima de zero, então o kernel gaussiano irá atribuir a elas uma alta

similaridade. À medida em que a distância entre as localizações aumenta, o valor de suas

similaridades decai normalmente.

Na figura 4.4 podemos verificar os Q-Q Plots das distâncias dos check-ins efetuados
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Figura 4.4: Half-Normal Q-Q Plots

pelos usuários e dados de uma distribuição half-normal. Quanto mais próximo a uma linha

reta com 45o de inclinação for o gráfico, então maior é a confiança que obtemos de que

a distribuição de probabilidades das distâncias dos check-ins é half-normal. Sendo assim,

podemos verificar na figura 4.4 que os gráficos dos Q-Q plots das cidades não formam uma

reta perfeita com 45o graus na extremidade direita do gráfico, porém na extremidade esquerda

(quando as distâncias são menores) podemos ver que seria razoável assumir uma distribuição

half-normal. Visto que é esperado que a maioria dos check-ins ocorram a uma distância

pequena dos outros locais já visitados pelos usuários anteriormente, então os gráficos da

figura 4.4 nos deram maior confiança para implementar uma abordagem baseada em kernels

gaussianos.

Sendo assim, o grau de preferência de um usuário u por uma localização l pode ser

computado, segundo o recomendador puramente geográfico baseado em kernels gaussianos,

da forma descrita na equação 4.6.

ŝ(u, l, c) =
1

|Lu|
∑

lu∈Lu

1√
2π

e−
1

2
dist(l,lu)2 (4.6)

Para que fique mais claro como as regiões de interesse dos usuários são inferidas através

dos Kernels Gaussianos, considere o exemplo apresentado na figura 4.5, onde cada ponto

representa um check-in de um usuário. Na figura 4.5a, podemos ver como o kernel forma

uma região de intesse ao redor de um check-in. Neste caso, a cor vermelha representa uma

probabilidade mais alta de interesse enquanto a cor azul representa uma probabilidade mais

baixa. Na figura 4.5b, podemos ver como os kernels gerados por quatro check-ins próximos

se sobrepõem formando uma única região de interesse. Também podemos ver um check-

in localizado um pouco mais distante formando uma outra região de interesse menor que a

outra região formada pelos quatro check-ins. Sendo assim, retornando ao exemplo descrito
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(a) Kernel Gaussiano (b) Interação Entre os Kernels

Figura 4.5: Kernels Gaussianos

na figura 4.1, caso um dado usuário tenha visitado as localizações b e d então, dependendo da

distância de c para b e d, a sobreposição dos kernels de b e d poderia levar c a ser recomendado

com maior prioridade que a e e.

4.6 Experimentos e Resultados

Utilizando a metodologia descrita no capı́tulo 3, realizamos experimentos para comparar os

5 recomendadores puramente geográficos descritos nas seções anteriores a fim de descobrir

quais são os mais acurados. Além dos 5 recomendadores geográficos, utilizamos como base-

line o recomendador Mais Popular para ter uma idéia de como é a acurácia destes modelos de

uma forma geral. Devido a sua simplicidade, o recomendador Mais Popular é normalmente

utilizado como baseline de comparação [KBV09]. No nosso cenário, o recomendador Mais

Popular irá ordenar os POIs de acordo com a quantidade de usuários distintos que efetuaram

check-ins e recomendar os top-5 melhor ranqueados.

Os resultados dos experimentos estão sintetizados na figura 4.6. Para cada cidade, os

recomendadores foram executados sobre os 10 conjuntos de partições de treino e teste, que

foram gerados conforme descrito na seção 3.2. Nas figuras 4.6a e 4.6b apresentamos a

média e o intervalo de confiança das métricas precision@5 e recall@5. O nı́vel de confiança

utilizado para o cálculo dos intervalos foi de 95%.

Ao analisar apenas os desempenhos dos recomendadores puramente geográficos, isto

é, desconsiderando o recomendador Mais Popular; podemos observar que o recomendador

baseado em Kernels Gaussianos alcançou uma maior acurácia na maioria das cidades avali-
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adas, mais especificamente em Nova York, Chicago e San Francisco. Nas demais cidades, a

acurácia do recomendador baseado em Kernels Gaussianos foi similar a acurácia dos reco-

mendadores baseados em regressão linear e proximidade de POIs. Logo, podemos afirmar

com 95% que o recomendador baseado em Kernels Gaussianos apresenta uma acurácia su-

perior ou igual a de todos os outros recomendadores puramente geográficos avaliados.

Ao comparar os resultados dos recomendadores puramente geográficos com o base-

line Mais Popular, podemos perceber que este alcançou em todas as cidades avaliadas uma

acurácia muito superior. Logo, com 95% de confiança podemos afirmar que o recomendador

Mais Popular, apesar de sua simplicidade, consegue ser mais acurado que os recomendadores

puramente geográficos. Isso fornece indı́cios de que os recomendadores não devem utilizar

apenas as informações geográficas para gerar recomendações de POIs. Pelo contrário, os

recomendadores de POIs devem combinar as informações geográficas com outros mode-

los de recomendação a fim de obter uma alta acurácia, tal como foi feito em [CYKL12] e

[YYLL11].
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Figura 4.6: Resultados dos Recomendadores Puramente Geográficos



Capı́tulo 5

Modelo de Difusão para Recomendação

de POIs

Agora que demonstramos que individualmente os modelos de recomendação puramente ge-

ográficos não são capazes de alcançar alta acurácia, vamos mostrar neste capı́tulo como as

informações do contexto geográfico podem ser incorporadas em um único modelo base-

ado em difusão em grafos que também leva em consideração as preferências pessoais dos

usuários pelos POIs. Este recomendador foi modelado a partir de três heurı́sticas acerca do

domı́nio das RSBL que foram obtidas a partir de alguns trabalhos anteriores presentes na

literatura.

A primeira heurı́stica que vamos aplicar para o nosso modelo é que usuários que visita-

ram lugares similares no passado tendem a visitar lugares similares no futuro. Na verdade

esta não é uma heurı́stica exclusiva do domı́nio de RSBL. Esta é a suposição fundamental da

técnica de filtragem colaborativa que já foi empregada em vários domı́nios [KBV09] e que

demonstrou bons resultados também no domı́nio de RSBL [YYLL11].

A segunda heurı́stica é que usuários tendem a visitar lugares próximos daqueles que eles

já visitaram no passado. Esta é uma hipótese bem razoável porque é pouco provável que os

usuários estejam o tempo todo viajando e visitando lugares muito distantes uns dos outros.

Podemos confirmar que esta heurı́stica é aplicável aos nossos dados através da distribuição

de probabilidade das distâncias entre os check-ins efetuados pelos usuários, que está des-

crita na figura 4.3. Como podemos observar, existe uma maior probabilidade de um dado

usuário efetuar check-ins em lugares próximos dos lugares nos quais ele já efetuou check-in

28
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anteriormente.

Finalmente a terceira heurı́stica aplicada ao nosso modelo é que os usuários tendem a

concentrar seus check-ins em torno de algumas regiões de interesse [CML11; CYKL12].

Para a maioria dos usuários, existem pelo menos dois lugares que eles passam a maior parte

do tempo: a sua residência e seu local de trabalho. Logo, existe uma probabilidade maior

dos usuários visitarem locais na região que se forma ao redor destes locais. Além destas

duas regiões que são comuns, usuários podem apresentar interesse pela região que se forma

próxima a residência do(a) namorado(a), um usuário que gosta de esportes provavelmente

apresentará interesse pelas regiões formadas perto dos estádios, um usuário que gosta de

compras apresentará interesse por regiões com grande concentração de shoppings, e assim

sucessivamente.

O resto deste capı́tulo está organizado da seguinte maneira: Na seção 5.1, descreve-

mos a fundamentação por trás da técnica de Passeio Aleatório com o intuito de facilitar a

compreensão de como a aplicação desta técnica pode ser utilizada para encontrar itens mais

relevantes em um grafo. Daı́, na seção 5.2 mostraremos como podemos modelar os da-

dos de check-in em um grafo. Em seguida, nas seções 5.3, 5.4 e 5.5 mostramos de forma

detalhada como podemos incorporar cada uma destas três heurı́sticas mencionadas anterio-

remente, através da definição das arestas do grafo bem como de seus pesos. Finalmente, na

seção 5.6 apresentamos como podemos unificar todas as informações em um único modelo

de recomendação.

5.1 Passeio Aleatório

Antes de apresentar o nosso modelo de recomendação que utiliza as preferências de usuários

por usuários similares, regiões e distâncias; iremos recapitular de forma breve os concei-

tos fundamentais necessários para a compreensão da técnica de difusão de informações em

grafos através de Passeio Aleatório (Random Walk).

Um grafo é uma estrutura de dados definida por um conjunto de vértices (ou nós) e

um conjunto de arestas, onde uma aresta conecta dois vértices no grafo. Formalmente, um

grafo G pode ser definido como uma tupla G = (V,E) onde V é o conjunto de vértices e

E ⊆ V × V é o conjunto de arestas. Quanto à orientação das arestas, um grafo pode ser
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Figura 5.1: Grafo Dirigido e Valorado

classificado como dirigido e não dirigido. Já quanto a ponderação das arestas, um grafo pode

ser classificado como valorado ou não valorado. Em um grafo não valorado, considera-se

que todas as arestas no grafo têm a mesma importância, ao passo que em um grafo valorado

existe uma função w : E → R que atribui pesos as arestas para denotar que algumas arestas

são mais importantes que outras. Neste caso, quanto maior o peso mais importante é aquela

aresta. Na figura 5.1, temos a representação de um grafo dirigido e valorado, onde os cı́rculos

representam os vértices, as setas representam as arestas e os números representam os pesos

das arestas.

Um grafo pode ser representado através de uma matriz de adjacência A ∈ R
|V |×|V |. Cada

linha e cada coluna em uma matriz de adjacência correspondem a um vértice do grafo. No

caso do grafo ser do tipo não valorado, o valor de uma entrada Ai,j será igual a 1 se (i, j) ∈ E,

e igual a 0 caso contrário. Já se o grafo for do tipo valorado, o valor de cada entrada Ai,j

será igual ao peso da aresta correspondente, isto é, Ai,j = w(ei,j). Por exemplo, a matriz de

adjacência do grafo da figura 5.1 seria da seguinte forma:

A =

















0 0 0 1

1 0 0 0

1 0 0 0

0 0.5 0.5 0

















A idéia por trás do conceito de Passeio Aleatório é a de que se um caminhante começar

a pular de nó em nó em um grafo, considerando os pesos das arestas, eventualmente ele irá

visitar alguns nós mais frequentemente que outros. Sendo assim, podemos considerar que

os nós mais visitados são mais importantes que os nós menos visitados e, portanto, devem

ser recomendados com uma maior prioridade. Uma das implementações mais conhecidas
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do Passeio Aleatório é o algoritmo de PageRank [PBMW98], que se utiliza da estrutura dos

hyperlinks entre páginas web a fim de descobrir quais páginas seriam mais importantes para

os usuários em geral; quanto mais páginas tiverem links apontando para uma dada página,

mais importante seria esta página.

Os pesos das arestas são de fundamental importância para que o caminhante saiba para

que nó ele irá saltar. A probabilidade do caminhante passar por determinada aresta durante

um salto é proporcional ao peso daquela aresta. Considere, por exemplo, o grafo da figura

5.1, sempre que o caminhante estiver no vértice A, ele irá saltar para o vértice D. Similar-

mente, sempre que o caminhante estiver nos vértices B ou C, ele irá saltar para o vértice

A. Porém, quando o caminhante estiver no vértice D, ele poderá saltar para o vértice B ou

C de forma aleatória. Isso implica que após um número relativamente grande de saltos, é

esperado que o caminhante visite os vértices A e D aproximadamente o dobro de vezes que

ele visitou os vértices B e C.

Um conceito importante que pode gerar melhores resultados para o Passeio Aleatório é

o de teleporte. O teleporte permite ao caminhante pular diretamente para qualquer vértice

do grafo, mesmo que não exista uma aresta conectando este vértice com o vértice atual do

caminhante. Desta forma, aumentamos a probabilidade do caminhante visitar vértices com

poucas (ou até mesmo nenhuma) arestas apontando para ele.

Para que possamos calcular a importância de cada vértice através da técnica de Passeio

Aleatório em um grafo G, considere um vetor de probabilidades ~x com |V | dimensões que irá

armazenar, a cada instante de tempo (ou iteração), a probabilidade de que o caminhante esteja

em cada vértice do grafo. Seja ~xt os valores armazenados no vetor ~x, para uma dada iteração

t, esperamos que para um valor suficientemente grande de t, as probabilidades armazenadas

no vetor ~x convirjam. Para tanto, a cada iteração iremos atualizar as probabilidades do vetor

~x como descrito na equação 5.1.

~xt+1 = ~xt

(

(1− λ)A+
λ

|V |

)

(5.1)

Onde A é a matriz de adjacência do grafo e λ é o valor do teleporte. É importante destacar

que para garantir a convergência das probabilidades do vetor ~x, a matriz A deve apresentar

duas propriedades. A primeira delas é que cada entrada da matriz possua valor no intervalo

[0, 1]. A segunda propriedade é que para cada linha da matriz, a soma das entradas desta
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~x[A] ~x[B] ~x[C] ~x[D]

~x0 1 0 0 0

~x1 0.1 0.1 0.1 0.7

~x2 0.22 0.31 0.31 0.16

~x3 0.472 0.148 0.148 0.232

... ... ... ... ...

~x10 0.326 0.188 0.188 0.295

Tabela 5.1: Iterações do Passeio Aleatório

linha seja igual a 1. Quando uma matriz apresenta estas duas propriedades, ela é chamada de

matriz estocástica ou matriz de Markov.

Como podemos observar, a matriz da transição A para o grafo apresentado na figura 5.1

é uma matriz estocástica. Daı́, para aplicar o Passeio Aleatório neste grafo necessitamos

inicialmente escolher valores iniciais para o vetor ~x0. Como eventualmente os valores irão

convergir, os valores iniciais não têm um grande impacto no resultados final. Então, vamos

supor que o caminhante vai começar a caminhada do nó A, logo ~x0 = (1, 0, 0, 0). Daı́,

supondo um valor de teleporte λ = 0.4 e aplicando a equação 5.1, podemos calcular o valor

de ~x1 como segue na equação 5.2.

~x1 = (1, 0, 0, 0)

















0.1 0.1 0.1 0.7

0.7 0.1 0.1 0.1

0.7 0.1 0.1 0.1

01 0.4 0.4 0.1

















= (0.1, 0.1, 0.1, 0.7) (5.2)

De fato, se continuarmos aplicando sucessivas vezes a equação 5.1, iremos encontrar os

valores para o vetor ~x em cada iteração conforme descrito na tabela 5.1. Como podemos

observar, em apenas 10 iterações, a técnica de Passeio Aleatório conseguiu detectar correta-

mente que os vértices A e D são mais importantes que os vértices B e C.

Existem algumas versões da técnica de Passeio Aleatório que utilizam o conceito de

Restart. O restart irá permitir que a qualquer iteração o caminhante volte para o vértice onde

ele começou a caminhada, mesmo se não existir uma aresta entre o vértice atual e o vértice
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inicial. O efeito do restart é diferente do teleporte pelo fato de que o teleporte aumenta a

probabilidade de todos os nós de forma uniforme, enquanto o restart insere um viés com

relação ao nó inicial.

Como veremos na seção 5.2, no grafo do modelo proposto neste trabalho, teremos um

vértice para cada usuário do sistema. Como estamos querendo gerar recomendações perso-

nalizadas de acordo com as preferências de um dado usuário alvo, podemos simplesmente

assinalar o vértice do usuário alvo como vértice inicial e aplicar o conceito de restart no

Passeio Aleatório. Desta forma, estaremos dando mais importância ao nó do usuário alvo e,

assim, as recomendações finais terão um viés maior em relação as preferências deste usuário.

5.2 Modelagem dos Dados de Check-in em um Grafo

Para que possamos modelar os dados de check-in em um grafo, é necessário definir inici-

almente quais serão os elementos do conjunto de vértices V , bem como os elementos do

conjunto de arestas E. Daı́, iremos modelar cada usuário e cada POI presente nos dados

de check-in como sendo um vértice no grafo. Já o conjunto de arestas pode ser definido da

seguinte forma: haverá uma aresta conectando um vértice de usuário para um vértice de um

POI sempre que o usuário correspondente tiver efetuado um check-in no POI correspondente.

Formalmente, podemos definir o grafo de feedback de check-ins Gf = (Vf , Ef ) como

descrito a seguir. Seja U o conjunto de usuários e L o conjunto de lugares presentes no

feedback da cidade de interesse, temos Vf = U ∪ L. Agora, se definirmos uma função

booleana checkedIn(u, l) para denotar que um dado usuário u ∈ U efetuou um check-in em

um dado lugar l ∈ L; então poderemos definir o conjunto de arestas do grafo da seguinte

forma: E = {{(u, l) : u ∈ U, l ∈ L, checkedIn(u, l) = true} ∪ {(l, u) : u ∈ U, l ∈
L, checkedIn(u, l) = true}}.

Na figura 5.2 podemos encontrar um exemplo de um grafo de feedback de check-ins.

Neste caso, temos U = {u1, u2, u3} e L = {l1, l2, l3, l4, l5}. Devemos ter sempre em mente

que um dos nossos objetivos principais é gerar recomendações personalizadas para um dado

usuário alvo. Na figura 5.2 estamos considerando que o usuário alvo é o u1 e esta é a razão

pelo qual o vértice deste usuário está destacado na cor azul escuro. Também podemos ob-

servar que os lugares visitados pelo usuário alvo u1 estão destacadas na cor vermelho. Isso
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Figura 5.2: Grafo representando os check-ins de usuários em lugares

se dá porque um dos objetivos mais importantes dos sistemas de recomendação é auxiliar os

usuários a encontrarem novos itens que possam lhe agradar de acordo com seus gostos pes-

soais. Portanto, o nosso modelo de recomendação jamais irá recomendar para o usuário alvo

lugares que ele já visitou no passado. Logo, no exemplo da figura 5.2 as únicas possı́veis

localizações que poderiam ser recomendadas para o usuário alvo u1 seriam l2, l4 e l5.

Se ponderarmos as arestas do grafo de feedback de forma uniforme, isto é, durante as

iterações do Passeio Aleatório o caminhante poderá saltar para qualquer nó vizinho com

mesma probabilidade, então a tendência é que o caminhante passe mais vezes pelos vértices

que possuem uma quantidade maior de arestas de entrada. Como queremos recomendar

apenas POIs, então teremos que filtrar o resultados final do Passeio Aleatório para considerar

nas recomendações apenas vértices que sejam do tipo POI e que não foram visitados pelo

usuário alvo. Sendo assim, se ponderássemos o grafo de forma uniforme, ao executar o

Passeio Aleatório e filtrar os resultados; irı́amos perceber que os POIs recomendados foram

aqueles que têm um maior número de usuários distintos que fizeram check-in. Este resultado

é exatamente igual ao que seria gerado por um recomendador que recomenda os itens mais

populares do sistema. Formalmente, a ponderação uniforme das arestas do grafo poderia ser

feita da seguinte forma: Seja outDegree(u) = |{v ∈ V : (u, v) ∈ E}| o número de arestas

de saı́da de um dado vértice u ∈ V , então para ponderar as arestas uniformemente basta

ponderar cada uma das arestas do grafo conforme a equação 5.3.

w(u, v) =
1

outDegree(u)
(5.3)

É importante ressaltar que um recomendador do tipo “mais popular” irá sempre gerar

as mesmas recomendações independentemente do usuário alvo, que são justamente os itens

mais populares do sistema. Tendo em vista que queremos gerar recomendações persona-
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lizadas, não iremos considerar este tipo de recomendador no nosso modelo. Na próxima

seção, mostraremos como recomendações personalizadas podem ser geradas ao simular os

conceitos da filtragem colaborativa dentro da técnica de Passeio Aleatório.

5.3 Difusão Baseada em Filtragem Colaborativa

A principal hipótese das técnicas de recomendação baseadas em filtragem colaborativa é

que usuários que apresentaram interesses por itens similares no passado tendem a apresentar

interesses por itens similares no futuro. Modelos de recomendação baseados em filtragem

colaborativa através da vizinhança de usuários já demonstraram ser bastante eficientes para

a recomendação de POIs em RSBL [YYLL11].

Para que um modelo de recomendação baseado nos K-Vizinhos mais próximos seja im-

plementado, é necessário inicialmente definir uma métrica que seja capaz de medir o quão

similares são dois usuários. No nosso caso, dois usuários serão mais similares quanto maior

for o número de POIs em comum que ambos visitaram no passado. Daı́, quanto maior for

este número de POIs compartilhados entre dois usuários, mais similares eles devem ser.

Neste trabalho, aplicamos a métrica de similaridade do cosseno para verificar o quão

similares são os usuários, pois esta mesma métrica apresentou bons resultados em trabalhos

recentes [YYLL11]. Para que esta métrica seja calculada, é necessário representar cada

usuário u ∈ U por meio de um vetor ~u com |L| dimensões. Cada posição do vetor terá

valor igual a 1 para indicar que o usuário efetuou um check-in na localização correspondente

aquela posição do vetor, ou 0 caso o usuário nunca tenha efetuado um check-in na localização

correspondente; tal como modelado em [YYLL11]. Daı́, para dois usuários u, v ∈ U , a

similaridade do cosseno pode ser calculada como descrito na equação 5.4.

simcf (u, v) =
~u · ~v

||~u||||~v|| (5.4)

Da forma que foi denifida na equação 5.4, os valores das similaridades entre os usuários

sempre estarão no intervalo [0, 1]. A similaridade entre dois usuários será máxima, isto é

igual a 1, quando estes dois usuários tiverem feito check-ins exatamente nos mesmos POIs.

Ao passo que a similaridade será mı́nima, isto é 0, quando os POIs que um usuário fez

check-ins são exatamente os POIs que o outro usuário não fez check-in.
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Tomando como exemplo os check-ins representados na figura 5.2, terı́amos os se-

guintes vetores para cada um dos usuários: ~u1 = (1, 0, 1, 0, 0), ~u2 = (1, 1, 1, 1, 0) e

~u3 = (0, 0, 1, 0, 1). Como podemos observar, u1 e u2 visitaram duas localizações em co-

mum (l1 e l3), enquanto u1 e u3 visitaram apenas l3 em comum. Logo, é esperado que as

similaridade entre u1 e u2 seja maior que a similaridade entre u1 e u3. Isso pode ser verificado

ao aplicar a equação 5.4. Daı́, temos simcf (u1, u2) = 0.7 e simcf (u1, u3) = 0.5.

Uma vez que podemos calcular a similaridade entre dois usuários, não é difı́cil encontrar

os k usuários mais similares de um dado usuário alvo. Para tanto, basta calcular a similari-

dade entre o usuário alvo e todos os outros usuários, depois ordenar o resultado em ordem

decrescente e por fim selecionar os k primeiros usuários do ranking.

Então, seja Nu o conjunto dos vizinhos (usuários mais similares) de um dado usuário

alvo u ∈ U ; e LNu
=

⋃

v∈Nu

Lv o conjunto de todos os POIs visitados por todos os vizinhos de

u. Podemos então definir o grafo Gcf o qual a aplicação da técnica de Passeio Aleatório neste

grafo irá ranquear as localizações de forma similar à técnica de filtragem colaborativa dos

K-Vizinhos mais próximos. Para tanto, devemos adicionar arestas entre u e seus vizinhos

Nu, de forma que o caminhante do Passeio Aleatório seja capaz de visitar as localizações

LNu
. Formalmente, Gcf = (Vcf, Ecf) onde Vcf = {u} ∪ Nu ∪ LNu

, Ecf = {(u, v) : v ∈
Nu} ∪ {(v, l) : v ∈ Nu, l ∈ LNu

} ∪ {(l, v) : l ∈ LNu
, v ∈ Nu} e os pesos das arestas são

definidos da seguinte forma:

wcf (p, q) =







































simcf (p,q)∑
v∈Nu

simcf (p,v)
, se p = u e q ∈ Nu

1
|Lp|

, se p ∈ Nu e q ∈ LNu

1
outDegree(p)

, se p ∈ LNu e q ∈ Nu

0, caso contrário

Observe que os pesos das arestas devem ser normalizados de forma que a soma dos pesos

das arestas saindo de cada vértice não seja maior que 1, desta forma os pesos destas arestas

podem refletir a probabilidade do caminhante utilizar uma dada aresta durante a execução

de um salto no Passeio Aleatório. Na figura 5.3 vemos como seria a disposição dos vértices

e arestas ao transformar do grafo de check-ins da figura 1.1 em um grafo baseado em filtra-

gem colaborativa, assumindo u1 como usuário alvo e u2 e u3 como seus dois vizinhos mais
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Figura 5.3: Grafo Baseado em Filtragem Colaborativa

próximos.

Quanto aos pesos das arestas do grafo da figura 5.3, sabemos que a similaridades en-

tre o usuário alvo u1 e seus vizinhos u2 e u3 são, respectivamente, 0.7 e 0.5; porém como

devemos aplicar normalização, então os pesos das arestas wcf (u1, u2) e wcf (u1, u3) serão,

respectivamente, 0.58 e 0.42. Não apenas as arestas saindo do usuário alvo devem ser nor-

malizadas, mas também as arestas saindo dos vizinhos e saindo dos lugares; por esta razão

temos que os pesos de cada aresta saindo do usuário u2 teriam peso igual a 0.25, enquanto

os pesos das arestas chegando em u2 a partir dos lugares l1, l2, l3 e l4 seriam 1, 1, 0.5 and 0.5

respectivamente.

Ao aplicar o Passeio Aleatório no grafo da figura 5.3, encontrarı́amos no ranking de

recomendação para o usuário alvo u1 o lugar l4 em uma posição melhor que os lugares l2 e

l5. Isso se dá pois l4 é alcançável a partir dos dois vizinhos u2 e u3, enquanto l2 é alcançável

apenas a partir de u2 e l5 apenas a partir de u3. Assim, o caminhante irá visitar l4 mais vezes

que l2 e l5.

5.4 Difusão Baseada em Distâncias

Não é nenhuma surpresa que os check-ins dos usuários nas RSBL não são distribuı́dos de

forma uniforme no espaço geográfico. O deslocamento do usuário de uma cidade para outra,

ou até mesmo entre diferentes áreas de uma mesma cidade, geralmente demanda tempo

e dinheiro. Por esta razão, os usuários tendem a visitar lugares próximos dos lugares já

visitados anteriormente [CCLS11; NSMP11].

Sendo assim, precisamos de uma métrica para definir o quão próximos são dois luga-

res, sendo a distância geográfica uma escolha óbvia nesse sentido. Porém, desejamos uma
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métrica que calcule a similaridade entre lugares no intervalo [0, 1] para manter a coerência

com o intervalo da métrica de similaridade entre usuários definida na seção anterior. Sejam

l, l′ ∈ L dois lugares os quais queremos medir o quão similares eles são de acordo com

sua próximidade geográfica e dist : L × L → R uma função que calcula a distância, em

kilômetros, entre dois lugares; então podemos calcular a similaridade entre lugares da RSBL

da forma descrita na equação 5.5.

simdist(l, l′) = min

(

1,
1

dist (l, l′)

)

(5.5)

A função min é usada para manter o cálculo da similaridade no intervalo que desejamos,

isto é [0, 1]. Caso não tivéssemos aplicado a função min no cálculo da similaridade entre

os POIs, obterı́amos uma similaridade de valor 2 (fora do intervalo desejado) se dois POIs

tivessem distância de 0.5 km, por exemplo. Da forma como definida na equação 5.5, a

similaridade entre dois POIs será máxima, isto é 1, se elas distarem até 1 km entre si; caso

contrário, a similaridade será menor quanto maior for a distância entre estes POIs.

Agora que temos uma métrica para calcular a similaridade de acordo com a proximidade

geográfica entre os POIs, podemos então definir um grafo baseado em distância Gdist de

forma que, ao aplicar Passeio Aleatório, possamos encontrar os melhores POIs a serem reco-

mendados de acordo apenas com as localizações dos mesmos. Daı́, temos Gdist = (Vdist, Edist)

onde Vdist = L, Edist = L × L e os pesos das arestas são calculados de acordo com a

equação 5.6.

wdist(p, q) =
simdist(p, q)

∑

l∈Vdist\{p}
simdist(p, l)

(5.6)

Observe que a equação 5.6 nada mais é do que uma forma de normalizar as similaridades

definidas através da equação 5.5, a fim de garantir que a soma dos pesos das arestas saindo

de cada vértice não seja superior a 1.

Na figura 5.4 podemos ver como seria a disposição de vértices e arestas do grafo Gdist

gerado a partir dos check-ins da figura 5.2. Os pesos das arestas dependem das distâncias

entre os vértices, então vamos assumir que geograficamente cada vértice está disposto da

mesma forma que na figura 5.4 e que a distância entre dois vértices consecutivos seja igual a

2 km. Isto é, dist(l1, l2) = dist(l2, l3) = dist(l3, l4) = dist(l4, l5) = 2 km. Observe que como

l3 é uma localização mais central a média da distância de l3 para os outros lugares é a menor
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Figura 5.4: Grafo Baseado em Distâncias

entro os cinco, sendo este valor igual a 3 km. Já a distância média dos POIs l1 e l5 é igual 5

km pelo fato deles estarem mais distantes do ponto central. Sendo assim, ao aplicar Passeio

Aleatório neste grafo, o POI mais visitado seria l3 pelo fato dele ser em média o lugar mais

próximo de todos os outros, porém l3 está marcado na cor vermelha por já ter sido visitado

pelo usuário alvo e, portanto, não ser uma localização apta para a recomendação. Sendo

assim, o ranking de recomendação apresentaria l2 e l4 nas melhores posições, enquanto l5

apareceria na última posição por estar em média mais distante de todos os outros lugares.

5.5 Difusão Baseada em Regiões

A distribuição de probabilidade das distâncias entre os check-ins efetuados pelos usuários

se aproxima de uma distribuição do tipo lei de potência [CCLS11; NSMP11]. Ou seja, a

maioria dos check-ins estão próximos uns dos outros, e esta propriedade foi bem explorada

na seção anterior. Porém, o fato de que existem alguns check-ins que são distantes uns dos

outro fornecem evidências de que os usuários tendem a eventualmente se deslocarem para

áreas distintas.

De fato, os check-ins efetuados pelos usuários das RSBL tipicamente podem ser agru-

pados em regiões bem definidas [CML11; CYKL12]. Por exemplo, duas regiões que os

usuários geralmente efetuam muitos check-ins são a área ao redor de sua residência e a área

ao redor do seu local de trabalho.

Para que possamos incorporar as preferências dos usuários por regiões em nosso modelo

de recomendação, precisamos inicialmente definir como iremos inferir as diferentes regiões.

Para tanto, utilizamos uma abordagem similar à que foi definida em [CML11]: particiona-

mos o mapa mundi em uma grade com células quadradas de mesmo tamanho e então cada

célula da grade seria considerada uma região distinta. Apesar dos autores de [CML11] terem
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utilizado células de 25 por 25 kilômetros, neste trabalho alcançamos melhores resultados ao

diminuir o lado de cada célula para 20 kilômetros. Esta abordagem de particionamento do

mundo em grade é semelhante a que foi utilizada para definir as residências dos usuários

na seção 4.2. A principal diferença é que para inferir a residência de um dado usuário pre-

cisamos descobrir a célula na qual ele efetuou o maior número de check-ins e calcular o

centroide destes check-ins. Este cálculo de centroide é desnecessário quando o objetivo do

particionamento é apenas o de separar os check-ins dos usuários em diferentes regiões.

Agora que sabemos como inferir as regiões a partir dos dados de check-ins, podemos

definir uma métrica para calcular o grau de preferência de um dado usuário por uma dada

região. Então seja R o conjunto de regiões, vamos assumir que a preferência de um dado

usuário u ∈ U por uma região r ∈ R seja proporcional a quantidade de check-ins que u

efetuou em r. Daı́, podemos formalmente medir a afinidade de um usuário por uma região

como descrito na equação 5.7.

simreg(u, r) =
|Lu,r|
|Lu|

(5.7)

onde Lu,r é o conjunto de todas os lugares visitados pelo usuário u e que estão localizados

dentro da região definida por r. Como podemos observar na equação 5.7, os valores que

definem a preferência de um usuário por uma região também estarão dentro do intervalo

[0, 1].

Daı́, o grafo de difusão baseado em regiões Greg pode ser definido da seguinte forma:

Greg = (Vreg, Ereg) onde Vreg = {u}∪R∪L, Ereg = {(u, r) : r ∈ R}∪{(r, l) : r ∈ R, l ∈ Lr}
e os pesos das arestas são definidos da seguinte maneiro:

wreg(p, q) =



























simreg(p, q), se p = u e q ∈ R

1
|Lp|

, se p ∈ R e q ∈ Lp

0, caso contrário

onde Lr representa o conjunto de todas as localizações contidas na região r ∈ R. Na

figura 5.5, nós estendemos o grafo de check-ins da figura 5.2 com o conceito de regiões.

Neste exemplo, inferimos que as localizações l1 e l2 pertencem a região r1, enquanto l3, l4

e l5 pertencem a região r2. Como podemos ver, o usuário alvo u1 fez apenas um check-in
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Figura 5.5: Grafo Baseado em Regiões

em cada região, logo ele terá preferências iguais para ambas as regiões. Entretanto, existe

apenas um lugar apto para recomendação em r1 que é l2, ao passo que existem dois lugares

aptos para recomendação em r2, que são l4 e l5.

Daı́, ao aplicar o Passeio Aleatório no grafo da figura 5.5, o caminhante visitaria r1 e r2

aproximadamente a mesma quantidade de vezes. Porém, uma vez que o caminhante estiver

em r1 ele só poderá saltar para l2, enquanto ele poderá saltar para l4 ou l5 sempre que estiver

em r2. Por esta razão, de acordo com a difusão baseada em regiões, o POI l2 seria ranqueado

em uma posição mais alta que os POIs l4 e l5.

5.6 Modelo Unificado de Difusão

Nesta seção, demonstraremos como combinar os três modelos apresentados nas seções an-

teriores de modo a gerar um único modelo de difusão em grafos capaz de capturar, de forma

transparente, as preferências dos usuários por POIs, distâncias e regiões. Sendo assim, seja

u ∈ U o usuário alvo ao qual desejamos recomendar novos lugares para que ele possa visitar,

podemos definir o grafo unificado de difusão Gunif da seguinte forma: Gunif = (Vunif, Eunif)

onde Vunif = Vcf ∪ Vdist ∪ Vreg, Eunif = Ecf ∪ Edist ∪ Ereg e os pesos de suas arestas são

definidos da seguinte forma:
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wunif(p, q) =



















































































αwcf (p, q), se p = u e q ∈ Nu

βwcf (p, q), se p ∈ Nu e q ∈ LNu

γwcf (p, q), se p ∈ LNu e q ∈ Nu

δwdist(p, q), se {p, q} ⊆ LNu ∪ Lu

θwreg(p, q), se p = u e q ∈ R

wreg(p, q), se p ∈ R e q ∈ Lp

0, caso contrário

Para que a técnica de Passeio Aleatório seja executada corretamente, é importante que a

soma dos pesos das arestas que saem de qualquer vértice seja maior que 1. Logo, os valores

dos hiperparâmetros α, β, γ, δ e θ não devem ser superiores a 1. Além disso, visto que α

e θ ponderam arestas que se originam no usuário alvo u, então a soma α + θ não deve ser

superior a 1. Similarmente, γ e δ ponderam arestas que se originam em lugares, logo a soma

γ + δ também não deve ser superior a 1.

Na figura 5.6, podemos ver como seria o grafo unificado considerando os check-ins mo-

delados na figura 5.6 e as regiões inferidas no modelo de difusão baseado em regiões da

figura 5.5. Por questões de legibilidade, omitimos algumas arestas do modelo baseado em

distâncias da figura 5.4.

Para gerar as recomendações a partir do modelo de difusão unificado, basta efetuar o

Passeio Aleatório sob o grafo unificado. Após a convergência do Passeio Aleatório, ordena-

mos os POIs em ordem descrescente de probabilidade e por fim selecionamos os 5 primeiros

POIs da lista para a recomendar. Também devemos destacar que diferentemente de outros

trabalhos [CYKL12; YYLL11], nós não estamos gerando e combinando dois ou mais ran-

kings de POIs a partir de modelos distintos. O nosso ranking é gerado por um único modelo

que consegue incorporar todas as três heurı́sticas assumidas no inı́cio deste capı́tulo.

No algoritmo 1 encontramos o pseudocódigo para gerar recomendações para um dado

usuário u uma vez que seu grafo unificado Gunif tenha sido calculado. Existem outros três

parâmetros importantes para gerar a recomendação. A probabilidade de teleporte λ e a pro-

babilidade de restart influenciam os saltos do caminhante durante a execução do Passeio

Aleatório. Já o threshold é um valor utilizado como critério de parada do Passeio Aleatório,
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Figura 5.6: Grafo Unificado

isto é, este parâmetro indica que o vetor que armazena as probabilidades do caminhante es-

tar em cada um dos vértices do gráfico atingiu um estado estável. Nos nossos experimentos

utilizamos os seguintes valores, que foram definidos através de validação cruzada, para cada

um destes três parâmetros: λ = 0.1, probabilidade de restart = 0.01 e threshold = 0.99.

Entre as linhas 2 e 6 do algoritmo 1, criamos um vetor com |Vunif| dimensões. Cada

elemento do vetor corresponde a um vértice do grafo. Sendo assim, inicializamos o elemento

correspondente ao vértice do usuário alvo u com o valor 1, e os demais elementos do vetor

com o valor 0. Entre as linhas 7 e 10, configuramos a matriz de transição de probabilidades

do grafo Gunif para que a mesma leve em consideração as probabilidades de teleporte e restart

do caminhante. Em seguida na linha 11, assinalamos o vetor a ser usado na primeira iteração

do passei aleatório como sendo o vetor inicializado nas linhas de 2 a 6. Isso implica que o

caminhante sempre irá começar o passeio aleatório pelo usuário alvo, pois no vetor inicial a

probabilidade deste vértice é 1 enquanto as probabilidades dos demais vértices do grafo é 0.

Entra as linhas 12 e 15, executamos o passeio aleatório até que as probabilidades do vetor

dos vértices alcance um estado estável. Entre as linhas 16 e 18, realizamos uma filtragem no

vetor de probabilidade dos vértices, pois somente iremos recomendar POIs. Logo, podemos

desconsiderar todos os vértices do tipo usuário ou região. Em seguida, ordenamos de forma

descrescente os POIs de acordo com suas probabilidades finais. Finalmente, recomendamos

os 5 POIs melhores ranqueados.

Seja n = |Vunif| a quantidade de vértices do grafo unificado então a complexidade do

algortimo 1 para gerar recomendações para um dado usuário alvo u é de O(n2+n∗logn+n).
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Algorithm 1 Recomendação de POIs através do Passeio Aleatório

1: Recomendar(u,Gunif, λ, restart, threshold)

2: initialV ector = New Vector(|Vunif|)
3: userIndex = initialVector.indexOf(u)

4: for i = 1 to length(initialV ector) do

5: v[i] = (i == userIndex) ? 1 : 0

6: end for

7: A = getTrasitionMatrix(Gunif)

8: A = (1-restart) * A

9: A[,userIndex] = A[,userIndex] + restart

10: A = (1 - λ)A + (λ / |Vunif|)
11: vector = initialVector

12: repeat

13: oldVector = vector

14: vector = vector * A

15: until cossine(vector, oldVector) <= threshold

16: poiVector = vector.filterByType(POI)

17: sort(poiVector, order.descending)

18: return poiVector[1:5]

Isso se dá pois existem três operações que precisam serem efetuadas para a recomendação:

o Passeio Aleatório, a ordenação dos vértices e a filtragem dos vértices. Para executar o

Passeio Aleatório precisamos a cada iteração multiplicar um vetor de tamanho n com uma

matriz quadrada de dimensões n × n, e o custo desta operação é O(n2). A ordenação dos

vértices em ordem decrescente é uma operação com complexidade O(n ∗ logn) se a mesma

for implementada com um algortimo eficiente, como o merge sort por exemplo. Por fim, a

operação de filtragem dos vértices do tipo POI tem complexidade O(n).



Capı́tulo 6

Validação do Modelo de Difusão

Neste capı́tulo, descrevemos como validamos o modelo de recomendação de POIs base-

ado em difusão em grafos descrito na seção 5.6. Nos referiremos a este modelo de agora

em diante pela sigla DGM (Diffusion Geographic Model). Os valores dos hiperparâmetros

do nosso modelo utilizados nos experimentos foram: k = 80 (o número de vizinhos mais

próximos), α = 0.5, β = 0.25, γ = 0.9, δ = 0.1 e θ = 0.25. Estes valores foram defi-

nidos através de validação cruzada. É importante destacar que o protocolo de avaliação, a

descrição dos dados e das métricas utilizadas nesta validação foram apresentados no capı́tulo

3.

O resto deste capı́tulo está organizado da seguinte maneira: Na seção 6.1, descrevemos os

recomendadores de POIs presentes no estado-da-arte que serão utilizados como abordagens

comparativas para a validação do recomendador DGM. Em seguida, na seção 6.2 apresenta-

mos os resultados dos experimentos realizados para comparar os recomendadores de POIs.

Em nossa análise pudemos verificar que o recomendador DGM apresenta acurácia igual ou

superior aos demais recomendadores em todas as cidades avaliadas. Finalmente, na seção 6.3

apresentamos os experimentos realizados para comparar o desempenho dos recomendadores

de POIs. Em nossa análise pudemos constatar que o recomendador DGM é mais eficiente

que os demais recomendadores de POIs em todas as cidades avaliadas.

45
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6.1 Abordagens Comparativas

Nós comparamos nosso modelo de difusão para recomendação de POIs com dois mode-

los de recomendação presentes no estado-da-arte, que foram apresentados em [CYKL12] e

[YYLL11]. Ambas abordagens utilizam uma combinação de modelos de filtragem colabo-

rativa, modelos cientes de contexto geográfico e modelos cientes de contexto social. Neste

trabalho, iremos considerar apenas os componentes responsáveis por modelar as técnicas de

filtragem colaborativa e os modelos cientes de contexto geográfico. Desconsideramos, então,

os modelos cientes de contexto social. Existem duas razões principais que nos levaram a to-

mar esta decisão: a primeira é o fato de que a base de dados do Foursquare que usamos não

continha as relações de amizade entre os usuários; a segunda razão é que de acordo com

Ye et al. [YYLL11], o cenário onde a relação social exerce uma maior influência sobre os

check-ins dos usuário é quando os usuários estão viajando para cidades distantes, e este não

é o cenário que estamos explorando neste trabalho. Nós iremos descrever de forma breve

cada uma das duas abordagens a seguir.

O recomendador geográfico utilizado por Cheng et al. [CYKL12] foi o modelo baseado

em múltiplos centros gaussianos descrito na seção 4.4. Para o componente baseado em fil-

tragem colaborativa, foi utilizado um modelo de fatoração proabilı́stica de matrizes [SM08]

que leva em consideração a frequência de check-ins dos usuários. É importante desta-

car que a combinação destes dois modelos foi feita utilizando uma simples multiplicação.

Nós vamos nos referir a esta abordagem pela sigla FMFMGM (Fused Matrix Factoriza-

tion framework with the Multi-center Gaussian Model). Os valores dos hiperparâmetros

do modelo geográfico do FMFMGM utilizados em nossos experimentos foram: d = 30,

α = 0.2, θ = 0.02. Já os valores dos hiperparâmetros do modelo de fatoração de matrizes do

FMFMGM foram: α = 20, β = 0.2, λ = 0.001 and k = 10. Estes valores foram definidos

através de validação cruzada.

O recomendador geográfico utilizado por Ye et al. [YYLL11] foi o modelo baseado em

regressão linear descrito na seção 4.3. Para o componente baseado em filtragem colabora-

tiva, os autores utilizaram a técnica dos k-vizinhos mais próximo com a métrica do cosseno

sendo usada como função de similaridade entre os usuários. Estes dois modelos foram inte-

grados através de uma simples combinação linear. Nos nossos experimentos, nós atribuı́mos
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Figura 6.1: Resultados da Acurácia dos Recomendadores

o peso de 0.05 para o componente geográfico e 0.95 para o componente baseado em filtra-

gem colaborativa. Estes valores também foram definidos através de validação cruzada. De

forma similar ao trabalho original, nós vamos nos referir a este modelo pela sigla UG para

denotar que ele combina as preferências entre os usuários (U ) e as influências geográficas

(G). Implementamos cada uma destas abordagens comparativas seguindo, com o máximo

de fidelidade possı́vel, suas descrições nos trabalhos em que foram apresentadas.

6.2 Avaliação da Acurácia

Os resultados dos experimentos comparando a acurácia dos recomendadores estão sinteti-

zados na figura 6.1. Podemos observar nas figuras 6.1a e 6.1b a média das métricas pre-

cision@5 e recall@5 após os recomendadores serem executados sobre os 10 conjuntos de

partições de treino e teste de cada cidade, que foram gerados conforme descrito na seção 3.2.
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Podemos observar que a abordagem proposta neste trabalho apresenta uma melhor

acurácia do que as outras abordagens na maioria das cidades avaliadas de acordo com ambas

as métricas, precision@5 e recall@5. Porém, é importante destacar que enquanto as abor-

dagens UG e DGM apresentaram um desempenho similar, a abordagem FMFMGM apre-

sentou uma acurácia bastante inferior as outras duas. Isso pode ser explicado pelo fato de

que o componente geográfico da abordagem FMFMGM isoladamente apresenta um desem-

penho inferior que o componente geográfico da abordagem UG, como vimos nos resultados

demonstrados na seção 4.6. Além disso, como visto na tabela 3.1, o nı́vel de esparsidade

das nossas bases de dados é muito elevado, o que pode ter dificultado o aprendizado do

componente baseado em fatoração de matrizes da abordagem FMFMGM.

Apesar da diferença entre as abordagens UG e DGM parecer pequena, esta diferença

é estatisticamente significativa em alguns casos. Nos gráficos da figura 6.1, observamos

apenas a média de cada métrica após a execução dos modelos em 10 partições para cada

cidade, porém quando olhamos os valores pareados de cada partição, iremos perceber para

algumas cidades uma superioridade na acurácia da abordagem DGM. Por exemplo, considere

os resultados da métrica precision@5 em cada uma das 10 partições na cidade de chicago,

descritos na tabela 6.1. Nesta tabela, podemos ver claramente que a acurácia da abordagem

UG se igualou à acurácia do recomendador DGM em apenas duas partições e foi inferior nas

outras 8.

Sendo assim, para verificarmos se a diferença entre as acurácia das abordagens UG e

DGM era significativa estatisticamente, decidimos aplicar o teste t de Student pareado. Este

teste consiste em verificar se a diferença entre duas amostras pareadas é igual, maior ou

menor que zero com um certo nı́vel de confiança. Para as nossas análises utilizamos um nı́vel

de 95% de confiança. Daı́, escolhemos a seguinte hipótese nula para o teste: A acurácia do

recomendador UG é maior ou igual do que a acurácia do DGM. Assim a hipótese alternativa

seria: A acurária do recomendador UG é menor que a do DGM. A saı́da de um teste de

hipótese é um p-valor. Como queremos um nı́vel de confiança de 95%, então se o p-valor

for menor que 0.05(1 − 95%) então podemos rejeitar a hipótese nula e aceitar a hipótese

alternativa como verdadeira. Neste caso, se o p-valor das nossas análises for menor que 0.05,

podemos concluir que a acurácia de UG é pior que a de DGM; caso contrário a acurária de

UG pode ser maior ou igual a de DGM.
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Partição UG DGM UG - DGM

01 0,0244617 0,0260120 -0,00155030

02 0,02153318 0,02153318 0,00000000

03 0,02532303 0,02601209 -0,00068906

04 0,02049959 0,02118865 -0,00068906

05 0,02859608 0,02876834 -0,00017226

06 0,02480623 0,02515076 -0,00034453

07 0,02756249 0,02773475 -0,00017226

08 0,02807928 0,02894061 -0,00086133

09 0,02549529 0,02773475 -0,00223946

10 0,02497849 0,02497849 0,00000000

Média 0,02513354 0,02580536 -0,000671826

Tabela 6.1: Precision@5 na cidade de Chicago

Cidade Nova York Los Angeles Chicago San Francisco Londres

Precision@5 0, 122 0, 0006 0, 008 0, 646 0, 103

Recall@5 0, 130 0, 02019 0, 006 0, 628 0, 424

Tabela 6.2: Teste T de Student Pareado - Hipótese Nula: UG >= DGM

Os resultados dos testes de hipótese para cada cidade referentes a cada umas das métricas

avaliadas estão descritos na tabela 6.2. Como era esperado pelos dados demonstrados na

tabela 6.1, o p-valor para a métrica Precision@5 na cidade de Chicago foi menor que 0.05, o

que nos faz aceitar a hipótese alternativa como verdadeira, ou seja, neste caso a acurácia do

recomendador DGM foi maior que a do UG com 95% de confiança. De fato, ao analisar os

resultados da tabela 6.2 percebemos que na cidade de Los Angeles a hipótese nula também

foi rejeitada.

As três cidades onde a hipótese nula não foi rejeitada foram Nova York, San Francisco e

Londres. Nestes casos, podemos concluir apenas que ou a acurácia de UG é maior que DGM,

ou ambas abordagens apresentam acurácias estatisticamente iguais. Então efetuamos um

novo teste t de Student pareado, sendo que desta vez as hipóteses nulas e alternativas foram
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Cidade Nova York San Francisco Londres

Precision@5 0, 245 0, 707 0, 206

Recall@5 0, 260 0, 742 0, 849

Tabela 6.3: Teste T de Student Pareado - Hipótese Nula: UG = DGM

ligeiramente diferentes. Agora, a hipótese nula seria: UG e DGM apresentam acurácias

iguais. Logo a hipótese alternativa seria: UG e DGM apresentam acurácias diferentes. Os

p-valores encontrados para estas três cidades estão descritos na tabela 6.3. Isso implica que

para os três casos aceitamos a hipótese nula de que as acurácias são iguais.

Portanto, de acordo com os resultados de nossos experimentos e análises, podemos con-

cluir com 95% de confiança que o recomendador DGM baseado em difusão em grafos apre-

sentou uma acurácia superior a todas as abordagens comparativas nas cidades de Los An-

geles e Chicago. Em Nova York, San Francisco e Londres o mesmo apresentou acurácia

equivalente a abordagem UG. Em todas as cidades a acurácia do recomendador DGM foi

superior a acurácia do modelo FMFMGM. Logo, podemos concluir com 95% de confiança

que o recomendador DGM apresenta acurácia igual ou superior se comparado com os outros

recomendadores de POIs presentes no estado-da-arte.

6.3 Avaliação do Desempenho

O recomendador DGM tem entre suas principais vantagens o fato de conseguir agregar em

um único modelo de difusão informações a respeito das similaridades entre os usuários e

informações do contexto geográfico. Pelo fato de que os recomendadores de POIs pre-

sentes no estado-da-arte precisam executar mais de um modelo separado para gerar as

recomendações para os usuários, é esperado que o recomendador DGM apresente um de-

sempenho mais eficiente. Nesta seção, iremos apresentar os resultados dos experimentos

comparando os desempenhos do recomendador DGM e das abordagens comparativas, que

confirmam a intuição de que o recomendador DGM é mais eficiente que os demais.

A métrica utilizada para medir o desempenho dos recomendadores foi o tempo, em mi-

lissegundos. O tempo calculado foi o intervalo necessário para treinar os recomendadores

e gerar uma lista de recomendações para cada usuário de cada cidade. Este cálculo foi efe-
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Figura 6.2: Resultados do Desempenho dos Recomendadores

tuado para cada partição de treino e teste de cada cidade. Os experimentos para calcular o

tempo de execução dos recomendadores foram efetuados em um computador com as seguin-

tes configurações: processador Intel Xeon 3.30GHz, 8GB de memória RAM e sistema ope-

racional Windows 7. A média dos tempos necessários para que cada recomendador consiga

gerar as recomendações, juntamente com seus intervalos de confiança, estão apresentados na

figura 6.2. O nı́vel de confiança dos intervalos é de 95%.

Como podemos observar na figura 6.2, o recomendador DGM desempenho superior aos

demais recomendadores em todas as cidades avaliadas. Logo, podemos afirmar com 95% de

confiança que o modelo proposto neste trabalho consegue manter acurácia igual ou superior

aos recomendadores de POIs presentes no estado-da-arte, porém seu desempenho é superior

ao dos recomendadores de POIs presentes no estado-da-arte.



Capı́tulo 7

Conclusões

Neste trabalho, nós lidamos com o problema de recomendação de POIs no contexto de RSBL

quando sabemos com precisão a cidade na qual o usuário alvo da recomendação está locali-

zado. Para tanto, inicialmente fizemos uma análise a fim de verificar a real contribuição que

o contexto geográfico pode fornecer de forma isolada para os recomendadores. Propomos

um novo recomendador geográfico baseado em Kernels Gaussianos, que consegue alcançar

acurácia igual ou superior aos demais recomendadores puramente geográficos presentes no

estado-da-arte. Porém, também verificamos que isoladamente os recomendadores puramente

geográficos não são capazes de alcançar alta acurácia. Logo, faz-se necessário combinar as

informações deste contexto com outras informações.

Diferentemente dos trabalhos já apresentados na literatura que modelavam cada aspecto

do domı́nio em um recomendador distinto, neste trabalho nós incorporamos vários tipos de

preferências em um único modelo baseado em difusão em grafos. Estas preferências leva-

ram em conta as similaridades entre as preferências dos usuários, a influência exercida pelas

distâncias entre os POIs e as preferências que os usuários têm por determinadas regiões.

Através de um conjunto de experimentos utilizando dados reais de uma das RSBL mais po-

pulares atualmente (Foursquare), demonstramos que a abordagem proposta apresenta uma

acurácia igual ou maior que as abordagens definidas no estado-da-arte nas cidades avaliadas.

Também verificamos que o modelo proposto apresenta um desempenho superior do que as

abordagens definidas no estado-da-arte. Logo, o modelo proposto consegue ser mais efici-

ente alcançado uma acurácia igual ou melhor que os recomendadores de POIs existentes do

estado-da-arte.
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Como o modelo proposto é flexı́vel no sentido de incorporar novos contextos, então para

trabalhos futuros pretendemos incorporar mais informações ao grafo. Entre os contextos que

acreditamos serem promissores para melhorar a acurácia do recomendador proposto, pode-

mos citar o contexto das categorias dos POIs e o contexto temporal dos check-ins. Apesar

destes contextos já terem sido explorados na literatura de forma isolada [GTHL13; ZM12;

LLAM13], eles ainda não foram incorporados em um único modelo de difusão, tal como foi

proposto neste trabalho.
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