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Resumo

Diversos métodos de Resolução de Entidades (RE) têm sido desenvolvidos na academia e

indústria ao longo dos anos com o intuito de identificar entidades (e.g. registros) duplicadas

em bases de dados a fim de tratá-las. Para avaliar a qualidade dos resultados de tais méto-

dos, é necessário compará-los com um gabarito, que consiste em um documento contendo

todos os pares de registros duplicados conhecidos em uma base de dados. A geração desses

gabaritos para bases de dados reais é feita de forma manual a partir da inspeção de todas

as combinações de pares de registros existentes nessas bases. Isso apresenta complexidade

quadrática, com relação ao(s) tamanho(s) da(s) base(s) de dados, o que acarreta na necessi-

dade de bastante tempo para realização da tarefa e na possibilidade de introdução de erros.

Em virtude disto, alguns trabalhos apresentam abordagens automáticas ou semiautomáti-

cas para geração de gabaritos para a tarefa de RE que, no entanto, ou não são aplicáveis a

domínios variados ou ainda requerem um esforço manual considerável. Neste trabalho é pro-

posta GTGenERAL, uma abordagem semiautomática que combina resultados de múltiplos

algoritmos de RE juntamente com Aprendizagem Ativa para gerar gabaritos, com redução de

esforço manual. Experimentos usando bases de dados reais mostram que a abordagem é ca-

paz de gerar gabaritos próximos àqueles gerados pela abordagem do estado da arte, enquanto

reduz substancialmente o esforço manual empreendido no processo.

Palavras-chave: Resolução de Entidades, Deduplicação, Gabarito, Aprendizagem de

Máquina, Aprendizagem Ativa, Classificação.
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Abstract

Several methods of Entity Resolution (ER) have been developed both at academia and in-

dustry over the years, with the aim to identify duplicate entities (e.g. records) in datasets. To

evaluate the efficacy of such methods, it is necessary to compare their results with a ground-

truth, which consists of a document containing all known duplicate record pairs in a dataset.

In general, the generation of ground-truths for real datasets is done manually from the in-

spection of all combinations of pairs of records in a dataset. However, this is subject to error

and presents quadratic complexity, with respect to the size(s) of the dataset(s), requiring a

long time to be performed. In this context, some works present (semi)automatic approaches

for the generation of ground-truths for the ER task. However, such approaches are either

not applicable to several domains or still require a considerable manual effort. In this work,

we propose GTGenERAL, a semiautomatic approach which combines results from multi-

ple algorithms of ER together with Active Learning to generate ground-truths employing

reduced manual effort. Experiments using real datasets show that, with great manual effort

reduction, GTGenERAL is able to generate ground-truths close to those generated by the

state-of-the-art approach, while substantially reducing the manual effort undertaken in the

process.

Keywords: Record Linkage, Deduplication, Ground-truth, Machine Learning, Active

Learning, Classification.
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Capítulo 1

Introdução

A possibilidade de os sistemas de informações reunirem informações de diversas fontes

de dados, muitas vezes heterogêneas, aliada ao elevado volume de dados por elas arma-

zenados, potencializa a existência de problemas referentes à qualidade dos dados. Dentre

os problemas, pode-se destacar a presença de registros duplicados em bases de dados, os

quais consistem em múltiplas representações de uma mesma entidade do mundo real [2;

37]. Diversos motivos podem levar à ocorrência desses registros duplicados como erros de

digitação, mudança de endereço ou nomes de pessoas que não foram devidamente atualiza-

dos, entre outros [11].

Na Tabela 1, é possível observar um exemplo fictício em que a entidade do mundo real

Michael Jackson possui seus dados duplicados em uma base de dados devido a erros de

digitação ocorridos no preenchimento dos atributos Nome e Nascimento e à falta de alguns

dados no campo Endereço de um dos registros.

Tabela 1.1: Exemplo de registro duplicado em uma base de dados.

Id Nome Nascimento Endereço

79 Michael Jackson 05/05/1980 R.: Hollywood Boulevard No 15

... ... ...

981 Mychael Jakson 05/05/1908 R.: Hollywood B. No 15

Diversos métodos de Resolução de Entidades (RE)1 têm sido desenvolvidos na academia

1Também conhecida como deduplicação de dados, correspondência entre entidades ou resolução de dados.
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1.1 Motivação e Problematização 2

e indústria ao longo dos anos com o intuito de identificar registros duplicados em bases de

dados. Para determinar os pares duplicados, tais métodos baseiam-se na similaridade entre os

valores dos atributos, como endereço, nome e data de nascimento, dos pares de registros [17;

19; 31]. O valor de similaridade gerado após a comparação dos valores dos atributos é

utilizado para classificar cada par de registros como duplicado ou não-duplicado.

A classificação dos pares de registros, para os diversos métodos de RE, ocorre a partir

de dois tipos de abordagens: i) aquelas que confiam no conhecimento do especialista no

domínio da(s) base(s) de dados, as quais geralmente combinam uso de funções de distância

e regras lógicas para esse fim; ou ii) abordagens que, a partir de dados de exemplo, são

treinadas para identificar esses pares de registros, como aquelas que utilizam algoritmos de

Aprendizagem de Máquina (AM)2 [19].

Independentemente da abordagem de classificação empregada, a qualidade dos resul-

tados produzidos pelos métodos de RE é normalmente mensurada com o uso de métricas

como Precision3 e Recall4, apresentadas nas Equações 1.1 e 1.2, as quais necessitam ter

acesso às ocorrências de casos verdadeiro positivos (VP), falso positivos (FP) e falso nega-

tivos (FN) identificados pelo método de RE utilizado. Para tal, é necessário comparar os

registros duplicados identificados pelo método de RE com um gabarito, que consiste em um

conjunto contendo os pares de registros duplicados conhecidos em uma base de dados [12;

25; 35].

precision =
|V P |

|V P |+ |FP |
(1.1)

recall =
|V P |

|V P |+ |FN |
(1.2)

1.1 Motivação e Problematização

Para bases de dados reais, a estratégia naive para a geração do gabarito consiste em

um ou mais especialistas no domínio da(s) base(s) de dados realizarem a inspeção dos pares

formados pelo Produto cartesiano aplicado sobre todos os registros existentes na(s) base(s) de

2Em inglês, Machine Learning.
3Precision calcula a proporção de pares duplicados corretos recuperados.
4Recall afere a proporção de pares duplicados corretamente recuperados.
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dados. Nesse caso, a tarefa apresenta complexidade quadrática com relação ao(s) tamanho(s)

da(s) base(s) de dados, o que acarreta na necessidade de bastante tempo para avaliação e

possibilidade de introdução de erros [11; 30; 39]. Essa dificuldade leva à existência de poucas

bases de dados reais com gabaritos disponíveis em repositórios públicos, as quais geralmente

são pequenas e restritas a poucos domínios, o que dificulta a realização de experimentos

relacionados a RE mais abrangentes [51].

Considerando, por exemplo, uma base de dados real com 100 registros, o número de

pares de registros a serem avaliados, após a aplicação do Produto cartesiano sobre todos

os registros, é de 4.950. Se a base de dados a ser considerada for apenas dez vezes maior,

o número de avaliações passa para 499.500. Esse crescimento quadrático torna inviável a

atuação de um especialista humano no domínio da base de dados, responsável pela geração

do gabarito para todos os pares de registros.

Dessa forma foi identificada como possibilidade de pesquisa científica a proposição de

uma abordagem para geração de gabaritos para avaliar a tarefa de RE. Tal abordagem deve:

i) maximizar a correta seleção de pares de registros duplicados e ii) minimizar a aplicação

de esforço humano para realização da tarefa.

1.2 Relevância

A existência de poucas bases de dados com gabarito disponíveis em repositórios públicos

acarreta na dificuldade de profissionais da indústria e membros da comunidade científica

validarem novos métodos relacionados à tarefa de RE.

Nesse sentido, alguns trabalhos científicos têm apresentado abordagens automáticas para

geração de gabaritos para a tarefa de RE. Por exemplo, os autores de [25] se baseiam em

informações disponíveis nos metadados dos registros avaliados para identificar aqueles que

são duplicados. Entretanto, observa-se que a solução apresentada não é generalizável para

múltiplos domínios de bases de dados.

Outros trabalhos propõem abordagens semiautomáticas para geração de gabaritos. Por

exemplo, os autores de [51] realizam inspeção manual de registros conflitantes entre algo-

ritmos de RE. Entretanto, observa-se que, apesar de haver redução na intervenção humana

obtida (quando comparada à estratégia naive), ainda há necessidade de uma quantidade con-
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siderável de esforço manual para geração de gabaritos para a tarefa de RE.

Desse modo, a necessidade de uma abordagem semiautomática para geração de gabaritos

para RE, independente de domínio, que procure reduzir consideravelmente o esforço manual

empregado no processo enquanto busque maximizar a quantidade de pares de registro corre-

tos identificados, ressalta a importância deste trabalho.

Assim, com o intutito de treinar algoritmos de AM de maneira acurada para auxiliar

na composição de um gabarito, podem ser exploradas estratégias de Aprendizagem Ativa

(AA)5, que buscam gerar conjuntos de treinamento com pouca intervenção manual, sem

a necessidade de conjuntos de dados previamente rotulados imposta por estratégias como

Oversampling e Undersampling, as quais manipulam sinteticamente esses dados para com-

por conjuntos de treinamento [45].

É importante destacar que a tarefa de geração de gabaritos para RE pode se confundir com

o desenvolvimento de um classificador ótimo para RE, porém este último em geral necessita

realizar sua tarefa de forma eficiente, enquanto a primeira prioriza a eficácia do gabarito a

ser gerado, não se preocupando com o tempo necessário para a geração do mesmo.

1.3 Objetivos

O objetivo geral deste trabalho é propor uma abordagem semiautomática para geração

de gabaritos que faça uso de algoritmos de AM, a partir da aplicação de estratégias de AA

conjuntamente ao uso de resultados de múltiplos algoritmos de RE.

Para que seja possível alcançar o objetivo geral, os seguintes objetivos específicos são

necessários:

• estudar formas de combinar resultados de algoritmos de RE;

• identificar estratégias de AA, aplicadas ao problema de RE, que possam ser utilizadas

para gerar conjuntos de treinamento capazes de treinar algoritmos de AM;

• compreender e selecionar algoritmos de AM a serem utilizados no processo de classi-

ficação dos pares de registros que irão compor gabaritos para RE;

5Em inglês, Active Learning.
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• avaliar a abordagem para geração de gabarito para RE proposta, em termos de esforço

manual empreendido para geração do gabarito e em relação à quantidade de entidades

duplicadas corretamente identificadas.

1.4 Contribuições

Este trabalho apresenta as seguintes contribuições:

• GTGenERAL - Ground-Truth Generator for Entity Resolution with Active Learning,

uma abordagem semiautomática que combina resultados de múltiplos algoritmos de

RE e algoritmos de AM para gerar gabaritos para a tarefa de RE, capaz de minimi-

zar o esforço manual empreendido no processo enquanto busca maximizar a seleção

de pares de registros que têm a maior probabilidade de serem duplicados; a fim de

evitar o emprego de grande esforço manual no processo, a abordagem faz uso de es-

tratégias de AA que buscam selecionar um conjunto de treinamento reduzido, porém

representativo, para treinar os algoritmos de AM. GTGenERAL faz uso tanto de es-

tratégias de AA que empregam heurísticas que assumem monotonicidade, as quais

partem do pressuposto que um par de registros com alto valor de similaridade é mais

provável representar a mesma entidade do mundo real do que um par com baixo va-

lor de similaridade [1; 16], como aquelas que não consideram essa propriedade [3;

13];

• STERSWin, uma estratégia de AA que, por meio do deslizamento de janelas sobre um

conjunto de pares obtidos a partir de resultados conflitantes de algoritmos de RE, as-

sumindo monotonicidade, é capaz de compor um conjunto de treinamento balanceado

e representativo para treinar classificadores de RE;

• Um estudo experimental empregando bases de dados reais de diversos domínios, para

avaliar a abordagem proposta tanto utilizando a estratégia de AA proposta, quanto a

estratégia de AA disponível em [13], a qual não assume monotonicidade.
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1.5 Organização do Trabalho

Este documento está estruturado da seguinte forma: no Capítulo 2, são abordados os

conceitos-chave empregados para compreensão do trabalho. No Capítulo 3, são discutidos

trabalhos relacionados. O problema abordado é definido no Capítulo 4, onde também é des-

crita em detalhes a solução do estado-da-arte. No Capítulo 5 a abordagem GTGenERAL

é proposta como alternativa para solucionar o problema abordado neste trabalho. Ainda,

é apresentada uma estratégia de AA, que assume monotonicidade, a ser aplicada em GT-

GenERAL. No Capítulo 6, a abordagem proposta é avaliada usando bases de dados reais.

Finalmente, o Capítulo 7 conclui o trabalho e apresenta direcionamentos para trabalhos fu-

turos.



Capítulo 2

Fundamentação Teórica

Neste capítulo, são apresentados os conceitos necessários para compreensão da aborda-

gem proposta neste trabalho. Os conceitos abordados são: i) Tipos de Classificadores para

Resolução de Entidades; ii) Aprendizagem de Máquina para Resolução de Entidades; iii)

Aprendizagem Ativa para Geração de Conjuntos de Treinamento Representativos; iv) Mo-

notonicidade em Resolução de Entidades; e v) Comitê de Classificadores.

2.1 Tipos de Classificadores para Resolução de Entidades

A tarefa de RE, cujo processo é apresentado resumidamente na Figura 2.1 para uma

base de dados, pode ser considerada um problema de classificação [16]. Em um primeiro

momento, os dados são pré-processados, tornando-se padronizados. Em seguida, a fim de

reduzir a complexidade do processo de RE, tornando-o mais eficiente, os registros podem ser

indexados, ou seja, aqueles registros com valores semelhantes para um ou mais atributos são

agrupados para serem comparados entre si. Com a indexação, são gerados pares de registros

para que, na terceira etapa, possam ser comparados usando-se funções de similaridade, as

quais retornam valores que indicam o quão similar é cada par. A cada par de registros, é

associado a um valor de similaridade. Esses valores de similaridade, por fim, são utilizados

na etapa de classificação para decidir se o par representa uma entidade duplicada ou não [6;

23; 28].

7
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Figura 2.1: Processo de Resolução de Entidades para uma base de dados, adaptado de [11]

Em particular, na etapa de classificação de pares de registros (quanto à sua duplicidade),

podem ser aplicadas abordagens: i) não-supervisionadas, as quais fazem uso de valores de

similaridade previamente computados, sem que se tenha acesso a qualquer informação sobre

as características dos pares de registros que dizem respeito a duplicados ou não-duplicados; e

ii) supervisionadas, as quais utilizam dados de treinamento para aprender como classificar os

pares de registros. Mais especificamente, dentre essas abordagens, estão aquelas que fazem

uso de algoritmos de AM, os quais necessitam de um conjunto de treinamento que contenha

pares de registros com seus respectivos valores de similaridade e rótulos que informem se

cada par pertence à classe de registros duplicados ou não-duplicados [11; 19].

Dado o fato de as abordagens de RE envolverem sempre a classificação de pares de regis-

tros, a partir deste ponto, quando se utilizar o termo "classificador não-supervisionado"estará

sendo referenciada qualquer abordagem de RE não-supervisionada. Da mesma maneira,

quando for utilizado o termo "classificador supervisionado", dado o escopo deste trabalho,

estará sendo referenciada qualquer abordagem supervisionada que faça uso de algoritmos de

AM para classificar pares de registros.

2.2 Aprendizagem de Máquina para Resolução de Entida-

des

A AM estuda maneiras de o computador aprender tarefas e melhorar a execução destas

tarefas a partir da experiência [36]. Algoritmos de AM basicamente fazem uso de modelos

matemáticos que buscam a função ideal f : X → Y que melhor reflete o problema, onde

X representa o domínio das variáveis de entrada do modelo e Y o domínio do valor a ser

predito, como uma classe, por exemplo. Os algoritmos buscam a partir de um conjunto de
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treinamento T = {(x1, y1), ..., (xn, yn)} estimar uma função g : X → Y | g ≈ f .

No caso de AM aplicada ao problema de RE, o conjunto de treinamento pode, por exem-

plo, ser da forma de um vetor T = {(x1
1, x

2
1, ..., x

i
1, y1), ..., (x

1
n, x

2
n, ..., x

i
n, yn)}. Em T , cada

xi
j ∈ [0, 1] representa a similaridade entre os valores do i-ésimo atributo do j-ésimo par de

registros contido na base de treino. Como mostrado no conjunto T da Figura 2.2, a classe a

qual cada par pertence é representada por yj ∈ {0, 1}, com yj = 1 se o par referenciar um

registro duplicado, (a1, b1), por exemplo; ou yj = 0, caso contrário, como os pares (a1, b2) e

(a2, b1) [15; 19].

Figura 2.2: Exemplo de conjunto de treinamento para AM aplicada a RE.

Para que o modelo a ser treinado possa ser acurado, é importante que T possua exemplos

que representem bem as características dos mais diversos conjuntos de registros abordados

no problema [11]. Como os dados utilizados para treinamento nas abordagens de AM são

obtidos tradicionalmente a partir de amostragem aleatória, se faz necessário que a amostra

selecionada aleatoriamente seja suficientemente grande, de forma que possa incluir a maior

quantidade possível de pares de registros, inclusive aqueles mais raros que possuam padrões

de dados bastante distintos dos demais [29; 43].

Quando aplicados à tarefa de RE, os algoritmos de AM, ao selecionar aleatoriamente

pares para compor o conjunto de treinamento, tendem a ser penalizados com amos-

tras pouco representativas. Isso se deve ao fato de as bases de dados geralmente so-

frerem com o problema de desbalanceamento de classes, em que o subconjunto de pa-

res duplicados é geralmente muito menor que o subconjunto de pares não-duplicados [4;

25]. Frente a isso, podem ser utilizadas, por exemplo, estratégias de AA com o intuito de re-
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duzir o tamanho desses conjuntos sem implicar em perda de representatividade dos mesmos.

2.3 Aprendizagem Ativa para Geração de Conjunto Trei-

namento Representativo

Para amenizar o problema de geração de conjuntos de treinamento a partir de bases de

dados desbalanceadas, podem ser utilizados métodos como i) Oversampling, que reduz o

número de amostras da classe majoritária em um conjunto de dados [8]; ou ii) Undersam-

pling, que cria amostras sintéticas da classe minoritária a partir dos dados existentes [26].

Entretanto, tais métodos necessitam que os dados possuam os rótulos referentes às classes

consideradas, inviabilizando sua aplicação para geração de gabaritos proposta neste trabalho.

Dessa forma, considerando bases de dados que não possuam qualquer rotulação prévia,

podem ser utilizadas estratégias de Aprendizagem Ativa (AA) para geração de conjuntos

de treinamento. Nessas estratégias, algoritmos de AM, em conjunto com um especialista

humano (oráculo), buscam selecionar dados informativos para treinamento, acarretando na

geração de conjuntos rotulados balanceados menores, porém suficientes para treinar algo-

ritmos acurados [16; 43]. No âmbito de AA, são considerados dados informativos aqueles

que, sem apresentar redundância entre si, são capazes de representar as características da(s)

base(s) de dados [13; 44]

O processo de AA, ilustrado na Figura 2.3, consiste basicamente em treinar o modelo

utilizado pelo algoritmo de AM com um pequeno conjunto de treinamento inicial T e, ite-

rativamente, selecionar novos dados da base para que o oráculo rotule-os. A cada iteração,

os dados são adicionados a T , que ajudará a melhorar o modelo treinado, tornando-o capaz,

no caso do problema de RE, de classificar corretamente um maior número de novos pares de

registros. O processo é repetido até que um valor relativo à eficácia do modelo seja alcan-

çado ou um orçamento, que determina o número máximo de rotulações, seja esgotado [11;

43].

A seleção de dados é realizada a partir da aplicação de heurísticas, como AA baseada em

amostra por incerteza ou consulta a um comitê de classificadores [16; 44]. O conjunto T ,

resultante da seleção, pode ser utilizado para treinar algoritmos de AM de forma tão acurada

quanto aqueles algoritmos que fazem uso de grandes conjuntos de treinamento gerados por
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amostragem aleatória [16].

Figura 2.3: Esquema geral de funcionamento de AA, adaptado de [43].

2.4 Monotonicidade em Resolução de Entidades

A monotonicidade é uma propriedade matemática que diz respeito à relação de ordem

mantida entre dois conjuntos de maneira que esta relação é estritamente não-decrescente ou

estritamente não-crescente [40].

Formalmente, seja S um conjunto ordenado de valores e f uma função definida sobre S,

tem-se que:

• f é monótona não-decrescente quando ∀x, y ∈ S, (x > y ⇒ f(x) ≥ f(y));

• f é monótona não-crescente quando ∀x, y ∈ S, (x > y ⇒ f(x) ≤ f(y)).

Em RE, embora a monotonicidade não seja uma regra, ela pode ser observada em inúme-

ras bases de dados [16]. Por exemplo, na relação existente entre os valores de similaridade

(textual) entre pares de registros (0, 0; 0, 1; 0, 2; 0, 3; ...; 0, 9; 1, 0) e a disposição de pares

de registros duplicados existentes na base de dados. Nesses casos, espera-se que quão maio-

res os valores de similaridade, maior será a probabilidade de que os pares com esses valores

representem registros duplicados.



2.4 Monotonicidade em Resolução de Entidades 12

Essa relação pode ser observada, por exemplo, na Figura 2.4, onde são apresentados dois

gráficos que destacam a concentração de pares de registros duplicados para duas das ba-

ses de dados utilizadas nos experimentos do Capítulo 6. Ambos os gráficos apresentam a

relação entre valores de similaridade para atributos6 das bases de dados em questão, calcu-

lados a partir da função de similaridade Levenshtein7. Os contornos auzis destacam a região

de concentração de duplicatas, próximas a valores altos de similaridade, enquanto as não-

duplicatas, representadas por contornos vermelhos, apresentam-se distribuídas próximas a

baixos valores de similaridade.

Figura 2.4: Presença de monotonicidade em bases de dados reais.

Apesar de ser uma hipótese que não se pode garantir que ocorra em todas as bases de

dados, como alertado em [3] e [13], a hipótese da monotonicidade mantém-se em muitas

bases de dados [1; 16]. Este fato estimulou o desenvolvimento de estratégias de AA aplicadas

a RE baseadas em monotonocidade [1; 14; 16; 38; 49], assumindo que essa propriedade

6Para melhor compreensão do leitor, o nome dos atributos das bases de dados utilizadas, geralmente abre-

viados e em inglês, são apresentados nesta dissertação em português.
7De maneira geral, a função de similaridade Levenshtein calcula o custo mínimo necessário para transformar

uma string A em uma string B através de operações que envolvem inserção, remoção ou substituição de

caracteres [19; 37].



2.5 Comitê de Classificadores 13

torna mais viável a geração de um bom conjunto de treinamento para o processo de AM no

contexto de RE.

2.5 Comitê de Classificadores

Dentre as alternativas para geração do conjunto inicial de treinamento para estratégias

de AA, estão aquelas que se baseiam no conceito de comitê de classificadores, cuja ideia

central é que a união de classificadores distintos tende a fornecer um resultado melhor do

que aqueles que seriam obtidos por um único classificador [10]. Esse conceito pode ser

utilizado i) a partir da aplicação de classificadores supervisionados sobre uma base de dados,

de modo que iterativamente seus resultados sejam combinados e seus conflitos rotulados por

um especialista, para serem utilizados para retreinar e aprimorar os próprios classificadores

(Figura 2.5) como ocorre em [5; 21; 42]; ou ii) a partir da combinação de classificadores

não-supervisionados cujo resultado do conflito entre eles é utilizado como entrada para outra

tarefa que não envolve o retreinamento desses classificadores (Figura 2.6) [9; 51].

Figura 2.5: Comitê de classificadores supervisionados.
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Figura 2.6: Comitê de classificadores não-supervisionados.

2.6 Considerações Finais

Neste capítulo, foi apresentada uma visão geral sobre os principais tópicos necessários

à compreenssão deste trabalho. Inicialmente foram apresentadas as etapas do processo de

Resolução de Entidades com destaque para os tipos de classificadores que podem ser apli-

cados nesse processo. Em seguida, foram discutidos os conceitos relativos à classificação

supervisionada em RE a partir de algoritmos de Aprendizagem de Máquina. Ainda, foi apre-

sentado o conceito de Aprendizagem Ativa, que pode ser aplicado para gerar conjuntos de

treinamento a partir de bases de dados desbalanceadas, que não possuam qualquer rotulação

prévia. Posteriormente, foi abordado o conceito de monotonicidade, característica matemá-

tica presente em diversas bases de dados que tem sido explorada para desenvolver estratégias

de AA específicas para o problema de RE. Por fim, foi apresentado o conceito de Comitê de

Classificadores, o qual é utilizado na abordagem para geração de gabaritos para RE pro-

posta neste trabalho. No capítulo seguinte, são apresentados os trabalhos do estado da arte
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relacionados ao problema e solução proposta apresentados neste trabalho.



Capítulo 3

Trabalhos Relacionados

Neste capítulo, são discutidos trabalhos que abordam o problema de geração de gabaritos

tanto em RE, quanto em outras áreas, com destaque para aqueles que o fazem com auxílio

de AM. Além disso, são apresentados trabalhos que discutem a aplicação de AA na tarefa de

RE.

Os artigos selecionados foram encontrados a partir da realização de consultas aos en-

genhos de busca ACM Digital Library8 e IEEE Xplore Digital Library9, consistindo de tra-

balhos publicados entre 2005 e 2018, a partir da sentença de palavras-chave apresentadas

na Tabela 3.1. Além disso, com base nas referências apresentadas nos artigos encontrados,

foram selecionados trabalhos adicionais para compor a pesquisa.

3.1 Geração de Gabaritos para a Tarefa de RE

Uma proposta de geração automática de gabaritos para avaliar a deduplicação de regis-

tros bibliográficos da plataforma gerenciadora de referências Mendeley10 é apresentada em

[25]. O processo baseia-se na análise de metadados de documentos inseridos pelos usuários

em suas bases de documentos. Para criar um conjunto de dados representativo, o sistema

seleciona amostras de documentos de diferentes usuários, com diferentes níveis de ruído,

provenientes de uma base de dados, como arXiv11, que possuam o mesmo identificador e os

8https://dl.acm.org/
9https://ieeexplore.ieee.org/Xplore/home.jsp

10https://www.mendeley.com/
11https://arxiv.org/

16
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Tabela 3.1: Palavras-chave utilizadas nas buscas dos trabalhos relacionados.

Sentença de palavras-chave

1

("ground truth" OR "ground-truth" OR "gold standard")

AND

("duplicate detection" OR "deduplication" OR "record linkage" OR

"data matching" OR "entity matching" OR "entity resolution" OR

"merge-purge" OR "record matching" OR "information retrieval")

2

("active learning")

AND

("duplicate detection" OR "deduplication" OR "record linkage" OR

"data matching" OR "entity matching" OR "entity resolution" OR

"merge-purge" OR "record matching" OR "information retrieval")

consideram como duplicados desde que possuam uma porcentagem de similaridade acima

de um limiar pré-estabelecido. Apesar de apresentar bons resultados, a solução não é genera-

lizável para outros domínios, como a abordagem GTGenERAL proposta neste trabalho, por

depender de elementos específicos de registros bibliográficos tratados pelo sistema legado

do Mendeley.

Com uma abordagem independente de domínio, os autores de [51] sugerem um processo

semiautomático para geração de gabaritos para deduplicação de registros chamado Annea-

ling Standard (AS). O processo faz uso de resultados de RE gerados por n classificadores

e inclui inspeção manual realizada de forma iterativa. Nessa abordagem, a intervenção hu-

mana só se faz necessária quando os pares automaticamente classificados como duplicados

na iteração corrente discordam do resultado anterior. Os experimentos, realizados apenas

sobre uma base de dados privada, apresentam um resultado próximo ao gabarito real em

termos de qualidade, com necessidade de menos esforço humano se comparados à geração

naive de gabaritos para a tarefa de RE.

Na geração do AS, por exemplo, se um par de registros é apontado por n − 1 classifica-

dores como possível registro duplicado, este par é considerado conflitante devido ao fato de

ter sido classificado como registro não-duplicado por um único classificador e, assim, tem
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que ser inspecionado manualmente. Na abordagem proposta no presente trabalho (GTGe-

nERAL), a qual se baseia no processo de geração do AS, nem todos os conflitos gerados

entre os classificadores participantes do processo são inspecionados manualmente, mas sim

utilizados como entrada para geração de um conjunto de treinamento para classificadores

supervisionados por meio de estratégias de AA.

3.2 Geração de Gabaritos utilizados em outras Áreas da

Computação

Em outras áreas da Computação, duas estratégias para geração de gabaritos são ampla-

mente utilizadas, com o intuito principal de reduzir a intervenção humana necessária no

processo: Crowdsourcing e Aprendizagem de Máquina.

3.2.1 Aplicação de Técnicas de Crowdsourcing

A tarefa de Crowdsourcing consiste em distribuir através de plataformas como Amazon

Mechanical Turk12 e Figure Eight13 pequenas tarefas a indivíduos que as realizam por uma

recompensa geralmente financeira. Nesse sentido, trabalhos voltados aos mais diversos obje-

tivos como "Transcrição de imagens históricas de documentos manuscritos" [22], "Descrição

de imagens disponíveis na internet" [33], "Transcrição de diálogos de notícias e talk shows"

[47] e "Detecção de objetos em imagens" [48] propõem a utilização de tais mecanismos de

Crowdsourcing, seja para gerar o gabarito a partir da simples rotulação de exemplos disponi-

bilizados aos indivíduos ou para, a partir da rotulação de uma quantidade pré-estabelecida de

exemplos, treinar modelos de AM que serão utilizados para classificação de mais exemplos

que devem compor o gabarito.

Em todos esses trabalhos, além da necessidade de realização de investimento monetá-

rio para utilização da maioria das plataformas, surge a preocupação com a qualidade do

resultado gerado devido aos distintos graus de conhecimento dos indivíduos e com a possibi-

12https://www.mturk.com/
13https://www.figure-eight.com/
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lidade de inserção de dados ruidosos por indivíduos mal-intencionados (spammers) [34; 41;

46; 52]. Considerando esses possíveis problemas e, especialmente, por ser projetada para

lidar com os mais diversos domínios de bases de dados, que demandam a atuação de espe-

cialistas desses domínios, a abordagem GTGenERAL não faz uso de qualquer estratégia de

Crowdsourcing.

3.2.2 Aplicação de Técnicas de Aprendizagem de Máquina

Outra alternativa que pode ser utilizada com fins de reduzir o esforço manual na gera-

ção de gabaritos é a aplicação de algoritmos de AM, que é empregada em GTGenERAL

conjuntamente a resultados de classificadores não-supervisionados.

Alinhados a esse pensamento, os autores de [24] fazem uso de um processo semiautomá-

tico para gerar gabaritos para avaliar a tarefa de análise de imagens complexas de documentos

árabes. O método proposto faz uso de AM por meio da aplicação de redes neurais. Consi-

derando a variedade entre classes de documentos, o processo fornece um modelo dedicado

para cada classe de documentos, de modo que seja capaz de aprender as características de

cada classe, adaptando-se às mudanças que ocorrem, recebendo como entrada as correções

feitas pelos usuários.

Em [20], a estratégia de AM é aplicada com o intuito de automatizar o processo de

geração de gabaritos para avaliar a tarefa de marcação de músicas disponíveis em plataformas

digitais. O processo baseia-se na fusão de decisões de múltiplos anotadores automáticos

a fim de compor o conjunto de treinamento para um algoritmo de regressão, alcançando

aprendizagem acurada com boas taxas de predição.

3.2.2.1 Estratégias de Aprendizagem Ativa Aplicadas ao Problema de RE

Diversos trabalhos [1; 3; 4; 13; 14; 16; 38; 42; 49; 50] têm abordado a aplicação de

AA para a tarefa de RE. Tais trabalhos, além de preocuparem-se em gerar o conjunto de

treinamento com menor esforço, lidam com o problema de desbalanceamento de classes nas

bases de dados, como discutido no Capítulo 2. Essas estratégias podem ser divididas entre

aquelas que assumem a hipótese de monotonicidade (em que, quanto maior a similaridade



3.3 Comparativo das Abordagens para Geração de Gabarito Apresentadas 20

entre um par de registros, mais provável que ele represente uma registro duplicado) como em

[1; 14; 16; 38] e aquelas que não confiam nesta propriedade, como AdInTDS*14, proposta

em [13] e utilizada nos experimentos realizados neste trabalho, e aquelas apresentadas em [3;

4; 42; 50].

Na abordagem AdInTDS, vetores de similaridade são agrupados em clusters de onde são

extraídos exemplos para rotulação. Recursivamente, esses clusters são divididos em clusters

menores e novas rotulações são realizadas, até que um grau de pureza pré-estabelecido seja

atingido, em que o cluster contenha a maioria de vetores representando pares de registros du-

plicados ou a maioria de pares não-duplicados. Na abordagem GTGenERAL, para diminuir

o esforço manual na geração do conjunto de treinamento dos classificadores supervisiona-

dos, a abordagem pode empregar qualquer estratégia de AA (independentemente da hipótese

de monotonicidade).

3.3 Comparativo das Abordagens para Geração de Gaba-

rito Apresentadas

A abordagem para geração de gabaritos para RE apresentada em [25], desenvolvida es-

pecificamente para ser utilizada com dados provenienetes da plataforma Mendeley, não é

aplicável a outros domínios. Já a abordagem para geração de gabaritos para RE proposta

em [51] é independente de domínio, no entanto demanda grande intervenção manual por

contar apenas com a atuação de especialistas no processo. Por sua vez, buscando reduzir a

intervenção humana no processo de geração de gabaritos utilizados em outras áreas da Com-

putação, os trabalhos apresentados em [24] e [20] fazem uso de Aprendizagem de Máquina,

entretanto apresentam processos específicos para os domínios em que são aplicadas.

Na Tabela 3.2, é apresentada uma visão geral das diferenças entre as abordagens para

geração de gabaritos supracitadas em relação à abordagem GTGenERAL proposta neste

trabalho.

Para ilustrar essas diferenças foram consideradas cinco características relacionadas ao

contexto deste trabalho:
14Adaptive and Interactive Training Data Set Selection for Entity Resolution.
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• Abordagem semiautomática para geração de gabarito: informa se a abordagem

faz uso ou não de processo semiautomático para gerar gabaritos;

• Geração de gabarito para a tarefa de RE: indica se a abordagem é utilizada para

gerar gabaritos para avaliar a tarefa de RE;

• Independente de domínio: informa se a abordagem pode ser aplicada a mais de um

domínio de dados;

• Utilização de Aprendizagem de Máquina: aponta se a abordagem faz uso de técnicas

de AM no processo de geração de gabaritos;

• Utilização de Aprendizagem Ativa: indica se a abordagem, que faz uso de técnicas

de AM no processo de geração de gabaritos, aplica estratégias de AA para compor o

conjunto de treinamento utilizado.

Tabela 3.2: Tabela comparativa das abordagens para geração de gabarito apresentadas.

Trabalhos

Abordagem

semi-

automática

para geração

de gabarito

Geração de

gabarito para

a tarefa de RE

Independente

de

domínio

Utilização de

Aprendizagem

de Máquina

Utilização de

Aprendizagem

de Ativa

[25] N S N N N

[51] S S S N N

[24] S N N S N

[20] N N N S N

GTGenERAL S S S S S

3.4 Considerações Finais

Neste capítulo, foram apresentados trabalhos científicos relativos à geração de gabaritos

específicos para a tarefa de RE, assim como trabalhos relativos à geração de gabaritos em

outras áreas da Computação. Além disso foram discutidos trabalhos científicos que envolvem

a aplicação de Aprendizagem Ativa na tarefa de RE, dos quais uma parte assume o conceito
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de monotonicidade em suas estratégias, enquanto outros não consideram essa característica.

No capítulo seguinte, é definido e formalizado o problema abordado neste trabalho.



Capítulo 4

Definição do Problema e Solução do

Estado-da-Arte

Neste capítulo é definido e formalizado matematicamente o problema de geração de ga-

baritos para RE abordado neste trabalho. Além disso, é detalhada a abordagem do estado-

da-arte para geração de gabaritos para RE, Annealing Standard, a qual é usada como base

para a abordagem proposta neste trabalho.

4.1 Formalização

Dado R = {r1, r2, ..., rn} um conjunto de registros de uma ou mais bases de dados,

as quais possuam erros e variações em seus dados acarretando em duplicidade de registros,

tem-se que (R×< R) é o conjunto de todos os pares (rj, rk) com j < k. A fim de identificar

todos os pares de registros (rj, rk) duplicados em R, as abordagens de RE fazem uso de um

classificador c cujo resultado é o conjunto C de todos os pares (rj, rk) ∈ (R ×< R) que

foram considerados duplicados por c.

Dessa forma, seja C = {C1, C2, ..., Cn} o conjunto de resultados de n classificado-

res para um ou mais conjuntos de registros, tem-se que Csup = {Csup
1 , C

sup
2 , ..., Csup

n } é

o conjunto equivalente a C composto apenas por resultados de n classificadores que fa-

zem uso de abordagens de classificação supervisionada (csup). De forma análoga, Cnsup =

{Cnsup
1 , C

nsup
2 , ..., Cnsup

m } é o conjunto equivalente a C composto apenas por resultados de m

classificadores que fazem uso de abordagens de classificação não-supervisionada (cnsup).

23
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Para que classificadores supervisionados ou não-supervisionados sejam avaliados, faz-se

necessário que o conjunto de registros sobre o qual são aplicados possuam um gabarito, que

é definido formalmente da seguinte maneira:

Definição 1. (Gabarito para Resolução de Entidades).

Seja R um conjunto de registros de uma ou mais bases de dados, tem-se que um gabarito

GS consiste no conjunto de todos registros duplicados conhecidos em R.

Em processos de geração manual de gabaritos e em estratégias de AA aplicados a RE,

pares de registros (ri, rj) ∈ (R×< R) são apresentados a humanos especialistas no domínio

de R (óraculos) para que, após análise dos valores dos atributos de cada par, seja determinado

se representam registros duplicados ou não. Formalmente, um oráculo é definido como

segue:

Definição 2. (Oráculo para rotulação de pares de registros).

Um oráculo baseado em inspeção manual ζ é uma função ζ : (R×< R) → {d, n}, onde,

para cada (ri, rj) ∈ (R×< R):

ζ(ri, rj) =











d, se (ri, rj) indica um par de registros duplicados,

n, caso contrário.

Associado a ζ há um orçamento b > 0 que indica a quantidade máxima de rotulações

manuais que podem ser realizadas.

O problema abordado neste trabalho consiste em gerar um gabarito aproximado para

avaliar classificadores de RE com um número reduzido de intervenções humanas realizadas

durante o processo. O problema pode ser formalizado da seguinte maneira:

Definição 3. (Geração de Gabarito Aproximado para RE).

Sejam R um conjunto de registros de uma ou mais bases de dados, C = {C1, C2, · · · , Cn}

um conjunto de resultados de classificadores sobre R, ζ : (R ×< R) → {d, n} um oráculo

baseado em inspeção manual, b ∈ Z um limite de orçamento de inspeções manuais e GS o

gabarito de registros duplicados em R. O problema de geração de gabarito aproximado para
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RE consiste em:

Gerar: um gabarito aproximado G′ ⊂ (R×< R) com base em C

Maximizar: |G′ ∩ GS|

Minimizar: (|G′| − |GS|)2

Sujeito a: uso(ζ) ≤ b

4.2 Annealing Standard: abordagem do estado-da-arte

O problema apresentado na Seção 4.1 é tratado no trabalho apresentado em [51], cujo

gabarito resultante, denominado Annealing Standard (AS), é composto por PA∪PM , onde

PA =
n
⋂

i=1

C
nsup
i é o conjunto de pares de registros rotulados automaticamente por classi-

ficadores não-supervisionados e PM =
n
⋃

i=1

C
nsup
i \PA é o conjunto de pares de registros

rotulados manualmente por um especialista do domínio de R.

Figura 4.1: Abordagem semiautomática para geração de gabarito para RE, adaptada de [51].

Conforme ilustrado na Figura 4.1, na abordagem de geração do AS, um primeiro classifi-

cador não-supervisionado (cnsup1 ) é aplicado sobre a base de dados (passo 1) e seu resultado

(conjunto de possíveis registros duplicados) é estabelecido como baseline formando a pri-

meira versão do gabarito com pares classificados unicamente de maneira automática. A cada
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iteração seguinte, um novo classificador não-supervisionado (cnsupk , k > 1) é aplicado sobre

a base de dados (passo 2) e seus pares resultantes são comparados com o resultado existente

no gabarito atual (passo 3).

Os pares de registros classificados pelo algoritmo de RE corrente cuja classe difere da-

quela apresentada no conjunto de pares previamente classificados automaticamente (PA)

devem ser inspecionados manualmente (passo 4) e inseridos no conjunto de pares rotulados

manualmente (PM ).

Conforme mais iterações forem executadas, com mais classificadores não-

supervisionados, a tendência é que o conjunto de pares manualmente rotulados cresça,

permanecendo no conjunto de pares automaticamente rotulados apenas os pares classifica-

dos igualmente por todos os classificadores não-supervisionados. No Apêndice A pode ser

visto um exemplo detalhado da geração do AS.

4.3 Considerações Finais

Neste capítulo, o problema abordado neste trabalho foi definido e formalizado matemati-

camente, além de ter sido detalhada a abordagem do estado da arte para geração de gabaritos

para RE, Annealing Standard. No capítulo seguinte, são apresentadas em detalhes a aborda-

gem para geração de gabaritos para RE e a estratégia de AA, propostas neste trabalho.



Capítulo 5

Abordagem GTGenERAL

Este capítulo apresenta GTGenERAL, uma abordagem semiautomática que combina re-

sultados de múltiplos classificadores não-supervisionados e AA, para gerar gabaritos com

esforço manual reduzido para avaliar a tarefa de RE. Em seguida, é apresentada STERSWin

- Selection of Training Dataset for Entity Resolution with Sliding Window, uma estraté-

gia de AA que, assumindo monotonicidade, busca selecionar um conjunto de treinamento

balanceado e representativo.

5.1 Abordagem GTGenERAL

De forma semelhante ao AS, o gabarito produzido pela abordagem proposta neste traba-

lho é composto por um conjunto de pares de registros automaticamente rotulados (PA) e

um conjunto de pares manualmente rotulados (PM ), ambos gerados a partir de resultados

provenientes de um comitê de classificadores não-supervisionados. A formação desses con-

juntos se dá conforme os passos descritos a seguir e ilustrados na Figura 5.1, assim como no

Algoritmo 1.

Inicialmente, um classificador não-supervisionado (cnsup1 ) é aplicado sobre a base de da-

dos (passo 1) de maneira que os pares de registros classificados por ele como possíveis

duplicados devem compor a primeira versão do gabarito (baseline). A partir das próximas

iterações, um novo classificador não-supervisionado (cnsupk , k > 1) classifica os pares de

registros da base de dados (passo 2) e, posteriormente, esses pares são comparados com o

resultado existente na versão atual do gabarito (passo 3). Assim, o conjunto PA é povo-

27
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Figura 5.1: GTGenERAL: Abordagem semiautomática para geração de gabarito para RE

com o uso de AA.

ado inicialmente pela intersecção dos resultados de n classificadores não-supervisionados,

PA =
n
⋂

i=1

C
nsup
i .

Em seguida, é gerado um conjunto PC de pares de registros conflitantes entre os n classi-

ficadores não-supervisionados participantes do comitê, PC =
n
⋃

i=1

C
nsup
i \PA. Por não terem

sido classificados igualmente por todos os classificadores, supõe-se que os pares presentes

em PC sejam de classificação não-óbvia. Dessa forma, espera-se que esses pares possam

auxiliar na geração de um conjunto de treinamento com bom nível de informatividade, a ser

utilizado nas etapas seguintes do processo.

Essa acumulação de pares conflitantes no conjunto PC busca, também, sanar um pro-

blema apresentado pelo AS que torna mais dispendioso o processo em termos de esforço

humano: neste, uma inspeção manual tem de ser realizada sempre que um resultado confli-

tante surge, mesmo que gerado por apenas um classificador. Por se tratar de um processo

cumulativo, a ordem com que os classificadores são aplicados sobre o conjunto de registros

não influencia no número de conflitos existentes. Dessa forma, não importa se um classifi-

cador, bom ou ruim, é utilizado no início ou no fim desse processo de GTGenERAL.

Na Tabela 5.1, por exemplo, considerando um conjunto de registros R =
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{a, b, c, d, e, f, g, h, i, j, k, l}, são apresentados os resultados de seis classificadores não-

supervisionados com pares de registros considerados duplicados. A partir do conflito exis-

tente entre esses resultados é formado o conjunto PC, o qual encontra-se disposto na última

linha da referida tabela.

Classificadores não-supervisionados

C
nsup
1 = {(a, b); (c, d); (g, k); (i, j)}

C
nsup
2 = {(a, b); (c, d); (e, f); (g, h); (i, l)}

C
nsup
3 = {(a, b); (c, f); (d, h); (e, g); (h, j); (i, l)}

C
nsup
4 = {(a, b); (b, i); (d, h); (e, f); (g, h)}

C
nsup
5 = {(a, b); (d, h); (f, g); (i, l)}

C
nsup
6 = {(a, b); (d, h); (f, i); (g, k); (h, j)}

Pares conflitantes

PC = {(b, i); (c, d); (c, f); (d, h); (e, f); (e, g); (f, g); (f, i); (g, h); (g, k); (h, j); (i, j); (i, l)}

Tabela 5.1: Exemplo de formação do conjunto PC.

Parte dos pares de registros constantes em PC deverão ser classificados posteriormente

por classificadores supervisionados. Assim, como discutido no Capítulo 2, cada par de regis-

tros é associado a um vetor de similaridade referente à comparação dos valores de atributos

dos registros de R, gerados a partir da aplicação de funções de comparação escolhidas pelo

especialista no domínio de R.

Com o conjunto PC devidamente composto, é aplicada sobre ele uma estratégia de AA

fAA : PC → T (passo 4) que seleciona um conjunto reduzido de pares de registros a serem

rotulados por um óraculo ζ e comporem o conjunto T , de modo que o número de rotulações

não pode ultrapassar o orçamento pré-estabelecido (b), i.e., T ⊂ PC e |T | ≤ b(ζ). Como

os pares de registros que compõem T foram rotulados manualmente, esses pares passam

a compor, também, o conjunto PM de pares manualmente rotulados que fazem parte do

gabarito, i.e., PM := T .

No passo 5, os pares de registros de T são utilizados para treinar um classificador su-

pervisionado (csup). Uma vez treinado, no passo 6, esse classificador será utilizado para

classificar os pares do conjunto PC que não foram selecionados para T , i.e., PC\T . Os

pares duplicados classificados nesse processo automático são armazenados no conjunto PR
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de pares resultantes, csup : (PC\T ) → PR e, por fim, são adicionados ao conjunto de pares

automaticamente rotulados, PA := PA ∪ PR. Ao término do processo, tem-se o gabarito

formado por pares de registros rotulados automática e manualmente, GT := PA ∪ PM .
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Algoritmo 1 GTGenERAL
Input:

• Cnsup: conjunto de resultados de classificadores não-supervisionados

• csup: classificador supervisionado

• fAA: estratégia de AA

• ζ: oráculo humano

• b: orçamento máximo para rotulações manuais

Output: Gabarito para RE (GT )

1: PA := C
nsup
1

2: PC := ∅

3: for i := 2 to |Cnsup| do

4: PA := PA ∩ C
nsup
i

5: end for

6: PC :=
n
⋃

i=1

C
nsup
i \PA

7: T := ∪(r1,r2)∈fAA(PC)〈r1, r2, ζ(r1, r2)〉 ⊲ T é preenchido até o orçamento b ser

alcançado

8: PM := T

9: train(csup, T ) ⊲ csup é treinado com o conjunto de treinamento T

10: RP := csup(PC\T ) ⊲ Os pares não rotulados pelo oráculo são classificados por csup

11: PA := PA ∪RP

12: GT := PA ∪ PM

13: return GT
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5.2 STERSWin: Estratégia de AA baseada em Janelas de

Similaridades

Nesta seção, é proposta uma estratégia de AA baseada em monotonicidade, a ser utili-

zada na abordagem GTGenERAL. A estratégia, avaliada nos experimentos do Capítulo 6,

faz uso de janelas deslizantes aplicadas sobre um conjunto ordenado de pares de registros

conflitantes PC, com o intuito de selecionar os melhores exemplos de pares de registros

para treinamento.

Uma vez que o problema de desbalanceamento entre classes é intrínseco ao problema de

RE, a estratégia de AA proposta faz uso dos conceitos de comitê de classificadores e mono-

tonicidade, conjuntamente. A combinação desses conceitos tem por finalidade favorecer a

geração de um conjunto balanceado com elementos informativos, que possa ser utilizado no

treinamento de classificadores supervisionados.

Considerando que cada par (rj, rk) ∈ PC tem associado a si um valor de similaridade

sim ∈ [0, 1], pela monotonicidade, pode-se assumir que os pares com maior valor de simi-

laridade tendem a representar registros duplicados, enquanto aqueles com menor valor de

similaridade tendem a representar registros não-duplicados.

Assumindo PC ordenado crescentemente de acordo com os valores de similaridade, tem-

se os pares de registros de menor similaridade próximos ao extremo inferior de PC e, de

maneira análoga, próximo ao extremo superior, pares com maior similaridade. Dessa ma-

neira, a partir de cada um dos extremos, é possível iterativamente deslizar duas janelas wd e

wnd de tamanho n e m (com n ≥ 1 e m ≥ 1), respectivamente, em direção ao centro de PC.

Dessa forma, do subconjunto de registros contido entre os limites de wd é possível ser ex-

traído um par de registros potencialmente duplicado, assim como de wnd um potencialmente

não-duplicado, ambos para serem rotulados e adicionados ao conjunto de treinamento T .

Para exemplificar, considere os seguintes valores de similaridade de pares de registros:

{0.50, 0.53, 0.62, 0.65, 0.71, 0.77, 0.79, 0.8, 0.8, 0.93, 0.94, 0.99, 1.0}, contidos no conjunto

de pares conflitantes PC apresentado na Seção 5.1. Assumindo wnd e wd com tamanhos

3 e 2, respectivamente, são produzidos os cenários de deslizamento das janelas em duas

iterações consecutivas conforme mostrado na Figura 5.2.
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(a) Iteração 1.

(b) Iteração 2.

Figura 5.2: Exemplo de deslizamento das janelas wnd e wd em duas iterações consecutivas.

A seleção realizada em cada janela visa buscar pares informativos, o que não se pode

garantir apenas pela monotonicidade, a qual apenas sugere onde estarão concentrados pares

possivelmente duplicados, assim como pares possivelmente não-duplicados. Uma maneira

de buscar esses pares informativos dentro das janelas é basear-se na divergência entre os

classificadores que identificaram cada registro como possível duplicado, como discutido na

Seção 2.5.

Um par de registros com valor de similaridade alto, apontado por muitos classificado-

res como possível duplicado, pode ser considerado fácil de classificar e, assim, ser pouco

informativo para treinamento. A partir desse princípio, aqueles pares indicados como dupli-

cados por poucos classificadores, dentre vários existentes, seriam os mais apropriados para

rotulação manual. De maneira análoga, um par de registros residente no extremo inferior

de PC, mas apontado como possível registro duplicado por uma quantidade significativa

de classificadores, em relação aos pares vizinhos, seria o mais indicado a ser investigado e

rotulado.

Assim, para considerar a divergência de classificadores atrelada à escolha de um par, se

faz necessário que cada (rj, rk) ∈ PC tenha associado a si, também, a informação a respeito

do número de classificadores que o apontaram como duplicado (#clasf ), de modo que sim

armazene alguma estatística (e.g. média, mínimo ou máximo) referente às similaridades

calculadas por cada um dos classificadores. Dessa forma, considerando o conjunto PC

apresentado como exemplo na Seção 5.1, tem-se as seguintes quantidades de classificadores

que apontaram cada par como possível registro duplicado: {1, 2, 1, 4, 2, 1, 1, 1, 2, 2, 2, 1, 3}.
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Na Figura 5.3, é apresentada uma visão geral da estratégia de AA STERSWin15 que,

com um orçamento pré-estabelecido de rotulações, seleciona os exemplos para treinamento

a partir do uso de janelas deslizantes aplicadas sobre um conjunto PC ordenado pelo valor

de sim.

Figura 5.3: Visão geral da estratégia de AA STERSWin.

No passo 1, a partir dos pares agrupados pelas janelas wd e wnd, a estratégia, baseada em

#clasf , seleciona um par de registros de cada janela (a cada deslizamento) para ser rotulado

no passo 2 por um humano (oráculo) como um exemplo de par duplicado ou não-duplicado.

Os pares rotulados devem compor o conjunto T o qual, a partir de um tamanho pré-definido

minT (passo 3), servirá para treinar classificadores supervisionados existentes no conjunto

Csup no passo 4. Após o treinamento, cada classificador gera um valor de F116 e a média

desses valores é calculada no passo 5. Para que a estratégia possa decidir se novos pares

devem ser selecionados para compor o conjunto de treinamento, no passo 6, é verificado se

há orçamento disponível para rotulação e se o valor médio de F1 calculado é maior que o

valor calculado anteriormente (caso a iteração atual não seja a primeira).

Dado que STERSWin baseia-se na monotonicidade relativa aos níveis de similaridade, a

presença tanto de valores de similaridade pertencentes a níveis altos, quanto pertencentes a

níveis baixos é importante para tentar gerar um conjunto de treinamento balanceado.

15No Apêndice B, é apresentado o algoritmo STERSWin.
16F1 calcula a média harmônica entre precision e recall.
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Nesse sentido, como o conjunto PC é composto por pares de registros apontados como

duplicados por pelo menos um classificador, é natural que não ocorram valores de simi-

laridade pertencentes a níveis mais baixos como (0.1, 0.2, 0.3), por exemplo, o que pode

prejudicar a seleção de possíveis exemplos de pares não-duplicados.

Entretanto, como cada par pertencente a PC possui a informação referente a quantos

classificadores o apontaram como possível duplicado, pode-se a partir dessa informação de-

finir um limiar k em que os pares apontados por uma quantidade de classificadores acima

desse limiar seriam possíveis duplicados e, do contrário, possíveis não-duplicados.

Assim, com o intuito de potencializar a capacidade da estratégia de AA STERSWin em

selecionar um conjunto de treinamento balanceado, o conjunto PC deve ser particionado.

Desse modo, tem-se PCnd ⊂ PC (com #clasf <= k), o conjunto com possível maior

concentração de registros não-duplicados e PCd ⊂ PC (com #clasf > k), o conjunto

com possível maior concentração de registros duplicados. Dessa maneira, a cada iteração

da execução de STERSWin, wnd deve ser deslizada sobre PCnd, enquanto sobre PCd é

deslizada wd.

Figura 5.4: Concentração de pares de registros falso-positivos em PC.

Das bases de dados consideradas nos experimentos e apresentadas na Tabela 6.1,

verificou-se empiricamente (Figura 5.4) que pares de registros pertencentes a PC aponta-
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dos por apenas um ou dois classificadores como possíveis duplicados, em sua maioria são

casos falso-positivos. Assim, k = 2 apresenta-se como um limiar aceitável para dividir o

conjunto PC.

5.3 Considerações Finais

Neste capítulo, foi proposta a abordagem GTGenERAL, que combina os conceitos de

comitê de classificadores e Aprendizagem Ativa para gerar gabaritos para RE. Além disso,

foi introduzida a estratégia de AA STERSWin baseada em janelas deslizantes, a qual, explo-

rando o conceito de monotonicidade relacionado ao problema de RE, busca selecionar um

conjunto de treinamento balanceado e representativo. No capítulo seguinte, é apresentado

um amplo estudo experimental realizado para avaliar GTGenERAL e STERSWin.



Capítulo 6

Avaliação Experimental

Neste capítulo, são apresentados os resultados experimentais do estudo. Os experimentos

foram projetados com o intuito de mensurar o esforço manual empreendido para geração de

gabaritos para a tarefa de RE a partir da abordagem GTGenERAL, bem como sua eficácia

com respeito aos pares corretamente adicionados ao gabarito. A abordagem aqui proposta foi

avaliada utilizando tanto a estratégia de AA STERSWin que assume monotonicidade, quanto

a estratégia de AA AdInTDS proposta em [13]. Nos experimentos, ambas as variantes da

abordagem GTGenERAL foram comparadas com a abordagem do estado da arte Annealing

Standard (AS) proposta em [51].

Para avaliar a abordagem GTGenERAL, foram utilizadas bases de dados reais de múl-

tiplos domínios, com gabarito disponível, cujos detalhes são apresentados na Tabela 6.1.

Como se pode observar, diferentemente das demais, a base CORA possui um número de pa-

res duplicados bem maior que o número de registros. Isso ocorre porque ela possui grupos de

vários registros que representam uma mesma entidade do mundo real. Além disso, pode-se

perceber que a porcentagem de registros duplicados presentes nas bases de dados é bastante

pequena, o que dificulta a seleção de um conjunto de treinamento para algoritmos de AM.

6.1 Experimentos e Questões de Pesquisa

As avaliações experimentais apresentadas neste capítulo são divididas em dois blocos de

avaliação. O primeiro bloco engloba questões de pesquisa relativas à estratégia de AA ba-

seada em janelas deslizantes, STERSWin. O segundo bloco considera questões de pesquisa

37
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Tabela 6.1: Características das bases de dados utilizadas nos experimentos

Base de dados Domínio dos dados
Quantidade de

registros

Quantidade de

pares de registros

duplicados

Quantidade total

de pares

de registros

Porcentagem de

pares de registros

duplicados

CDsa CDs musicais 9.763 299 47.623.920 0,001%

CORAb Publicações científicas 1.879 64.578 837.865 3,660%

Restaurantec Restaurantes 864 112 372.816 0,030%

DBLP-ACMd Publicações científicas 2.616 / 2.294 2.224 6.001.104 0,074%

a Disponível em https://hpi.de/naumann/projects/data-quality-and-cleansing/

annealing-standard.html

b Disponível em http://www.cs.utexas.edu/users/ml/riddle/data.html

c Disponível em http://www.cs.utexas.edu/users/ml/riddle/data.html

d Disponível em https://dbs.uni-leipzig.de/en/research/projects/object_matching/fever/

benchmark_datasets_for_entity_resolution

relativas à abordagem para geração de gabaritos para RE, GTGenERAL.

Para a avaliação da estratégia de AA STERSWin foram consideradas as seguintes ques-

tões de pesquisa:

• (QP1) Qual o impacto do tamanho das janelas utilizado em STERSWin na qualidade

do conjunto de treinamento e na quantidade de inspeções manuais necessárias?

• (QP2) O ponto de partida (Extremos ou Região de Incerteza) para deslizamento das

janelas influencia na qualidade do conjunto de treinamento gerado e na quantidade de

inspeções manuais necessárias?

Para a avaliação da abordagem GTGenERAL, as questões de pesquisa a seguir foram

observadas:

• (QP3) A quantidade de classificadores não-supervisionados utilizados influencia o re-

sultado do processo de geração do gabarito, em termos de esforço manual empreendido

e de eficácia?

• (QP4): A qualidade dos classificadores não-supervisionados utilizados influencia o

resultado do processo de geração do gabarito, em termos de eficácia e esforço manual

empreendido?
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• (QP5): Qual o efeito da utilização de seleção randômica de pares, ao invés da aplicação

de abordagens de Aprendizagem Ativa, para geração do conjunto de treinamento em

termos de eficácia?

6.2 Métricas Utilizadas

Dado o objetivo deste trabalho, as métricas utilizadas consistem em mensurar o esforço

manual empreendido na geração do gabarito e a correspondente eficácia da abordagem pro-

posta. Como cada base de dados possui seu próprio gabarito, cada inspeção manual é si-

mulada (e computada) a partir de cada consulta realizada ao gabarito, o que equivale a uma

participação do oráculo. Em relação à eficácia, como espera-se que um gabarito possua to-

dos os pares duplicados corretamente identificados, é utilizada a métrica F-Measure (F1),

que calcula a média harmônica das métricas Precision e Recall. Os valores computados pela

métrica F1 estão compreendidos entre 0,0 e 1,0, de maneira que quão mais próximo de 1,0,

melhor o ajuste entre Precision e Recall.

6.3 Configuração dos Experimentos

A abordagem baseline para geração de gabaritos para RE, Annealing Standard, foi im-

plementada em Java 8. Já a estratégia de AA STERSWin foi implementada em Python

3.7, utilizando o tamanho mínimo do conjunto de treinamento (T ) = 20, de modo que

fosse possível dividir tal conjunto em blocos menores, a fim de realizar o treinamento ini-

cial dos classificadores supervisionados utilizados no processo. Além disso, foi aplicado o

limiar para particionamento de PC (k) = 2, conforme discutido no Capítulo 5. A estra-

tégia AdInTDS, que teve seus códigos disponibilizados pelos autores, foi utilizada com os

melhores parâmetros identificados no estudo realizado em [13] (pureza mínima do cluster

= 0,95, acurácia do oráculo = 1,0, margem de erro de amostra = 0,1, método de seleção de

cluster = Far). Para ambas as estratégias de AA, foi estabelecido um orçamento máximo de

duzentas rotulações manuais para os experimentos realizados, baseado na observação empí-

rica da quantidade média de rotulações realizadas pela estratégia de AA do estado da arte,

AdInTDS. Os classificadores supervisionados utilizados (Decision Tree, Random Forest e
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SVM) [32], comumente estudados e aplicados em trabalhos que envolvem AM e RE [1; 4;

13; 50], foram empregados a partir do pacote Python scikit-learn17.

Os conjuntos de pares de registros identificados como possíveis duplicados, utilizados

como entrada para a abordagem GTGenERAL, são provenientes de classificadores não-

supervisionados elaborados pelos autores deste estudo. Para cada base de dados, foram

elaborados pouco mais de 30 classificadores a partir do DuDe Toolkit18, de modo que os

classificadores diferem entre si em relação às funções de distância e limiares utilizados.

Conforme ilustrado na Figura 6.1, com o intuito de representar classificadores de eficácias

distintas utilizados em situações reais, os classificadores foram elaborados de modo que seus

resultados possuíssem valores de F1 bem distribuídos. Por exemplo, para base de dados Res-

taurante observa-se que existem classificadores com valores de F1 muito baixos, próximos a

0,2, medianos, entre 0,5 e 0,8, e outros com valores mais altos, orbitando em torno de 0,9.

Figura 6.1: Distribuições de valores de F1 para os classificadores não-supervisionados utili-

zados nos experimentos.

Todos os experimentos foram realizados sobre o Sistema Operacional Ubuntu 16.04 LTS

em computador com processador Intel i7 (3.60GHz) e 16GB de memória RAM. Os progra-

17https://scikit-learn.org/stable/
18https://hpi.de/naumann/projects/data-quality-and-cleansing/

dude-duplicate-detection.html
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mas utilizados e bases de dados utilizados estão disponíveis para acesso público19.

Para treinar os classificadores supervisionados utilizados nos experimentos, foram reali-

zadas intervenções sobre os dados disponibilizados como entrada para esses classificadores,

a fim de melhorar o resultado por eles produzido. Tais intervenções dizem respeito a tarefas

de engenharia dos dados20, que buscam fazer com que os algoritmos de AM possam extrair

melhores informações sobre os dados fornecidos [7; 27]. Neste trabalho a engenharia de da-

dos consistiu, para cada base de dados, na criação de novos atributos a partir dos já existentes

e da aplicação de pesos distintos para esses atributos.

Por exemplo, considerando a base de dados de CDs e o problema de RE abordado, é

razoável considerar que o título de um CD deva possuir maior peso se comparado ao nome

do artista, pelo fato de que o mesmo artista pode ter gravado inúmeros CDs, o que tende a

dificultar o processo de identificação de duplicatas. Pode-se, ainda, criar um novo atributo

"artista-título"que relacione um artista ao título de um CD, reduzindo a redundância dos

dados e facilitando o processo de aprendizagem dos classificadores supervisionados.

Dessa forma, na Tabela 6.2 são apresentados os pesos atribuídos aos atributos e novos

atributos resultantes da engenharia de dados realizada para cada base de dados utilizada nos

experimentos deste trabalho.

Tabela 6.2: Engenharia de dados realizada sobre as bases de dados utilizadas.

Base de dados Atributos resultantes da engenharia de dados

CDS soma-pesos: (artista*1 + título*2 + faixa1*0,8 + faixa2*0,8)/4,6 artista-título: (artista*título)

CORA soma-pesos: (autor*0,7 + título*0,8 + jornal*0,8 + volume*0,4 + páginas*0,5 + data*0,3)/3,5

DBLP-ACM soma-pesos: (autores*0,5 + título*2 + local-do-evento*0,5 + ano*1)/4,0

Restaurante soma-pesos: (nome*1 + endereço*0,7 + cidade*0,5 + telefone*1,5 + tipo*0,5)/4,2

6.4 Procedimentos para Análise dos Dados

Para cada experimento, foram geradas quinhentas combinações aleatórias distintas de

resultados de RE, provenientes dos classificadores não-supervisionados utilizados por cada

abordagem de geração de gabaritos estudada (Annealing Standard e GTGenERAL). A partir

19https://github.com/DiegoFernandesAraujo/Master-SKYAM
20Em inglês, feature engineering.
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das combinações obtidas, aplicou-se o método de reamostragem bootstrap [18] com 10.000

permutações, para gerar intervalos de confiança de 95% sobre a mediana das inspeções ma-

nuais necessárias para compor os gabaritos, assim como sobre a mediana dos respectivos

valores de F1 obtidos.

6.5 Estudo dos Parâmetros de STERSWin

Nos experimentos realizados nesta seção, são avaliados fatores relacionados à estratégia

STERSWin, a fim de identificar aqueles mais adequados a proporcionarem a geração de

conjuntos de treinamento informativos com acesso reduzido ao oráculo.

6.5.1 Tamanho das Janelas Utilizadas

A fim de identificar parâmetros adequados para aplicação da estratégia STERSWin com

vistas a selecionar um conjunto de treinamento pequeno, porém suficiente para treinar bons

classificadores supervisionados, buscou-se estudar a influência do tamanho da janela utili-

zada para agrupar pares de registros para rotulação pelo oráculo.

Assim, esta subseção tem por objetivo responder à questão de pesquisa QP1: Qual o

impacto do tamanho das janelas utilizado em STERSWin na qualidade do conjunto de trei-

namento e na quantidade de inspeções manuais necessárias?

6.5.1.1 Desenho Experimental

O desenho deste experimento consiste em executar a estratégia de AA STERSWin com

tamanhos variados de janelas e verificar a quantidade de rotulações manuais realizadas em

cada combinação. Além disso, o experimento busca verificar a eficácia, em termos de F1,

alcançada pelos classificadores Random Forest e SVM ao serem treinados com os conjuntos

de treinamento gerados por STERSWin para os diferentes tamanhos de janela.

Dado que o conjunto PC possui tamanho variável, em função da quantidade de registros

nas bases de dados e dos classificadores não-supervisionados aplicados sobre elas, a utili-

zação de valores absolutos para o tamanho das janelas não se mostra adequada, devido aos

diferentes tamanhos de conjuntos de pares conflitantes que podem haver.
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Nos experimentos realizados, por exemplo, o menor conjunto de pares conflitantes (PC1)

obtido para a base de dados Restaurante continha 47 pares, enquanto o maior conjunto de

pares conflitantes (PC2) obtido para a base de dados CORA possuía 161.713 pares. Dessa

forma, a utilização de uma janela de tamanho único para ambos os conjuntos percorreria

uma maior região de PC1, tendo acesso a uma maior diversidade de pares, enquanto para

PC2 apenas pares muito próximos aos extremos inferior e superior desse conjunto seriam

rotulados. Assim, faz-se necessária a utilização de valores proporcionais ao tamanho de

cada conjunto PC.

Para garantir que os conjuntos de treinamento gerados nos experimentos possuísem o

tamanho mínimo pré-estabelecido para dar início ao treinamento dos classificadores, foram

utilizados os seguintes tamanhos proporcionais de janela: 1%, 3% e 5%. Além disso, com o

intuito de verificar se a comparação entre os valores de #clasf traz algum ganho ao processo

de seleção de pares de registros para rotulação, foi utilizado um valor de janela constante de

tamanho 1, o que obriga o oráculo a rotular todos os pares vizinhos subsequentemente até

que a condição de parada (orçamento = 0 ou F1 atual < F1 anterior) seja alcançada.

6.5.1.2 Resultados

Os resultados obtidos no experimento são apresentados nos gráficos das Figuras 6.2 e

6.3. Ambos os gráficos são divididos em subgráficos que acomodam os resultados obtidos

quando utilizados, respectivamente, 5, 15 e 25 classificadores não-supervisionados para gerar

o conjunto PC.

No gráfico apresentado na Figura 6.2, a quantidade de inspeções manuais está disposta

no eixo vertical, enquanto que o eixo horizontal representa o agrupamento dos tamanhos de

janelas para cada base de dados.

O eixo horizontal do gráfico da Figura 6.3 também representa o agrupamento dos tama-

nhos de janelas para cada base de dados, enquanto que o eixo vertical acomoda valores de F1

no intervalo de 0,0 a 1,0. Além disso, o gráfico é dividido horizontalmente em subgráficos

que acomodam resultados referentes aos classificadores Random Forest e SVM.
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6.5.1.3 Discussão

Como ilustrado na Figura 6.2, a quantidade de pares rotulados tende a ser inversamente

proporcional ao tamanho da janela em termos percentuais. Como exemplo, a maioria das

janelas de tamanho 5% apresentaram a menor quantidade de inspeções manuais. Isso se

deve ao fato de que, quanto maior a janela, menor a quantidade de blocos do conjunto PC,

compreendidos pelos limites da janela, percorridos por ela, dos quais são extraídos um único

par para rotulação. Em relação ao tamanho de janela 1, esse tende a apresentar uma quanti-

dade de inspeções manuais semelhante à quantidade da janela de tamanho 1%, com algumas

exceções.

Figura 6.2: Inspeções manuais para a estratégia de AA STERSWin para diferentes tamanhos

de janela.

Como explicado na Subseção 5.2, o conjunto PC é particionado a partir de um limiar

k, em PCd e PCnd, para que sejam deslizadas duas janelas wd e wnd, respectivamente.

Desse modo, com dois conjuntos nos quais as janelas são deslizadas, a quantidade máxima

de rotulações para cada tamanho de janela é dobrada. Assim, com o tamanho 5%, por exem-

plo, podem ser realizadas até 40 consultas ao oráculo dado o tamanho mínimo de T = 20
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utilizado nos experimentos.

Quanto à eficácia, observa-se na Figura 6.3 que os valores de F1 obtidos pelos classi-

ficadores treinados a partir dos conjuntos gerados pela estratégia de AA STERSWin com

os tamanhos de janela 1 e 1% são bastante próximos. Para as janelas de tamanho 1%, é

observada uma ligeira vantagem em alguns casos, provavelmente pelo fato de essas janelas

percorrerem mais regiões do conjunto de pares conflitantes, possibilitando uma maior diver-

sidade de pares selecionados e, por consequência, tornando o conjunto de treinamento menos

redundante e mais informativo.

Figura 6.3: Valores de F1 para a estratégia de AA STERSWin com diferentes tamanhos de

janela.

6.5.2 Ponto de Partida das Janelas

Como discutido na Subseção 5.2, apenas a monotonicidade não garante que pares infor-

mativos sejam selecionados para compor um conjunto de treinamento. Isso motivou consi-

derar também a divergência entre os resultados dos classificadores que identificaram cada
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par de registro como possível duplicado dentro de cada janela.

Ainda assim, considerando o fato de a janela wnd iniciar seu deslizamento a partir do

extremo inferior do conjunto de pares conflitantes PCnd e da janela wd partir do extremo

superior do conjunto de pares conflitantes PCd, é provável que os pares de registros selecio-

nados inicialmente para rotulação sejam fáceis de classificar, o que pode influenciar no nível

de informatividade do conjunto de treinamento gerado por STERSWin.

Dessa forma, buscou-se responder nesta subseção a questão de pesquisa QP2: O ponto de

partida para deslizamento das janelas influencia na qualidade do conjunto de treinamento

gerado e na quantidade de inspeções manuais necessárias?

6.5.2.1 Desenho Experimental

Para realizar essa avaliação, foram definidos dois pontos de partida para as janelas utiliza-

das: i) Extremos, em que wnd e wd partem, respectivamente, do extremo inferior do conjunto

PCnd e extremo superior do conjunto PCd. Pela monotonicidade, espera-se que seja mais

fácil identificar a classe a qual pertencem os pares presentes nesses extremos; e ii) Região de

Incerteza, composta por pares de registros que ficam próximos ao limiar k que divide PC,

onde não há fortes evidências das classes as quais esses pares pertencem, de modo que esses

pares poderiam contribuir para o ganho de informatividade do conjunto de treinamento. As-

sim, para considerar esses pares no início do processo, wnd deve deslizar a partir do extremo

superior de PCnd e wd a partir do extremo inferior de PCnd.

Com o intuito também de reforçar as evidências observadas nos experimentos discutidos

na Subseção 6.5.1, a influência do ponto de partida das janelas foi avaliada considerando os

tamanhos de janela que apresentaram melhores resultados na maior parte dos experimentos:

1 e 1%.

6.5.2.2 Resultados

Nas Figuras 6.4 e 6.5, são apresentados os resultados obtidos no experimento. Assim

como para os experimentos apresentados na Subseção 6.5.1, os gráficos são divididos em

subgráficos que acomodam os resultados obtidos quando utilizados, respectivamente, 5, 15

e 25 classificadores para gerar o conjunto PC.

No eixo horizontal do gráfico da Figura 6.4, é representado o agrupamento dos tamanhos
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de janelas 1 e 1% para cada base de dados, enquanto que no eixo vertical é representada a

quantidade de inspeções manuais realizadas quando aplicada a estratégia de AA STERSWin

para gerar conjuntos de treinamento. Além disso, o eixo vertical é dividido em subgráficos

que acomodam resultados referentes às regiões "Extremos"e "Incerteza".

Nos gráficos da Figura 6.5, o eixo vertical representa valores de F1 no intervalo de 0,0

a 1,0, referentes à classificação de pares de registros realizada com classificadores (Random

Forest e SVM) treinados com conjuntos de treinamento gerados por STERSWin. No eixo

horizontal, para cada base de dados, são agrupados os resultados referentes a cada região

("Extremos"e "Incerteza") utilizada por STERSWin para iniciar o deslizamento das janelas.

6.5.2.3 Discussão

Na Figura 6.4, observa-se que, de maneira geral, quando as janelas partem da Região de

Incerteza, o processo exige um maior número de inspeções manuais. Isso se deve, prova-

velmente, à busca por mais exemplos que representem ambas as classes, o que não acon-

tece quando o deslizamento se inicia nos Extremos, onde se pode encontrar mais facilmente

exemplos distintos de cada classe. Em alguns poucos casos, pode-se observar também que o

tamanho da janela 1 leva a uma quantidade de inspeções manuais mais elevada, alcançando

de 25 até 100 inspeções a mais, principalmente quando se parte da Região de Incerteza.

Em relação à eficácia dos resultados, em termos de F1, considerando-se o tamanho da

janela, observa-se na Figura 6.5 que janelas com tamanho 1% apresentam resultados equiva-

lentes para ambas as regiões de onde partem. Esse comportamento não se observa quando

utilizadas janelas de tamanho 1, devido ao fato de essas janelas considerarem apenas pares

imediatamente vizinhos, o que tende a dificultar a seleção de pares mais distintos para com-

por o conjunto de treinamento, dependendo da região de onde as janelas partem (Extremos

ou Incerteza). Esse comportamento pode ser potencializado no caso de conjuntos de pares

conflitantes muito grandes, como aqueles provenientes da base de dados CORA com mais

de 100.000 pares.

Em relação à região de partida das janelas, quando se partiu da Região de Incerteza foram

obtidos valores de F1 semelhantes ou até melhores àqueles alcançados quando as janelas

partiram dos Extremos. Por exemplo, como se pode ver na Figura 6.5, para a base de dados

Restaurante, quando partindo-se da Região de Incerteza, os valores de F1 obtidos chegaram
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Figura 6.4: Quantidade de inspeções manuais para a estratégia de AA STERSWin conside-

rando diferentes pontos de partida para as janelas.

bastante próximos de 1,0, considerando 15 ou 25 classificadores.

Porém, quando essa região foi considerada sobre conjuntos resultantes do conflito de

cinco classificadores não-supervisionados, em vários casos, foram gerados conjuntos de trei-

namento altamente desbalanceados. Esses casos, que representam mais de 50% das obser-

vações, apresentaram enorme quantidade de pares de registros duplicados, contendo de 70%

a 90% desses pares. Em alguns casos mais extremos, conjuntos foram gerados com a pre-

sença apenas de pares de registros duplicados. Com isso, classificadores treinados com esses

conjuntos apresentaram valores de F1 muito baixos, entre 0,0 e 0,2.

Considerando o limiar k = 2 utilizado nos experimentos para particionar PC, torna-

se difícil assumir que um par de registros (ri, rj) apontado por um ou dois classificadores

como duplicado seja um falso positivo, quando apenas outros três dos cinco classificadores

não o consideraram um par duplicado. Assim, torna-se provável que PCnd possua poucos

exemplos de pares não-duplicados, os quais tendem a estar concentrados em seu extremo

inferior.

Dessa forma, ao iniciar o deslizamento das janelas a partir da Região de Incerteza, nesses

casos, a tendência é que os pares selecionados para rotulação sejam apenas exemplos de
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pares duplicados, fazendo com que a estratégia de AA STERSWin convirja mais rápido,

resultando em um conjunto de treinamento povoado por um grande número de pares de uma

única classe, o que leva a um conjunto pouco informativo.

6.6 Estudo da Abordagem GTGenERAL

Partindo dos resultados discutidos nos experimentos da Seção 6.5, são adotados os se-

guintes parâmetros para a estratégia de AA STERSWin nos demais experimentos: tamanho

de janela de 1% e a Região dos Extremos como ponto de partida para o deslizamento das

janelas. Além desses, são considerados os parâmetros pré-fixados no início deste capítulo

(tamanho mínimo de T = 20 e limiar k = 2), quando não explicitados outros parâmetros.

Nos experimentos que seguem, são avaliados diversos fatores relacionados à abordagem

GTGenERAL, a qual é testada utilizando tanto a estratégia de AA STERSWin, quanto a

estratégia AdInTDS, que não assume monotonicidade. Ambos os casos são confrontados

com a abordagem do estado da arte para geração de gabaritos para RE, Annealing Standard.

6.6.1 Quantidade de Classificadores utilizados na Geração de PC

A fim de verificar se a quantidade dos classificadores não-supervisionados utilizados

para compor PC tem influência no resultado do processo de geração do gabarito, foram

delimitados grupos de 5, 15 e 25 classificadores, para cada base de dados, de forma que seus

resultados pudessem ser comparados.

Com isso, busca-se responder nesta subseção a questão de pesquisa QP3: A quantidade

dos classificadores não-supervisionados influencia o resultado do processo de geração do

gabarito, em termos de esforço manual empreendido e de eficácia?

6.6.1.1 Desenho Experimental

O desenho experimental desta avaliação consiste em i) gerar conjuntos de pares confli-

tantes resultantes da divergência entre 5, 15 e 25 classificadores não-supervisionados e ii)

utilizar esses conjuntos como entrada para as abordagens GTGenERAL (com STERSWin e
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(a) Janela de tamanho 1.

(b) Janela de tamanho 1%.

Figura 6.5: Valores de F1 para a estratégia de AA STERSWin com diferentes pontos de

partida para as janelas.



6.6 Estudo da Abordagem GTGenERAL 51

AdInTDS) e Annealing Standard, a fim de comparar seus resultados em termos de eficácia e

esforço manual demandado para geração de gabaritos para RE.

6.6.1.2 Resultados

Nas Figuras 6.6 e 6.7 são apresentados os resultados obtidos no experimento. Os grá-

ficos são divididos em subgráficos que acomodam os resultados obtidos quando utilizados,

respectivamente, 5, 15 e 25 classificadores para gerar o conjunto PC, principais variáveis

independentes consideradas nesta avaliação.

No gráfico da Figura 6.6, o eixo horizontal representa o agrupamento dos resultados das

abordagens GTGenERAL e Annealing Standard para cada base de dados, enquanto que no

eixo vertical é representada a quantidade de inspeções manuais realizadas durante a execução

dessas abordagens. Por haver casos em que o número de inspeções manuais é bastante

elevado, o eixo vertical apresenta-se em escala logarítmica.

Na Figura 6.7, o eixo horizontal representa também o agrupamento dos resultados das

abordagens GTGenERAL e Annealing Standard para cada base de dados. O eixo vertical

dos gráficos, por sua vez, representa valores de F1 no intervalo de 0,0 a 1,0, referentes aos

pares de registros classificados e adicionados aos gabaritos pelas abordagens GTGenERAL

e Annealing Standard.

Para esse experimento e os seguintes, os valores de F1 de Annealing Standard (que não

faz uso de AM) são exibidos nos gráficos que abordam a eficácia alcançada pelos gabaritos

gerados nas linhas referentes a Random Forest e SVM, apenas para fins de comparação com

GTGenERAL que faz uso desses classificadores.

6.6.1.3 Discussão

Com relação à quantidade de esforço manual empreendido no processo, o número má-

ximo de rotulações para a abordagem GTGenERAL corresponde ao orçamento estipulado

para a estratégia de AA utilizada. No caso dos experimentos realizados, cujo orçamento cor-

responde a 200, esse valor só foi alcançado (e algumas vezes superado) quando utilizada a

estratégia de AA AdInTDS, cuja heurística permite que o orçamento possa ser ultrapassado

enquanto se busca compor o conjunto de treinamento ótimo.
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Apesar disso, os valores de inspeção manual da abordagem GTGenERAL foram seme-

lhantes para todas as quantidades de classificadores, como se pode observar na Figura 6.6.

A respeito das rotulações para a abordagem AS, como são realizadas sobre todos os pares

conflitantes existentes, esse número tende a aumentar conforme cresce o número de clas-

sificadores e os consequentes conflitos existentes entre seus resultados, tendo atingido nos

experimentos mais de 140.000 para a base de dados CORA, quando utilizados 25 classifica-

dores no processo.

Figura 6.6: Efeito da quantidade de classificadores no esforço manual empreendido na abor-

dagem GTGenERAL.

Em relação à eficácia, como se pode ver na Figura 6.7a, a abordagem AS sempre apre-

senta valor de F1 superior à abordagem GTGenERAL, devido ao fato de a rotulação dos

pares no processo dessa abordagem ser totalmente realizada de forma manual por especia-

listas no domínio da(s) base(s) de dados. Apesar disso, mesmo com um número bastante

reduzido de inspeções manuais, GTGenERAL alcança valores de F1 próximos aos de AS,

entre 0,05 e 0,02, em especial quando é utilizada a estratégia de AA AdInTDS.

Se considerada a Região de Incerteza para a estratégia de AA STERSWin utilizada na

abordagem GTGenERAL (Figura 6.7b), os resultados melhoram consideravelmente. Entre-

tanto, como discutido no experimento da Subseção 6.5.2, nesses casos há a possibilidade de
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geração de conjuntos de treinamento desbalanceados, contendo um grande número de pares

de registros duplicados, quando utilizados poucos classificadores não-supervisionados.

(a) Extremos

(b) Região de Incerteza

Figura 6.7: Efeito da quantidade de classificadores na eficácia (F1) da abordagem GTGenE-

RAL.
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6.6.2 Qualidade dos Classificadores utilizados na Geração do Conjunto

PC

Em todos os experimentos apresentados até então, os resultados dos classificadores não-

supervisionados utilizados para compor as observações foram selecionados aleatoriamente,

de modo que resultados de classificadores com alto valor de F1 podiam ser combinados com

resultados de classificadores com baixo F1.

Neste experimento, buscou-se verificar se a qualidade dos classificadores utilizados, em

termos de F1, tem influência sobre o gabarito resultante da abordagem GTGenERAL.

Dessa forma, esta subseção tem por objetivo responder a questão de pesquisa QP4: A

qualidade dos classificadores não-supervisionados utilizados influencia o resultado do pro-

cesso de geração do gabarito, em termos de eficácia e esforço manual empreendido?

6.6.2.1 Desenho Experimental

O desenho experimental desta avaliação consiste em i) gerar conjuntos de pares conflitan-

tes resultantes da divergência entre resultados de classificadores não-supervisionados bons,

assim como gerar conjuntos de pares conflitantes resultantes da divergência entre resultados

de classificadores não-supervisionados ruins, e ii) utilizar esses conjuntos como entrada para

as abordagens GTGenERAL (com STERSWin e AdInTDS) e Annealing Standard, a fim de

comparar seus resultados em termos de eficácia e esforço manual demandado para geração

de gabaritos para RE.

Para realizar a divisão desses grupos, podem ser considerados os valores de F1 obtidos

pelos classificadores aplicados sobre cada base de dados. Entretanto, não há um valor único

que possa caracterizar um classificador como bom ou ruim, para todas as bases de dados.

Desta forma, a divisão dos classificadores utilizados baseou-se na mediana da distribuição

de F1 apresentada na Figura 6.1 para cada base de dados. Os classificadores com F1 igual

ou abaixo do valor mediano são considerados ruins, enquanto aqueles acima desse valor são

tidos como classificadores bons.
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6.6.2.2 Resultados

Os resultados obtidos no experimento são apresentados nas Figuras 6.8 e 6.9. Em ambas

as figuras, os gráficos são divididos em subgráficos que acomodam os resultados obtidos

quando utilizados, respectivamente, classificadores bons e classificadores ruins para gerar o

conjunto PC.

No gráfico da Figura 6.8, o eixo vertical representa a quantidade de inspeções manuais re-

alizadas durante a execução das abordagens GTGenERAL e Annealing Standard. Por haver

casos em que o número de inspeções manuais é bastante elevado, o eixo vertical apresenta-

se em escala logarítmica. No eixo horizontal do gráfico, é representado, para cada base de

dados, o agrupamento dos resultados das abordagens GTGenERAL e Annealing Standard.

O eixo horizontal da Figura 6.7 representa também o agrupamento dos resultados das

abordagens GTGenERAL e Annealing Standard para cada base de dados, enquanto que o

eixo vertical representa valores de F1 no intervalo de 0,0 a 1,0, referentes aos pares de regis-

tros classificados e adicionados aos gabaritos pelas abordagens GTGenERAL e Annealing

Standard.

6.6.2.3 Discussão

O gráfico da Figura 6.8, em escala logarítimica, mostra que o número de inspeções ma-

nuais realizadas quando são considerados apenas classificadores ruins apresenta-se maior,

para ambas as abordagens (Annealing Standard e GTGenERAL). Isso ocorre devido a maior

quantidade de pares de registros erroenamente classificados resultantes desses classificado-

res, o que gera uma maior quantidade de conflitos.
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Figura 6.8: Efeito da qualidade dos classificadores no esforço manual empreendido na abor-

dagem GTGenERAL.

Considerando o caso em que um classificador ruim possui alto valor de Recall

(0, 8; · · · ; 1, 0) e baixo valor de Precision (0, 0; · · · ; 2.0), por exemplo, muitos pares de

registros tendem a ser classificados erroneamente e entrarem em conflito com os resultados

de outros classificadores, o que para a abordagem AS significa um aumento significativo do

número de inspeções manuais. Para a abordagem GTGenERAL, esse aumento, em alguns

casos, representa o dobro das inspeções manuais quando utilizados classificadores bons,

entretanto, como já destacado na Subseção 6.6.1, esse número é insignificante devido ao

orçamento utilizado.

Com relação à eficácia obtida por ambos os grupos de classificadores, observa-se na Fi-

gura 6.9 que a abordagem AS tende a apresentar melhores valores de F1 quando utilizados

apenas classificadores bons. Esse comportamento é justificado pelo fato de os conflitos en-

tre esses classificadores apresentarem maior quantidade de pares de registros duplicados.

Assim, quando rotulados com todos os demais pares, são computados como verdadeiro po-

sitivos, proporcionando a obtenção de valores de F1 mais elevados. Essa particularidade dos

conjuntos de pares conflitantes gerados por classificadores bons também influencia positiva-

mente os valores de F1 para a abordagem GTGenERAL, que em alguns casos aproxima-se

bastante dos resultados obtidos por AS.



6.6 Estudo da Abordagem GTGenERAL 57

Figura 6.9: Efeito da qualidade dos classificadores na eficácia (F1) obtida com a abordagem

GTGenERAL.

6.6.3 Conjunto de Treinamento: Seleção Randômica vs. Seleção com

AA

Para diminuir o problema de desbalanceamento entre classes de pares de registros próprio

do problema de RE, a fim de possibilitar a geração de um conjunto de treinamento informa-

tivo, a abordagem GTGenERAL explora o conflito entre resultados de classificadores, em

que se espera que haja uma maior presença de pares duplicados.

Nesse experimento, buscou-se averiguar se apenas a seleção randômica de pares desse

conjunto (possivelmente balanceado) seria suficiente para gerar conjuntos de treinamento

bons para classificadores supervisionados.

Dessa maneira, esta subseção tem por objetivo responder a questão de pesquisa QP5:

Qual o efeito da seleção randômica de pares, ao invés da aplicação de abordagens de Apren-

dizagem Ativa, para geração do conjunto de treinamento em termos de eficácia?
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6.6.3.1 Desenho Experimental

O desenho experimental desta avaliação consiste em i) gerar conjuntos de pares confli-

tantes resultantes da divergência entre resultados de classificadores não-supervisionados; e

ii) utilizar esses conjuntos como entrada para as abordagens Annealing Standard e GTGenE-

RAL, essa última utilizando para geração de conjuntos de treinamento tanto estratégias de

AA (STERSWin e AdInTDS) quanto seleção randômica. Com isso, busca-se comparar os

resultados de ambas as abordagens para geração de gabarito para RE, em termos de eficácia

e esforço manual demandado.

Para a estratégia randômica, foram estipulados quatro limites distintos para seleção de

pares (50, 100, 150 e 200), baseados no tamanho médio dos conjuntos gerados pelas estraté-

gias de AA nos experimentos previamente discutidos.

6.6.3.2 Resultados

Os resultados obtidos no experimento são apresentados nas Figuras 6.10 e 6.11. Os grá-

ficos são divididos em subgráficos que acomodam os resultados obtidos quando utilizados,

respectivamente, 5, 15 e 25 classificadores para gerar o conjunto PC.

No gráfico da Figura 6.10, o eixo vertical representa a quantidade de inspeções manuais

realizadas durante a execução das abordagens GTGenERAL e Annealing Standard. O eixo

vertical apresenta-se em escala logarítmica, por haver casos em que o número de inspeções

manuais é bastante elevado. No eixo horizontal do gráfico, é representado, para cada base

de dados, o agrupamento dos resultados das abordagens GTGenERAL, Annealing Standard

e dos classificadores supervisionados treinados com pares selecionados randomicamente.

O eixo horizontal da Figura 6.11 representa também o agrupamento dos resultados das

abordagens GTGenERAL e Annealing Standard para cada base de dados. O eixo vertical re-

presenta valores de F1 no intervalo de 0,0 a 1,0, referentes aos pares de registros classificados

e adicionados aos gabaritos pelas abordagens GTGenERAL e Annealing Standard.

6.6.3.3 Discussão

A partir da Figura 6.10, verifica-se o mesmo comportamento observado nos experimentos

anteriores, em que AS apresenta um número elevado de inspeções manuais, proveniente da
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rotulação de todos os pares conflitantes gerados pelos resultados dos classificadores não-

supervisionados.

Da mesma maneira, a abordagem GTGenERAL, quando utilizadas as estratégias de AA,

apresenta um baixo número de inspeções manuais limitado pelo orçamento pré-estabelecido.

Isso também ocorre quando utilizada a estratégia de seleção randômica, que igualmente faz

uso de tamanhos pré-estabelecidos (50, 100, 150 e 200) para os conjuntos de treinamento a

serem gerados.

Figura 6.10: Efeito da seleção randômica de T vs. seleção através de AA no esforço manual

empreendido na abordagem GTGenERAL.

Com relação aos valores de F1 obtidos, apresentados na Figura 6.11a, observa-se que os

resultados da abordagem GTGenERAL quando utilizada seleção randômica são próximos

aos da abordagem GTGenERAL quando aplicada a estratégia AdInTDS. Em alguns casos,

esses valores chegam a se equiparar, quando os conjuntos gerados randomicamente possuem

tamanhos 150 e 200.

Em muitos casos em que a estratégia de AA STERSWin é utilizada, os valores de F1

obtidos ficam aquém daqueles obtidos pelos conjuntos gerados randomicamente, como, por

exemplo, quando utilizado Random Forest sobre os pares resultantes do conflito entre 25

classificadores para a base de dados CORA. Entretanto, quando considerada a Região de In-
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certeza por STERSWin, a abordagem GTGenERAL apresenta valores próximos aos obtidos

quando utilizada a estratégia AdInTDS (Figura 6.11b).

A partir dessas informações, é possível perceber que o propósito do agrupamento de con-

flitos entre resultados de classificadores não-supervisionados mostra-se eficaz, o que possi-

bilita a obtenção de bons resultados de F1 provenientes da utilização de conjuntos gera-

dos randomicamente. Ainda assim, a aplicação de estratégias de AA sobre o conjunto PC

justifica-se pelo fato de ter produzido valores de F1 semelhantes utilizando em média metade

da quantidade de inspeções manuais realizadas quando selecionados pares randomicamente.

(a) Extremos

6.7 Considerações Finais

Os resultados dos experimentos e avaliações apresentados neste capítulo, e sintetizados

na Tabela 6.3, mostraram, a partir dos estudos gerados com base em QP1 e QP2, que a

estratégia de AA STERSWin, explorando a monotonicidade característica das bases de dados

em que há registros duplicados, é capaz de gerar conjuntos de treinamento bons para treinar

algoritmos de AM para RE. No entanto, ao considerar a Região de Incerteza, STERSWin

não foi capaz de lidar com conjuntos de pares gerados pelo conflito de poucos classificadores
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(b) Região de Incerteza

Figura 6.11: Efeito da seleção randômica de T no valor de F1 obtido através de GTGenE-

RAL.

não-supervisionados.

Também foi possível observar a partir das questões de pesquisa QP3, QP4 e QP5 que

a abordagem GTGenERAL, com grande redução do esforço manual, é capaz de gerar ga-

baritos próximos àqueles obtidos pela abordagem do estado da arte Annealing Standard,

independentemente do tipo de estratégia de AA utilizada e sendo pouco influenciada por

fatores como quantidade e qualidade de classificadores utilizados no processo.

Entretanto, GTGenERAL não se mostrou capaz de superar a abordagem Annealing Stan-

dard em termos de eficácia, devido ao fato de essa última realizar inspeção manual para

todos os pares resultantes do conflito entre classificadores de RE.



6.7 Considerações Finais 62

Tabela 6.3: Síntese dos experimentos realizados

Questão de pesquisa Conclusões obtidas

QP1: Qual o impacto do tamanho

das janelas utilizado em STERSWin

na qualidade do conjunto de

treinamento e na quantidade de

inspeções manuais necessárias?

As janelas de tamanhos 1 e 1% apresentaram melhor

eficácia, demandando, para isso, um número de

inspeções manuais maior que os demais tamanhos.

QP2: O ponto de partida (Extremos

ou Região de Incerteza) para

deslizamento das janelas influencia

na qualidade do conjunto de

treinamento gerado e na quantidade

de inspeções manuais necessárias?

Com um número ligeiramente maior de inspeções

manuais, se comparada à Região dos Extremos, a

Região de Incerteza apresentou melhores resultados

em relação à eficácia. Entretanto, quando considerados

conjuntos de pares conflitantes resultantes do conflito

entre apenas 5 classificadores, a eficácia obtida

apresentou-se muito baixa.

QP3: A quantidade de

classificadores não-supervisionados

utilizados influencia o resultado do

processo de geração do gabarito, em

termos de esforço manual

empreendido e de eficácia?

Observou-se que quanto maior a quantidade de

classificadores não-supervisionados utilizados, maior a

quantidade de inspeções manuais e a eficácia do

gabarito gerado. Entretanto esses aumentos foram

sutis, indicando que GTGenERAL é capaz de gerar

bons gabaritos independentemente da quantidade de

classificadores não-supervisionados utilizados no

processo.

QP4: A qualidade dos

classificadores não-supervisionados

utilizados influencia o resultado do

processo de geração do gabarito, em

termos de eficácia e esforço manual

empreendido?

Classificadores não-supervisionados bons tendem a

gerar conjuntos de pares conflitantes com maior

presença de pares duplicados, levando à melhora na

eficácia do gabarito gerado e diminuição de inspeções

manuais necessárias ao processo.
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QP5: Qual o efeito da utilização de

seleção randômica de pares, ao invés

da aplicação de abordagens de

Aprendizagem Ativa, para geração

do conjunto de treinamento em

termos de eficácia?

Os valores de eficácia dos gabaritos obtidos quando

considerada a seleção randômica apresentaram-se

semelhantes à eficácia obtida por GTGenERAL

quando utilizando AA. Isso indica que o fato de

agrupar os conflitos entre resultados de classificadores

não-supervisionados no início do processo de

GTGenERAL mostra-se eficaz. Mesmo assim, a

aplicação de estratégias de AA é justificada pelo fato

de produzirem valores de F1 semelhantes à estratégia

de seleção randômica, utilizando em média metade da

quantidade de inspeções manuais necessária a esta

última.



Capítulo 7

Conclusões e Trabalhos Futuros

7.1 Conclusões

Neste trabalho, foi apresentada uma abordagem (GTGenERAL) semiautomática para

geração de gabaritos para a tarefa de RE com emprego de esforço manual reduzido. A

abordagem combina resultados de múltiplos classificadores e AM. Para seleção do conjunto

de treinamento utilizado no processo, GTGenERAL pode fazer uso tanto de estratégias de

AA que assumem monotonicidade, como aquelas que não consideram essa propriedade.

Para verificar o comportamento de GTGenERAL com ambos os tipos de estratégias de

AA, além da utilização de uma estratégia do estado da arte que não assume monotonicidade,

foi proposta a estratégia STERSWin, a qual é baseada em monotonicidade e faz uso de

janelas deslizantes aplicadas sobre um conjunto ordenado de pares de registros conflitantes

para selecionar pares de registros para treinamento.

Com o intuito de analisar o impacto da aplicação de GTGenERAL (utilizando ambas as

estratégias de AA), em termos de redução de esforço manual e eficácia (F1) obtidos na gera-

ção de gabaritos para a tarefa de RE, foram realizados experimentos em bases de dados reais.

Os resultados de GTGenERAL foram comparados aos resultados obtidos pela abordagem do

estado da arte AS.

Os resultados obtidos apontam que, com grande redução do esforço manual, GTGenE-

RAL é capaz de gerar gabaritos próximos àqueles obtidos pela abordagem do estado da arte.

Entretanto, em termos de F1, GTGenERAL não se mostrou capaz de superar a abordagem

AS, devido ao fato de essa última realizar inspeção manual para todos os pares resultantes do
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conflito entre classificadores de RE.

Quanto aos fatores que podem influenciar os resultados obtidos por GTGenERAL,

observou-se pouca variação na eficácia quando considerada a quantidade de classifica-

dores utilizada, havendo sutil melhora quando empregados 15 e 25 classificadores não-

supervisionados. Com respeito à qualidade dos classificadores, os melhores valores de eficá-

cia apresentaram-se quando aplicados apenas classificadores bons. Para ambos os fatores, os

melhores resultados se deram pela maior presença de pares de registros duplicados provindos

dos conflitos entre os resultados dos classificadores.

Em relação à STERSWin, seus resultados apresentaram-se semelhantes aos de AdInTDS,

principalmente quando considerada a Região de Incerteza para iniciar o deslizamento das ja-

nelas com tamanho 1%. Esses resultados foram possíveis devido às características distintas

dos pares residentes nessa região e ao fato de a janela de tamanho 1% percorrer um maior

número de blocos do conjunto de pares conflitantes, possibilitando a geração de conjun-

tos de treinamento mais diversificados. No entanto, ao considerar a Região de Incerteza,

STERSWin não foi capaz de lidar com conjuntos de pares gerados pelo conflito de poucos

classificadores não-supervisionados.

7.2 Trabalhos Futuros

Nesta seção, são apresentadas perspectivas de extensão do trabalho desenvolvido nesta

dissertação, sendo essas perspectivas apresentadas a seguir:

Ampliação dos experimentos com mais bases de dados reais e outras estratégias de

AA. Para que as evidências constatadas a respeito da abordagem GTGenERAL e da estra-

tégia STERSWin, propostas neste trabalho, sejam fortalecidas, é importante a realização de

experimentos adicionais com bases de dados reais de tamanhos e domínios distintos. Tais

bases de dados podem ser encontradas em repositórios de acesso público como, por exemplo,

o repositório RIDDLE21 da Universidade do Texas em Austin, ou o repositório do Database

Group Leipzig22 da Universidade de Leipzig. Além disso, com o intuito de estudar possíveis

modificações no comportamento de GTGenERAL, a utilização de outras estratégias de AA

21http://www.cs.utexas.edu/users/ml/riddle/
22https://dbs.uni-leipzig.de/en/research/projects/object_matching/fever/

benchmark_datasets_for_entity_resolution
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dentro do processo da abordagem para geração de gabaritos se faz necessário.

Avaliação da utilidade do gabarito gerado para a tarefa de AM

Além da aplicação dos gabaritos gerados por GTGenERAL para avaliação da tarefa de

RE, pode-se verificar sua utilidade para o treinamento de algoritmos de aprendizagem de

máquina para classificação. Para tanto, devem também ser aplicadas técnicas de sintetização

de classes, como Oversampling e Undersampling.

Ampliação da recuperação de pares duplicados no início do processo. Tanto o AS

quanto GTGenERAL consideram apenas pares de registros que foram identificados por pelo

menos um dos classificadores não-supervisionados. Desse modo, se nenhum desses classi-

ficadores identificar um par de registro (rx, ry) antes da etapa de acumulação de pares em

GTGenERAL, tal par não poderá ser classificado nas etapas seguintes como duplicado ou

não-duplicado. Assim, mesmo na melhor hipótese, em que GTGenERAL classifica correta-

mente todos os pares do conjunto PC, o gabarito resultante estaria incompleto. Com isso,

podem ser estudadas formas eficazes de maximizar a quantidade de pares possivelmente

duplicados acumulados no início da abordagem de GTGenERAL.

Modificação da estrutura de GTGenERAL com adição de etapas de AA. A inserção

de estratégias de AA em outras partes do processo de GTGenERAL apresenta-se como uma

possibilidade de alavancar a acurácia do gabarito gerado, a partir de um leve aumento da

quantidade de intervenção humana demandada. Esse aumento na acurácia do gabarito é

esperado pelos seguintes fatores: i) os novos pares rotulados devem incrementar o conjunto

de treinamento final e, consequentemente, melhorar o classificador supervisionado treinado;

e ii) os pares verdadeiro positivos, rotulados manualmente pelo especialista no domínio da(s)

base(s) de dados, são adicionados diretamente ao gabarito, enquanto que o aumento dessa

intervenção manual deve ser pequeno, dadas as características das estratégias de AA.

Utilização de comitê de classificadores supervisionados no processo de GTGenE-

RAL. Outro direcionamento possível para este trabalho consiste em estudar maneiras ade-

quadas de combinar os resultados de vários classificadores supervisionados e agregá-los ao

processo para compor o gabarito. Por exemplo, poderia ser estudada a influência da uti-

lização de um conjunto de classificadores supervisionados e a classificação dos pares re-

manescentes do conjunto PC apontada pela maioria desses classificadores na etapa 6 de

GTGenERAL (Figura 5.1).
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Apêndice A

Annealing Standard

A abordagem para geração de gabaritos para RE proposta por Vogel et al. [51] se vale da

aplicação conjunta de classificadores não-supervisionados com inspeções manuais. A seguir,

é descrito um breve exemplo da execução da abordagem.

Considere um conjunto de registros R = {a, b, c, d, e, f, g, h} que, pelo Produto cartesi-

ano sobre todos os elementos gera 28 pares, e o resultado de dois algoritmos de RE que de-

clararam como registros duplicados, respectivamente, {〈a, b〉; 〈c, d〉} e {〈a, b〉; 〈e, f〉}, como

mostra a Figura A.1.

Os pares 〈a, b〉 e 〈c, d〉, identificados pelo primeiro classificador não-supervisionado,

compõem o baseline e são automaticamente adicionados ao conjunto de duplicados. Na

segunda iteração, 〈a, b〉 é confirmado como duplicado, mantendo-se no mesmo conjunto de

início. Por sua vez, os pares 〈c, d〉 e 〈e, f〉 representam divergências entre o primeiro e

o segundo classificadores não-supervisionados, necessitando, por isso, serem submetidos à

inspeção manual.

Após o especialista humano analisar esses pares, averigua-se, neste exemplo, que 〈c, d〉 é

de fato um par de registros duplicados e que 〈e, f〉 trata-se de um par não-duplicado. Assim,

ambos são inseridos no conjunto de pares classificados manualmente e assumidos como

verdadeiros, de forma que resultados de novos classificadores que possam vir a discordar

deles serão ignorados.

Dos 28 pares possíveis, aqueles 25 pares que não foram classificados como duplicados

por quaisquer dos classificadores não-supervisionados são automaticamente considerados

como não-duplicados. Dessa forma, tem-se ao fim da execução dois pares duplicados e 26
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Figura A.1: Exemplo de execução do AS.

não-duplicados com apenas duas inspeções manuais, bem abaixo da quantidade de compara-

ções necessárias quando utilizada a geração convencional de gabarito, que compara os pares

gerados pelo Produto cartesiano sobre todos os elementos do conjunto.



Apêndice B

Algoritmo STERSWin

Algoritmo 2 STERSWin
Entrada:

• PC: lista de pares conflitantes na forma 〈(r, s), sim(r, s),#clasf〉 ordenados cres-

centemente pelo valor sim

• ζ: oráculo humano, b: orçamento máximo

• minT : tamanho mínimo do conjunto de treinamento

• wndup: tamanho da janela a ser empregada sobre pares potencialmente não-duplicados

• wdup: tamanho da janela a ser empregada sobre pares potencialmente duplicados

• d: limite inicial de wdup, nd: limite inicial de wndup

• Csup: conjunto de classificadores supervisionados

Saída: Conjunto de treinamento (T )

1: prevF1 := 0

2: avgF1 := 10−5

3: T := ∅
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4: for all r in PC do

5: if #clasf <= k then

6: PCnd := PCnd ∪ r

7: else

8: PCd := PCd ∪ r

9: end if

10: end for

11: d := |PCd|

12: nd := 0

13: while avgF1 > prevF1 and budget(ζ) ≤ b do

14: prevF1 := avgF1

15: pd := argmini=d down to d−wdup #clasf(PCd
i )

16: pnd := argmaxi=nd to nd+wndup #clasf(PCnd
i )

17: d := d− wdup− 1

18: nd := nd+ wndup+ 1

19: T := T ∪ {〈pd, ζ(pd)〉, 〈pnd, ζ(pnd)〉}

20: if T <= minT then

21: sumF1 := 0

22: for all classificador csup ∈ Csup do

23: sumF1 := sumF1 + getF1(T, csup)

24: end for

25: end if

26: avgF1 :=
sumF1
|Csup|

27: end while

28: return T


